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Oz

AlphaFold, bir protein dizisinin ii¢ boyutlu yapisini tahmin etmek
icin derin sinir aglarin1 ve gelismis makine 6grenimi tekniklerini
kullanan, DeepMind ekibi tarafindan gelistirilmis bir protein
katlama tahmin aracidir. Protein katlanmasinin tahmini, hesaplamali
biyolojide uzun siiredir devam eden bir sorun olmustur ve dogru
protein yapisi tahmin yontemlerinin gelistirilmesi, bilim camiasinin
biiyiik ilgisini ¢ekmistir. AlphaFold, once bir proteinin yerel
yapisini tahmin ettigi ve ardindan genel yapiy: bir araya getirdigi iki
asamali bir yaklagim kullanir. AlphaFold, iki yilda bir yapilan CASP
(Yap1 Tahmininin Kritik Degerlendirmesi) deneylerinde diger son
teknoloji yontemleri geride birakarak ¢ok ¢esitli proteinlerin
yapisint tahmin etmede kayda deger bir basari elde etmistir.
AlphaFold'un tahminlerinin dogrulugu, protein islevini ve hastalik
mekanizmalarmi, ilag kesfini ve sentetik biyolojiyi anlamak igin
onemli etkilere sahipti. Bu derlemede, AlphaFold'un
gelistirilmesine, temel metodolojisine ve CASP deneylerindeki
performansma genel bir bakis sunulmaktadir. Ek olarak,
AlphaFold'un protein mithendisligi, ilag kesfi ve yapisal
biyolojideki potansiyel uygulamalari da tartigilmaktadir.
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Abstract

AlphaFold is a protein folding prediction tool developed by the
DeepMind team, which leverages deep neural networks and
advanced machine learning techniques to predict the three-
dimensional structure of a protein sequence. The prediction of
protein folding has been a long-standing challenge in computational
biology, and the development of accurate protein structure
prediction methods has been of great interest to the scientific
community. AlphaFold employs a two-stage approach, in which it
first predicts the local structure of a protein and then assembles the
global configuration. AlphaFold has achieved remarkable success in
predicting the structure of a wide range of proteins, outperforming
other state-of-the-art methods in the biennial CASP (Critical
Assessment of Structure Prediction) experiments. The accuracy of
AlphaFold's predictions has significant implications for
understanding protein function and disease mechanisms, drug
discovery, and synthetic biology. This review provides an overview
of AlphaFold's development, basic methodology, and performance
in CASP experiments. Moreover, potential applications of
AlphaFold in protein engineering, drug discovery, and structural
biology are also discussed.
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1.GIRIS

Dogal olarak evrim gecirmis proteinler, ince ayarli {i¢ boyutlu yapilar1 sayesinde sasirtici
cesitlilikteki molekiiler iglevleri sergilerler. Proteinlerin ii¢ boyutlu yapilari, genetik olarak
kodlanmig amino asit dizileri tarafindan belirlenir (Kuhlman & Bradley, 2019). Amino asit dizisi
ile protein yapist arasindaki iliskinin kapsamli bir sekilde anlagilmasi, genom dizisi verilerinden
fonksiyon tahmini yapmak ve belirli yontemlerle amino asit dizilerinin tasarimi yoluyla yeni
protein islevlerinin rasyonel miithendisligini miimkiin kilarak yeni olanaklar saglamaktadir.

Ancak, bir proteinin nasil katlandiginin belirlenmesi, molekiiler biyolojinin en karmagsik
sorunlarindan biridir (Dill & MacCallum, 2012) ve bu siirecin anlasilmasi, tip, biyoteknoloji ve
ila¢ kesfi alanlar1 i¢in oldukca 6nemlidir. Son yillarda proteinlerin {i¢ boyutlu yapilarinin tahmini
ve tasarimi alanlarinda 6nemli ilerlemeler kaydedilmistir. Bir¢ok alanda kullanilan yapay zeka ve
makine Ogrenmesi algoritmalari, temel amino asit dizilerinden protein yapilarinin tahmin
edilmesinde de kullanilmaya baslanmis ve bu alanda 6nemli gelismeler yasanmistir (Pakhrin ve
ark., 2021). Bununla birlikte yillar igerisinde protein yapilarinin tahmin edilmesinde bulunan
teknolojik yenilikler de yapay zeka tabanli ¢alismalara hiz kazandirmistir. Bu yenilikler arasinda
proteinlerin enerji fonksiyonlarinin anlasilmasi (Faure ve ark., 2022; Gasic ve ark., 2021), Protein
Data Bankas1 (PDB) (https://www.rcsb.org/) (Burley ve ark., 2022) gibi veri tabanlarinda deneysel
olarak yapisi belirlenmis protein sayisindaki artis, protein modelleme algoritmalarinin (Li ve ark.,
2022) ¢ogalmasi ve algoritmalar1 olusturacak/calistiracak bilgisayar tabanli giiclerin (CPU ve
GPU) artmasi siralanabilir. Dahasi yeni nesil sekanslama teknikleri ile birlikte artan genom bilgisi
ve metagenomik calismalar da amino asit dizilerinden proteinlerin yapilarinin tahmin edilmesinde
ilk kaynag1 olustururarak alandaki gelismelere hiz kazandirmistir (Chen ve ark., 2016; Kuhlman
& Bradley, 2019).

Bu ¢alismada, proteinlerin katlanmasi, amino asit dizilerinden protein yapilarinin tahmin edilmesi

ve amino asit dizisinden protein yapisini tahmin etmek i¢in derin 6grenme tabanli bir sinir ag1
yaklagimi kullanan AlphaFold teknolojisinin ¢alisma prensibi ve pratik uygulamalart genis bir
kapsamda derlenmistir.

2. PROTEIN KATLANMASI

Proteinlerin li¢ boyutlu yapilarina katlanma siireci, molekiiler biyoloji alanindaki en karmagik
problemlerden biridir ve bu siirecin anlasilmasi, hayatin yapi tasi olan proteinlerin islevlerini daha
iyl anlamamiza yardimci olacaktir. Proteinler, kimyasal reaksiyonlar1 katalizlemeden hiicreler
arasinda sinyal iletimine kadar bir¢ok biyolojik islevi yerine getiren 6dnemli molekiillerdir. Bir
proteinin islevi, onu olusturan amino asit dizisi tarafindan belirlenen benzersiz ii¢ boyutlu yapisina
baghdir.

Proteinler olmalar gereken {i¢ boyutlu konformasyona spontane olarak katlanabilme yetenegine
sahiptirler. Yeniden katlanma deneyleri, bir proteinin katlanmis seklini (dogal formu) belirlemek
i¢cin gerekli bilginin tamamen onun lineer amino asit dizisinde bulundugunu ortaya koymustur
(Anfinsen ve ark., 1961; Lumry & Eyring, 1954). Anfinsen’in termodinomik hipotezine gore
proteinlerin katlanma bilgisi polipeptit zincirinin enerji diizeyine gore ayarlanmaktadir. Deneye
gore bir proteinin dogal (katlanmis) formunun sahip oldugu termodinamik enerji kararliligi en
diisiik serbest enerji diizeyidir (Anfinsen & Scheraga, 1975; Anfinsen, 1973).

Protein katlama islemi, hidrofobik etkilesimler, elektrostatik etkilesimler, hidrojen bagi ve van der

Waals kuvvetleri dahil olmak iizere fiziksel ve kimyasal kuvvetlerin karmasik bir etkilesimi
tarafindan yiritilir (Bolen & Baskakov, 2001). Bu kuvvetler, protein zincirini, proteinin en
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kararli ve biyolojik olarak aktif durumunu temsil eden en diisiik enerji konformasyonuna
yonlendirir.

Suda ¢Oziiniir, kiiresel proteinlerin katlanmasini destekleyen itici giiciin, hidrofobik amino asit yan
zincirlerinin sudan uzaga gomiilmesi oldugu diisiiniilmektedir; katlanma, esnek bir polipeptit
zincirinin tanimlanmig bir {i¢ boyutlu konformasyona dogru evrilmesine eslik eden
konfigiirasyonel entropinin kaybiyla kars1 karsiyadir (Dill, 1990). Protein ¢ekirdegindeki polar
olmayan yan zincirlerin siki bir sekilde paketlenmesi, ¢ekici van der Waals etkilesimlerini gelistirir
ve entropik olarak elverissiz i¢ bosluklar1 ortadan kaldirir (Burley & Petsko, 1988). Bunun
yaninda, katlanma sirasinda polar gruplarin proteinin i¢ kisimlarinda gémiilii kalmasindan dolay1
su ile etkilesimde bir agik meydana gelir. Bu agik protein i¢i hidrojen baglarin ve tuz kopriilerinin
olusumlari ile telafi edilir. Bu etkilesimler proteinin kararliligindan ¢ok proteinin 6zgiilliigiiniin
belirlenmesine katki saglar (Xu ve ark., 2020).

Biyolojide protein katlanmasinin merkezi nemine ragmen, bir proteinin dogal katlanmis yapisini
tahmin etmek temel bir zorluk olmaya devam etmektedir. Bunun nedeni kismen, bir proteinin
katlanabilecegi olas1 yollarin sayisinin, belirli bir protein i¢in astronomik diizeyde (Levinthal
Paradoksu) biiylik olmasidir (Levinthal, 1969; Zwanzig ve ark., 1992). Ayrica, katlama islemi tam
olarak anlagilamamistir. Saperon proteinleri, translasyon sonras1t modifikasyonlar, pH ve sicaklik
gibi ¢evresel kosullar dahil olmak iizere birgok faktér proteinin katlanmasini etkileyebilir
(Salahuddin ve ark., 2016).

Son birka¢c on yilda, protein yapisini amino asit dizisinden tahmin etmek ic¢in hesaplama
yontemlerinin gelistirilmesinde O6nemli ilerlemeler kaydedilmistir. Bu ydntemler, deneysel
verilerle tutarl bir dizi olas1 protein yapisi olusturmak i¢in ampirik modellerin, molekiiler dinamik
simiilasyonlarinin ve makine dgrenimi algoritmalarinin bir kombinasyonuna dayanir(Pearce &
Zhang, 2021). Bununla birlikte, en gelismis yontemlerin bile, 6zellikle daha biiyiik ve daha
karmasik proteinler i¢in dogruluklar1 hala smirlidir. Protein yapilarini tahmin etme becerileri
gelistirmek, hastalik mekanizmalarini, ilag kesfini ve biyoteknolojiyi anlamak i¢in 6nemlidir.
Arastirmacilar, katlanma siirecini daha iyi anlayarak ve daha dogru hesaplama ydntemleri
gelistirerek, proteinlerin islevine iliskin yeni i¢goriilerin kilidini acabilir ve ¢ok ¢esitli hastaliklar
icin yeni tedaviler gelistirebilirler.

3. PROTEIN YAPI TAHMINi

Canli organizmalarda en yaygin olarak bulunan proteinler sahip olduklar spesifik 6zellikleri ve
karmagik yapilar1 nedeniyle akademik calismalarda biiytik ilgi gormektedir. Proteinlerin yapisini
ve islevini ortaya c¢ikarmada cesitli ileri deneysel teknikler kullanilmaktadir. Deneysel olarak
yapisi belirlenen protein verileri barindiran Uniprot (Evrensel Protein Veri Bankasi) ("UniProt:
the universal protein knowledgebase in 2021," 2021; "UniProt: the Universal Protein
knowledgebase in 2023," 2023) ve PDB’de (Burley ve ark., 2022) veri sayis1 her yil katlanarak
artmaktadir. Ancak gelisen gen sekanslama yontemleri ile proteinlere ait amino asit dizi verileri
daha biiyiikk bir hizla artmaktadir. Deneysel olarak proteinlerin yapilarim1 ortaya cikarmada
kullanilan X-151n1 kristalogrofisi ve NMR (Niikleer manyetik rezonans) gibi yontemler zaman,
kaynak ve is giicii tiikettiginden artan giiniimiizde protein sekanslariin yapilarini belirlemede
yetersiz kalmaktadir (Marx, 2022).

Mart 2023 (https://www.rcsb.org/) itibariyle PDB’de deneysel olarak tanimlanmis 200.000°1 askin
protein yapist olmasina ragmen; bu rakam Uniprot’ta (https://www.uniprot.org/) bulunan protein
genlerine ait verinin ¢ok kiiglik bir kismin1 karsilamaktadir. Biiyliyen ihtiyagla birlikte, proteinlerin
lic boyutlu yapisin1 tahmin edebilen biygisayar tabanli yontemlerde artmaktadir.Bu yontemler
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calisma prensiplerine gore farklilik gostermektedir. Protein yap1 tahmininde kullanilan bilgisayar
tabanli metotlar iki ana baslik altinda toplanabilir (Kuhlman & Bradley, 2019). Bunlardan ilki
PDB’de bulunan protein yapilarim1 kullanan sablon tabanli (template-based) metottur. Kisaca
Ozetlenirse, sablon tabanli protein yapi tahmininde yapisi hedeflenen proteine homolog olan
protein yapilar1 PDB {iizerinde taranir ve bulunan homolog yapilara bagli olarak protein yapi
tahmini olusturulur (de Almeida Paiva ve ark., 2022). Homoloji modelleme, karsilastirmali
modelleme ve bilinen protein yapilar ile hizalamaya dayanan (threading) mettotlar, sablon tabanl
protein yapi tahmininde siklikla kullanilmaktadir (Arnold ve ark., 2006; Waterhouse ve ark.,
2018).

Sablon tabanli yontemler , homolog protein yapilarinin bulunma durumuna dayanirken, sablon
tabanli olmayan (template-free) yontemler, bilinen herhangi bir protein yapisina ihtiya¢ duymadan
hedeflenen proteinin ii¢ boyutlu yapisini tahmin etmeyi amaglar (Dhingra ve ark., 2020). Bu
yontem genellikle uygun sablonlar (homolog protein yapilar1) bulunmadiginda veya yapist
hedeflenen protein bilinen yapilardan oldukga farkli oldugunda oldukga yararlidir.

Yapist bilinen bir proteine ait veri sablon olarak kullanilmadiginda hedeflenen proteinin yapisini
tahmin etmek i¢in elektrostatik, van der Walls kuvvetleri ve hidrojen bag1 gibi temel ilkeler
kullanilir (Dhingra ve ark., 2020). Bu yontemler belirli bir protein dizisinin en diisiik enerji
konformasyonunu belirlemek icin enerji minimizasyonu algoritmalarini kullanmaktadir. Onceki
boliimde de bahsedildigi gibi proteinin en diisiik enerjili konformasyonunu bulmak i¢in denenmesi
gereken genis konformasyonel olasiliklar bulunur. Ek olarak yapisi hedeflenen proteinin en diisiik
enerjiye sahip konformasyonunu arastirmada molekiiler dinamik simiilasyonlar (Jiang & Wu,
2014) ve Monte Carlo (Ovchinnikov ve ark., 2016) yontemleri de yaygin olarak kullanilmaktadir.
Bir proteinin yapisini tahmin etmede kullanilan bir diger yontem ise, yapisi belirli olan proteinlerin
yapilarinin istatistiksel analizini kullanmaktir. Bu yontemin temelinde yatan bilgi, protein ikincil
yap1 elemanlar1 ve protein kivrimlari gibi korunmus yapisal 6zellerine dayanmaktadir (Marks ve
ark., 2012; Yang ve ark., 2020).

Son yillarda, sablon tabanli olmayan yontemler arasinda makine 6grenimi destekli uygulamalar
popiilerlik kazanmistir. Makina 6greniminde kullanilan yapay zeka (artificial intelligence/Al)
verilerdeki kaliplar1 6grenmek ve bu verilere dayali tahminler yapmada cesitli algoritmalar
kullanir. Yapay zeka, protein dizileri ve li¢ boyutlu yapilardaki kaliplar1 6grenek hedeflenen
proteinin yapisini tahmin edebilir. Makina 6grenimi algoritmalarina sinir aglari, karar agaclari,
rasgele ormanlar ve vektor makinalar 6rnek verilebilir (AlQuraishi, 2021; Jisna & Jayaraj, 2021).
Bu algoritmalar cesitli veri setleri ile egitilebilir algoritmalardir. Amino asit dizileri, protein ii¢
boyutlu yapilar, NMR veya X-1s1m1 kristalogrofisi verileri gibi c¢esitli deneysel veriler bu
algoritmalar i¢in egitici kaynaklardir (Perrakis & Sixma, 2021).

Makine 6grenmesine dayali protein yap: tahmini i¢in yaygin olarak kullanilan yontemlerden biri
ters katlanmadir (inverse folding) (Hsu ve ark., 2022). Ters katlanma yonteminde hedef istenen
bir yapiya katlanacak protein dizisini tahmin etmektir. Bu yaklasim varyasyonal otokodlayici veya
tiretken ¢ekigsmeli ag gibi modelleri kullanir (Ongie ve ark., 2020). Modeller belirli bir yapiya
katlanmas1 muhtemel protein dizilerinin dagilimini1 6grenir ve bu dagilimi kulanarak hedef yapiya
benzer yeni diziler olusturur.

Bagka bir makina 6grenmesi temelli yaklagim, derin 6grenme modeli ile etkilesim tahminidir. Bu
yontem, bir proteinin U¢ boyutlu yapisinda bulunan amino asitlerin kendi arasinda
olusturabilecekleri etkilesimleri tahmin eder (Li ve ark., 2023). Evrigsimli sinir aglar1 veya
tekrarlayan sinir aglar1 gibi derin 6grenme modelleri, protein dizilerindeki amino asitlerin
etkilesimlerini tahmin etmede kullanilmaktadir (Jisna & Jayaraj, 2021; Pakhrin ve ark., 2021). Bu
modeller, sonuglanmas1 muhtemel amino asit etkilesimlerini 6grenerek hedeflenen proteinin yapi
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tahminini olusturabilir. Dahasi, sinir aglar1 ile kalintilar arasi mesafe haritalar1 olusturulabilir,
proteindeki burulma agilari ve protein zincirindeki dihedral agilar tahmin edilebilmektedir (Gogoi
ve ark., 2023; Shen & Bax, 2013). Yukarida agiklanan tiim bu makine 6grenmesi algoritmalari ile
tahmin edilen degerler daha sonra bir proteinin ii¢ boyutlu yapisini ortaya c¢ikarmada
kullanilmaktadir.

3.1. Protein Yapisi Tahmin Deneylerinin Kritik Degerlendirmesi

Protein Yapist Tahmin Deneylerinin Kritik Degerlendirmesi (CASP) protein yapisinin
modellenmesinde en iyi uygulamalar1 belirlemek igin iki yilda bir tekralanan uluslararasi
yarismadir (Kryshtafovych ve ark., 2019). CASP deneyleri ilk olarak 1994 yilinda John Moult
tarafindan baslatilmistir (Marx, 2022). Yarisma kapsaminda katilimcilara hedef proteinlerin amino
asit dizileri verilir ve hedef proteinlere ait ii¢ boyutlu modellerin olusturulmasi istenir. Bagimsiz
degerlendiriciler farkli uygulamalarin tahmin ettigi protein yapilarini karsilagtirir. Katilimeilarin
hedef proteinlerin deneysel yapilarina erisimleri yoktur ve degerlendirmeyi yapan gorevliler
sunumu yapilan yontemlerin kimligini bilmezler. CASP’ta degerlendirilen kriterler arasinda,
protein yap1 modellerine ek olarak, deneysel yapiya yakin uygulamalarin iyilestirilmesi, genel bir
saptamasi, yapt modelinin ve her bir kalintinin dogrulugunun degerlendirilerek bunun yaninda
protein oligomerlerinin yapisinin modellenmesi, gesitli seyrek veri tiirlerini kullanarak modelleri
gelistirme yetenegi ve islevi belirlenen proteinin yapisal 6zelliklerinin dogrulugu gosterilebilir.

CASP deneylerinin en Onemli amaci protein yapr tahmininde sablon temelli olmayan
uygulamalarin geligsimini desteklemektir. CASP deneylerinin en son versiyonu CASP15 (Cheng
ve ark., 2023) 2022 yilinda yapilmistir ve dnceki yillara ait verilerde dahil olmak {izere yarigmaya
katilan uygulamalar Protein Yapi1 Tahmin Merkezi’nin sitesinde (www.predictioncenter.org)
herkese acik sekilde yayinlanmaktadir.

4, ALPHAFOLD’UN TARIHSEL GELIiSIMI

AlphaFold, DeepMind tarafindan gelistirilmis, proteinlerin {i¢ boyutlu yapisin1 dikkate deger bir
dogrulukla tahmin edebilen, derin 6grenme tabanli bir algoritmadir. AlphaFold’un gelisim
slirecinin baglamasi 2015 tarihine kadar dayanir (Hey ve ark., 2020) (Sekil 1). Google’un sahibi
oldugu DeepMind bu tarihte protein katlanmasi problemi {izerine makine 6grenmesi algoritmalari
kullanarak caligmaya baslamistir. Bunu takip eden 2016 yilinda yine DeepMind’1n gelistirdigi bir
makine 6grenmesi algoritmasi olan AlphaGo bilgisayar sistemlerinin kazanmasi en zor olan Go
oyununu diinya sampiyonuna karsi kazanaak etkinligini kanitlamistir (Li & Du, 2018).
DeepMind’in elde ettigi bu basar1 aymi algoritmanin protein katlanmasit problemi iginde
kullanilabilecegini diislindiirmiistiir. Dolayisiyla, AlphaGo’daki ayni algoritma gelistirilerek
protein katlanmasi problemi {lizerine ¢alisan AlphaFold gelistirilmistir.

AlphaFold’un tanitilmasi ve gelisimi 2018 yilinda DeepMind’in CASP13 yaismasina katilacagini
duyurmasi ile baglamistir. CASP13 deneyinde AlphaFold dikkat ¢ekici bir performans elde ederek
proteinlerin ti¢ boyutlu yapilarin1 yiiksek bir dogrulukla tahmin etmistir (AlQuraishi, 2019).
AlphaFold’un CASP13’te elde ettigi RMSD (kok-ortalama-kare sapmasi) degerleri protein
domainlerin i¢in 1.6 angstrom ve tiim bir protein i¢in 2.1 angstrom olarak hesaplanmistir. RMSD
degeri tahmin edilen protein yapisinin, ayni proteinin deneysel olarak belirlenen yapisina olan
benzerliginin bir dl¢iitiidiir. Bu degerin kii¢iik olmasi algoritmanin protein tahminindeki basarisini
sergilemektedir (Kufareva & Abagyan, 2012).
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CASP13’te elde ettigi basarinin hemen ardindan DeepMind AlphaFold ile ilgili makalesini Nature
dergisinde yayinlayarak algoritmanin mimarisini ve performansini agikladi (Senior ve ark., 2020).
Boylece AlphaFold’un proteinlerin ii¢ boyutlu yapisin1 X-1simn1 kristlografisi gibi deneysel
teknikler ile karsilagtirilabilir bir dogrulukta tahmin edebildigini akademik camiaya duyurdu.
Ilerleyen yillarda AlphaFold’un algoritmasi dahada gelistirilerek bir iist versiyon olan AlphaFold2
stiriimii yayinlandi. CASP14 (2020) deneyinde test edilen AlphaFold2 6nceki versiyonunun ¢ok
tizerinde bir basar1 elde ederek CASP 14’1 biiyiik bir farkla kazandi (Kryshtafovych, ve ark., 2021).
AlphaFold2 6nceki versiyonundan {i¢ kat daha dogrulukta 1 angstrom RMSD degerinden daha
kii¢iik bir hata ile hedeflenen poteinin yapisini tahmin etmeyi basardi. Bu biiyiik basarinin ardindan
AlphaFold2 CASP diizenleyicileri tarafindan, 50 yildir iizerine calisilan protein katlanma
sorununa bir ¢6ziim olarak kabul edildi (Jumper ve ark., 2021).

’ AlphaFold Gelisimi Zaman Cizelgesi

/””3!{

DeepMind Protein CASM? CASP14 )
Katlanmasi Problemine AlphaFold'un 50 yillik “protein
Karsi Calismalara performansinin halka katlama sorununa’
‘ Ba;lédl acikilk testi ¢6ziim
©
@]
2020
AlphaGo AlphaFold 2. Strimana DeepMind, AlphaFold

yayinladi Protein Yapisi

Veritabanini Baslatti

Sekil 1. DeepMind AlphaFold’un Tarihsel Gelisimi

AlphaFold2’un CASP14’teki basarisinin Nature’de (Jumper ve ark., 2021) yayinlanmasinin
hemen ardindan, DeepMind ikinci bir makale ile neredeyse tiim insan proteomunu tahmin ettigini
gosterdi (Tunyasuvunakool ve ark., 2021). Bununla birlikte, DeepMind EMBL-EBI (Avrupa
Molekiiler Biyoloji Laboratuvari-Avrupa Biyoinformatik Enstitiisii) ile yaptig1 ortaklik sonucu
AlphaFold Protein Yapist Veritabani’n1 (www.alphafold.ebi.ac.uk) kullanima agik olarak baslatti.
Kullanima agildig: tarihten itibaren AlphaFold Protein Yapist Veritabani’nin (AlphaFold DB)
sahip oldugu veri miktar1 siirekli artmaktadir. Sadece insan proteomuna ait veriler degil, bunun
yaninda diger bir ¢cok organizmaya ait protein yapilar1 veritabani {izerinde mevcuttur. Glinlimiizde,
AlphaFold DB bilimsel calismalara katki saglamak ve bu caligmalari hizlandirmak i¢in 200
miyondan fazla proteinin tahmin edilmis yapilarina agik erigim saglamaktadir.

AlphaFold’un gelistirilmesi protein tahmini alaninda biiyiik bir ilerleme olarak kabul edilebilir ve
hesaplamal1 biyoloji disindaki alanlarda da 6nemli kullanimlari olabilir. AlphaFold un basarisi,
derin 6grenme algoritmalariin giiciinlin ve onlarca yillik arastirmalar sonucunda iiretilen biiyiik
miktarda verinin bir kanitidir. Derin 6grenme algoritmalarinin protein yapi1 verileriyle
entegrasyonu, proteinlerin li¢ boyutlu yapilariin esi benzeri goriilmemis bir dogrulukla tahmin
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edilmesini saglamistir. Bu gelisme, ilag¢ kesfi ve tasarimi i¢in yeni olanaklar sunmaktadir. Dahast,
AlphaFold, protein fonksiyonu ve dinamiginin ¢aligilmasini hizlandirarak molekiiler diizeyde
yasamin temel mekanizmalarina dair bilgiler saglamaktadir.

4.1. AlphaFold’un Calisma Prensibi

AlphaFold, proteinlerin dogru bir sekilde katlanma yapilarini tahmin etmek igin, ¢oklu dizi
hizalamas1 kalinti-kalint1 uzaklik tahmini ve parca montaji (fragment assembly) yontemlerini
igeren bir derin sinir ag1 algoritmasi kullanir (Senior ve ark., 2020). Bu sayede protein dizilerindeki
amino asit kalintilar1 arasindaki karmasik etkilesimleri modelleyebilir; bu bilgileri evrimsel ve
biofiziksel olaylarla birlestirebilir. AlphaFold algoritmasinin egitilmesi i¢in veriler esas olarak
PDB’den gelir. AlphaFold’un ilk versiyonu genel olarak basit bir algoritma mimarisine sahiptir
(Sekil 2). Tiim sistem, ¢oklu dizi hizalamalar1 olusturmak icin, hedef proteinin amino asit dizisine
benzer dizileri gesitli veritabanlari lizerinden bulma islemi ile baslar (Senior ve ark., 2020).

MAMLYGKHTHETDETLKPIFGASA..

Protein Sekansi

Yapisi Tahmin
Edilen Protein

Gradyan inisi Model Confidence:

SKOp A Very high (pLDDT > 90)

i s

Ml

Coklu Gen Hizalamalari
(MSA)

ol nt (90 > pLDDT > 7(
Acl

Tahminleri 2)

Veritabanlar

Sekil 2. AlphaFold Versiyon 1 Calisma Prensibinin Sematik Gosterimi

Coklu dizi hizalamalarinin sistem i¢in dnemini kavramada baz bilgilerin bilinmesi 6nemlidir. Bir
proteinin ii¢ boyutlu yapisi , belirli bir proteini kodlayan genetik diziden ¢ok daha kararlidir. Bir
proteini olusturan spesifik amino asitlerdeki mutasyonlar dogada olduk¢a yaygindir, ancak
yapidaki degisiklikler cok daha nadirdir (Romero & Arnold, 2009). Canli organizmalarin ¢ogu
ortak bir atadan tiiremistir. Bu nedenle yapilarindaki tim biyolojik islevleri yerine getiren
proteinler ortak ataya sahip canlilar arasinda ¢ok benzer sekillere sahip olacaklardir. Ciinkii oksijen
transportu gibi ayn1 temel biyolojik iglevleri nesiller boyunca evrimsel ekonomi ilkelerine uyumlu
sekilde siirdiirmeleri gerekmektedir. Eger bir mutasyon, bir proteinin katlanmis halindeki seklini
onemli dl¢iide etkiliyorsa, bu proteinin islevini yerine getirme kabiliyeti kaybolacak ve bu durum,
organizmanin hayatta kalma sansini azaltabilecektir. Bu nedenle, dogal secilim, organizmalarin
uygunluguna etki ederek bu tiir mutasyonlara sahip bireyleri popiilasyondan ayiklayacak ve zararli
alellerin sonraki nesillere aktarilmasini engelleyecektir. Protein yapisini ciddi sekilde etkileyen
mutasyonlar, protein fonksiyonunu bozarak dogal se¢ilim tarafindan ortadan kaldirildigindan,
sadece protein yapisini énemli dl¢giide etkilemeyen mutasyonlar hayatta kalabilir. Bu nedenle,
protein kodlayan bolgelerde meydana gelen mutasyonlarin ¢ogunlugunun nétr veya neredeyse notr
oldugu, sadece kiiciik bir kisminin protein yapist ve fonksiyonu iizerinde énemli etkilere sahip
oldugu diisiiniilmektedir. Bu nedenle, ortak bir atadan tiireyen ¢ok sayida tlirdeki belirli bir
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proteinin dizilimlerinin karsilastirilmasi, proteinin evrimsel tarihine iliskin degerli bilgiler saglar
(Ponting & Russell, 2002). Bu evrimin bir sonucu olarak, ilgili protein dizilerinin giiglii yapisal
benzerliklere sahip olmas1 beklenmektedir. Coklu dizi hizalamalari, bu benzerlikleri saptamak i¢in
giiclii bir arag olarak hizmet eder ve protein yapisi/islevinde dnemli roller oynayabilen korunmus
kalintilarin ve motiflerin tanimlanmasina olanak tanir (Thompson ve ark., 2001). Dolayisiyla bu
hizalamalar, proteinlerin yapisal 6zelliklerini tahmin etmek igin degerli bilgiler saglayabilir;
protein katlanmasi ve kararliligin1 hesaplamak i¢in gelistirilen modellere bir temel girdi olarak
hizmet edebilir.

AlphaFold'un ilk stirtimii, hedef amino asit dizisini kullanarak ilgili tlirlerdeki evrimsel eslesmeleri
bulmak i¢in ¢esitli veritabanlarini taramaktadir. Coklu dizi hizalamalarindan elde edilen bilgiler,
ek girdi ozellikleri ile islenerek yeniden sekillendirilir ve bir iki boyutlu diziye dontstiiriiliir
(Senior ve ark., 2020). Bu dizi, ResNet ad1 verilen ve goriintii siniflandirmasi (He ve ark., 2016)
gibi islemler i¢in kullanilan derin rezidiiel konvoliisyonel sinir agina beslenir. ResNet'in ana hedef
ciktisi, ongoriilmeye ¢alisilan proteinin distogramidir. Distogram, proteinin ii¢ boyutlu yapisinda
birbirleriyle temas halinde olma olasilig1 olan her amino asit ¢iftinin birbirine olan uzakligim
tahmin eden bir olasiliksal 6l¢iidiir (Senior ve ark., 2020). AlphaFold, hedef distogrami dogrudan
tahmin etmek yerine, mesafelerin olast dagilimmi tahmin eden bir yaklasim sergiler. Bu
yaklagimda, iki boyutlu distogram matrisindeki her bir piksel icin AlphaFold, 64 farkli mesafe
aralig1 iizerinden bir olasilik dagilimi tahmin etmektedir. Bu yontem, modelin belirli kalintilar
arasindaki mesafe hakkinda ne kadar emin oldugunu tahmin etmek icin olduk¢a faydalidir. Nihai
olarak, tahmin edilen bu distogram dagilimi, proteinin {i¢ boyutlu seklini elde etmek igin
kullanilmaktadir.

Dahasi, AlphaFoldl, protein yapilarinin kesfedilmesinde kullanilan bir yaklasim olan gradyan
inisi yontemini kullanir. Bu yontem, her bir ardisik kalint1 arasindaki phi ve psi acilarina dayali
olarak parametre edilmis bir protein zincirinin fiziksel modelinin olusturulmasi ile baglar.
Ardindan, bu omurga (protein backbone) geometrisi, bir sinir ag1 tahmini ile birlestirilmis bir dizi
fiziksel simiile edilmis kuvvetleri kullanan bir skorlama fonksiyonu ile iteratif olarak iyilestirilir.
Bu yontemin amaci, modelin tahminlerinin fiziksel gergeklikle uyumlu olmasini saglamaktir
(Senior ve ark., 2020). Ozetlenecek olursa, AlphaFoldl, éncelikle ilgili tiirdeki organizmalarin
protein dizileri arasinda ¢oklu dizi hizalamasi yapar. Daha sonra, distogram dagilimini dogrudan
tahmin etmek yerine, bir artakalan sinir ag1 kullanarak distogram dagilimimi tahmin eder. Bu, iki
kalint1 arasindaki mesafe hakkinda modelin ne kadar emin oldugunu o6lger. Son olarak, tahmin
edilen distogram dagilimi bir dizi fiziksel kuvvet ile birlikte kullanilarak proteinin omurga
geometrisi tekrarlanan bir sekilde optimize edilir.

AlphaFold’un ilk versiyonundan farkli olarak, AlphaFold2 ii¢ bilesenden olusan farkli bir
mimariye sahiptir (Sekil 3) (Jumper ve ark., 2021). ilk bilesen olan pre-processing stage (6n islem
asamast), hedef protein dizisin hakkinda ek bilgi almak i¢in harici veritabanlarini sorgular ve bu
bilgiyi kullanarak coklu dizi hizalamas1 ve g¢ift temsillemesi olusturur. Ikinci bilesen olan
evoformer, coklu dizi hizalamasini ve cift temsillemesini giincelleyen ve ince etkilesimleri
yakalayan 48 katmanli bir doniistiiriicii benzeri agdir. Ugiincii bilesen olan yap1 modiilii, evoformer
tarafindan olusturulan soyut temsili alir ve proteinin somut ii¢ boyutlu koordinatlarina doniistiiriir.

AlphaFold2, ilk versiyonuyla benzer olarak; benzer evrimsel dizilimleri genetik veritabaninda
arayarak oncelikle ¢coklu dizi hizalamas1 olusturur. Bunun yani sira, hedef protein gen dizilimi ile
benzer dizi pargalarina sahip olan bilinen protein yapilarini, yani yapisal sablonlar1 da arar. Egitim
stireci sirasinda AlphaFold2, yapisal sablonlari, bazen modelin ¢ok zayif veya hi¢ sablon
almamasina neden olacak sekilde ornekler. Bu yaklasim, agin bir ¢ikti yapis1 olusturmak i¢in
basitge iyi bir girdi sablonunu kopyalamaya giivenememesine neden olur; bunun yerine sistem dizi
bilgisinden o6grenmeye zorlanir. AlphaFold2 daha sonra giris dizisinden, c¢oklu dizi
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hizalamasindan ve sablon yapilarindan gelen tiim bilgileri, sonrasinda daha fazla ayrintilandirma
icin kullanilan bir ¢ift gosterime ve bir ¢coklu dizi gosterimine entegre eder. Verilerin fazlalig
nedeniyle, Onisleme asamasi genellikle birka¢ kez tekrarlanir ve farkl ¢ift ve ¢oklu dizi temsilleri
olusturulur. Bu temsiller daha sonra yap1 modiiliine aktarilmadan dnce birlestirilerek ortalamasi
alinir (Sekil 3).
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Sistemin Tekrar Etmesi

Sekil 3. AlphaFold Versiyon 2 Network Yapisinin Sematik Bir Gosterimi

AlphaFold2’nun ikinci bileseni alan Evoformer (Jumper ve ark., 2021; Wang ve ark., 2022), coklu
dizi ve ¢ift temsillerinden gelen bilgileri iteratif olarak gelistirmek icin tasarlanmis 48 bloktan
olusan bir derin sinir agidir. Bu bloklar, her iki temsil tiiriinden gelen girdi ve ciktilar
islemlemektedir. Evoformer, yapisal modiiliin aksine, tekrarlayan bir ag degildir. Katmanlar1, girdi
asamasindan gelen protein temsillerinin giincellenmesini optimize etmek i¢in teknik asamalari
igerir. Iki mod arasindaki bilgi alisverisi yoluyla, Evoformer, proteinlerdeki uzamsal ve evrimsel
iligkiler hakkinda dogrudan veri elde etme olanagi saglar.

AlphaFold2'nin son boliimii olan yap1 modiilii, Evoformer yigininin ¢iktisini alan ve onu ii¢
boyutlu protein yapisina doniistiiren bir sinir agidir (Jumper ve ark., 2021). Yapi modiiliine girdisi,
Evoformer'dan elde edilen nihai ¢oklu dizi hizalama gdsteriminin ilk satir1 ve ¢ift gdsterimidir.
Yap1 modiili (Jumper ve ark., 2020), ayni1 agirliklar paylasan 8 ag katmanindan olusur ve
proteinin ii¢ boyutlu yapisini yinelemeli olarak iyilestirmek icin tekrarlayan bir sinir ag1 mimarisi
kullanir. Ag, kiiresel bir referans c¢ercevesine gore her kalint1 i¢in bir dizi bagimsiz doniis ve
Oteleme olarak temsil edilen, proteinin somut bir ii¢c boyutlu omurgas iizerinde ¢alisir. Omurga,
tahmin edilen bir amino asit dizisine dayali olarak insa edilir ve ag egitim siireci sirasinda
yinelemeli olarak rafine edilir. Tekrarlayan agin her yinelemesinde yapr modiilii, omurga
atomlarmin konumlarini, yan zincir yonelimlerini ve kalintilar i¢in atomik konumlar1 tahmin
ederek proteinin ii¢ boyutlu yapisini olusturur (Jumper ve ark., 2020). Agin ¢iktisi, atomik diizeyde
dogru olan protein i¢in tahmin edilen bir ii¢ boyutlu yapidir. Genel olarak, AlphaFold2'in yap1
modiilii, protein yapilarini olaganiistii hiz ve dogrulukla dogru bir sekilde tahmin ederek protein
yapisi tahmini alaninda devrim yaratan giiclii bir aragtir.

4.1.1. AlphaFold2 algoritma egitimi

AlphaFold2, en 6nemlisi ger¢eve hizali nokta hatasi (Fape) (Evans ve ark., 2021) kaybi olmak
tizere dort farkli kayip bileseninin bir kombinasyonu kullanilarak egitilmistir. Fape, tahmin edilen
yapimin atom koordinatlarii temel gerceklik yapisininkilerle karsilastirmak i¢in tasarlanmustir,
ancak her yerel kalint1 ¢ercevesi i¢in farkli bir hizalama kullanir. Bu, yalnizca kiiresel koordinat
dogruluguna odaklanmak yerine her kalint1 i¢in yerel olarak tutarli yapilar elde etmenin 6nemini
vurgulamaktadir. Bu yaklagimin arkasindaki mantik, miikemmel atom koordinatlarin1 elde
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etmenin zorlu bir gorev olmasidir ve baglangicta dogru alt yapilara oncelik vermek ve ardindan
kiiresel yerlesimler hakkinda bilgiler edinmek tercih edilir. Oziinde Fape, yerel yapisal tutarliligin
Oonemini vurgulayarak AlphaFold2'nin dogru protein yapilar1 olusturmasina yardimci olabilecek
degerli bir kayip bilesenidir (Jumper ve ark., 2021).

Fape kaybmnin disinda, AlphaFold2 performansini iyilestirmek ic¢in bir dizi yardimci kayip
kullanir. i1k olarak, son ¢ift temsili, bir mesafe dagilimima dogrusal olarak yansitilir ve bir ¢apraz
entropi kaybi kullanilarak puanlanir. Evoformer, dogrulugunu artirmak i¢in hedef distogram
tarafindan denetlenir. Ikinci olarak, girdi ¢oklu dizi hizalamasina rasgele maskeleme uygulanir ve
aga, ciktt ¢oklu dizi hizalama temsillerini kullanarak bu maskelenmis bolgeleri yeniden
yapilandirma gorevi verilir, bu da giris ¢oklu dizi hizalama yigininin denetimsiz bir dil 6n
egitimiyle sonuglanir (Lin ve ark., 2023). Bu teknik, AlphaFold2'nin ¢oklu dizi hizalamalarindaki
diziler arasindaki evrimsel iligkileri 6grenmesine yardimci olur. Son olarak, yapr modiiliiniin
cikisindaki tek temsiller, pLDDT (per-residue confidence score/her bir amino asit kalite puant)
puanlarini tahmin etmek i¢in kullanilir. AlphaFold2, her kalint1 konumu i¢in modelleme kalitesini
tahmin etmeye calisir. Bu yardime1 kayiplarin birincil amaci, modeli yerel tutarliliga, evrimsel
iligkilere ve bireysel kalintilarin konumlarinin dogruluguna odaklanmaya yonlendirerek tahmin
edilen yapiy1 iyilestirmektir. Ek olarak yan zincir konumlarini daha iyi tahmin etmek ve 6rnegin
iki atomun ayn1 yerde olacagi yapi ihlallerini 6nlemek i¢in kullanilan iki kiigiik yardimer kayip
vardir. Tiim bu farkli kayiplarin temel amaci, modelin her bir ana bilesenine, egitim sirasinda her
bir alt birimin amacina yonelik bir kilavuz gorevi goren bireysel bir hedef eklemektir.

Protein yapisinin omurgasi genellikle bir kalinti gaz1 olarak temsil edildiginden, ag tahminleri
atom koordinatlarinin ¢akismalarina neden olabilir. Bu ¢akismalar, iki kalintinin fiziksel olarak
miimkiin olanin 6tesinde yakin oldugu tahmin edildiginde ortaya ¢ikar ve tahmin edilen yapinin
dogrulugunu ve gilivenilirligini tehlikeye atabilir. Bu sorunu ¢6zmek i¢in, son tahminler tizerinde
amber kuvvet alan1 (Hornak ve ark., 2006) kullanarak kisitli enerji minimizasyonu uygulanir. Bu
teknik, belirli atomlarin hareketlerini kisitlayarak, serbest enerjinin en aza indirilmesi siirecini
icerir ve atomlarin birbirlerine ¢ok yakin hareket etmelerini dnler. Boylece, yapida kalan herhangi
bir ¢akisma veya yapisal ihlaller giderilerek, daha dogru ve giivenilir bir tahmin ile protein yapisi
elde edilir.

AlphaFold2, egitim verilerini artirmak ve performansin ytikseltmek ic¢in kendi kendine damitma
olarak bilinen bir teknik kullanmistir. Baslangigta AlphaFold2, PDB’deki tiim mevcut protein
yapilar1 lizerinde egitildi. Ardindan, yapilar1 bilinmeyen yaklasik 350.000 ek proteinin yapisi
tahmin edildi ve bu tahmin edilen yapilar egitim verilerine dahil edildi. Ancak sadece
AlphaFold2'un yiiksek hassasiyetle tahmin ettigi kalintilarin gradyan giincellemeleri kullanildi ve
modelin en giivenilir verilerden 6grenmesi saglandi. Ek olarak AlphaFold2, modelin ¢iktilarini
tekrar tekrar belirli modiillere geri beslemeyi igeren, geri dontisiim adi verilen bir teknik kullandi.
Bu siireg, modelin derinligini artirdi ve tahmin edilen protein yapisinin yinelemeli olarak
lyilestirmesine izin vererek daha yiiksek dogruluk ve kesinlik sagladi. Genel olarak, kendi kendine
damitma ve geri donilisim tekniklerinin kombinasyonu, AlphaFold2'un protein yapisi
tahminlerinin dogrulugunu ve giivenilirligini gelistirmede oldukca etkili oldu.

AlphaFold'un basarisi, tek bir ¢i1gir acan fikre dayandirilamayacak kadar karmagsik bir siirecin
sonucudur. Protein katlanmasinin ¢6ziimii, bircok akillica tasarlanmis mekanizma ve yeni
fikirlerin bir araya gelmesiyle olusan, bir¢ok tasarim dongiistinde siirekli olarak iyilestirilmistir.
AlphaFold ekibi, protein katlanmas1 sorununu ¢6zmek i¢in sistematik bir yaklasim benimsemistir.
Birkag iterasyonu igeren bir gelistirme siirecine dahil olan sistem, her bir dongiide yeni fikirleri ve
gelistirmeleri barindirir. Son sistem, bir¢ok kiicilik gelistirmenin ve yenilik¢i ¢oziimlerin bir araya
gelmesiyle elde edilmistir. Elde edilen basari, birden fazla sofistike teknik ve tasarim unsurunun
entegrasyonuna atfedilebilir. Her biri, ¢oklu iterasyonlar boyunca dikkatlice rafine edilmis ve
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optimize edilmistir. Sonug olarak, AlphaFold, miihendislik tasariminda metodik bir yaklasimin
etkinligini gosteren milkemmel bir drnektir.

4.2. Protein Katlanmasi Tiimiiyle Coziildii mii?

AlphaFold, diinyanin en yetenekli yapay zeka arastirmacilari tarafindan gerceklestirilen muazzam
bir miithendislik basarisidir. Model, 6zellikle tek domainli proteinlerinin yapilarini inanilmaz bir
dogrulukla tahmin edebilmektedir. Bu, yapay zekanin yeni ilaglar tasarlama, hastalik yollarini
anlama, viriislerle miicadele etme ve daha bir¢ok alanda vazgecilmez bir arag olarak kullanilacagi
tamamen yeni bir bilgisayar biyolojisi caginin baslangicina isaret etmektedir.

Ancak AlphaFold'un dogrulugu her zaman miikemmel degildir. Ornegin, biyolojide bir¢ok islem,
bir¢ok farkli proteinin bir araya gelerek kompleks molekiiler makineler olusturdugu biiyiik protein
komplekslerine dayanmaktadir (Ziegler ve ark., 2021) ve bu su anda AlphaFold'un yeteneklerinin
disindadir. AlphaFold, dogal olarak bulunan proteinlerin bir veri kiimesinde egitilmistir. Ancak bu
yeni araglarla tasarlamak isteyebilecegimiz tamamen yeni de novo proteinlere yonelik tahminlerin
ne kadar 1yi olacagin1 gostermemektedir. Ek olarak, cogu protein, hedeflerine baglandiklarinda
sekil degistirerek islev goriir ve bu molekiiler dinamikler AlphaFold'un statik protein yapilarina
sahip bakis ag¢isiyla yakalanamaz (Nussinov ve ark., 2022). Gergek bir proteinin bu farkli dinamik
konformasyonlardaki esnekligini modelleyebilmek, protein-protein etkilesimlerini incelemek igin
hayati onem tasiyacaktir. Ancak, AlphaFold’un, dogru tiirde egitim verileri ve miihendislik
cabalar1 saglandiginda bu yeni zorluklara da ¢6ziim {iretebilecegi muhtemeldir (Goverde ve ark.,
2022; Jendrusch ve ark., 2021).

5. ALPHAFOLD UYGULAMALARI

Onceki béliimlerde detaylandirildig: gibi, DeepMind arastirma ekibi tarafindan gelistirilen bir
yapay zeka araci olan AlphaFold, protein yapisi tahmini alaninda devrim yaratmistir. AlphaFold,
proteinlerin ii¢ boyutlu yapisini tahmin etmek i¢in derin sinir aglarim1 kullanarak, tahminleri
genellikle deneysel yontemlerle eslesen ve hatta onu asan, benzeri goriilmemis bir dogruluk elde
etmistir. Bu atilim, ila¢ kesfi, hastalik arastirmasi, sentetik biyoloji, tarim (Miyazawa ve ark.,
2022), yapisal biyoloji ve protein mithendisligi gibi alanlarda AlphaFold i¢in bir dizi heyecan
verici uygulamanin 6niinli agmistir. Bu boliimde, AlphaFold'un bilimsel arastirmalari ilerletmek
ve en zorlayici biyolojik ve tibbi problemlerin bazilarinin ¢6ziimii i¢in potansiyel uygulamalarina
deginilecektir.

5.1. Tla¢ Kesfi/Tasarimi ve Hastalik Mekanizmalarim1 Anlamak

AlphaFold, son zamanlarda ilag kesfi ve tasarimi ile hastalik mekanizmalarini anlamak gibi 6nemli
biyomedikal arastirmalarda kullanilmakta olan bir yapay zeka teknolojisidir. AlphaFold'un temel
ozelligi, proteinlerin li¢ boyutlu yapilarint 6ngérme kabiliyetidir. Protein yapilari, proteinlerin
islevlerini belirleyen en onemli faktorlerdir ve bu nedenle bir¢ok hastaligin mekanizmasi,
proteinlerin yapisindaki bozukluklar ile ilgilidir. Yeni bir ilag tasarlamadan 6nce, hedef proteinin
yapisinin bilinmesi gereklidir. Ciinkii ilaclar, hedef proteinin yapisina baglanarak islevlerini
gergeklestirirler. AlphaFold'un protein yapilarini dogru bir sekilde dngdrmesi, ilag tasarimi
stirecinde biiyiik bir zaman ve maliyet tasarrufu saglar. Ayrica, AlphaFold, bir¢cok hastaligin
molekiiler mekanizmalarini anlamak i¢in kullamlmaktadir. Ornegin, Alzheimer gibi
norodejeneratif hastaliklar, proteinlerin birbirleriyle etkilesimleri sonucu olusan toksik
agregatlarin birikmesiyle iligkilidir (Liu ve ark., 2022). AlphaFold'un bu proteinlerin yapisini
dogru bir sekilde dngérmesi, bu hastaliklarin mekanizmalarin1 anlamak i¢in kullanilan bir arag
haline gelmistir (Borkakoti & Thornton, 2023).
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AlphaFold, Alzheimer ve Parkinson gibi hastaliklar i¢in potansiyel ilag hedeflerinin belirlenmesi
de dahil olmak iizere bir¢ok ilag kesif projesinde halihazirda kullanilmaktadir. AlphaFold?2,
Alzheimer hastaliginda etkili olan tau proteininin yap1 tahmininde ve ayrica bu proteine baglanan
serin proteaz inhibitorleri lizerinde yapilan ¢alismalarda kullanilmistir (Jiang ve ark., 2023;
Savytskyi ve ark., 2023). Yakin zamanda yapilan bir ¢alismada ise AlphaFold, Alzheimer
hastaligin tedavisinde kullanilabilecek bir bitki olan Artemisia argyi’nin (Pelin otu) terapotik
etkilerinin ortaya cikarilmasinda kulanilmistir. Aragtirmacilar bitkinin etkileyebilecegi ptotein
yapilarinin tahmin edilmesinde AlphaFold’dan yararlanmislardir (Wang & Huang, 2023). Dahasi
AlphaFold’un protein agregasyonunun calisilmasinda etkili bir ara¢ olabilecegi Pinheria ve
arkadaglar1 tarafindan ayrintili olarak derlenmistir (Pinheiro ve ark., 2021). Derlemede
bahsedildigi gibi, protein agregasyonu yaygin bir fenomendir ancak bu yapilarin detaylar1 iyi
anlagilamamistir. AlphaFold, globiiler proteinler tasarlamak i¢in kullanishh olabilir, ancak
agregasyon yapilarinin tahmin edilmesi ¢ok zorlu bir siirectir. Birden fazla amiloid polimorfizmi
ve heterojen yapilarin olmasi, ayn1 zamanda bu teknolojinin temel aldig1 evrimsel yaklagimlarin
anormal agregasyonlar i¢in uygun olmamast bu zorlugu arttirmaktadir. Ancak, fonksiyonel
amiloidler, AlphaFold'un amiloid yapisinin tahmininde kullanimi i¢in bir baslangi¢c noktasi
olabilir.

Bir diger ¢alismada ise, Toronto Universitesi ve Insilico Medicine'den bilim insanlari, ilag
kesfinde tanimlama siirecini hizlandirmak i¢in AlphaFold'un ilk basarili uygulamasini duyurdular
(Ren ve ark., 2023). AlphaFold, Pandaomics ve Chemistry42 adli yapay zeka destekli ila¢ kesfi
platformlariyla birlikte bir hedefe yonelik yeni bir ilag molekiiliinii tespit etmede uygulanmustir.
Bu yaklasim, hedef molekiil se¢iminden hit bilesigi tespitine kadar tiim siiregleri, zaman ve maliyet
acisindan olumlu bir sekilde etkilemistir. Hepatoseliiler karsinom tedavisi igin ilgi ¢ekici bir
protein olan CDK20’ye yonelik kii¢iik bir hit bilesigi, bu yaklasim ile sadece 30 giinde ve sadece
yedi bilesik sentezlenerek tespit edilmistir. Bu 6nemli ¢alisma, yapay zekanin ilag kesif siirecini
doniistiirme ve hayat kurtaran tedavileri hastalara geleneksel yontemlerden yillar 6nce getirme
giiclinii gostermektedir.

COVID-19 baglaminda, AlphaFold, birka¢ onemli SARS-CoV-2 viral proteini yapilariin
tahmininde kullanilmistir (Kryshtafovych, Moult, ve ark., 2021). Bu proteinler arasinda spike
protein, ana proteaz ve RNA bagimli RNA polimeraz bulunur (Sadek ve ark., 2021). Bu tahminler,
COVID-19'akars: tedavi ve asilarin gelistirilmesine olanak saglanmistir. Ornegin, Pfizer-BioNTech
COVID-19 asisi, SARS-CoV-2'nin spike proteinine yonelik hedeflenmistir ve tasarimi,
AlphaFold'un spike proteininin yapisinin tahmini ile iyilestirilmistir (Higgins, 2021). Benzer
sekilde, viriisiin ana proteazina yonelik etki eden birkag kii¢iik molekiil ilag, AlphaFold tahminleri
temelinde gelistirilmistir. Ayrica, AlphaFold, viriisiin insan konak hiicreleriyle etkilesimine
iliskin, yapisal temeli anlamak igin kullanilmistir (Meng ve ark., 2022). Ornegin, AlphaFold
tahminleri, viral giris i¢in temel olan insan reseptorii ACE2 (Anjiyotensin doniistiiriicli enzimi 2)
ile SARS-CoV-2 spike protein kompleksinin yapisini ortaya c¢ikarmistir. Bu bilgi, viral
enfeksiyonun mekanizmasina dair 6nemli bilgiler saglamis ve bu etkilesimi hedefleyen tedavilerin
gelistirilmesine yardimci olmaktadir (Yang ve ark., 2022). Dolayisiyla, AlphaFold, tedavilerin ve
asilarin hizli tasarim ve gelistirilmesine olanak saglayarak COVID-19 ile miicadelede kritik bir rol
oynamistir.

Sivrisinek kaynakli hastalik, sitma, yikici kiiresel etkilere sahip hastaliklardan biridir. Bu nedenle
sitmay1 Onlemeyi hedefleyen as1 ve gelismis tedavilerin bulunmasi olduk¢a 6nemlidir. COVID-
19’dan farkli olarak, sitma paraziti (Plasmodium falciparum) igin as1 gelistirmesi, parazitin sahip
oldugu yiizlerce yiizey proteini ve degisken yapist nedeniyle olduk¢a zorlu bir siirectir. Bu
asamada, yapay zeka destekli AlphaFold algoritmasinin, hedeflenen protein yapilarmi kisa
zamanda, yiiksek dogrulukta tahmin etmesi sitma parazitine karsi as1 ¢alismalarini temel bilim
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asamasindan, klinik oncesi ve klinik gelistirme asamasina ¢ikararak siirece hiz kazandirmistir (Ko
ve ark., 2022).

Antimikrobiyal diren¢ (Antimicrobial resistance/AMR), tiim ekonomik ve sosyal diizeyleri
etkileyen ve 2050 yilina kadar yaklasik 10 milyon 6liime neden olabilecek kiiresel bir saglik
sorunudur. AMR sadece hayvan ve insan saghigini degil, ayn1 zamanda bitki patojenleri nedeniyle
yillik kiiresel tarimsal {iriin kayiplarmin %40'ina kadarina da sebep olmaktadir. insan, hayvan ve
bitki AMR patojenlerinin etkin bir sekilde kontrol edilmesi i¢in acil onlemler alinmasi elzem olup,
bu ¢er¢evede yeni antibiyotik kesfinin basar1 oranlarinin artirilmasi i¢in akademik ve endiistriyel
sektorler arasinda igbirligi gerekmektedir (Krell & Matilla, 2022). Bakterilerde enzimler tarafindan
kontrol edilen diren¢ mekanizmalarini (bakteri membran degisimleri) bloke etmek antibiyotiklerin
islevsel olmasinda 6nemlidir. Ancak, deneysel yontemlerle bu enzimlerin bilesimini anlamak son
derece zorlu bir gorev olarak ortaya ¢ikmaktadir. AlphaFold gibi teknolojiler, bakteriyel enzim
yapilarinin ¢ok daha hizli ¢oziilmelerini saglayan bir baslangic modeli sunar. AlphaFold araciligi
ile protein yapisi elde edildiginde, bu yapi bilgisi proteinin kimyasal reaksiyonlar1 nasil Katalize
ettigini anlamada kullanilabilir. Bu bilgi, bakteriyel antibiyotik direnci durumunda yeni
terapotiklerin tiretimi i¢in kullanilabilir (Krell & Matilla, 2022).

Sonug olarak, AlphaFold, ila¢ kesfi/tasarim1 ve hastalik mekanizmalarini anlamak gibi 6nemli
biyomedikal arastirmalarda kullanilan giiclii bir aragtir. Proteinlerin dogru bir sekilde 6ngoriilen
yapilari, hastaliklarin molekiiler mekanizmalarinin anlasilmasina ve yeni ilaglarin tasarlanmasina
olanak tanir.

5.2 Yapisal Biyoloji

AlphaFold, protein yap1 tahmininden ilag kesfine kadar degisen uygulamalarla yapisal biyoloji
alaninda paha bi¢ilmez bir ara¢ haline gelmistir. Yapisal biyolojide, protein yapilarinin kesin
olarak belirlenmesi, islevlerini ve diger molekiillerle olan etkilesimlerini anlamak igin ¢ok
onemlidir. AlphaFold'un yapisal biyolojideki en 6nemli uygulamalarindan biri, protein yapi
tahminidir. AlphaFold, proteinlerin ii¢ boyutlu yapisint dogru bir sekilde tahmin ederek, protein
islevinin mekanizmalar1 hakkinda bilgi saglar ve bu islevleri test etmek i¢in deneylerin tasarimina
yardimer olabilir (Akdel ve ark., 2022). AlphaFold'un dogrulugu ve hizi, onu yapisal biyoloji
toplulugunda degerli bir ara¢ haline getirmistir ve birgok arastirmacit AlphaFold’u daha 6nce
¢ozililmemis proteinlerin yapilarini tahmin etmek i¢in kullanmaktadir (Sezgin & Tekin, 2023;
Zhang & Chen, 2022).

AlphaFold'un yapisal biyolojideki bir diger 6nemli uygulamasi, protein etkilesimlerinin
incelenmesidir. Proteinler birbirleriyle ve diger molekiillerle karmasik sekillerde etkilesime girer
ve bu etkilesimleri anlamak, islevlerini anlamak i¢in gereklidir (Evans ve ark., 2021). AlphaFold,
protein komplekslerinin yapilarin1 tahmin etmek icin kullanilabilir ve tek tek proteinler arasindaki
etkilesimlerin ayrintili bir goriiniimiinii saglar (Yu ve ark., 2023). Protein-protein etkilesimlerini
incelemek ve bu etkilesimleri hedefleyen yeni ilaglar gelistirmek i¢in DeepMind, yeni bir siirim
olan AlphaFold-Multimer’i gelistirmistir. AlphaFold-Multimer, tek bir zincirden olusan
proteinlerin yapisini yiiksek bir dogrulukla 6ngorebilen orijinal AlphaFold modelinin aksine,
birden fazla zincirden olusan protein komplekslerinin yapilarin1 6ngorebilmek igin 6zel olarak
egitilmis bir AlphaFold protein katlanma tahmin modelidir (Evans ve ark., 2021). AlphaFold-
Multimer, protein komplekslerinin i¢indeki zincirler arasindaki arabirimleri de igeren kompleksin
tim yapisin1 tahmin etmek i¢in egitilmistir. Bu nedenle, orijinal AlphaFold modeline kiyasla
AlphaFold-Multimer, komplekslerin yapisini daha dogru bir sekilde tahmin edebilir. Bu, protein
komplekslerinin yapisin1 dogru bir sekilde tahmin etmek, biyolojik siiregleri anlamak ve yeni
terapotikler gelistirmek i¢in Onemli oldugundan, protein yapr tahmin alaninda 6nemli bir
ilerlemedir.
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AlphaFold, protein yapisi tahmini ve protein etkilesimlerinin incelenmesindeki uygulamalarinin
yami sira, yapisal biyolojinin cesitli baska alanlarinda da kullanilmaktadir. Ornegin, deneysel
olarak incelenmesi zor oldugu bilinen zar proteinlerinin yapilarin1 tahmin etmek i¢in kullanilabilir.
Membran proteinleri, hiicre zarinda gémiilii olan ve molekiillerin zarin iginden ge¢mesi veya hiicre
sinyallesmesi gibi ¢esitli biyolojik siire¢lerde 6nemli rol oynayan proteinlerin bir sinifidir (Tan ve
ark., 2008). Ancak, membran proteinlerinin yapilarini tahmin etmek, membranin hidrofobik
ortami nedeniyle yapisal biyolojide zor bir sorun olmustur (Hong ve ark., 2022). Baslangigta suda
¢ozilinebilen proteinler iizerinde gelistirilmis ve egitilmis olsa da, son galigmalar AlphaFold'un
yuksek bir dogrulukla membran proteinlerinin yapilarin1 da tahmin edebildigini gdstermistir
(Dobson ve ark., 2023; Pei & Cong, 2023). Ek olarak, AlphaFold, genetik varyasyonun
hastaliktaki roliinii anlamak i¢in 6nemli olan mutasyonlarin protein yapisi ve islevi iizerindeki
etkilerini tahmin etmek i¢in de kullanilabilir (Buel & Walters, 2022).

Yapisal biyolojideki en Onemli gelismelerden bir digeride, yapay zeka tabanli sistemlerin
kompleks ve en biiyiik proteinlerinden (megadalton/MDa protein kompleksi) biri olan niikleer por
kompleksinin (Nuclear pore complex/NPC) yapisinin tamamlanmasinda kullanilmasidir (Fontana
ve ark., 2022). NPC, okaryotik hiicrelerin niikleer zarindaki molekiiler ge¢is noktasidir ve ¢ekirdek
ile sitozol arasinda biyomolekiillerin taginimini diizenler. Omurgali hiicrelerde NPC'lerin
molekiiler kiitleleri yaklasik 110 ila 125 MDa arasinda ve gaplar1 yaklasik 120 nm'dir. NPC'ler
bir¢ok biyolojik siirecte rol oynamalariyla iligkilendirilmistir ve islev bozukluklar1 giderek artan
sayida ciddi hastaliklarla iliskilendirilmektedir. Son yirmi yilda bir¢ok grubun 6ncii ¢caligmalarina
ragmen, NPC'lerin organizasyonu, dinamikleri ve karmasikligi hakkinda tam bir anlayisa sahip
olunamamistir. AlphaFold deneysel verilerle birlestirilerek onceki ¢alismalara gére daha ayrintili
bir NPC yapisinin aydinlatilmasi saglanmistir (Fontana ve ark., 2022). Bu basari, NPC islevi,
biyogenez ve diizenleme agisindan 6nemli sonuclar1 olan bir gelisme olup, NPC i¢indeki
molekiiler etkilesimler hakkinda anlayisimizi genisletmek ve NPC'nin tam molekiiler mimarisini
anlamak i¢in 6nemli bir adim atmamizi saglar.

5.3 Protein Miihendisligi

Protein miihendisligi, stabilite, aktivite ve 6zgiilliik gibi 6zelliklerini gelistirmek i¢in proteinlerin
modifikasyonunu ve manipiilasyonunu igerir. Proteinlerin {i¢ boyutlu yapisini dogru bir sekilde
tahmin etmek, amino asit kalintilar1 ve proteinin katlanma modeli arasindaki etkilesimleri
hakkinda bilgi sagladigi i¢in protein miithendisliginde kritik neme sahiptir. Protein yapisini dogru
bir sekilde tahmin etme yetenegi, enzim aktivitesi, substrat 6zgiilliigli ve baglanma afinitesi gibi
belirli islevlere ve Ozelliklere sahip proteinlerin tasarlanmasini saglayabilir (Freschlin ve ark.,
2022).

AlphaFold, belirli iglevlere ve 6zelliklere sahip yeni proteinlerin tasarimi da dahil olmak iizere
protein miihendisli§inde ¢esitli alanlara uygulanabilir. Ornegin, AlphaFold, gelismis katalitik
aktiviteye, substrat ozgiilliigiine ve stabiliteye sahip proteinler tasarlamak i¢in kullanilabilir.
Belirli islevlere sahip proteinler tasarlama yetenegi, ilag hedeflerinin belirli yap1 ve islevlere sahip
proteinler oldugu ilag kesfinde ozellikle 6nemlidir. AlphaFold'un protein yapilarin1 dogru bir
sekilde tahmin etme yetenegi, potansiyel ila¢ hedeflerinin belirlenmesine yardimci olabilir ve
ozellikle bu proteinleri hedefleyen ilaclarin tasarlanmasini saglayarak daha etkili ve daha giivenli
ilaglar tiretilebilir (Ren ve ark., 2023).

Ilag kesfine ek olarak AlphaFold, biyokataliz ve biyoremediasyon gibi endiistriyel uygulamalar
icin enzimlerin gelistirilmesinde kullanilabilir. Biyokatalizorler, kimyasal reaksiyonlar1 katalize
eden ve biyoyakit ve ilag iiretimi gibi ¢ok ¢esitli endiistriyel islemlerde kullanilan enzimlerdir.
AlphaFold, biyokatalitik siirecleri optimize etmek i¢in artan aktivite ve kararlilik gibi belirli
ozelliklere sahip enzimler tasarlamak igin kullanilabilir (Mazurenko ve ark., 2019).
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Son olarak, AlphaFold yeni malzemelerin gelistirilmesinde kullanilabilir. Proteinler, malzemeler
icin ¢ok yonlii yap1 taslaridir ve 6zellikleri, dayaniklilik, esneklik ve biyouyumluluk gibi benzersiz
niteliklere sahip malzemeler olusturmak igin tasarlanabilir. AlphaFold'un protein yapilarin1 dogru
bir sekilde tahmin etme yetenegi, ¢esitli uygulamalar i¢cin yeni malzemelerin gelistirilmesini

kolaylastirarak, belirli 6zelliklere sahip proteinlerin tasarlanmasini saglayabilir (Miserez ve ark.,
2023).

Sonu¢ olarak, AlphaFold, protein yapisi tahmininde devrim yaratmasi ile birlikte, protein
miithendisliginde de ¢esitli uygulamalarin gelismesine katki saglayabilir. Protein yapilarini dogru
bir sekilde tahmin etme yetenegi, ilag kesfi, biyokataliz, biyoremediasyon ve malzeme biliminde
onemli etkileri olan belirli islev ve Ozelliklere sahip proteinlerin tasarlanmasina olanak
tanimaktadir. Teknoloji gelismeye devam ettikce, AlphaFold siliphesiz yeni proteinlerin ve
malzemelerin gelistirilmesinde kritik bir rol oynayacaktir.

6. ALPHAFOLD’UN SINIRLAMALARI

AlphaFold, DeepMind adli yapay zeka arastirma kurulusu tarafindan gelistirilen bir protein
katlanma tahmini sistemidir. Sistem, amino asit dizilerine dayanarak proteinlerin ili¢ boyutlu
yapilarini tahmin etmek icin derin sinir aglar1 kullanir. AlphaFold, protein yapilarini tahmin
etmedeki etkileyici dogrulugu nedeniyle genis capta Oviilmistiir, ancak diger herhangi bir
teknoloji gibi sinirlamalari vardir (Perrakis & Sixma, 2021). AlphaFold'un bir siniri, yiiksek bir
hesaplama giicli gerektirmesidir. Son siirlimii olan AlphaFold 2, tahminler iiretmek i¢in biiyiik
miktarda GPU bellegi ve hesaplama kaynaklar1 kullanir. Bu, yiliksek performansh bilgi islem
kaynaklarina erisimi olmayan arastirmacilar icin sistemi etkili bir sekilde kullanmay1
zorlagtirabilir. Bu sinirlama AlphaFold gelistiricileri taafindan Google Colabs ile ortak galigilarak
giderilmeye ¢alisilmaktadir (Varadi & Velankar, 2022). AlphaFold’un ilk ve ikinci versiyonlarinin
kaynak kodlar1 github (https://github.com/deepmind/alphafold) iizerinden elde edilebilecegi gibi;
ayn1 zamanda GoolgleColab (AlphaFold2.ipynb) iizerinden higbir sistem 6zelligi gerekmeden
kullanima agilmustir.

AlphaFold'un diger bir siniri, biiyiik miktarda egitim verisine ihtiya¢ duymasidir. Sistem, yaklagik
170.000 protein yapilarindan olusan bir veri kiimesinde egitilmistir (Wodak ve ark., 2022). Bu,
var olan protein sayis1 goz ontine alindiginda oldukga kii¢iik bir sayidir. Bu nedenle, AlphaFold'un
tahminleri daha az dogru olabilecek bir¢ok protein olabilir. AlphaFold’un ayrica, iyi anlagilmayan
protein yapilarinin tahmin edilmesinde sinirlamalar1 vardir. Ornegin, benzersiz 6zelliklere sahip
olan veya nadir hastaliklarla iligkili olan proteinlerin yapilarini tahmin etmekte zorluk ¢ekebilir.
AlphaFold ¢ogu hedefte diger yontemlerden daha iyi performans gostermis olsa da 6zellikle coklu
alanli veya beta-yapilar1 zengin protein hedeflerinde iyi performans gostermedigi bazi durumlar
vardir. Dahasi, karmasik biyolojik siireclerle iligkili olan proteinlerin yapilarin1 tahmin etmekte
zorlanabilir, ¢ilinkii bu yapilar hesaplamali bir modelde hesaba katilmalar1 zor faktodrlerden
etkilenebilir (Evans ve ark., 2021). Ek olarak, AlphaFold'un tahminleri etkileyici olsa da her zaman
miikemmel degildir. Ozellikle modellenmesi zor olan proteinler i¢in hala yanlis tahminler
yapabilir. Bu nedenle, aragtirmacilar AlphaFold'un tahminlerini X-151n1 kristalografisi veya kriyo-
elektron mikroskopisi gibi deneysel yontemlerle dogrulamak zorunda kalabilirler.

7. ALPHAFOLD’UN GELECEGI VE SONUC
Sonu¢ olarak AlphaFold, benzeri goriilmemis bir dogruluk ve hiz sunarak protein yapisi

tahmininde biiyiik bir atilimi temsil etmektedir. Sinirlamalarina ragmen, diger tiim yontemlerden
bliyiik bir farkla daha iy1 performans gosterdigi CASP14 deneyinde dogrulanmistir. AlphaFold'un
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basarisi, derin 6grenme yaklasimlarimin giiciinii vurgular ve bunlarin yapisal biyolojideki karmasik
sorunlar1 ¢6zmek icin degerli araglar olabilecegini 6ne siirer.

Ileriye bakildiginda, AlphaFold'daki gelismeler muhtemelen uygulanabilirligini kiiresel ve kiiciik
transmembran proteinlerin 6tesinde diger protein tiirlerine genisletmeye odaklanacaktir. Bu,
protein-protein etkilesimleri veya katlanma sonrasi degisiklikler hakkinda bilgi gibi modele ek
Ozelliklerin dahil edilmesini igerebilir. Algoritma ve yapay zeka mekanizmalari, veri kaynaklari
ve On isleme yoOntemleri, dogrulama ve performans degerlendirmesi, genellestirilebilirlik ve
uygulanabilirlik gibi alanlarda yapilacak daha fazla arastirma ve gelistirme, AlphaFold'un
yeteneklerini genigletmek ve bilimsel anlamda biiylik ilerlemeler kaydetmek igin 6nemlidir.
AlphaFold'un daha genellestirilebilir, yorumlanabilir ve giivenilir modeller saglamasi, proteinlerin
yapisini ve islevini anlama siirecinde 6énemli bir adim olabilir. Bu potansiyel, biyoloji ve tip
alanlarinda biiytik ilerlemeler saglama agisindan biiyiik bir umut kaynagidir.

Yazarlarin Katkisi
Yazarlarin makaleye katkilar1 esit orandadir.

Cikar Catismasi1 Beyam
Yazarlar arasinda herhangi bir ¢ikar ¢atismasi bulunmamaktadir.

Arastirma ve Yayin Etigi Beyam
Yapilan calismada arastirma ve yayin etigine uyulmustur.
KAYNAKCA
Akdel, M., Pires, D. E., Pardo, E. P., Janes, J., Zalevsky, A. O., Mészaros, B., Bryant, P., Good,
L. L., Laskowski, R. A. & Pozzati, G. (2022). A structural biology community assessment of
AlphaFold2 applications. Nature Structural & Molecular Biology, 1-12.
AlQuraishi, M. (2019). AlphaFold at CASP13. Bioinformatics, 35(22), 4862-4865.

AlQuraishi, M. (2021). Machine learning in protein structure prediction. Current opinion in
chemical biology, 65, 1-8.

Anfinsen, C. & Scheraga, H. (1975). Experimental and theoretical aspects of protein folding.
Advances in protein chemistry, 29, 205-300.

Anfinsen, C. B. (1973). Principles that govern the folding of protein chains. Science, 181(4096),
223-230.

Anfinsen, C. B., Haber, E., Sela, M. & White Jr, F. (1961). The kinetics of formation of native
ribonuclease during oxidation of the reduced polypeptide chain. Proceedings of the National
Academy of Sciences, 47(9), 1309-1314.

Arnold, K., Bordoli, L., Kopp, J. & Schwede, T. (2006). The SWISS-MODEL workspace: A web-
based environment for protein structure homology modelling. Bioinformatics, 22(2), 195-201.

Bolen, D. & Baskakov, I. V. (2001). The osmophobic effect: natural selection of a thermodynamic
force in protein folding. Journal of molecular biology, 310(5), 955-963.

460



Istanbul Ticaret Universitesi Fen Bilimleri Dergisi 22(44), Giiz 2023, 445-466.

Borkakoti, N. & Thornton, J. M. (2023). AlphaFold2 protein structure prediction: Implications for
drug discovery. Current Opinion in Structural Biology, 78, 102526.

Buel, G. R. & Walters, K. J. (2022). Can AlphaFold2 predict the impact of missense mutations on
structure? Nature Structural & Molecular Biology, 29(1), 1-2.

Burley, S. & Petsko, G. (1988). Weakly polar interactions in proteins. Advances in protein
chemistry, 39, 125-189.

Burley, S. K., Bhikadiya, C., Bi, C., Bittrich, S., Chen, L., Crichlow, G. V., Duarte, J. M., Dultta,
S., Fayazi, M. & Feng, Z. (2022). RCSB Protein Data Bank: Celebrating 50 years of the PDB
with new tools for understanding and visualizing biological macromolecules in 3D. Protein
Science, 31(1), 187-208.

Chen, I.-M. A., Markowitz, V. M., Chu, K., Palaniappan, K., Szeto, E., Pillay, M., Ratner, A.,
Huang, J., Andersen, E. & Huntemann, M. (2016). IMG/M: Integrated genome and
metagenome comparative data analysis system. Nucleic acids research, 507-516.

Cheng, J., Roy, R. S., Liu, J., Giri, N. & Guo, Z. (2023). Combining pairwise structural similarity
and deep learning interface contact prediction to estimate protein complex model accuracy in
CASP15. bioRxiv, 2023.2003.2008.531814.

de Almeida Paiva, V., de Souza Gomes, 1., Monteiro, C. R., Mendon¢a, M. V., Martins, P. M.,
Santana, C. A., Gongalves-Almeida, V., Izidoro, S. C., de Melo-Minardi, R. C. & de Azevedo
Silveira, S. (2022). Protein structural bioinformatics: An overview. Computers in Biology and
Medicine, 105695.

Dhingra, S., Sowdhamini, R., Cadet, F. & Offmann, B. (2020). A glance into the evolution of
template-free protein structure prediction methodologies. Biochimie, 175, 85-92.

Dill, K. A. (1990). Dominant forces in protein folding. Biochemistry, 29(31), 7133-7155.

Dill, K. A. & MacCallum, J. L. (2012). The protein-folding problem, 50 years on. Science,
338(6110), 1042-1046.

Dobson, L., Szekeres, L. 1., Gerdan, C., Lango, T., Zeke, A. & Tusnady, G. E. (2023).
TmAlphaFold database: membrane localization and evaluation of AlphaFold2 predicted alpha-
helical transmembrane protein structures. Nucleic acids research, 51(D1), 517-522.

Evans, R., O’Neill, M., Pritzel, A., Antropova, N., Senior, A., Green, T., Zidek, A., Bates, R.,
Blackwell, S. & Yim, J. (2021). Protein complex prediction with AlphaFold-Multimer. bioRxiv,
2021.2010.2004.463034.

Faure, A. J., Domingo, J., Schmiedel, J. M., Hidalgo-Carcedo, C., Diss, G. & Lehner, B. (2022).
Mapping the energetic and allosteric landscapes of protein binding domains. Nature,
604(7904), 175-183.

Fontana, P., Dong, Y., Pi, X., Tong, A. B., Hecksel, C. W., Wang, L., Fu, T.-M., Bustamante, C.

& Wu, H. (2022). Structure of cytoplasmic ring of nuclear pore complex by integrative cryo-
EM and AlphaFold. Science, 376(6598), 1-29.

461



B. Tekin, R. Gurbanov AlphaFold: Derin Ogrenme ve Sinir Aglar1 Yoluyla Protein Katlamasinda Devrim Yaratmak

Freschlin, C. R., Fahlberg, S. A. & Romero, P. A. (2022). Machine learning to navigate fitness
landscapes for protein engineering. Current Opinion in Biotechnology, 75, 102713.

Gasic, A. G., Sarkar, A. & Cheung, M. S. (2021). Understanding protein-complex assembly
through grand canonical maximum entropy modeling. Physical Review Research, 3(3), 033220.

Gogoi, C. R., Rahman, A., Saikia, B. & Baruah, A. (2023). Protein Dihedral Angle Prediction:
The State of the Art. ChemistrySelect, 8(5), e202203427.

Goverde, C., Wolf, B., Khakzad, H., Rosset, S. & Correia, B. E. (2022). De novo protein design
by inversion of the AlphaFold structure prediction network. bioRxiv, 2022.2012. 2013.520346.

He, K., Zhang, X., Ren, S. & Sun, J. (2016). Deep residual learning for image recognition.
Proceedings of the IEEE conference on computer vision and pattern recognition, 770-778.

Hey, T., Butler, K., Jackson, S. & Thiyagalingam, J. (2020). Machine learning and big scientific
data. Philosophical Transactions of the Royal Society A, 378(2166), 20190054.

Higgins, M. K. (2021). Can we AlphaFold our way out of the next pandemic? Journal of molecular
biology, 433(20), 167093.

Hong, H., Choi, H.-K. & Yoon, T.Y. (2022). Untangling the complexity of membrane protein
folding. Current Opinion in Structural Biology, 72, 237-247.

Hornak, V., Abel, R., Okur, A., Strockbine, B., Roitberg, A. & Simmerling, C. (2006). Comparison
of multiple Amber force fields and development of improved protein backbone parameters.
Proteins: Structure, Function, and Bioinformatics, 65(3), 712-725.

Hsu, C., Verkuil, R., Liu, J., Lin, Z., Hie, B., Sercu, T., Lerer, A. & Rives, A. (2022). Learning
inverse folding from millions of predicted structures. International Conference on Machine
Learning, 1-25.

Jendrusch, M., Korbel, J. O. & Sadiqg, S. K. (2021). AlphaDesign: A de novo protein design
framework based on AlphaFold. bioRxiv, 2021.2010. 2011.463937.

Jiang, F., & Wu, Y.-D. (2014). Folding of fourteen small proteins with a residue-specific force
field and replica-exchange molecular dynamics. Journal of the American Chemical Society,
136(27), 9536-9539.

Jiang, L., Chakraborty, P., Zhang, L., Wong, M., Hill, S. E., Webber, C. J., Libera, J., Blair, L. J.,
Wolozin, B. & Zweckstetter, M. (2023). Chaperoning of specific tau structure by immunophilin
FKBP12 regulates the neuronal resilience to extracellular stress. Science Advances, 9(5),
eadd9789.

Jisna, V. & Jayaraj, P. (2021). Protein structure prediction: conventional and deep learning
perspectives. The Protein Journal, 40(4), 522-544.

Jumper, J., Evans, R., Pritzel, A., Green, T., Figurnov, M., Ronneberger, O., Tunyasuvunakool,

K., Bates, R., Zidek, A. & Potapenko, A. (2021). Highly accurate protein structure prediction
with AlphaFold. Nature, 596(7873), 583-589.

462



Istanbul Ticaret Universitesi Fen Bilimleri Dergisi 22(44), Giiz 2023, 445-466.

Jumper, J., Evans, R., Pritzel, A., Green, T., Figurnov, M., Tunyasuvunakool, K., Ronneberger,
O., Bates, R., Zidek, A. & Bridgland, A. (2020). AlphaFold 2. In Fourteenth Critical
Assessment of Techniques for Protein Structure Prediction (Abstract Book).

Ko, K.-T., Lennartz, F., Mekhaiel, D., Guloglu, B., Marini, A., Deuker, D. J., Long, C. A., Jore,
M. M., Miura, K. & Biswas, S. (2022). Structure of the malaria vaccine candidate Pfs48/45 and
its recognition by transmission blocking antibodies. Nature Communications, 13(1), 5603.

Krell, T. & Matilla, M. A. (2022). Antimicrobial resistance: progress and challenges in antibiotic
discovery and anti-infective therapy. Microbial Biotechnology, 15(1), 70-78.

Kryshtafovych, A., Moult, J., Billings, W. M., Della Corte, D., Fidelis, K., Kwon, S., Olechnovi¢,
K., Seok, C., Venclovas, C. & Won, J. (2021). Modeling SARS-CoV-2 proteins in the CASP-
commons experiment. Proteins: Structure, Function, and Bioinformatics, 89(12), 1987-1996.

Kryshtafovych, A., Schwede, T., Topf, M., Fidelis, K. & Moult, J. (2019). Critical assessment of
methods of protein structure prediction (CASP)—Round XIII. Proteins: Structure, Function,
and Bioinformatics, 87(12), 1011-1020.

Kryshtafovych, A., Schwede, T., Topf, M., Fidelis, K. & Moult, J. (2021). Critical assessment of
methods of protein structure prediction (CASP)—Round XIV. Proteins: Structure, Function,
and Bioinformatics, 89(12), 1607-1617.

Kufareva, . & Abagyan, R. (2012). Methods of protein structure comparison. Homology
Modeling: Methods and Protocols, 231-257.

Kuhlman, B. & Bradley, P. (2019). Advances in protein structure prediction and design. Nature
Reviews Molecular Cell Biology, 20(11), 681-697.

Levinthal, C. (1969). How to fold graciously. Mossbauer spectroscopy in biological systems, 67,
22-24.

Li, F. & Du, Y. (2018). From AlphaGo to power system Al: What engineers can learn from solving
the most complex board game. IEEE Power and Energy Magazine, 16(2), 76-84.

Li, S., Wu, S., Wang, L., Li, F., Jiang, H. & Bai, F. (2022). Recent advances in predicting protein—
protein interactions with the aid of artificial intelligence algorithms. Current Opinion in
Structural Biology, 73, 102344.

Li, Y., Liu, Y. & Yu, D.-J. (2023). Machine learning for protein inter-residue interaction
prediction. Machine Learning in Bioinformatics of Protein Sequences: Algorithms, Databases
and Resources for Modern Protein Bioinformatics, 183-203. World Scientific.

Lin, Z., Akin, H., Rao, R., Hie, B., Zhu, Z., Lu, W., Smetanin, N., Verkuil, R., Kabeli, O. &
Shmueli, Y. (2023). Evolutionary-scale prediction of atomic-level protein structure with a
language model. Science, 379(6637), 1123-1130.

Liu, W., Wang, G., Wang, Z., Wang, G., Huang, J. & Liu, B. (2022). Repurposing small-molecule

drugs for modulating toxic protein aggregates in neurodegenerative diseases. Drug discovery
today, 27(7), 1994-2007.

463



B. Tekin, R. Gurbanov AlphaFold: Derin Ogrenme ve Sinir Aglar1 Yoluyla Protein Katlamasinda Devrim Yaratmak

Lumry, R. & Eyring, H. (1954). Conformation changes of proteins. The Journal of physical
chemistry, 58(2), 110-120.

Marks, D. S., Hopf, T. A. & Sander, C. (2012). Protein structure prediction from sequence
variation. Nature biotechnology, 30(11), 1072-1080.

Marx, V. (2022). Method of the year: Protein structure prediction. Nature methods, 19(1), 5-10.

Mazurenko, S., Prokop, Z. & Damborsky, J. (2019). Machine learning in enzyme engineering.
ACS Catalysis, 10(2), 1210-1223.

Meng, B., Abdullahi, A., Ferreira, I. A., Goonawardane, N., Saito, A., Kimura, 1., Yamasoba, D.,
Gerber, P. P., Fatihi, S. & Rathore, S. (2022). Altered TMPRSS2 usage by SARS-CoV-2
Omicron impacts infectivity and fusogenicity. Nature, 603(7902), 706-714.

Miserez, A., Yu, J. & Mohammadi, P. (2023). Protein-based biological materials: Molecular
design and artificial production. Chemical Reviews, 123(5), 2049-2111.

Miyazawa, T., Hiratsuka, Y., Toda, M., Hatakeyama, N., Ozawa, H., Abe, C., Cheng, T.-Y,,
Matsushima, Y., Miyawaki, Y. & Ashida, K. (2022). Artificial intelligence in food science and
nutrition: a narrative review. Nutrition Reviews, 80(12), 2288-2300.

Nussinov, R., Zhang, M., Liu, Y. & Jang, H. (2022). AlphaFold, artificial intelligence (Al), and
allostery. The Journal of Physical Chemistry B, 126(34), 6372-6383.

Ongie, G., Jalal, A., Metzler, C. A., Baraniuk, R. G., Dimakis, A. G. & Willett, R. (2020). Deep
learning techniques for inverse problems in imaging. IEEE Journal on Selected Areas in
Information Theory, 1(1), 39-56.

Ovchinnikov, S., Kim, D. E., Wang, R. Y. R,, Liu, Y., DiMaio, F. & Baker, D. (2016). Improved
de novo structure prediction in CASP 11 by incorporating coevolution information into Rosetta.
Proteins: Structure, Function, and Bioinformatics, 84, 67-75.

Pakhrin, S. C., Shrestha, B., Adhikari, B. & Kc, D. B. (2021). Deep learning-based advances in
protein structure prediction. International Journal of Molecular Sciences, 22(11), 5553.

Pearce, R. & Zhang, Y. (2021). Deep learning techniques have significantly impacted protein
structure prediction and protein design. Current Opinion in Structural Biology, 68, 194-207.

Pei, J. & Cong, Q. (2023). AFTM: a database of transmembrane regions in the human proteome
predicted by AlphaFold. Database, 2023, baad008.

Perrakis, A. & Sixma, T. K. (2021). Al revolutions in biology: The joys and perils of AlphaFold.
EMBO reports, 22(11), e54046.

Pinheiro, F., Santos, J. & Ventura, S. (2021). AlphaFold and the amyloid landscape. Journal of
Molecular Biology, 433(20), 167059.

Ponting, C. P. & Russell, R. R. (2002). The natural history of protein domains. Annual Review of
Biophysics and Biomolecular Structure, 31(1), 45-71.

464



Istanbul Ticaret Universitesi Fen Bilimleri Dergisi 22(44), Giiz 2023, 445-466.

Ren, F., Ding, X., Zheng, M., Korzinkin, M., Cai, X., Zhu, W., Mantsyzov, A., Aliper, A.,
Aladinskiy, V. & Cao, Z. (2023). AlphaFold accelerates artificial intelligence powered drug
discovery: efficient discovery of a novel CDK20 small molecule inhibitor. Chemical Science,
14(6), 1443-1452.

Romero, P. A. & Arnold, F. H. (2009). Exploring protein fitness landscapes by directed evolution.
Nature Reviews Molecular Cell Biology, 10(12), 866-876.

Sadek, A., Zaha, D. & Ahmed, M. S. (2021). Structural insights of SARS-CoV-2 spike protein
from Delta and Omicron variants. bioRxiv, 2021.2012. 2008.471777.

Salahuddin, P., Siddigi, M. K., Khan, S., Abdelhameed, A. S. & Khan, R. H. (2016). Mechanisms
of protein misfolding: Novel therapeutic approaches to protein-misfolding diseases. Journal of
Molecular Structure, 1123, 311-326.

Savytskyi, O. V., Sirmans, T. N., Coban, M. A., Weber, C. A., Murray, M. E. & Caulfield, T. R.
(2023). Computational modeling and molecular mapping of serine protease inhibitor family A5
(SERPINADB) structure, associated with tau expression and Alzheimer's disease. Biophysical
Journal, 122(3), 471a.

Senior, A. W., Evans, R., Jumper, J., Kirkpatrick, J., Sifre, L., Green, T., Qin, C., Zidek, A.,
Nelson, A. W. & Bridgland, A. (2020). Improved protein structure prediction using potentials
from deep learning. Nature, 577(7792), 706-710.

Sezgin, E. & Tekin, B. (2023). Molecular evolution and population genetics of glutamate
decarboxylase acid resistance pathway in lactic acid bacteria. Frontiers in Genetics, 1-14.

Shen, Y. & Bax, A. (2013). Protein backbone and sidechain torsion angles predicted from NMR
chemical shifts using artificial neural networks. Journal of biomolecular NMR, 56, 227-241.

Tan, S., Tan, H. T. & Chung, M. C. (2008). Membrane proteins and membrane proteomics.
Proteomics, 8(19), 3924-3932.

Thompson, J. D., Plewniak, F., Ripp, R., Thierry, J.-C. & Poch, O. (2001). Towards a reliable
objective function for multiple sequence alignments. Journal of Molecular Biology, 314(4),
937-951.

Tunyasuvunakool, K., Adler, J., Wu, Z., Green, T., Zielinski, M., Zidek, A., Bridgland, A., Cowie,
A., Meyer, C. & Laydon, A. (2021). Highly accurate protein structure prediction for the human
proteome. Nature, 596(7873), 590-596.

UniProt: the universal protein knowledgebase in 2021. (2021). Nucleic acids research, 49(D1),
D480-D489.

UniProt: the Universal Protein knowledgebase in 2023. (2023). Nucleic acids research, 51(D1),
D523-D531.

Varadi, M. & Velankar, S. (2022). The impact of AlphaFold Protein Structure Database on the
fields of life sciences. Proteomics, 2200128.

Wang, G., Wu, Z., Fang, X., Xiang, Y., Liu, Y., Yu, D. & Ma, Y. (2022). Efficient AlphaFold2
Training using Parallel Evoformer and Branch Parallelism. arXiv preprint arXiv:2211.00235.

465



B. Tekin, R. Gurbanov AlphaFold: Derin Ogrenme ve Sinir Aglar1 Yoluyla Protein Katlamasinda Devrim Yaratmak

Wang, Y. & Huang, R. (2023). Identification of Artemisia Argyi (AA) Therapy in Alzheimer's
Disease (AD) Using Network Pharmacology and Molecular Docking. Advanced Biology,
2200256.

Waterhouse, A., Bertoni, M., Bienert, S., Studer, G., Tauriello, G., Gumienny, R., Heer, F. T., de
Beer, T. A. P., Rempfer, C. & Bordoli, L. (2018). SWISS-MODEL: homology modelling of
protein structures and complexes. Nucleic acids research, 46(W1), W296-W303.

Wodak, S. J., Vajda, S., Lensink, M. F., Kozakov, D. & Bates, P. A. (2022). Critical Assessment
of Methods for Predicting the 3D Structure of Proteins and Protein Complexes. Annual Review
of Biophysics, 52.

Xu, Z., Cen, Y.-K., Zou, S.-P., Xue, Y.-P. & Zheng, Y.-G. (2020). Recent advances in the
improvement of enzyme thermostability by structure modification. Critical reviews in
biotechnology, 40(1), 83-98.

Yang, J., Anishchenko, 1., Park, H., Peng, Z., Ovchinnikov, S. & Baker, D. (2020). Improved
protein structure prediction using predicted interresidue orientations. Proceedings of the
National Academy of Sciences, 117(3), 1496-1503.

Yang, Q., Jian, X., Syed, A. A. S., Fahira, A., Zheng, C., Zhu, Z., Wang, K., Zhang, J., Wen, Y.
& Li, Z. (2022). Structural comparison and drug screening of spike proteins of ten SARS-CoV-
2 variants. Research.

Yu, D., Chojnowski, G., Rosenthal, M. & Kosinski, J. (2023). AlphaPulldown—a python package
for protein—protein interaction screens using AlphaFold-Multimer. Bioinformatics, 39(1),
btac749.

Zhang, J. & Chen, B. (2022). Fighting SARS-CoV-2 with structural biology methods. Nature
methods, 19(4), 381-383.

Ziegler, S. J., Mallinson, S. J., John, P. C. S. & Bomble, Y. J. (2021). Advances in integrative
structural biology: Towards understanding protein complexes in their cellular context.
Computational and Structural Biotechnology Journal, 19, 214-225.

Zwanzig, R., Szabo, A. & Bagchi, B. (1992). Levinthal's paradox. Proceedings of the National
Academy of Sciences, 89(1), 20-22.

466



