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Human activity recognition, briefly HAR, with mobile sensors has become an interesting research area in
recent years due to increasing the wearable and mobile sensors. In Muslim life, the prayer (salat) is an activity
that believers must perform five times a day. In this study, a novel dataset which also includes praying (salat)
is presented to be used in human activity recognition. The dataset we call HAR-P (Human Activity
Recognition for Praying) includes linear acceleration, acceleration, magnetic field and gyroscope sensors
data for 8 activities such as walking, running, typing, walking, downstairs, walking upstairs, sitting, standing
and praying. For the HAR-P dataset, the data were collected from 50 male volunteers between the ages of
15-60 with a smartwatch. General view of the study is shown in Figure A.
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Figure A. General view of the study

Purpose:
The main purpose of this study is to create a new dataset which includes sensors data come from a
smartwatch to detect whether a Muslim prays or not by using deep learning models.

Theory and Methods:

The dataset has been created data come from the acceleration sensor, linear acceleration sensor, magnetic
field sensor and gyroscope sensor. The collected dataset, named HAR-P, has been used for training and
testing the deep learning models such as LSTM, Conv-LSTM and CNN-LSTM methods.

Results:

The human activity has been detected with the sensor data obtained from the smartwatch attached to the
wrist. In the classification of human activity, all 3 models gave similar results for datasets. While the highest
average success rate of 91% was achieved by using LSTM model with the linear acceleration sensor, and
the ConvLSTM model with the acceleration sensor, the lowest average success rate of 83.6% was achieved
with the gyroscope sensor and ConvLSTM model.

Conclusion:

The human recognition dataset with praying has been created, and three deep learning models have been
applied to this dataset. The sensors embedded in a smartwatch have been used for detecting whether a
Muslim prayed or not with a 91% success rate.
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ONECIKANLAR

e  Namaz kilma dahil olmak tizere 8 farkl aktiviteyi igeren yeni bir veri kiimesi olusturulmustur
e Alalli saat iizerinden ayn1 anda toplanan ¢oklu sensor verisi igermektedir
e 3 farkli LSTM modelinin basarisi, tabakal1 k-katli ¢apraz dogrulama (StratifiedKFold) ile arastirilmigtir
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Mobil sensorler ile insan aktivite tanima, giyilebilir ve mobil sensorlerin artmasi nedeniyle son yillarda ilgi
¢ekici bir aragtirma alani haline gelmistir. Miisliiman hayatinda Namaz, miiminlerin giinde bes vakit kilmak
zorunda olduklar bir aktivitedir. Bu ¢aligmada, insan aktivitesi tanimada kullanilmak iizere namaz kilmay1
da igeren yeni bir veri kiimesi sunulmaktadir. HAR-P adin1 verdigimiz veri setinde yiiriime, kosma, yazi
yazma, merdiven inme, merdiven ¢ikma, oturma, ayakta durma ve namaz kilma gibi 8 aktivite i¢in dogrusal
hizlanma, ivme, manyetik alan ve jiroskop sensor verileri yer almaktadir. HAR-P veri seti igin akilli saat ile
15-60 yas aras1 50 erkek goniilliiden veri toplanmistir. HAR-P veri kiimesinde LSTM, ConvLSTM ve CNN-
LSTM modellerinin siniflandirma basarisi kargilagtirilmigtir. Ortalama en yiiksek bagari orani olan %91°e
dogrusal hizlanma sensorii ile LSTM yontemi ve ivme sensorii ile ConvLSTM modelinde ulasilirken, en
diisiik ortalama basar1 orani olan %83,6’a jiroskop sensorii ve ConvLSTM yontemi ile ulagilmigtir.

A new dataset for human activity recognition and its classification with deep learning

models

HIGHLIGHTS

e A new dataset was created containing 8 different activities, including the prayer (i.e., salat)
e It comprises multi-sensor data collected simultaneously through a smartwatch
e The success of 3 different LSTM models has been investigated by using StratifiedKFold
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In recent years, the use of mobile sensors for human activity recognition has become an intriguing research
area due to the proliferation of wearable and mobile sensors. In Muslim life, the prayer (Salah) is an activity
that believers are obligated to perform five times a day. In this study, a new dataset, including Salah, is
presented for use in human activity recognition. Named HAR-P (Human Activity Recognition for Praying),
the dataset comprises linear acceleration, acceleration, magnetic field, and gyroscope sensor data for eight
activities: walking, running, typing, downstairs, upstairs, sitting, standing, and praying. Data were collected
from 50 male volunteers aged 15-60 using a smartwatch for the HAR-P dataset. The classification
performance of LSTM, ConvLSTM, and CNN-LSTM models was compared for the HAR-P dataset. The
highest average classification accuracy of 91% was achieved with the LSTM method using linear
acceleration sensor data and the ConvLSTM model using acceleration sensor data, while the lowest average
accuracy of 83.6% was attained with the gyroscope sensor data and the ConvLSTM method.
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1. Giris (Introduction)

Insan aktivite tamma (Human Activity Recognition - HAR), cesitli
algilama cihazlarindan elde edilen verilere dayali olarak, bir kisinin
belirli hareketini veya eylemini tanimlamayla ilgili ¢aligma alanidir.
Aktivite tanima problemleri, kameradan alinan goriintiilerin islenmesi
veya sensoOrlerden alinan sayisal degerlerin islenmesi seklinde iki
yaklasimla ¢oziilebilmektedir[1, 2]. Bu makalede sensor tabanli
calismalar referans almmustir. Sensér odakli ¢alismalarda veriler,
sensor barindiran cihazlarin kiginin tizerine yerlestirilmesi ile ya da
kullanicinin bulundugu ortama yerlestirilen radar tarzi cihazlardan
toplanmasiyla elde edilmektedir. Sensor tabanli aktivite tanima
problemlerindeki aktiviteler, basit ve karmagik olarak ikiye
ayrilmaktadir [3]. Basit aktiviteler yiiriime, merdiven inme gibi tek bir
aktiviteden olusurken; karmagik aktiviteler yemek pisirme, dis
fircalama gibi bircok aktiviteyi biinyesinde barmndirabilmektedir.
Literatiirde basit aktiviteler olan oturma, ayakta durma, yiiriime,
kogsma, merdiven inme ve merdiven ¢ikma aktiviteleri lizerinde
yogunlukla caligilmigtir [4-7]. Basit aktivitelerin yani sira giinliik
yasamda karmagik aktiviteler de bulunmakta olup bu aktiviteler
temelde birkag basit aktivitenin birlesiminden olusmakta ve basit
aktivitelere nazaran islenmesi/siniflandirilmasi gérece daha zordur.

Sensor tabanli aktivite tanimaya yonelik ¢aligmalar igin veri toplama
asamasinda genelde akilli telefonlar [8-10] ve giyilebilir cihazlar[11,
12] kullanilmaktadir. Veri toplama i¢in kullanilan algilayicilar,
viicutta farkli konumlara yerlestirilebilmektedir: pantolon cebi [13
14], bel [15-17], el- kol [18-21], gogiis [16, 21], ayak-bacak [16, 22],
canta [23], bas [16]. Sensorlerden gelen veriler oncelikle sensor
donaniminin  dahili hafizasinda toplanip daha sonra bilgisayar
ortamina aktarilmaktadir. Bundan dolayr veri toplamak ig¢in
kullanilacak cihazlara &zel uygulamalar gelistirilmektedir [4]. Bu
uygulamalar ile veri toplamaya baslamadan ornekleme frekansi
(sampling rate) ve kullamlacak sensorlerin Onceden secilmesi
gerekmektedir [4, 24-26]. Ornekleme frekansi sensorden saniyede ne
kadar veri alinacagini ifade etmekte olup literatiirde 10 Hz/s[27], 12
Hz/s [19], 16 Hz/s [20], 20 Hz/s [4, 28], 25 Hz/s [29], 32 Hz/s [21,
28], 40 Hz/s [6], 50 Hz/s [14-16, 30, 31] ve 100 Hz/s [14, 22, 25, 32]
seklinde farkli parametre ayarlamalari bulunmaktadir. Simiflandirilan
aktiviteler insan hareketleri oldugundan dolay1 diisiik 6rnekleme
frekanslarinda basarili sonuglar elde edilebilmektedir.

Giinliik yasamimizda artik vazgecilmez olan akilli telefonlar ve akilli
saat gibi giyilebilir cihazlarda ivmedlger, jiroskop, manyetik alan
Olger, GPS, kalp atis hizt Olger, sicaklik sensorii gibi sensorler
bulunmaktadir. Bu sensorlerden ivmedlger, jiroskop, manyetik alan
6lger, GPS ve mikrofon aktivite tanima i¢in tekli veya grup halde
kullanilmaktadir. Sadece ivmeo6lger sensorii ile yapilan aktivite tanima
oranlari, jiroskop ve manyetik alan Olger gibi ilave sensorlerin
kullanilmastyla arttirilabilmektedir [33]. Sensor tabanli ¢alismalarin
cok ¢esitli alanlarda uygulamalar1 bulunmaktadir: Kuncan vd. [34]
viicudun beg bolgesine yerlestirdikleri ivmedlger, manyetometre ve
jiroskop sensor verilerini kullanarak cinsiyet tanima g¢alismasi
yapmuglardir. Yiksel vd. [35] giyilebilir cihazdaki ivmedlger ve
jiroskop sensor verisi kullanarak yazma davranisini siiflandirmiglar
ve biyometrik 6zellikler gosterdigini belirtmiglerdir. Yash insanlarin
diismesinin tespit edilmesine yonelik bir ¢alisma bulunmaktadir [36],
bagka bir ¢alismada GPS, ivmedlcer ve jiroskop sensor verileri
kullanilarak yiiriime, kogma, bisiklet siirme, araba kullanma gibi farkli
ulagim tlrlerinin tespiti yapilmistir [37]. Literatiirde akilli
telefonlardaki sensorler, akilli saatlerdeki sensorler ve diger
sensorlerle aktivite verilerini barindiran kullanima agik hazir veri
kiimeleri bulunmaktadir. Wireless Sensor Data Mining (WISDM)
Laboratuvar, “Actitracker” adinda paylastiklar1 veri seti dogal
ortamda (real world) toplanmis alt1 basit aktivite icermektedir [38].

Yine WISDM Laboratuvar tarafindan kontrollii laboratuvar
ortaminda toplanilmis, alt1 basit aktivite igeren “Activity Prediction”
baghkli baska bir veri seti paylagmiglardir [4]. “Skoda mini
checkpoint” veri seti, araba tamir eden bir kisinin koluna yerlestirilmis
sensorler ile toplanan on el hareketinden olusmaktadir [39].
“Opportunity” veri seti farkli tiirdeki cihazlardan toplanmis olup, dort
kisinin toplam bes aktivite, onii¢ aksiyon ve onyedi el hareketinden
olusmaktadir [40]. Bu ¢aligma kapsaminda literatiirden farkli olarak;
giincel akilli saatlerde bulunan sensorlerden, namaz kilma gibi
karmagik bir aktiviteyi de igeren yeni bir veri seti olusturulmus ve
literatiirde kabul gormiis derin 6grenme modelleri kullanilarak insan
hareket aktivite siniflandirilmasi yapilmstir.

1.1. Calismanin Ana Katkist (Main Contribution of the Study)

Teknolojideki gelismelerle birlikte elektronik {iriinlerin boyutlart
kiigtilmiis ve yenilik¢i yaklagimlarla insan tizerine giyilebilir tiriinlere
doniigmiigtiir.  Giyilebilir teknolojiler denilen bu diriinler birgok
algilayict barindirmaktadirlar. igindeki algilayicilar ile toplanan
verilerle bir¢ok alanda ¢alismalar yapilabilmektedir. Giyilebilir
iirtinlerin baginda akilli saatler gelmektedir. Akilli saatler, gliniimiizde
cogunlukla spor aktivite takibi, uyku diizeni takibi gibi amaglarla
kullanilmaktadir.

Namaz, Islam'in bes sartindan biri olarak biiyiik dini 6neme sahiptir
ve miiminler, giin i¢inde bes kez belirli zamanlarda bu ibadeti yerine
getirirler: sabah, 6gle, ikindi, aksam ve yatsi namazlarl. Ancak,
modern yagamin getirdigi yogunluk ve zaman kisitlamalar1 bazen bu
ibadetin zamaninda gerceklestirilmesini zorlastirabilir. Bu sebeple,
namaz ibadetinin taninmasi ve takibi, teknolojinin sundugu
imkanlarla desteklenmelidir. Mevcut uygulamalar genellikle bulunan
konuma gore namaz vakitlerini bildirmekte ve vaktin ¢ikmasindan
belirli bir slire dnce namaz vaktini hatirlatmaktadir. Ancak hicbir
uygulama, kisinin namaz kilma durumunu takip etmemektedir. Bu
calismada, bu ihtiyaci gidermek igin giinliik aktivitelerle birlikte
namaz aktivitesini de iceren bir veri kiimesi olusturarak, sensor
verilerinden olusan zaman serilerini li¢ farkli derin 6grenme
modeliyle simiflandirma  karsilastirmasin1  gergeklestirilmistir.
Olusturulan yeni veri kiimesi, paylasima agilacak olup, yeni
caligmalarda  kullanilmak  {izere alana katki  saglayacagi
diistiniilmektedir. Bu baglamda ¢aligmanin ana katkisi asagida kisaca
Ozetlenmistir.

i. Literatiire namaz aktivitelerini de igeren yeni bir veri kiimesi
kazandirilmigtir.

ii. Namaz kilinip kilinmadigini tespit etmek amactyla ti¢ farkl1 LSTM
yontemiyle performans analizi yapilmstir.

2. Materyal ve Metot (Material and Method)

Bu béliimde insan aktivite siniflandirmast igin yeni olusturulan HAR-
P veri kiimesinin agiklamast, analizi yapilmis ve literatiirdeki mevcut
derin 6grenme modelleriyle siniflandirilmasi gergeklestirilmistir.
HAR-P veri kiimesi olusturulurken kullanilan sensorler, verinin
toplanma sekli, kullanilan veri toplama yazilimi, verinin toplanma
siklig1, verinin etiketlenmesi, verini gorsellestirilmesi konularinda
aciklamalar yapilmig olup HAR-P veri kiimesinin ayrintili analizi
gerceklestirilmistir.

Bu caligmada kullanilan metot ve yontemi ifade eden caligmanin
genel goriiniimii Sekil 1°deki gibidir. Oncelikle sekiz farkli aktivite
icin kullanicilardan akilli saat ile veri toplanilmis, veriler belirli
cergeve boyutunda segmentasyon edilerek egitim ve test verisi olarak
5 katl ¢apraz dogrulama yapmak i¢in hazirlanmigtir. Ardindan model
egitimi yapilip model basarilar1 degerlendirilmektedir.
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2.1. Veri Kiimesi A¢iklamast (Dataset Description)

HAR-P veri kiimesi, namaz kilma eyleminin tespit edilebilmesi
amaciyla olusturulmus yeni bir insan aktivite siniflandirmasi veri
kiimesidir. Veri kiimesi 'Downstairs', 'Running', 'Sitting', 'Standing',
'"Typing', 'Upstairs', 'Walking', 'Praying' aktivitelerini i¢cermektedir.
HAR-P veri kiimesi dort farkli sensor i¢in dort farkli “.csv” uzantili
dosyadan olugmaktadir.

2.1.1. Kullanilan sensérler (Sensors used)

HAR-P veri kiimesi, sekiz farkli aktivite i¢in akilli saatten elde
edilmis; ivmeolger (Accelerometer), Jiroskop (Gyroscope), Manyetik
alan (Magnetic field) ve Dogrusal Hizlanma (Linear Acceleration)
sensor verileri igermektedir.

2.1.1.1. Ivmedliger sensirii (Accelerometer sensor)

Cihaza x, y ve z eksenindeki uygulanan ivmeyi élcer. ivmeyi ii¢ eksen
dogrultusunda m/s? olarak sayisal deger olarak dondiiriir. Bu sensor
yardimiyla her ii¢ eksendeki hizlanma degeri elde edilir. Elde edilen
bu degerde yercekimi kuvvetinin etkisi de bulunmaktadir.

2.1.1.2. Dogrusal hizlanma sensorii (Linear acceleration sensor)

Bu sensér yer g¢ekimi etkisi olmadan sadece cihaza kullanicinin
uyguladigi ivme degerini dondiirmektedir.

Veri Toplama = Segmantasyon = Veri Hazirlama

fvme Scr‘rlsﬁr'p

2.1.1.3. Jiroskop sensorii (Gyroscope sensor)

Cihazin, ig¢ fiziksel eksenin (x, y ve z) her biri etrafinda agisal
donmesini algilayan cihaz sensoriidiir. Cihazin mevcut yoniinii ya da
yon degisimini tespit etmede kullanilir. Geriye rad/s cinsinden sayisal
deger dondiirdir.

2.1.1.4. Manyetik alan sensorti (Magnetic field sensor)

Cihazin manyetik alanin1 6lger. Veriler mikrotesla biriminden elde
edilmektedir (uT) ve X, Y ve Z eksenlerinde -128 ile +128 arasinda
normalize edilmistir. Cihaz tarafindan gézlemlenen toplam manyetik
alan, diinyanin jeomanyetik alani ve cihazin kendi ¢evresindeki
manyetik alanin toplamidir.

Sekil 2°de ivmedlger ve jiroskop sensoriine ait ii¢ eksen yon gosterimi
goriilmektedir.

2.1.2. Verinin toplanmasi (Data collection)

HAR-P veri kiimesi i¢in 15-60 yas araligindaki goniillii 50 farkli erkek
bireyden veri toplanmigtir. Her bireyden tiim aktivitelere ait 6rnekler
toplanmamigtir. Hangi bireylerden hangi aktivitelerin toplanildig
Tablo 1°de gosterilmistir. Veri toplamak ig¢in WearOS isletim
sistemine sahip OPPO Watch akilli saati kullanilmistir. Veri toplama
icin kullanilan akilli saat, kisinin tercihine birakilarak istedigi bilegine
takilmistir. Namaz kilma (Praying) eylemi i¢in kullanicilardan iki
rekat namaz kilmasi istenilmistir, bu aktivite i¢in siire sinirlamasi

= Model Egitimi = Degerlendirme

i ‘ : StratifiedKFold
4 d ) Y 0
ﬂJ i = .L+ ptili e ! _ Modelin
Jlroskop Sensoru 3 LSTM Modeli Degerlendirilmesi
) - simf" e |
® x M\\L b grup {reme— -
I;I H . y LkAl < == Egitim Kiimesi | | ¢NN-LSTM Modeli F Rk
anyetik Alan Sensorii 5
‘ ﬂ %480 Dogruluk
== — Kesinlik
. w Test Kimesi | ConvLSTM Modeli I Duyarlilik
Dogrusal lelanma Sensoru )/
l_'_r— _|_L| JH H’(‘f%‘* 5-Kath Capraz Dogrulama

Sekil 1. Calismanin Genel Goriliniimii: Metot ve Yontemler (Overview of the Study: Methodology and Approach)

Y

fvmedlger

Jiroskop

Sekil 2. Akilli telefon iizerinde ivmedlger ve jiroskop sensorlerine ait eksen gosterimi
(Axis display of accelerometer and gyroscope sensors on smartphone)
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yapilmamustir. Bilgisayar klavyesi ile yaz1 yazma (Typing) eyleminde
kullanicilar sandalyeye oturmus bir sekilde 1 dk. boyunca klavye ile
yazi yazmiglardir. Yiiriime (Walking) ve Kosma (Running) eylemleri
yine bir dakika boyunca, diiz bir zeminde gerceklestirilmistir. Oturma
(Sitting) eyleminde kullanicilar 1 dk. boyunca sandalyede
oturmuslardir. Ayakta durma (Standing) eyleminde kullanicilar 1 dk.
boyunca diiz bir zeminde hareketsiz bir sekilde ayakta durmuslardir.
Merdiven inme (Downstairs) ve merdiven ¢ikma (Upstairs) eylemleri
icin kullanicilar, 4 katli bir binanin 55 basamak ve 40 adimlik kat arasi
diizliiklerden olusan merdiveninde ortalama 45 saniye boyunca inig
ve ¢ikis yapmiglardir. Tablo 1’de ayrintili olarak gosterildigi tizere;
Downstairs, Running, Sitting, Standing, Typing, Upstairs ve Walking
aktiviteleri i¢in 25 farkli kisiden 6rnek alinirken; Praying aktivitesi
i¢in 35 farkli kisiden 6rnek alinmustir.

2.1.3. Veri toplama yazilimi (Data collection sofiware)

Akilli saatteki ham sensor verilerine erismek, sensor verilerini akilli
saate kaydetmek ve akilli saatten kaydedilmis verileri akilli telefona
aktarmak i¢in acik kaynak olarak paylasilmis Sensorbox [41] mobil
uygulamasi kullanilmistir. Sensorbox uygulamasinin yiiklenildigi
cihazdaki tiim sensorlere “Home” ekraninda listelenebilmektedir
(Sekil 3a). Cihazdaki sensor listesinden segilen sensore ait dzellikler
“Sensor Information” ekraninda goriintiilenebilmektedir (Sekil 3b).
Sensorlerden veri toplama sikligi gibi bazi ayarlar “Options of
measurement” ekraninda belirlenebilmektedir (Sekil 3c). Segilen
sensdre ait veriler ekranda grafiksel olarak gosterilebilmektedir (Sekil
3d).

Akilli telefona yiiklenen Sensorbox uygulamasi ile akilli saatteki
Sensorbox uygulamasi yonetilebilmektedir. Sensorlerden verinin ne
siklikla alinacagi ve verinin etiketlenmesi islemleri akilli telefon
tizerindeki Sensorbox uygulamasi ile yapilmigtir. HAR-P veri kiimesi
i¢in veri toplanirken, kullanicilarin bileklerine akilli saat takilmig, 8
aktiviteden hepsi/bazilar1 kullanicilara yaptirilmis ve dogrusal
hizlanma (acc), ivmedlger (acg), jiroskop (gyro), manyetik alan
(magnet) sensorlerine ait veriler kayit altina alinmistir. Kaydi alinan
bu 4 sensor i¢in akilli saat hafizasinda her 6l¢lim i¢in “wear _acc.csv”,
“wear_acg.csv”, “wear_gyro.csv’, “wear_magnet.csv”’ ve
“extra.json” ile “wear_extra.json” dosyalar1 olusmaktadir. “.csv”
uzantili dosyalar, adimi aldig1 sensore ait verileri igerirken, “json”
uzantili dosyalar dl¢lim tarihi ve programin tercih edilen ayarlarini
icermektedir.

2.1.4. Sensérlerden veri alma sikligi
(Frequency of receiving data from sensors)

Veri gecikmesi (veya oOrnekleme hizi), sensor olaylarinin veri
gonderme araligini kontrol eder. Belirlenen gecikme onerilen bir

[’i} Power [mA]

Acceleration

Maximal
Y ran f
Gravity

Gyroscope

C) €  Options of measurement

gecikme olup Android igletim sistemi, pil optimizasyonu ve giig
tiiketimi gibi nedenlerle bu gecikmeyi degistirebilmektedir.
Sensorbox uygulamasmin veri alma kisminin belirlendigi ayarlar
kisminda 4 secenek bulunmaktadir: sensor delay normal (200.000
mikro saniye gecikme), sensor delay w1 (60.000 mikro saniye
gecikme), sensor delay game (20.000 mikro saniye gecikme),
sensor_delay fastest (0 mikro saniye gecikme). Bu dort segenek
Android 3.0'da (API Diizey 11) yer alan bir standarttir [42]. HAR-P
veri kiimesi i¢in sensorlerden veri alma asamasinda bu segeneklerden
sensor_delay w1 (60.000 mikro saniye gecikme) kullanilmistir.
Kullanilan bu deger ile 1dk’lik veri toplama sonucunda 3200 veri elde
edilmis olup bu deger saniyede ortalama 54 veriyi igermektedir. (50
Hz/s).

2.1.5. Verinin etiketlenmesi (Labeling of data)

Veri etiketleme islemi, bireylerden veri toplama asamasinda;
kullanilan programda yer alan ve Sekil 3d’de gosterilen, “Add
Annotation”  butonu  kullanilarak  otomatik  bir  sekilde
gerceklestirilmistir. Sensorlerden elde edilen ham veriler, hangi
aktivite i¢in toplanildigini ifade edecek sekilde veri yapisina uygun
halde yazdirilmistir. Aktiviteler Ingilizce isimleriyle adlandirilmistir.
Nihai veri kiimesine ait 6rnek kayitlar Sekil 4’teki gibidir.

Walking,171148007855773,8.984731,-3.842545,0.27148315
Walking,171148027387773,9.532316,-3.7134204,0.73776716
Walking,171148046918773.,9.788175,-3.665596,1.1801392
Downstairs,10439259868481,10.247285,-4.3638263,-0.13502085
Downstairs,10439310649481,10.249676,-6.372434,0.5703832
Downstairs,10439331157481,9.36254,-5.640727,0.81667674

Sekil 4. HAR-P veri kiimesinin bir kismina ait ekran goriintiisii
(Screenshot of part of the HAR-P dataset)

Sekil 4’te bir kism1 verilmis HAR-P veri kiimesinin, veri yapisinin
stitun bagliklar su sekildedir: Aktivite, Zaman Damgasi, X Ekseni, Y
Ekseni, Z ekseni. Buradaki ilk deger aktiviteyi, ikinci siitun zaman
damgasini, son ii¢ deger ise sensorden gelen 3 eksen degerini ifade
etmektedir.

2.1.6. Veri kiimesinin analizi (Analysis of dataset)
Veri toplanan kullanicilarin saati hangi koluna taktigi, boy, kilo ve yas
bilgileri ile hangi kullanicidan hangi aktiviteler i¢in 6rnek toplandigi

bilgisi Tablo 1°de yer almaktadir. Tablo 1’de goriildiigli lizere bazi
kullanicilardan 8 aktivite igin de 6rnek alinirken bazilarindan sadece
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0.00 Frm—r—

Add custom notes to JSON file
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Note ADD

Elapsed time
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e
MENT ANNOTATION
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Sekil 3. Sensorbox uygulamasi ekran goriintiileri (The Sensorbox app’s screens)
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Tablo 1. Kullanict — Aktivite bilgisi (User — Activity information)

Kullanici1 Bilgileri Aktiviteler
No ID Kol Boy(cm) Kilo(kg) Yas(Yil) Downstairs Praying Running Sitting Standing Typing Upstairs Walking
1 311 SAG 170 71 15 v v v v v v v v
2 312 SOL 165 45 16 v v v v v v v v
3 313 SOL 140 45 15 v v v v v v v v
4 314 SAG 177 67 16 v v v v v v v v
5 315 SOL 168 52 16 v v v v v v v v
6 316 SOL 170 65 16 v v v v v v v v
7 317 SOL 172 55 16 v v v v v
8 318 SOL 184 60 17 v v v v v v v v
9 319 SAG 174 82 17 v v v v v
10 320 SOL 172 77 20 v v v v v
11 321 SOL 183 88 36 v v v v v v v
12 322 SOL 175 55 15 v v v v v
13 323 SAG 165 75 16 v v v v
14 324 SOL 176 85 43 v v v v v
15 325 SOL 172 100 50 v v v v
16 326 SAG 174 72 16 v v v v v
17 327 SOL 170 50 16 v v v v v
18 328 SAG 165 52 17 v v v
19 329 SOL 150 50 15 v v v
20 330 SOL 159 78 17 v v v
21 331 SOL 160 45 15 v v v
22 332 SAG 174 55 16 v v v N v
23 333 SOL 170 50 17 v v v v v
24 334 SOL 160 52 17 v v v v
25 335 SAG 182 68 19 v v v v v
26 336 SOL 160 51 15 v v v
27 337 SOL 182 65 17 v v v
28 338 SAG 170 68 17 v v v v v v v
29 339 SAG 170 78 16 v v v v v v v
30 340 SAG 166 51 17 v v v v v v
31 401 SOL 180 85 20 v
32 402 SOL 175 60 18 v
33 403 SOL 180 77 20 v
34 404 SAG 175 70 18 v
35 405 SOL 162 50 15 v
36 406 SAG 187 62 17 v
37 407 SAG 178 105 46 v
38 408 SAG 174 89 46 v
39 409 SAG 170 61 20 v
40 410 SOL 185 95 19 v
41 411 SOL 178 112 37 v v v v
42 412 SOL 183 100 33 v v v v
43 413 SOL 178 81 54 v v v v
44 414 SAG 178 81 59 v v v v
45 415 SAG 178 88 50 v v v v
46 416 SOL 175 106 59 v v v v
47 417 SAG 179 88 43 v v v v
48 418 SAG 169 67 18 v v v
49 419 SOL 166 52 16 v v v
50 420 SOL 180 75 22 v v v

1 aktiviteden Ornek alinmistir. Downstairs, Running, Sitting,
Standing, Typing, Upstairs ve Walking aktiviteleri igin 25 farkli
kisiden ornek alinirken; HAR-P veri kiimesinin gelistirilmesindeki
amag¢ kullanicinin namaz kilma durumunu belirlemek oldugundan,
Praying aktivitesi i¢in 35 farkli kisiden 6rnekler alinmigtir. Tablo 2’de
HAR-P veri kiimesindeki dort sensor ¢esidi verisine ait aktiviteye
gore ornek sayilari ve yilizdelik degerleri goriilmektedir. “Praying”
aktivitesi i¢in fazla sayida kayit yapilmasi (10 kisi) ve bu aktivite igin
siire sinirlandirmast yapilmadan, 2 rekat namazi kisinin normal hizda
658

namaz kilmasi ile kayit siiresinin diger aktivitelere gore fazla
olmasiyla “Praying” aktivitesi dort veri setinde de ortalama % 45’lik
cogunluga sahip olmustur. Sekil 5’te ivme sensoriine ait veri setinin
kullanicilara gore kayit sayisinin dagilimi bulunmaktadir. Toplamda
50 kullanicidan toplanan 6rnek sayisinda bir denge olmadigi
goriilmektedir. Bunun nedeni her kullanicidan tiim aktivitelere ait
ornek toplanmamis olmasi ve “Praying” aktivitesinde zaman
sinirlandirmasi yerine her bireyin iki rekat namazi normal hizlarinda
kilmalariyla olugsan zaman farkindan kaynaklanmaktadir.
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HAR-P veri kiimesindeki dort farkli sensoriin aktivitelere gore 6rnek
say1 dagilimi grafigi Sekil 6’daki gibidir. Veri toplama asamasinda
tiim sensorlerden ayni drnekleme oraninda veri toplanilmig olmasina
ragmen, sensorlerin donanimsal olarak veri génderme oranlart farkl
oldugundan dort sensorden toplanan veri sayisi birbirinden farkli
olmustur. HAR-P veri kiimesinde sekiz aktivite i¢in 6rnek toplanan,

bir kisiye ait ivmeolger sensor verilerinin zamansal grafigi Sekil 7°de
goriilmektedir. Her aktivitenin ilk 700 verisi grafige aktarilmis olup
x-y-z eksen degerleri farkli renklerde gosterilmistir. Bdylece,

“Sitting” ve “Standing” aktivitelerinin birbirine benzer grafik
egrilerine  sahipken, grafikte eksenlerin yer  degistirdigi
gortilmektedir.

Tablo 2. Sensor — Aktivite kayit sayilart ve ylizdeleri (Sensor — Activity log counts and percentages)

Dogrusal Hizlanma Sensdrii

Ivme Sensorii

Jiroskop Sensdrii  Manyetik Alan Sensorii

Downstairs 17987 ~ 6,4% 60955 ~ 6,28% 59701 ~ 6,45% 17954 ~ 6,47%

Praying 127114 ~ 45,.24% 449985 ~ 46,35% 415092 ~44,87% 124155 ~44,72%

Running 23259 ~ 8,28% 79350 ~ 8,17% 77008 ~ 8,32% 23221 ~ 8,36%

Sitting 23414 ~ 8,33% 81362 ~ 8,38% 77687 ~ 8,4% 23348 ~ 8,41%

Standing 23231 ~8,27% 77409 ~ 7,97% 77157 ~ 8,34% 23210 ~ 8,36%

Typing 23647 ~ 8,42% 79317 ~ 8,17% 78221 ~ 8,46% 23516 ~ 8,47%

Upstairs 18369 ~ 6,54% 61517 ~ 6,34% 60795 ~ 6,57% 18325 ~ 6,6%

Walking 23959 ~ 8,53% 80845 ~ 8,33% 79448 ~ 8,59% 23924 ~ 8,62%

TOPLAM 280980 ~ 100% 970740 ~ 100% 925109 ~ 100% 277653 ~ 100%

Aktivitelere Gdre Omek Sayilan aDownstairs @ Upstairs
60000 aSuoding = lyping

® Running = Walking
mSating WPnying

ubuu!iiiiﬁhiaii I|I|I|.
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Sekil 5. fvme sensoriine ait verilerin kullanicilara gore dagilimi (Distribution of data of the acceleration sensor by users)
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Sekil 6. Veri kiimesindeki sensorlere ait veri grafikleri (Data graphs of sensors in the dataset)
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HAR-P veri kiimesinin gelistirilmesindeki asil ama¢ namaz kilma
eyleminin tespiti oldugundan “Praying” aktivitesi i¢in ayrica zaman-
veri grafigi ¢ikartilmustir. Ornek bir kayda ait dort sensor verisinin
zaman-veri grafigi Sekil 8’deki gibidir. Bu grafikte veri sayisinda
siirlandirmaya  gidilmemis  olup,  kullanicinin  aktiviteyi
gergeklestirdigi siire boyunca sensorlerden toplanan ham veriler

Downstairs

grafige aktarilmigtir. Sekil 8’deki grafikler incelendiginde, namaz
kilma eyleminde bilegin viicutta sabit kaldig1 zaman dilimlerinde,
grafikte diizliikler olugsmaktadir. Sekil 8’deki ilk grafikte 2800-3800
ve 5000-6000 araligindaki iki uzun diizliikk, namazin boliimlerinden
olan “Tekbir” sonrasi ellerin gobekte baglandigi anda olusmaktadir.
Bu araliklardaki verilerin grafigi ile Sekil 7’deki “Standing”

MR
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Sekil 7. Ornek bir kaydin ivmedlger sensér verisi grafigi (Accelerometer sensor data graph of a sample recording)
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Sekil 8. Bir kullaniciya ait namaz aktivite verisinin 4 sensor i¢in grafikleri (Graphs of a user's prayer activity data for 4 sensors)
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aktivitesinin grafigi benzerlik gostermektedir. Ayrica yine Sekil
8’deki ilk grafigin 4300-4500 ile 4600-4700 aralifindaki diizliikler
namazin boliimlerinden olan “Secde” kisminda iken olusmakta olup,
bu kisimlar Sekil 7°deki “Sitting” aktivitesinin grafigine benzerlik
gostermektedir. Bunun nedeni karmagik aktivite smifinda yer alan
“Praying” aktivitesinin icerisinde, basit aktivite tiirii olan “Sitting” ve
“Standing” aktivitelerinin de yer almasidir.

Veriye dayali bir model gelistirmeden Once, veriyi tanimak i¢in veri
gorsellestirmesi yapilmaktadir. Cok boyutlu verileri
gorsellestirebilmek i¢in verinin en fazla 3 boyuta indirgenmesi
gerekmektedir. Boyut indirgeme konusunda birgok ydntem
bulunurken, veri gorsellestirme konusunda t-SNE (t-Distributed
Stochastic Neighbor Embedding) yontemi [43] gorsel agidan daha iyi
sonuclar vermektedir. t-SNE yonteminde boyut indirgemesi
yapilirken; benzer noktalar1 birbirine yakin, benzer olmayanlarn ise
birbirinden uzak tutmaya ¢aligmaktadir. HAR-P veri kiimesindeki,
ivme sensOriine ait tim verilerin t-SNE yoOntemi ile
gorsellestirilmesinin sonucu, Sekil 9°da goriilmektedir.

Sekil 9°da “Downstairs” ve “Upstairs” aktivitelerini ifade eden
renklerin birbiri igerisine gectigi goriilmektedir. Bunun nedeni, bu iki
aktivitenin birbirine ¢ok benzemesidir. Turuncu renkle gosterilen
“Running” ifadesi, “Downstairs” ve “Upstairs” aktivitelerini
kapsayarak; yine birbiri igerisine gegmistir. Bu ii¢ aktivite, yiirlime
eylemi ile yapildigindan; “Walking” aktivitesini ifade eden sar1 renk,
bu {i¢ aktiviteye ait renklerin altinda kalmigtir. “Sitting” aktivitesini
belirten kirmizi renk ve “Standing” aktivitesini belirten mavi renk,
belirgin gruplagmalar yaparak 6rnek uzayda yer almistir. Siyah renkle
gosterilen “Typing” aktivitesi diger renklerden ayrigarak gruplagmig
bir sekilde “Sitting” aktivitesine yakin bolgelerde yer almistir. Yesil
renkle gosterilen “Praying” aktivitesi, diger aktiviteleri kapsayacak
sekilde ornek uzayda her yere dagilmistir. Bunun nedeni, “Praying”
aktivitesinin kendi icerisinde “Sitting” ve “Standing” aktivitelerini de
barindirmasidir. Sekil 9°daki gibi 6rnek uzayda birbirine karismis
renklerin bulunmasi, HAR-P veri kiimesinde siiflandirma yapmanin
zorlugunu belgelemektedir.

2.2. Insan Aktivitelerinin Derin Ogrenme Modelleriyle
Swiflandirilmasi
(Classification of Human Activities with Deep Learning Models)

Bu boliimde LSTM, ConvLSTM ve CNN-LSTM ag modelleri ile
HAR-P veri kiimesinin siniflandirilmasi gergeklestirilmis ve basari
durumlart  karsilagtirilmistir.  Sensor verilerinden olusan zaman

serilerinin analiz edilmesinde, LSTM modelinin, 6znitelik ¢ikarma
stirecinde uzman bilgisi gerektirmeyen otomatik islemlerle yiiksek
bagar1 sagladigi bilinmektedir. LSTM, zaman serileri verilerini
islemek ve zaman igindeki iligkileri modellemek icin etkili bir sekilde
kullanilmaktadir. CNN-LSTM, hem mekéansal hem de zamansal
Ozelliklerin bir arada ele alinmasi gerektigi durumlarda avantaj
saglayan bir yapiya sahiptir. ConvLSTM ise hem mekansal hem de
zamansal iligkileri ayn1 anda ele almak igin tasarlanmistir ve bu
ozelligiyle sensor verileri gibi hem zamansal hem de mekéansal bilgiler
iceren veri setlerinde etkili olabilir. Bu {i¢ modelin se¢ilmesinin temel
nedeni, sensor verileri iizerindeki islem gereksinimlerine ve veri
yapisina uygun olmasidir.

Zaman serisi analizinde girig verileri, belirli pencere boyutlarinda
isleme tabi tutulmaktadir. Bu ¢alismada farkli pencere boyutlar ile
testler gerceklestirilmigtir. Her yontem igin ortalama en yiiksek
dogruluk degeri veren ortak ¢erceve boyutu bulunmaya caligilmigtir.
Optimum ¢ergeve boyutu olarak 200 degerine ulasilmistir. Bu 200
degeri, saniyede ortalama 50 veriden, 4 sn’lik pencere boyutuna denk
gelmektedir. Her satirda sensorden gelen 3 eksen verisi ile giris veri
boyutu 200*3=600 olmaktadir. Bu girdi boyutu, her modelin yapisina
uygun sekilde yeniden boyutlanmaktadir. Sensér ¢esidinin
smiflandirmaya etkisini belirlemek adina her sensor veri kiimesi, ayrt
ayr1 belirlenen 3 model igin test edilmistir. HAR-P veri kiimesinde
smiflarin dagilimimim dengesizdir (Praying %45, digerleri ortalama
%38). Bir veri kiimesini, egitim ve test alt kiimelerine bdlerken, veri
kiimesindeki farkli siniflarin oranin1 korumak i¢in Python’da yer alan
Stratify (katmanlastirma) islevi kullanilmaktadir. Makine grenimi
modellerinin performansini  degerlendirmek igin k-katli ¢apraz
dogrulama yapilmaktadir. Bu makalede, k kath ¢apraz dogrulama
yontemlerinden, smif dagilimmi dengeleyerek testlerin yapildigi,
scikit-learn kiitiiphanesinde yer alan StratifiedKFold fonksiyonu
kullanilmigtir [44]. Veri kiimesi 5 esit pargaya bolliniip 4 parcasi
egitim, 1 pargasi test kiimesi ve her 5 parga sirayla test kiimesi olacak
sekilde testler gergeklestirilmistir. Boylece veri kiimesindeki tiim
veriler hem egitim hem de test kiimesinde yer almistir. Her model ve
veri kiimesi igin yapilan test sonuglarinin; Dogruluk (Accuracy),
Kesinlik (Precision), Duyarlilik (Recall) ve F1 Puan1 (F1 Score)
degerlerinin ortalamalari raporlanmistir. Modelin egitimi asamasinda,
egitim verilerinin modele kag kez gosterilecegini epok (epoch) sayist
ifade etmektedir. Modelin asir1 6grenmesi veya az 6grenmesini epok
sayisi belirlediginden, epok sayisinin degerinin belirlenmesi 6nem arz
etmektedir. Modelin gelisimini tamamlandigi anda epok sayisina
bakilmaksizin  egitimin  durdurulmasinda  erken  durdurma
denilmektedir. Bu caligmada erken durdurma yontemi kullanilmig

HAR-P veri kiimesinin t-SNE indirgemesi

Sekil 9. fvmedlcer sensér verilerinin t-SNE indirgemesi (t-sne reduction of acceleration sensor data)
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olup, en uygun erken durdurma parametrelerinin belirlenmesi igin
denemeler yapilmigtir. Bu ¢aligma i¢in erken durdurmada “dogrulama
kayb1” (validation loss) degerine bakilarak, ConvLSTM yontemi igin
50 epok, LSTM ve CNN-LSTM yontemleri i¢in 30 epok ilerleme
olmadiginda egitim durdurulmasi i¢in parametreler ayarlanmistir. 150
epok icin test sonuglari incelendiginde erken durdurma ile epok
sayisinin 31 ile 101 degerleri arasinda oldugu gozlemlenmistir. Her
model i¢in ortak olan diger bir parametre ise modelin egitim
asamasinda aga verilen alt 6rnek sayisini ifade eden toplu giris boyutu
(batch size) degeridir. Yapilan denemeler sonucunda en uygun toplu
giris boyutu degeri olarak, LSTM ve CNN-LSTM yontemi i¢in 32 ve
ConvLSTM 128  olarak  belirlenmistir. ~ Smiflandiricilarin
degerlendirme metrikleri olarak F1 puani (F1 score), hassasiyet
(precision) ve animsama (recall) kullanilmistir.

2.2.1. LSTM ag modeli (LSTM network)

LSTM ag modeli, uzun giris verisi dizileri (long-sequence) iizerinden
Ogrenebilen ve hatirlayabilen bir tiir tekrarlayan sinir agidir (RNN).
RNN mimarisinin ardigtk uzun veri kiimelerindeki kaybolan
gradyanlar problemine ¢6ziim olmak tizere 6nerilmistir [45]. LSTM,
RNN’deki tekrar eden hiicrelerin igyapisindaki tanh katmani yerine
unutma kapisi (forget gate), girdi kapisi (input gate), ¢ikti kapisi
(output gate) ve hiicre durumu (cell state) olmak {izere 4 katman
icermektedir. LSTM’deki hiicre durumu (cell state) sayesinde dnceki
zamandan gelen bilgi (t-1), bir sonraki katmana iletilebilmektedir.
Tasinacak bilgiyi ise kapilarin durumu belirlemektedir. Kullanilan
LSTM ag modelinin yapis1 Sekil 10°daki gibidir. Veri kiimesinde, her
satirda X, y, z eksenini ifade eden 3 deger i¢in 200 satirlik veri
boyutlamasi yapilarak (200,3) tek katmanli 1 adet LSTM agimna
gonderilmektedir. LSTM katmani ardindan, 0,5 degerine sahip
seyreltme (dropout) katmani ve 2 adet yogun (dense) katmani takip
etmektedir. Son yogun katmandaki 8 degeri, smnif sayisini ifade

etmektedir. Caligmamizda model parametreleri néron sayist 100,
yogun katman néron sayist 100 ve seyreltme degeri 0,5 olarak
almmustir.

LSTM modelinin HAR-P veri kiimesinde, farkli gerceve boyutuna
gore test sonuglarindan elde edilen dogruluk (accuracy) degerleri
Tablo 3’te gosterilmistir. Tablodaki “timestep” ifadesi, her pencerede
bulunan satir sayisini ifade etmektedir. Sonraki pencereyi elde etmek
i¢in, veri kiimesinde kag kayit kaydirma yapilacagini tablodaki “step”
terimi ifade etmektedir. Veri kiimesi, “timestep” sayisinca kayit
okuyarak, modele giris verisi olarak vermekte, “step” sayist kadar
sonraki veriye gectikten sonra yine “timestep” sayisi kadar veriyi
alarak modele vermeye devam eder. Bu sekilde tiim veriler iglenene
kadar, pencere kaydirma islemi devam etmektedir.

LSTM modeli i¢in (200,10) gergeve boyutlandirmasina gore ayrintili
test sonuclar1 Tablo 4’teki gibidir. Buradaki degerler, 5 kat gapraz
dogrulama  sonucu olusan degerlerin ortalamasi  alinarak
olusturulmustur.

LSTM modelinde dort sensor ¢esidi igin yapilan test sonuglarindan
elde edilen karmagiklik matrisi Sekil 11°de goriilmektedir. Buradaki
karmagiklik matrisleri, 5 kat ¢apraz dogrulamanin, ilk katina ait
karmagiklik matrisleridir.

2.2.2. ConvLSTM ag modeli (ConvLSTM network)

Evrisimsel LSTM veya kisaca ConvLSTM olarak tanimlanan model,
LSTM modelinin bir varyantidir. ConvLSTM’de, LSTM’in hiicre
icyapisindaki dahili matris ¢arpimlari yerine evrisim (konvoliisyon)
islemleri gergeklestirilir. ConvLSTM ag modelinde, bir hiicrenin
girisleri ve geg¢mis durumlart ile yerel komsularinin gelecekteki
durumu belirlenmektedir [46]. Kullanilan ConvLSTM modelinin ag

input: | [(None, 200, 3)]

Model: "LETM"

Katman(lipi) Cikin didzeni Parametre #
reshape (Reshape) {(Mone, 200, 3) 0

lstm (1.STM) (None, 100} 41600
dropout {Dropout) {None, 100) 0

dense {Dense) {Mone, 100) 10100
dense_1 (Dense) {MNone, 8) 208

Toplam parametre: 52,508
Egiiilebilir parameire: 52,508
Egitilemez parametre:

reshape_input | InputLayer
output: | [(None, 200, 3)]
input: | (None, 200, 3)
reshape | Reshape
output: | {None, 200, 3)
input: None, 200, 3)
lstm | LSTM P (
output: | (None, 100)
input: | (None, 100)
dropout | Dropout -
output: | (None, 100)

input: | (None, 100)
(None, 100)

dense | Dense

output:

input: | (None, 100)
(None, 8)

dense_1 | Dense

output:

Sekil 10. Kullanilan LSTM ag modeli yapist (Structure of the LSTM network model used)
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Tablo 3. LSTM modeli test sonuglart (LSTM model test results)

LSTM MODELI
BatchSize TimeStep Step Accuracy
32 200 10 0,898
ivme Sensérii 32 200 20 0,861
(HAR-P ACG) 32 400 20 0,852
32 500 20 0,828
32 300 20 0,871
32 200 10 0,91
Dogrusal Hizlanma Sensorii 32 200 20 0.857
(HAR-P ACC) 32 400 20 0,811
32 500 20 0,807
32 300 20 0,864
32 200 10 0,844
Jiroskop Sensorii 32 200 20 0,779
(HAR-P Gyro) 32 400 20 0,717
32 500 20 0,821
32 300 20 0,81
32 200 10 0,854
Manyetik Alan Sensorii 30 200 20 0,771
(HAR-P Magnet) 32 400 20 0,766
32 500 200 0,768
32 300 20 0,763

Tablo 4. LSTM modeli ayrintili test sonuglar: (LSTM model detailed test results)

a) Dogrusal Hizlanma Sensorii

b) Ivme Sensérii

Kesinlik Duyarlilik  F1-puani

Kesinlik Duyarlilik  F1-puani

Downstairs 0,924 0,932 0,928 Downstairs 0,904 0,916 0,908
Praying 0,964 0,908 0,932 Praying 0,962 0,916 0,938
Running 0,98 0,986 0,984 Running 0,992 0,974 0,982
Sitting 0,76 0,846 0,8 Sitting 0,774 0,758 0,766
Standing 0,782 0,902 0,834 Standing 0,888 0,952 0,922
Typing 0,894 0,916 0,906 Typing 0,724 0,858 0,786
Upstairs 0,902 0,868 0,884 Upstairs 0,84 0,858 0,848
Walking 0,882 0,91 0,892 Walking 0,862 0,884 0,874
Dogruluk 0,91 Dogruluk 0,898
Agirliksiz Ortalama 0,886 0,908 0,894 Agirliksiz Ortalama 0,87 0,886 0,878
Agirlikli Ortalama 0,914 0,91 0,91 Agirlikli Ortalama 0,906 0,898 0,9
¢) Manyetik Alan Sensorii d) Jiroskop Sensorii
Kesinlik Duyarlilik  F1-puani Kesinlik Duyarlilik  F1-puanmi

Downstairs 0,78 0,72 0,746 Downstairs 0,882 0,896 0,888
Praying 0,932 0,918 0,926 Praying 0,87 0,91 0,886
Running 0,948 0,956 0,95 Running 0,99 0,98 0,986
Sitting 0,718 0,756 0,738 Sitting 0,548 0,506 0,482
Standing 0,754 0,792 0,772 Standing 0,706 0,64 0,662
Typing 0,82 0,758 0,786 Typing 0,86 0,81 0,832
Upstairs 0,768 0,734 0,744 Upstairs 0,858 0,868 0,862
Walking 0,78 0,852 0,816 Walking 0,86 0,864 0,862
Dogruluk 0,854 Dogruluk 0,844
Agirliksiz Ortalama 0,81 0,812 0,808 Agirliksiz Ortalama 0,822 0,808 0,808
Agirlikli Ortalama 0,858 0,854 0,854 Agirlikli Ortalama 0,834 0,844 0,836

yapist Sekil 12°deki gibidir. Keras kiitiiphanesinde ConvLSTM
modeli giris verisi olarak 2 boyutlu bir yap1 beklemektedir. LSTM
modelinde kullandigimiz (200,3) giris veri boyutunu, ConvLSTM
modelinde (200,20,10,3) seklinde yeniden boyutlandirarak 2 boyutlu
ConvLSTM agina girdi olarak verilmektedir. ConvLSTM katmanini,
seyreltme katmani, diizlestirme (flatten) katman ve 2 adet yogun
(dense) katmani takip etmektedir.

ConvLSTM modelinin HAR-P veri kiimesinde, farkli ¢erceve
boyutuna gore test sonuglarindan elde edilen dogruluk (accuracy)
degerleri Tablo 5’te gosterilmistir. LSTM modelinden farkli olarak
ConvLSTM ve CNN-LSTM modellerinde “nStep” ve “nLenght”
parametreleri bulunmaktadir. Bu parametreler modellerin talep ettigi
giris  veri  boyutunu  ayarlamak icin  kullanmilmaktadir.
Uygulamamizdaki (200,3) giris veri boyutundaki 200 degeri, 20x10
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LSTM Modeli Test Sonuglan

a) Dogrusal Hizlanma Sensorii

Praying |

Typing -

Upstairs -l

‘Walking |

Praying -

Running -

.

Sitting -

Standing -

Typing -

Upstairs -

..

Walking -

Praying -
Running -
Sitting
Standing -

Downstairs —H

b) Ivmedlger Sensorii

ekt - Walking

Standing -
Upstairs -
Walking -

Downstairs -

Sekil 11. LSTM modeli i¢in karmasiklik matrisi (Confusion matrix for the LSTM model)

(nStep, nLenght) seklinde modelin talep ettigi {izere 2 boyutlu hale
getirilir.

ConvLSTM modelinin 200 timestep ve 10 step, g¢ergeve
boyutlandirmasina gore ayrintili test sonuglar1 Tablo 6’daki gibidir.
Buradaki degerler, 5 kat ¢apraz dogrulama sonucu olusan degerlerin
ortalamasi alinarak olusturulmustur.

ConvLSTM modelinde dort sensér c¢esidi ig¢in  yapilan test
sonuglarindan elde edilen karmagiklik matrisi  Sekil 13’te
goriilmektedir. Buradaki karmagiklik matrisleri, 5 kat ¢apraz
dogrulamanin, ilk katina ait karmagiklik matrisleridir.

2.2.3. CNN-LSTM ag modeli (CNN-LSTM network)

CNN-LSTM hibrid mimarisi, zaman serisi tahmininde kullanilan
LSTM modelinin girigine, girdi verilerinde ozellik ¢ikarimi igin
Evrisimsel Sinir Ag1 (CNN) katmanlarinin kullanilmasini saglayan

664

yapidir. CNN-LSTM modeli, veriyi bloklar halinde okuyarak, her
bloktan 6znitelikleri ¢ikarmakta ve ardindan LSTM'in her bir bloktan
cikarillan  Oznitelikleri yorumlamasini  saglamaktadir. LSTM
modelinde girdi olarak kullanilan (200,3) veri yapisi, CNN-LSTM
modelinde 20 adet blok ve her blokta 10 satir veri olacak sekilde
kullanilmistir(20*10%*3). Kullanilan ag modelinin yapist Sekil 14’te
yer almaktadir. CNN-LSTM ag modelinde, giris katmani ardindan 2
adet 1 boyutlu konvoliisyon katmani (ConvlD) art arda eklenmis,
ardindan seyreltme ve havuzlama katmani (MaxPooling) eklenmistir.
Diizlestirme katmani ile CNN yapist tamamlanip LSTM modelinin
girigsine verilmistir. Konvoliisyon katmanlarinda filtre sayisi 64,
¢ekirdek sayist 3, aktivasyon fonksiyonu olarak da ‘ReLU’ tercih

edilmistir.

CNN-LSTM modelinin HAR-P veri kiimesinde, farkli g¢ergeve
boyutuna gore test sonuglarindan elde edilen dogruluk (accuracy)
degerleri Tablo 7°de gosterilmistir. Tablo 7 incelendiginde (400,20)
ve (300,20) ¢ergeve boyutlandirmasinda nispeten daha yiiksek
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) input: | [(None, 200, 1, 10, 3)]
conv_Istm2d_input | InputLayer
output: | [(None, 200, 1, 10, 3)]
Y
Model: "ConvLS TM" input: | (None, 200, 1, 10, 3)
conv_Istm2d | ConvLSTM2D
Katman(tipi) Cikt1 Diizeni Parametre # OURpUL; (None, 1, 8, 64)
conv Istm2d (ConvLSTM2D) (None, 1, 8, 64) 51712 Y
- input: | (None, 1, 8, 64)
dropout_2 (Dropout) (None, 1, 8, 64) 0 dropout 2 | Dropout
output: | (None, 1, 8, 64)
flatten 1 (I'latten) (None, 512) 0
dense_2 (Dense) (None, 100) 51300
dense_3 (Dense) (None, 8) 808 flatten 1 | Flatten ioput: | (None, 1, 8, 64)
- output: (None, 512)
Toplam parametre: 103,820
Egitilebilir parametre: 103,820 Y
Esgitilemez parametre: 0 input: | (None, 512)
dense 2 | Dense
output: | (None, 100)
Y
input: | (None, 100)
dense 3 | Dense
output: [ (None, 8)

Sekil 12. Kullanilan ConvLSTM ag modeli yapisi (ConvLSTM network model structure used)

Tablo 5. ConvLSTM modeli test sonuglart (ConvLSTM model test results)

ConvLSTM Modeli

BatchSize TimeStep Step nStep nLenght Dogruluk

128 300 20 15 20 0,905
fvme Sensérii (HAR-P ACG) 128 200 10 10 20 0,91

128 200 20 10 20 0,883

128 300 20 15 20 0,896
Dogrusal Hizlanma Sensérii (HAR-P ACC) 128 200 10 10 20 0,894

128 200 20 10 20 0,876

128 300 20 15 20 0,839
Jiroskop Sensorii (HAR-P Gyro) 128 200 10 10 20 0,836

128 200 20 10 20 0,793

128 300 20 15 20 0,658
Manyetik Alan Sensorii (HAR-P Magnet) 128 200 10 10 20 0,876

128 200 20 10 20 0,833

dogruluk (accuracy) degeri elde edilmesine ragmen, 3 modelin goriilmektedir. Buradaki karmasiklik matrisleri, 5 kat capraz

basarisin1 karsilastirmak adina, en uygun ortak g¢ergeve boyutu
(200,10) olarak belirlenmistir.

CNN-LSTM modelinin (200,10) cerceve boyutlandirmasina gore
ayrintili test sonuglar1 Tablo 8’deki gibidir. Buradaki degerler, 5 kat
capraz dogrulama sonucu olusan degerlerin ortalamasi alinarak
olusturulmustur.

CNN-LSTM modelinde dort sensor gesidi
sonug¢larindan  elde

icin yapilan test
edilen karmagiklik matrisi Sekil 15te

dogrulamanin, ilk katina ait karmagiklik matrisleridir.
3. Sonuclar ve Tartismalar (Results and Discussions)

Bu calismada akilli saat kullanilarak elde edilen ivmedlger sensorti,
dogrusal hizlanma sensorii, manyetik alan sensorii ve jiroskop sensorii
verileri ile yeni bir insan aktivite veri kiimesi olusturulmustur. Yeni
olusturulan bu HAR-P isimli veri kiimesinde derin Ogrenme
yontemlerinden LSTM, ConvLSTM ve CNN-LSTM modelleri ile
siiflandirma g¢alismast yapilmis ve sensor ¢esidi ve ydntemlerin
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bagart durumu karsilastirilmigtir. Bilege takili olan akilli saatten elde goriilmiigtiir. Yapilan insan aktivitesi siniflandirmasinda ti¢ model de
edilen sensor verileri ile yapilan insan aktivitesinin tespit edilebilecegi dort veri kiimesi i¢in birbirine yakin sonuglar vermistir. Ortalama en

ConvLSTM Modeli Test Sonuglan

b) ivmedleer Sensorii

a) Dogrusal Hizlanma Sensorii

Sitting

Downstairs -- Downstairs
Foylog - ] -. e
R -- n funning

-— Sitting
-- Smndmg

106

- Standing

--_ fypine
* ™ ; -
Walkln‘g _n-- -
an

=

&

£

g
i
=
2

Praying
Running
Sitting
Standin

Downstairs

Sekil 13. ConvLSTM Modeli igin Karmasiklik Matrisi (Confusion Matrix for the ConvLSTM Model)

Tablo 6. ConvLSTM modeli test sonuglari (ConvLSTM model test results)

a) Dogrusal Hizlanma Sensdrit b) Ivme Sensérii

Kesinlik  Duyarlilik  Fl-puan Kesinlik  Duyarliik  Fl-puanmi
Downstairs 0,902 0,936 0,916 Downstairs 0,93 0,922 0,928
Praying 0,954 0,902 0,926 Praying 0,95 0,924 0,938
Running 0,968 0,988 0,978 Running 0,988 0,98 0,984
Sitting 0,752 0,798 0,776 Sitting 0,76 0,816 0,786
Standing 0,768 0,366 0,812 Standing 0,89 0,96 0,922
Typing 0,856 0,91 0,384 Typing 0,816 0,83 0,822
Upstairs 0,87 0,874 0,872 Upstairs 0,896 0,888 0,894
Walking 0,892 0,876 0,384 Walking 0,894 0,904 0,896
Dogruluk 0,894 Dogruluk 0,91
Agirliksiz Ortalama 0,87 0,894 0,882 Agirliksiz Ortalama 0,892 0,904 0,898
Agirlikli Ortalama 0,902 0,894 0,898 Agirlikli Ortalama 0,912 0,91 0,912
¢) Manyetik Alan Sensdrii d) Jiroskop Sensorii

Kesinlik  Duyarliik  Fl-puani Kesinlik  Duyarliik  Fl-puani
Downstairs 0,854 0,846 0,852 Downstairs 0,878 0,868 0,874
Praying 0,926 0,92 0,924 Praying 0,868 0,888 0,876
Running 0,956 0,952 0,956 Running 0,976 0,986 0,98
Sitting 0,758 0,672 0,71 Sitting 0,572 0,564 0,566
Standing 0,784 0,398 0,338 Standing 0,71 0,616 0,652
Typing 0,852 0,742 0,79 Typing 0,832 0,836 0,836
Upstairs 0,9 0,926 0,914 Upstairs 0,858 0,872 0,862
Walking 0,78 0,842 0,806 Walking 0,862 0,86 0,86
Dogruluk 0,876 Dogruluk 0,836
Agirliksiz Ortalama 0,854 0,848 0,848 Agirliksiz Ortalama 0,818 0,81 0,814
Agirlikhi Ortalama 0,878 0,876 0,876 Agirlikli Ortalama 0,836 0,836 0,836
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yiiksek bagar1 orani olan %91’e dogrusal hizlanma sensorii ile LSTM
yontemi ve ivme sensoril ile ConvLSTM modelinde ulasilirken, en
diisiik ortalama basari orani olan %83.6’a jiroskop sensorii ve
ConvLSTM yontemi ile ulagilmigtir. HAR-P veri kiimesinde bulunan
sekiz aktiviteden en yiiksek f1 puanina (0.986, f1-score) CNN-LSTM
modeli kullanilarak ivme sensoril ile “Running” aktivitesi igin

ulagilmigtir. Bu ¢aligmanin esas amact olan “Praying” aktivitesinin
smiflandirilmasinda en yiiksek f1 puanina (0.938, f1 score) ivmedlger
sensorii ile ConvLSTM ve LSTM modelleri ile ulagilmistir.
Karmagiklik matrisleri incelendiginde “Praying” aktivitesi, en ¢ok
“Sitting”, “Standing” ve “Typing” aktiviteleri ile karistirilmistir.
Bunun nedeni ise “Praying” aktivitesinin “Sitting” ve “Standing”

time_distributed input

InputLayer

input:

[(None, None, 200, 3)]

output:

[(None, None, 200, 3)]

l

) o . ] o input: | (None, None, 200, 3)
time_distributed(convld) | TimeDistributed(Conv1D)
output: | (None, None, 198, 64)
) o ] o input: | (None, None, 198, 64)
time_distributed_I(convld_1} | TimeDistributed(Conv1D) _
output: | (None, None, 196, 64)
) o } o input: | (None, None, 196, 64)
time_distributed 2(dropout) | TimeDistributed(Dropout) . -
output: | (None, None, 196, 64)

l

time_distributed_3(max_pooling1d)

TimeDistributed(MaxPooling1D)

input:

(None, None, 196, 64)

output:

(None, None, 98, 64)

l

time distributed 4(flatten)

TimeDistributed(Flatten)

input:

{None, None, 98, 64)

output:

{None, None, 6272)

l

input:

(None, None, 6272)

Istm | LSTM

oulput:

(None, 100)

l

input: | (None, 100)
dropout_1 | Dropout
- output: | (None, 100)
input: | (None, 100)
dense | Dense
output: | (None, 100)
input: | (None, 100)
dense | | Dense
output: (None, 8)

Sekil 14. Kullanilan CNN-LSTM ag modeli yapist (CNN-LSTM network model structure used)
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aktivitelerini icermesi ve “Typing” aktivitesinin oturularak (Sitting)
yapilan bir aktivite olmasidir.

Tablo 2 incelendiginde, jiroskop sensorii veri sayisi (925109) ile ivme
sensOrii veri sayist birbirine (970740) yakin iken, ivme sensori
kullanilarak yapilan siniflandirmada basari daha yiiksektir. Yine
Tablo 2’de dogrusal hizlanma sensorii veri sayist (280980) ile
manyetik alan sensor veri sayisi (277653) birbirine yakin iken,
dogrusal hizlanma sensorti ile yapilan siniflandirma igleminin basarisi
nispeten daha iyidir. fvmeélger sensorii ve dogrusal hizlanma sensorii,

insan aktivite siniflandirmasinda; manyetik alan sensorii ile jiroskop
sensdriine gore daha basarili sonuglar vermistir. Ivmedlcer sensorii
veri sayist (970740), dogrusal hizlanma sensorii veri sayisinin
(280980) yaklagik 3.45 kat1 olmasina ragmen, bagar1 oraninda fazla
bir fark olugsmamustir. Buradan veri sayisinin belirli bir noktadan sonra
fark olusturmadigina, kullanilan sensér ve yontemin daha Onemli
oldugu sonucuna ulasabiliriz.

Gergek ortamda kullanicilarin telefonu tagima yerleri ve sekilleri
farklilik gostermektedir. Ancak akilli saatlerde bu durum bdyle

Tablo 7. CNN-LSTM modeli test sonuglari (CNN-LSTM model test results)

CNN-LSTM Modeli

668

BatchSize TimeStep Step nStep nLenght Dogruluk
32 300 20 15 20 0,912
32 200 10 10 20 0,894
fvme Sensérii (HAR-P ACG) 32 200 20 10 20 0,885
32 500 20 20 25 0,917
32 400 20 20 20 0,919
32 300 20 15 20 0,909
32 200 10 10 20 0,896
Dogrusal Hizlanma Sensorii (HAR-P ACC) 32 200 20 10 20 0,898
32 500 20 20 25 0,895
32 400 20 20 20 0,908
32 300 20 15 20 0,871
32 200 10 10 20 0,856
Jiroskop Sensorii (HAR-P Gyro) 32 200 20 10 20 0,827
32 500 20 20 25 0,876
32 400 20 20 20 0,886
32 300 20 15 20 0,861
32 200 10 10 20 0,856
Manyetik Alan Sensorii (HAR-P Magnet) 32 200 20 10 20 0,825
32 500 20 20 25 0,843
32 400 20 20 20 0,871

Tablo 8. CNN-LSTM modeli test sonuglari (CNN-LSTM model test results)

a) Dogrusal Hizlanma Sensorii

b) Ivme Sensorii

Kesinlik Duyarlilik  Fl-puani

Kesinlik Duyarlilik  F1-puami

Downstairs 0,93 0,946 0,936 Downstairs 0,886 0,93 0,908
Praying 0,974 0,38 0,924 Praying 0,956 0,908 0,932
Running 0,984 0,984 0,984 Running 0,986 0,982 0,986
Sitting 0,772 0,806 0,788 Sitting 0,698 0,73 0,712
Standing 0,71 0,94 0,806 Standing 0,88 0,932 0,904
Typing 0,87 0,938 0,902 Typing 0,786 0,878 0,826
Upstairs 0,836 0,91 0,872 Upstairs 0,812 0,886 0,846
Walking 0,896 0,866 0,88 Walking 0,892 0,846 0,866
Dogruluk 0,896 Dogruluk 0,894
Agirliksiz Ortalama 0,874 0,908 0,888 Agirliksiz Ortalama 0,862 0,886 0,872
Agirlikli Ortalama 0,91 0,896 0,902 Agirlikli Ortalama 0,898 0,894 0,894
¢) Manyetik Alan Sensdrii d) Jiroskop Sensorii
Kesinlik Duyarlilik  F1-puani Kesinlik Duyarlilik  F1-puani

Downstairs 0,728 0,778 0,748 Downstairs 0,784 0,908 0,84
Praying 0,93 0,92 0,924 Praying 0,92 0,884 0,902
Running 0,974 0,982 0,982 Running 0,984 0,982 0,98
Sitting 0,688 0,716 0,698 Sitting 0,698 0,702 0,698
Standing 0,832 0,838 0,832 Standing 0,688 0,772 0,722
Typing 0,878 0,754 0,806 Typing 0,868 0,854 0,862
Upstairs 0,708 0,802 0,75 Upstairs 0,82 0,822 0,818
Walking 0,812 0,752 0,776 Walking 0,858 0,8 0,828
Dogruluk 0,856 Dogruluk 0,856
Agirliksiz Ortalama 0,818 0,818 0,814 Agirliksiz Ortalama 0,828 0,84 0,832
Agirlikli Ortalama 0,864 0,856 0,856 Agirlikli Ortalama 0,86 0,856 0,856
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degildir. Akilli saatler, kisinin ya sol bilegine ya da sag bilegine
takilmaktadir. Bu da deney ortaminda gelistirilen bir uygulamanin,
gergek ortamda farklilik gostermeden dogru bir sekilde galigmasini
saglamaktadir. Bu yiizden sensor tabanli aktivite tanimaya yonelik
caligmalar i¢in son zamanlarda akilli telefon yerine akilli saat gibi
giyilebilir cihazlar tercih edilmektedir.

4. Sonuglar (Conclusions)

Insanlar giinliik yasantilarmin biiyiik bir bliimiinii, internete bagl bir
cihaz karsisinda gegirmektedir. Bu siire boyunca kullanicilarin ¢ogu,
internette gegirdigi vakti kestirememektedir. Uzun siire teknolojik

cihazlarin kargisinda hareketsiz (az hareketli) durmak saglik agisindan
olumsuz goriilmektedir. Ayrica zaman kavraminin yitirilmesinden
dolayr namaz kilmak gibi belirli zamanlarda yapilmasi gereken
davranslar unutulabilmektedir. Ozellikle masa bast ve yogun calisan
kisilerin giin i¢inde belirli zamanlarda yapmalari gereken davraniglar
hatirlatmak ve engelli, yash bireylerin unutarak yapmadiklari (yemek
yeme, ila¢ alma) davramiglari hatirlatmak amaciyla insan
hareketlerinin siniflandirilmasi 6nemli bir caligma alanidir.

Bu c¢alisma kapsaminda, yeni bir karmasik aktivite tiirli olan,
Miisliiman bireylerin glinde bes vakit yapmakla miikellef oldugu
namaz kilma eyleminin siniflandirilmasi amaglanmistir. Namaz kilma

CNN-LSTM Modeli Test Sonuglart
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Sekil 15. CNN-LSTM Modeli i¢gin Karmasiklik Matrisi (Confusion Matrix for the CNN-LSTM Model)

Tablo 9. Tiim test sonuglari (All test results)

nsor - -
M\Odesl‘e\Dogrusal Hizlanma Sensorii

Ivme Sensorii

Manyetik Alan Sensorii Jiroskop Sensorii

LSTM 0,910 0,898 0,854 0,844
ConvLSTM 0,894 0,910 0,876 0,836
CNN-LSTM 0,896 0,894 0,856 0,856
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eylemi belirli bir zaman diliminde yapilmasi gerekmektedir. Insanlar,
bu namaz vakitlerinin takibi i¢in internetteki belirli kaynaklar1 veya
akilli  telefon / tabletlere yiiklenen mobil uygulamalar
kullanmaktadirlar. Ancak bu kaynaklarin higbiri o kisinin namaz
eylemini o vakit diliminde gergeklestirip gerceklestirmedigini tespit
etmemektedir. Namaz kilma eylemi literatiirde yeni bir karmagik
aktivite tiirii olmasi; namaz kilma vaktinin takibi ve namazin kilinma
durumunu hatirlatacak akilli dijital bir asistana olan ihtiyagtan dolay1
namaz kilma eyleminin tespit edilmesi Onemli bir arastirma
konusudur.

Bu ¢alismada el bilegine takilan akilli saat sensor verileri ile insan
hareketlerinin ~ siniflandirmasinin ~ yapilabilecegi  goriilmiistiir.
Ivmedlger sensérii ve varyanti olan dogrusal hizlanma sensérii
kullanilarak yapilan smiflandirmamn, jiroskop ve manyetik alan
sensorlerine gore nispeten daha yiiksek basar1 oranlari verdigi
sonucuna ulagilmigtir. Tablo 8’de verilen sonuglar, iic modelin ortak
pencere boyutundaki test sonuglarini gostermektedir. Her modelin
bireysel testlerinde bu tabloda yer almayan daha yiiksek degerlere
ulagilmistir. Her model i¢in hiper parametre optimizasyonlari
yapilarak daha da yiiksek dogruluk oranlarina ulagilmasi miimkiindiir.
Bu c¢alismada yeni olusturulup paylasima agilan HAR-P veri
kiimesinde  kullanilan ~ dort  sensoér  ¢esidinin, donanimsal
farkliliklarindan dolayr verdikleri veri sayist farkli olusmustur. Bu
nedenle bu c¢aligma kapsaminda sensor cesitlerinin tekil etkileri
karsilastirilmistir.  Bundan sonraki ¢alismalarda, HAR-P veri
kiimesindeki dort sensoriin veri sayilari esitlenmeye c¢alisilacaktir.
Boylece HAR-P veri kiimesindeki dort sensor verisi tek bir dosyada
toplanarak, ¢oklu sensoriin siniflandirma basarist karsilastirilacaktir.
Ayrica veri kiimesinin %45’lik ¢ogunlugunu olusturan “Praying”
aktivitesi kendi igerisinde, namazin boliimlerini gosterecek sekilde
bolimlenerek, namaz kilma iizerinde farkli ¢alismalar yapilacaktir.
Bu caligmalara; kilinan namazin rekat sayisinin belirlenmesi, namaz
hareketlerini dogru yapilma durumunun tespiti, bulunan konuma gore
namazin vakti ¢ikmadan kilinmamig namazin hatirlatilmasinin
yapilmasi, kilimmayan namazlarin (kaza yapilmasi gereken)
belirlenmesi gibi 6rnekler verilebilir.
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