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ILAC TASARIMINDA YAPAY ZEKA UYGULAMALARI

ARTIFICIAL INTELLIGENCE APPLICATIONS IN DRUG DESIGN
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oz

Amacg: Yapay zeka iizerindeki ¢alismalarin giderek artmasi, her alanda oldugu gibi ilag
endiistrisinin de bu ¢alismalardan faydalanmasina sebep olmaktadir. Bu ¢alismada, yapay zeka
uygulamalarimin ilag tasarimi ve gelistirilmesi tizerinde nasu bir rol aldigrun incelenmesi
amacglanmistir.

Sonuc¢ ve Tartisma: Yeni biyolojik olarak aktif bilesiklere ihtiyacin giderek arttigi giiniimiizde,
yapay zekada siirekli yeni algoritmalarin ortaya ¢ikmasi, giiclii hesaplama yetenegi, elde edilen
kimyasal ve biyolojik verilerin birikmesi, ilag¢ tasarvminda yapay zekda kullamimina olanak
sunmaktadir. llag tasarim asamalarimn neredeyse tiim basamaklarinda uygulanabilen yapay zekd
yontemleriyle, yeni ilag gelistirilmesindeki uzun zaman gereksinimi ve yiiksek maliyet gibi zorluklar
azaltdmaya ¢aligilmaktadr. Bu ¢alisma sonucunda, Yapay zekd teknolojisinin ilag tasarim
stirecindeki uygulamalar: ve geleneksel yontemlere gore avantajlart kapsaml bir sekilde analiz
edilerek karsilastinlmistir.

Anahtar Kelimeler: Derin 6grenme, ilag tasarumi, Makine 6grenimi, yapay zekd

ABSTRACT

Objective: The increasing number of studies on artificial intelligence causes the pharmaceutical
industry to benefit from these studies, as in every other field. This study is aimed at examining how
artificial intelligence applications play a role in drug design and development.

Result and Discussion: In today s world, where the need for new biologically active compounds is
increasing, the continuous emergence of new algorithms in artificial intelligence, strong
computational ability, and accumulation of obtained chemical and biological data allow the use of
artificial intelligence in drug design. With artificial intelligence methods that can be applied at
almost all stages of drug design, difficulties such as long time requirements and high costs in
developing new drugs are tried to be reduced. As a result of this study, the applications of artificial
intelligence technology in the drug design process and its advantages over traditional methods have
been extensively analyzed and compared.

Keywords: Artificial intelligence, deep learning, drug design, machine learning

GIRiS
flaglar; canlilarda mevcut hastaliklarin tedavi edilmesini veya semptomlarm azaltilmasini ayni
zamanda hastaliklardan korunmay1 amaglayan maddelerdir. Her hastalik i¢in spesifik etkili olan ilaglar

iizerinde durulmasi 6nemli bir kavramdir. Her gecen giin yeni hastaliklarla karsilasilmakla birlikte
bilinen hastaliklar ve tedavileri i¢cin mevcut ilaglarin her zaman tam olarak istenen Ozelliklerde ve
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yeterlilikte olmamasindan dolay1 yeni ilaclara olan ihtiyac da artmaktadir. Bu nedenle ilag tasarimu, yeni
ilag aday1 olabilecek yeni biyoaktif maddelerin kesfi ve tasarimi, ayn1 zamanda mevcut ilaglarin
gelistirilmesi i¢in kullanilan bir siireg olmaktadir. Bu kapsamda ilag tasarimy, ilag-reseptor ve ilag-enzim
etkilesimlerini anlamak ve simiile eden hesaplama yontemlerini kullanan bir disiplin olarak ilerlemistir.

fla¢ tasarmminda tercih edilen metotlar; arastirma ve gelistirme calismalarinda, pre klinik
caligmalarda ve klinik ¢aligmalar (faz caligmalar1) asamalarinda biiyilk Onem tasimaktadir. Bu
asamalarda, genellikle bir 6ncii bilesikle baslanarak ilaglarin etki mekanizmasini iyilestirmek i¢in bir
dizi in vitro ve hiicre bazli test yapilmaktadir. Daha sonra, uygun in vivo testler ve fare modelleri
kullamilarak ilacin farmakokinetik 6zellikleri degerlendirilmektedir. ilaglarin hastalik hedeflerine
yeterince baglanma afinitesi gostermesi yeterli degildir, ayn1 zamanda hedefe ulagsmak i¢in fizyolojik
bariyerleri asmas1 gerekmektedir. ila¢ tasarimunda, istenmeyen proteinlerle hedef dis1 etkilesimler ve
genetik varyasyonun ilag¢ yanitlarmi etkileyen farmakogenetik etkilesimler gibi diger sorunlar da goz
oniinde bulundurulmalidir. Bu nedenle, ilag tasarimi, arastirmacilar i¢in oldukga zor bir ¢aligma siirecini
icermektedir [1]. Ciddi zaman alan bu zorlu siirecin ayni zamanda yiiksek maliyet gerektirmesi
nedeniyle, ¢ok daha etkin ilag tasarimi ve gelistirme yontemlerine ihtiya¢ duyulmakta, bu amagla ¢esitli
multidisipliner ¢alismalar siirdiiriilmektedir [2].

Giiniimiize kadar ilag tasariminda, ligand bazli ve yap1 bazli molekiiler tasarim metotlart olan iki
temel yaklasim ile birlikte, kimyasal molekiillerin ii¢ boyutlu 6zelliklerini inceleyerek hesaplamalar
yapan bilgisayar destekli ila¢ tasarim yontemleri (CADD) karsimiza ¢ikmaktadir. Gelisen bilgi isleme
glicli, hesaplamali kimya ve biyolojinin hizli gelisimi sayesinde de CADD, arastirma siirecini
hizlandirmakla birlikte, klinik 6ncesi ve klinik ¢aligmalarla ilgili maliyet ve riski azaltmak igin ilag
tasarim ve gelistirme siirecinin hemen hemen her asamasinda basariyla uygulanmaktadir [3]. Son
yillarda, ilag tasariminin ¢ok karmasik olmasi ve hibrit tekniklerin kullanilmasini gerektirmesinden
dolay1, ilag tasarim araglar1 olarak yeni teknolojik gelismelerden ozellikle yapay zekd ve makine
ogrenimi tekniklerinin (MLT) uygulanmasina olan ilgi artmaktadir [4].

Yapay zeka (Al), makinelerin gosterdigi zeka olarak kabul edilmektedir. Bu terim, bir makine
Ogrenimi  veya problem ¢Oziimii gibi insanlarla iligkili bilissel davramslar gosterdiginde
kullanilmaktadir. Al, yeni Ozelliklerin 6grenilmesi ve tahmin edilmesi i¢in iyi kurulmus makine
ogrenimi gibi teknolojileri igermektedir. Ozellikle, derin sinir aglar1 (DNN) veya tekrarlayan sinir aglari
(RNN) gibi yapay sinir aglarinin gelismesiyle yapay zekanin evrimsel nitelikteki ilerleyisi
gerceklesmistir. Bu gelismeler ilag tasariminda yapay zekanin kullanilmasini kaginilmaz kilmaktadir.
MLT'den elde edilen, 6rnek olarak destek Vektér Makineleri (SVM), Rastgele Ormanlar (RF) ve Bayes
Ogrenimi  modelleri,  ozellikle  sanal tarama  c¢alismalarinda, molekiil filtrelerinin
gelistirilmesi/kesfedilmesi i¢in kullanilabilmektedir. Bu sayede ila¢ tasarmmi alamindaki 6nemli
zorluklardan olan farmakokinetik ve toksisite 6zelliklerinin tahmin edilmesiyle klinik fazlardaki
basarisizliklar nlenebilmektedir [4].

Son zamanlarda derin sinir aglar1 gibi yapay sinir aglariin gelismesiyle fizikokimyasal ve
ADME/T o6zellikleri gibi 6zellik veya aktivite tahminlerinde ¢ok sayida uygulama ortaya ¢ikmis ve bu
teknolojinin nicel yapi-ozellik iliskilerinde (QSPR) veya nicel yapi-aktivite iligkilerinde (QSAR)
hesaplama giiciinii ve netligini arttirmistir. Ayn1 zamanda de novo tasarimda yapay zeka kullanimryla,
yeni ve biyolojik olarak aktif molekiillerin iiretimi, istenen 6zellikler dogrultusunda tasarlanabilmektedir
[5].

Sonug olarak, Al teknolojisi ve makine 6grenimi teorisinin gelismesiyle birlikte farmakolojik
verilerin birikmesi sayesinde, sanal tarama, aktivite puanlama, kantitatif yapi-aktivite iliskisi (QSAR)
analizi, de novo ilag tasarim ile absorpsiyon, dagilim, metabolizma, atilim ve toksisite (ADME/T)
ozelliklerinin in silico degerlendirilmesi gibi bir¢ok ila¢ tasarimi alanlarinda Al tabanli modeller
kullanilmaktadir. Al tabanlt modeller ilag tasarimini ¢ok yonlii ¢erceveler araciligiyla yonlendirmeye
yardimci olmak i¢in biiyiik bir gii¢ olarak kullanilmaktadir. Son zamanlarda, giiclii genelleme yetenegi
ve giiclii 6zellik ¢ikarma yetenegi nedeniyle, molekiiler 6zelliklerin tahmin edilmesinde ve istenen
molekiillerin {iretilmesinde derin 6grenme yontemleri kullanilmistir ve bu da Al teknolojilerinin ilag
tasarimi alaninda uygulanmasini daha da tegvik etmektedir [3].

Yasanan gelismeler ila¢ tasarimi ve yapay zekanin ortak bir noktada birlesmesi zorunlulugunu
dogurmaktadir. Bu sebeple bu alanlarda yapilan ¢aligmalar1 anlamak ve giincel ¢aligmalar takip etmek
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biiyiikk bir 6énem tagimaktadir. Yapilan bu caliymada, yapay zekada uygulanan yontemler ile son
teknolojik gelismelerle birlikte ilag tasarimindaki yapay zekd uygulamalarma ve Onemine
deginilmektedir.

Yapay Zeka

Yapay zeka ‘normalde insan zekési1 gerektiren gorevleri yerine getirebilen bilgisayar sistemlerinin
teorisi ve geligimi’ olarak tammlanmaktadir. Farkli yeteneklerin (yani, 6grenme, akil yiiriitme, problem
¢ozme, algilama ve dili kullanma) bir kombinasyonu olan insan zekasini taklit etmek {izere yapay (veya
makine) zeka, ayn1 yetenekleri makinelerde kullanmak igin farkli bilim ve miithendislik disiplinlerinden
olusan yontem ve teknikleri kullanmaktadir. Yapay zekd genellikle makine Ogrenimi ile
karigtirilmaktadir. Aslinda, yapay zekada 6grenme (makine/derin 6grenme), makinelerdeki d6grenme
yeteneklerini 6ziimsemek icin yontem ve tekniklerle ilgilenen bir alt alandir. Yapay zeka, makine
Ogrenimi, matematik, istatistik ve bilgisayar bilimlerinden bazi1 gorevlerle (yani problemin dogasi); ilgili
deneyimlerden (tarihsel veriler) 6grenmek ve performansi 6lgmek (performans matrisi) ve gelistirmek
(yeniden uygulama) i¢in yontem ve teknikleri i¢eren multidisipliner bir alt alan olarak karsimiza
¢ikmaktadir [6].

Yapay zeka, basit bir "kosula bagli kurallar" olarak baslayip, yillar i¢inde insan beynine benzer
sekilde ¢alisan daha karmasik algoritmalari igerecek sekilde ilerlemistir [7].

Yapay zeka teknolojisi, verileri degerlendirmek i¢in bilgisayarli goriis, derin 6grenme, makine
O0grenimi, dogal dil isleme, robotik, konusma, denetimli 6grenme ve denetimsiz Ogrenme gibi
uygulamalari kullanmaktadir. Makine 6grenimi (Machine Learning (ML)), belirli bir durumu analiz
etmek i¢in kullanilabilecek kaliplari tamimlamak igin belirli 6zelliklerin kullanilmasidir. Makine,
tanimlanan bilgiyi "6grenebilir" ve bu bilgileri gelecekteki benzer senaryolara uygulayabilmektedir. ML
yapilandirilmis ve yapilandirilmamus verilerden 6grenen, gizli kaliplar1 belirleyen, siniflandirmalar
yapan ve ileri adimlar1 6ngéren bilgisayar algoritmalarindan olusmaktadir. Derin 6grenme (Deep
Learning (DL)), konugma, goriintii ve video gibi kaliplar1 tanimlamak ve tlim bu verileri ayirt etmek
icin sinir aglarmdan olusan makine 6grenimi tabanli bir yaklasimdir. insan beynine benzer sekilde,
ogrenebilen ve kendi kendine karar verebilen bir yapay sinir ag1 (YSA) olusturmak i¢in algoritmalardan
olusan DL, ML’nin daha gelistirilmis sekli olarak karsimiza ¢ikmaktadir. Dogal dil isleme (Natural
Language Processing (NLP)), hesaplama tekniklerinin dogal dil ve konusmanin analiz ve sentezini
yapmaktadir [8-11]. Geleneksel ML, ham verilerden elde edilen 6zelliklerin manuel olarak
olusturulmasini ve siralanmasim gerektirirken DL, yiliksek boyutlu, ¢cok sayida ve heterojen olan ham
verilerden en 6nemli soyut 6zllikleri, siirekli olarak olusturabilen ¢ok sayida gizli katman ve nérona
sahiptir. Standart veya asir1 zor testlerde iistiin sonuclarm elde edilebilmesi i¢in pratik olarak hicbir
manuel miidahale gerektirmeyen bu siireg, sadece genellemelerden kaynakli kiigiik bir hata payimna
sahiptir [12].

Yapay zekda, makine 6grenimi ve derin Ogrenme arasindaki kavramsal iligki Sekil 1’de
verilmektedir [13].

e —

Makine Ogrenimi
(Machine Learning (ML))

Derin Ogrenme
(Deep Learning (DL))

Sekil 1. Yapay zeka, makine 6grenimi ve derin 6grenme arasindaki iligki [13]
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Makine 6greniminin dort temel alt tiirli bulunmaktadir. Bunlar; denetimli 6grenme, denetimsiz
Ogrenme, yar1 denetimli 6grenme ve giiglendirilmis 0grenme olarak karsimiza ¢ikmaktadir. Makine
Ogreniminin alt dallarinda yaygin kullanilan sinir aglar1 ve algoritmalar Sekil 2’de verilmektedir.

Yapay Zeka

. Tekrarlayan
~ sinir AR (RNN)

e il ™

\ Yapay Sinir Agt ‘J Karar Agaci ‘ Ornege Dayall

o Besleme/
iletme Ag

— (ANN) Algoritmasi Algoritma

il osm) )
Rastgele Orman ~  Siniflandirma ve y
(RF) ~ RegresyonAgaci

Sekil 2. Yapay zekanin alt dallarinda yaygin kullanilan sinir aglari ve algoritmalar [13]

Denetimli dgrenme (Supervised learning), gorev odaklidir. Ornek veri noktalarmi etiketleri
bilinmektedir. Model, test 6rneklerinin etiketlerini tahmin etmek ic¢in bu bilinen 6rnekler iizerinde
egitilmektedir [14]. Denetimli 6grenmede yapay sinir agi i¢in hem girdi hem de cikt1 degerleri
belirlenmektedir. Agin iirettigi ¢ikt1 ile istenen ¢ikt1 arasindaki fark sifir ya da sifira yakin bir degere
ulasimcaya kadar yapay sinir aginin agirliklar: degistirilmektedir. Algoritma kabul edilebilir dogruluga
geldiginde ya da egitim veri kiimesi tiikendiginde egitim sonlandirilmaktadir. Yaygin olarak kullanilan
denetimli makine 6grenimi algoritmalarina, Karar Agaclari, Rastgele Ormanlar (RF), Destek Vektor
Makineleri (SVM), Dogrusal ve Lojistik Regresyon, Naive Bayes, Dogrusal Diskriminant Analizi, k-
En Yakin Komsu (KNN) algoritmalari1 ve Sinir Aglar1 6rnekleri verilebilmektedir [15].

Denetimli makine Ogreniminde siniflandirma ve regresyon olmak iizere iki alt alan
bulunmaktadir. Ongoriilen ¢iktilarin sonuglarini degerlendirirken, problem kategorik oldugunda
siiflandirma modelleri kullanilmaktadir. Problem bir aralik i¢indeki sayisal bir degeri dngérmeyi
icerdiginde regresyon modelleri kullanilmaktadir. Rastgele Orman, Otomatik Kodlayicilar
(AutoEncoder (AE)) ve Evrisimli Sinir Aglart (CNN) gibi cesitli farkli tiirde makine &grenimi
uygulamalar1 bulunmaktadir [16].

Denetimsiz 6grenme (unsupervised learning), verilerle iliski bulmak icin etiketli verilerle
egitime bagh degildir. Veri odakli olup, gizli yapilar1 bulmak icin verilerdeki kaliplar1 6grenmeyi
amaclamaktadir [14]. Denetimsiz 6grenmede, aga sadece girdi verileri 6gretilir. Girdi degerlerine uygun
bir ¢ikt1 tiretilinceye kadar baglanti agirliklar: degistirilir. Bu metot goriintii isleme, isaret isleme, kontrol
problemlerinde etkin olarak kullanilmaktadir. Denetimsiz 6grenmede Hiyerarsik Kiimeleme
(Hierarchical Clustering), K-Ortalama Kiimeleme (k-Means Clustering), Gaussian Karisim Modelleri
(Gaussian Mixture Modeling (GMM)), Kendi Kendini Diizenleyen Haritalar (The Self Organizing Map
(SOM)) ve Gizli Markov Modelleri (Hidden Markov Model (HMM)) en yaygin kullanilan
modellemelerdir [15].

Makine 6greniminde, etiketli veri, bir veri kiimesindeki her 6rnegin dogru cevabinin veya
siniflandirmasinin  6nceden belirlenmis oldugu verilerdir. Bu tiir veriler, makine 6grenimi
algoritmalarinin egitiminde kullanilmakta ve bu sayede algoritmalarin dogru sonuglar {iretmesi i¢in
gerekli olan dogru cevaplar saglanmaktadir. Ornegin, bir resim siniflandirma modeli egitiliyorsa, etiketli
veriler resimlerin hangi nesneleri igerdigini belirten etiketlerdir. Yar1 denetimli 6grenme (Semi-
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supervised learning), daha kiiciik bir etiketlenmis veri kiimesi ile bir modelin birka¢ veriden tahmin
edilmesi gereken ve daha az maliyetli olan daha biiyiik bir etiketlenmemis veri kiimesinin ig¢indedir.
Egitim i¢in etiketli veri noktalarin1 kullanmakta ve etiketli verilerden gelen bilgileri kullanarak
bilinmeyen 6rneklerin etiketlerini tahmin etmeyi amaglamaktadir.

Giiglendirilmis 6grenme (Reinforced learning), ¢evre ile etkilesim kurarak siirekli 6grenebilen ve
belirli bir veri setini kullanmayi amaglayan bir sistemdir. Yar1 denetimli 6grenmede, denetimli
ogrenmeye benzer algoritmalar kullanilmigtir. Gii¢lendirilmis 6grenme i¢in kullanilan algoritmalara Q-
Ogrenme (Q-Learning) ve Derin Ogrenme ornek olarak verilebilmektedir [17]. Derin Ogrenme, veri
modellemelerini 6grenmek i¢in bir¢ok dogrusal olmayan islem birimi katmaniyla yapay sinir aglarm
(Artificial Neural Networks (ANN)) kullanan makine 6greniminin alt dallarindandir. Insan merkezi sinir
sistemini taklit etmek amaciyla, bagli yapay noronlardan olusan ‘yapay sinir ag1’ adi verilen geleneksel
makine Ogrenimi algoritmalarinin yeniden tasarlanip kullanilmasidir [18,19]. Derin 6grenme
yontemleri, temel olarak derin sinir aglarim kullanir ve bu arin farkl tiirleri vardir. Ornegin, Evrisimli
Sinir Aglar1 (Convolutional Neural Networks, CNN), gorsel verileri islemek igin kullanilirken,
tekrarlayan sinir aglari (Recurrent Neural Networks, RNN) sirali verileri islemek i¢in kullanilmaktadir.
Otomatik kodlayicilar (Autoencoders) veri boyutunu azaltmak ve oOzellik ¢ikarmak igin
kullamlabilmektedir. Kisith Boltzmann Makineleri (Restricted Boltzmann Machines) ise yapay sinir ag1
modellerinin egitimi i¢in kullanilmaktadir.

Derin Sinir Aglar1 (Deep Neural Networks (DNN)), birden ¢ok gizli katmana sahip birbirine
tamamen bagli sinir aglaridir. Her gizli katman, birden fazla dogrusal olmayan islem birimini
icermektedir. Boylece DNN'ler, istenen Ozellikteki verileri otomatik olarak g¢ikarabilmek igin birgok
farkli katmanda birden ¢ok néron kullanabilmektedirler. Bu ozellikleri sayesinde DNN'ler, goriintii
isleme, dogal dil isleme, ses tanima ve diger pek ¢ok uygulama alaninda oldukga etkili bir sekilde
kullanilabilmektedir [14].

CNN, derin 6grenmedeki en temel yontemlerden biridir. Evrisimli Sinir Agi, goriintii isleme,
nesne siniflandirmast ve dogal dil isleme gibi alanlarda kullanilan ileri beslemeli bir sinir agidir.
CNN'ler, ozellikle goriintii islemede oldukea etkilidirler ve ¢ok boyutlu diziler bi¢iminde olan verileri
islemek i¢in tasarlanmislardir. Bu nedenle, gen ekspresyon veri analizi gibi diger uygulama alanlarinda
da kullanilmaktadirlar. CNN'lerin temel 6zelligi, evrisim ve havuzlama katmanlarindan olusmasidir.
Evrisim katmanlari, ozellikle gorintilerdeki o6zellikleri g¢ikarmak igin kullanilirken, havuzlama
katmanlar1 ise boyut azaltma islemi yaparak hesaplama yiikiinii azaltmaktadirlar [20].

CNN, 1980'lerde Fukushima tarafindan, Hubel ve Wiesel'in bir kedinin gorsel korteksindeki alict
alan (receptive field) arastirmalarindan esinlenen, ¢ok katmanli yapay sinir ag1 olan Neocognitron'un
gelistirilmesiyle olusturulmustur [21,22].

CNN, gorsel sinyalleri islerken, yerel ndron kaliplart duyusal bosluktaki belirli bolgeleri
algilamaktadir. Ayni zamanda evrisimli katmanlarda seyrek baglanabilirlik ve paylasilan agirliklar
olmak tizere iki ana karakter gelistirerek bunlarin 6zelliklerini taklit edebilmektedir [19].

RNN, derin 6grenmedeki diger bir modelleme tiiriidiir. Ozellikle sekans verilerini islemeyi
amaclayan RNN, NLP'de yaygin olarak kullanilmig ve biiyiik basarilar elde edilmistir. RNN’ler tahmin
modellerinde ve dil modellemelerinde yaygin olarak kullanilmaktadir. RNN, bir katmanin ¢iktisin
kaydetme ve katmanin ¢iktisini tahmin etmek igin girisi geri besleme prensibiyle ¢aligmaktadir [19].

1950°lerden 1970°lere Yapay Zekanmin Hayatimiza Girisi

Akilli davramis1 ve elestirel diigiinceyi simiile etmek i¢in bilgisayarlar1 kullanma fikri ilk olarak
1950°de Alan Turing tarafindan ortaya konulmustur [23]. Bilgisayarlar ve Zeka kitabinda Turing
tarafindan, bilgisayarlarin yetenekli olup olmadigini belirlemek i¢in “Turing testi” olarak bilinen basit
bir testi tanimlanmustir [9]. Bundan alt1 yil sonra ise John McCarthy yapay zeka (Al) terimini “akilli
makineler yapma bilimi ve mithendisligi” olarak nitelendirmistir [24,25].

Yapay zeka, erken donemdeki Al calismalarinda yalmizca insanlarin yapabildigi ¢ikarimlar
yapma veya karar verme yetenegine sahip makinelerin gelistirilmesine odaklanmustir. ilk endiistriyel
robot kolu (Unimate; Unimation, Danbury, Conn, ABD) 1961’de General Motors'taki montaj hattina
katilmig ve otomatik dokiim gergeklestirilmistir [26]. Birkag yil sonra (1964) Joseph Weizenbaum
tarafindan, bir makine olan Eliza tanitilmistir. Dogal dil islemeyi kullanan Eliza, kalip eslestirme ve
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degistirme kullanarak, insan konusmasim taklit etme metodolojisiyle sohbet robotlar1 olma goérevini
gormiistiir [27]. 1966 yilinda ise “ilk elektronik insan” olan Shakey gelistirilmistir. Shakey, Stanford
Arastirma Enstitiisii’nde talimatlar1 yorumlayabilen ilk mobil robottur. Sadece 1 adimlik komutlar takip
etmek yerine, daha karmasik talimatlar1 isleyerek uygun eylemleri saptamistir. Bu gelisme yapay zekada
bir déniim noktas1 olmustur [28].

1970°lerden 2000 ’lere Al Kist

Yapay zeka adina daha az 6nemli gelismelerin yaganmasi nedeniyle, fonlamanin azaltilarak
faizlerin artirildigi bu yillar ‘Al ki1’ dénemi olarak tammlanmugtir [9]. 1970’lerin sonlarinda baslayan
ve 1990'larm baglarma kadar uzanan, uzman dijital bilgi veri tabanlarmmn gelistirilmesi ve
stirdiiriilmesindeki asir1 maliyet nedeniyle bu donemlerde Al ile ilgili gelismeler yavaslamistir. Buna
ragmen, 1971°de Saul Amarel tarafindan Rutgers Universitesi’nde ‘Biyotipta Bilgisayarlarda Arastirma
Kaynag’ iizerine ¢alisilmis ve 1973’te Stanford Universitesi Tip Boliimiinde, ¢esitli kurumlardan
biyomedikal arastirmacilar tarafindan, gelismis ag olusturma yetenegi olan paylasimli bir bilgisayar
sistemi ‘Tipta Deneysel-Yapay Zeka’ olusturulmustur [29].

Bunlarin diginda 2000°1i yillara kadar kayda deger baska gelisme yasanmamustir.

2000°den Giiniimiize; Cigwr Acan Geligmeler

2007 yilinda IBM (International Business Machines) tarafindan gelistirilen ve dogal dilde sorulan
sorulara cevap vermek icin tasarlanan, bir yapay zeka programi olan ‘Watson’ gelistirilmistir. Watson
telesekreter sistemi, 2011°de insanlarla yarisan ‘Jepordy!” adli oyun programinda birinciligi
kazanmistir. DeepQA adi verilen bu teknoloji, ileriye doniik akil yiiriitme (verilerden sonuglara kadar
takip etme) ve geriye doniik akil yiirtitme (takip etme) kullanilan geleneksel sistemlerin aksine, olasi
cevaplar olusturmak i¢in yapilandirilmamis icerik tizerinde verileri analiz etmek i¢in dogal dil islemeyi
ve ¢esitli veri tabanlarini kullanmustir [30]. Ardindan yiizeysel iletisimi kullanan sohbet robotlarindan
(Eliza) sonra anlamli konusma tabanli arayiizleri kullanan Apple'in sanal asistam Siri (2011) ve
Amazon'un sanal asistani1 Alexa’ya (2014) dogal dil isleme teknolojisi uygulanmustir [31,32].

Mart 2016°da ise AlphaGo, diinyanin en iyi Go oyuncularindan biri olan Lee Sedol’u yenerek
yapay zekayi (Al) yeniden kamuoyunun dikkatine sunmus ve biiylk ilgi uyandirmistir [33]. IBM
tarafindan gelistirilen ve satrang oynayan bir bilgisayar olan Deep Blue ile karsilastirildiginda, AlphaGo,
en basarili bilgisayarlardan biri olan evrisimli sinir ag1 (CNN) adi verilen sinir aglarinda (NN'ler) derin
ogrenme (DL) algoritmalarinin uygulamalarini kullanan gelismis ve yenilik¢i bir mimariyi entegre
etmistir [34].

Ardindan, 2017 yilinda Fabien Beckers tarafindan, bulut/derin 6grenme girisimi olan, goriintii
tabanli hassas tip cihazlar1 gelistiren Arterys'in kurulumunun ardindan ilk Gida ve ilag Dairesi (FDA)
onayli bulut tabanli yapay zekd destekli kardiyak goriintiilleme ilk kez ABD’de saglik sektdriinde
kullanilmaya baglanmuistir.

Yine 2017 yilinda yapay zekayla gelistirilen, otomatik olarak hasta alimi1 yapan ‘Chatbot Mandy’
teknolojisinden sonra, 2018-2020 yillar1 arasinda karar destek sistemi, goriintiileme ve tan1 koyma gibi
konularda birgok AI destekli cihaz ve teknoloji pediatri, gastroenteroloji, kardiyoloji, oftalmoloji gibi
alanlarda kullanilmasi1 yayginlanmustir [7,35,36]

OpenAl tarafindan 2022 yilinda, metin tabanli sorgulara yamit vermek ve dogal dilde yanitlar
olusturmak ic¢in tasarlanmis bir dil modeli ‘ChatGPT’ gelistirilmistir. ChatGPT, dildeki kaliplari
O0grenmeyi, tutarli ve insan benzeri metinler olusturmay1 saglayan Transformer adli derin bir 6§renme
mimarisi kullanilarak olusturulmustur. Cok biiyiik bir metin verisi dizileri iizerinde egitilmistir ve bu
nedenle genel bilgi sorularindan daha karmasik konugma konularina kadar ¢ok cesitli taleplere yanitlar
iiretebilmektedir. Genel olarak, ChatGPT, NLP alaninda 6nemli bir ilerlemeyi temsil etmekle birlikte
bilgisayarlar ve dijital sistemlerle etkilesim bigimimizde devrim yaratma potansiyeline sahiptir [37].
Mart 2023’e gelindiginde ise OpenAl'nin derin 6grenmeyi 6l¢eklendirme ¢abalarmdaki en son kilometre
tast olan GPT-4 gelistirilmistir. GPT-4, insanlardan daha az yetenekli olmasina ragmen, cesitli
profesyonel ve akademik kriterlerde insan diizeyinde performans sergileyen, goriintii ve metin girislerini
kabul edip metin ¢iktilar1 yayan, biilyiik bircok modlu model olarak karsimiza ¢ikmaktadir [38].
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Ila¢ Tasarimu

Ilag tasarimi, daha énceden tanimlannmus yapi-aktivite iliskilerinden yararlanarak, farmakolojik
aktivitesi Ongoriilebilen potansiyel ilag molekiillerinin tasarlanmasidir. Yeni ilag molekiilleri
gelistirmenin amaci, var olandan daha giiclii, daha az toksik ve yan etkileri en aza indirilmis, yararl
terapotik bilesikler geligtirmektir. Var olan ilaglarm hemen hemen higbiri her yoniiyle istenilen
Ozelliklere sahip olmadigindan, arastirma kurumlarinda ve ilag¢ endiistrisinin arastirma-gelistirme
laboratuvarlarinda, siirekli olarak ilag olabilecegi diisliniilen yeni bilesikler gelistirilerek elde edilmekte
ve birgok farmakolojik aktivite testlerine tabi tutulmaktadir. Giiniimiizde tedaviye girmis 14.000’in
tizerinde ila¢ bulunmakta ve yeni ilag molekiilleri gelistirmek iizere yapilan ¢aligmalarin sayis1 giderek
artmaktadir [39]. ilag gelistirme yontemlerindeki ilerlemelerle, terapdtik etkileri iyilestirilmis yeni
ilaglar tedaviye sunulabilmektedir. Gelistirilen bu ilaglar, 20-30 y1l 6nce yaygin olarak kullanilan bir¢ok
ilacin yerini alabilmektedir. Ayrica, tip ve biyolojik bilimlerdeki gelismelerle, nedeni bilinmeyen bazi
hastaliklarin mekanizmalar1 agiklanmakta ve heniiz tedavisi olmayan hastaliklarda kullanilmak {izere
gelistirilen yeni ilaglar da tedaviye girmektedir. Ancak yeni bir ilacin gelistirilme asamasindan klinik
kullanima sunulmasina kadar uzun ve zorlu bir siire¢ gerekmektedir. Bu zorlu siirecin Sekil 3°te
goriildiigii gibi farkli agamalar1 bulunmaktadir [40].

ilag Geligtirme Asamalari

ilag olabilecek molekillerin kesfi Klinik oncesi caligmalar Klinik caligmalar Onay
FAZ-1 FAZ-2 FAZ-3 :
5000-10000 bilesik 250 bilegik 5-10bilesik 2-3 bilegik 2 bilesik Tliag FAZ-4
3-4yil 6-7 yil 2-3yil co yil

Sekil 3. ilag gelistirme asamalari [40]: Klinik 6ncesi calismalarda yeni bilesigin etkinligi ve
giivenligiyle ilgili ¢calismalar, klinik ¢alismalarda faz 1, faz 2 ve faz 3 asamalar1 (Faz 1 de az sayida
saglikli kiside yan etkiler ve glivenligin dogrulanmasi ile ilgili calismalar yapilirken faz 2 de az sayida
hastada etkililik, glivenli dozaj ve uygulama yonteminin dogrulanmasi yapilir. Faz 3 asamasinda ¢ok
sayida hastada mevcut ilaglara kiyasla etkinlik ve giivenlik dogrulamasi yapilir. Faz 4 agamasinda ise
onaylanmis ilacin toplumda uygulanmasiyla uzun dénemdeki etki ve giivenlik sonuglar1 toplanir)

Ilag gelistirmede farmasotik tarama testlerinden once etkin olabilecek aday bilesiklerin
gelistirilmesinde iki 6nemli asama soz konusudur. Ilk olarak, belli bir farmakolojik aktivite icin model
(prototip) olan 6ncii bilesigin bulunmas1 gerekmektedir. Genellikle bu bilesik istenen farmakolojik
aktiviteyi gostermekle birlikte etkisi yetersiz olabilmekte ve/veya istenmeyen farmasotik,
farmakokinetik ve toksik ozelliklere sahip olabilmektedir. Bu nedenle ikinci asamada, bu Oncii
bilesiklerden yola gikilarak optimizasyon ¢aligmalar1 yapilmaktadir. Oncii bilesigi bulabilmek igin pek
cok yol izlenebilmektedir. Bunlar ge¢misten beri bilinen, dogal kaynaklardan molekiil elde etme,
tesadiifen bulma, klinik gézlemler, farmakolojik tarama testleri, ila¢ metabolizma ¢aligmalar1 ve etkin
endojen molekiillerin yapilarimi taklit etme ve akiler ilag tasarimi gibi yontemlerdir. Giinlimiizde bu
yontemler i¢ginden akile1 (rasyonel) ilag tasarimi daha ¢ok 6n plana ¢ikmistir. Akiler ilag tasariminda,
yeni ila¢ molekiilleri gelistirmek iizere hem oncii bilesigin bulunmasi hem de optimizasyon
asamalarinda ¢esitli yontemler kullanilmaktadir. Yontemlerden biri olan bilgisayar destekli ilag
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tasarimi, ilag aktivitesinde 6nemli fizikokimyasal parametreleri, kantitatif yapi-aktivite iligkilerini ve
kuantum kimyasal modelleri kullanmaktadir. Diger yontem olan molekiiller modellemede ise Oncii
molekiil veya analog tasarmm igin cesitli bilgisayar programlari, X-iginlar1 kristalografisi gibi
yontemlerle ilacin molekiiler sekli ve konformasyonu aragtirilmaktadir. Bunlarla birlikte, ilacin hedefle
olan etkilesimin giicli ve uyumu degerlendirilerek etkin maddelerin tasarlanmasi i¢in reseptdr tanimlama
yontemleri kullanilmaktadir. flacin gelistirilmesinde tiim asamalarda etkin olarak kullanilan bilgisayar
yardimli ilag tasarimi, gliniimiizde en yaygin kullanilan teknik olmustur [40].

Bir ilag molekiiliiniin tasarimi ve gelistirilmesi uzun zaman alan, yiiksek maliyetli ve kompleks
asamalar igeren zorlu bir siirectir. Son zamanlarda, bilgisayar destekli teknolojilerde ve yapay zekanin
uygulama alanlarindaki gelismelerin ilag tasarlama ve gelistirme alanina da yansimasiyla daha basarili
ila¢ aday1 molekiillerin, daha kisa zamanda ve daha az maliyetle elde edilmesine olanak saglamaktadir.

Ila¢c Tasariminda Yapay Zeka Uygulamalan

Yapay zeka (Al), cesitli sektorlerde en yeni uygulamalari kullanima sunmaktadir. Bilgisayar
destekli ilag tasarim teknolojisi, yiiksek verimlilik, diisiik maliyet ve hizli sonu¢ verme gibi
avantajlariyla ilag kesfinde ve tasariminda onemli bir rol oynamaktadir. Bilgi islemedeki onemli
ilerlemeler, Ust diizey algoritmalarm gelistirilmesi, biyoloji ve kimya alanlarmdaki verilerin ¢ogalmas1
da bunu desteklemektedir. Son yillarda, makine 6grenimi (ML) algoritmalarindaki hizli ilerleme
nedeniyle, Al, ila¢ tasariminda cesitli agamalarda yaygin olarak kullanilmaktadir. Makine 6grenimi
algoritmalarinin genelleme yetenegi gliclenerek, daha etkili ve daha biiyiik veri isleme yetenegine sahip
olmasiyla derin 6grenme teknigine doniigmiistiir; bu durum, yapay zeka teknolojisi ile bilgisayar destekli
ilag tasarim teknolojisinin entegrasyonunu daha da tesvik ederek en yeni ilaglarin tasarimim ve kesfini
hizlandirmaktadir [41].

Ilag tasarimi ve kesfinin tiim islemleri, hedef tanima, hedef bulma, potansiyel hasta gruplarin
optimizasyonu, klinik dncesi ilag adaylarimin taninmasi, klinik dncesi ¢alismalar ve klinik arastirmay1
icermektedir. Raporlara gore, daha yeni bir ruhsatl ilacin standart arastirma ve gelistirme dongiisii
yaklagsik 10-17 yil siireye ve ortalama 2.558 milyar dolar biit¢eye ihtiya¢ duymaktadir [42,43]. Bununla
birlikte, uzun zaman ve yiiksek maliyet harcanmasina ragmen, kii¢iik molekiillii ilaglar i¢in onaylanarak
ruhsat alma oranlar1 %10'dan azdir. Bilgisayar destekli ila¢ tasarimi yaklasimlari ile ilag tasarim
calismalarinda 6nemli akilc1 ipuglar1 elde edilerek daha etkin bilesiklere daha uygun maliyetlerle
ulasilabilmektedir [41].

Gliniimiizde teknolojinin ve yapay zekd c¢alismalarinin ilerlemesi ile gelistirilen ¢esitli
algoritmalar ve sinir aglar1 bilgisayar destekli ila¢ tasarim ¢alismalarinda da kullanilmaya baglanmustir.
Makine 6grenimi ve derin 6grenmedeki ilerlemelerle, teknolojinin her alaninda carpici gelismeler ortaya
konulmasiyla, yapay zeka disiplinler arasi ortak bir alan olmustur. Al tabanl hesaplamali modelleme,
bilesikler i¢in biyolojik hedef aranmasi ve toksisiteleri agisindan degerlendirilmesi i¢in umut verici bir
yontem olarak karsimiza ¢ikmaktadir. Kantitatif yapi-aktivite iliskisi (QSAR) tabanli yaklasimlar da
dahil olmak iizere mevcut hesaplama modelleri, ¢esitli biyolojik hedefler i¢in ¢cok sayida yeni molekiiliin
hizl bir sekilde 6n goriilmesinde kullanilabilmektedir [41].

Yapay zekanin alt gruplarindan olan makine &grenimiyle birlikte, yillardir, Naive Bayes
Smiflandiricist (NB), Lojistik Regresyon (LR), En Yakin K Komsusu (KNN) algoritmasi, Destek
Vektor Makineleri (SVM), Coklu Dogrusal Regresyon (MLR), Gauss Siireci (GP), Rastgele Ormanlar
(RF), Boosting ve Karar Agaci, ilag tasariminda yaygin olarak kullanilan diger uygulamalardir [44-49].

Umut verici gelismelerin ardindan ila¢ tasariminda giiniimiize kadar aktif kullanilan programlar
ile kullanim amaglarma ve ilag sirketleriyle yapay zeka sirketlerinin ortak ¢aligmalarini igeren tablolar
(Tablo 1 ve Tablo 2) asagida verilmektedir.
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Tablo 1. ilag tasariminda aktif kullanilan programlar ve kullanim amaglar1 [41]

Programlar

Kullanim Amaclar

PPICurator
(https://ppicurator.hupo.org.cn )

Bu arag, genis kapsamli PPI’leri aragtirmak igin
kullanilmaktadir.

BioRAT
(http://bicinfadmin.cs.ucl.ac.uk/biorat/docs/index )

Tiim metin madenciligi ¢aligsmalari i¢in kullanilmaktadir.

DeepChem
(https://github.com/deepchem/deepchem )

Phyton tabanli, Al sistemi kullanan MLP modelleme
yontemiyle yeni ilag adayr bulunmaktadir.

DeepNeuralNetQSAR
(https://github.com/Merck/DeepNeuralNet-QSAR )

Phyton tabanli bu sistem, hesaplama araglariyla birlikte,
bilesiklerin molekiiler aktivitesinin saptanmasina yardimci
olmaktadir.

DeepTox
(www.bioinf.jku.at/research/DeepTox )

12.000 ilacin toksisitesini tahmin eden bir yazilimdir.

GeneWays
(http://geneways.genomeleft.columbia.edu )

Bu arag, biyolojik yolaklar1 saptamaktadir.

PotentialNet
(https://pubs.acs.org/doi/full/10.1021/acscentsci.8b00507 )

NN’leri kullanarak ligandlarin baglanma afinitelerini
tahmin etmektedir.

ORGANIC
(https://github.com/aspuru-guzik-group/ORGANIC )

Istenen dzelliklere sahip molekiillerin iiretilmesine
yardimei olan bir molekiil olusturma aracidir.

AlphaFold
(https://deepmind.com/blog/alphafold )

Proteinlerin 3 boyutlu yapilarim tahmin etmektedir.

CancerDR
(http://crdd.osdd.net/raghava/cancerdr/ )

148 antikanser ilaci ve bunlarin yaklasik 1000 kanser hiicre
hattina kars1 etkinligini kapsayan kanser ilag direnci veri
tabanidir.

BRENDA
(http://www.brenda-enzymes.org )

Enzim ve enzim-ligand veri tabamdir.

UniProt
(http://www.uniprot.Org )

Proteinlerle ilgili bilgi merkezidir.

InterPro
(http://www.ebi.ac.uk/interpro )

Protein bolgesiyle ilgi verileri bulunduran bilgi merkezidir.

ChEMBL
(https://www.ebi.ac.uk/chembl )

Kiigiik ilag benzeri molekiillerin birincil yayinlanmig
literatiiriine ve bunlarin biyoaktif 6zelliklerine dayanan veri
tabanidir.

TDR targets
(http://tdrtargets.org/ )

Thmal edilen tropikal hastaliklar i¢in gelistirilmis
kemogenomik bir veri tabanidir.

MATADOR
(http://matador.embl.de/ )

Protein-kimyasal etkilesimlerle ilgili veri tabamdir.

Tablo 2. ilag sirketleriyle yapay zeka sirketlerinin ortak olarak yiiriittiigii cahigmalar [41]

ilac Sirketleri Yapay Zeka Sirketleri

Ortak Calismalar:

Immiino onkolojide yeni ilag hedeflerini, kombinasyon

Pfizer IBM Watson terapilerini ve hasta se¢im stratejilerinin belirlenmesi
Molekiillerin mekanik ve kimyasal 6zelliklerinin yan1 sira
3B yapiy1 tahmin etmek i¢in bulut bilgi islem ¢ercevesiyle

Pfizer XtalPi kuantum mekanigi (QM) ve makine 6grenimi

algoritmalarinin kullanilmasi, Molekiillerin proteinlerle
baglanmasinin incelenmesi
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Tablo 2 (devam). 1lag sirketleriyle yapay zeka sirketlerinin ortak olarak yiiriittiigii calismalar [41]

ilac Sirketleri Yapay Zeka Sirketleri Ortak Calismalar:

Exscientia’nin, onkolojik ve kardiyovaskiiler hastaliklar1
tedavisi ve olasi ilag aday: igin en yeni dncii yapilarim
optimize etmek amaciyla Centaur Chemist™ Al ilag bulma
platformunu kullanmasi

Kariyovaskiiler hastaliklar i¢in Sensyne Health’in tescilli,
BAYER Sensyne Health klinik yapay zeka teknoloji platformunu kullanarak yeni
tedavilerin gelistirilmesi

Yesil kimyanin, hiicre ve gen tabanli tedavilerin, goriintii
NOVARTIS Microsoft boliimlendirmenin, akillt ve 6zellestirilmis tedavi
sunumunun arastirilmast

Meme kanseri hastalar1 i¢in tedavi ¢aligmalarinin
yiiriitiilmesi

Diyabet ve komorbiditeleri i¢in bispesifik kiiglik
molekiiliin bulunmast

Idiyopatik pulmoner fibrozis ve kronik bobrek
AstraZeneca BenevolentAl hastaliklarmimn tedavisi icin sinir aglar1 ¢erceveleri
temelinde yeni tedavilerin gelistirilmesi

BenevolentAl, Janssen'in daha 6nce Parkinson hastalarinda
Janssen BenevolentAl Bavisant'in faz IIb denemelerinde klinik veri saglamak i¢in
kullanilan yenilikgi klinik faz ila¢ adaylarini gelistirmesi
Gastroenteroloji, onkoloji ve merkezi sinir sistemi temelli

BAYER Exscientia

NOVARTIS IBM Watson

SANOFI Exscientia

Takeda Numerate bozukluklarda tedavi i¢in ilag molekiillerinin hedef yerinin
belirlenmesi
Eli Lilly Atomwise Her.lu.z blllnmeyen protein hedeflerine yonelik ilaglarin
gelistirilmesi
Roche OWKIN ML aglarina dayali klinik deneyler ve ilag tasariminin
yapilmast
Tarihsel Gelisim

1950 yillarinda Al kavraminin dogusunun ardindan 1960’11 yillarda QSAR iizerine ilk ¢aligmalara
baslanmis ve ilag tasariminda kullanilmustir [50]. 1990'lardan Once, ila¢ tasariminda modeller
tasarlamak icin olagan hesaplama yontemleri, yani dogrusal regresyonlar kullanilmistir. Bu erken
calismalarda, modelleme i¢in kullanilan kimyasal tamimlayicilar, atomik tip ve pargali tanimlayicilar
gibi kimyasal ve yapisal 6zellikleri tanimlamakla smirli olmaktaydi [51].

Yapay zekann ilag tasarimi ve gelistirmesindeki ilerlemesi, ilk olarak, son teknoloji kimyasal
tanimlayicilarin yani molekiiler parmak izlerinin olusturulmasiyla ve egitim setlerinde tanimlayici
kategorileri 6nemli 6l¢iide arttiran topolojik tammlayicilarla mizlanmigtir [12,52-54]

Ilag tasariminda ilk olarak 1989°da sinir aglarmin kullanilmas: {izerine calisiimistir [55]. Kabul
edilen ilk yaklasim, yani yapay sinir ag1 (YSA), degiskenlerin se¢im siirecini temel almaktadir [56,57].
YSA'lar, degiskenler arasinda dogrusal olmayan baglantilar kurmak ve biyolojik etkinliklere
odaklanmak i¢in ¢ok iyi bir makine 6grenimi yaklagimini temsil etmektedir [58]. YSA'lar da dahil olmak
iizere ¢esitli makine Ogrenimi yaklasimlarimi1 kullanan modern hesaplama modelleri, saglam
bilgisayarlar edinmis ve 1990'larda bilgisayar donanimlarindaki gelismelerden yararlanmigtir [59]. Bu
gelismelerle birlikte 1980 yillarinda YSA ile birlikte temel olarak DL kavrami da tanitilmustir [60].

1990'lardan 2000'lere kadar modelleme degerlendirmelerinde, dogrusal regresyon kullanmak
yerine, dogrusal olmayan modelleme algoritmalari, yani KNN, RF ve SVM temelinde olusturulan
gelismis ML algoritmalar1 geleneksel olarak kullanilmistir. Yine ayn1 donemde, model dogrulamanin
Oonemi vurgulanmis ve modellemenin olmazsa olmaz bir pargasi olarak kabul edilmistir. Yapay zekanin
ilerlemesiyle birlikte, 2000°1i yillarin baginda QSAR modellemelerinde koklii degisimler yaganmistir.
Bu gelismenin ardindan hesaplama kapasitesi ve modellemelerde verilerin donanim ve erisilebilirliginde
onemli derecede iyilesmeler yasanmustir [59]. Merck tarafindan desteklenen QSAR ¢aligmalari
strasinda, ilag tasarimu i¢in kullamlan DL algoritmalari, kullanilan ML algoritmalarinindan daha gii¢lii
ve {istiin bulunmustur [61].
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Donanimdaki hizli gelismeler, yani 2010'larda grafik islem birimi olan GPU'larin ve bulut
bilisgimin kullanimi, NN modelleme arastirmalarmi dogrudan tesvik etmistir [60]. Cok sayida gizli
katmana sahip DNN’ler kurulmus ve 2015 yilinda gelismeleriyle ¢igir acan DL ile ilgili makale
yayinlanmistir [54]. Yine DeepTox (DNN'lere dayali bir hesaplamali toksiklik modeli), diger ML
yaklagimina dayali modelleri geride birakmustir [62]. DNN modelleri yiiksek basar1 oram ile biiyiik veri
kiimelerini modellemek ve anlamli 6zellikleri segmek i¢in DL yaklasimlari avantajlarindan dolay1 ilag
tasariminda uygulanmaya ve gelistirilmeye devam etmistir.

Daha sonra, Pande ve ark., 2018 yilinda molekiiler makine 6grenimi i¢in kapsamli bir 6l¢iit olan
MoleculeNet'i tanitmiglardir [63]. MoleculeNet, bir Al yazilim araci olan DeepChem'e bir verileri blme
mekanizmalar1 kitapligi sunmakta ve tiim algoritmalari, c¢esitli veri bolme secenekleriyle
degerlendirmektedir. Ayn1 zamanda MoleculeNet, veri seti koleksiyonlarindaki cesitli 6zelliklerden
yararlanarak makine 6grenimi algoritmalarinin kiyaslanmasini yapmaktadir [41].

Son zamanlarda, Allen ve ark., ATOM Modelleme Boru Hattini (AMPL) gelistirerek ilerlemelere
biiyiik katkida bulunmuslardir [64]. AMPL, silico ilag¢ tasariminda ilerlemede, modeller olusturma ve
paylasmada ag¢ik kaynakli, esnek ve genigletilebilir bir yazilim boru hattidir. Model egitimi ve
degerlendirmesinde, veri setlerini bdlmede ¢esitli segenekleri desteklemektedir. Ancak bdlme, i¢ ige
kiime ¢apraz dogrulamaya benzer bir siireci takip etmektedir [65].

Veri olusturma; egitim, model se¢imi (yani dogrulama) ve performans degerlendirmesi (yani
test) olmak {izere veri setleri birbiriyle ortiismeyen ii¢ bolmeye boliinmiistiir. AMPL ise, egitim
verilerinden alisilmigin disinda kimyasal uzaya kadar genellesen modeller olusturmanin oniindeki
engellere ¢esitli yaklasimlar sunan ¢ok sayida veri seti b6lme algoritmasi saglamaktadir [41]. Rastgele
bolmeler, Bemis-Murcko yapi iskelesi ayirma, Butina kiimeleme ve parmak izi farkliligi tabanli
algoritma gibi DeepChem'de yer alan ¢esitli yontemlere yardimci olmaktadir [63].

Artan veri boyutu ve bilgisayar giicliyle yapay zekanin ilag tasarimindaki tarihsel ilerlemesi Sekil
4’te verilmektedir.
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Sekil 4. Artan veri boyutu ve bilgisayar giicliyle yapay zekanin ilag tasarimindaki tarihsel ilerlemesi
[59]

Protein Katlanmasinmin Tahmininde Yapay Zeka Uygulamalar

Hastaliklarin ¢ogu, protein fonksiyonlarinin diizensizligi ile iligkilidir. Protein yapisi temelinde,
protein hedefleri {izerinde bulunan kiiciik aktif bolgelerin kesfedilmesi ve bu bolgelerle etkilesebilen
aktif molekiillerin gelistirilmesi i¢in ¢esitli ilag tasarim yaklasimlar1 kullanilabilmektedir. Ancak,
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proteinlerin {i¢ boyutlu (3D) yapisinin deneysel olarak aydinlatilmasi ¢ok maliyetli ve zaman alic1 bir
islemdir [41]. Bu nedenle bilgisayar destekli teknikler, proteinlerin 3 boyutlu yapisinin
degerlendirilmesinde nemli rol oynamakla birlikte, 3 boyutlu yapisinin netligi tartismalidir [66]. Bu
durumun proteinlerin ¢ok sayida uzaysal konumunun olmasindan kaynaklandigi 6ne siiriilmiigtiir. Bu
nedenle, protein yapisi tahmin edilirken genellikle, tek boyutlu (1D) yapisal niteliklerin dizileri, protein
ikincil (2°) yapisi, solventle erisilebilen yiizey alani, iskelet biikiilme agis1 ve benzeri gibi bilesene
ayrilarak incelenmektedir [67].

Biiyiik protein dizilerinde veri setlerinin bulunmasi nedeniyle, Al tabanli teknoloji, proteinlerin
yapisal 6zelliklerini dngormek icin kapsamli bir sekilde kullamlmustir. Ilk olarak, Qian ve ark. (1988)
proteinlerin ikincil yapisini 6ngérmek i¢in dogrusal olmayan sinir agi algoritmasini kullanmiglardir.
Kullanilan algoritmanin diyagrami Sekil 5°te verilmektedir [68].

ikincil yapi

Gkt

RS
S/ T T VNN

OO0080 COBOCO #C0CCO COeOOO COCOe0 COeCOO @00000 girdi

Phe Asn Ala Arg Met Lys Leu

Aminoasit dizileri

Sekil 5. Ag algoritmasinin bir diyagrami [68]; Standart ag 13 bitisik amino asitlik bir diziyi temsil
eden 21 birim/grup ile 13 girdi grubuna sahiptir (yalnizca 7 girdi grubu ve 7 birim/grup
gosterilmektedir). Giris katmanindan gelen bilgi, merkezi amino asit i¢in ikincil yap1 6ngoriisiinii
temsil eden 3 ¢ikis biriminde bir aktivite paterni iiretmek igin "gizli katman" birimlerin bir ara katmani
tarafindan doniistiiriilmektedir

Kullanilan algoritma %64.3 basar1 oram ile diger algoritmalardan daha basarili bir sonug
vermigtir. Proteinlerin 3 boyutlu yapisim1 tam olarak 6ngormek hala uzak bir durum olsa da DL
algoritmasi, bu alanin ilerlemesinde énemli bir gelisim gostermistir. Son zamanlarda DL yaklasimlari,
proteinlerin 2° yapisini, solventle erisilebilen yilizey alanlarini, a-karbon atomlar1 dihedral agisini ve
iskelet biikiilme agilarin1 6ngormek igin kullanilmigtir [68-71].

Qi ve ark. DNN'leri ¢ok gorevli bolgesel protein yapisi tahmini gelistirmek i¢in bir farklilagtirici
olarak kullanmis ve protein ¢oziicii erisilebilirligini ve 2° yapilarin1 6ngérmek ve evrimsel 6zellikleri
kullanmak i¢in tek bir sinir agin1 yonetmislerdir. Wang ve ark. kosullu rastgele feld (CRF) ile birlikte
kolay sinir agmi birlestirmis ve proteinlerin 2° yapisim1 6ngormek icin bir DeepCNF teknigi
gelistirmiglerdir. Bu teknikle, tahmin hassasiyeti %84'e yiikseltilerek ¢ozlicii erigimi, temas numarasi ve
diizensiz alanlar dahil olmak iizere proteinlerin yapisal 6zelliklerini 6ngdrmek i¢in kullanilabilir hale
gelmistir. Ayrica, Jo ve ark. protein yap1 tanimlama performansini oldukga artiran bir derin 6grenme ag1
teknigi (DN katlama) olusturmustur [69,71,72]. Bu teknik, belirli bir protein ¢iftinin karsilikli gelen
kisimlarinin ayni yapisal katla iliskili olup olmadigin1 tam olarak 6ngorebilmektedir. Protein yap1
tahmini, bir protein ana yapisinin fonksiyonlarini belirlediginden, amino asit dizisinden bir proteinin 3D
seklini belirlemek i¢in kullanilabilmektedir [72-74].

2018 yilinda DeepMind, protein yapisini tahmin etmek i¢in AlphaFold’u kullanmustir. AlphaFold,
bilinmeyen kivrimlar1 dogru bir sekilde tahmin etme yetenegine sahiptir. AlphaFold'un daha yiiksek
dogruluk oram, proteinlerin yapilar1 arasindaki mesafe tahminlerinin dogrulugundan kaynaklanmaktadir
[75,76]. 2020 yilina gelindiginde yayinlanan bir diger ¢alisma olan AlphaFold 2 ise, dnceki ¢alismadan
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farkli olarak daha gelismis bir yapay zeka algoritmasi kullanmigtir. AlphaFold 2, proteinlerin {i¢ boyutlu
yapilarii daha dogru bir sekilde tahmin edebilmekte ve onceki ¢alismada karsilasilan bazi zorluklar:
asabilmektedir. AlphaFold 2’nin basarisi, daha once elde edilen diger yapisal verilerle
karsilastirildiginda %25 oraninda daha dogru sonucglar vermesiyle Olciilmiistiir. Bu teknoloji, ilag
tasarimm alanda biiyllk bir potansiyel sunmaktadir ve biyolojik sistemlerdeki protein yapisimin
anlagilmasina 6nemli katkilar saglamaktadir [77].

Protein-Protein Etkilesimlerinin Tahmininde Yapay Zeka Uygulamasi

Protein-protein etkilesimleri (PPIs) biyofiziksel kimyanin ¢ekirdegidir. Biyokimyasal siireleri
iceren biyolojik fonksiyonlarin ¢ogu, PPIs tarafindan yakindan kontrol edilmektedir [78-81]. PPIs pek
cok biyolojik aktivitede 6nemli olmakla birlikte, ayn1 zamanda c¢ok sayida hastalikla da dogrudan
iliskilidir [82]. Konvansiyonel hedeflerle (6rnegin, niikleer reseptorler, G-protein esli reseptorler
(GPCR'ler), iyon kanallari, kinaz vb.), hedef alami genisletmek ve kiiglik molekiillii ilaglarin
gelistirilmesine yardimci olmak i¢in PPIs’den yararlanmilmaktadir. Bu nedenle, PPIs arayiiz bolgesinin
ayrmtili bir sekilde anlagilmasi, protein fonksiyonunun agiklanmasina katkida bulunmasinin yani sira,
protein-protein kompleks yapilarina ve ilgili hastalik tedavisine dayali ilag tasarimu i¢in de kritik 6nem
tagimaktadir [83]. Bununla birlikte, PPIs i¢cin mevcut deneysel 6lgiim yontemlerinin yiiksek maliyet,
uzun zaman gereksinimleri, veri setinde yiiksek yanlis pozitif ve negatif oranlar gibi dezavantajlari
nedeniyle PPIs hakkinda bilgi ¢ok sinirli olmaktadir [84]. Bu nedenle, PPI arayiiz tahmini igin bir¢ok
hesaplama yontemi olusturulmustur [85,86].

Mevcut PPI tahmini, temel olarak yapilara ve dizilere dayali iki kategori igermektedir. Bunlarin
arasinda, ¢ogu PPI arabirimi korunakli oldugundan, protein sablon yapisina dayali yontem daha basit ve
daha giivenilir sonug vermektedir. Ornegin, Maheshwari ve ark., zayif homolog sablon yapisindan PPI
kalintilarmi tamimlamak igin kullanilabilen, sablon yapisina dayali eFindSitePPI tahmin y6ntemini
gelistirmislerdir [87]. Bu yontem hem deneysel protein yapisinda hem de silico ile lretilen protein
yapisinda yiiksek tahmin dogruluguna sahiptir. Etkilesen iki proteinin 3D yapilar1 bilindiginde, PPI
araylizii, tamamlayici prensibe dayali protein-protein kenetleme yontemleri kullanilarak tahmin
edilebilmektedir [41,88].

Yap1 tabanli tahmin algoritmalar1 dizi tabanli yontemlerden daha iyi performans gosterse de bu
yaklasim bilinen protein yapilarmin sayis1 ve kalitesiyle sinirhdir. Ornegin, su anda bilinen bakteri,
maya veya insandaki PPI'lerin %80'i hakkinda ¢ok az yapisal bilgi bulunmaktadir [89]. Protein dizisi
verilerindeki logaritmik biiyiime ile Al, dizi tabanli yontemler kullanarak PPI'leri tahmin etmede 6nemli
ilerleme kaydetmistir. 2016 yilinda Du ve ark., protein dizilerinden Fisher fraksiyonu ozelliklerini
cikarmak icin etkilesimli profil gizli Markov modellerini (ipHMM'ler) kullanmiglardir. Bununla birlikte,
ilk kez proteinlerin kalinti-kalint1 temas matrisini tahmin etmek amactyla bir DNN modeli olusturmak
icin, seyrek otomatik kodlayici (SAE) kullanilmistir. DL modelinin genel tahmin dogrulugu, geleneksel
ML modelinden %15 daha yiiksek olarak %80,82 olarak bulunmustur [85]. Bu gelismelerin ardindan,
Du ve ark. PPI'leri tahmin etmek i¢in DeepPPI adli bir DNN yontemi tasarlamiglardir. Bu yontemin
isleyisi Sekil 6’da verilmektedir. Bu yontemle katman katman soyut yontemle protein dizilerinden
yararl 6zellikleri otomatik olarak belirleyerek, protein dizilerinin 6zgiilligli 6grenilir hale gelmistir.
Sonug olarak bu yontemle, test veri setindeki dogruluk %92,50'ye kadar ¢ikmustir [90].

Daha sonra Zeng ve ark. onaylanmis protein komplekslerini 6ngérmek icin dizi yontemini
kullanan ‘Complex Contact’ web sunucusunu (http://raptorx2.uchicago.edu/ComplexContact/)
gelistirmistir. Sunucu 6nce proteinler arasindaki dizi homolojisini arastirmakta ve ardindan iki adede
kadar ¢oklu dizi hizalamas1 (MSA) olusturmaktadir. Bundan sonra, proteinler arasi temasi tahmin etmek
icin derin evrisimli sinir ag1 (ResNet) ve bununla birlikte evrimsel analiz yaklagimlar1 kullanilmaktadir
[91]. Bu yontem, protein dizisi homolojisi gereksinimini azaltmakta ve tahmin dogrulugunu 6nemli
Olciide artirmaktadir.

Son zamanlarda, Xie ve ark., PPI bolgesini tahmin etmek icin bir CNN Onermis ve pozitif
ornekleri iyilestirmek i¢in kalint1 baglama egilimi kullanmistir. Bu yontem ile iyilestirilmis veri setinde
elde edilen sonuglar %91.2 basar1 oranini gostermistir. Ayrica bu yontem, biiylik baglanma egilimi olan
numunelerde ¢ok daha iyi sonuglar vermistir. Bu yontem ayni zamanda, kalint1 atomlar1 arasindaki
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mesafe ile belirlenen pozitif 6rneklerde, oldukga biiylik bir oranda yanlis pozitif PPI bolgelerinin
varhigini ortaya koymustur [92].

Protein etkilesim Protein dizisi PIR
S— verilerini elde etme —_— verilerini elde etme -

; Pozitif Set PPI / Negatif Set PPI

!

S -
—_— Y —

Sekil 6. Protein-protein etkilesimleri tahmini igin derin sinir aglarinin ¢ergevesi [90]

Yapay Zeka ile Sanal Tarama Uygulamalari

Sanal tarama (VS), ilag¢ hedeflerine (genellikle proteinler) baglanan aktif kiigiik molekiilleri
tanimlamak amaciyla yapilan hesaplamali ila¢ tasariminin ana yontemlerinden biridir [93]. Bu amagla,
VS kacinilmaz olarak bilgisayar programlar1 kullanarak bilesiklerin genis kapsamli veri tabanlarii
degerlendirmektedir [94]. Tlag gelistirmenin ilk asamalarinda uygun olmayan iskeletler igeren bilesikleri
filtrelemek ve yeni hedefler bulmak i¢in etkili bir yontem olarak kullanilabildiginden, yiiksek maliyetli
ve diigiik basar1 oran1 gibi problemleri olan yiiksek verimli taramaya (HTS) yardimci1 olmak i¢in 6nemli
bir ara¢ haline gelmistir [49].

Sanal taramada ligand bazli sanal tarama (LBVS) ve yap1 bazli sanal tarama (SBVS) olmak tizere
baslica iki yontem kullanilmaktadir. LBVS, yiiksek biyoaktivitelere sahip diger ligandlari tahmin etmek
ve tanimlamak i¢in aktif ligandlar arasindaki kimyasal ve uzaysal benzerlikleri ve fizikokimyasal analizi
kullanan aktif ve inaktif ligandlarin deneysel verilerine dayanmaktadir. LBVS, 3D protein yapisal
bilgisine dayanmadigindan, bu yontem oncelikle hedef yap1 eksik oldugunda veya elde edilen yapisal
dogruluk diisiik oldugunda aktif ligandlarin tahmini i¢in kullanilmaktadir [95].

Geleneksel makine 6grenimi yontemlerinden olan RF, SVM, DT, KNN ve NB gibi ML
yontemleri, LBVS'de yaygin olarak kullanilmaktadir. Bu yontemler, 6ngdriilen hedef oranini basarili
bir sekilde iyilestirmekte ve yanlis hedef oranmin1 azaltmaktadir [96]. Bununla birlikte, kimyasal alandaki
aktif bilesiklerin seyrekligi (10%° teorik bilesik) ve smirli egitim seti, geleneksel ML'lerin LBVS'de
istenen basariya ulasma noktasinda bazi kisitlamalara sahip olmasina neden olmaktadir. Otomatik
cikarma ve katman katman Ogrenme oOzelliklerine sahip DL'min ortaya ¢ikisi, LBVS'nin daha da
gelistirilmesine olanak saglamistir [97].

Xiao ve ark. agik kaynakli TensorFlow programu ile biiyiikk verilerin bir DNN prototipini
olusturmus ve bunu kapsamli bilesik kitapliklarini taramak i¢in bir LBVS cihazi olarak kullanmiglardir.
2015’ten once PubChem'de 95 milyon antikanser hedef inhibitorii tarayan model, 2015’ten sonra
inhibitorlerin %50’sini yalmzca %0.01-%0.09’luk bir yanlis pozitif oramyla tamimlamms ve bu da
DNN'lerin LBVS'deki uygulama potansiyelini tam olarak gostermistir [98].
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SBVS genel olarak, hedefin {i¢ boyutlu yapisiin hesaplamali veya deneysel yontemlerle
aydinlatilmasindan sonra kullanilir. Bu yontem esas olarak olas1 aktif ligandlar ve baglanma yeri
kalintilar1 arasindaki etkilesimleri aragtirmak i¢in kullanilir ve genellikle LBVS yontemlerinden daha
iyi tahmin performansi gosterir [99]. Bununla birlikte, SBVS tabanli yontem, protein yapi sayisinda
tistel biiylime ve son derece karmagik protein konformasyonlar1 sorunuyla karsi karsiyadir. Problemi
¢Ozmenin anahtari, ligandlar ve hedefler arasindaki iliskiyi dogru bir sekilde tanmimlamaktir. Protein-
ligand baglanmasindaki ve yapisal verilerdeki artigla birlikte, SBVS nin daha da gelistirilmesi i¢in yeni
araclar saglayan Al teknolojisi kullanilarak protein-ligand etkilesimlerini tanimlamak miimkiindiir
[100]. SVM, Boosting ve RF gibi geleneksel makine &grenimi yontemleri, ligandlar ve hedefler
arasindaki molekiiler etkilesimlerin dogrusal olmayan etkilesimlerini agiklayabilmis ve SBVS'nin
sonuglarini iyilestirmek icin basariyla kullanilmigtir. Bir dizi protein-ligand baglanma afinite
smiflandiricisi da olusturulmustur [101].

Bu o6zelliklerin yan1 sira, geleneksel makine 6grenimi yontemleri, biiyiik 6l¢ekli uygulamalarin
elde edilmesini zorlastiran ve hatta 6zellik ¢ikarma siirecinde ilgili bilgilerin kaybolmasina yol acan
oldukca zahmetli manuel tanima ve Ozellik ¢ikarma sorununa sahiptir. DL yOntemlerinin ortaya
¢ikmasiyla bu sorun basarili bir sekilde ¢oziilmiistiir [102]

Pereira ve ark. ilk olarak 2016 yilinda SBVS'nin performansini iyilestirmek i¢in derin 6grenmeyi
kullanmis ve DeepVS adi verilen gelistirilmis bir SBVS yontemi olusturmak i¢in derin evrisimli sinir
aglar1 (DCNN) modelini kullanmiglardir. Bu yontem, molekiiler yerlestirmenin sonucunu DCNN’nin
girdisi olarak almakta ve temel verilerden bilesik atom tipi, atomik kismi yiik ve atomik mesafe gibi
ilgili 6zellikleri otomatik olarak 6grenebilmekte ve ¢ikarabilmektedir [103].

Ardindan Ferrero ve ekibi, Open Targets platformundan elde edilen gen-hastalik iliskisi verilerine
dayanarak terapotik hedeflerin belirlenmesi {izerine arastirma yapmustir. Bu ¢aligmada, belirli bir genin
bir ila¢ hedefi olma ihtimalini tahmin etmek i¢in makine 6grenimi modelleri, RF, SVM, NN ve Gradyan
Artirma Makinesi gibi yontemler kullanilmustir [104].

Donner ve ekibi ise, gen ekspresyon verilerinden olusan molekiillerdeki fonksiyonel gruplarin
yapisini tastyan ve bu molekiillere en benzer bilesikleri tespit etmek i¢in bir yontem gelistirmislerdir.
Bu yontem, derin 6grenme aglarimin avantajlarini kullanarak ve verilerin biitiinliigiinii koruyarak
bilesiklerin karsilastirilmasim saglamaktadir. Bu yontem, bilesiklerin yapisal olarak farkli olmasina
ragmen, paylasilan terapotik ve biyolojik hedefleri olan ilaglar1 belirleyebilmekte ve bdylece bilesikler
arasinda daha once bildirilmemis fonksiyonel iliskileri ortaya ¢ikarabilmektedir. DeepCodex adli bir
cevrimigi platformda kullanima sunulmus olan bu yontem, farkli yapisal 6zelliklere sahip bilesikler
arasinda bile paylasilan biyolojik hedefleri tespit ederek, bilesikler arasinda 6nceden bilinmeyen
fonksiyonel iligkileri ortaya ¢ikarabilmektedir [105,106].

Entegre Ag Tabanl Hiicresel Imzalar Kitapligi (LINCS, Library of Integrated Network-Based
Cellular Signatures), gen ekspresyonu, protein aktivasyonu ve kimyasal bilesiklerin hiicreler tizerindeki
etkileri gibi biyolojik siireclerin genis bir yelpazesini kapsayan biiylik dlcekli bir veritabanidir. Bu
veritabani, ila¢ tasarimi ve hastalik mekanizmalariin anlagilmasi gibi bir¢ok farkli arastirma alaninda
kullanilmaktadir [107]. Xie ve ark., LINCS’min L1000 veritabamindaki transkriptom verilerini
kullanarak ilag-hedef etkilegsimlerini 6ngérmek icin bir derin &grenme yontemi ile bir caligma
gerceklestirmislerdir. Elde edilen sonuclar, yontemin dogrulugunun %98 oraninda oldugunu
bildirmislerdir. Ayrica bu ¢alisma, dnceden toplanan verilerin derin 6grenme yaklagimlariyla yeniden
kullanilmasinin ilaglarin tasarlanmasindaki 6nemini ortaya koymustur [108,109].

Ayrica, Skalic ve ark. biiyiikk 6lgekli aktif ve inaktif bilesikleri siniflandirabilen ve GPU
hizlandirmasii gergeklestirebilen BindScope adli bir web uygulamasi olusturmak icin DCNN modelini
kullanmaktadir. Program, kullanicilarin ayni anda yiizlerce bilesigi goriintiillemesine ve sonuglar
etkilesimli olarak gorsellestirmesine olanak tamimaktadir. BindScop uygulamasiyla ilgili 6rnek bir
calisma Sekil 7°de verilmektedir [110].

Son zamanlarda, Mendolia ve ark. ICso degerlerini kullanarak Cyclin-Dependent Kinaz 1 (CDK1)
protein hedefine kars1 aday bilesiklerin biyolojik aktivitesini tahmin etmek i¢in molekiiler parmak izleri
tizerinde egitilmis yeni bir CNN yontemini sunmus ve bu ¢alisma igin teknik gelistirmiglerdir. Bunlar;
tek parmak izleri smiflandiricilar, 6nemli birlestirmeler i¢in 1D ve 2D CNN smiflandiricilary, 1D CNN
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smiflandiricilarina dayal bir siniflandirma ve VS’deki her farkli parmak izi tipinin ¢iktisini derin sinir
agina dayali olarak smiflandiran tekniklerdir [111].
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Sekil 7. BindScope web uygulamasindaki 6rnek ¢aligma [110]; A. Reseptor basina AUC degeri 5 kat
capraz validasyon kullanilarak degerlendirilmesi. B. Kenetlenmis pozun, hangi ligand alanlarinin
olumlu katkida bulundugunu gosteren karsilik gelen ayrimci lokalizasyon haritasi ile gorsellestirilmesi

Kantitatif Yapi-Aktivite Tliskisinde Yapay Zeka Uygulamasi

Kantitatif yapi-aktivite iligkisi (QSAR), fizikokimyasal 6zellikler, kimyasal yap1 ve biyolojik
aktiviteler arasindaki kantitatif haritalama iligkisini olusturmak i¢in matematiksel yontemler
kullanmaktadir [112-114]. Bu iliskiler kurulduktan sonra, yapisal olarak ¢esitli molekiiler veri tabanini
otomatik olarak taramak ve ardindan laboratuvarda sentez ve analiz i¢in en umut verici bilesikleri
secmek kolaylasmaktadir. Boylece, deneysel kaynaklardan biiylik Ol¢lide tasarruf edilebilmekte,
deneyin basarisizlik orani diisiiriilebilmekte, istenen dzelliklerde yeni molekiillerin gelistirme stireci de
hizlandirilabilmektedir. QSAR yontemi temel olarak veri toplama ve On isleme, molekiiler
tanimlayicilarin iiretimi ve se¢imi, matematiksel bir modelin olusturulmasi, model degerlendirme ve
yorumlama ile model uygulamasini igermektedir. Bu uygulamanin is akis1 Sekil 8’de verilmektedir.

Yapay zeka, kimyasal yapi ile biyolojik aktivite arasindaki iligkinin saglam bir modelini etkili bir
sekilde olusturabildiginden, QSAR aragtirmasinin 6nemli bir pargasi haline gelmistir. 1990 gibi erken
bir tarihte, Aoyama ve ark. sinir aglarin1 (NN'ler) QSAR analizinde kullanilmistir [115]. Daha sonra,
RF, Boosting, GP, KNN, DL, Cubist ve SVM gibi ¢esitli gelenecksel ML yontemleri de QSAR
modellerini olusturmak i¢in yaygin olarak kullanilmigtir [116,117].
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Sekil 8. QSAR modellemesinin is akisi

Veri kiimelerindeki siirekli artisla birlikte, QSAR modeli giderek daha karmasik hale gelmekte
ve geleneksel makine O6greniminde kullanilan sig sinir agi yonteminin biiyiik veri kiimelerinin
ihtiyaclarim karsilamasi zorlagsmigtir. DL'nin ortaya ¢ikisi, biiylik veri kiimeleri sorununu ¢ézmek igin
yeni bir yol saglamistir. 2012'de Dahl'in ekibi, ¢ok gorevli DNN'ler, Gauss siireci regresyonu (GPR) ve
gradyan destekli makinelerden (GBM'ler) olusan entegre bir model kullanarak 2012 Merck Kaggle
Molecular Activity Challenge't kazanmustir [61]. Bu ¢alismayla, bilesik aktiviteyi tahmin etmede yeni
bir donem baslatan biiyiik bir veri setinde QSAR problemini ¢6zmek i¢in DL ilk kez kullanilmistir. 2014
yilinda Dahl ve ark., bir bilesigin biyolojik ve kimyasal 6zelliklerini molekiiler yapisindan dogrudan
tahmin edebilen ¢ok gorevli bir DNN gelistirmistir [118]. Bu ¢aligmalara kadar Merck, DNN'leri ve
RF'yi karsilastirmak i¢in birgok QSAR veri seti kullanmis ve 15 adet veri setinen 11 veri seti, DNN'lerde
rastgele ormana gore daha iyi performans gosterirken, ikinci degerlendirmede, zamana dayali bélme
stratejisiyle 15 veri setinin 13°ti DNN'lerde rastgele ormana gore daha iyi performans gostermistir [61].

Cok gorevli QSAR modelleri, bilesikleri biyolojik etkilerinin yan1 sira deneysel bilgilere dayali
olarak kategorize edebilmektedir. Tenorio-Borroto ve ark., YSA temelinde ¢ok gorevli bir QSAR
modeli gelistirmiglerdir. Bu modelleme, ¢ogullama deneylerinden elde edilen veri setini %92'lik bir
hassasiyetle siniflandirmgtir [119].

Ilerleyen siiregte, kimyasallarin immiinotoksisitesini 6ngérmek amaciyla, yeni ¢ok gérevli
QSAR-ANN modellerini olusturmak i¢in birka¢ tanimlayicinin kullanilmasiyla ilgili c¢aligmalar
yuritiilmistiir [120]. Ayrica bu modelleme yontemiyle, TMC-207, Sudoterb, Delamanid gibi giivenli
antibakteriyel ilaglarin bulunmasina yonelik ilk ¢alisgma Speck-Planche ve ark. tarafindan yapilmustir.
Bu modelleme ile elde edilen ilaglar, Mycobacterium spp. iizerindeki antibakteriyel aktiviteleri umut
vericidir [121]. QSAR-ANN modeli hem egitim hem de 6ngorii setleri igin kesinligi yiiksek ongorii
sonuclar1 elde etmistir. Ayn1 program ve kavramsal siire¢ takip edilerek, degisik elverisli ¢coklu gorev
QSAR modelleri geligtirilmistir [119,121,122].

Ramsundar ve ark. ¢oklu gorev siiflandirma ikilemindeki gorev sayisinin etkisine odaklanmistir.
Yaptiklar1 ¢aligmada, 200'den fazla hedef (agirlikli olarak proteinler) ve 1.6 milyon bilesik igin
genisletilmis baglant1 parmak izleri (ECFP) olarak tanimlanan 37.8 milyon deneysel veri noktas1 bir
araya getirilmistir [123]. Boylelikle, ¢oklu gorev agi, RF, lojistik regresyon ve tek gorevli sinir aglarini
geride birakmustir.

Daha sonra Xu ve ark. ¢ok gorevli bir DNN'ye aktarilan bir gorevin, egitim siireci sirasinda ek
QSAR gorevlerinden bilgileri "6diing alabilecegini" gozlemlemistir. Cesitli caligmalar, yiiksek
yorumlamali QSAR modelleri gelistirmede DNN'lerin geleneksel makine 6grenimi tekniklerine gore
gelistirilmis performansini gostermistir [124].
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Yakin zamanda ise Zhao ve ark., modelleri ayr1 ayri olusturmak yerine, ¢ok sayida benzer
biyolojik hedefi bir arada diisiinerek QSAR modellerini olusturmustur. Ayrica (¢ok gorevli 6grenme)
MTL tabanli modelin (tek gorevli 6grenme) STL tabanli modellerden daha yiiksek performans
gosterdigi sonucuna ulagmislardir. Birden ¢ok gorev {izerinde paylasilan bilgilerin kullanilmasina bagli
olarak, MTL modelleri, temel modellerin diisiik dogruluga sahip oldugu durumlarda daha da belirgin
basar1 performansina sahip olmustur. MTL modellerinin Ustinliigli, %5'lik anlamlilik diizeyi ile
Student's T testi tarafindan da desteklenmistir [125].

ADME/T Farmakokinetik Ozelliklerin Tahmininde Yapay Zeka Uygulamasi

flag tasarlama ve gelistirme siirecinde, hedef veya &ncii bilesikler elde edildikten sonra, bu
bilesiklerin farmakokinetik ozellikleri (absorpsiyon, dagilim, metabolizma ve atilim) ve toksisitesi
(ADME/T) tizerinde bir dizi test ve degerlendirmeler yapilmaktadir [126].

Son yillarda, milyonlarca aktif bilesik kesfedilmig olmasina ragmen, FDA tarafindan onaylanan
yeni ilag molekiilii sayis1 ¢ok kisitli kalmaktadir. Bunun baslica nedeni, bu aktif bilesiklerin ADME/T
ozelliklerinin ilag olmak igin gereken standartlari karsilamamasidir [127,128]. Raporlara gore, yan
etkilerin ve diisiik etkinin yam sira; bazi ticari nedenlerle birlikte farmakokinetik 6zelliklerin yetersizligi
(%39) ve klinik 6ncesi toksisite (%11) ilag gelistirme basarisizliginin ana nedenlerindendir [129]. Bu
nedenle, oncii bilesiklerin ADME/T 6zelliklerinin erken degerlendirilmesi ve optimizasyonu, iiretim
verimliligini ve ilag gelistirmenin basar1 oramini artirmada onemli bir rol oynamaktadir. Bununla
birlikte, ilaglarin neden oldugu yan etkileri inceleyen in vivo toksikolojik deneyler en 6nemli standartlari
olusturmasina ragmen, uzun zaman almasi, bircok hayvan kullanilmasi ve yiiksek maliyet gibi
nedenlerden dolay1 bilgisayar destekli ADME/T tahmini, zamanla ila¢ tasarimu i¢in tercih edilen bir
yontem olmustur [130]. Siireg i¢erisinde, ADME/T 6zelliklerini tahmin etmek i¢in ¢ok sayida model
tanmmlanmustir [131]. Bu modellerle birlikte bilgisayar tabanli araglarin biiyiik 6l¢ekli kullaniminin ilag
gelistirme maliyetini %50 azaltabilecegi one stirilmiistiir [132].

ADME/T i¢in 1930’Iu yillardan 1990 ve hatta 2000°li yillarin baslarina kadar aktif olarak basit
¢oklu dogrusal regrasyon yontemleri, LFER (linear free energy relationship), QSPR (Quantitative
structure property relationship), HTS, GSE (general solubility equation) ydontem ve hesaplamalari
kullanilirken giiniimiizde daha kesin sonuglar veren programlarin gelismesiyle yerini daha gelismis
yontemlere birakmustir [127].

Bu calismalardan biri olan ALOGPS, ila¢ tasarimi (ADME/T ve HTS) ve g¢evre kimyasi
calismalarinda kullanilan bir programdir ve bilesiklerin logP, suda c¢oziiniirlik ve pKa degerleri
hakkinda ongoriiler saglamaktadir. ALOGPS 2.1 siiriimii, 6zellikle ila¢ tasarmmi calismalarinda
kullanilmak {izere tasarlanmistir ve 1-oktanol/su i¢indeki partisyon katsayilari, logP ve sulu ¢oziiniirliik
gibi 6zellikleri tahmin etmektedir. ALOGPS'un 6ne ¢ikan énemli 6zelligi, kullanici tarafindan saglanan
yeni verileri birlestirme yetenegine sahip olmasidir. Bu 6zellik, ANN’nin kendi kendine 6grenme
ozelligi sayesinde miimkiin olmaktadir. Bu nedenle, ALOGPS, ila¢ tasarimi ve cevre kimyasi
calismalarinda Onemli bir aractir ve yeni verilerin eklenmesiyle daha dogru Ongoriiler
saglayabilmektedir [133].

ADME/T tahmin modelini olusturmak i¢cin SVM, GP, RF ve NB dahil olmak {iizere bazi
geleneksel ML algoritmalar1 kullanilmustir [134-137] Ardindan, giiglii genelleme ve 6zellik ¢gikarma
yetenegi nedeniyle DL, ADME/T tahmin modelleri olusturmak i¢in kullanilmistir. 2013 yilinda, Lusci
ve ark. ilk dnce molekiiler yapiy1 kodlamak igin yeni bir yonlendirilmemis grafik tekrarlayan sinir ag
(UG-RNN) yontemini kullanmis ve bu yontemle kimyasal yapilar grafige doniistiiriilmistiir. Bu yontem,
otomatik 6grenmeyi gergeklestiren DL ag yapisina dayali bilesiklerin suda ¢oziniirliigiinii etkili bir
sekilde tahmin etmek i¢in kullannuglardir [138].

Amerika Birlesik Devletleri federal kurumlar1 (Cevre Koruma Ajanst (EPA), FDA ve Ulusal
Saglik Enstitiileri (NIH)) tarafindan baslatilan veri yarigsmasinda, 21. Yiizyilda Toksisite Testi (Tox21)
girisimi, en biiyiik ¢alisma olarak kabul edilmistir. Tox21 girisiminde, kimyasallarin insan sagligi
tizerindeki toksisite etkisini tahmin etmek, in vivo ve in vitro deneylerin sayisini azaltmak i¢in daha
etkili ve zaman kazandiran yontemler gelistirilmesi amaglanmistir [139]. 2014 yilinda yapilan Tox21
yarigmasinda, Mayr ve ark., DL teknolojisini bilesiklerin toksisite tahminine uygulamis ve DeepTox
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adli, diger yarigmacilardan daha basarili bulunan, ¢ok goérevli bir DNN modeli gelistirmistir. Sonug,
DL'nin toksisite tahmini agisindan geleneksel yontemlerden iistiin oldugunu gostermistir [62].

2015 yilma gelindiginde ise Clark ve ark., ML tarafindan olusturulan, ADME/T tahmin
modellerinin kullaniglihgini gelistirmek i¢in NB'yi kullanan bir yazilim modiilii olusturulmustur.
Modiil, Kimyasal Gelistirme Kiti (CDK) projesinde acik kaynakli bir bilesen olarak piyasaya siiriilmiis
ve ADME/T, in vivo ve in vitro biyolojik aktiviteler, fizikokimyasal 6zelikler ve diger amaglar i¢in bir
dizi NB modeli olusturabilen CDD Vault (Costumer Due Diligence) ve gesitli mobil uygulamalarda
uygulanmustir [140].

Yine bu yilda en yeni derin 6grenme cercevesi olan Yinelemeli lyilestirme Uzun Kisa Siireli
Bellek (IterRefLSTM), grafik evrisimli bir sinir agiyla entegre edilmistir ve bu prototipleri, iliskili ancak
ayr1 gorevler arasinda bilgi aktararak egitmek igin gelistirilmistir. Bu ¢alisma, Tox21 ve veri tarama ve
degerlendirme icin kullanilan SIDER koleksiyonlarmnin aralikli alt kiimelerinde egitilen prototiplerin
performansini énemli 6l¢iide artirmig ve sonug olarak; genellikle daha az girdi verisiyle kaybedilen
bilgileri geri kazandirmugtir [141].

Ardindan, Hughes ve ark. 702 adet epoksidasyon reaksiyon verisi ve DCNN’leri kullanarak
epoksidasyon bolgesini dogru bir sekilde tahmin etmek i¢in bir model olusturmustur. Model, yiizlerce
epoksidasyon reaksiyonunu kantitatif olarak birlestirmis ve epokside edilmis ve epokside olmayan
molekiiller i¢in sirasiyla %94.9’a kadar bir AUC ve %79.3’e kadar bir AUC ile atomik ve molekiiler
seviyelerde epoksidasyon bolgesi (SOE) tahminlerine ulasilmigtir. Epokside metabolitler, genellikle ilag
toksisitesinin 6nde gelen nedeni oldugundan, epoksidasyon bdlgesinin (SOE) dogru tahmini, daha
givenli ilaglar elde etmek igin metabolit olusumu riskini etkili bir sekilde azaltabilmektedir [142].

Ayrica, Xu ve ark. 475 adet ilag bazinda DL, DILI (Drug Induced Liver Injury) olarak
adlandirilan, ilaca bagli bir karaciger hasari tahmini modeli olusturmak igin UG-RNN molekiiler
kodlama yontemini dikotomi ile birlestirmistir. Sonuglar, UG-RNN molekiiler kodlamay1 diktomi ile
birlestirmenin, ilaglarin DILI riskini tahmin etmek i¢in daha dogru sonuglar verdigini géstermistir. Bu
calisma, ilaglarin DILI riskini tahmin etmek i¢in yeni bir yontem sunmakla birlikte ila¢ gelistirme
stirecinde 6nemli bir rol oynamaktadir [143].

lorio ve ark. tarafindan yapilan ¢alismada da, kanser hiicrelerindeki gen mutasyon profilleri ve
ekspresyon seviyeleri gibi faktorler gz oniinde bulundurularak, ila¢ molekiillerinin ICso’sini tahmin
etmek icin elastik ag modelleri kullanilmustir. Bu ¢alismada, elde edilen verilerin pratikteki sonuglarla
dogrulandigi bildirilmistir [144]. Corte’s-Ciriano ve ark. da ayni veri setini RF modellemelerini, ilag
molekiillerinin IC50'sini tahmin etmek kullanmuslardir. Bu calismada, her bir tahminde istatistiksel
gliven Olgiisiine bagh olarak 6ngorii performansinin iyilestirilebilecegi gosterilmistir [145]. Her iki
calisma da ilaglarin etkililigini tahmin etmek i¢in makine 6grenmesi yontemlerini kullanmustir. Elastik
ag modelleri ve RF modeli, ilag gelistirme siirecinde 6nemli bir rol oynayabilmekte ve ilaglarin
etkililigini tahmin etmek i¢in yeni bir yaklagim sunmaktadir.

Yine NB modelinin bir 6rnegi olarak, PASS Online, farmakolojik etkiler, etki mekanizmalari,
toksik ve yan etkiler dahil olmak iizere 4000°den fazla biyolojik aktivite tiiriinii tahmin etmek icin
kullanilan bir programdir [146]. Bu program, bilesigin yapisal formiiliine dayanarak, farmakolojik
etkiler, etki mekanizmalari, toksik ve yan etkiler gibi bir¢ok biyolojik aktiviteyi ongdrebilmektedir.
DRABAL adl etiket siniflandirma yontemi ise Bayes agimin yap1 6grenmesini kullanarak, 400.000°den
fazla bilesigin 1.4 milyondan fazla etkilesimini analiz edebilmekte ve PubChem BioAssay veri
tabanindan bes biiylik HTS testi arasindaki mevcut iliskileri inceleyebilmektedir. Bu yontemler,
bilgisayarda tasarlanan bilesiklerin biyolojik aktivitelerinin ongdriillmesinde kullanilmakta ve ilag
tasarimi stirecinde onemli bir rol oynamaktadir [147].

Uygun molekiiler tammlayicilarin DL'nin ADME/T veri kiimelerinde diger geleneksel makine
O0grenimi yontemlerine gore herhangi bir iyilestirme saglayip saglamadigim degerlendirmek icin
Korotcov ve ark., FCFP6 (FingerCode Print 6) parmak izlerini kullanarak farkli hesaplama yontemlerini
karsilastirmak icin farmasotik arastirmayla ilgili karmasik uc¢ noktalara sahip sekiz farkli ikili
simiflandirma veri seti se¢mistir. Dikkat cekici bir sekilde, farkli 6lglimler veya veri kiimeleri igin
siralanmis puanlara dayali olarak, DNN en iyi performansi sergilemistir ve bu da DL'nin karmasik veri
kiimeleriyle basa ¢ikma konusundaki giiclii yetenegini gostermektedir [148].
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Pande ekibi ise, dort farmasotik veri grubu (Kinase, Kaggle, Factors ve UV veri seti
koleksiyonlar1) iizerinde, RF teknikleri iizerindeki cok gorevli derin aglarinin dstiinliigiini ve
dayanikliligin1 da bildirmistir. Boylelikle toksisiteyi tahmin etmek i¢in derin 6grenmenin basarist ve
diger ilag tasarim ve gelistirme girigimi alanlarindaki bagari, biiyiik 6lgtide girdi verilerinin kalitesine ve
miktarina baglanmustir [149].

Cok fazla veri noktasindan anlamli kimyasal bilgiler ¢ikarmak i¢in Altae-Tran ve ark., aralikli
veri igeren gorevler igin iyilestirilmis tahmin giicii saglamak igin "tek adimda 6grenme" yontemini
gelistirmistir [150].

Li ve ark. ise insan sitokrom P450 (CYP450) izoformlarimin eszamanli inhibisyonu i¢in ¢ok
gorevli bir model gelistirmis ve ¢oklu goérev modelinin, tek gérev modellerinden, daha 6nce agiklanan
smiflandiricilardan ve ortalama bes tasarlama gorevinde geleneksel makine 6grenimi yontemlerinden
daha iyi 6ngorii sonuglar: sundugunu goéstermiglerdir. Onlarin goklu gérev DNN modeli, on katli gapraz
dogrulama i¢in %86,4 ve harici test veri setleri igin %88.7 ortalama 6ngorii dogrulugu sunmustur [151].

flerleyen zamanlarda, Wenzel ve ark., DNN modellerini kullanarak, metabolik kararsizlik
gosteren indol-3-karboksamid veya azaindol bagli bir seri insan renin inhibitérii bilegigin deneysel ve
tahmin edilen verileri iligskilendirmistir. Deneysel ve tahmin edilen veriler arasinda iyi bir korelasyon
bildirilmistir. Ayrica, goklu gorev modeli tek gorev modelinden daha iyi sonuglar vermistir [152].

Giiniimiize kadar gelistirilmis Al destekli bu yontemlerle hesaplama giigleri gelistirilerek daha
kisa siirede sonug verecek sekilde ¢alismalara devam edilmektedir.

Ilaclarin Yeniden Hedeflendirilmesinde Yapay Zeka Uygulamast

[lacin yeniden konumlandirilmasi olarak da bilinen ilacin yeniden hedeflendirilmesi, onaylanmig
ilaglardan yeni endikasyonlarin kesfedilmesi siireci olarak tanimlanmaktadir. Onaylanmis ilaglar i¢in
mevcut bulunuyor olusu ve bilinen giivenlik nedeniyle yeni endikasyonlarin incelenmesi, ilacin yeniden
kullanimiyla birlikte, ilag giivenligi ile ilgili sorunlarin riskini de etkili bir sekilde azaltabilmektedir
[153].

Ilag-hedef etkilesimi (DTI) tamimlamasi, ila¢ tasarimi ve ilacin yeniden hedeflendirilmesinde
onemli bir rol almaktadir. Bununla birlikte, ilacin yeniden kullanim analizine iliskin ¢ok az veri vardir
ve ¢esitli biyoanaliz teknikleri, biiyilik 6l¢ekli DTI'lerin gereksinimlerini karsilayamamaktadir. Boylece,
DTT'leri hesaplamal1 yontemlerle tahmin etmek 6nemli bir arastirma konusu haline gelmistir. Ligand ve
yapi bazli yontemler, en yaygin kullanilan iki geleneksel hesaplamali DTI tahmin yontemidir [154].

Yapisal olarak benzer molekiillerin benzer biyolojik aktivitelere sahip oldugu varsayimina
dayanan ligand bazli yontemler, hedef molekiillerin biyolojik aktivitelerini tahmin etmek icin QSAR"1
uygulamaktadir [155]. Yap1 bazli yontemler, hedefin kristal yapisina gore kiigiik molekiilleri taramak
icin temel olarak molekiiler yerlestirmeyi kullanmaktadir [156].

Sinirli sayida bilinen hedef aktif molekiil ve hedef proteinlerin ii¢ boyutlu yapisi nedeniyle, bu iki
geleneksel hesaplama yontemi biiyiik ol¢lide yetersiz kalmaktadir. Son yillarda, siirekli deneysel veri
birikimi ve Al'nin heterojen verileri islemedeki iistiin performansi yardimiyla, DTI'leri tahmin etmek
i¢in birgok ML yontemi uygulanmustir [154,157-159]. En sik kullanilan makine 6grenimi modelleri, RF,
SVM ve ANN gibi ikili siniflandiricilardir. DL yontemleri de yiiksek performanslart ve ¢ok soyut veri
temsilini 6grenme yetenekleri nedeniyle ¢ok daha fazla dikkat ¢ekmistir [160-162].

Mayr ve ark., ChEMBL gibi biiyiikk olgekli bir ilag tasarim veri seti lizerinde birkag DL
yonteminin performansini degerlendirmis ve sonuglari, ilag hedefleri tahmini i¢in diger geleneksel ML
yontemleri ile karsilastirmustir. Tleri yonlii DNNs (FNNS) tiim rakip yontemlerden 6nemli lgiide daha
iyi performans gosterdigini ve belirli bir hedefi tahmin etme performansinin in vitro analizlerle
kiyaslanabilen, hatta daha iyi oldugu bulunmuslardir [65].

Wen ve ark., ilk kez 2017 yilinda DL’yi DTI tahminine uygulayan DeepDTIs adli bir yontem
gelistirmistir. Hedefleri siniflandirmadan FDA onayli ilaglar ve hedefler arasindaki yeni DTI’lar1 dogru
bir sekilde tahmin etmek icin DBN'yi (deep-belief network) kullanmiglardir. Ayrica DrugBank veri
tabanmindan ¢ikarilan harici deneysel DTI verilerini test etmis, uzaydaki tiim olast DTI'lar1 bagariyla
tahmin etmis ve en olas1 10 adet DTI literatiirde dogrulanmustir [163].
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Sekil 9. DTINet tarafindan 6ngdriilen ilag-hedef etkilesimlerinin ag gorsellestirmesi (en iyi 150
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tahmini igeren genel ilag-hedef etkilesim aginin gorsellestirilmesi) [164]; a. Hedef ve ilaglar sirasiyla

mor daireler ve sar1 kutular halinde gosterilmektedir. b. Literatiirde bilinen deneysel veya klinik

kamitlarla desteklenebilecek yeni DTI tahminlerinin gesitli érneklerinin ag gorsellestirmesidir. Ilaglar

sar1 kutularda gosterilmekte, etkilesime giren hedeflerinin farkl aileleri farkli renklerde daireler
halinde gosterilmektedir. Ikisinde de, bilinen ilag-hedef etkilesimleri gri, yeni tahmin edilen
etkilesimler ise kirmizi ¢izgilerle gosterilmektedir

Heterojen veri kaynaklarmin (ilaglar ve hastaliklar arasindaki iliski gibi) entegre edilmesi de DTI
tahmininin dogrulugunun gelistirilmesine katkida bulunabilmektedir. Bu iliskiye dayanarak, Luo ve
ark., heterojen aglardan yeni DTI’lar1 tahmin etmek igin DTINet adli bir hesaplama siireci
olusturmustur. DTINet tarafindan 6ngoriilen ilac-hedef etkilesimlerinin ag gorsellestirmesi Sekil 9°da
verilmektedir. DTINet tarafindan tahmin edilen {i¢ ilag ile siklo-oksijenaz (COX) proteini arasindaki
yeni etkilesim, DTI'lerin nispeten gii¢lii bir tahmin performansi gosteren deneylerle de dogrulanmstir

[164].

CRISPR/Cas9, gen inaktivasyonu, aktivasyonu, mutasyonu ve kromozom yeniden diizenlemeleri
gibi bir¢ok genomik mithendislik igslemi i¢in kullanilabilen ¢ok yonli bir aragtir [165]. Biyoteknoloji
uzmani Christof Fellmann, CRISPR-Cas’in hedef molekiilleri tanimlamaya yardimci olmasinin, ilag
tasariminda biiylik bir etkiye sahip olabilecegini belirtmistir. Bu teknoloji, hastaliklara neden olan veya
engelleyen genleri ve proteinleri tanimlayarak, potansiyel ilaglar i¢in hedeflerin belirlenmesine yardimc1
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olabilmektedir. Ayrica, CRISPR-Cas, hastaliklar1 taklit eden hiicresel ve hayvan modellerinin
olusturulmasini kolaylastirarak, ilaglarin giivenligi ve etkinligi hakkinda daha dogru sonuglar elde
edilmesine olanak saglamaktadir. Bu sayede, klinik c¢alismalarda daha iyi Ongoriiciiler
olusturulabilmekte ve ilaglarin gelistirilmesi siireci hizlandirilabilmektedir [166].

Molekiil Transformatorii-ilag Hedef Etkilesimi (MT-DTI) adli derin dgrenme tabanli bir ilag-
hedef etkilesim modeli kullanilarak, SARS-CoV-2'nin viral proteinleri lizerinde etkili olabilecek ticari
olarak kullanilan mevcut ilaglar aragtirilmistir. Sonuglar, HIV tedavisinde kullanilan antiretroviral ilag
olan Atazanavirin'in SARS-CoV-2 3C benzeri proteinaz karsi en etkili kimyasal bilesik oldugunu
gostermistir. Bununla birlikte Atazanavir’in, Remdesivir, Efavirenz, Ritonavir ve Dolutegravir gibi
diger ilaglardan daha yiiksek bir inhibitor potensine sahip oldugu bildirilmistir [167]. Bu ¢alisma, farkli
bir viral enfeksiyonun tedavisinde kullanilan antiretroviralin bagka bir viral enfeksiyondaki etkinligini
ortaya koymasi agisindan énemlidir ve MT-DTI modelinin ilag tasarimi siirecinde kullaniminin faydali
olabilecegini géstermektedir.

De novo Ila¢ Tasariminda Yapay Zeka Uygulamast

De novo ilag tasarmmi, reseptoriin 3 boyutlu yapisi kullanarak ilgilenilen hedef i¢in beklenen
aktiviteye sahip yeni kimyasal yapilar elde etmek i¢in molekiiler tasarim ve degerlendirme amaciyla
bilgisayar1 kullanan algoritmalara dayali bir yontemdir. Yeni kimyasal yapilarin biyolojik aktivitesini,
ilag metabolizmasini ve farmakokinetik (DMPK) 6zelliklerini, sentez i¢in uygun kosullar1 ve sentezin
uygulanabilirligini ngérmesi beklenmektedir [168].

I1k de novo ilag tasariminda, baglama ceplerini hedeflemek icin sterik ve elektronik olarak uygun
olan ligandlar1 gelistirmek amaciyla yapi bazli bir yontem kullanilmistir. Bu yontemle tasarlanan
bilesikler genellikle zayif DMPK 6zelliklerine sahiptir ve sentezlenmesi zordur [169]. Buna karsilik,
ligand bazli yontem, kimyasal yapilarin biiyiik bir veri tabamimi olusturmak i¢in kullanilmaktadir.
Molekiiliin kimyasal alanmi aragtirmak i¢in DMPK o&zelliklerini, sentez fizibilitesini, biyolojik
aktiviteyi ve hedef yapisi benzerligini dikkate alan bir skor fonksiyonu kullamlmaktadir. Boylece
sentetik olarak uygulanabilir birgok molekiil elde edilebilmektedir [170].

Ikinci yontemdeki amag ise, arastirmacilarm mesleki bilgilerine dayali olarak hedef yapisi
analoglar1 tasarlamak olmustur. Yeni molekiiller, sentez veya reaksiyon kurallar1 kullanilarak giivenilir
ve verimli bir sekilde tasarlanabilmesine ragmen, bu tasarimlar genellikle laboratuvar ortamindaki
uygulanabilirlik ve reaksiyonlarin zorlu dogasi nedeniyle sinirlidir [171].

Ukiincii yontemde de amag, uygun dngoriide aktivite bolgesini, karsilik gelen molekiiler yapiya
eslemeyi amaglayan ters QSAR fikrini benimsemektir. Bu yontem nispeten zordur, ¢iinkii segilen
molekiiler tanimlayicilarin yalnizca bir ileri QSAR tahmin modelinin olusturulmast igin degil, aym
zamanda bir molekiiler yapiya doniisiim igin de uygulanabilir olmasini gerektirmektedir [172].

Yeni ila¢ tasariminin mevcut zorluklarmin iyilestirilmesinde, giliglii genelleme ve &grenme
yetenekleriyle DL yaklasimi, bazi beklenen 6zelliklere sahip yeni kimyasal yapilar1 otomatik olarak
olusturmak i¢in kullanilmistir. Olivecrona ve ark. de novo ilag tasarimu i¢in dizi bazli bir optimizasyon
yontemi kullanmis ve dngoriilen aktiviteye sahip bilesikler olusturmak {izere ChEMBL veri tabaninda
onceden egitilmis RNN'de ince ayar yapmak i¢in pekistirmeli 6grenmeyi (RL) benimsemistir. Model,
dopamin tip 2 reseptdrii i¢cin aktif bilesiklerin olusumunu tahmin etmek i¢in kullanildiginda, model
tarafindan tahmin edilen bilesiklerin %95'inden fazlasinin aktif oldugu bildirilmistir [173].

Kadurin ve ark. druGAN adu verilen, istenen molekiiler dzelliklere sahip yeni molekiillerin novo
tasarim icin gelismis bir iiretken karsit otokodlayict (AAE) modeli 6nermistir. Bu yontem, molekiiler
parmak izlerinin ayarlanabilirligi a¢isindan varyasyonel otomatik kodlayict VAE'den acikga iistiindiir
ve derin liretken modeli kullanarak spesifik anti kanser 6zelliklerine sahip yeni molekiiller gelistirme
yetenegini ve verimliligini 6nemli Olgiide artiran biiyiikk molekiiler veri setlerini isleme yetenegine
sahiptir [174].

Gomez-Bombarelli ve ark. ise molekiillerin farkli tasarimini ¢ok boyutlu siirekli bir tasarima
doniistiirmek icin bir teknik bildirmistir. Amaglanan 6zelliklere sahip yeni bilesikleri otomatik olarak
olusturmak icin ¢ok katmanli bir algilayici (MLP) ve varyasyonel otomatik kodlayict (VAE) entegre
etmiglerdir. Bu DNN, bir kod ¢6ziicii, bir kodlayici ve bir tahmin ediciden olusmaktadir. Kodlayici,
farkl basitlestirilmis molekiiler giris hatt1 girig sistemi olan SMILES (Simplified Molecular Input Line
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Entry System) dizisini gizli uzayda siirekli bir vektore doniistirmekte ve kod ¢oziicii bu vektorleri
tekrardan farkli SMILES dizisine doniistiirmektedir [175].

Zhavoronkov ve ark. gelistirdigi Generative Tensorial Reinforcement Learning (GENTRL)
modeli de novo kiigiik molekiil tasarimi i¢in kullanilan bir derin 6grenme modelidir. Bu model, sentetik
fizibilite, yenilik ve biyolojik aktiviteyi optimize ederek kullamlmaktadir. Bu modeli kullanarak
aragtirmacilar, fibroz ve diger hastaliklarda rol oynayan Diskoidin Alan Receptor 1 (DDR1) adli bir
kinaz hedefi igin giiglii inhibitorler kesfetmistir. Kesfedilen bilesiklerin biyokimyasal 6zelliklerini
dogrulamak icin bilesikleri Once sentezlemis ve daha sonra hiicre bazli testlerle Ol¢limlerini
yapmiglardir. Bu c¢alismada, farelerde farmakokinetigi kamitlanmis bir Oncii aday bilesigi elde
etmislerdir. Iki aydan daha kisa siirede sonuclanan bu arastirma, derin 6grenme yontemlerinin hizli ve
etkili molekiiler tasarim i¢in potansiyelini gostermektedir [176].

Ardindan Skalic ve ark. tarafindan, yeni molekiillerin {iretilmesinde kullanilabilecek, zayif
yapisal ¢esitlilik sorununu ¢6zmek i¢in ¢ekirdek bilesiklerinin 3 boyutlu seklinden ve farmakodinamik
Ozelliklerinden yararlanan bir yontem Onerilmistir. Bu ayni zamanda Oncii bilesik benzeri yeni bir
tasarim yiritiilmesi i¢in uygulanan ilk yontemdir. Bu yontemde, ¢ekirdek bilesiklerinin 3 boyutlu
temsilini bozmak i¢in 6nce bir VAE kullanilmig ve ardindan CNN'ler ve RNN'lerden olusan ag sistemi
tarafindan SMILES dizi sembolii tiretilmistir. Son olarak SMILES analiz edilerek yeni molekiiller elde
edilmigtir. Bu yoOntemle tasarlanan yeni iskeleler ve fonksiyonel gruplar, kimyasal alanda heniiz
kesfedilmemis ancak oncii bilesik benzeri ozelliklere sahip olabilecek alanlar1 kapsayabilmektedir
[177].

ADAMs (a Disintegrin and Metalloproteinase) hiicre yapismasi, hiicresel gog, hiicresel
sinyalleme ve proteoliz gibi fizyolojik islemlerde 6nemli transmembran proteinler ailesidir [178,179].
Bu protein ailesinden olan ADAM10, alzheimer, prion hastaligi, alerjik reaksiyonlar, glioblastoma ve
pankreas kanseri gibi hastaliklarin tedavisi i¢in umut verici bir hedeftir [180-183]. ADAM10
inhibitorlerinin molekiiler generatif modelini olusturmak i¢in, transfer 6grenmesi ile birlikte gegisli
tekrarlayan birim (GRU) tabanl bir derin sinir ag1 kullanilmistir. Bu ¢alismada, GRU tabanli generatif
modelin, molekiillerin SMILES dizilerini dogru bir sekilde 6grenebildigi ve yeni potansiyel ADAMI10
inhibitorleri iiretebildigi gosterilmistir. Geleneksel ligand bazli yontemlerle kiyaslandiginda, GRU
tabanlt model, kimyasal ligandlarin yalnizca SMILES bilgilerini gerektirmekte ve etkili genis bir seri
potansiyel yeni bilesikler olusturabilmektedir [184].

Green ve ekibi ise 2020 yilinda, kimyasal yap1 olusturma, deneysel tasarim, aktif 6grenme ve
kemoinformatik araclarini entegre eden otomatik molekiiler tasarim i¢in Biyolojik Tepki Analizi ve
Tasarim Sistemi (BRADSHAW) adl1 bir sistem gelistirmiglerdir. Bu sistem, tasarla-yap-test et-analiz et
(DMTA) dongiisiinde otomatik molekiiler tasarim yapmayl miimkiin kilmaktadir. Kolay kullanilan
araylizii sayesinde, biiyiik Ol¢ekli otomatik tasarim erisimi kolaylastirilmistir ve yazilim gelistirme
siireci en aza indirgenmistir. Sistem geleneksel kemoinformatiklerin ve modern makine 6grenimi
algoritmalarinin kullanimini icermektedir. Geriye doniik bir durum calismalarinda da, BRADSHAW'in
MMPI12 inhibitérlerinin tasarimi igin Oncli bilesik optimizasyonunda basariyla kullanilabildigi
gosterilmistir [185].

Yapay Zeka Teknolojisiyle Gelistirilen Ila¢c Molekiilleri ve Son Gelismeler

Gliniimiizde her gegen giin yeni ilag molekiillerine duyulan ihtiya¢ artmaktadir. Yapay zeka
teknolojilerindeki gelismeler de géz oniine alindiginda yapay zekanin ilag tasariminda kullanilmasiyla
gelistirilen molekiiller daha ¢ok giindeme gelmektedir.

Al sistemleri de novo tasarim modelleriyle de uyum i¢inde aktif olarak kullanilabilmektedir [186-
188]. Bu sistemler, denetimli ileri beslemeli aglarin, denetimli ve yar1 denetimli varyasyonel otomatik
kodlayicilarin, tekrarlayan sinir aglarinin ve iiretken ¢ekismeli aglarin derin geri doniisiimiinii (tersine
cevirme) igermektedir [189-191]. Son zamanlarda, generatif Al’ya dayanan yenilikgi bir de novo
molekiiler tasarim kavrami 6nerilmistir. Bu durum, bilinen biyoaktif bilesiklerden 6grenmenin bir yolu
olarak umut vaat etmekte ve kalitsal biyoaktivite ve sentezlenebilirlige sahip yeni bilesikleri kendi
kendine tasarlamaktadir [192].

De novo kaynakl bilesiklerin ilk basarili dort sentezi (Sekil 10), generatif molekiiler tasarimin
ilag tasarimmina uygulanabilirligini dogrulamaktadir. Derin sinir aglariyla iiretilen RXRy agonistleri
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bilesik 1 ve 2 oncii prospektif tasarimlar olmustur. Bu derin sinir aglari, ChEMBL’den SMILES
biyoaktif bilesik dizileriyle dnceden egitilmis ve transfer 6grenimi kullanilarak niikleer hormon reseptor
hedefleri iizerinde ince ayar yapilmistir. VEGFR2 kinaz inhibitdrii olarak kabul goren bilesik 3,
bilgisayar tarafindan iiretilen molekiillerin biyoaktivitesinin ligand-reseptdr yerlestirme kullanilarak
tahmin edildigi, ilgili bir SMILES tabanli yaklagimla olusturulmustur. Kismi 5-HT2B antagonisti olarak
bildirilen bilesik 4 ise sanal ileri sentez i¢in bir ndral ag ile de novo yap1 tasarimiyla iiretilmistir
[190,192-194].
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Sekil 10. De novo yontemiyle elde edilen ilk basarili bilesik 6rnekleri [190,192-194]

Bunun yan1 sira bir kimyasal serinin ¢ok amagli optimizasyonu, potansiyel bir preklinik ilag
adayinin arzu edilen tiim 6zelliklerini ayn1 anda karsilayan bilesikleri tanimlamay1 amaglamaktadir. Bu
amacla son zamanlarda, IKTOS ve Servier'deki bilim adamlari, 11 adet hedef {izerinde ¢alisilarak
(fenotipik aktivite, 5-HT2A, 5-HT2B, al ve D1 reseptorlerine karsi segicilik, NaV 1.2 ve hERG iyon
kanallari, sican ve insanda karaciger mikrozomal stabilitesi ve Caco-2 Fab'lar ve Efflux) agiklanmayan
baska bir hedef icin ileri asama bir Oncii optimizasyon baglaminda bilesiklerin ligand tabanli
optimizasyonu i¢in derin 6grenmenin kullanimini agiklamislardir. 880 molekiil igeren ilk veri setinde
higbir molekiil, bu 11 amagtan herhangi birini karsilayamamustir. Proje veri setinden QSAR modelleri
gelistirilmis ve bu modeller derin 6grenme uzun kisa siireli bellek (LSTM) modellerine dayanan tescilli
bir SMILES tarafindan olusturulan yeni sanal yapilar1 puanlamak i¢in kullanmilmistir. Ardindan 11 hedef
icin olusturulan yapilar iizerinde QSAR puanlamasi kullanilmistir. Son olarak, tiim hedefleri karsilayan
150 sanal yapi tahmini yapilmistir. Cok biiyiik cogunlugu ilk veri setinde bulunmayan bu sanal
yapilardan 20 tane bilesik sentez i¢in secilmis ve 11'i basariyla sentezlenmistir. Detayl1 ¢aligmalarin
ardindan 3 bilesik, belirtilmis 11 hedef kriterinin hepsini karsilamistir. 11 hedeften 9'unu karsilayan
Sekil 11’de verilen bilesik 5, 11 hedefin tiimiinii karsilayan bilesik 6'nin tasarimina, sentezine ve
tahliline yol agan QSAR egitim setinin bir pargasi olmustur [195].

Sekil 11. Sentezi yapilan etkin bilesik 5 ve bilesik 6 molekiilleri [195]
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Daha onceki bir ¢alismada, ETH Zurich ve Novartis'ten arastirmacilar, molekiiler yapi i¢in
uyarlanabilir bir algoritma (MAntA olarak bilinen Molekiiler Karinca Algoritmasi) kullanmiglardir
[196]. Bu algoritma diger 5-HT resept6rii alt tiplerine veya hERG potasyum kanali da dahil olmak tizere
18 bagka protein hedefinden olusan bir panele baglanmadan 5-HT2B reseptoriiniin secici antagonistleri
olan kiicilik, sentetik olarak erisilebilir de novo tasarimlari otomatik olarak iiretmek i¢in kullanilmigtir
[197]. Bu y6ntem sonucunda istenen segiciligi sergileyen ve MAntA tarafindan 6nerilen sentetik yolla
uyumlu olarak, bir indirgeyici aminasyon adiminda ticari olarak mevcut baglangic malzemelerinden
sentezlenen bilesigin tasarimi gergeklestirilmistir. Sentezlenen bu bilesik 7, Sekil 12’de verilmektedir.
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Sekil 12. MAntA ile tasarimi yapilan bilesik [197]

Yukarida belirtilen molekiil tasarimlarinin yani sira, piyasadaki mevcut molekiillerin
optimizasyonuyla da daha etkili, glivenli ve daha ucuz bir sekilde elde edilebilen molekiil tasarimlari
yapilabilmektedir.

Bu amagla, otomatik olarak yeni ilag benzeri molekiiller tiretmek igin ¢oklu 06zellik
optimizasyonuna dayali bir iiretken ag kompleksi (GNC) gelistirilmistir. GNC temelde, SMILES
dizilerini, DNN tabanli molekiil iireticileri, 6nceden egitilmis kodlayicilar1 ve kod ¢dziiciilerini
kullanmaktadir [198]. Gelistirilen GNC ile alternatif ilag adaylarini tasarlamak amaciyla son yillardaki
kritik hastaliklar ve cesitli kanserleri tedavi etmek i¢in FDA onayl, tek ve ¢ok hedefli ilaclar iizerinde
calismalar yapilmistir.

Tek hedefli ila¢ tasariminda ‘Cerinitib’ {izerinde ¢alisilmigtir. Novartis tarafindan gelistirilmis ve
akciger kanseri tiirlerini tedavi etmek i¢in Nisan 2014'te FDA tarafindan onaylanmistir. Ceritinib son
derece pahalidir ve ABD'de Ceritinib bazli tedavinin aylik maliyeti gliniimiizde yaklagik 11.428
dolardir. Ceritinib, ALK (anaplastik lenfoma kinaz) tirozin kinaz reseptoriinii inhibe etmektedir. Hedef
ALK’ya potensiyel inhibitdrler tasarlamak igin egitilen GNC, ceritinib molekiiliinii referans molekiil
olarak kullanarak alternatif molekiiller tasarlamistir. Tasarlanan molekiillerin enerjileri (AG), ilaca
benzerlik puanlar1 (Sim), hesaplanan toksisite (Tox), log P, log S degerleri ve sentetik erisilebilirlik
puanlar1 (SAS'lar) referans molekiille kiyaslandiginda esdeger ve hatta daha basarili baglanma afinitesi
gosterebilen 6 basarili molekiile (bilesik 8-13) Sekil 13’te yer verilmistir [198].

Cift hedefli ilag tasarlamada ise, ‘Ribociclib’ iizerinde ¢alisilmistir. Ribociclib (ChEMBL ID:
CHEMBL3545110) Novartis ve Astex Pharmaceuticals tarafindan gelistirilmis ve bazi meme kanseri
tiirlerini tedavi etmek icin 2017 yilinda FDA tarafindan onaylanmistir. ABD'de Ribociclib tedavisinin
aylik maliyeti yaklasik 10.950 dolardir. Ribosiklib, CDK4 ve CDK6 olmak {izere iki farkli hedefi inhibe
etmektedir. Alternatif ribociclib molekiilii tasarimlarmda CDK4 ve CDK6’ya baglanma afiniteleri
oncelikli olarak goz 6niinde bulundurulup en basarili bulunan 6 molekiil (bilesik 14-19) Sekil 14’te
gosterilmistir. Tasarlanan molekiillerin ¢ogu, referans ilag Ribociclib'den daha iyi baglanma
afinitelerine sahiptir. Ornegin CDK4'e birinci ve dordiincii bilesiklerin afinitelerinin Ribociclib'inkinden
daha ytiksek oldugu ve diger {i¢iiniin Ribociclib ile benzer afinitelere sahip oldugu saptanms, CDK6’ya
olan baglanma afiniteleri ise tiim bilesiklerde daha iyi oldugu bildirilmistir [198].
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Sekil 13. Ceritinib molekiilii ve alternatif olarak iiretilen ilk altt molekiil (hedef ALK i¢in 6ngdriilen
AG’leri, ilaca benzerlik puanlar1 (Sim), hesaplanan toksisite (Tox), log P, log S degerleri ve sentetik
erisilebilirlik puanlar1 (SAS'lar)) [198]

Gelistirilen bu yoéntemle Cerinitib ve Ribociclib disinda Acalabrutinib, Idelasidib, Dabrafenib gibi
piyasada bulunan birka¢ ilag molekiiliine alternatif ilag adayr olusturmak icin calismalar devam
etmektedir.

Bu calismalarin yam sira, entegre DMTA platformlariin uygulamalari, ila¢ tasarimi ve
optimizasyonuna uygulanabilmektedir [199]. Bu amagla, AbbVie'deki arastirmacilar, kiigiik bilesik
kitapliklarin otomatik sentezi icin, esas olarak ticari olarak temin edilebilen bilesenlerden olusturulan
entegre bir robotik platform gelistirmiglerdir [200]. Ardindan segici hepsin inhibitorlerinin tizerinde
calisilmasiyla birlikte, otomatik DMTA dongiilerinde bilinen hepsin inhibitor bilesiginden Sekil 15°te
verilen bilesik 20’den yeni bir bilesik olan bilesik 21 tasarlanmistir. Tasarim sonucu, hepsin'e kars1 yar1
maksimum inhibitér konsantrasyon (ICso) degeri 1uM’den 33 nM’ye yiikseltilmis ve iirokinaz tipi
plazminojen aktivatoriine gore segicilik 30 kattan 100 kata ¢ikarilmistir. Tiim bu ¢alismalarin yaklasik
1.5 saat gibi kisa bir siirede bittigi gozlemlenmistir.

Bir¢ok yeni ilag molekiiliine ihtiya¢ duyuldugu gibi antibiyotige direncli bakterilerin hizla ortaya
¢ikmasi nedeniyle, yeni bir antibiyotik tasarlama ihtiyaci da artmaktadir. Ne yazik ki, yeni
antibiyotiklerin tasarimm giderek zorlasmaktadir, ¢iinkii dogal iiriin kesfi, artik ayn1 molekiillerin tekrar
tekrar kesfedildigi dereplikasyon sorunuyla bogusmaktadir [201].

Makine 6grenimindeki son gelismeler goz Oniine alindiginda, artik yeni yapisal antibiyotik
siiflarmi  tanimlamak amaciyla molekiiler o6zellik tahmininde algoritmik ¢o6ziimler basariyla
uygulanmaktadir. Erken dénem ilag tasariminin biiyiik dlgiide in silicoda gergeklestirilmesine izin veren
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metodolojilerin benimsenmesi, mevcut deneysel yaklasimlarin ulagsamayacagi genis kimyasal alanlarin
kesfedilmesini saglamaktadir [202].
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Sekil 14. Ribociclib molekiilii ve alternatif olarak iiretilen ilk alt1 molekiil (CDK4 ve CDK6
hedeflerine yonelik 6ngdriilen AG'leri, ilaca benzerlik puanlari (Sim), hesaplanan toksisite (Tox),
log P, log S degerleri ve sentetik erisilebilirlik puanlar1 (SAS'lar)) [198]
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Sekil 15. Hepsin inhibitorii (20) ve tasarlanan yeni bilesik (21) [200]

Sinir ag1 modelleri, parmak izi vektorleri, otomatik tammlayicilar gibi yaklasimlarin
kullamlmasiyla yeni antibakteriyel aktiviteye sahip molekiilleri tasarlayabilen derin bir sinir ag
egitilmistir. Birden fazla kimyasal veri setleri lizerinde tahminler yapilmis ve Drug Repurposing
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Hub'dan, geleneksel antibiyotiklerden yapisal olarak farkli olan ve Mycobacterium tuberculosis ve
karbapenem direngli Enterobacteriaceae dahil olmak tizere genis bir filogenetik patojen spektrumuna
kars1 bakterisidal aktivite gésteren bir molekiil olan ¢-Jun N-terminal kinaz inhibit6rii SU3327 (Halicin)
tasarlanmustir. Ayrica Sekil 18’de gosterilen bilesik 22, Halicin molekiilii, fare tiirlerinde Clostridioides
difficile ve pan ilag rezistanli Acinetobacter baumannii enfeksiyonlarini etkili bir sekilde tedavi etmistir
[203,204].

O,N s
\[ /%S
N >>s
/
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Sekil 16. Halicin molekiilii

Halicin’e ek olarak, ZINC15 veritabaninda bulunan 107 milyon molekiilden deneysel olarak test
edilmis 23 farkli molekiil seti tasarlanmis ve olusan bu setten, bilinen antibiyotiklerden yapisal olarak
uzak Sekil 17°de verilen 8 ek antibakteriyel bilesik kesfedilmistir. Bu ¢alismada, bu molekiillerden
bilesik 23 ve bilesik 24, dikkate deger bir sekilde giiglii genis spektrumlu aktivite sergilemis ve E.
coli'deki bir dizi antibiyotik direnci belirleyicisinin iistesinden geldigi bildirilmistir. Bu ¢alisma, makine
6greniminin, 6ncil bilesik tanimlamasmin dogruluk oranini ayni anda artirarak ve tarama ¢aligmalarinin
maliyetini azaltarak antibiyotik tasarlama ¢abalar1 {izerinde sahip olabilecegi Onemli -etkiyi
vurgulamaktadir [204].
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Sekil 17. Kesfedilen antibakteriyel etkili bilesikler [204]
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Tiim bu geligsmelerle birlikte, yakin zaman 6nce Al ile ilag tasariminda kilometre tasi sayilabilecek
gelismeler, 30 Ocak 2020’de Exscientia’nin, Faz 1 Klinik denemesine girmek i¢in Al tarafindan
tasarlanan ilk molekiili DSP-1181’1 duyurmasiyla devam etmistir. DSP-1181 bilesigi ile ilgili
caligmalar, igbirlik¢i Sumitomo Dainippon Pharma tarafindan uzun etkili ve gii¢lii bir serotonin 5-HT1A
reseptor agonisti olarak, obsesif-kompulsif bozuklugunu (OKB) tedavi etmek i¢in faz I klinik
caligmalarina kadar ilerletilmistir. Normalde on yila kadar siirebilen bu siire¢ 12 ayda sonuglanmustir.
Yapisal analizler sonucunda, iddia edilen molekiiliin, FDA'nin 1967'de onayladig sik kullanilan birinci
nesil bir antipsikotik ajan olan Haloperidol ile benzerligi ortaya konmustur [205-207].

Ardindan Aralik 2020°de, Exscientia'nin en gelismis, adenozin A2a resept6r antagonisti kabul
edilen, 6ncii ilag aday1 EXS21546, Birlesik Krallik'ta ¢esitli timor tiirleri igin immiino-onkoloji tedavisi
amaciyla Faz 1 klinik ¢aligmasina baglamistir. EXS21546 iizerindeki calismalar, yapay zeka firmasi
Exscientia ve ila¢ firmasi Evotec arasindaki isbirliginin bir pargasi olarak devam etmektedir [207].

DSP-0038 ise Exscientia ve Sumitomo Dainippon Pharma arasindaki is birliginin bir pargasi
olarak kesfedilen ¢ift hedefli bir 5-HT 1a reseptor agonisti ve 5-HT2a reseptor antagonisti olarak kabul
edilmektedir. Mayis 2021°e gelindiginde, Amerika Birlesik Devletleri'nde, DSP-0038’in klinik
calismasmin baslatildigi agiklanmistir. Su anda Alzheimer hastaligi psikozu tedavisi igin
arastirilmaktadir [207].

SONUC VE TARTISMA

Yapay zekd ve makinelerde 6grenme kavrami, bir fikir olarak ortaya ¢ikmasindan giiniimiize
kadar stirekli geliserek hayatimizda ¢igir agmaya devam etmektedir. Yasanan gelismeler matematik,
istatistik, mithendislik ve tip gibi alanlara yon vermeye devam ederken, ila¢ tasariminda da yapay zeka
ve bilgisayar destekli teknolojilerden faydalanilmaktadir.

Ilag tasariminda yapay zeka calismalari ilkel algoritmalarla baslamis olup siire¢ i¢inde makine
Ogreniminin gelismesiyle yerini ML tekniklerine ve makine 6greniminin de daha gelismis alt dali olan
DL’e birakmustir. Gelistirilen yapay zeka uygulamalari, ila¢ tasariminin Onemli asamalari olan
proteinlerin katlanmasinin tahmininde, protein-protein etkilesimlerinin tahmininde, sanal taramada,
kantitatif yapi-aktivite iligkilerinin incelenmesinde, ADME/T farmakokinetik 6zelliklerinin tahmininde,
ilaclarin yeniden hedeflendirilmesinde ve de novo ilag tasariminda aktif olarak kullanilmakta ve ¢ok
onemli rol almaktadir. Ozellikle derin sinir aglar1 ve tekrarlayan sinir aglar1 gibi yapay sinir aglari, ilag
tasariminda yapay zekanin kullanimina biiyiik 6l¢tide yon vermistir.

Yapay zekanin kullanimimin yayginlagsmasiyla birlikte ilk calismalar QSAR c¢aligmalari ile
baslamis olup basarili sonuglar elde edilmistir. Ilerleyen calismalar dogrultusunda DL algoritmalarmnin
ML algoritmalarindan daha basarili sonuglar verdigi gézlemlenmistir.

[lag tasarmu icin biiyiik énem tastyan protein-protein etkilesimleri ve protein yapisinin deneysel
olarak belirlenmesi zor, zaman alic1 ve maliyetli bir siire¢ olsa da yasanan bu gelismelerle birlikte PPI
ve protein yapisinin tahmini iizerinde DL nin énemi agik¢a goriilmektedir.

Yine sanal tarama ¢alismalarinda uygulanan ML ve DL uygulamalar ilag-hedef etkilesimlerini
ongdrmede ve terapotik hedefleri belirlemede basarili bir sekilde kullanilmis ve aktif olarak
kullanilmaya devam edilmektedir. ADME/T {izerinde Al uygulamalarinin ardindan 6ncii bilesigin erken
degerlendirilmesi ve optimizasyonu konularinda zaman ve iiretim verimligi agisindan ciddi bir basari
gozlenmistir. Bu ilerlemelerinin yani sira, ilaglar1 yeniden hedeflendirmek amaciyla yapilan
calismalarda biyoteknoloji alanindaki ilerleme biiytlik 6l¢iide hizlanmig ve yakin zaman 6nce yasanan
SARS-CoV-2 pandemisi i¢in Atazanavir gibi alternatif ilaglar tespit edilmistir.

[lag endiistrisinde uygulanan yapay zeka ve ML algoritma teknolojilerindeki gelismelere ragmen,
bu teknolojilerin 6zel olarak ilag tasarim siirecine ve genel olarak ila¢ endiistrisine uygulanmasi ve
entegrasyonu ile ilgili bir¢ok zorluk bulunmaktadir. Bu sorunlardan biri verimsiz veri entegrasyonudur.
Bu sorun, ham veri kiimelerini igerebilecek veriler, islenmis veriler, meta veriler veya aday veriler gibi
veri kiimeleri arasinda var olan ¢esitlilikten kaynaklanmaktadir. Verimli analiz i¢in bu veri kiimeleri
toplanmal1 ve harmanlanmalidir, ancak su anda bunu yapmanin pratik bir yontemi yoktur. Bu, ilag
tasarim siireci baslamadan 6nce yapilmalidir, ¢iinkii uygun sekilde bigimlendirilmis veriler olmadan



356 Tarl ve Arpact Ankara Ecz. Fak. Derg., 48(1): 327-365, 2024

makine 6grenimi algoritmalarmin ¢iktilari hatali olmaktadir. Bu nedenle, ilag tasarim siireci baslamadan
once mevcut verileri veri bankalarina entegre etmek i¢in daha verimli yontemler gerekmektedir.

Diger bir sorun ise mesleki beceri ve tecriibe yetersizligidir. Su anda ila¢ endiistrisinde galigan
birgok kisi, yapay zeka sistemlerini ¢alistirmak i¢in gerekli becerilere veya niteliklere sahip degildir.
Aym sekilde yapay zeka veri bilimindeki birgok kisi de molekiiler kimya ve biyolojide yetkin degildir,
uygun algoritmalar olusturmak i¢in kimya ve biyoloji bilgisiyle birlikte yapay zeka alaninda da
uzmanlik gereklidir. Ancak ¢ok az1 her ikisinde de uzmandir ve yapay zekayi farmasétik baglamda
uygulamak i¢in dogru beceri kombinasyonuna sahiptir.

Bunlarla birlikte ‘kara kutu’ fenomeni olarak bilinen, model mekanizmasinin belirsiz olmasiyla
seffaflik ve yorumlanabilirlik ¢ogu modelde yetersiz kalmaktadir ve sonuglar1 aciklamak i¢in sinirli
yontemlere sahiptir. Ayrica, ilag sirketleri tarafindan iretilen biiyliik hacimli biyomedikal veriler
genellikle halktan gizlenmekte ve pahali 6zel ticari veriler olarak goriildiigiinden bazi biiyiik veri setleri
kolayca elde edilememektedir. Bu sebeplerden dolayi iiretilen sonuglara giiven eksikligi olusmaktadir
ve ilag endiistrisinde makine 6grenimi ve yapay zekaya siipheyle yaklagilmaktadir. Yapay zekaya olan
bu giivensizlik ilag endiistrisinde yapay zekanin gelisimi i¢in finansman eksikligine sebep olmaktadir.
Bu durum, potansiyeline kiyasla daha yavas, daha az verimli arastirma ve gelistirmeye yol agarak ilag
endiistrisinde yapay zeka ile ilgili ilerlemelerde azalmaya yol agabilmektedir. Bunlar, gercek gelisimin
oniinde duran farkli engellerdir ve yapay zekanin ilag tasarimina entegre edilmesi igin asilmasi gereken
zorluklardir.

Tiim bu zorluklara ragmen, birgok molekiil tasarimi ve sentez asamalarini 6n gérmesi bakimindan
ila¢ tasariminda AI’nin kullantminin ciddi bir yer kapladigi goriilmektedir. Son zamanlarda, OKB
tedavisi i¢cin DSP-1181’in ve higbir veri setinde bulunmayan tamamen &zgiin bir antibiyotik molekiilii
olan Halicin’in tasarimi buna en giizel 6rneklerdir. DSP-1181 ile ilgili ¢calismalar faz asamalarina kadar
basarili bir sekilde ilerlemis ancak faz 1 asamalarinda yetersiz bulunmustur. Yine de bu calisma,
normalde onlarca yili bulabilecekken sadece 12 ayda sonu¢lanmasi biiylik bir basar1 olarak kabul
edilmektedir. Geleneksel antibiyotiklerden yapisal olarak farkli olan Halicin ise Mycobacterium
tuberculosis ve karbapenem direngli Enterobacteriaceae dahil olmak {izere genis bir patojen
spektrumuna kars1 bakterisidal aktivite gosteren bir molekiil olarak tasarlanmustir. Halicin Clostridioides
difficile ve pan ilag¢ rezistanli Acinetobacter baumannii enfeksiyonlarinmi etkili bir sekilde tedavi
etmesinin goriilmesinden sonra heniiz deneysel asamada olsa da kullanilabilecek en gii¢lii antibiyotik
molekiilii 6zelligi tagimaktadir.

Bu orneklerde goriildiigii gibi ilag tasariminda yapay zekd teknolojilerinin kullanimi hem
zamandan hem maliyetten 6nemli Olciide tasarruf saglayarak bu siireci ciddi bir sekilde destekleyip
hizlandirmistir. Bununla birlikte ilag sirketleri ile yapay zeka sirketlerinin is birligi deger kazanmis olup
ortak yiiriittiikleri caligmalarin giin gectikge arttig1 agikca gortilmektedir. Bu durum ilag tasarimina yeni
bir bakis acis1 ve canlilik kazandirmistir. Yakin gelecekte tibbi verilerin daha fazla birikmesi ve yapay
zekd algoritmalarin gelistirilmesiyle birlikte, yapay zeka teknolojisinin yeni ila¢ tasarimi ve
gelistirmenin tiim alanlarin1 kapsamasi ve ilag tasariminda en ¢ok kullanilan yontem haline gelmesi
beklenmektedir.
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