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Sentiment Analizinde Oznitelik Diisiirme Ydntemlerinin
Oto Kodlayicili Derin Ogrenme Makinalari ile
Karsilastirilmasi
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Ozet— Giiniimiiz teknolojisinde internetin her kesim tarafindan ¢ok yogun olarak kullanilmasindan dolay1 insanlar artik
goriis, fikir ve hislerini sosyal paylagim siteleri, forum, blog benzeri bir¢ok ortam araciligi ile paylasmaya baglamistir.
Ancak her gegen giin artan veri sayist ve boyutu, bu verilerden manuel olarak anlamli bilgiler ¢ikartilmasint ¢ok
zahmetli ve pahali bir is haline getirmektedir. Otomatik olarak verinin duygu igerip igermediginin saptanmast ve bu
duygunun olumlu, olumsuz veya tarafsiz olma durumunun belirlenmesi duygu analizi yardimiyla gergeklestirilmektedir.
Duygu diisiince analizinde, konugma dilinin karmasikligi, degerlendirilen metin sayisinin fazlaligi ve uzunlugu, ¢ok
sayida gereksiz ve giiriiltii iceren Oznitelik vektoriine neden olmaktadir. Boyut problemi olarak adlandirilan bu durum
hesaplama zamanin artmasina ve siniflama hatalarina yol agmaktadir. Bu ¢aligmada ise bahsedilen problemlere ¢éziim
olarak dnerilen derin 6grenme tabanli oto kodlayici (Autoencoder) modeli ile giiriiltii giderici oto kodlayict (Denoising
Autoencoder) modeli boyut diisiirme teknigi olarak kullanilmig ve literatiirde yaygin olarak kullanilan diger boyut
diisiirme teknikleri ile kiyaslanmistir. Elde edilen tiim veri setleri i¢in siniflama algoritmast olarak Destek Vektor
Makinalar1 ve Yapay Sinir Aglari kullanan farkli modeller gelistirilmistir. Yapilan analizlerin sonucunda, boyut
diisiirme tekniklerinin duygu analizi i¢in elde edilen sonuglari iyilestirdigi, 6nerilen oto kodlayict modellerinin ise var
olan tekniklere benzer ya da onlardan daha iyi sonuglar aldig1 gézlemlenmistir.

Anahtar Kelimeler— Boyut diisiirme, Oto kodlayici, Yapay sinir aglari, Destek vektér makineleri, Duygu analizi,
Derin 6grenme

Comparison of Feature Reduction Methods with Deep
Autoencoder Machine Learning in Sentiment Analysis

Abstract— Because the internet is extensively used by people from all strata with today's technology, people now share
their opinions, ideas and feelings through a variety of media such as social networking sites, forums and blogs.
However, the number and size of data that is increasing day by day makes it very laborious and expensive to extract
meaningful information manually from these data. Determination of whether data includes emotions or not
automatically and determination of these feelings being positive, negative and neutral are performed by sentiment
analysis. In sentiment analysis, the complexity of the speech language, the excessive number and length of texts being
evaluated causes a large number of unnecessary and noise-containing feature vectors. This situation, which is called
dimensionality problem, leads to increase of computation time and classification errors. In this study, a deep
autoencoder model and a denoising autoencoder model are proposed and used as dimension reduction methods to
overcome mentioned problems and compared with other feature reduction methods commonly used in literature. For all
data sets obtained, different models have been developed using Support Vector Machines and Artificial Neural
Networks as the classification algorithm. According to the analyses made, it has been observed that the feature
reduction methods improve the results obtained of sentiment analysis, and the proposed autoencoder models have
similar or better results than the existing methods.

Keywords— Feature Reduction, Autoencoder, Artificial Neural Networks, Support vector machines, Sentiment
Analysis, Deep learning


mailto:okaynar@cumhuriyet.edu.tr
mailto:zafer.aydin@agu.edu.tr
mailto:yasingormez@cumhuriyet.edu.tr

320

1. GIRIS (INTRODUCTION)

Gilinliimiizde teknoloji alanindaki gelismeler ile birlikte
internet; saglik, bilim, eglence, spor, sanat gibi insan
hayatinin hemen hemen her alanina girmeyi basarmistir.
Gelistirilen web sayfalar1 ve web uygulamalar1 sayesinde
bu alanlardaki yorum, fikir ya da diisiinceler rahatlikla
paylasilabilmektedir. Bu paylasimlar ile birlikte internet
devasa biiyiikliikte bir metin deposu haline donligmistiir.
Internet ortami bu o6zelliginden dolay1 aranan birgok
bilgiyi barindirmasina ragmen metin sayisindaki bu
fazlalik, dogru bilgiye ulasmay1 karmasik ve gii¢ hale
getirmektedir. Bu nedenle son yillarin  popiiler
konularindan metin madenciligi uygulamalari, internet
siteleri {izerinde de sik¢a kullanilmaya baglanmistir.
Metin madenciligi 6zetle istatistiksel yontemler ve
makine Ogrenmesi yontemleri yardimi ile metinden
anlamli ve kullanilabilir bilgilerin elde edilme siireci
olarak tanimlanabilir. Metin madenciligi; metinlerin
Ozetlenmesi, smiflandirilmasi,  kiimelenmesi,  bilgi
c¢tkarimi1 ve metinlerde gecen duygu ve diislincelerin
analizi gibi daha bircok alt dala boliinebilmektedir. Bu alt
dallardan duygu ve diisiince analizi ise, metindeki fikrin,
goriisiin ya da duygu durumunun matematiksel modeller
yardimu ile ¢ikarilmasi islemidir.

Duygu analizi, sozlige dayali modeller ve makine
o0grenmesine dayali modeller olmak iizere ikiye
ayrilmaktadir. Sozliige dayali modellerde, ilk olarak
metinlerde hangi duygu durumlarinin aranmak istendigi
belirlenir. Daha sonra belirlenen duygu durumlarini ifade
eden kelimeler ve o kelimelerin anlamdaslari metin
icerisinde aranarak her bir kelime i¢in bir sozlik
yardimiyla duygu durumu gosteren bir skor degeri elde
edilir. Son adimda ise istatistiksel yontemler ile metnin
hangi duygu durumunu ifade ettigi tahmin edilir. Makine
o0grenmesine dayali yontemlerde ise, ilk olarak metinler
etiketlenir. Ardindan bu metinler ¢esitli metin madenciligi
yontemleri ile temizlenerek 6n iglemeden gegirildikten
sonra siniflandirmaya uygun hale getirilmek {lizere vektor
uzay modelleri olusturulur. Ardindan bu vektdr uzaylari
tercihe gore egitim, test, dogrulama gibi alt setlere
boliiniir. Son olarak model, egitim ve dogrulama veri
setleri yardimui ile egitilir ve test verileri yardimiyla duygu
durumu tahmini yapilir. Sozliige dayali yontemlerde her
kelime i¢in pozitif, negatif ve notr agirlik skorlarint iceren
onceden tanimli sozliige ihtiyag¢ duyulmakta ve bu sozliik
her dil i¢in heniiz bulunmamaktadir. Makine &grenmesi
yontemlerinin dilden bagimsiz olmasi ve yiiksek basari
oranlar1 elde etmesi akademik alanda duygu analizi igin
daha ¢ok tercih edilmesine neden olmus ve bu amacla
bir¢ok sistem tasarlanmistir.

Makine Ogrenmesi yontemleri, denetimli ve denetimsiz
o0grenme olarak iki ana baslik altinda toplanmaktadir.
Denetimli 6grenmeyi denetimsiz 6grenmeden ayiran en
onemli Ozellik egitim esnasinda veri setinin etiket
bilgisinden yararlantyor olmasidir. Duygu analizi ile ilgili
yapilan c¢alismalar incelediginde denetimli makine
Ogrenmesi yontemlerinin daha ¢ok tercih edildigi
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goriilmektedir. Liu ve digerleri ortaya atmis olduklar1 Cin
karakter tabanli bigram oOznitelik c¢ikarma ydntemini,
literatiirde yer alan bigram, trigram ve kelime tabanli
unigram yontemleri ile karsilastirmak igin denetimli
makine Ogrenmesi yoOntemlerinden Destek Vektor
Makinalar1 (DVM), Naive Bayes (NB) ve Yapay Sinir
Aglar1 (YSA) ile Cin web sitelerinden elde edilen 16000
metni kullanarak farkli modeller tasarlanuslar. Onermis
olduklar1 O6znitelik ¢ikarma ydntemi diger yontemlere
iistlinliik saglayarak DVM ile birlikte kullanilan modelde
991,62 oraninda F1 skoru elde edilmisti [1]. Alec vd.
NB, DVM ve Maksimum Entropi (ME) yontemlerini
kullanan ti¢ farkli modeli twitter verisi kullanarak egitmis
ve %83 basar1 orani elde etmislerdir [2]. Mouthami vd.
onerdikleri bulanik mantik yontemini Cornell film verisi
iizerinde test ederek basari oranimi yiikseltmiglerdir [3].
Singh vd. NB, DVM, modifiye edilmis Wordnet ve
semantik yonlendirme yaklagimi yontemleri ile {i¢ farkli
veri seti kullanarak tasarladiklar1 modellerde %88,8’¢
varan basari orani elde etmiglerdir [4]. Gautham ve Yadav
NB, DVM, ME ve Wordnet yaklagimlari ile tasarlamis
olduklar1 modellerde %383,8 ile %89,9 arasinda basari
orani elde etmislerdir [5]. Nizam ve Akin dengeli ve
dengesiz veri seti kullanmanin basar1 oranina etkisini
gostermek i¢in twitter verileri ile iki farkli set olusturmus;
olusturulan bu veri setlerini NB, Rastgele Orman (RO),
Sirali Minimum Optimizasyonu, J48 ve K en yakin
komsu (Knn) algoritmalarint kullanarak smiflamig ve
dengeli veri seti i¢in %6’lara varan daha iyi basar1 oram
elde etmislerdir [6]. Coban vd. Tiirk¢e twitter verilerini
kullanarak egittikleri NB, Multinomial Naive Bayes
(MNB), DVM ve KNN modellerinde %66,06 basar1 orani
elde etmislerdir [7]. Kranjc vd. aktif 6grenmeye dayali
yontemin duygu analizindeki etkisini test etmek icin
DVM ile iki farkli model olusturmus ve aktif 6grenmeye
dayali modelin %6,7 daha Dbasarili  oldugunu
gozlemlemiglerdir [8]. Tripathy vd. n-gram &zellik
cikarma yontemini dort farkli smiflama algoritmasi
kullanarak denemis ve %95 basar1 orani elde etmislerdir
[9]. Rohini vd. duygu analizinde metin dilinin énemini
gostermek icin Ingilizce yazilmis metinler ile Kannada
dilinde yazilmis metinleri kiyaslayarak, ingilizce yazilan
metinlerin daha basarili sonuglar verdigini gostermislerdir

[10].

Siniflama yontemlerini tek basma kullanarak bir model
gelistirmek miimkiin oldugu gibi, yontemin kendine has
dezavantajlarindan  kaynaklanan hatalari = gidermek
amact ile baska yontemler ile birlikte kullanilmasi da
miimkiindiir. Ensemble ad1 verilen bu yontemlerde iki ya
da daha fazla smiflama algoritmasinin sonuglari,
iclerinden biri temel algoritma olmak iizere, birlestirilerek
nihai sonu¢ elde edilir. Xia vd. DVM, NB, ME
algoritmalarm1 ¢ farkli ensemble yontemi ile
birlestirmis; Cornell film verisinden elde ettikleri ii¢ farkli
veri seti ile modelleri egiterek %81,12 oraninda basar1
saglamiglardir [11]. Neethu ve Rajasree DVM, ME ve NB
algoritmalarin1 twitter verisi lizerinde ensemble yontemi
ile birlestirmis ve %90 basar1 orani elde etmislerdir [12].
Fersini vd. Bayes tabanli ensemble yontemini diger
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ensemble yontemleri ile kiyaslamak i¢cin NB, ME, DVM
ve Kosullu Rasgele Alanlar smiflama algoritmalarin
kullanarak alt1 farkli veri seti ile analiz yapmuslardir. Bu
analizin sonucunda Bayes tabanli yontemin basari oranini
artirdigt ve zaman kazandirdigi gorilmistir [13]. Da
Silva vd. MNB, DVM, RO ve Lojistik Regresyon (LR)
algoritmalarini, 6nermis olduklari ensemble yontemi ile
birlestirerek bes farkli veri seti iizerinde %76,84 ile
%87,20 arasinda basari orani elde etmislerdir [14]. Catal
ve Nangir NB ve DVM algoritmalarini ¢esitli ensemble
yontemleri ile birlestirerek %86,13’e varan basart orani
elde etmislerdir [15].

Makine 6grenmesi yontemlerinde siniflama algoritmalari
kadar, veri setinden elde edilen 6zniteliklerin kalitesi de
basar1 oranma etki eden Onemli bir unsurdur. Egitim
sirasinda smiflandirma performansint  olumsuz ydnde
etkileyen gereksiz ve giiriiltii iceren Oznitelikleri elemek
amactyla veri setleri {izerinde gesitli boyut diigiirme ve
Oznitelik  se¢im  yontemleri sikca  kullanilmaya
baslanmistir. Tan ve Zhang veri seti {izerinde Dokiiman
Frekans1 (DF), Ki Kare (Chi), Bilgi Kazanct (BK) ve
Karsilikli  Bilgilendirme  (KB)  Oznitelik  secim
yontemlerini uygulamis; elde edilen yeni veri setleri ile
bes farkli siniflama algoritmasini kullanarak egitmis
olduklart modellerde %88,58’e¢ varan basar1 orani elde
etmiglerdir [16]. Go vd. Chi, KB, ME (Maksimum
Entropy) ve Frekans Tabanli 6znitelik se¢im yontemlerini
twitter verisi tizerinde uygulayarak %84 basar1 orani elde
etmislerdir [17]. Meral ve Diri korelasyon tabanli 6zellik
secimi  yontemlerini NB, DVM, RO smiflama
algoritmalar1 ile birlikte kullanarak twitter verisi lizerinde
%90 F1 skoru elde etmislerdir [18]. Vinodhini ve
Chandrasekaran Temel Bilesen Analizi (TBA) boyut
diislirme yontemini NB ve DVM smiflama algoritmalari
ile birlikte kullanarak %77 basar1 oram elde etmislerdir
[19]. Yousefpour vd. SVM, NB, ME algoritmalar1 ve
bunlarin ensemble yonteminden olusan dort farkli modeli,
iki farkli boyut diislirme algoritmasi ile birlikte kullanarak
yapmis olduklar1 uygulamalarda %90,91 basari oran1 elde
etmiglerdir [20]. Kim ve Lee onerdikleri yar1 denetimli
boyut diisiirme yontemini dort farkli veri setine
uygulamislar. Boyut diisiirme sonucu elde edilen yeni veri
setlerini iki farkli siniflama algoritmasiyla test ederek
onerdikleri boyut diislirme yontemini diger boyut
dislirme yontemleriyle kiyaslamiglar, Onerilen bu
yontemin daha basarili sonuglar verdigini belirtmislerdir
[21]. Shyamasundar ve Rani twitter verisi lizerinde boyut
diisirme yoOntemlerini uygulamis ve orijinal veri seti
kullanilarak elde edilen sonugclar ile boyutu disiiriilmiis
veri  seti  kullamlarak  elde edilen  sonuglari
kiyaslamiglardir. Her ne kadar boyutu disiiriilmiis veri
seti ile daha kotli sonuglar elde etmis olsalar da, bu
sonuglarin boyut diislirilmemis veri seti ile elde edilen
sonuglara yakin olmasi ve veri setindeki kii¢iilme nedeni
ile bu yontemlerin kullanilmasini 6nermislerdir [22].

Makine dgrenmesine dayali duygu analizi yontemlerinde
ilk adim olan Oznitelik ¢ikarma iglemi i¢in; Bigram,
Unigram, Trigram ve bunlarin cesitli kombinasyonlar1
gibi birgok yontem bulunmaktadir. Metin sayisi ve
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uzunluklar1 arttik¢a ¢ikarilan Ozniteliklerin sayisi da
artmaktadir. Metinler birbirinden farkli bircok kelime
icerdigi icin c¢ikarilan vektdr uzaylari ¢ok sayida sifir
icermektedir ve her bir metin i¢in bu sifirlar vektor
uzaymnda farkli indislerde yer almaktadir. Vektor
uzaylarindaki bu durumun boyut c¢ikmazi (curse of
dimensionality) ve seyreklik (sparsity) problemlerini
beraberinde getirmesi ise duygu analizinde basar1 oraninin
diismesine neden olmaktadir. So6zii edilen sorunlarin
iistesinden gelmek igin boyut diisiirme yontemleri siklikla
kullanilmaktadir. Boyut diigiirme, elde edilen vektor
uzaylarinda ¢esitli matematiksel, istatiksel ya da makine
O6grenmesine dayali yontemler uygulanarak orijinal veri
setinin daha kiigiik bir boyutta miimkiin oldugu kadar az
bilgi kaybi ile ifade edilmesi islemidir. Veri setinin
boyutunun azalmasiyla birlikte egitim  sirasinda
gereksinim duyulan bellek miktar1 da azalarak, 6grenme
isleminin daha etkin ve daha dogru gergeklesmesi
saglanmaktadir.

Bu ¢aligmada boyut diisiirme i¢in Onerilen iki farkli tip
oto kodlayic1 tabanli derin Ogrenme makinesi ve
literatiirde yaygin olarak kullanilan Temel Bilesen Analizi
(TBA), Cekirdek Tabanli Temel Bilesen Analizi (CTBA),
Tekil Deger Ayrisimi (TDA), Faktor Analizi (FA) gibi
boyut diisiirme yontemleri kullanilmistir. Elde edilen yeni
veri setleri ile boyut diigiirilmemis veri seti {izerinde
DVM ve YSA gibi iki farkli siniflama algoritmasi
kullanilarak ~ sonuglar  karsilastirilmistir.  Siiflama
algoritmasindan dogacak farkliklarin boyut diisiirme
tekniklerine etki etmemesi i¢in bu teknikler iki siniflama
algoritmasi icin de ayr1 ayr1 degerlendirilmistir. Ikinci
boélimde, calismada kullanilan boyut disiirme ve
siniflama yontemlerinin teorik ¢ercevesi verilmis, ii¢lincii
bolimde uygulama gergeklestirilmis ve elde edilen
sonuglar karsilastirilmig, son boliimde ise degerlendirme
ve Onerilerde bulunulmustur.

2. YONTEMLER (TECHNIQUES)

2.1. Oznitelik Diisiirme Teknikleri (Feature Reduction
Methods)

2.1.1. Tekil Deger Ayrisimi (Singular Value Decomposition)

Boyut disiirme yontemi olarak da kullanilabilen tekil
deger ayristmi (TDA) bir matrisi carpanlarma ayiran
onemli bir lineer cebir yontemidir. Bu carpanlarina
ayirma islemindeki temel ama¢ matristeki satir ve
stitunlarin bagimliliklart dikkate alinarak matrisi temsil
etme degerlerinin elde edilmesidi. Bu amag
dogrultusunda  Apn = Upar X Spar X (Vpup)t esitligi
saglanacak sekilde, m satir ve n siituna sahip A matrisi; m
satir ve r siitunu olan U, r satir ve r siitunu olan S ve n
satir ve r siitunu olan V matrisleri olmak {izere {i¢ matrise
ayrilir. U matrisi sol tekil vektorler, S matrisi tekil
degerler ve V matrisi de sag tekil vektorler olarak
adlandirilmaktadir. S matrisi, azalan sira ile siitunlarin
temsil degerlerinin bulundugu bir kdsegen matrisidir. Bu
esitlikte daha Once de belirtildigi gibi m ve n orijinal
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matrisin satir ve siitunlarim temsil ederken, r sayisi S
matrisinin rank degerini temsil etmektedir ve bu say1 n
degerine ya esit ya da ondan daha kiigiiktiir. Bu rank
degerlerine bakilarak, belirlenen esik degerinin altinda
kalan siitunlar goéz ardi edilerek bulunmus olan yeni {i¢
matris yardimi ile m*d (d<r) boyutlarinda yeni A matrisi
elde etmek miimkiindlir. TDA bu ozelligi ile ¢ok
karmagsik olmamasina ragmen giiclii bir boyut diisiirme
teknigi olarak kullanilabilmekte ve birgok problemde
basar1 oranlarini yiikseltmektedir.

2.1.2. Temel Bilesen Analizi (Principal Component Analysis)

Temel bilesen analizi (TBA), TDA yonteminde oldugu
gibi degiskenler arasindaki bagimliligmn bulunmasi igin
kullanilan diger bir boyut diistirme teknigidir. En biiyiik
varyans ile en az kaybi hedefleyen bu yontemin ilk
asamasinda her bir degisken i¢in diger degiskenlerle olan
kovaryans degeri esitlik 1’de formiilize edildigi gibi
hesaplanir. Kovaryans degeri iki degiskenin birlikte
degisimini temsil eden bir degerdir. Bu degerin pozitif
olmast iki degiskenin aym anda biyidigi ya da
kiigiildiigl, negatif olmas iki degiskenden biri biiyiir iken
digerinin kiiciildiigii, sifir olmasi ise bu iki degiskenin
birbirinden bagimsiz oldugu durumu belirtir.

Th (XXX (Y -¥)

n-1

cov(X,Y) = (€D)]

Bu esitlikte X,Y her bir degiskeni; n 6rnek sayising; X;, Y;
ilgili degisken i¢in i’ninci ornek degerini; X, Y ilgili
degisken icin verilen 6rneklerin ortalama degerini temsil
etmektedir. Bu adimin devaminda bulunan kovaryans
degerleri kullanilarak kovaryans matrisi olusturulur.
Sonraki adimda ise bu matris kullanilarak 6zdegerler ve
ozvektorler hesaplanir. Hesaplanan bu 6zvektorler yiiksek
degerden kiiglik degere dogru siralanarak 6zellik matrisi
elde edilir. Bu siralamadaki amag, degiskenleri, veri setini
temsil kapasitesine gore siralamaktir. Son adimda ise bu
siralama dogrultusunda istenilen sayida alman temsil
degeri en yiliksek olan bilesenler segilerek elde edilen
matris ile veri seti ¢arpilir ve boyutu diisliriilmiis veri seti
elde edilir.

2.1.3. Cekirdek Tabanli Temel Bilesen Analizi (Kernel
Principal Component Analysis)

TBA dogrusal olarak ayrigabilen veri setleri i¢in gii¢lii bir
boyut disiirme teknigidir ancak dogrusal olarak
ayrigamayan veri setleri i¢in basarili sonuglar alinamayan
durumlar vardir. Bu tip durumlarda veri setlerini daha
yiiksek bir boyuta tasimak, o veri setini dogrusal olarak
ayrilabilir bir duruma getirebilmektedir. Cekirdek Tabanl
Temel Bilesen Analizi (¢TBA), dogrusal olarak
ayrisgamayan veriler ic¢in giiglii bir boyut diisliirme
teknigidir. Bu yontemin ilk asamasinda gesitli ¢ekirdek
fonksiyonlar1 kullanilarak degigkenlerin veri seti esitlik
2’de formiile edildigi gibi bir iist boyuta yeniden
haritalanir.
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K(X, X)) = oX)o(x;)" 2)

Esitlik 2°de X;, X;; i’ninci ve j'ninci degiskeni, @ ise
kullanilan ¢ekirdek fonksiyonunu (en ¢ok kullanilan ii¢
¢ekirdek fonksiyonu: Linear, Gaussian, Polynomial)
temsil etmektedir. Bir sonraki adimda haritalanan veri seti
kullanilarak 6zdegerler, 6zvektorler ve kovaryans matrisi
hesaplanip TBA’ya benzer bir sekilde boyutu diisliriilmiis
veri seti elde edilir ve model sonlandirilir.

2.1.4. Faktér Analizi (Factor Analysis)

Faktor analizi (FA), degiskenler arasinda
gozlemlenemeyen gizli bagimliliklar1 ortaya ¢ikarmayi
hedefleyen bir boyut diisiirme teknigidir. TBA’dan farkli
olarak degiskenlerin birlikte degisiminin giicii ile de
ilgilenir. Bu nedenle FA tekniginde kovaryans matrisi
degil, esitlik 3’te formiile edilen korelasyon degerleri ile
elde edilen korelasyon matrisi kullanilmaktadir.

cov(X)Y)
Sx XSy

Korelasyon (X,Y) = 3)

Bu esitlikte cov(X,Y); X ve Y arasindaki kovaryans
degerini, Sy; X degiskeninin standart sapma degerini , Sy
ise Y degiskenin standart sapma degerini temsil
etmektedir. Korelasyon matrisi, veri setinin FA ig¢in
uygun olup olmadigimi gésteren dnemli bir etkendir. Bu
nedenle en az iki degisken arasinda yiiksek korelasyon
katsayis1 elde edilmelidir. Bu adimdan sonra faktor
sayisina karar verilerek ve esitlik 4 saglanacak sekilde
faktorler tespit edilip boyutu diisliriilmiis yeni veri seti
elde edilir.

Xnva = Ynug X Wrag + Enuq 4)

Bu esitlikte X, n 6rnek ve d 6zniteligi olan orijinal veri
setini; Y, ayn1 Ornek sayisina sahip f Ozniteligi olan
boyutu disiiriilmiis veri setini; W, faktdrler matrisini; E
ise her degisken icin sabit katsayilar matrisini temsil
etmektedir.

2.15. Derin Ogrenme Tabanli Oto Kodlayict (Deep
Autoencoders)

Yapay sinir aglarinin bir tiirevi olan oto kodlayici, ilk
olarak 1990’11 yillarda Hinton ve PDB grup tarafindan
ortaya atilmig, 2006 yilinda derin 6grenme mimarisinin
giincellik kazanmasi ile makine Ogrenmesindeki ana
konulardan biri haline gelmistir [23]. Oto kodlayici, girdi
katmani, gizli katman ve ¢ikti katmani olmak iizere ii¢
katmandan meydana gelen tam bagli bir yapay sinir
agidir. Agin giris ¢ikisinda kullanilan veri seti ayni
oldugundan girdi katmani ve ¢ikti katmanindaki néron
sayilart birbirine esit ve veri setindeki Oznitelik sayisi
kadardir. Gizli katmandaki ndron sayisi ise istenilen
sekilde belirlenebilmektedir ve bu say1 agin performansini
etkileyen 6nemli bir unsurdur. 5 6zniteligi olan bir veri
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seti i¢in gizli katmanda 3 ndron olan 6rnek bir oto
kodlayict mimarisi sekil 1'de gosterilmistir.

Sekil 1. Oto Kodlayict Mimarisi
(Autoencoder Architecture)

Oto kodlayici, agin ¢ikisinda girdi veri setinin aynisini
kullandigindan dolay1 veri setindeki simif bilgisi igeren
etiketlere ihtiyag duymaz, yani denetimsiz bir makine
O0grenmesi yontemidir. Ag, giris veri setini ¢ikista verilen
ayn1 veri setine uydurmak amactyla egitim sirasinda geri
yayilim algoritmasini  kullanarak en uygun agirlik
degerlerini belirler. Bu nedenle yontem Ogreticisi
olmayan geri yayilim algoritmasit olarak da anilmaktadir
[24]. Oto kodlayici, kendi girig verisini en az kayipla yine
kendine haritalayan bir kodlayici gibi ¢aligmaktadir. Orta
katmanda, giris ve c¢ikis katmanindan daha az sayida
noron kullanilmast durumunda, boyutu diisiiriilen veri
orta katmanin ¢ikisindan elde edilir. Temel amaci en az
kayipla boyutu en aza indirgemek olan bu modelde, ilk
olarak okunan veri esitlik 5’te gosterilen formiil ile girdi
katmanindan gizli katmana, gizli katmandan da c¢ikti
katmanina aktarilir. Daha sonra esitlik 6’da gosterildigi
gibi gercek degerler ile agin hesapladigt ¢ikti degerleri
arasindaki farkin karesini minimize edecek sekilde
agirliklar giincellenir.

yj=f(Ziix xw; )+b ®)
min ity (x5 — y)) (6)

Esitlik 5°te x;, o anki katmanin i’ninci néronun degerini;
¥j, bir sonraki katmandaki j’ninci néronun degerini; w;;,
x; ile y;’yi baglayan agirlik degerini; n, mevcut katmanin
noron sayisini; b her katman igin sabit bias degerini; f ise
kullanilan aktivasyon fonksiyonunu (gauss, softmax,
sigmoid gibi) temsil etmektedir. Esitlik 6°da x; degerleri
gergek degerleri gosterirken; y; degerleri ag tarafindan
hesaplanan degerleri temsil etmektedir.
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Derin oto kodlayici ise birgok oto kodlayicinin birbiri
ardina katmanli sekilde baglanmasiyla elde edilir. Sekil
2'de gosterildigi gibi bir oto kodlayict modelinin gizli
katmanindan elde edilen degerler bir sonraki oto kodlayict
modelinin girdi katmani olacak sekilde arka arkaya
baglanir ve benzer sekilde egitilir. Bu yontemde her bir
oto kodlayict modelinin birbirinden bagimsiz olarak
egitilmesi bazen basart oraninin diismesine neden
olmaktadir. Bu problem hassas ayar (fine tuning) denilen
yontem ile ¢oziilebilmektedir. Bu yontemde elde edilen
her bir model birlestirilir ve veri etiketleri de dikkate
alinarak agirliklar topluca yeniden giincellenir.

Cks
i

0080 || 0060 00060 | 0060
lw: L7— e L.
000 || eeo |*i| ocoe ||| ceo
- - W b ]

oogooo\ 0000 0000 ||
G“"S St; ke; auto encoder : ——Softmax Layer——

Sekil 2. Derin Oto Kodlayic1t Mimarisi
(Deep Autoencoder Architecture)

Oto kodlayici modelindeki ¢iktt katmaninda, girdi
katmanindaki verinin aynisin1 elde etmeye ¢alismak, bazi
sistemler i¢in o verinin ezberlenmesine ve test verisi i¢in
kotii sonuglar elde edilmesine neden olmaktadir. Bu
probleme ¢oziim olarak iiretilen denoising (giiriltii
giderici) oto kodlayict modelinde, girdi katmaninda
kullanilan veriye cesitli giriiltiiler eklenerek, ¢ikti
katmaninda giiriiltiisiz girdi degerleri elde edilmeye
calisilmakta boylece sistem egitim verisinde olmayan
farkli Oriintiiye sahip verileri de 6grenebilmektedir.

2.2. Smiflama Algoritmalar (Classification Algorithms)

2.2.1. Destek Vektor Makineleri (Support Vector Machines)

Destek Vektdr Makinalar1 (DVM); dogru, diizlem ya da
hiper diizlem yardimi ile verilerin iki siifa ayrildig1 bir
makine  Ogrenmesi  yontemidir. Dogrusal  olarak
ayrigabilen veriler icin sikca kullanilan bu yontem,
cekirdek fonksiyonlari yardimi ile verileri dogrusal olarak
ayristirilabilir duruma getirebildigi i¢in dogrusal olarak
ayrisamayan veriler i¢in de kullanilabilmektedir. Bu
yontemdeki asil amag, hatalarin karesini en aza indirecek
ayraci belirlemektir. Sekil 3’te goriildiigii gibi hatay1 en
az yapan ve birbirine paralel iki destek vektorii secilerek,
bu diizlemler arasindaki uzaklik maksimum yapilir. Daha
sonra bu iki vektdriin orta noktasindaki w vektorii segilir.
Son adimda ise yeni x ig¢in y = w'x +b isleminin
sonucu hesaplanarak verinin simifina karar verilir. y < 0
durumu verinin birinci simifa, y > 0 durumu ise verinin
ikinci sinifa ait oldugunu temsil etmektedir.
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Destek Vektorleri

Sekil 3. Destek Vektor Makineleri Hiper Diizlem Segimi
(Determining Hyper Plane in Support Vector Machines )

DVM diger makine Ogrenmesi tekniklerinden farkli
olarak wverileri sadece iki smifa ayirma islemi
yapmaktadir. U¢ ya da daha fazla smifa sahip veri
setlerinde, bire kars1 bir (OVO, one versus one), ya da
bire karst hepsi (OVA,one versus all ) ayrigtirma
yontemleri kullanilarak ¢ok sinifli verilerin
smiflandirilma islemi DVM ile yapilabilir. Caligmamizda
OVA ayristirma teknigi kullamlmistir. Ilgili ydntemde
farkli simif sayist kadar ikili smiflayicilar olusturulur.
Veriler, ilgilenilen simf etiketi 1, diger tiim smiftaki
veriler -1 olacak sekilde etiketlenerek siniflandirma islemi
gerceklestirilir. Bu iglem her bir smif igin olusturan
modeller i¢in ayrn ayr1 tekrarlanir.  Sinifllayici
modellerden elde edilen sonuglar birlestirilerek gercek
smnif bilgisi elde edilir.

2.2.2. Yapay Sinir Aglar: (Artificial Neural Networks)

Insan sinir hiicreleri dikkate aliarak tasarlanms Yapay
Sinir Aglar1 (YSA), denetimli ya da denetimsiz bir¢ok
tirevi olan giiclii bir makine 6grenmesi teknigidir. En
kiigiik YSA birimine ndron ad1 verilir. Noronlar birleserek
katmanlari, kamanlar birleserek modeli meydana
getirmektedir. Bir YSA modeli, girdi katmani ve ¢ikt1
katmanit olmak tiizere en az iki katmandan meydana
gelmelidir. Girdi katmaninda egitim igin kullanilacak veri
setinin Oznitelik sayisi kadar, ¢ikti katmaninda ise siif
sayist kadar ndéron bulunmalidir. Olusturulan bu iki
katmanli YSA modeli dogrusal olarak ayrisabilen veri
setlerinde basarili sonuglar verse de, dogrusal olarak
ayrisamayan veri setlerini ¢ozmede basarili olamamuistir.
Bu problemi ¢ézmek i¢in girdi katmani ile ¢iktr katmant
arasina ndron sayisi veri setinden bagimsiz ve degiskenlik
gosterebilen bir ya da daha fazla gizli katman
eklenmektedir. YSA modelinde bir katmanda bulunan her
bir noron, bir sonraki katmanda bulunan tiim ndéronlara
bagli ise bu model Tam Bagli YSA olarak
adlandirilmaktadir. Smiflama icin en sik kullanilan Cok
Katmanli YSA (CKYSA) modeli bu ii¢ katman ¢esidini
de bulunduran tam bagli bir modeldir. CKYSA’da egitim,
oto kodlayict modeline benzer bir sekilde esitlik 5 ve 6
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kullanilarak, ileri dogru ve geri besleme olmak iizere iki
asamada agirliklar belirlenerek yapilir. Son asamada ise
belirlenen agirliklar kullanilarak yeni veriler icin simif
tahmini yapilir ve model sonlandirilir.

3. UYGULAMALAR VE BULGULAR (APPLICATIONS
AND RESULTS)

Calismada film yorumlar1 igeren 1000 pozitif ve 1000
negatif olmak iizere toplam 2000 adet 6rnek igeren IMDB

veri seti kullamilmustir [25]. Veri setinden gerekli
Oznitelikler ¢ikarilarak  siniflandirmaya hazir  hale
getirmek amaciyla ¢esitli veri 6n isleme adimlari

uygulanmigtir. Metinler kelimelere ayrilmadan dnce 6zel
isaretler ve noktalama isaretleri kaldirilmig, tiim metin
kiigiik harflere ¢evrilmistir. Daha sonra her bir kelimenin
kokleri NLTK kiitiiphanesi yardimiyla bulunmus, edat,
baglag ve zamirlerden olusan durak kelimeleri ile
uzunlugu 3 harften kiigiik kelimeler silinmistir. Terim
olarak da isimlendirilen birbirinden farkli kelimeler
Oznitelik olarak ele alinmig, ardindan terim frekanslari
(TF) ve ters dokiiman Frekanslar1 (IDF) yardimiyla vektor
uzay modelleri olusturulmustur. Oznitelik olarak TF-IDF
degeri en yiiksek olan 1000 terim ele alinmistir. Bu veri
seti DVM ve YSA smiflama algoritmalari kullanilarak ilk
once orijinal boyutta egitilmis daha sonra TBA, ¢TBA,
TDA, FA, Oto Kodlayict ve Denoising Oto Kodlayici
olmak iizere 6 farkli boyut diisiirme yontemi uygulanarak
yeni veri setleri elde edilmistir. Son olarak da bu veri
setleri izerinde egitimler gergeklestirilmistir.

Tiim veri setlerinde, veri setinin %75’lik kismi egitim
icin, %25’lik kismu ise test i¢in rastgele ayrilmigtir. Oto
kodlayict modelleri diginda her bir boyut diisiirme
yontemi ic¢in 40. boyuttan baglanarak her adimda 10’ar
artacak sekilde 530. boyuta kadar 530 farkli boyutta elde
edilen veri setleri DVM ve YSA ile egitilmistir. Oto
kodlayict modellerinde ise boyut ilk olarak tek kademede
distirilmiis daha sonra derin 6grenme tabanli olacak
sekilde iki oto kodlayic1 kullanilarak farklt bir model
olusturulmustur. Tek kademede boyut diisiirme islemi
diger yontemlerde oldugu gibi 530 ile 40 boyut arasinda
boyutlar degistirilerek yapilmustir. iki kademeli boyut
diisiirme iglemi ise ilk kademede 800 ile 600, ikinci
kademede 530 boyut ile 40 boyut arasinda olacak sekilde
egitilmistir. Bahsedilen her bir ydntem icin test
verilerinde en yiliksek basari oranini veren boyut tespit
edilmistir.

Sonuglar incelendiginde YSA siniflama algoritmasi igin
en iyi basar1 oranlari; Oto Kodlayict i¢in 400 boyuta
diigtiriilen iki kademeli derin mimaride, Denoising Oto
Kodlayict i¢in 390 boyuta diisiiriilen iki kademeli derin
mimaride, FA igin 250. boyutta, TBA i¢in 210. boyutta,
¢TBA igin 210. boyutta, TDA i¢in 110. boyutta alinmistir.
DVM siniflama algoritmasi i¢in en iyi basari oranlari; Oto
Kodlayici igin 360 boyuta diisiiriilen tek kademeli yapida,
Denoising Oto Kodlayici igin 300 boyuta diisiiriilen tek
kademeli yapida, FA i¢in 320. boyutta, TBA igin 320.
boyutta, ¢TBA i¢in 460. boyutta, TDA i¢in 210. boyutta
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almmustir. Tespit edilen en iyi modeller i¢in ve orijinal
boyutta egitilen model igin test verisine ait dogruluk
(Accuracy - Acc), hassasiyet (Sensitivity - Sens),
ozgiilliik (Specificity - Spec), ve f-6l¢iit (F) degerlerleri
Tablo 1’de gosterilmistir. Bu tabloda yontem siitundaki
her bir satir gelistirilmis modelleri temsil etmektedir. MO;
DVM’nin &znitelik diisiirme yapilmadan kullanildigi, M1;
TDA ile DVM yontemlerinin birlikte kullanildigi, M2;
TBA ile DVM yontemlerinin birlikte kullanildigi, M3;
¢TBA ile DVM yontemlerinin birlikte kullanildigi, M4;
FA ile DVM ydntemlerinin birlikte kullanildigi, M5; Oto
Kodlayict ve DVM yontemlerinin birlikte kullanildigi,
M6; Denoising Oto kodlayic1 ile DVM yontemlerinin
birlikte kullanildigi, M7; YSA’nin Oznitelik diisiirme
yapilmadan kullanildigi, M8; TDA ile YSA yontemlerinin
birlikte kullanildigi, M9; TBA ile YSA yontemlerinin
birlikte kullanildigi, M10; ¢TBA ile YSA yontemlerinin
birlikte kullanildigi, M11; FA ile YSA yontemlerinin
birlikte kullanildigi, M12; Oto Kodlayici ile YSA
yontemlerinin birlikte kullanildigi, M13 ise Denoising
Oto Kodlayici ile YSA yontemlerinin birlikte kullanildig:
modelleri belirtmektedir.

Tablo 1. Analiz Sonuglari
(Analysis Results)

Yontem | Boyut Acc Sens Spec F
MO 1000 0.7800 | 0.7591 | 0.8053 | 0.7909
M1 210 0.8040 | 0.8175 | 0.7876 | 0.8205
M2 320 0.8140 | 0.8066 | 0.8230 | 0.8262
M3 460 0.7740 0.7847 0.7611 | 0.7919
M4 320 0.8080 | 0.8139 | 0.8009 | 0.8229
M5 360 0.8080 | 0.8723 | 0.7301 | 0.8328
M6 300 0.8020 0.8212 0.7788 | 0.8197
M7 1000 0.7860 0.7701 0.8053 | 0.7977
M8 110 0.7900 | 0.7774 | 0.8053 | 0.8023
M9 210 0.8120 | 0.7956 | 0.8319 | 0.8226
M10 210 0.7920 0.7847 0.8009 | 0.8052
M11 250 0.7900 0.7810 0.8009 | 0.8030
M12 400 0.8160 | 0.8358 | 0.7920 | 0.8327
M13 390 0.8160 | 0.8321 | 0.7965 | 0.8321

Performans olgiitlerinden goriilecegi lizere boyut diislirme
tekniklerinin, istisnai bir durum olan ¢TBA ile DVM
yontemlerini birlikte kullanan model haricinde daha iyi
bir basar1 orami elde ettigi gozlemlenmistir. Boyut
distirme teknikleri kendi aralarinda kiyaslandiginda;
DVM’nin smiflama algoritmasi olarak kullanildig:
modeller i¢in, dnerilen iki farkli derin 6grenme tabanli oto
kodlayict modeli bagar1 orani olarak diger boyut diisiirme
tekniklerine yakin sonuglar almislardir. YSA’nin
simiflama algoritmasi olarak kullanildigi modellerde ise
oto kodlayicilar diger yontemlerden daha iyi basar1 elde
etmislerdir. ~ YSA  modellerinden oto  kodlayict
tekniklerinin daha iyi sonuglar almasinin nedeni, bu iki
yontemin yapi olarak birbirine benzemesi ve daha iyi
uyum saglamasi olarak degerlendirilebilir. Her iki
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siniflama algoritmasi iginde, dogru tahmin edilen pozitif
duygularin oranini veren hassasiyet skorunda, Onerilen
oto kodlayic1 modellerinin kayda deger oranda daha iyi
sonuglar verdigi gdzlemlenmektedir. Oto kodlayici
modelleri kendi aralarinda kiyaslandiginda; YSA modeli
icin ¢cok benzer sonuglar vermekle birlikte, DVM igin oto
kodlayic1 modeli, denoising oto kodlayict modeline gére
daha iyi sonuglar vermistir. Bu fark, veri setinde bol sifir
olmas1 ve eklenen giiriiltiniin veri setinde bazi
bozulmalara neden olmasi olarak degerlendirilmistir.

4. SONUC (CONCLUSION)

Bu calismada metin madenciliginin bir alt dali olan duygu
analizi i¢cin boyut diisirme teknikleri Onerilmistir. Metin
madenciliginde 0Oznitelik ¢ikarma tekniklerinin yapisi
geregi, veri setlerinin karmagik bir hal almasi analizi
zorlastirmaktadir. Analizi daha kolay bir hale getirmek
icin IMDB film yorumlarindan elde edilen veri seti, DVM
ve YSA smniflama algoritmalart kullanilarak ilk adimda
orijinal boyutta egitilmistir. ikinci adimda veri seti
belirlenen boyut diisirme teknikleri ile 6n islemden
gecirilerek smiflamaya en uygun boyut tespit edilmistir.
Son adimda ise tespit edilen boyutlardaki veriler ile
sistem yeniden egitilerek sonuglar degerlendirilmistir.
Elde edilen sonuglar dogrultusunda boyut diislirme
tekniklerinin beklendigi gibi basar1 oranmi artirdigt
gozlemlenmistir. Ancak ¢TBA boyut diisiirme tekniginin
bu veri seti ilizerinde basari oraninda kayda deger bir
iyilestirme yapmadigi, onerilen derin 6grenme tabanli oto
kodlayic1 modellerin ise diger yontemlere kiyasla benzer
ya da daha iyi sonuglar elde ettigi, bu yontemlerin bazi
durumlarda kayda deger iyilestirmeler yaptigi sonuglara
bakilarak anlagilmigtir.
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