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Onemli noktalar (Highlights)
»  Yaridenetimli 6grenme ile siniflandirma / Classification with semi-supervised learning
»  Kendi kendine ogrenme yonteminin uygulanmas: | Implementation of the self-training
method

Amag¢ (Aim): Kendi kendine ogrenme yonteminin siniflandirma performansina  etkisinin
belirlenmesi. / Determining the effect of self-training method on classification performance.

Ozgiinliik (Originality): GTZAN miizik tiirleri veri kiimesi iizerinde sekiz farkl simiflandirici model
icin kendi kendine ogrenme yonteminin katkisi degerlendirilmistir. / The contribution of the self-
training method is evaluated for eight different classifier models on the GTZAN music genres
dataset.

Bulgular (Results): Daraltilmis egitim kiimesi ile yapilan élgiimlerle karsilastirildiginda kendi
kendine dgrenme yontemi, k-en yakin komsu simiflandrict igin 0,02-0,04 ve ¢ok katmanli yapay
sinir agr smiflandirict igin 0,05-0,09 dogruluk artisi saglanmugtir. Bu iki suniflandirici tizerinden,
destekleyici yontemlerin katkisi degerlendirilmistir. Eklenen bir dengeleme filtresiyle kendi kendine
ogrenme yonteminin dogruluk oraminda yaklagik 0,01 oraninda ek bir artis saglanmistir. Diger
smiflandiricilarla yapilan deneylerde, kendi kendine ogrenmenin simiflandirma performansini
degistirmedigi ya da diisiirdiigii goriilmiistiir. | Compared to the measurements with the reduced
training set, the self-learning method improved accuracy by 0.02-0.04 for the k-nearest neighbor
classifier and 0.05-0.09 for the multilayer neural network classifier. On these two classifiers, the
contribution of the supplementary methods was evaluated. With the addition of a stabilization filter,
an additional increase of about 0.01 in the accuracy of the self-learning method was achieved.
Experiments with other classifiers showed that self-learning did not change the classification
performance or decreased.

Sonug¢ (Conclusion): Kullanilan veri kiimesi ve uygulanan siiflandirict tiiriine bagh olarak,
modelin kendi kendine egitim yontemi ile desteklenmesi siniflandirma basarisina katk
saglayabilmektedir. / Depending on the dataset used and the type of classifier applied, the self-
training of the model can contribute to the classification success.
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Denetimli makine dgrenmesi yontemleri ile basarili sonuglar elde etmek i¢in yiiksek miktarda
etiketli veriye ihtiyag duyulur. Etiketleme, zaman ve isgiicli agisindan maliyetli bir islemdir.
Etiketleme i¢in gereken zaman ve isgiiciinii azaltmak igin ¢esitli yontemlerden faydalanilir.
Etiketli verinin etiketsiz veriyle birlikte kullanildig1 yar1 denetimli 6grenme de bu yontemlerden
biridir. Bu ¢alismada, GTZAN veri kiimesindeki miizik tiirlerinin tespitinde bir yari-denetimli
O0grenme yontemi olan kendi kendine 6grenmenin katkis1 degerlendirilmistir. Miizik tiirlerini tespit
etmek i¢in kendi kendine 6grenme ydntemi sirasiyla Naive Bayes, K-En Yakin Komsu, Karar
Agaci, Destek Vektor Makinesi, Lojistik Regresyon, Cok Katmanli Yapay Sinir Ag1, XGBoost ve
Rastgele Orman siniflandiricilara uygulanmistir. Calismada kullanilan veri kiimesi, dort farkli
oranda (%4, %8, %16, %32) etiketli veri, %10 test verisi ve kalan kismu etiketsiz veri olacak
sekilde ayrilmistir. Her bir oran i¢in daraltilmis etiketli, etiketsiz kiimeye s6zde etiket atayarak ve
test digindaki boliim tamamen etiketli olacak sekilde ii¢ farkli egitim kiimesi olusturulmustur. Bu
kiimeler ile makine 6grenmesi modelleri egitilmis ve daha 6nceden ayrilmis test verisi ile model
performanslari smanmustir. Calismada, kendi kendine 6grenme yonteminin etkisi dogruluk ve F1-
Skor olgiitleri yoniinden degerlendirilmistir. Daraltilmis egitim kiimesi ile yapilan Olgiimlerle
karsilastirildiginda, kendi kendine 6grenme yontemi, k-en yakin komsu siniflandirict igin 0,02-
0,04 ve ¢ok katmanli yapay sinir ag1 smiflandirici i¢in 0,05-0,09 dogruluk artisi saglanmistir. Bu
iki smniflandirict iizerinden, destekleyici yontemlerin katkisi degerlendirilmistir. Eklenen bir
dengeleme filtresiyle kendi kendine 6grenme yonteminin dogruluk oraninda yaklagik 0,01
oraninda ek bir artig saglanmistir. Diger siniflandiricilarla yapilan deneylerde, kendi kendine
o6grenmenin siniflandirma performansini degistirmedigi ya da diistirdiigii goriilmiistiir.
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Abstract

Supervised machine learning methods require large amounts of labeled data to achieve
successful results. Labeling is a costly process in terms of time and labor. Various methods are
used to reduce the time and labor required for labeling. Semi-supervised learning, where labeled
data is used together with unlabeled data, is one of these methods. In this study, we evaluate
the contribution of self-learning, a semi-supervised learning method, in the detection of music
genres in the GTZAN dataset. The self-learning method was applied to Naive Bayes, K-Nearest
Neighbor, Decision Tree, Support Vector Machine, Logistic Regression, Multilayer Neural
Network, XGBoost and Random Forest classifiers respectively. The dataset used in the study
was divided into four different proportions (4%, 8%, 16%, 32%) of labeled data, 10% test data
and the remainder unlabeled data. For each proportion, three different training sets were
created: narrowed labeled, by assigning pseudo-labels to the unlabeled set, and with the non-
test portion fully labeled. Machine learning models were trained with these sets and the model
performances were tested with the pre-separated test data. In the study, the effect of the self-
learning method was evaluated in terms of accuracy and F1-Score. Compared to the
measurements with the reduced training set, the self-learning method improved accuracy by
0.02-0.04 for the k-nearest neighbor classifier and 0.05-0.09 for the multilayer neural network
classifier. On these two classifiers, the contribution of the supplementary methods was
evaluated. With the addition of a stabilization filter, an additional increase of about 0.01 in the
accuracy of the self-learning method was achieved. Experiments with other classifiers showed
that self-learning did not change the classification performance or decreased.
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1. GIRIS (INTRODUCTION)

Yapay zekanin bir dali olan makine 6grenmesi, el
alinan veriyi en iyi sekilde genelleyen modelleri
ortaya ¢ikarmak i¢in kullanilan yontemleri igerir.
Makine Ogrenmesi yontemleriyle, bilinen veri
ornekleri egitilen modelle, Ornekler arasindaki
iliskinin ortaya ¢ikarilmasi ya da yeni girdilere ait
sonuglarin tahmin edilmesi amaclanir. Makine
6grenmesi, denetimli  6grenme  (supervised
learning) ve denetimsiz 6grenme (unsupervised
learning) olarak adlandirilan iki temel kategoriye
sahiptir. Denetimli 6grenme icin kullanilan veri
kiimesinde, her bir 6rnek i¢in n adet girdi 6zniteligi
(%1, %2, x3 ... x,) ve genellikle bir hedef 6zniteligi
(y) bulunur. Bu tiir veri kiimeleri, igerdigi 6rnekler
etiket olarak da adlandirilan hedef Ozniteligine
sahip olmasi nedeniyle “etiketli veri kiimesi” olarak
adlandirilir. Egitim veri kiimesi ile egitilen model
kullanilarak yeni girdi oOrnekleri igin hedef
Ozniteliginin degeri tahmin edilmeye g¢aligilir. Bu
kategorideki yontemler genellikle regresyon ve
siniflandirma islemlerinde kullanilir.

Denetimsiz 6grenme yonteminde kullanilan veri
kiimesindeyse sadece n adet girdi Ozniteligi
(x1,%9,%3 ...X,) Dbulunur ve hedef Ozniteligi
bulunmaz. Bu sebeple, denetimsiz 0grenmede
kullanilan veri kiimesi “etiketsiz veri kiimesi”
olarak adlandirilir. Denetimsiz 6grenmede, veri
ornekleri benzerliklerine gore kiimeleme islemine
tabi tutulur.

Denetimli ve denetimsiz 6grenme  Kategorileri
disinda, yar1 denetimli &grenme (YDO, semi-
supervised learning) olarak adlandirilan bagka bir
kategori de bulunur. YDO, kavramsal olarak

denetimli ve denetimsiz Ogrenme arasinda
konumlanir. YDO iizerine yapilan calismalarda
genellikle smiflandirmaya odaklanilmstir.

Performansi arttirmak igin, sinirli miktarda etiketli
veri ile Dbirlikte etiketlenmemis veriden de
yararlanilmaya ¢aligilir [1].

YDO, etiketlenmis  verinin  smirli  oldugu
durumlarda  performansli  bir  siniflandirma
yapabilmek i¢in kullanilan etkili bir stratejidir [2].
YDO’de, model etiketli ve etiketsiz veri birlikte
kullanilarak egitilir ve yeni veri drnekleri i¢in hedef
Ozniteliginin degeri tahmin edilir [3].

Smiflandirma  baglaminda YDO’deki  temel
varsayim, ayn1 yiiksek yogunluk bolgesinde
bulunan iki veri 6rneginin biiylik olasilikla ayni
siuf etiketine sahip olmas1 gerektigidir. Bu kabul,
diizgiinliik varsayimi (smoothness assumption)
olarak adlandirilir [4]. Diizgiinliik varsayimina gore
veri kiimesindeki iki veri Orneginin girdi

93

oznitelikleri (x, x") birbirine yakinsa, bu 6rneklere
ait hedef ozniteliklerinin sinif etiketleri de (y,y")
ayn1 olmalidir. Diizgilinliik varsayimi, ayn1 zamanda
gecisli olarak da uygulanabilir. X;, sinif etiketine
sahip bir veri 6rnegi olsun. Ayrica sinif etiketine
sahip olmayan X, ve X; veri ornekleri mevcut
olsun. Veri ornekleri uzaymda X, veri 6rnegi, X;
veri Ornegine ve X3 veri 0rnegi, X, veri ornegine
yakinsa, gecisli yayilimdan dolayi, X;’e yakin
olmasa bile X3, X; veri 6rnegi ile ayn1 sinif etiketine
sahip olacaktir [2].

YDO’de indiikleyici (inductive) ve doniistiiriicii
(transductive) olmak iizere iki ana yontem grubu
mevcuttur [5]. indiikleyici yontemlerle, etiketli veri
yardimiyla etiketsiz veriye sozde etiket (pseudo
label) atanir. Doniistliriicti yontemlerle, etiketli ve
etiketsiz veri birlikte kullanilarak graf tabanli bir
model olusturulur [3]. YDO yontemleri Sekil 1°deki
gibi siniflandirilir.

Indiikleyici yontemler kendi iginde, denetimsiz
Onisleme (unsupervised preprocessing), 6zde yari
denetimli (intrinsically semi-supervised) ve sarici
(wrapper) yontemler olarak {ige ayrilabilir.
Denetimsiz 6n isleme (unsupervised preprocessing)
yontem grubu  Oznitelik ¢ikarma  (feature
extraction), kiimele-etiketle (cluster-then-label), 6n
egitim (pre-training) gibi yontemleri kapsar. Bu
yontemlerde, sozde etiket atanan Ornekler egitim
agsamasinda kullanilmaz; etiketli veri kullanilarak
etiketsiz veri kiimeleme islemine tabi tutulur. Bu
islemden sonra olusan kiimelere ve dolaysiyla
icerdikleri veri Orneklerine siuf etiketi atanarak
model olusturulur [6].

Yari Denetimli
Ogrenme

indiikleyici
Denetimsiz
Onisleme

Grafik Temelli

Oznitelik 1 { gy meleetiketle | | @n Egitim
Cikarma
Sarici
Yontemler
I I ] Ozde
Kel?_di Kendine Es Orenme Artirma Yari Denetimli
Ogrenme
MakSIr[\um Perturhas?'on Manifold Uretici
Marjin Temelli Modeller

Sekil 1. YDO yéntemlerinin siniflandiriimasi
(Classification of semi-supervised learning methods) [1]
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Maksimum-marj (maximum-margin), manifold
(manifolds), pertiirbasyon temelli (perturbation-
based), iiretici modeller (generative models) gibi
teknikleri iceren 6zde yari denetimli (intrinsically
semi-supervised) yontemler, siniflandiricinin amag
ya da iyilestirme fonksiyonunun etiketsiz veriyi de
icerecek sekilde genisletilmesine dayanir [7]. Ozde
yart denetimli yontemlere Ornek olarak, etiketsiz
veriyi de kapsayacak sekilde araligin maksimize
edildigi yar1 denetimli destek vektor makinesi
(semi-supervised support vector machines-S3VM)
verilebilir [8].

Saric1 yontemler, en eski ve iyi bilinen YDO
yontemlerindendir [9]. Sarict yontemler kendi
arasinda kendi kendine ogrenme (KKO, self-
learning), es 6grenme (co-training) [10] ve artirma
(boosting) olarak tige ayrilir. Bu yontemlerde ana
ilke, etiketli veri kullanarak egitilen siniflandirict
yardimiyla etiketsiz veri orneklerine sozde etiket
(simif etiketi) atanmasidir. Etiket atanacak ornek
kalmayincaya kadar, egitim ve sdzde etiket atama
stireci dongiiler halinde tekrarlanir. Es 6grenmenin
KKO’den farki, birden fazla modelin kullanilmasi
ve bu modellere ait sozde etiket atanan 6rneklerin
diger modelin egitim kiimesine eklenmesidir [11],
[12] . KKO yontemi, en temel sozde etiket verme
yaklagimidir [6].

Bu calismada, KKO' niin ¢esitli siniflandiricilara
olan etkisi GTZAN ses veri kiimesi [13] tizerinde
degerlendirilmistir. Literattirdeki diger
calismalardan farkli olarak, KKO’ niin etkisi,
herhangi bir ek yontemle desteklenmeden sekiz
farkli siniflandirict model tizerinde test edilmistir.
Daha sonra, KKO ek bir seg¢im ydntemi ile
giiclendirilerek en basgarili iki siniflandirici tizerinde
testler yiriitiilmiis, sonuglar paylasilmistir. Bu
sayede elde edilen deneysel sonuglarla KKO’ niin
yalin ve destekleyici bir yontemle kullaniminin
etkisi, olumlu ve olumsuz yonleriyle birlikte ortaya
koyulmustur.

KKO yontemi, literatirde kendi kendine egitim
(self-training), kendi kendine etiketleme (self-
labeling), karar yonelimli &grenme (decision-
directed learning) gibi kavramlarla yer bulmustur
[2]. KKO yéntemi, bir simflandiric1 tarafindan
belirli bir esik degerinin istiindeki olasiliklar i¢in
etiketsiz veri Orneklerine sozde etiket atanmasi
prensibine dayanir. Boylece, etiketlenmis veri
ornekleri ile birlikte sdzde etiket verilmis veri
orneklerinin bir arada kullanilmasi, ayni sinifa ait
bolgelerin daha etkili bir sekilde belirlenmesini
saglar [4]. KKO yénteminde, genellikle asagidaki
adimlar izlenir:

1) Etiketli veriler kullanilarak bir smiflandirici
egitilir.

2) Egitilmis  modelle  etiketlenmemis
orneklerine sozde etiket atanir.

3) Etiketli ve sozde etiket atanan veri ornekleri
birlikte  kullanilarak  smiflandirict  yeniden
egitilir.

4) Etiket atanabilecek etiketsiz veri kalmayincaya
ya da etiketsiz verinin timil etiketleninceye
kadar 2. ve 3. adimlar1 tekrarlanir.

verl

KKO yonteminin isleyisi, Algoritma 1’de
gosterilmistir. Etiketli verilerin bulundugu veri
kiimesi X;, etiketsiz verilerin oldugu veri kiimesi
Xy ve baslangic durumunda bos olan sozde etiket
atanmig veri kiimesi X, ile temsil edilir. Ilk
durumda, X; kiimesindeki etiketli veri ile model
egitilir. Egitilen model kullanilarak, X;; kiimesinde
yer alan, belirli bir esik degerinin {istiinde
siniflandirma dogruluguna sahip veri 6rneklerine
sozde etiket atanir. Bu veri ornekleri X, kiimesine
tasinir ve Xy  kiimesinden ¢ikarilir. Sonraki
asamada dongiisel olarak X; ve X, kiimelerinin
birlesimi (X, U X,,) kullanilarak mevcut model
tekrar  egitilir. Xy Kiimesindeki kalan  veri
orneklerine ayni kabuller dogrultusunda s6zde
etiket atanir. Sozde etiket atanan veri Ornekleri
X kiimesine tasinir, ayni zamanda ilgili veri
ornekleri X;; kiimesinden de g¢ikarilmis olur. Bu
islem X kiimesi bosalana ve X, kiimesine eklenen
yeni veri 0rnegi kalmayincaya kadar devam eder.

Algoritma 1. KKO algoritmasi (Self-learning
algorithm)  [14]

Girdi: X, = etiketli veri kiimesi
Xy = etiketsiz veri kiimesi
X ={} sozde etiket atanmus veri kiimesi, basta
bos
dongii =0
tekrarla:

X U X, ile stniflandiriciyr egit
Xy’da marj icinde kalan veriye sozde etiket ver
Sozde etiket verilen 6rnekleri:
Xy kiimesinden cikar,
Xse kiilmesine ekle
dongii ++ , dongii sayisini artir.
Xy ={} etiketsiz veri kiimesi bogsa ya da
dongiide sozde etiket verilen 6rnek yoksa ¢ik
degilse tekrarla
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Buradaki kritik noktalardan biri, her dongii
sirasinda sozde etiket verilecek alt kiimenin nasil
tespit edilecegi konusudur. KKO modeli, her
dongiide belirli bir etiketsiz veri alt kiimesini
secmelidir. Aksi takdirde, tim etiketsiz veri
orneklerine ilk dongiide etiket atanir. Bu da,
modelin, sozde etiket atama islemi igin, etiketli veri
ile yapilan siniflandirmayla ayni performansa sahip
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olmasina yol agar [15]. Bu noktada, her bir sinif igin
giivenilir esik degerlerinin belirlenmesi
gerekmektedir. Ikili siniflandirmada, sdzde etiket
atama isleminde hedef deger se¢imi Esitlik 1’e gore
gergeklestirilir.

~_{+1, if f(x,+1) > 0, 1
YE1-1, i fn—-1)> 6, &)
vy~ : atanacak simif etiketi (sdzde etiket), 6: esik
degeri,

x: girdi 6znitelikleri, f(x,n): simiflandiricin
iirettigi olasilik degeri

Esik deger (0), yanhs etiketleme ihtimalini
azaltacak sekilde yiiksek belirlenmelidir. Ote

yandan, ¢ok yiiksek bir esik degeri belirlenmesi
halinde her dongiide sozde etiketleme islemi i¢in
ayrilan etiketsiz alt veri kiimesi kiigiilecektir. Bu
durumda, sozde etiket atanan veri Ornegi sayisi
azalacaktir. Ikili simflandirmada, en uygun esik
degerini belirlemek i¢in kullanilan yontemlerden
biri, tahmin edilen pozitif ve negatif siniflarin
olasilik degerlerinin ortalamasinin alinmasidir [16].

Ikili simiflandirma disinda, ¢oklu simiflandirma icin
de, uygun esik degerinin belirlenmesi konusunda
cesitli ¢alismalar mevcuttur. Bunlardan biri Lee ve
digerlerinin ¢alismasidir [17]. Calismada, ¢oklu
siniflandirma i¢in uygun esik degeri yapay sinir ag1
modeli kullanilarak belirlenir. Tiir ve digerlerinin
calismasinin  [16] ¢ok simifli veri kiimelerine
uygulandig1 baska bir ¢aligmada [18] esik deger
secilmeden sozde etiket atama islemi yiiriitiiliir. En
giivenilir etiketsiz veri oranina (p) basta 0,20 degeri
atanir ve maksimum 0,50 oluncaya kadar her
dongiide bu oran 0,05 artirthir. Cascante-Bonilla ve
digerleri tarafindan yapilan ¢alismada [19], s6zde
etiket atama i¢in miifredat 6grenmesi (curriculum
learning) modeli 6nerilmistir. Miifredat 6grenmesi,
cikarim yapilmast kolay veriden zora dogru
modelin egitilmesi esasina dayanur. ilgili alismada
etiketsiz verilerin timii etiketlenene kadar dongiiler
halinde islem tekrarlanir. Karsilagtirma igin 1 ile O
arasinda 0,2’lik adimlarla azalan yiizdelik skor esik
degeri kullanilir. Her dongiide azalan esik degerinin
izerinde skora sahip etiketsiz veri 6rneklerine s6zde
etiket atanir, veri 6rnegi egitim kiimesine eklenir ve
model yeniden egitilir [19]. Bunlarin disinda,
Rastgele Orman ve Adaboost gibi ¢ogunluk oyu
siniflandiricilarda, s6zde etiketleme isleminde esik
degeri secimi otomatik olarak yapilir [2].

Es 6grenme baska bir KKO yaklasimidir. KKO’den
farki, birlikte ¢alisan en az iki model icermesidir. Es
ogrenme yaklagimlarindan biri Noisy student [11]
yontemidir. Bu yontemde, bir dgretmen bir de
ogrenci modeli bulunur. Ogretmen model dogru
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etiketlenmis veri ile egitilir ve bu model 6grenci
modeli egitmekte kullanilir. Ogrenci smiflandiric
etiketsiz veri ilizerinde tahminleme yapar ve sonucu
ogretmen siiflandiriciya geri besler. Baska bir es
O0grenme  yontemi  olan  FixMatch  [20]
algoritmasinda, iki modelden biri dogru etiketli,
digeri giiriiltii eklenmis veri ile egitilir. Dogru
etiketli veri ile egitilen model, giiriiltii eklenmis veri
ile egitilen modeli diizeltmek icin kullanilir. Entropi
kayb1 iizerinden veri kiimesinin olasilik dagilimi
hesaplanarak karsilastirma yapilir.

Konuyla ilgili ¢alismalar kapsaminda, Yi/maz ve
digerlerinin ¢aligmasinda [21] GTZAN veri kiimesi
tizerinde Naive Bayes, K-En Yakin Komsu, Rastgele
Orman, Destek Vektor Makinesi, Lojistik Regresyon
ve XGBoost smiflandiricilart kullanilmis; K-En
Yakin Komsu ve XGBoost ile sirastyla %91,59 ve
%91,79 dogruluk oram elde edilmistir. Sigtia ve
Dixon tarafindan yapilan bagka bir ¢alismada [22],
GTZAN veri kiimesi iizerinde derin 6grenme
kullanarak yapilan siiflandirmada %83 dogruluk
elde edilmistir.

Kiranoglu ve digerlerinin ¢aligmasinda [23] sug
olusum tahmininde KKO’ niin  katkismi
degerlendirilmistir. Bu kapsamda 2019 yilinda
Ingiltere’de islenen suglar veri kiimesi iizerinde
Naive Bayes, K-En Yakin Komsu, Karar Agaci,
Destek Vektor ~ Makinesi siniflandiricilar
kullanilarak  deneysel calisma yiiriitilmiistir.
Triguero ve digerleri tarafindan yapilan baska bir
calismasinda [24] KKO yonteminin etkisi
Olclilmiigtiir. 60 veri kiimesi tizerinden giiriilti
filtreleme teknikleri ile desteklenmis KKO
yonteminin etkililigi degerlendirilmistir.

Wang ve digerlerinin calismasinda [25] cesitli
goriintii ve ses veri kiimeleri iizerinde 7-Model,
Pseudo-Labeling, Mean Teacher, VAT, UDA,
FixMatch [20], Dash, CoMatch, CRMatch,
FlexMatch [26], AdaMatch, SimMatch YDO
yontemlerinin  simiflandirma  basarilari ve hata
oranlar1 karsilastirilmistir.

Zoph ve digerleri tarafindan yapilan ¢alismada [27],
gorilintli veri kiimeleri {izerinde veri artirimi, kisith
veri ile 6n egitim ve KKO yodntemlerinin
siniflandirma basarisina etkileri degerlendirilmistir.

Li ve Zhou nun ¢alismasida [28], KKO yontemi,
SETRED ad1 verilen grafik tabanli dagilim filtresi
algoritmasiyla desteklenmistir. Calismada, yaygin
kullanilan on adet veri kiimesi lizerinde deneysel
calismalar yuritiilmistir. Calisma sonucunda,
KKO yéntemi tek bagna veri kiimelerinin sadece
altistnda model performans: artirdigi, doérdiinde
disiirdiigii goriilmistiir. Diger taraftan, SETRED
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ile desteklenen KKO yontemi kullanildiginda, veri
kiimelerinin sekizinde smiflandirma
performansinda artis olurken ikisinde diismiistiir.

Zou ve digerleri [29] KKO’de giiriiltii kaynakli
yanlig etiket atama problemiyle baga ¢cikmak, atama
isleminin  gilivenirligini artirmak i¢in CRST
(confidence regularized self-training) yontemini
onermiglerdir. Etiket ve model diizenleme igeren
yontem, goriintii siniflandirmada dogruluk orant
artist saglamigtir. Sohn ve digerleri tarafindan
yapilan c¢alismada [20], KKO, modelin genelleme
yetenegini artirmak icin entropi tabanli dengeleme
teknikleriyle desteklenmistir. Calismada, FixMatch
adi verilen algoritma CIFAR-10 [30] goriintii veri
kiimesine uygulanmistir. Sadece 250 etiketli veri
ornegi kullanilarak %94,93 dogruluk orani elde
edilmistir. Bir baska calismada [26], Fixmatch
algoritmasinin tiirevi olan FlexMatch algoritmasi
Onerilmigtir. FlexMatch algoritmasinda, esnek
etiketlemeyi  saglayan ve Miifredat Sozde
Etiketleme (Curriculum Pseudo Labeling) adi
verilen yontem kullanilmistir. Bu algoritmanin
egitim stiresi Fixmatch algoritmasinin beste biri
kadardir. Ayrica, ¢ok az miktarda egitim verisiyle
Fixmatch’e gore daha basarili sonuglar elde
edilmesini saglamistir. Yakin zamanda yapilan bir
diger calismada [31], Fixmatch algoritmasinin bir
bagka tiirevi DeFixmatch algoritmasi onerilmistir.
Yapilan deneylerde daha yiiksek dogruluk oram
elde edilmistir. Ancak, bu algoritmanin hesaplama
yikii ve zaman maliyeti Fixmatch’e goére daha
yiiksektir.

Literatiir taramasi sonucunda, etiketli verinin
yetersiz oldugu durumlarda, KKO’niin performans
artirict  yardimer  bir yontem olarak basarili
uygulamalarinin oldugu goriilmiistiir.

2. MATERYAL VE METOD (MATERIAL
AND METHODS)

Tzanetakis ve digerleri tarafindan hazirlanan
GTZAN miizik tiirti veri kiimesi [13], 10 farkli tiirde
(blues, classic, country, disco, hip hop, jazz, metal,
pop, reggae, rock), her tir i¢in 1000 adet olmak
iizere toplam 10000 dosyadan olusur. Her bir dosya,
22050 Hz ornekleme frekansinda 16 bit .au
formatinda kaydedilmis iicer saniyelik ses verisi
icerir. Bu ¢calismada, GTZAN veri kiimesi tekrar 6n
isleme tabi tutulmamustir. Olteanu tarafindan
yapilan c¢alismada  [32] elde edilen ve 60
Oznitelikten olusan veri kiimesi kullanilmigtir. Veri
kiimesindeki Oznitelikler Tablo 1’de
gosterilmektedir.

Tablo 1. GTZAN veri kiimesine ait 0znitelikler
(Features in GTZAN dataset)

OZNITELIK ADI MIKTAR
Dosya adi, Saniye cinsinden siire,
Tempo, Miizik tiirii 4

Kroma kisa fourier frekans doniisiimii
ortalama ve varyansi, karekdk ortalama
ve varyanst, spektral agirlik merkezi
ortalamasi ve varyansi, bant genisligi
ortalamasi ve varyansi, kesim frekansi 16
ortalama ve varyansi, sifir gecis orani
ortalamasi ve varyansi, harmoni
ortalamasi ve varyansi, algisal oran
ortalamasi ve varyansi

Mel frekans kepstral katsayist
ortalamasi ve varyansi (20 Kanal) 40

2.1.On Isleme (Preprocessing)

Ik olarak, veri kiimesinden kullanilmayacak olan
"dosya ad1" ve "saniye cinsinden siire" 6znitelikleri
cikarildi.  Sayisal Oznitelikler normalizasyon
islemine tabi tutulmustur. Normalizasyon igleminde
min-maks normalizasyon yontemi kullanilmistir.
Bir 6zniteligin alabilecegi degerlerin en kiigiigii
min(x) en bliyligli max(x) oldugu kabul edilirse,
min-maks  normalizasyon  sonrast  olusan
Olgeklendirilmis x' degeri Esitlik 2’deki gibi
hesaplanir:

o x—min(x)

)

- max(x)—-min(x)

Sekil 2. GTZAN veri kiimesine ait 1s1 haritas1
(Heatmap of GTZAN dataset)
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Sonrasinda,  Oznitelikler  i¢in  1s1  haritasi
olusturulmustur (Sekil-2). 0,80 {lizerindeki degerler
pozitif, -0,80 altindaki degerler negatif yiiksek
korelasyonu gosterir. Buna gore, Spektral Agirlik
Merkezi Ortalamasi 6zniteligi ile Kesim Frekansi
Ortalamasi (0,97) ve Sifir Gegis Oran1 Ortalamasi
Katsayis1 (0,87) Oznitelikleri arasinda gorece
yliksek bir korelasyon bulunmaktadir. Ayrica, 2.
Kanal Mel Frekans Kepstral Katsayisi 6zniteligi ile
Spektral Agirlik Merkezi Ortalamasi (-0,93), bant
genigligi Ortalamas1 (-0,89) ve Kesim Frekansi
Ortalamas1 (-0,92) Oznitelikleri arasinda gorece
daha yiiksek bir negatif korelasyon vardir.

Girdi Ozniteliklerine bagli olarak hedef simmif
etiketinin  dagilimim ortaya ¢ikarmak igin,
Oznitelikler PCA (Temel Bilesen Analizi) yontemi
ile iice indirgendi. Sonrasinda, ii¢ farkli agidan
gorlinecek sekilde dagilim grafigi olusturuldu.
Grafiklerden de anlasilacag: tizere, bazi smiflara
(rock, country vb.) ait verilerin homojen bir
dagilima sahip olmadiklar1 goriilmistiir (Sekil 3).

KKO yéntemini test etmek icin, tiim etiketli veri
kiimesi tizerinde belirli oranlarda orneklerin sinif
etiketinin kaldirildigy, etiket silme islemi uygulanda.
Dort farkli oranda (%86, %82, %74, %58) etiket
silme iglemi yapilarak etiketli, etiketsiz ve test veri
kiimeleri elde edildi. Veri dengesizligini 6nlemek
icin, tlim veri kiimeleri sinif dagilimi dengeli olacak
sekilde boliindii. Test kiimesi sabit (%10) olarak
tutuldu.

1. Veri kiimesinin test verisi disinda kalan kismi
(etiket silme olmadan)

2. Etiketsiz veri ayrildiktan sonra kalan kismi
(daraltilmig etiketli veri),

3. Etiketsiz veriye KKO yéntemiyle sozde etiket
atayarak olusan veri kiimeleri kullanilarak model
egitimi yapildi. Kiimeler 6rneklerin sira numarasi
iizerinden ayrildi. Bdylece, her siniflandirma
algoritmasi i¢in ayni egitim ve test veri kiimesi
olusumlar1 kullanildi.

2.2. Smiflandirma Yontemleri (Classification
Methods)

Egitim ve test calismalar1 Naive Bayes, K-En Yakin
Komsu, Karar Agaci, Rastgele Orman ve XGBoost,
Destek Vektor Makinesi, Lojistik Regresyon, Cok
Katmanli Yapay Sinir Ag1 yontemleri kullanilarak
yapilmustir.

Naive Bayes, olasilik tabanli bir yaklasimla riintii
tanimlamada kullanilan bir denetimli makine
ogrenmesi yontemidir [33].
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Sekil 3. Oznitelik dagilim grafikleri (Feature scatter
plots)

Naive Bayes yontemi, tim girdi Ozniteliklerinin
birbirinden bagimsiz oldugu varsayimi iizerine
kuruludur. P(A), A olayinin gergeklesme olasiligi;
P(B), B olaymin ger¢eklesme olasilig; P(A|B), B
olay1 gerceklesirken ayni zamanda A olayimnin
gerceklesme  olasihigi;  P(B|A), A  olayi
gergeklesirken aymi  zamanda B olaymin
gerceklesme olasiligidir. Bu durumda, P(A|B)
olasilig1 Esitlik 3’teki gibi ifade edilir.
P(B|A)*P(A)

P(A1B) =~ =

®)

x1,x2,x3....xn Seklinde ifade edilebilecek
bagimsiz girdi Oznitelikleri i¢in bagimli hedef
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Ozniteliginin C; sinifi olma olasiligi Esitlik 4’teki
gibi ifade edilir.

P(X | C;) * P(Cy)
PG 1X) =
_ P(%1,.sXn|C)*P(C})
- P(X1,.Xp)

(Ci | X1y e

) Xn) (4)
Sayisal tiirdeki bagimsiz degiskenler icin, girdi
dizisinin ortalamasi1 p ve standart sapmast ¢ olmak
iizere bagimlhi hedef Ozniteliginin C; sinifi olma
olasiligr Gaussian Bayes yontemi ile hesaplanir ve
Esitlik 5’teki gibi ifade edilir.

1% 1w
_2 , 2 _ = )
DX R
=1 =1
1 (xj-uj0)’
. D = _ VTR
P(x; 1 C;) Zmﬁexp< 2, ) (5)

Her bir sinif i¢in, sinifa ait olasiliklarin ¢arpimi o
sinifin hedef deger olma olasiligini verir.

K-En Yakin Komsu (KNN - K-Nearest Neighbor),
hiperuzayda bir noktaya ait hedef degerinin,
kendisine en yakin noktalardan tahmin edildigi,
siiflandirma ve regresyon iglemleri i¢in kullanilan
bir denetimli Ogrenme yontemidir [34]. Bir
denetimli 6grenme yontemi olsa da, egitim agsamasi
icermez. Sekil 4’te gosterildigi gibi hedef
Ozniteliginin  degeri, ¢esitli mesafe Ol¢lim
yontemlerine gore belirlenen k adet en yakin
komsusuna bakilarak ¢ogunluk oyu (nokta sayisi)
ya da agirlikli oy secimi ile tespit edilir.

’)51 k=3 k=7
0e® 0 A
O ox: ! A

R
$.¢,Y A
& * . A
¢ o
® o o

N
/xz

Sekil 4. K-en yakin komsu algoritmasi i¢in en

yakin komsularin belirlenmesi (Determination of
nearest neighbors for the KNN algorithm)

Bagimsiz  girdi  degiskenlerinin  birbirleriyle
orantisiz olmasi sorun ¢ikaracagindan, hesaplama
Oncesi normalizasyon yapilmasi gerekir. n Adet
girdi Ozniteligine sahip veri kiimesindeki, 1.
Oznitelik degerleri sirasiyla p;, q; ile temsil edilen

98

veri Ornekleri P ve Q arasindaki mesafe Esitlik
6’daki gibi hesaplanir.

n

d,(P,Q) = {SyIpi — I} ®)

Uzaklik 6l¢iim yontemleri, denklemde r yerine 1
koyuldugunda Manhattan, 2 koyuldugunda Oklid,
2’den biiyiik bir deger koyuldugunda Minkowsi
olarak adlandinlir. Kategorik ornekler igin
Hamming mesafesi uzaklik 6l¢iim ydnteminden
faydalanilir. Verideki eksikler/bosluklar ve aykir
degerler modelin calisma basarisin1 diisiiriir; veri
sayisi arttik¢a performansi diiger.

Karar Agact  (Decision Tree), siniflandirma ve
regresyon icin kullanilan bir denetimli makine
ogrenmesi  yontemidir [35]. Bagimsiz girdi
degiskenlerinin deger aralig1 ya da kategorilerine
gore kosullu (eger ise, eger degilse) olarak
dallanmalarin oldugu ikili ya da ¢oklu agac
yapilariyla temsil edilir. Homojen bir yap1
olugturmak ig¢in, ayrigmanin olacagi diiglimlerin
tespitinde entropi, gini ve twoing kriterleri
kullanilir.

S veri orneklerinin bulundugu kiime, n hedef
Ozniteligi degeri (sinif) sayisi ve p; kiime iginde i.
sinifin bulunma olasiligi oldugu durumda, bu
kiimeye ait entropi H(S) Esitlik 7’dEki gibi
hesaplanir:

H(S) = — Xi=1pilog, (pi) @)

Karar agaclari olusturulurken ID3, C4.5, CART gibi
algoritmalardan faydalanilir. ID3 sadece sayisal ya
da sadece kategorik girdi Oznitelikleri ile galisir.
C4.5 algoritmasi hem sayisal hem de kategorik girdi
oOznitelikleri ile ¢calisir. CART algoritmasi ikili agac
yapist olusturur. CART algoritmasinda gini ve
twoing  kriterleri  kullanilir. ~ ID3,  C4.5
algoritmalarinda entropi kriteri kullanilir ve ayirt
edici  Ozniteligin tespitinde “bilgi kazanc1”
Olgtimiinden yararlanilir. X girdi 6zniteligi, S veri
kiimesi ve S, S, ...S, alt kiimeler olsun. |S;] i.
kiimenin, |S| veri kiimesinin tamaminin eleman
sayisin1 gostersin. X Ozniteliginin bilgi kazanci
Esitlik 8’deki gibi hesaplanir:

n ISl

Bilgi kazanci(S,X) = H(S) — Y-, 5 H(S;) (8)

Sekil 5’te gosterildigi gibi karar agacindaki 6rnekler
ayrigtirma kriteri dogrultusunda alt dallara ayrilir.
Kok digim, aynistirmanin  baglayacagi  kok
Ozniteligini temsil eder ve belirlenen kosul
dogrultusunda alt dallara ayrilarak gruplanir. Kok
diigiimiin altinda yer alan diigimler, kiime homojen
( sadece bir hedef 6znitelik degerini igerecek) hale

geldiyse “uc yaprak”, yine dallanma varsa “karar
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digimii” olarak adlandirilir. Dallanma islemi
agacin biitlin dallarinda yaprak diigiimlere ulasana
ya da maksimum derinlik gibi sonlanma kosulu
olusuncaya kadar devam eder.

K&k
Karar Dugiimii

Karar Diigiimii

Karar DUglimii

Sekil 5. Ornek karar agac1 (Example decision tree)

Rastgele Orman (Random Forest), siniflandirma ve
regresyon problemlerinde kullanilan, Karar Agaci
tabanli bir denetimli 6grenme yontemidir. Topluluk
ogrenmesi (Ensemble learning) kategorisinde yer
alir. Karar Agaci gibi diger algoritmalarla
karsilastirildiginda, egitim verisine asir1 duyarl
olma egilimindedirler [36]. Egitim o6rneklerindeki
degisiklikler, varyansin artmasina ve dolayisiyla
asirt 6grenmeye yol agabilir. Bu durumu 6nlemek
icin "torbalama" (bagging, bootstrap aggregation)
ad1 verilen teknikler kullanilir. Bu yontemde, egitim
kiimesine ait oOrnekler rastgele sekilde egitim
gruplarina ayrilir. Bir 6rnek, bir ya da birden fazla
grupta yer alabilir ya da hi¢bir grubun iginde yer
almaz. Ayirma isleminden sonra, egitim gruplariyla
birden fazla karar agaci birlikte egitilir ve hata
oranlarina gore cogunluk oylamasi veya agirlikli oy
yontemleri kullanilarak se¢im yapilir [37]. Rastgele
orman algoritmasinin c¢alisma Ornegi Sekil 6'da
gosterildigi gibidir.

1|12(3(4

g1

Egitim Veri Kiimesi

n. Alt kiime

Model

1.Alt Kiime:

Model

Degerlendirme
( Cogunluk oy || Agirlikl Oy )

Sekil 6. Rastgele Orman algoritmasinin 6rnek

calisma sekli (Example of how the random forest algorithm
works)

2.Alt kiime

Model

Test Veri Kiimesi

Ly

Ortak degerlendirme
Sonug sinif etiketleri
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XGBoost, smiflandirma ve regresyon amaciyla
kullanilan bir denetimli 6grenme algoritmasidir.
Rastgele Orman algoritmast  gibi topluluk
dgrenmesi grubunda yer alir. Isleyis olarak rastgele
orman algoritmasina benzer. Rastgele Orman
algoritmasinda torbalama (bagging) yapilirken,
XGBoost  algoritmasinda artirma  (boosting)
uygulanir.

Artirma yonteminde, birden fazla siniflandiricidan
gelen tahminler birlestirilerek sonug elde edilir.
Siniflandiricilar, sirayla bir 6ncekinin hatasina gore
agirliklandirilarak (giiclii olanin agirligr arttirilarak)
sonu¢ modele ulasilir.

Alt egitim kiimelerindeki agaclarin dallarindaki
hatalar hesaplanarak u¢ yapraklarda budama yapilir.
Dongiisel olarak yapilan budama sonucunda her
agacin sadece belirli bir boliimii tahminlemede
kullanilir. Bdylece asir1 6grenmenin Oniine gegilir.
Calisma sekli bakiminda XGBoost, Gradyan
Artrma Karar Agact Algoritmasimin optimize
edilmis  halidir  [38]. Hiz, performans,
uyarlanabilirlik, girdi ¢esitligi tolerans1 ve eksik
veriyi isleyebilmesi 6zellikleri ile 6ne ¢ikar.

Destek Vektor Makineleri (Support Vector Machines),
siniflandirma amaciyla kullanilan bir denetimli
makine 6grenmesi yontemidir. Hem dogrusal olarak
ayrilabilen hem de dogrusal olarak ayrilamayan veri
kiimelerinin siniflandirilmasinda kullanilir [39].
Dogrusal olarak ayrilabilen veri kiimeleri igin,
hiperuzayda smiflar1 ayiran uygun hiper diizlemi
bulma esasina dayanir. Hiper diizlem tespit
edilirken, her smifa ait veri ornekleri olusturdugu
sinir ile maksimum uzaklik saglanmaya calisilir.
Siniflar, smirlart belli olacak sekilde ayrilmasi
durumunda, bu katt marj (hard margin)
siniflandirma olarak adlandirilir. Siniflara ait veri
orneklerinin bir kismi ait olduklar1 marjin digina
tagmigsa bu esnek marj (Soft margin) siniflandirma
olarak adlandirlir. Kati  ve esnek marj
siniflandirmaya ait 6rnek gosterim Sekil 7°deki
gibidir. Dogrusal olarak ayrilamayan veri
kiimelerinde ise, smiflar1 ayirmak i¢in cesitli
yontemler kullanilir. Bunlardan biri ¢ok terimli
doniistirmedir. Bu yontemde boyut artirimi ile veri
kiimesi dogrusal ayrilabilir hale getirilir. Ancak bu
yontem hesaplama maliyetinde artisa, model
performansinda diisiise ve asir1 6grenmeye neden
olur. flgili sakincalar asmak adina, cekirdek hilesi
(kernel trick) yontemine basvurulur. Cekirdek hilesi
yontemi ile veri kiimesi herhangi bir boyut artirma
islemi yapilmadan daha yiiksek diizeyli bir uzaya
eslestirilir. Boylece esnek ve verimli bir sekilde
ayrigtirma yapilir. Cekirdek hilesi yOnteminde
Lineer, Cok Terimli, Radyal Bazli Fonksiyon (RBF)
ve Sigmoid gibi ¢ekirdek fonksiyonlart kullanilir.
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X,

KATIMARJ ( HARD MARGIN) ESNEK MARJ ( SOFT MARGIN)

Sekil 7. Kat1 marj ve esnek marj (Hard and soft
margin)

Sekil 8’de iki adet girdi Ozniteligine sahip veri
kiimesinin RBF c¢ekirdek hilesi ile doniistiiriilmesi
orneklenmisgtir.

Sekil 8. RBF ¢ekirdek hilesi (RBF Kernel trick)

Lojistik Regresyon (Logistic Regression), siniflandirma
amactyla kullanilan bir denetimli makine 6grenmesi
yontemidir [40]. Bagimsiz girdi degiskenlerinin
agirhik degerleri ile carpilarak elde edilen
toplamdan, olasilik degeri hesaplanir. Bu olasilik
degeri ile hedef 6zniteligi tahmin edilir. x;; 1. 6rnek
i¢in j. girdi 6zniteliginin degerini, b; Oznitelige ait
agirhg ve e; hatayr gostermek lizere i. 6rnegin
ongoriilen degeri ¥; Esitlik 9°da verildigi sekilde
hesaplanir.

?l' = bOXOi + blxli + bZXZi - +kaki + ei
k
= Xj=0 biXji.

Y, = by +Xfy X+ e )
Ikili simflandirma ele alindiginda, bir drnege ait
girdi Oznitelikleri X; iken ilk smmifin (hedef
Ozniteligi) olasihigi P(X;) = P(Y; =0, X;) ikinci
smifin  olasithigni P(Y; =1, X;) = 1-P(X;)
seklinde bulunur. iki olasiligin birbirine boliimii ile
iki sinif olasilig1 arasindaki oran tespit edilir. Logit
fonksiyonu ile bu deger 0-1 arasindaki olasilik
degerine c¢evrilir. Bu da Esitlik 10°da gosterildigi
gibi sigmoid fonksiyonuna karsilik gelmektedir.

P(Xi)

Oran = ray

(10)

p(Xi)
1-p(X;)

evi
1+e’i

logit(Oran) = loge( ) p(X;) =

Ikili smiflandirma i¢in p(X;) = 0,5 olmasi
durumunda ilk sinif (0) aksi halde ikinci smifa (1)
ait hedef ozniteligi degeri elde edilir. Cok sinifli
lojistik regresyonda, sigmoid fonksiyonu yerine
softmax fonksiyonu kullanilir.n Adet hedef
Ozniteligi degeri (simf etiketi) iceren bir veri
kiimesinde bir 6rnege ait ¢ girdi dznitelikleri igin k.
smif etiketi Cj‘nin olasilign Esitlik 11°deki gibi
hesaplanir. Olasilig1 en biiylik sinif, etiket hedef
Ozniteligi degeri olarak atanir.

p(Ci | d) = yi () =

exp (Vi)

Z?’:l exp (?l) (11)

Girdi Ozniteliklerine (bagimsiz degiskenlere) baglh
agirliklarin ve katsayilarin hesaplanmasinda En
Biiyiik  Olabilirlik  tahmini (MLE - Maximum
Likehood Estimator), Yeniden Agwliklandiriimis En
Kiiciik Kareler (RILS - Iteratively Reweighted Least
Squares) ve Gradyan Inis (Gradient Descent)
yontemlerinden faydalanilir.

Cok Katmanli Yapay Sinir Ag1/CKYSA ( Multilayer
Neural Network), biyolojik noronlarin  mekanik
yapisinin taklit edilmesiyle ortaya c¢ikan makine
ogrenmesi yontemidir [41]. Hata toleransinin
yiiksek olmasi, dogrusal olmayan problemler i¢in
uygun olmasi, uyarlanabilir olmast  gibi
ozelliklerden dolay1 yaygin olarak kullanilir. Sinir
ag1 katmanlari, yan yana gelen algilayicilardan
(perceptron) olusur. Sinir aglarina ait algilayicilar
Sekil 9’daki gibi ¢aligir.

b

x1 1

‘1’7 i
X W2 f

aktivasyon

X3 w3 fonksiyonu —>y
R
L]
Xn

Sekil 9. McCulloch-Pitt yapay néron modeli
(McCulloch—Pitt Model) [42]

Esitlik 12°de verildigi gibi, algilayici girdileriyle
(x1,x2,x3...xn) egitim asamasinda hesaplanan
agirhk degerleri (wl,w2,w3...wn) carpilip, bir
taban degeri b ile toplandiktan sonra aktivasyon
fonksiyonu f kullanilarak hedef degeri elde edilir.

fb+ X, xwy) (12)

Problemin niteligine gore sigmoid, Tanh, Relu,
LeakRelu, Softmax, Swing vb. aktivasyon
fonksiyonlar1 kullanilir. Cok katmanli sinir ag1 Sekil
10°da gosterildigi sekilde, bir girdi katmani (input
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layer), bir ya da birden fazla gizli katman (hidden
layer) ve ¢ikti katmanindan (output layer) olusur.

Birbirinden bagimsiz birden fazla algilayicinin yan
yana gelmesiyle katmanlar olusur. Katmandaki
algilayicilarin =~ ¢iktilarin - diger  katmanlardaki
algilayicilarin  girdisi olacak sekilde daha fazla
katmanin bir araya gelmesiyle ¢ok katmanli yapay
sinir aglart meydana gelir. Sinir aglarinda, gergek
ve tahmin edilen hedef Ozniteligi degeri
karsilagtirilarak geri yayilim (back propagation)
algoritmasi ile agirlik degerleri giincellenir. Ileri
yayilim (forward propagation) ile hesaplanan yeni
agirlik degerleri ile tekrar tahminleme yapilir ve bu
dongiiler halinde tekrarlanir.

GIZLI KATMAN(LAR)
GIZLI KATMAN -1

GIRIS KATMANI GIKIS KATMANI

GIZLI KATMAN - i

Y
7

o
O §
\&.\\ ~\,\ .
N/ <
V)

Sekil 10. Cok katmanli sinir ag1 mimarisi (Multi
layer neural network architecture )

2.3. Performans Degerlendirme Olgiitleri

(Performance Evaluation Metrics)

Kangsikhk Matrisi (Confusion Matrix): Karigiklik
matrisi, bir girdi 6rneginin ait oldugu sinif etiketi ile
simiflandiricinin - tahmin  ettigi  smif etiketinin
karsilastirilmasii saglayan tablodur. Sekil 11°de
ikili smiflandirmaya ait ornek karisiklik Matrisi
verilmistir.

TAHMIN
Pozitif Negatif
A - Dogru Pozitif Yanhs Negatif
Pozitif
3 (DP) (YN)
&
5] . .. _ .
Nega tif Yanhs I’)ontlf DOgI(‘I;) D‘I;gatlf

Sekil 11. Karisiklik matrisi (Confussion Matrix)

Dogruluk (Accuracy): Dogru tahminlerin toplam
miktarinin, kiimedeki Ornek sayisina bdoliimiiyle
elde edilir. Ozellikle dengesiz kiimelerde basariy
6lemek i¢in yeterli olmayacagindan diger olgiitlerle
beraber kullanilir. Esitlik 13’teki gibi ifade edilir.

DP +DN

P ——— (13)
DP+YP+DN+YN

Dogruluk =
Kesinlik (Precision): Pozitif sinif igin, dogru tahmin
edilen omek sayisinin, dogru ve yanlis pozitif
tahmin Ornekleri toplamina bdliimiinden olusur.
Pozitif 6ngorii oramidir. Esitlik 14’teki gibi ifade
edilir.
DP

DP+YP

Kesinlik = (14)
Duyarhlik (Sensitivity / Recall): Pozitif sinif icin dogru
tahminlerin, gercek pozitif Orneklerin sayisina
boliimiinden olusur. Pozitif gercek degerler i¢in
dogruluk oranmidir. Esitlik 15°teki gibi ifade edilir.

DP
DP+YN

Duyarhlhik = (15)
Ozgiinliik (Specify): Negatif sinif igin, dogru
tahminlerin, gercek negatif Orneklerin sayisina
boliimiinden olusur. Negatif ger¢ek degerler igin
dogruluk oranidir. Esitlik 16’daki gibi ifade edilir.

DN
DN+YP

Ozgiinliik = (16)

F1-Skor (Fi-Score): Duyarlilik ve 6zgiinliik degerleri
dikkate alarak model basarisini 6lgmekte kullanilir.
Esitlik 17°deki gibi ifade edilir.

Duyarlilik x Ozgiinlik

F; —skor =2x )]

Duyarlilik+ Ozgiinlik

3. BULGULAR (RESULTS)

Deneysel calisma igin dort egitim ve test kiimesi
olusturuldu.

Etiket kaldirma orani (tiim kiime iizerinden sirasiyla
%86, %82, %74, %58) belirlendi. %101 kisim test
veri kiimesi olarak belirlendikten sonra sirasiyla
kalan %4, %8, %16, %32’lik boliimii kismi egitim
kiimesi olarak kullanildi.

1. %4, %8, %16, %32’1ik kismi egitim kiimesi,

2. Test kiimesi disinda kalan %90’lik tiimii
etiketli egitim kiimesi,

3. Kismi egitim kiimeleri ile sirasiyla %86, %82,
%74, %58’lik etiketsiz veriye sodzde etiket
atanarak olusan kiimeler ile egitim ve test
islemleri yiirtitildi.

Deneysel calismalarda, sézde etiket atama islemi
icin giivenilirlik (olasilik esik degeri) 0,98 olarak
secildi. K-En Yakin Komsu siniflandiricisi igin k=3
degerinde dirsek noktasi olustugundan, bakilacak
komsu sayis1 3 olarak belirlendi. Yapay Sinir Ag1
modeli, digiim sayis1 sirastyla 512, 256, 128, 64
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olan 4 gizli katmana sahip olacak sekilde
olusturuldu. Gizli katmanlarda RELU aktivasyon
fonksiyonu kullanildi. Smif sayis1 kadar (10)
digime sahip ¢ikis katmaninda aktivasyon
fonksiyonu olarak softmax kullanildi.  Asiri
O0grenmeyi engellemek adina gizli katmanlarin
cikisinda 0,25 oraninda seyreltme uygulandi.
Ogrenme oran1 0,0001 olacak sekilde RMSProp
optimizasyon fonksiyonu kullanildi. Lojistik
regresyon modeli i¢in maksimum dongli sayisi
1000, y = 0,0001, ¢ekirdek linear olacak sekilde
parametre diizenlemesi yapildi. XGBoost modelinde
egitilecek karar agaci sayisi 100 olarak belirlendi.
Diger smiflandiricilar igin varsayilan parametreler
iizerinden yliriitiim gerceklestirildi.

Deneysel calismalarda, Grafik Islem Birimi
icermeyen, toplam 20 ¢ekirdekli 2 adet Intel Xeon
4210 islemci ve 64 GB bellege sahip ThinkSystem
SR650 raf sunucu kullanildi. Gelistirme ortami
olarak Anaconda, programlama dili olarak Python
ve bu dile ait numpy, pandas, matplotlib, sklearn,
keras, semilearn kiitiiphaneleri kullanildi.

Deneysel ¢alismaya ait sonuglar Tablo 2, 3, 4, 5 ve
6’da verilmistir. Tablo 2’de tiim siniflandiricilar
icin tamamu etiketli veri kiimesi iizerinden yapilan
Olclim degerleri yer almaktadir. En disiik etiketli
veri oranindan en yiiksege dogru Tablo 3, 4, 5 ve
6’da kismi etiketli ve s6zde etiket atama ile olusan
veri kiimelerine ait Olglimler gostermektedir.
Tablolarin ilk siitununda kullanilan siniflandirict
bilgisi, ikinci siitununda kullanilan veri kiimesi
(VK) yer almaktadir. VK siitununda 1 degeri kisitli,
2 degeri sozde etiket atama islemi sonrasi, 3 degeri
tiimii etiketlenmis egitim kiimesi ile yapilan testleri
ifade eder. Sonug etiketi bazinda Fi-Skor degeri,
kiimenin tiimiine ait dogruluk degeri (Dogruluk)
olgiitlerini iceren siitunlar yer almaktadir. Ayrica,
tablolarda, sozde etiket atama isleminde atama
yapilan 6rnek (EA), dogru atama yapilan 6rnek
sayist (DEA) ve bunlarin orammi (DEA/EA)
gosteren siitunlar yer almaktadir. Sozde etiket
atama isleminin ka¢ dongiide tamamlandigi Tekrar
ve islem siiresi Dbilgisi Siire siitunlarinda
gosterilmisgtir.

e Egitim kiimesi boyutu arttikca KNN, CKYSA
ve XGBoost modellerinde dogru sézde etiket
atanan ornek sayisi orani artmistir. KNN igin
Tablo 3-6'da gosterildigi gibi DEA/EA orani
sirastyla %72, %86, %90, %96’dir. Benzer
sekilde CKYSA icin DEA/EA oram sirasiyla
%75, %84, %89, %96; XGBoost i¢in %70,
%81, %92, %98’dir. Diger modellerde belirgin
bir artig olmamistir ya da model dogruluk oram
diisiik oldugu i¢in DEA/EA oranindaki artig
model performansina yansimamistir.

e 1. ve 3. veri kiimeleri karsilastirildiginda,
beklenildigi lizere, egitim kiimesi boyutundaki
artisa kosut olarak islem siireleri de artmustir.
Sozde etiket atama isleminin yapildig1 2. veri
kiimesi i¢in, islem siiresi tekrar sayis1 ve egitim
veri kiimesinin boyutuna baghh olarak
degismistir.

e Kullanilan egitim kiimesi boyutu biiytidiikce
dogruluk ve sinif bazinda Fi-skor olgiitlerinde
iyilesme olmustur.

e Egitim kiimesi boyutu biiylidiikce, s6zde etiket
atama tekrar sayisinda genel olarak azalma
olmustur. Ornegin CKYSA modeli igin Tablo
3’te verilen yapilandirmada sézde etiket atama
islemi 4 tekrarda tamamlanirken, Tablo 4, 5,
6’da yer alan yapilandirmalarda sirasiyla 3, 3
ve 1 tekrarda islem sonlanmuistir.

Tablo 2, 3, 4, 5 ve 6’da yer alan veriler toplu olarak
degerlendirildiginde asagidaki bulgulara
ulasilmistir:

e KKO’niin, smiflandirma basaris1 diisiik olan
Naive Bayes, Lojistik Regresyon ve Karar
Agact modelleriyle beraber kullanildiginda
basariy1 disiirdiigii goriilmiigtiir. Siniflandirici
basarisinin sézde etiket atama islemine de
yansidigi diistiniildiglinde, bu beklenen bir

sonugtur.
e [Karar agact tabanli, topluluk 6grenmesi
yontemi Rastgele Orman ve XGBoost

modellerinde, sozde etiket atama basarisi
yiiksek olsa dahi KKO’niin basar1 artisi
saglamadig1 ya da diisiirdiigli gorilmiistiir.

e Destek Vektor Makinesi modelinde, s6zde
etiket atama islemi yiiksek oranda basarili olsa
da, sdzde etiket atanan 6rnek sayist azdir. Bu
nedenle KKO yonteminin  kullanilmasi
basariy1 etkilememistir.

e KNN modeli icin KKO dogruluk orani
yoniinden 0,02-0,04 arasi artig saglamistir.

e CKYSA modeli igin KKO 0,05-0,09 arasinda
istikrarl bir dogruluk orani artig1 saglamistir.

Ek Yontem: KKO’niin en ¢ok katkiyr sagladig
KNN ve C(YYS4 smiflandiricilarda asagidaki
adimlar1  igeren  destekleyici  bir  ydntem
uygulanmustir.

1- Esik degerin iistiinde olasiliga sahip etiketlerin
siif bazinda toplamini sayisini bul.

2- En disiik miktara sahip smifin belirli bir
ylizdesini ( bu ¢alismada %80 alinmustir) etiket
atama oram olarak belirle.
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3- Her simif igin, esik degerin istiindeki drnekler
icin, etiket atama oram kadar olan kismina
etiket ata.

Bu yontemle, etiket atama sirasinda siniflar
arasindaki dengesiz dagiliminin Oniine gegilmesi
amaglanmistir. Tablo 3, 4, 5 ve 6°da, anilan iki
siniflandirict igin 2 seklinde verilen satirlarda ek
yonteme ait sonuclar goriinmektedir. Buna gore, ek
yontem dogru etiket atama oranini yiikseltmis, 0,01-
0,02 arasinda ek bir dogruluk artig1 saglamistir. Cok
biiyiik bir artis1 ifade etmese de bu, destekleyici
yontemlerin saglayabilecegi katkinin potansiyelini
gostermesi yoniinden anlamlidir.

KKO gibi sarict yontemler ele alindiginda, bu
yontemler i¢in temel dayanak ayni sinifa ait
orneklerin belirli bir bolgede toplanmasidir. Ancak
mevcut c¢aligmadaki gibi veri kiimesinin genis
yayllima sahip olmas;, KKO ydnteminin
performansini olumsuz etkilemistir. Sekil 3’teki
dagilim grafiginde de goriilecegi lizere, kimi miizik
tiirleri belirli bolgelerde yogunlasirken, rock gibi
miizik tiirleri icin ornekler genis bir bolgeye
dagilmistir. Bu durum, ilgili tiirler i¢in dogruluk
orani ve Fl-skor degerinin diismesine sebep
olmustur. Belirli bir bolgede yogunlasan classic ve
metal miizik tiirleri i¢in yiiksek F1-skor degeri elde
edilmigtir. Bunun sonucunda, sézde etiket atama
isleminde, sadece belirli bir bdlgede toplanan
orneklere sahip miizik tiirlerine yiiksek oranda ve
basarili bir sekilde sozde etiket atanirken, diger
miizik tiirleri i¢in etiket atama isleminin basarisi
diismiistiir. Bagka bir ifadeyle, yiiksek dbeklenme
olan miizik tiirleri i¢in 6l¢lim degerlerinde iyilesme
yasanirken; diger miizik tiirlerinde model basarisi
diismiis ve yanlis etiketleme orani artmistir.

Son olarak, mevcut ¢alismada elde edilen sonuglar,
Wang ve digerleri tarafindan yapilan c¢alismadaki
[25] sonuglarla karsilastirilmistir (Tablo 7). Tabloda
da goriilecegi lizere, referans ¢alismada s6zde etiket
atama (Pseudo-labelling) yontemi hata oranini
artirmistir.  Ote yandan FixMatch, FlexMatch
algoritmalar1 hata oranimi ortalama %10 ( bagil
olarak yaklasik %30)  azaltmistir. = Mevcut
calismada, aym yapilandirma {izerinde yapilan
deneylerde KKO destekli CKYS4 modeli ile hata
oraninda %6 (bagil olarak yaklasik %14) iyilesme
saglanmustir.

4. SONUC (CONCLUSION)

Calisma kapsaminda, KKO’niin GTZAN veri
kiimesi T{izerinden siniflandirma performansina
etkisi degerlendirilmistir. KKO, her ne kadar umut
vaat eden bir yar1 denetimli 6grenme yontemi olsa
da, her durumda istenen katkiy1 saglamamaktadir.
Kullanilan veri kiimesinin niteligine gore kimi

durumlarda basar1 artig1 saglarken, kimi durumlarda
etkisiz kalmakta ya da basariy1 diistirmektedir.

Ornegin, Li ve Zhou nun ¢alismasinda [17], veri
kiimesindeki dagilim ve giiriiltii miktarina bagh
olarak, KKO herhangi bir ek teknik ile
desteklenmediginde performans artis1 yerine diisiise
sebep olabilecegi goriilmektedir. Bu nedenle, KKO
SETRED ad1 verilen algoritma ile desteklenmistir.

Bir bagka caligmada [24] 6nerilen giiriiltii giderme,
calisma kapsaminda islenen veri kiimelerinde
basarili olmustur. Ancak, yontem, siniflarin genis
dagilima sahip oldugu bu calismada kullanilana
benzer veri kiimelerinde, daginik 6rneklerin giiriilti
olarak algilanmasina sebep olmaktadir. Bu da,
siniflandirma  bagarisim1  diisiirmektedir. Sonug
olarak, KKO vb. saric1 yontemlerin basarili sonug
iiretebilmesi igin:

e Veri kiimesinin yapisma uygun, yeterli
performansa sahip bir model se¢ilmelidir.

e Kisith veri kiimesinin tiim hedef siniflar i¢in
yeterli 6rnege sahip olmasi ve siniflarin diizenli
bir dagilim gostermesi gerekmektedir.

e Veri kiimesinin yapisina gore, gerekli
durumlarda yontem, giiriiltii filtreleme ya da
etiket ve model bazinda diizenlilestirme gibi ek
tekniklerle desteklenmelidir.

KKO’niin yalin halde kullanimi yerine,  veri
kiimesinin karakteristigine bagli olarak, yukarida
bahsedilenler gibi ek tekniklerle desteklenmesinin
model basarisini artiracagi diisiiniilmektedir.
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Tablo 2. %90 etiketli kiime (90% labeled dataset)

F1-Skor
& 2, 2 o £ 2 2 g ®
S < °© ® £
=
Siniflandirici
K-En Yakin Komsu 3 0,94 0,93 0,88 0,91 0,92 0,01 0,96 0,93 0,94 0,87 092 | <1sn
C.K, Yapay Sinir Agi 3 0,93 0,90 0,80 0,89 0,86 0,85 0,93 0,91 0,87 0,79 0,87 | 04:39
Destek Vektdr Makinesi 3 0,58 0,88 0,38 0,54 0,54 0,72 0,79 0,74 0,58 0,43 0,63 | 00:21
XGBoost 3 0,90 0,94 0,88 0,89 0,90 0,85 0,94 0,90 0,89 0,88 0,90 | 00:09
Rastgele Orman 3 0,92 0,94 0,85 0,84 0,87 0,88 0,91 0,90 0,89 0,80 0,88 | 01:50
Naive Bayes 3 0,39 0,79 0,47 0,38 0,40 0,53 0,60 0,65 0,47 0,26 051 | <isn
Karar Agaci 3 0,67 0,83 0,52 0,55 0,64 0,71 0,74 0,67 0,62 0,51 0,65 | 00:01
Lojistik Regresyon 3 0,66 0,89 0,54 0,67 0,63 0,75 0,83 0,79 0,62 0,50 0,69 | 00:02
Tablo 3. %4 etiketli, %86 etiketsiz veri kiimesi (4% labeled, 86% unlabeled dataset)
F1-Skor
= FkB B B E E BE B E EE B PR BEE
o 4 S S - N I e =~ =3 > > |5 |e
o |9 2 <] 3 2 ] I o2
) ] 15 ® c >
=
ISiniflandirici
K-En Yakin 1] 0,51 0,80 051 048 051 061 071 0,64 0,59 0,42 0,57 <lIsn
Komsu 2[0,57 0,79 052 0,46 059 0,65 0,75 0,70 0,60 0,43 0,60] 5070| 3626[0,72] 4] <isn
270,57 0,86 047 058 050 o071 073 0,69 0,64 0,37 0,62| 4402| 3569]0,81] 10| 00:05
1]0,56 0,82 051 0,34 0,44] 0,66 0,65 0,72 0,50 0,32 0,56 00:18
G.K, Yapay 2[0,59 0,80 052 0,553 062 068 075 0,72 0,57 0,47 0,62| 5238 3953[0,75] 4| 06:01
Sinir Agi 20,59 0,89 0,58] 0,49 061  066] 075 0,74 0,64 0,38 0,64] 4357 3751]0,86] 7] 08:38
Destek Vektor 1]0,34 0,74 0,00 0,06 0,07] 039 052 0,56 0,39 0,00 0,40 <lsn
Makinesi 2(0,34 0,74 0,00 0,06 0,07] 039 052 0,56 0,39 0,00 0,40 1| <isn
1] 0,59 0,83 053] _ 0,50 059 0,64 0,70 0,72 0,58 0,35 0,61 00:01
XGBoost 2[0,48 0,74 041 0,49 051 0,59 0,66 0,62 0,53 0,28 0,52| 4320] 3022|0,70] 29[ 01:54
Rastgele 1]0,59 0,89 0,58 _ 0,49 061 0,66 075 0,74 0,64 0,38 0,64 00:04
Orman 2[0,59 0,89 0,54] 0,49 0,60 0,69 0,74 0,74 0,62 0,34 0,63 2 2[1,00] 3| 00:22
1] 0,40 0,73 0,47] 0,29 0,41 048] 062 0,59 0,48 0,23 0,47 <lsn
Naive Bayes 2[0,31 0,64 048] 0,33 038 043 061 0,51 0,42 0,25 0,43| 4910 2850[0,58] 2| <isn
1]0,24 0,76 0,18 _ 0,23 0,36 _040[ 049 0,53 0,38 0,24 0,38 <Isn
Karar Agaci 2[0,23 0,68 0,20 0,19 032 0,38 049 0,55 0,36 0,24 0,37| 6250 2883[0,46] 1| <isn
Lojistik 1]0,47 0,81 028 0,26 049 0,558 0,60 0,66 0,53 0,19 0,52 <lsn
Regresyon 20,47 0,81 0,28 0,26 049 0,58 0,60 0,66 0,53 0,19 0,52 1| <isn
Tablo 4. %8 etiketli, %82 etiketsiz veri kiimesi (8% labeled, 82% unlabeled dataset)
F1-Skor
< |w o o a = s o 3 3 o m ) o |4 |@
» o, = o H = [ c m(R
o IS S @ c >
=
ISiniflandinci
K-En Yakin 1 0,67 0,87 0,59 0,62 0,66 071 0,77 0,78 0,66 0,55 0,69 <1sn
Komsu 2 0,76 0,89 0,65 0,68 0,66 0,70 0,80 0,85 0,63 0,58 0,72| 4840 4151[0,86] 3| <isn
2 0,78 0,88 0,60 0,67 0,66 074 o084 0,82 0,62 0,59 0,73] 4472 4104]0,92] 12| 00:05
1 0,60 0,86 0,57 0,56 0,60 068 082 0,72 0,61 0,36 0,65 00:38
G.K, Yapay 2 0,69 0,94 0,62 0,62 0,67 080 0,86 0,77 0,66 0,61 0,72| 5560| 4645[0,84] 3| 03:18
Sinir Ag1 2 0,74 0,87 0,65 0,68 0,69 0,76] 0,85 0,82 0,71 0,53 0,73]_4890| 4456[0,91] 4| 04:19
Destek Vektor 1 0,30 0,77 0,23 0,19 0,43 0,28 058 0,55 0,53 0,07 0,44 < Isn
Makinesi 2 0,30 0,77 0,23 0,19 043 028 058 0,55 0,53 0,07 044 15| _ 14/0,93] 6| 00:04
1 0,65 0,88 0,57 0,64 0,72 0,69 086 0,74 0,68 0,54 0,70 00:02
XGBoost 2 0,57 0,84 0,47 0,64 0,70/ 068 0,75 0,70 0,61 0,45 0,64] 3975 3209[0,81] 40| 03:29
Rastgele 1 0,67 0,87 0,57 0,61 0,71 0,74 0,83 0,76 0,62 0,55 0,70 00:08
Orman > 0,67 0,87 0,59 0,66 0,69 0,74 083 0,75 0,61 0,55 0,70] 97| 97|1,00[ 21| 03:36
1 0,28 0,82 0,45 0,29 053 053 058 0,63 0,53 0,26 0,50 <1sn
Naive Bayes 2 0,24 0,82 0,39 0,25 0,52 0,50 _ 0,60 0,52 0,47 0,27 0,45 4210] 2502[0,59] 4| <1sn
1 0,37 0,81 0,25 0,34 044 057|061 0,54 0,36 0,34 0,46 <1sn
Karar Agaci 2 0,37 0,82 0,21 0,34 045 055 0,62 0,57 0,36 0,32 0,46] 7050 3562[0,51] 1| <isn
Lojistik 1 0,46 0,87 0,39 0,37 056 058 0,72 0,66 0,56 0,35 0,56 <1sn
Regresyon 2 0,46 0,87 0,39 0,37 056 058 0,72 0,66 0,56 0,35 0,56 1 11,00 2| <1isn
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Tablo 5. %16 etiketli, %74 etiketsiz veri kiimesi (16% labeled, 74% unlabeled dataset)

F1-Skor
sE F B pF E RBE E B E E E PF B BEEE
@ 0 =} N I ° ko = =3 > > X (3
3 I S 38 = 1 S = O R
=3 =5 (=) = m =
° < ° ® c >
=
iSiniflandinci
K-En Yakin 1 0,81 0,85 0,68 0,70 0,71 0,76 0,87 0,81 0,73 0,62 0,75 <1sn
Komsu 2 0,85 0,87 0,68 0,71 0,73 0,79 0,89 0,83 0,77 0,66 0,79 4210 3807(0,90 3| <1sn
2* 0,85 0,89 0,72 0,71 0,76 0,81 0,87 0,85 0,81 0,71 0,80[ 3980| 3873(0,97 4{ 00:01
1 0,75 0,87 0,58 0,66 0,63 0,75 0,84 0,84 0,70 0,49 0,72 01:01
G.K, Yapay 2 0,79 0,89 0,75 0,77 073 078 080 0,83 0,76 0,65 0,77] 4300 3831[0,89] 3| 03:18
Sinir Agi 2 0,80 0,90 0,74 0,77 070 081 085 0,87 0,73 0,70 0,79] 3880] 3766[0,97| 2| 03:10
Destek Vektor 1 0,38 0,79 0,31 0,25 031 053] 0,60 0,60 0,56 0,26 0,49 00:01
Makinesi 2 0,38 0,79 0,31 0,25 0,31 0,53 0,60 0,60 0,56 0,26 0,49 145 139(0,96| 10| 00:19
1 0,79 0,90 0,71 0,71 0,70 0,77 0,86 0,80 0,68 0,65 0,76 00:05
XGBoost 2 0,79 0,90 0,68 0,71 072 078 086 0,77 0,73 0,61 0,75 3730| 3414[0,92| 26| 02:51
Rastgele 1 0,74 0,87 0,65 0,68 069 0,76] 085 0,82 0,71 0,53 0,73 00:16
Orman 2 0,77 0,89 0,63 0,69 069 077 085 0,82 0,74 0,52 074 92| o1[099] 17| 05:28
1 0,33 0,81 0,41 0,47 0,36 0,56 0,61 0,70 0,48 0,26 0,52 <1sn
Naive Bayes 2 0,29 0,82 0,38 0,33 0,41 0,48 0,63 0,62 0,43 0,28 0,46/ 3700 2288(0,62 4| <1sn
1 0,47 0,72 0,33 0,38 0,50 0,54 0,64 0,59 0,49 0,31 0,49 <1sn
Karar Agaci 2 0,46 0,75 0,35 0,38 047 049 o062 0,60 0,45 0,32 0,49| 6480 3415(053] 1| <1sn
Lojistik 1 0,57 0,86 0,47 0,58 050 o071 073 0,69 0,64 0,37 0,62 <1sn
Regresyon 2 0,57 0,86 0,47 0,58 050 o071 073 0,69 0,64 0,37 0,62 4 4]1,00] 2] oo:01
Tablo 6. %32 etiketli, %58 etiketsiz veri kiimesi (32% labeled, 58% unlabeled dataset)
| F1-Skor
Siniflandirici < - ° ° o = . 3 - - - o m ol ol 4 o
B (=X o ) = =. I o @ o > [0) c:
8 & < 8 A 2 S & S & T e §
=3 3 o o < m =
< ° c >
=
K-En Yakin 1 0,88 0,94 0,77 0,80 083 081 095 0,83 0,88 0,70 0,84 <1sn
Komsu 2 0,88 0,93 0,79 0,80 088 086 094 0,86 0,89 0,73 0,86] 3350 3231[0,96] 2| <1sn
2 0,86 0,92 0,85 0,87 088 087 092 0,87 0,87 0,77 0,87| 3270] 3253[0,99] 3| 00:01
C.K, Yapay 1 0,73 0,82 0,73 0,69 0,77 0,77 0,87 0,83 0,75 0,54 0,75 03:42
Sinir Agi 2 0,85 0,93 0,80 0,80 0,84 0,87 0,89 0,87 0,81 0,76 0,84 3300| 3158(0,96 1| 06:48
2* 0,87 0,94 0,79 0,86 0,90 0,84 0,92 0,89 0,89 0,75 0,86 3900| 3783(0,97 2| 07:09
Destek Vektor 1 0,52 0,88 0,38 0,28 0,49 0,65 0,67 0,64 0,62 0,27 0,56 00:03
Makinesi 2 0,52 0,88 0,38 0,28 0,49 0,65 0,67 0,64 0,62 0,27 0,56 239 232|0,97 9 00:47
XGBoost 1 0,81 0,95 0,80 0,78 0,85 0,87 0,92 0,86 0,86 0,70 0,84 00:08
2 0,82 0,95 0,78 0,77 086 088 092 0,86 0,85 0,74 0,84] 2925 2865[0,98| 34| 04:45
Rastgele 1 0,81 0,94 0,75 0,75 086 083 088 0,85 0,81 0,65 0,82 00:34
Orman 2 0,80 0,94 0,75 0,75 085 085 088 0,86 0,79 0,68 0,82 108 108[1,00[ 22| 13556
Naive Bayes 1 0,37 0,88 0,48 0,41 043 061 o062 0,65 0,48 0,34 0,54 <1sn
2 0,32 0,87 0,41 0,34 041 053] o061 0,59 0,40 0,26 0,48] 2899] 1737[0,60] 22| 00:01
Karar Agaci 1 0,55 0,81 0,52 0,54 059 061 068 0,71 0,61 0,32 0,59 <1sn
2 0,48 0,84 0,45 0,53 057 068 075 0,68 0,60 0,39 0,59] 5460] 3129[057] 1| 00:0L
Lojistik 1 0,56 0,89 0,53 0,55 060 068 077 0,71 0,67 0,42 0,64 <1sn
Regresyon 2 0,56 0,89 0,53 0,55 060 068 077 0,71 0,67 0,42 064 38| 38[100] 5[ 00:04
Tablo 7. Yontem karsilastirma tablosu (Method comparison table)
onte Refera ata Ora Dog
Tamam Etiketli [25] 5,98 + 0,32 94,02 + 0,32
Kismi Etiketli (%4) 31,53 £ 0,52 68,47 + 0,52
Pseudo-Labeling 33,93 + 0,69 66,07 £ 0,69
FixMatch 22,09 + 0,65 77,91 + 0,65
FlexMatch 21,82 £1,17 78,18 £ 1,17
Tamam Etiketli Mevcut ¢alisma 13,00 87,00
Kismi Etiketli (%4) 44,00 56,00
KKO * 38,00 62,00
KKO * + Ek Yontem 36,00 64,00

* KKO’niin, CKYSA siniflandirict ile birlikte kullanildigi deneysel calismay gosterir
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