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Arastirma Makalesi / Research Article

Makine Ogrenme Yontemleri ile EEG Sinyallerinden Alzheimer Hastahg Tamsi
Yeliz SENKAYAT M, Cetin KURNAZ?

Oz

Alzheimer biligsel ve norolojik islevlerin ilerleyici kaybi olan, insan yagamim olumsuz yonde etkileyen, geri doniistimi miimkiin
olmayan bir tiir nérodejeneratif hastaliktir. Hastaligin tedavisi miimkiin olmadigindan, erken tani ile ilerleyisi yavaslatmak
bllyuk 6nem tagimaktadir. Tan1 agamasinin uzun siirmesi tedavinin gecikmesine ve biligsel, noérolojik kayiplarin artmasina sebep
olmaktadir. Bu ¢aligmanin amaci, kayiplarin en aza indirgenmesi icin Elektroensefalogram (EEG) sinyallerinden Alzheimer
hastaliginin (AH) tamisim1 makine 6grenme yontemleri ile gerceklestirmektir. Yapilan calismada AH’11 24 kisi ve saglikli 24
kisinin EEG sinyalleri %50 ortiisme ile 4 saniyelik epoklara ayrilmistir. Sinyallerin Bagimsiz Bilesen Analizi (ICA) degerleri
hesaplanmis ve EEG kanallarindan ICA degerlerine gore otomatik giiriiltii temizle islemi yapilmistir. Her bir sinyalin zaman
alanindan spektral alana gegisi Welch metodu kullanilarak gerceklestirilmistir. 1-30 Hz araliginda Welch Spektral analizi ile
Gii¢ Spektral Yogunlugu (PSD) elde edilen sinyallerden 20 adet istatistiksel ve spektral 6zellik ¢ikarimi yapilmis ve 6znitelik
vektorii olusturulmustur. Spearman korelasyon katsayisi ile her ozelligin etiket ile korelasyon iligkisine bakilmig ve esik
degerine gore 9 6zellik secimi yapilarak yeni 6znitelik vektorii olusturulmustur. Elde edilen 6znitelik vektorlerinin %70’1 egitim,
%30’u test olarak ayrilmistir. Makine 6grenme (ML) yontemlerinden Destek Vektdr Makineleri (SVM) ve k-En Yakin Komsu
(kNN) yontemleri 10 kat capraz dogrulama ile egitim ve test islemleri Temel Bilesen Analizi (PCA) uygulanmadan ve
uygulanarak gergeklestirilmistir. Cikan sonuglar dogruluk, duyarlilik, 6zgiilliik, hassasiyet ve F-Skor degerlerine gore
kargilagtirnnlmistir. AH tanisinda en iyi dogruluk oram 20 &zellikten olusan 6znitelik vektdriine PCA uygulanmasiyla %96.59
SVM ile elde edilmistir.

Anahtar Kelimeler: EEG, Alzheimer Hastaligi, Makine Ogrenimi, SVM, kNN.

Diagnosis of Alzheimer's Disease from EEG Signals with Machine Learning
Methods

Abstract

Alzheimer's is an irreversible neurodegenerative disease with progressive loss of cognitive and neurological functions that
negatively affects human life. Since the disease is incurable, early diagnosis and slowing down the progression is of great
importance. Prolonged diagnosis leads to delayed treatment and increased cognitive and neurological deficits. The aim of this
study is to diagnose Alzheimer's disease (AD) from Electroencephalogram (EEG) signals using machine learning methods to
minimize these losses. In this study, EEG signals of 24 people with AD and 24 healthy people were divided into 4-second
epochs with 50% overlap. Independent Component Analysis (ICA) values of the signals were calculated and automatic noise
removal was performed from the EEG channels according to the ICA values. The transition of each signal from the time domain
to the spectral domain was performed using the Welch method. In the range of 1-30 Hz, 20 statistical and spectral features were
extracted from the signals whose Power Spectral Density (PSD) was obtained by Welch Spectral analysis and a feature vector
was created. Spearman correlation coefficient was used to correlate each feature with the label and 9 features were selected
according to the threshold value and a new feature vector was created. Of the feature vectors obtained, 70% of the feature vectors
were allocated as training and 30% as test. Machine learning (ML) methods Support VVector Machines (SVM) and k-Nearest
Neighbor (kNN) methods were trained and tested with 10-fold cross validation without and with Principal Component Analysis
(PCA). The results were compared according to accuracy, sensitivity, specificity, precision and F-Score values. The best
accuracy rate for AD diagnosis was 96.59% with SVM by applying PCA to a feature vector consisting of 20 features.

Keywords: EEG, Alzheimer's Disease, Machine Learning, SVM, kNN
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1. Giris

Saglik alaninda gelisen teknoloji ve yontemler ile insan yasam siiresi uzamakta ve diinya yasl
niifusu artis gostermektedir. Bu durum beraberinde ¢ogunlukla yaslilik siirecinde ortaya g¢ikan
bunamanin artmasina sebep olmaktadir. Tiirk Dil Kurumu (2023) “bunama” ‘y1 “yaslanma veya bazi
sinir hastaliklarina bagli olarak basta bellekte olmak {iizere zihinsel islevlerde bozulma” seklinde

2 <

tanimlarken, tip literatiiriindeki karsiligi ise “demans” ‘tir. 2018 yilinda yayinlanan “Diinya
Alzheimer Raporu” ‘na gore diinya ¢apinda 50 milyon kisi demans hastaligina sahiptir. 2050 yilinda
ise demans hastalarinin 152 milyondan fazla olmasi beklenmektedir (Patterson, 2018). Demans
vakalarinin %60-70 gibi biiyiik bir kismini ise AH olusturmaktadir (Durongbhan ve ark., 2019). AH
duygu, davranis, hafiza, dil ve yargilamadaki degisiklikler de dahil olmak iizere norolojik, zihinsel
ve biligsel islevlerin ilerleyici kaybi olan, geri doniisiimsiiz bir tiir nérodejeneratif hastaliktir (Fonteijn
ve ark.,2012; Ghanemi, 2015; AlSharabi ve ark., 2022). Mevcut tedavi yontemleri AH’mi
iyilestiremezken, erken tani hastaligin ilerleme siirecini yavaslatilabildiginden biyik 6nem
tasimaktadir. Universite hastanelerinde deneyimli profesyonellerin uzun seanslar1 sonucunda AH tani
dogruluk orani ise %85-93 arasinda degismektedir (Miltiadous ve ark., 2023). Bu bilgiler
dogrultusunda hem AH tani dogruluk oranimi arttirmak, hem de is yikiinii azaltmak i¢in yeni
arastirmalar yapilmasi gerekliligi ortaya ¢ikmustir.

AH’nm beyin sinyallerinden otomatik olarak tespit edilmesi i¢in son yillarda birgok caligma
yapilmistir. Beyin sinyallerini elde etmenin en etkili yontemlerinden birisi kafa derisinden alinan ve
noninvaziv olan EEG yontemidir. EEG ydntemi zaman ve maliyet agisindan diger yontemler gore
cok daha uygundur. Bu sebeple EEG sinyalinden AH tanisi iizerine sikca arastirma yapilan bir konu
olmustur.

Alsharabi ve arkadaslar1 AH tanis1i¢in EEG veri setinden giiriiltiileri temizledikten sonra veriye
Ayrik Dalgacik Doniistimii (DWT) teknigi uygulayarak sinyali alt frekans bantlarina ayirmiglardir.
EEG 06znitelik vektoriinii olusturmak i¢in logaritmik bant giicli, standart sapma, varyans, basiklik,
ortalama enerji, kok ortalama kare ve Norm sinyal 6zelliklerini hesaplamislardir. Elde edilen 6znitelik
vektorleri 9 farkli siniflandirma algoritmasi ile siniflandirilmis ve en iyi dogruluk KNN siniflandirict
ile %99,98 olarak bulunmustur (AlSharabi ve ark., 2022)

Miltiadous ve arkadaslari kendi olusturduklar1 88 denekten olusan EEG veri seti iizerinde
calisma yapmuslardir. Elde ettikleri EEG’yi Butterworth filtresi kullanarak 1-45 Hz araliginda
siirlandirarak giiriiltii temizleme, 6zellik ¢ikarma isleminden sonra AH EEG smiflandirmast igin
yeni bir yaklasim olarak Cift Girisli Evrisim Kodlayici Ag1 (DICE-net) 6nermislerdir. DICE-net ile
%83,28’liik dogruluk oran1 elde etmislerdir (Miltiadous ve ark., 2023).
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Safi ve arkadas1 erken AH tanisi i¢gin EEG’ye 6n islem yaptiktan sonra sinyali DWT ve ampirik
mod ayrigtirma gibi farkli sinyal ayristirma yontemleri kullanarak sinyali alt frekans bantlarina
ayrrarak Oznitelik vektoriinii  olusturmuslardir.  Olusturduklar1  6znitelik  vektorini  Hjorth
parametreleri ile birlestirmeden ve birlestirdikten sonra siiflandirma yapmiglardir. En iyi dogruluk
oranini Hjorth parametreleri ile birlestirilen 6znitelik vektoriiniin kNN ile siniflandirilmasi ile %97,64
olarak elde etmislerdir (Safi ve Safi, 2021).

Bairagi calismasinda erken tani icin spektral ve Dalgacik Dontigimlic (WT) 6znitelik
vektorlerini kullanarak siniflandirma yapmistir. En iyi dogruluk oranini spektral 6znitelik vektoriiniin
SVM siniflandirilmasti ile %94 olarak bulmustur (Bairagi, 2018).

Durongbhan ve arkadaslar1t AH erken tanis1 i¢in 40 kisiden olusan 12 saniyelik EEG kayitlarini
kullanmiglardir. Kullandiklar1 veri setinin az olmasindan dolay1 12 sn’lik kayitlar1 epoklara ayirarak
veri setini bilyiitmiisler ve islem yapmuslardir. Oznitelik vektdriinii olusturmadan dnce verilere Kisa
Zamanl1 Fourier Doniisiimii (FFT) ve Siirekli Dalgacik Dontisiimii (CWT) uygulayarak verileri 5 alt
banda ayristirmislardir. Oznitelik vektdriinii olusturduktan sonra kNN siniflandiricisini uygulayarak
dogruluk oranlarini elde etmislerdir. Bazi1 EEG kanallar1 i¢in FFT 6znitelikleri i¢in %97'ye ve CWT
Oznitelikleri igin %99'a varan siniflandirma dogruluguna ulagmislardir (Durongbhan ve ark, 2019).

Vecchio ve arkadaglar1 toplam 295 denek tizerinde yaptiklar: caligmada sinyali alt frekanslarina
ayirarak SVM siniflandiricisini kullanmis ve %95 +%3 dogruluk oranina ve AUC 0.97+0.03 degerine
ulagmuslardir (Vecchio ve ark., 2020).

Morabito ve arkadaslar1 yaptiklari calismada EEG sinyalini 5 saniyelik epoklara ayirarak
Ozellik ¢ikarimi1 yapmiglardir. Her kanal i¢in 12 6zellik olmak iizere toplamda 228 6zellik ¢ikararak
Evrisimsel Sinir Aglar1 (CNN) ile siniflandirma yapmuslardir ve ortalama %80 dogruluk oranina
ulagmuslardir (Morabito ve ark., 2016).

Aslan, EEG sinyallerinden AH tanis1 yapmak i¢in, EEG sinyallerine 6n islem yaparak
giiriiltiileri temizledikten sonra her bir kanaldan alinan sinyallere WT uygulamis ve istatistiksel
ozellikleri hesaplamistir. kNN smiflandiricist ile Oznitelik vektoriinii siniflandirmis ve %91.12
dogruluk ile Alzheimer ve saglikli kisileri ayirt etmistir (Aslan, 2022).

Fiscon ve arkadaglari, EEG sinyallerine 6n islem uyguladiktan sonra FFT ve DWT uygulayarak
smiflandirma basarimlarini1  karsilagtirmiglardir. DWT wuygulanan sinyallerin FFT uygulanan
sinyallere gore daha iyi sonuglar verdigi sonucunu elde etmislerdir (Fiscon ve ark., 2018).

Sadik, EEG sinyallerinin PSD’nu elde etmek i¢in Welch metodunu kullanmistir. Her kanaldan
spektral ve istatistiksel 28 Oznitelik ¢ikarmig ve bu Oznitelikleri karar agaci Oznitelik 6nem
algoritmasina gore 5’¢ indirgeyerek siniflandirma yapmistir. En iyi siniflandirma performansini

Gradyan Artirma Siniflandiricis1 (GBC) algoritmasi ile %96.43 olarak elde etmistir (Sadik, 2022).
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Goker, EEG sinyallerinin 1-49 Hz arasindaki frekanslarin PSD’nu kullanarak 49 6znitelik
cikarmis ve topluluk 6grenme algoritmalari ile siniflandirma yapmistir. Kullandig1 farkli topluluk
O0grenme algoritmalar1 arasindan en 1yi performansi %93.04 dogruluk ile Logit Boost algoritmasi elde
etmistir (GOker, 2023).

Goker, EEG sinyallerinin 1-49 Hz arasindaki frekanslarin PSD’nu kullanarak 6znitelik ¢ikarmis
ve ¢ikarilan dznitelikler ML ve Derin Ogrenme (DL) yéntemleri kullanarak siniflandirmustir. En iyi
simiflandirma dogrulugu %98.85 ile DL yontemlerinden ¢ift yonlii uzun-kisa siireli bellek algoritmasi
(BiLSTM) ile bulunmustur (Goker, 2023).

AH insan yasamini olumsuz yonde etkileyen bir tiir nérodejeneratif hastaliktir. Bu hastaligin
geri doniisiimii miimkiin olmadigindan erken tan1 ile hastaliin ilerleyisini yavaslatmak biiyiik 6nem
arz etmektedir. Klinik testlerin ¢ok uzun bir siire¢ olmasi erken tani asamasini olumsuz ydnde
etkilemektedir.

Bu calismada, Dr. Dennis Duke ve Florida Eyalet Universitesi arastirmacilari tarafindan
kaydedilmis olan ac¢ik kaynakli EEG veri seti kullanilmistir. EEG sinyalleri tlizerinde sinyal isleme
yontemleri ile AH erken tanisi yapilmasi amaglanmustir. Kullanilan veri seti ile ilgili daha 6nce birgok
calisma yapilmistir. Bu caligmanin diger ¢calismalardan en 6nemli farki sinyalin 4 saniyelik boliitlere
ayrilirken %50 Ortiisme kullanilarak ayrilmasidir.  Yapilan calismanin, AH erken tanisi

gergeklestirilmek istenen bilimsel ¢aligmalara katkida bulunacag diistiniilmektedir.

2. Materyal ve Metot

Beyinde yer alan sinir hiicrelerinin elektriksel aktiviteleri sonucu olusan sinyale EEG denir [9].
EEG sinyali beyin hakkinda 6nemli bilgileri i¢inde barindirdigindan sinyalin dogru sekilde
yorumlanmas1 i¢in uygun yontemlerle islenmesi gerekmektedir. Sinyal isleme uygulamalar
genellikle 6n isleme, 6zellik ¢ikarma ve siniflandirma olmak {izere {i¢ asamadan olugmaktadir (Garcés

ve Orosco, 2008).

EEG Veri Toplama On isleme Ozellik Cikarim Smiflandirma

——p  Alzheimer
—» Saphkh

Sekil 1. Onerilen modelin asamalari

Bu boliimde AH otomatik tanisi i¢in dnerilen ML modelinin agamalar1 Sekil 1°de sunulmustur.
Onerilen modelde ilk asamada ham EEG verileri %50 ortiisme ile 4 sn epoklara ayrilarak
giiriiltiilerden temizlenmistir. ikinci asamada 1-30 Hz araligindaki sinyalin her kanali Welch Spektral

analizi kullanilarak PSD elde edilmistir. PSD’dan istatiksel ve spektral ozellikler ¢ikarilarak
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Oznitelik vektorii olusturulmustur. Son asamada ise 6znitelik vektorlerinden olusan EEG veri setinin
%70’1 egitim, %30 u test olmak {izere ikiye ayrilmig ve iki farkli ML yontemi olan SVM ve kNN ile

siniflandirilmastir.

2.1. Veri Seti

Bu ¢alismada, Dr. Dennis Duke ve Florida Eyalet Universitesi arastirmacilar tarafindan 48
denekten kaydedilmis olan agik kaynaklit EEG veri seti kullanilmistir. Bu kayitlar Biologic Systems
Brain Atlas III Plus is istasyonu kullanilarak uluslararasi 10-20 sistemine gore 19 elektrot (Fp1, Fp2,
Fz, F3, F4, F7, F8, Cz, C3, C4, T3, T4, Pz, P3, P4, T5, T6, O1 ve O2) kullanilarak kaydedilmistir.
Kayitlar 1-30 Hz araliginda bant siirli, 8 sn siireli ve 128 Hz 6rnekleme frekansina sahiptir. 48 EEG
kaydi her biri 12 denek olmak iizere A, B, C ve D gruplarindan olusmaktadir. A ve B gruplar
norolojik veya psikiyatrik bozuklugu bulunmayan 24 saglikli yaghidan (ortalama yas 72, aralik 61-
83) olusurken, C ve D gruplar1 ise “Ulusal Norolojik ve Iletisimsel Bozukluklar ve inme Enstitiisii ve
Alzheimer Hastalig1 ve iliskili Bozukluklar Dernegi” (NINCDS-ADRDA) ve “Mental Bozukluklarm
Tanisal ve Istatistiksel El Kitab” (DSM)-III-R kriterlerine gore tan1 konmus 24 olas1 Alzheimer
hastasindan (ortalama yas 69, aralik 53-85) olusmaktadir. Deneklerin EEG kayitlar1 alinirken A ve C

setlerinde gozler agik, B ve D setlerinde ise gozler kapalidir (Pineda ve ark, 2020).

2.2.On isleme

Sinyal 6n isleme, toplanan EEG sinyalindeki giiriiltiiyii temizleyerek veya azaltarak giivenilir
ozellikler elde etmek igin sinyalin igslemlerden gecirilmesidir (Buytkgoze, 2019). Beyin sinyalleri
cok diistik genlige sahip oldugundan kaydedilirken kisi ve ¢evre kaynakli sinyaller de EEG sinyaline
eklenerek sinyalde bozulmaya sebep olmaktadir. Bu sebeple EEG sinyallerinden 6zellik ¢ikarmadan
once, toplanan sinyallerin bir takim 6n iglemlerden gegirilerek daha temiz ve belirgin bir duruma
getirilmesi gerekir. Bu ¢calismada 6n islem adimi olarak 6ncelikle 8 sn uzunlugundaki sinyal epoklara
ayrilmak istenmistir. Literatiir incelendiginde EEG kayitlarmin 2 ile 30 sn arasinda epoklara
boliinebildigi ve ortiisme yapilabildigi goriilmiistir (Miltiadous ve ark., 2023; Vecchio ve ark, 2020;
Smith ve ark., 2017). Buradan hareketle EEG kayitlar1 Sekil 2°de gosterildigi gibi Matlab uygulamasi
EEGLAB platformu kullanilarak %50 ortiisme ile 4 saniyelik epoklara ayrilmistir. Bu sekilde sinyal
boliitlere ayrilirken sinyaldeki kayiplar en aza indirgenmeye c¢alisilmistir. Ardindan EEGLAB
tizerinde “RunlCA” algoritmasi ¢alistirilarak EEG sinyalinin her kanali i¢in Bagimsiz Bilesen Analizi
(ICA) hesaplanmistir. EEGLAB “Adjust” eklentisi ICA’y1 kullanarak sinyal kanallarinda bulunan

gurulttler sinyalden otomatik olarak temizlenmistir (Smith ve ark., 2017).



Karadeniz Fen Bilimleri Dergisi 14(1), 114-130, 2024 119

4sn

Sekil 2. 8 saniyelik EEG sinyalinin %50 ortiisme ile 4 saniyelik epoklara ayrilmasinin gosterimi

2.3. Ozellik Cikarimi

Ozellik ¢ikarmanin temel amaci, sinyallerin barmdirdigi ayirt edici dzelliklerin gikarilip
Oznitelik vektoriiniin olusturulmas: islemidir. Ancak sinyallerin barindirdig ayirt edici 6zelliklerin
hepsi zaman alaninda ortaya ¢ikmayabilir. Bu sebeple siklikla spektral alana gegis yapilmaktadir.
Spektral alan, sinyalleri ayirt etmek ve ilgili verilerden bilgi ¢ikarmak i¢in yaygin olarak kullanilan
bir yontemdir (Parhi ve Ayinala, 2013). On islemden gegirilen EEG sinyalinin her bir kanali i¢in 1-
30 Hz aralig1 zaman alanindan spektral alana gegis yapmak i¢cin Welch Spektral analizi kullanilmistir.
Welch Spektral analizinde girig sinyali Ortiisen segmentlere ayrilir. Segilen pencere fonksiyonu her
segmente uygulanir. Pencerelenmis segmentelere FFT uygulanarak her pencerelenmis segmentin
periyodogrami hesaplanir ve Pencerelenmis segmentlerin periyodograminin ortalamasi alinarak PSD
Denklem (1)’de gosterildigi gibi hesaplanir (Parhi ve Ayinala, 2013). Bu c¢alismada pencere
fonksiyonu olarak “Hamming” penceresi secilmistir ve Ortiisme oran1 %75 (Smith ve ark., 2017)

olarak belirlenmistir ve PSD elde edilmistir.
1
Sw) = ZZlL=1 0, (w) 1)

L pencerelenmis boliimlerin toplam sayisi, @;(w) pencerelenmis boliimlerin periyodogramu,

S(w) ise pencerelenmis bolimlerin periyodograminin ortalamasidir.

EEG sinyalinin her kanali i¢in spektral alanda istatistiksel ve spektral 20 6zellik ¢ikarilarak
oznitelik vektorii olusturulmustur. Oznitelik vektdrii olusturulurken belirlenen dzellikler Alzheimer
ve Kontrol gruplarinin EEG sinyallerinin farkliliklarinin ortaya ¢ikarilmasi amag¢lanmistir. Buradan
hareketle sinyalin spektral alanda istatistiksel olarak Kurtosis (basiklik), Mean (ortalama), RMS (kok
ortalama kare), Skewness (carpiklik), Std (standart sapma), Variance(varyans) ve Norm degerleri
hesaplanmistir. Spektral Ozellikler olarak sinyalin PeakAmpl(en yiksek genlik), PeakFregl(en
yuksek frekans), BandPower (bant glicti), DeltaBandPower (delta bant glict), ThetaBandPower (theta
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band giicii), AlphaBandPower(alpha bant giicii), BetaBandPower(beta bant giicii) ve bu 4 alt bandin
birbirine oranlar1 hesaplanarak 6 6zellik daha belirlenmistir. Alt bantlarin frekans araliklari; Delta 1-
4 Hz, Theta 4-8 Hz, Alpha 8-13 Hz, Beta 13-25 Hz’tir.

Oznitelik vektoriindeki her 6zelligin etiket ile korelasyon iliskisi Spearman korelasyon
katsayis1 ve Pearson korelasyon katsayisi ile hesaplanarak en i1yi ozelliklerin se¢imi yapilmistir.
Spearman korelasyon katsayis1 Denklem (2)’de (Xiao ve ark., 2016), Pearson korelasyon katsayisi

Denklem (3)’te (Benesty ve ark., 2008) gosterildigi gibi hesaplanmustir.

_ 6% d?
N(N2-1)

(2)

=1

7. Spearman korelasyon katsayisi, d; siralanan degiskenlerin her bir ¢ifti arasindaki fark, N ise

toplam 6rnek sayisidir.

p(x,y) =222 3)

ny

p(x,y) x ve y degiskenlerinin Pearson korelasyon katsayisini, ),[xy] x ve y arasindaki
capraz korelasyonu, o, ve gy, sirasiyla x ve y sinyallerinin varyanslaridir. Ozelliklerin Spearman ve

Pearson korelasyon katsayilar1 Tablo1’de gosterilmistir.

Tablo 1. Spearman ve Pearson korelasyon katsayilarina gore ozelliklerin etiket ile iligkisi

Ozellik No ve Ad1 Spearman Pearson Ozellik No ve Ad1 Spearman Pearson
Korelasyon Korelasyon Korelasyon Korelasyon

Katsayisi Katsayisi Katsayisi Katsayisi

1- Kurtosis 0.7152 -0.6427 11- DeltaBandPower 0.6316 -0.5368

2- Mean 0.3718 -0.3229 12- ThetaBandPower -0.1655 0.0866
3- RMS 0.4927 -0.3248 13- AlphaBandPower 0.0939 -0.2135
4- Skewness 0.7020 -0.6782 14- BetaBandPower 0.2929 -0.2476

5- Std 0.5259 -0.3245 15- Delta_theta -0.7673 0.6451

6- Variance 0.5259 -0.1149 16- Delta_alpha -0.3950 0.0848

7- Norm 0.4927 -0.3248 17- Delta_beta -0.3362 0.2063
8- PeakAmpl -0.0800 -0.1619 18- Theta_alpha 0.3177 -0.2573
9- PeakFreql 0.2884 -0.2421 19- Theta_beta 0.4341 -0.1322
10- BandPower 0.3216 -0.2978 20- Alpha_beta 0.1249 -0.0633

Negatif degerli korelasyon katsayilar1 iliskinin ters yonde oldugunu gosterdiginden bu
degerlerin mutlak degerleri alinarak etiket ile en iyi korelasyona sahip Ozelliklerin se¢imi igin
Denklem (4)’te verildigi sekilde Kkatsayilarin  ortalamasi Rk spearman = 0.4038 ve

Resik pearson = 0.2954 olarak bulunmugtur.



Karadeniz Fen Bilimleri Dergisi 14(1), 114-130, 2024 121

1
Resik = X Ik<=1 Tk (4)

R.g korelasyon katsayilarinin ortalamasini, K o6zellik sayisini, r;,  ise k numarah
ozelligin korelasyon katsayisini gostermektedir. Her iki korelasyon katsayisi yonteminde

Resik_spearman V€ Resik_pearson degerlerine bakilmis ve korelasyon katsayisi ve esik degeri daha
yuksek olan Spearman yéntemi ile 6zellik secimi yapilmistir. Ry spearman degerinin tizerinde

korelasyon katsayisina sahip olan 6zellikler Tablo 2’de gosterilmistir.

Tablo 2. Spearman korelasyon katsayisinin esik degerine gore belirlenen 6zellikler

Ozellik no Korelasyon Katsayisi

15 0.7673

1 0.7152

4 0.7020

11 0.6316
0.5259
0.5259
0.4927
0.4927

19 0.4341

Oznitelik matrislerinin %70’i ML smiflandiricisinin egitimi, %30’u ise testte kullanilmak igin

sistematik 6rnekleme ile belirlenmistir.

2.4. Siniflandirma

ML, acik talimatlar veya insan miidahalesi olmaksizin verilerden ve deneyimlerden otomatik
olarak Ogrenebilen ve uyarlanabilen bilgisayar modelleri ve algoritmalar olarak tanimlanabilir.
Smiflandirma, bilinmeyen bir Oriintiiye ait 6znitelik vektoriiniin hangi smifa ait oldugunun karar
mekanizmasi yardimiyla belirlenmesidir (Giinal, 2001). Bu ¢alismada denetimli ML yonteminde yer
alan ve EEG AH erken tanisinda siklikla kullanilan SVM ve kNN siniflandiricilar1 kullanilmistir.
SVM ve kNN smiflandiricilari, hangi sinifa (¢ikti) ait oldugu 6nceden bilinen 6znitelik vektoriindeki
girdileri kullanarak 6grenme modeli olustururlar. Olusturulan modeller, egitim ve deneyimlerden
yola c¢ikarak sisteme yeni eklenen Oznitelik vektorlerinin hangi siniflara ait olabilecegine karar

verirler.

SVM smiflandiricisi, 6znitelik uzayinda bulunan iki sinifi birbirinden ayirmak igin en uygun

ayirict hiper diizlemi bulmay1 amaglayan bir 6grenme algoritmasidir (Safi ve Safi, 2021). kNN
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siniflandirici ise 0znitelik uzayindaki en yakin egitim 6rneklerine dayanarak nesneleri siniflandirmay1
amaclayan 6grenme algoritmasidir (Safi ve Safi, 2021). Bu ¢alismada egitim veri setleri SVM ve
kNN smiflandirict algoritmalar ile egitilirken 10 kat ¢apraz dogrulama kullanilmistir. SVM
algoritmasinda ¢ekirdek fonksiyon olarak Kuadratik (Quadratic) kullanilirken, kNN de ise Agirlikl
(Weighted) yontem kullanilmistir. Her iki smiflandirmada da en iyi dogruluk oranlarmin elde
edilmesi icin 6znitelik vektorlerine PCA uygulanmugtir. PCA 6znitelik vektorlerinin (veri setinin) en
anlamli temelini belirleyerek yeniden ifade etmek i¢in kullanilmaktadir (Kurita, 2019). 20 6zellikten
olusan 6znitelik vektoriinde PCA sayisal bilesen sayis1 ”14”, 9 6zellikten olusan 0znitelik vektoriinde
PCA sayisal bilesen sayisi1 “8” olarak belirlenmistir. Egitilen modelin en iyi sonucu vermesi igin
Bayes optimizasyon yontemi kullanilarak hiperparametreler belirlenmistir. Bayes optimizasyon
modeli ile egitilen modelde SVM smiflandirmasinin en iyi egitim sonucu olan %96.0 degerini veren
cekirdek oOlgegi “1”, kutu kisitlama seviyesi “3.9615” olan parametreler se¢ilmistir. 20 6zellikten
olusan egitim veri seti iizerinde PCA wuygulanmadan SVM smiflandirma parametrelerinin

analizlerinin bir boliimii Tablo 3’te ayrintili olarak sunulmustur.

Tablo 3. SVM smiflandirma parametrelerinin analizinin bir bolimi

Ozellik Sayis1 PCA Cekirdek Olcegi Kutu Kisitlama Egitim
Seviyesi %
1 94.5
2 94.9
Auto 3 95.1
3.9615 95.1
1 95.4
2 95.6
20 Hayir 1 3 959
3.9615 96.0
1 94.6
9 2 94.9
3 95.1
3.9615 95.1

Bayes optimizasyon modeli ile egitilen modelde kNN siniflandirmasinin en iyi egitim sonucu
olan %95.0 degerini mesafe metrigi “Mahalanobis”, komsu sayis1 “1” ve mesafe agirligi “squared
inverse” olan parametreler secilmistir. 20 Ozellikten olusan egitim veri seti ilizerinde PCA
uygulanmadan kNN simiflandirma parametrelerinin analizlerinin bir kism1 Tablo 4°te ayrintili olarak
sunulmustur.

Egitilen siniflandirma modellerinin performanslarini degerlendirmek i¢in %30’luk test verisi
kullanilmis ve degerlendirme performanslar1 olarak dogruluk, duyarlilik, 6zgiilliik, hassasiyet ve F-

Skor degerleri agsagidaki Denklemler ile hesaplanmistir:

Dogruluk = —TP*N__ 100 (5)
TP+FN+TN+FP
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TP

Duyarlilik = P (6)

5 .o.o TN

Ozgullik = prevges @)
. _ TP

Hassasiyet = P (8)

2xDuyarlilik«Hassasiyet
F — Skor = 24 4 9

Duyarlilik+Hassasiyet

Burada TP, FP, TN ve FN sirastyla dogru pozitif, yanhs pozitif, dogru negatif ve yanlis

negatiftir.

Tablo 4. KNN smiflandirma parametrelerinin analizinin bir boliimii

Ozellik Sayisi PCA Mesafe Metrigi Komsu Sayisi Egitim
%
. 1 94.2
Euclidean > 942
. 1 93.7
City Block > 93.7
1 93.4
Chebyshev > 935
. . . 1 93.7
Minkowski(cubic) > 93.7
Mahalanobis 1 95.0
20 i 2 95.0
o Cosine 1 934
2 93.4
. 1 93.1
Correlation > 931
Spearman 1 93.0
P 2 93.1
Hammin 1 49.9
g 2 49.8
1 49.9
Jaccard > 9.8

3. Bulgular ve Tartisma

Toplamda 24’1 saglikli, 24’1 AH olan 48 denekten 8 sn olarak kaydedilen EEG verileri, veri
setinin biiyiitliilmesi igin her bir kayit %50 ortiisme ile 4 sn’lik epoklara ayrilarak ICA degerleri
hesaplanmis ve otomatik giiriiltii temizleme islemi yapilmistir. Sekil 3’te 25 numarali AH’ nin 6n

islemden onceki ve sonraki ilk 4 sn’nin goriintiisii verilmistir.
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(a; : . o =7

Sekil 3. 25 numarali AH nin EEG ham verisinin gurultu temizlemeden 6nceki (a) ve sonraki (b) ilk 4
saniyesi
Gurulttlerden temizlenen ve epoklara ayrilan EEG verilerinin 19 kanali 19 farkli sinyal olarak
ayrilmig ve toplamda 48x3x19 sinyal elde edilmistir. 1-30 Hz aralifinda sinyallerin 6znitelik
vektorlerinin olusturulmasi i¢in Welch Spektral analizi ile PSD hesaplanan sinyallerden istatistiksel
ve spektral 20 6zellik ¢ikarimi yapilmistir. Toplamda 2736x20°lik 6znitelik vektorii elde edilmistir.
Oznitelik vektoriinde o6zelliklerin etiket ile olan iliskisi Spearman korelasyon katsayisi ile
hesaplanarak esik deger tizerinde olan 9 6zellikten 2736x9°1ik yeni 6znitelik vektorii olusturulmustur.
Oznitelik vektdrlerinin egitim ve test dagilimlar sistematik olarak gergeklestirilmis ve Tablo 5°de

ayrmtil sekilde verilmistir.

Tablo 5. Oznitelik vektorlerinin egitim ve test dagilimlari

Veri Seti Etiket Veri Sayist  Yizdelik Oran Toplam Veri Toplam Oran
Sayist %
. Alzheimer 958 %50.03
3 0,
Egitim Saglikl: 957 9649.97 1915 %70
Alzheimer 410 %49.94
0,
Test Saglikli 411 %50.06 821 %30

20 Ozellikten olusan Oznitelik vektorii ve 9 Ozellikten olusan 6znitelik vektorinin PCA
uygulanmadan ve uygulanarak egitilen SVM ve kNN ML modellerinin test karmasiklik matrisleri
Sekil 4°te, Egri altinda kalan alan (AUC)’1n da hesaplandigi ROC egrileri ise Sekil 5’te verilmistir.

Egitilen modellerin Sekil 4’te ki test karmasiklik matrislerine ve Sekil 5’te ki ROC egrilerine
bakildiginda en iyi sonucun 20 6zellikten olusan 6znitelik vektoriiniin PCA uygulanarak SVM ile
smiflandirildiginda elde edildigi goriilmektedir. Oznitelik vektdriindeki ozellik sayilarina gore
egitilen SVM ve kNN modellerinin dogruluk, duyarlilik, ozgiillik, hassasiyet ve F-Skor
performanslar1 Tablo 6’da sunulmustur. En iyi dogruluk orani %96.59 ile 20 6zellikten olusan
Oznitelik vektorinin PCA uygulanarak SVM modeli ile egitilip test edilmesinden elde edilmistir. Bu
modelin Sekil 4 ¢)’da verilen test karmagsik matrisi daha ayrintili incelendiginde AH dogruluk tahmini
%97.07 elde edilirken, kontrol grubu dogruluk tahmini %96.10°dur. Yanls tahmin oranlar1 ise AH
grubunda %2.93 iken, kontrol grubunda %3.90 olarak bulunmustur. Buradan hareketle AH denekleri

siniflandirmasi kontrol grubuna oranla daha iyi sonu¢ vermistir.
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(a) Model 1 (Quadratic SVM) (b) Model 2 (Weighted KNN)
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(c) Model 3 (Quadratic SVM) (d) Model 4 (Weighted KNN)
Alzheimer Alzheimer
(] ]
8 8
[&] o
[+ @
2 =
= =
Kontrol Kontrol
Alzheimer Kontrol Alzheimer Kontrol
Predicted Class Predicted Class
(e} Model 5 (Quadratic SVM) () Model 6 (Weighted KNN)
Alzheimer Alzheimer
(2] 1]
8 8
o (]
o ]
= =
= =
Kontrol Kontrol
Alzheimer Kontrol Alzheimer Kontrol
Predicted Class Predicted Class
(g) Model 7 (Quadratic SVM) (h) Model 8 (Weighted KNN)
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Predicted Class Predicted Class
Sekil 4. Karmagiklik matrisleri; a) 20 dzellik ile egitilen SVM modeli, b)20 Ozellik ile egitilen KNN
modeli, ¢)20 dzellik ile PCA uygulanarak egitilen SVM modeli, d)20 Ozellik ile PCA uygulanarak egitilen
kNN modeli, €)9 6zellik ile egitilen SVM modeli f) 9 6zellik ile egitilen kNN modeli g)9 6zellik ile PCA
uygulanarak egitilen SVM modeli ve h) 9 6zellik ile PCA uygulanarak egitilen kNN modeli
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(a)

(b)

Model 1 (Quadratic SVM) Model 2 (Weighted KNN)
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Sekil 5. ROC Egrileri; a) 20 dzellik ile egitilen SVM modeli, b)20 Ozellik ile egitilen kNN modeli,
¢)20 &zellik ile PCA uygulanarak egitilen SVM modeli, d)20 Ozellik ile PCA uygulanarak egitilen KNN
modeli, €)9 ozellik ile egitilen SVM modeli f) 9 6zellik ile egitilen kNN modeli g)9 6zellik ile PCA
uygulanarak egitilen SVM modeli ve h) 9 6zellik ile PCA uygulanarak egitilen kNN model
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Tablo 6. Modellerin dogruluk, duyarlilik, 6zgiilliik, hassasiyet, F-Skor performanslari

Ozellik PCA Siniflandirma Dogruluk Duyarlilik  Ozgulluk  Hassasiyet F-Skor
Sayist

Hayir SVM 96.22 0.95 0.97 0.97 0.96
20 kNN 96.22 0.96 0.96 0.96 0.96
Evet SVM 96.59 0.96 0.97 0.97 0.97
kNN 95.49 0.93 0.98 0.98 0.96
Hayir SVM 94.03 0.92 0.96 0.96 0.94
9 kNN 91.23 0.91 0.92 0.92 0.91
Evet SVM 94.52 0.92 0.97 0.97 0.95
kNN 92.81 0.92 0.93 0.93 0.93

Deneysel sonuglarda iki farkli 6zellik sayisindan olusan (20 ve 9) Oznitelik vektorlerinin

smiflandirilmasinda  SVM  modellerinin kNN modellerinden kiigiik farkla da olsa daha iyi

siniflandirma yaptig1 Tablo 6’da agik¢a goriilmektedir. SVM modellerinin ve kNN modellerinin iki
farkli 6zellik sayisindaki (20 ve 9) dogruluk oranlarina bakildiginda daha fazla 6zellikle PCA

uygulanarak egitilip test edilen SVM modeli %96.59 dogruluk oranini yakalarken, kNN modelinde

ise daha fazla 6zellikle PCA uygulanmadan en iyi dogruluk orani1 %96.22 elde edilmistir. PCA ile

egitilen modellerin bu sonug disindaki dogruluk oranlarina bakildiginda uygulanmamis halinden daha

iyi sonuglar verdigi agik¢a goriilmektedir.

Tablo 7. Onerilen ¢alismanin ve diger calismalarin sunumu

Arastirmaci EEG Veri seti Ozellik Sinyal Siniflandirici Dogruluk
Cikarimi Aralig1 Orani

Dogrusal Ayrim Analizi (LDA),

Kuadratik Ayrim Analizi (QDA),
(Alsharabi 35 Saglikly, 31 kNN, SVM, Naive Bayes (NB),
ve ark., Hafif AD, 22 Orta DWT 0.1-60 Hz  Karar Agaci (DT), Ekstrem %99.98
2022) derece AH Ogrenme Makinesi (ELM), Yapay

Sinir Ag1 (ANN), Rastgele Agag

(RF)

Bagil Bant
(Miltiadous Igfoﬁlg'c’e? oral g uglgtr(ell-\; o)
ve ark., P P 05-45Hz  DICE-net 9683.28
2023) Demans, 29 Tutarlilik
Saglikli Baglantisi
(SCC)

(Bairagi, 20 AH, 25 ) DT, kNN, SVM, 0
2018) Saglikli PSDveDWT  05-30HZ 1.0t Bayes, ve Sinir Am (NN) 094
(Morabito ve 63 AD, 56 Hafif i 0
ark. 2016)  AH, 23 Saghkh VT 0.1-30Hz ~ CNN /082
(Aslan, 24 AH, 24 WT ve Hjorth ) 0
2022) Kontrol parametreleri 1-30 Hz kNN #9112
(Sadik, 24 AH, 24 PSD SVM, kNN, Torbalama %96.43
2022) Kontrol Siniflandiricis1 (BC), GBC
(Goker, 24 AH, 24 ) . 0
2023) Kontrol PSD 1-49 Hz Logit Boost %93.04
(Goker, 24 AH, 24 i . o
2023) Kontrol PSD 1-49 Hz RF, kNN, SVM, BILSTM %098.85
Onerilen 24 AH, 24 PSD 1-30Hz  SVM, kNN %06.59
Yontem Kontrol
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EEG sinyallerinden AH tanis1 i¢in Tablo 7°de gosterildigi gibi DWT, CWT, FFT ve PSD gibi
farkli 6zellik ¢ikarimi yontemleri ile birgok calisma yapilmistir. Calismamizda herkese agik bir veri
seti kullanildigindan veri setinin kullanildig1 bir¢ok ¢calisma mevcuttur. Aslan, ayni1 veri seti lizerinde
giiriiltii temizleme isleminden sonra WT kullanarak frekanslar1 alt bantlarina aywrmis ve Hjorth
parametrelerini kullanarak 6zellik ¢ikarimi yapmistir. Elde ettigi 6znitelik vektoriinii kNN yontemi
ile siniflandirmis ve %91.12 dogruluk sonucuna ulastirmistir (Aslan, 2022). Sadik, ayn1 veri setinde
PSD’nu kullanarak 6zellik ¢ikarimi yapmis ve en iyi dogruluk oranimi %96.43 olarak GBC ile elde
etmistir (Sadik,2022). Ayni veri seti lizerinde Goker, iki farkli calisma gergeklestirmistir. Her iki
calismasinda da 1-49 Hz araliginda PSD ‘nu kullanarak 49 6zellikten olusan 6znitelik vektorleri elde
etmistir. Goker, Logit Boost smniflandirmasi ile %93.04 dogruluk orani elde etmistir (Goker, 2023).
Diger calismasinda ise ML ve DL yontemlerini kullanarak siniflandirma gerceklestirmis ve dogruluk
oranlarii karsilagtirmigtir. ML SVM smiflandirmasinda %90.13, kNN siniflandirmasinda %92.27
sonuglarmi elde etmistir. DL RF ydnteminde %97.04, BILSTM yénteminde ise %98.85 dogruluk
oranina ulasmistir (Goker, 2023). Onerilen galismanin, diger ¢alismalardan en dnemli farki EEG
sinyali 4 sn ‘lik epoklara ayrilirken %50 {ist iiste ortlisme uygulanmis olmasidir. Epoklara ayrilan
sinyallerde giiriiltii temizleme islemi yapilmistir. Welch metodu ile PSD’u elde edilmis ve 6zellik
cikarimi yapilarak oznitelik vektorleri elde edilmistir. Elde edilen 6znitelik vektdriine Spearman
korelasyon katsayist yontemi uygulanarak ozellik se¢imi yapilmis, siniflandirma islemleri ML
yontemlerinden SVM ve kNN ile gergeklestirilmistir. Elde edilen en iyi dogruluk orant PCA
uygulanan SVM ile %96.59 olarak bulunmustur. Elde edilen sonug¢ ayni veri seti tizerinde AH tanisi
gerceklestiren diger ML siniflandirmalari ile karsilastirildiginda en iyi dogruluk oraninin elde edildigi

goriilmektedir. Sonug olarak onerilen yontem performanst AH tanisinda umut verici olmustur.

4. Sonugclar ve Oneriler

Bu ¢alismada EEG sinyallerinden Alzheimer hastaliginin tanist makine 6grenme yontemleri ile
belirlenmistir. Calismada, Alzheimer hastaligi olan 24 kisi ile saghkli 24 kisinin EEG sinyalleri
kullanilmistir. EEG kanallarindaki veriler, Bagimsiz Bilesen Analizi (ICA) degerleri kullanilarak
otomatik olarak giiriltiiden armndirilmig ve her bir sinyalin zaman alanindan spektral alana gecisi
Welch yontemi ile gergeklestirilmistir. Welch Spektral analizi sayesinde elde edilen Gii¢ Spektral
Yogunlugu verilerinden, 20 farkli istatistiksel ve spektral 6zellik ¢ikarilmistir. Her bir 6zelligin
hastalik durumu ile Spearman korelasyon katsayis1 hesaplanarak, bu 6zelliklerden secilecek olanlari
belirlemek {izere bir esik degeri belirlenmistir. Sonug olarak, 9 6nemli 6zellik se¢ilmis ve yeni bir
Oznitelik vektorii olusturulmustur. Makine 6grenimi yontemleri olarak Destek Vektor Makineleri

(SVM) ve k-En Yakin Komsu (kNN) kullanilarak, bu yeni 6znitelik vektorleri iizerinde egitim ve test
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islemleri Temel Bilesen Analizi (PCA) uygulanmadan ve uygulanarak gergeklestirilmistir. Elde
edilen sonuglar, dogruluk, duyarlilik, 6zgiilliikk, hassasiyet ve F-Skor gibi metrikler kullanilarak
degerlendirilmistir. Calismanin sonuglari, PCA uygulanan SVM yo6nteminin Alzheimer hastaliginin
teshisinde en yiliksek dogrulugu (%96.59) sagladigin1 gostermektedir. Bu sonuglar, deneyimli
uzmanlarin hastalik teshisinde %85-93 arasinda bir dogruluk elde ettigi ve bu siirecin uzun zaman
aldig1 diistintildiiglinde, onerilen yontemin hem yiiksek dogruluk oranina sahip olmast hem de kisa
stirede sonug liretebilmesi sayesinde deneyimli profesyonellere yardimcei olabilecek potansiyele sahip

oldugunu gostermektedir.

Yazarlarin Katkisi

Tilim yazarlar ¢alismaya esit katkida bulunmustur.

Cikar Catismasi Beyani

Yazarlar arasinda herhangi bir ¢ikar ¢atismasi bulunmamaktadir.

Arastirma ve Yayin Etigi Beyam

Yazarlar, makalenin tiim sureglerinde “Yiiksekdgretim Kurumlar: Bilimsel Arastirma ve Yayin
Etigi Yonergesi” kapsaminda uyulmast gerekli tiim kurallara uyuldugunu, karsilagilabilecek etik
ihlallerden Karadeniz Fen Bilimleri Dergisi ve yaym kurulunun herhangi bir sorumlulugunun
bulunmadigini, bu ¢alismanin Karadeniz Fen Bilimleri Dergisi disinda herhangi bir akademik yaym

ortaminda degerlendirilmedigini beyan ederler.
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