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Oz

Meme kanseri, diinya genelinde kadinlarda en sik goriilen
kanser turlerinden biridir ve bu hastalikta erken teshis hayat
kurtarici olabilir. Bu ¢alisma, Wisconsin Meme Kanseri Teshisi
(WMKT) veri setine odaklanarak meme kanseri teshisi igin dogru
ve glvenilir bir model gelistirme amaci glitmektedir. Calismada,
ilk asamada Minimum Artiklik Maksimum Alaka Dizeyi (MAMA)
yontemi kullanilarak o6zellik segimi yapilmistir. Yontem, veri
madenciligi ve ozellik se¢imi alaninda etkili bir ara¢ olarak
kullanilmaktadir. MAMA ile oOzelliklerin 6nem siralamasi
yapilarak, sadece anlamli olanlar kullanilmistir. Ozellik segimi,
modelin karmasikhgini azaltirken performansi artirir. Daha
MAMA ile segilen bu o6zellikler, meme kanseri
siniflandirmasi igin olusturulan Kapili Tekrarlayan Birim (KTB)

sonra,

tabanli bir sinir agi modeli ile siniflandiriimaktadir. KTB, tek
boyutlu 6zellik serilerini isleme yetenegine sahiptir ve karmagik
siniflandirma problemlerinde etkili sonuglar verir. Sonuglar, bu
yenilikci yaklasimin meme kanseri teshisinde oldukca basaril
oldugunu gostermektedir. Yapilan degerlendirmelerde dogruluk
metrigiicin %98.28, kesinlik metrigi icin %98.59, duyarlik metrigi
icin %98.59, 6zglllik metrigi icin %97.67 ve F-puani metrigi igin
%98.59 degerleri elde edilmistir. Sonuglar yontemin klinik
uygulamalarda uzmanlara yardimci olabilecegini ortaya
koymaktadir. Onerilen yaklagimin toplumun her kesimi igin
erisilebilirlik, basit sistemlerde bile hizli ve yiiksek dogrulukla
calisabilmek gibi 6nemli
anlasiimaktadir.

avantajlari  oldugu sonuglardan

Anahtar Kelimeler Meme kanseri; MAMA ydntemi; KTB modeli; Ozellik
segimi.
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Abstract

Breast cancer is one of the most common cancers in women
worldwide and early detection can be life-saving. This study
aims to develop an accurate and reliable model for breast cancer
diagnosis by focusing on the Wisconsin Breast Cancer Diagnosis
(WDBC) dataset. In the first stage, feature selection was
performed using the Minimum Redundancy Maximum
Relevance (MRMR) method. The method is used as an effective
tool in the field of data mining and feature selection. With
MRMR, the importance of the features is ranked and only the
selection
performance while reducing the complexity of the model. Then,
these features selected by MRMR are classified by a Gated

significant ones are wused. Feature improves

Recurrent Unit (GRU) based neural network model for breast
cancer classification. The GRU is capable of handling one-
dimensional feature series and gives effective results in complex
classification problems. The results show that this innovative
approach is highly successful in breast cancer diagnosis. In the
evaluations, 98.28% for accuracy metric, 98.59% for precision
metric, 98.59% for sensitivity metric, 97.67% for specificity
metric and 98.59% for f-score metric were obtained. The results
show that the method can help specialists in clinical practice. It
is understood from the results that the proposed approach has
important advantages such as accessibility for all segments of
the society, fast and high accuracy even in simple systems.

Keywords Breast cancer; MRMR method; GRU model; Feature selection.

1. Giris

Meme kanseri, diinyada kadinlar arasinda en sik goriilen
hastalik olarak 6ne ¢ikmaktadir. Bu hastalik erkeklerde de
goriilebilmektedir fakat kadinlarda goérilme olasiligl
2020
yiinda diinya ¢apinda 2.3 milyon kadina meme kanseri

erkeklerde gorilme olasiligindan daha fazladir.

teshisi konulmustur (int. Kyn. 1). Bu kadinlar arasinda
685.000 dlim yasanmistir (int. Kyn. 1). 2020 yili sonu
itibariyla, son 5 yilda meme kanseri tanisi alan 7.8 milyon

kadin bulunmaktaydi (int. Kyn. 1). Bu sayilar meme
yaygin
getirmektedir. Meme kanseri dinyanin her Ulkesinde
kadinlarda
goriilmekte, ancak ilerleyen yaslarda artan oranlarda

kanserini  diinyanin en kanseri  haline

ergenlik doneminden sonra her vyasta

gorilmektedir. Bu kadar sik rastlanan bu hastalik, erken

teshis sayesinde kolaylikla tedavi edilebilmektedir.

Dizenli mamografi taramalari, meme kanserini erken
evrede teshis etmek igin etkili bir yontemdir. Ayrica,
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kendini muayene etmek ve doktora diizenli olarak gitmek
de erken teshise katki saglayabilmektedir. Bilgisayar
destekli (BDT)
goruntllerinin daha hassas bir sekilde incelenmesine

teshis teknolojisi, mamografi
yardimci olan 6nemli bir aractir (Jalalian vd. 2013, Guo vd.
2022, Sahu vd. 2022). Bu arag sayesinde meme kanseri
vakalarinin erken teshisi miimkun olurken, tedavi sansi da
buyuk ol¢lide artmaktadir.

BDT, mamografi goruntllerini analiz etmek igin
bilgisayarlari kullanan bir tekniktir. Bu sistemler, meme
kanserini tespit etme ve siniflandirmada radyologlar
kadar iyi olabilmektedir. BDT sistemleri, mamografi
goruntllerini analiz etmek igin gesitli teknikler kullanir. Bu
teknikler, goriintlerdeki kanser o6zelliklerini belirlemek
icin matematiksel modeller ve istatistiksel yontemler
kullanir. BDT sistemlerinin etkinligi, test edilen veri
kiimesine ve kullanilan tekniklere bagli olarak degisebilir.
Bazi ¢alismalar, BDT sistemlerinin radyologlar kadar iyi
Ancak, bu

sistemlerin sinirlamalari da mevcuttur (Aswathy vd. 2017,

performans  gosterdigini  belirtmistir.
Yusoff vd. 2023). Sinirlamalardan birisi sistemlerin kanseri
yanlis pozitif veya yanlis negatif olarak teshis etmesidir.
Bu durum, gereksiz ameliyatlara veya kanser belirtilerinin

gbzden kagmasina yol agabilir.

Literatirde WMKT (Wolberg vd. 1995) veri setini kullanan
farkh galismalar mevcuttur. Bu ¢alismalardan birisi, Rasool
vd. (2022) gelistirdigi, makine 6grenimi (MO) tabanli
tahmini modelleri kullanarak meme kanseri tanisini
iyilestirmeyi amaglayan yontemdir. Bu yontem, WMKT
(Wolberg vd. 1995) veri kiimesini kullanarak egitilmis
gesitli MO

degerlendirmektedir.

modellerinin performansini

Sonuglar, MO  modellerinin

radyologlardan kadar iyi performans gosterdigini
kanitlamistir. MO modelleri, kanseri dogru ve tutarl bir
sekilde tespit edebilmistir. Diger bir yayin Bhardwaj vd.
(2022)

siniflandirmasi igin MO'niin potansiyelini gdsteren bir

tarafindan gelistirilen meme kanseri
yaklasimdir. MO modelleri, meme kanserini daha dogru
ve tutarh bir sekilde siniflandirabildiginden radyologlarin
performansini artirabilirler. Bu yaklasimda, meme kanseri
siniflandirmasi  icin MO  algoritmalarinin  etkinligi
gosterilmekle  birlikte, bazi  sinirlamalarindan  da
bahsedilmektedir. Bu arasinda, MO

modellerinin veri setine bagimli olmasi ve veri 6n isleme

sinirlamalar

ve hiperparametre ayarlama gibi tekniklerin kullaniminin

karmasik olmasi yer almaktadir. Yine bu alanda
Mohammad vd. (2022), veri madenciligi siniflandirma ve
kiimeleme teknikleri kullanilarak WMKT (Wolberg vd.

1995) veri kiimesi Uzerinde meme kanseri patolojisinin

teshisi icin bir yaklasim 6nermislerdir. Sonuglar,

siniflandirma algoritmalarinin kiimeleme
algoritmalarindan daha iyi performansa sahip oldugunu
gbstermistir. Huang vd. (2022), Manifoldlarin Kararsizhigi
icin Gorsellestirme (MKG) yontemi ile Ozellik segimi
yapan,

algoritmasi

hiyerarsik kiimeleme ve rastgele orman

kullanarak meme kanseri siniflandirmasi
yapan bir yontem o6nermektedir. Bu yontem, WMKT
(Wolberg vd. 1995) veri kiimesini kullanarak yontemin
MKG, veri

ozellikleri tanimlamak igin

etkinligini degerlendirmektedir. setindeki
anormallikleri ve ©nemli
kullanilir. Hiyerarsik kiimeleme, verileri benzerliklerine
gore kiimelere ayirir. Rastgele orman algoritmasi (ROA)
ise, bir dizi karar agacindan (KA) olusan bir topluluk
6grenme algoritmasidir ve 6zelliklerin siniflandirilmasinda
kullanilir. Sonuglar, yontemin, kanseri dogru ve tutarh bir
sekilde tespit edebildigini kanitlamaktadir. Sahoo vd.
(2022), Cok Katmanl Algilayici (CKA) sinir agi ve Ogretime
dayali Optimizasyon (ODO) kullanarak meme kanserinin
saptanmasi igin bir yontem onermektedir. Bu yontem,
WMKT (Wolberg vd. 1995) veri kimesini kullanarak
yontemin etkinligini degerlendirmektedir. Yontem CKA ve
Tabanli (60T10)

yontemlerinin etkili birlesiminden olusmaktadir. CKA,

Ogretme-Ogrenme Optimizasyon
kanseri tespit etmek igin kullanilan bir sinir agidir. 00TO
ise, parametre optimizasyonu igin kullanilan bir meta-
sezgisel algoritmadir. Yontemin sonuglari, olusturulan
yaklasimin  bu alanda yardimc bir ara¢ olarak
kullanilabilecegini gostermektedir. Suresh vd. (2022),
dengesiz tibbi hastalik verileri kiimelerini siniflandirmak
icin gelistirilmis  bir Cekismeli Uretici Ag (CUA)
(Goodfellow vd. 2014) yéntemini dnermektedir. CUA, iki
agdan olusur: bu aglardan birisi tretken ve digeri ayirt
edici agdir. Uretici ag, gercek verilere benzeyen sentetik
veri Uretmekten sorumlu iken ayirt edici ag, gercek ve
sentetik verileri ayirt etmekten sorumludur. Calismada,
dengesiz tibbi veri kiimesi kullaniimaktadir. Dengesiz tibbi
veri kimeleri, siniflara ait veriler arasinda sayica ¢ok fazla
fark olmasi anlamina gelmektedir. CUA, WMKT (Wolberg
vd. 1995) verilerinde %96.1'lik bir siniflandirma dogrulugu
elde etmistir. Bu sonug, geleneksel makine 6grenimi
algoritmalarinin 6nemli 6l¢lide Gizerindedir. Yu vd. (2023),
Pozitif-Negatif Grafik Kovaryans Sinir Ag1 (PN-GKSA) adi
verilen yeni bir modelin tanitimini yapmaktadir. Bu
yontem genellikle bilgi sistemlerini siniflandirmak igin
PN-GKSA’nin, Grafik

Kovaryans Sinir Aglarindan (GKSA) daha iyi performansa

kullanilir.  Calisma, Geleneksel

sahip oldugunu gostermistir. Albadr vd. (2023), meme
kanseri tanisi icin Hizli Ogrenme Ag1 (HOA) algoritmasini
kullanmakta ve algoritmanin bu alandaki potansiyelini
gostermektedir. HOA, kanseri

meme tanisi  igin
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kullanilabilecek 6nemli bir aragtir. Bu galisma, meme
HOA
gostermekle birlikte, bazi sinirlamalari da vermektedir. Bu

kanseri tanisi igin algoritmasinin  etkinligini
sinirlamalar arasinda, HOA algoritmasinin veri setine
bagimli olmasi ve veri 6n isleme ve hiperparametre
ayarlama gibi tekniklerin kullaniminin karmagik olmasi yer

almaktadir.

Onerilen galisma, WMKT (Wolberg vd. 1995) veri seti icin
Minimum Artiklik Maksimum Alaka Diizeyi (MAMA)
yontemi ve Yinelemeli Sinir Aginin (YSA) gelistirilmis bir
modeli olan Kapili Tekrarlayan Birim (KTB) (Cho vd. 2014)
yontemlerinin etkili birlesiminden olusmaktadir. Bu
yaklasimda MAMA yoéntemi kullanilarak, WMKT (Wolberg
vd. 1995) veri setindeki 6zelliklerin 6nem oranlari ortaya
¢ikariimaktadir. Boylece, veri setindeki 6zelliklerin 6nem
siralamasi yapilarak, modelin daha az giiriltiye sahip ve
daha anlaml verilerle ¢alismasina olanak taninir. Bu da
makine 6grenimi modellerinin daha iyi performans
gostermesini saglar ve gereksiz ozelliklerin eklenmesini
onler. Daha sonra 6nem oranlarina gore diizenlenen veri
seti, tarafimizca probleme 6zgli olarak tasarlanan KTB
iceren YSA yapisi ile iyi huylu ve kétd huylu olmak lizere 2
KTB uzun vadeli

sinifa ayrilmaktadir. bagimhliklari

yakalama, gradyan kaybolmasi sorununu daha az
yasamasi, daha hizli ve daha az kaynak gereksinimi gibi
avantajlara sahiptir. Bu yapi kullanilarak, basit sistemlerle
etkili kanser teshisi yapilabilmektedir. Ayrica, tibbi verileri
daha hassas bir sekilde analiz etme yetenegine sahiptir ve
uzun vadeli bagimhlklari yakalayarak erken teshislerin ve
daha katkida

bulunabilmektedir. Bu durum, kanserle miicadelede

dogru teshislerin yapilmasina

onemli bir rol oynayabilecektir.

2. Materyal ve Metot

Bu calisma, ozelliklerin 6nemini vurgulamak ve meme
kanseri teshisini daha etkili hale getirmek amaciyla
MAMA (Togacar vd. 2020, Ahmed vd. 2020, Billah vd.
2020) yontemini ve KTB modelini bir araya getiren
yenilikci bir yaklasim sunmaktadir. Bu yaklasim, WMKT
(Wolberg vd. 1995) veri seti Uzerinde uygulanmistir.
Calisma, meme kanseri teshisinde ozelliklerin 6nemini
vurgulamak ve daha dogru teshisler elde etmek igin
birlesik bir yaklasim sunarak, hastalarin erken teshis ve
hedeflemektedir. Bu
nedenle, calismanin meme kanseri teshisi alaninda

tedavi alma sansini artirmayi
onemli bir katki saglama potansiyeli bulunmaktadir.
Sekil 1 ile

verilmektedir. Calismaya ait detaylar alt baslklarda

Onerilen yaklasima ait akis tablosu

verilecektir.

2.1 WMKT Veri Seti Ozellikleri

WMKT (Wolberg vd. 1995) veri seti, meme kanseri teshisi
ve siniflandirmasi Uzerine yapilan arastirmalarin temel
veri kaynaklarindan birisidir. Bu veri seti, Wisconsin
Universitesi Tip Okulu'ndan Dr. William H. Wolberg
tarafindan toplanmistir. Veri seti, meme kanseri teghisi
icin kullanilabilecek cesitli klinik ve hiicresel ozellikleri
icerir. Toplamda 569 oOrnekten olusan veri setinde,
orneklerin 212'si koétd huylu ve 357'si iyi huylu meme
timorlerine aittir.

WMKT veri seti (Wolberg vd. 1995) her bir 6rnek i¢in 30
ozellikten olugsmaktadir. Bu veri setinin 6zellikleri, meme
timor hucrelerinin gekirdeklerinin boyutlari, hicre sekli
dizensizlikleri, ¢ekirdek htcresinin bayukliga ve diger
morfolojik 6zellikleri gibi faktorleri igerir. Ayrica, hiicre
cekirdeklerindeki bazi niikleer ve sitoplazmik 6zellikler de
veri setinde yer alir. Her bir 6zellik, meme kanseri teshisi
icin potansiyel olarak 6nemli bir bilgi kaynagidir ve bu veri
seti, meme kanseri teshisinde makine 6grenimi
algoritmalarinin egitilmesi ve test edilmesi icin sikca
kullanilan bir kaynaktir. Veri seti, klinik olarak gergek
verilere dayanmasi, ileri seviye c¢ok sayida 6zellik
barindirmasi ve genis kullanim alanindan dolayi farkh
alanlarda tercih edilmektedir. Bu nedenle, hastaliklarin
daha erken teshis edilmesi ve tedavi edilmesi konusunda

onemli bir rol oynar.

WMEKT Veri Setindeki Ozelliklerin MAMA Yéntemi ile Onem
Oranlarinin Hesaplanmas

Onem OranlarinaGére Yeni Ozellik Kimesinin Elde Edilmesi

Elde Edilen Ozellik Kiimesinin Olusturulan KTB Mimarisiile
Siniflandinimasi

Yontem Sonuglarinin Degerlendirilmesi

N

[ BITIR )

e

Sekil 1. Onerilen yaklasimin akis diyagrami
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2.2 MAMA Yéntemi ile Verilerin Oneminin Ortaya
Koyulmasi

MAMA (Ding vd. 2005, Togacar vd. 2020, Ahmed vd. 2020,
Billah vd. 2020), veri madenciligi ve 6zellik segimi alaninda
kullanilan bir ydontemdir. Bu yontem, bir veri kimesindeki
ozelliklerin 6nemini belirlemek ve en fazla bilgi tagiyan
ozellikleri se¢mek icin tasarlanmistir. Ayni zamanda,
secilen Ozellikler arasindaki benzerligi minimize etmeye
calismaktadir. Bu yodntem ile en fazla bilgiyi iceren
ozellikler segilerek, veri setinin icerdigi bilgiyi en iyi sekilde
kullanmaya ¢alismaktadir.

MAMA yontemi, 6zellik se¢cimi asamasinda gereksiz ve
tekrarli 6zellikleri elemek, modelin daha temiz ve anlamli
verilerle c¢alismasini  saglamak ve asiri  uydurma
(overfitting) sorunlarini azaltmak igin etkili bir aragtir. Bu
yontem, oOzellikle blylik ve karmasik veri setlerinde
kullanildiginda, modelin performansini artirabilmekte ve
daha iyi sonuglar elde etmeye yardimci olabilmektedir.
MAMA  ydntemi

calismaktadir.

adim adim asagidaki  sekilde

MAMA Adim-1 Veri Seti Hazirlanmasi: ilk adim, veri
setinin hazirlanmasidir. Veri seti igerisinde &zellikler
(bagimsiz degiskenler) ve hedef degisken (sinif etiketleri)
bulunmaktadir.

MAMA  Adim-2:  Ozelliklerin  ilgililik  Skorlarinin
Hesaplanmasi: MAMA, her 6zelligin hedef degisken ile
iliskisini dlgen bir ilgililik skoru hesaplamaktadir. ilgililik
skoru, 6zelligin hedef degiskeni ne kadar iyi acgikladigini
gostermektedir. ilgililik skoru denklem 1 (Togagar vd.
2020) ile verilmektedir;

R(X, Y) — E[(X-px)(Y—uy)] (1)

X0y

Denklem 1’de o6zellik degerleri X ile, hedef degisken
degerleri Y ile, X'in ortalama degeri iy ile, Y'nin ortalama
degeri uy ile, X'in standart sapmasi gy ile Y'nin standart
sapmasi gy ile temsil edilmektedir.

MAMA Adim-3: Ardindan, segilen 6zellikler arasindaki
redundans (artiklik) olctlmektedir. Bu islem, secilen
ozelliklerin birbirine ne kadar benzedigini belirlemek igin
yapiimaktadir. Redundansi azaltmak, gereksiz tekrarhligi
onlemeye yardimci olmaktadir.

MAMA Adim-4 MAMA Skorunun Hesaplanmasi: ilgililik ve
redundans bilgileri kullanilarak, her 6zellik icin bir MAMA
skoru hesaplanmaktadir. Hesaplanan skor, bir 6zelligin

hem ilgi cekici hem de diger 6zelliklerle benzer olmayan
bir 6zelligi temsil etme yetenegini yansitir. Skor hesabi
denklem 2 (Togagar vd. 2020) ile yapilmaktadir.

MAMA(X) = R(X,Y) — < 2K, (X, X)) (2)
Denklem 2’de degerlendirilen 6zellik vektori X ile hedef
degisken degerleri Y ile, diger ozelliklerin sayisi ise K ile
temsil edilmektedir.

MAMA Adim-5 Sonug Veri Seti Olusturulmasi: MAMA
skorlari, o6zelliklerin siniflandirma basarisina katkisini
gostermektedir. Bu nedenle dnerilen ¢alismada, orijinal
veri setindeki 6zellik vektorleri ile yontem sonucu elde
edilen 6nem oranlar garpilarak yeni, daha az giriltiye
sahip bir veri seti elde edilir.

2.3 Olusturulan KTB Mimarisi ile Siniflandirma

KTB (Cho vd. 2014, Chen vd. 2019, Shadid vd. 2020, Saijad
vd. 2020, Shewalkar vd. 2019), bir boyutlu 6zelik vektori
bir YSA tiridir. Ozellik
siniflandirma gorevlerinde kullaniimasinin nedeni, veri

siniflandirma igin  6nemli
setinde olusabilecek 6riuntiileri tahmin etme yetenegine
sahip olmasidir. KTB, veri setindeki oriintli 6grenme
yetenegi ile ozellikler arasindaki onemli bagimliliklari
yakalayabilmektedir. Standart YSA’lara (Sherstinsky vd.
2020, Kanita vd. 2019, Cho vd. 2014) gore KTB, uzun vadeli
bagimliliklari daha iyi ifade edebilmektedir. Bu durum,
daha oOnceki iterasyonlardaki bilgilere dayal olarak
gelecekteki orlintileri daha iyi tahmin etmeye yardimci
olmaktadir. Bu ¢alismada, bir boyutlu ozellik
vektorlerinden olusan WMKT (Wolberg vd. 1995) veri seti
kullanildigindan KTB kullaniimasi olduk¢a uygundur. Bu

calisma icin KTB uygulamasi adim adim asagidaki gibidir;

KTB Adim-1 Veri Hazirhgi: Calisma WMKT (Wolberg vd.
1995)
odaklanmaktadir. Veri

kanser verilerinin siniflandirilmasina

setlerinde her bir 6zelligin
siniflandirmaya katkisi farkh olabilmektedir. Bu nedenle
¢alismada ilk olarak veri setindeki o6zelliklerin 6nem
oranlart MAMA yoOntemi ile belirlenmekte daha sonra
orijinal veri seti bu énem oranlarina gére yeni bir veri

setine donistiridlmektedir.

KTB Adim-2 Model
problemlerine en 6nemli asamalardan birisi mimariye

Mimarisi Sec¢imi: Siniflandirma
karar verme asamasidir. Bu calismada probleme 6zgi
olarak yeni bir mimari tasarimi olusturulmustur. Bu
mimari, giris, KTB katmani, aktivasyon katmani, tam-
baglantili  katman ve siniflandirma katmanindan
olusmaktadir. Giris katmani, veri setinde her bir 6rnek 30

ozellikten olustugundan 30x1’lik bir vektoérdir. Giris

323



Meme Kanseri Erken Teshisi icin MAMA ve KTB Kullanarak Gelistirilen Model, AYMAZ.

katmanindan sonra bir KTB katmani gelmektedir. KTB

katmani, parametre olarak gizli katman sayisi

icermektedir. Bu c¢alismada gizli katman sayisina Izgara
(Nurdian vd. 2016)
verilmektedir. Bu yaklasim sonrasi ilk KTB katmani igin

Arama yaklasimi ile karar
gizli katman sayisi 15 olarak bulunmustur. Gizli katman

sonrasi, bir adet aktivasyon katmani gelmektedir.
Aktivasyon katmani olarak RelLU (Agarap vd. 2018,
Shewalkar vd. 2019) secilmistir. ReLU katmani (Agarap vd.
2018, Shewalkar vd. 2019),

engelleyerek agin egitimine katki saglamaktadir. Daha

gradyan kaybolmasini

sonra Seyreltme katmani (Nitish vd. 2014, Shewalkar vd.
2019) ile ilk blok tamamlanir ve bu katman ile agin
ezberlemesinin 6niine gegilir. Bu katmanlar sonrasi bir
KTB, bir aktivasyon ve bir seyreltme katmani (Nitish vd.
2014, Shewalkar vd. 2019) daha gelmektedir. Agin
derinligi denemeler sonucu bulunmustur. Agin derinligi
arttikga daha zor verilerin 6grenilmesi saglanarak egitim
basarisi artirilmaktadir. 2. KTB katmani igin gizli katman
sayisi 35 olarak bulunmustur. Tim bu katmanlar sonrasi
iki adet tam-baglantili katman gelmektedir. Pes pese tam-
baglantili  katmanlar, o0zellikler arasindaki karmasik
iliskileri ifade ederek sinir agina dogrusallik olmayan
veriler ekler ve daha blylk veri setleri ve karmasik
gorevler icin daha fazla 6grenme kapasitesi saglar. Ayrica
bu katmanlar, derinligi artirarak agin daha fazla bilgiyi
modelleyebilmesine yardimci olmaktadirlar. Son olarak
siniflandirma katmani kullanilarak, giris katmanindan
verilen 6zelligin iyi huylu ya da kotl huylu olarak
Olusturulan  KTB

siniflandiriimasi  saglanmaktadir.

Mimarisi detaylari Cizelge 1 ile verilir.

Cizelge 1. Olusturulan KTB mimarisi

Katmanlar Parametreler

Giris Katmani Ozellik Vektdrii Boyutu= 30x1

KTB Katmani 1 Gizli Katman Sayisi=15

Aktivasyon Katmani RelLU

Seyreltme Katmani 0.2

KTB Katmani 2 Gizli Katman Sayisi=35

Aktivasyon Katmani RelLU

Seyreltme Katmani 0.2

Tam-baglantili Katmanl Cikis Boyutu=190

Tam-baglantili Katman 2 Cikis Boyutu=Sinif Sayisi

Siniflandirma Katmani

KTB Adim-3: Model
belirlenmesi, makine 6grenimi projelerinde kritik bir

egitimi ve hiperparametrelerin

oneme sahiptir. Dogru model egitimi, modelin verileri
o0grenmesi ve gelecekteki tahminleri yapabilmesi igin

temel bir adimdir. Hiperparametrelerin uygun bir sekilde
ayarlanmasi, modelin performansini optimize etmek igin
gereklidir. Bu siiregler, modelin basarisini belirlemede ve
genelleme yetenegini artirmada belirleyici bir rol oynar.
Calismada model egitimi k-katlamali ¢apraz dogrulama
kullanilarak gergeklestiriimektedir. K degeri belirlenirken
farkh degerler denenmis ve en iyi sonucu k=5 degerinin
verdigi gorilmustir. Ayrica, hiperparametreler
belirlenirken 1zgara arama yaklasimi kullanilmistir. Bu
yaklasim sonucu elde edilen parametreler Cizelge 2 ile

verilmektedir.

Cizelge 2. Olusturulan mimari igin belirlenen parametreler

Hiperparametreler Degerler

k-katlama k=5

Optimizasyon Yontemi Adam (Kingma vd. 2014)
Ogrenme Katsayisi 0.001

Maks. Tur Sayisi 20

Min. Parti Boyutu 4

KTB Adim-4 Model Degerlendirmesi: Egitilen KTB modeli,
test verileri Uzerinde degerlendirilmektedir. Modelin
performansi, siniflandirma  dogrulugu, hassasiyet,
duyarhlk, f-puan 6lgutlerine gére degerlendirilmektedir.
KTB, 6zellik vektori siniflandirma gorevlerinde basaril bir
sekilde kullanilabilecek giiglii bir modeldir. ilgili verileri
analiz etmek ve degisiklikleri yakalamak icin bu tir bir
daha

yapilmasina yardimci olmaktadir.

modelin  segilmesi, dogru  siniflandirmalar

3. Bulgular

Bu ¢alisma, meme kanserinin bilgisayar destekli teshisi
icin yeni bir yaklasim sunmaktadir. Calismanin amaci,
siniflandirma  basarisina etkisi az olan 6zelliklerin
baskilanarak olusturulan 6zgiin KTB mimarisi ile kanserli
hicrelerin  tespitinin  saglanmasidir. Bu ¢alismanin
degerlendiriimesinde karisikhk (Sandra vd. 2019, Lewis
vd. 2001) matrisinden hesaplanan dogruluk, kesinlik,
duyarhk, 6zgullik ve f-puani (Roujol vd. 2014, Goutte vd.
2005) Metriklere ait

denklemler sirasiyla Denklem 3-7 ile verilmektedir.

metrikleri  kullaniimaktadir.

Literatlir bu alanda ¢ok fazla calisma icermektedir. Bu
nedenle calismada son yillarda yaygin olarak kullanilan
yaklasimlar ile karsilastirmalar yapilmaktadir. Bu
yontemler, PN-GKSA (Bhardwaj vd. 2022), CUA (Suresh
vd. 2022), Naif Bayes (NB) (Mohammad vd. 2022), CKA )
(Mohammad vd. 2022), Destek Vektér Makineleri (DVM)
) (Mohammad vd. 2022), K-En Yakin Komsu (KEK) )
(Mohammad vd. 2022), Genetik Programlama (GP)
(Bhardwaj vd. 2022), Rastgele Ormanlar (RO) (Bhardwaj
vd. 2022), Parcacik Sirl Optimizasyonu (PSO) (Bhardwaj
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vd. 2022) yéntemi, Topluluk Ogrenmesi (Rasool vd. 2022)
yontemi, Oylama Siniflandiricisi Yéntemi (Rasool vd.
2022), Karar Agaglari (KA) (Huang vd. 2022), AdaBoost
(Freund vd. 1995, Huang vd. 2022) yontemi, Lojistik
Regresyon (LR), Cekirdek-Temel Bilesen Analizi (C-TBA) )
(Mohammad vd. 2022), DVM ile Stokastik Gradyan inisi
(SGI) yontemleri birlesimi, Dogrusal Ayirma Analizi (DAA)
ve Rastgele yontemlerinin birlesimi ve Gizli Kosullu
Rastgele Alan (GKRA) (Huang vd. 2022) yéntemleridir.

Dogruluk metrigi, kanser teshisi gibi ©6nemli bir

siniflandirma gorevinde model performansinin
degerlendirilmesine katki saglar. Bu metrik, bir modelin
dogru tahminlerinin toplam érnek sayisina oranini yansitir
ve bu oran genellikle ylzde cinsinden ifade edilir.

Dogruluk metrigi denklem 3 ile hesaplanmaktadir.

Dogru Ornek Sayist

Dogruluk = x100 (3)

Toplam Ornek sayist

Dogruluk metrigi, teshisin dogrulugunu degerlendirerek,
hastalarin daha hizli ve daha dogru bir sekilde tedavi
edilmesine yardimci olur. Bu ¢alismada, énerilen yaklasim
farkh
Karsilastirma sonuglari Sekil 2 ile verilmektedir. En iyi

literatlirdeki yaklasimlar ile karsilastirilmistir.

sonug %98.25 ile 6nerilen ydontemdedir.
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Sekil 2. Test veri seti igin dogruluk metrigine gore karsilagtirma
sonuglar

Kesinlik degeri, bir yontemin ne kadar hassas ve kesin
sonuglar (retme vyetenegi oldugunu yansitmaktadir.
Metrik, denklem 4 ile hesaplanmaktadir. Denklemde
dogru pozitif ve yanlis pozitifler kullanilir. Dogru pozitifler
(DP), modelin dogru olarak pozitif tahminlerini, yanlis
pozitifler (YP) modelin yanlis olarak pozitif tahminlerini

gostermektedir.

Kesinlik = —2—x100 (4)
DP+YP

Metrik sonuglari, yanlis pozitif sonuglarin minimize

edildigi ve sadece gergek pozitif sonuglarin kabul edildigi

anlamina gelmektedir. Bu baglamda, yiksek kesinlik

degeri, yontemin veri analizi veya teshis gibi

uygulamalarda gereksiz hatalari 6nlemeye yardimci
oldugunu goéstermektedir. Ozellikle saghk alaninda,
yuksek kesinlik degeri, yanlis teshislerin ve gereksiz tibbi
midahalelerin azaltiimasina katki saglar. Bu durum,
hastalarin yanls teshis sonucu olumsuz etkilenme riskini
disurerek, yontemin guvenilirligini ve hasta glvenini
artirir. Bu ¢alismada, 6nerilen yaklasim literatiirdeki farkli
yaklasimlar (Rasool vd. 2022, Bhardwaj vd. 2022,
Mohammad vd. 2022, Huang vd. 2022, Suresh vd. 2022)

ile karsilastinlmistir. Karsilastirma sonuglari Sekil 3 ile

verilmektedir. En iyi sonugc %98.59 ile Onerilen
yaklasimdadir.
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Sekil 3. Test veri seti icin kesinlik metrigine gore karsilagtirma
sonuglari

F-puani, bir siniflandirma modelinin performansini élgen
ve kesinlik ile duyarlilik metriklerinin birlesimini temsil
eden bir dlcim metrigidir. Genellikle bilgisayar bilimleri,
veri madencilig§i ve siniflandirma problemlerinin
degerlendiriimesinde kullanilmaktadir. Kesinlik Metrigi
denklem 4 ile verilmektedir. Hassasiyet ve F-puani
metrikleri sirasiyla denklem 5 ve 6 ile verilmektedir.
Denklemlerde,

yanhs negatifler (YN) yanlis olarak

siniflandirilan negatif siniflari ifade etmektedir.

Hassasiyet = 2P %100 (5)
DP+YN
F — Puani = 2xHassasiyetxKesinlik %100 (6)

Hassasiyet+Kesinlik

F-puani, 6zellikle hastaliklarin erken teshisi icin Gnemlidir.
Erken teshis, tedaviye daha erken baslama ve hastaligin
ilerlemesini dnleme sansini artirabilir. Yiiksek F-puanina
sahip bir teshis yontemi, hastalar arasinda glven

olusturmaktadir. Bu c¢alismada, Onerilen yaklasim
literattrdeki farkli yaklasimlar (Rasool vd. 2022, Bhardwaj
vd. 2022, Mohammad vd. 2022, Huang vd. 2022) ile
Sekil 4 ile

ile Onerilen

Karsilastirma sonuglari
%98.59

karsilastiriimistir.
verilmektedir. En iyi sonug

yontemdedir.
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Sekil 4. Test veri seti igin f-puani metrigine gore karsilagtirma
sonuglari

Duyarlihk ve 6zgulliuk, siniflandirma problemlerini ve test
birlikte
sunmaktadir.

degerlendirmesini yaparken

degerlendirildiklerinde, bircok avantaj
Yiksek duyarlilik, gercek pozitif sonuglarin kagirilma
riskini azaltirken, yiksek 6zgullik yanhs pozitif sonugclari
minimize eder. Bu iki metrik bir arada kullanildiginda, bir
testin veya modelin performansini genis bir perspektiften
degerlendirmemize olanak tanir. Bu da, testin veya
modelin hem dogrulukla ilgili hassasiyetini hem de yanlis
teshisleri 6nleme yetenegini hesaba katan daha dengeli
ve glvenilir sonuglar elde etmemize yardimci olur.
Duyarlihk metrigi denklem 5 ile hesaplanmaktadir.
Ozgiillik metrigi ise denklem 7 ile hesaplanmaktadir.
Denklemlerde, dogru negatifler, negatif siniflara ait dogru

tahmin sayisini vermektedir.

2N %100 (7)
+YP

Ozgillik = N

Bu c¢alismada, o©nerilen yaklagim literaturdeki farkh
yaklasimlar (Bhardwaj vd. 2022, Mohammad vd. 2022,
Huang vd. 2022, Alshayeji vd. 2022) ile karsilastiriimistir.
Karsilastirma sonuglari Cizelge 3 ile verilmektedir. En iyi
sonu¢ duyarlilik metrigi icin %98.59 ve 6zgillik metrigi
icin %97.67 sonucu ile 6nerilen ydntemdedir.

Gizelge 3. Onerilen ydntemin duyarlilik ve 6zgiilliik metriklerine
gore karsilastirma sonuglari

.. I Metrikler
Yontemler Duyarhiik (%) _ Ozgallak (%)
B + Chi + C-TBA [9] 97.72 94.23
CUA[14] 93.62 94,52
DAA+Rastgele [30] 95.6 95.7
KA [10] 90 92.33
AdaBoost[10] 91.1 94.61
GKRA [10] 94.77 98.41
CKA [9] 72.46 70.62
Onerilen Yéntem 98.59 97.67

Onerilen ¢alisma, zaman metrigi kullanilarak diger
Zaman
kadar

cahsmalarla  karsilastirilmaktadir. metrigi,

calismalarin  test veri setini ne siirede

siniflandirdigini géstermektedir. Karsilastirma sonuglari
Cizelge 4 ile verilmektedir. Cizelge incelendiginde, zaman
metrigi agisindan en iyi degerin 0.05 ile 6nerilen yonteme
ait oldugu gorilmektedir.

Cizelge 4. Onerilen yaklasim ve literatiirdeki yaklasimlara ait
test siireleri

Onerilen Yontem ve Literatiirdeki Yontemlere Ait Test
Sureleri (sn.)

DVM Onerilen

Yontemler LR -SGi CKA RO NB Yontem

Zaman 034 0.13 3.10 0.06 0.08 0.05

Sonug olarak, o©nerilen yaklagimin, basit sistemlerde
ylksek dogrulukla calisabilen bir sistem oldugunu
vurgulamak 6nemlidir. Bu yaklasim, kanser teshisi stirecini
hizlandirirken, diisiik maliyetli ve kolayca uygulanabilir bir
¢6zim sunar. Basit sistemlerde bile ylksek dogruluk
saglamasi, bu yontemin tibbi bakimdan kaynak sikintisi
yasanan bolgelerde veya erisim sorunlari olan bolgelerde
biyik bir potansiyele sahip olabilecegini gostermektedir.
Bu yaklasim, kanser teshisinin erken ve etkili bir sekilde
yapilmasini kolaylastirarak hastalarin daha iyi sonuglar
elde etmelerini saglar. Cizelge 5, ©nerilen yaklasimin
kosuldugu sisteme ait Merkezi islem Birimi (MiB),
Rastgele Erisimli Bellek (REB), Depolama Alani ve isletim
Sistemine ait detaylari vermektedir.

Cizelge 5. Olusturulan ¢alismanin test edildigi sisteme ait bilgiler

Sistem Bilgileri

MiB Intel i5-10400
REB 16GB
Depolama 256GB SSD
isletim Sistemi Windows 10

4. Sonuglar ve Tartisma

Bu c¢alisma, meme kanseri teshisinde yeni bir yaklagim
sunmaktadir. WMKT (Wolberg vd. 1995) veri seti (izerinde
MAMA  yontemi
dereceleri belirlenmis ve veri seti daha anlaml ve etkili

uygulanan ile ozelliklerin 6nem
hale getirilmistir. MAMA tarafindan siralanan 6zellikler,
gereksiz karmasikhgl azaltarak, modelin daha kesin
sonuglar lretmesine katki saglamistir. Daha sonra, bu
ozelliklerle olusturulan veri seti, KTB iceren 6zel bir YSA
vapisi ile siniflandiriimistir. KTB, uzun vadeli bagimliliklar
yakalama yetenegi, gradyan kaybini azaltma ve daha hizli
isleme gibi avantajlara sahiptir. Bu sayede, meme kanseri
etkili
siniflandirilabilmektedir. Sonuglar, onerilen yaklasimin

iyi  huylu ve koti huylu olarak olarak

meme kanseri teshisinde olduk¢a basarili oldugunu
gostermektedir. Bu yontem, tibbi verileri daha hassas bir
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sekilde analiz etme yetenegi sunmaktadir. Bu durum
erken teshislerin ve daha dogru teshislerin yapilmasina
yardimci olabilir. Boylece hastalarin daha erken miidahale
ile basarili tedavi olma olasihgl artar, bu da kanserle
micadelede 6nemli bir adim olabilir. Sonug olarak, bu
¢alisma, MAMA ve KTB yontemlerin birlesimi ile meme
kanseri teshisinin iyilestirilmesine odaklanmaktadir.

Etik Standartlar Bildirgesi
Yazarlar tum etik standartlara uyduklarini beyan ederler.

Yazarhk Katki Beyani
Yazar: Kaynaklar, Arastirma, Deney, Yazma - orijinal taslak
Gorsellestirme, Yazma — orijinal taslak

Cikar Catigsmasi Beyani
Yazarlarin bu makalenin igerigiyle ilgili olarak beyan edecekleri higbir
cikar catismasi yoktur.

Verilerin Kullanilabilirligi
Bu galisma sirasinda olusturulan veya analiz edilen tum veriler,
yayinlanan bu makaleye dahil edilmistir.
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