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COKLU DOGRUSAL BAGLANTI OLMASI DURUMUNDA
VERI MADENCILIGi ALGORITMALARI PERFORMANSLARININ
KARSILASTIRILMASI

Saygin Diler! ve Yildirim Demir?

oz

Bilgisayar teknolojilerindeki gelismelere paralel olarak veri madenciligi algoritmalari ile
yapilan ¢aligmalarda artis yasanmaktadir. Siniflandirma algoritmalar ile yapilan ¢aligmalarda
veri kalitesinin bozulmasi algoritmalarin performansinda 6nemli rol oynamaktadir. Bu
caligmada veri kalitesini bozan etmenlerden birisi olan ¢oklu dogrusal baglantinin veri setinde
bulunmasi durumunda smiflandirma algoritmalarinin performansimin nasil etkilendigi
incelenmistir. Coklu dogrusal baglantinin varligini tespit etmek icin veri setlerine ait
korelasyon grafikleri incelenmis daha sonrasinda ise kosul endeksi ile c¢oklu dogrusal
baglantinin derecesi belirlenmistir. Siniflandirma algoritmalarindan olan Naive Bayes (NB),
Lojistik Regresyon (LR) ve K-En Yakin Komsu Algoritmast (kNN), Destek Vektor
Makineleri (SVM) ve Asir1t Gradyan Arttirma Algoritmasi (XGBoost) ile uygulamalar
gerceklestirilmistir. Yontemlerin performanslarinin incelenmesi i¢in simiilasyon ¢aligmasi ve
gercek veri setleri ile uygulamalar yapilmis, sonuglar tablolar halinde sunulmustur. Analiz
sonuglarina gore, ¢coklu dogrusal baglant1 varliginda biiyiik 6rneklem hacimli veri setlerinde
dogruluk ve F-olgiitii metriklerine gére XGBoost algoritmasinin diger algoritmalardan dikkate
deger performans farklilig1 gosterdigi belirlenmistir. Coklu dogrusal baglantindan performansi

en olumsuz etkilenen algoritmanin ise Naive Bayes oldugu gozlenmistir.
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COMPARISON OF DATA MINING ALGORITHMS PERFORMANCES
IN CASE OF MULTICOLLINEARITY

ABSTRACT

As advancements in computer technologies progress, there has been an increase in research
utilizing data mining algorithms. In studies involving -classification algorithms, the
degradation of data quality plays a significant role in algorithm performance. This study
investigates the impact of multicollinearity, one of the factors that compromise data quality,
on the performance of classification algorithms. To identify the presence of multicollinearity,
correlation graphs of the datasets were examined, followed by the determination of the degree
of multicollinearity using the condition index. The classification algorithms, namely Naive
Bayes (NB), Logistic Regression (LR), k-Nearest Neighbors (kNN), Support Vector
Machines (SVM), and Extreme Gradient Boosting (XGBoost), were implemented for the
analysis. Simulation studies and real dataset analyses were conducted to assess the
performance of these methods, and the results were presented in tabular form. According to
the analysis results, it has been determined that XGBoost algorithm shows a notable
performance difference compared to other algorithms in terms of accuracy and F-measure
metrics in the presence of multicollinearity in large sample-sized datasets. On the other hand,
Naive Bayes was observed to be the algorithm most adversely affected by multicollinearity,

showing diminished performance.

Keywords: Classification, data mining, multicollinearty.

1. GIRIS

Teknolojik geligsmelerin giintimiizde hizla ilerlemesine bagli olarak biiyilik miktarda ve
cesitlilikte veri Uretilmektedir. Her gecen giin daha da artarak veri tabanlarinda biriken
karmasik ve biiylik veri setlerinden degerli bilgilerin ortaya ¢ikarilmasi i¢in gelistirilmis farkli
yontemler bulunmaktadir. Veri madenciligi yontemi biiylik veri setlerinden bilgilerin
kesfedilmesi i¢in gelistirilmis yaklagimlar arasinda yer almaktadir (Han vd., 2012). Veri

setinin kalitesi istatistiksel analiz siireclerinde ve veri madenciligi siniflandirma algoritmalar1
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ile yapilan caligmalarda biiyiik bir 6neme sahiptir. Ciinkii bu algoritmalar ile yapilan analizler
veri setinin kalitesinden etkilenmekte ve dolayisiyla algoritmalarin etkin performans
gostermesi veri kalitesiyle iligkili olmaktadir (Batista ve Monard, 2002). Veri kalitesini bozan
cesitli etmenler bulunmakta ve ¢oklu dogrusal baglant1 bu etmenler arasinda yer almaktadir.
Veri madenciligi yontemleri ile yapilan analizlerin basarisi, biiylik dl¢lide algoritma ve veri
kalitesi ile iligkilidir. Verilerin analize uygunlugu veri madenciligi ¢aligmalarinin varsayimlari
arasinda bulunmaktadir. Veri yapis1 ve kalitesini etkiyen sorunlarla karsilasmak istatistik
biliminin dogal bir par¢asi olarak goriilebilir. Bu tiir sorunlar, veri madenciligi ¢aligmalarinda
sonuglart etkileyebilir. Veri kalitesi diisiik oldugunda klasik veri madenciligi yontemleri

etkisiz hale gelebilmekte ve bu, algoritma performanslarini etkilemektedir (Zhu vd., 2018).

Burada yontem performanslarinin kotii etkilenmesi iki sekilde ele alinabilir: birincisi
veriyi temsil edememek ve diisiik doguruluk, keskinlik gibi degerlere sebep olmak, ikincisi
makine 0grenmesi yontemlerinde sik¢a karsilagilan asir1 uyum problemi ki bu da performans
kriterlerinin yiiksek ¢ikmasina sebep olmaktadir. Bu ¢alismada s6z konusu sorun, birinciden
ziyade ikinci sorun olan asir1 uyum problemidir. Bu durum klasik regresyon modellerinde
daha ¢ok coklu dogrusal baglantidan kaynaklanmaktadir. Asir1 uyum sorununun ¢ozimii,
farkli makine 6grenmesi yontemleriyle bir¢ok farkli alanda aragtirllmistir (Roelofs vd., 2019;
Ying, 2019). Bu arastirmanin temel motivasyonlarindan birisi, ¢dzlimden bagimsiz sekilde bu
sorunun farkli smiflandirma algoritmalarin1 nasil etkilediginin ortaya ¢ikarilmas: ve
karsilagtirma yapilarak yontemlerin dayanaklilifi veya avantaj ve dezavantajlari hakkinda

cikarsamalar yapmaktir.

Coklu dogrusal baglantt sorunu ig¢in istatistik alaninda olduk¢a fazla literatiir
bulunmasina ragmen veri madenciligi, makine O6grenmesi gibi alanlarda c¢ok az literatiir
bulunmaktadir (Garg ve Tai, 2013). Bu baglamda veri kalitesini bozan etmenler arasinda yer
alan ¢oklu dogrusal baglantinin veri setinde olmasi durumunda siniflandirma algoritmalarina

ait performanslarin incelenmesi ¢aligmanin temel motivasyonunu olusturmaktadir.

Literatiirde, ¢coklu dogrusal baglant1 olmasi durumunda veri madenciligi yontemlerini
kullanan ¢aligmalardan bazilarina kisaca deginecek olunursa; Garg ve Tai (2013) viicuttaki
yag igeriginin tahmin edilmesi i¢in ¢oklu dogrusal baglantiya sahip veri setinde uygulama
gerceklestirmigtir. Calismada makine 6grenmesi algoritmalar1 kullanilmis ve Yapay Sinir
Agir (YSA) ile genetik programlamanin basarili sonuglar verdigi gézlenmistir. Blommaert vd.
(2014) tarafindan yapilan c¢alismada, cezalandirilmis genellestirilmis tahmin denklemleri

kullanilarak ¢oklu dogrusallik ve zamana bagimlilik altinda uzunlamasina veriler icin veri
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madenciligi algoritmalari ile uygulama yapilmistir. Dumancas ve Bello (2015) biiyilik veri
analitigi ve yliksek performansl veri madenciliginde ¢oklu dogrusallig1 ele almada makine
ogrenmesi tekniklerinin karsilagtirilmasi {izerine arastirma gergeklestirmistir. Senawi vd.
(2017), coklu dogrusallig1 azaltmak icin 6zellik secimi yontemi olarak maksimum iligki-
minimum ¢oklu dogrusallik (MRmMC) yontemi kullanmis ve siniflandirma algoritmalarinda
iyl performans elde etmistir. Obite vd. (2020) ¢oklu dogrusal baglantiya sahip gercek ve
simiilasyon verileri ile uygulama gerceklestirmistir. Uygulamada, Yapay Sinir Agir (YSA)
modelinin, Siradan En Kii¢lik Kareler Regresyonundan daha iyi bir uyum ve tahmin elde
ettigi belirtilmistir. Zhang vd. (2021), ¢oklu dogrusalliga sahip hisse senedi fiyat hareketlerini
tahmin etmek derin carpanlara ayirma makinesi ve dikkat mekanizmasina dayali (FA-CNN)
sinir ag1 modeli iizerine odaklanmistir. Calisma, girdi Ozellikleri arasindaki giin ici
etkilesimleri ve yan sanayi endeksi gibi ek bilgilerin tahmin dogrulugunu arttirdigini
gostermislerdir. Rahman vd. (2021), meme kanserinin erken teshisindeki performansi
artirmak amaciyla ¢oklu dogrusallik analizi ve makine §grenimi modelleri kullanarak meme
kanseri belirteglerini ve teshis sistemini gelistirmeyi hedeflemektedir. Calismada destek
vektor makineleri algoritmast en bagarili algoritma olarak belirlenmistir. Urooj vd. (2022),
Android isletim sistemi uygulamalarindaki kotli amagli yazilimlar: tespit etmek i¢in makine
ogrenimi siniflandirma algoritmalarint kullanarak ¢oklu dogrusalliga sahip verileri ele almis
ve Onerilen modelin %96.24 dogrulukla kotii amacgli yazilimlar tespitte etkili oldugunu
gostermiglerdir. Chan vd. (2022), ¢oklu dogrusalligi azaltmak i¢in degisken secimi ve
degistirilmis tahmin yontemlerinin kullanildigina deginmis, son arastirmalarda makine
ogrenimi ile optimizasyon yaklasiminin ¢oklu dogrusalligi daha iyi ele aldigini belirtmislerdir.
Derraz vd. (2023), piring biyokiitlesinin tahmininde temel ve topluluk makine 6grenmesi
algoritmalart kullanmislardir. Calismada ¢oklu dogrusal baglanti olan ve coklu dogrusal
baglant1 olamayan veriler ile piring biyokiitle tahmini gergeklestirilmistir. Calismada, topluluk
makine Ogrenmesi algoritmalarimin temel makine Ogrenmesi algoritmalarmma goére daha

basarili performans gosterdigi belirlenmistir.

Bu c¢alismada, c¢oklu dogrusal baglanti olmasi durumunda veri madenciligi
simiflandirma algoritmalarina ait smiflandirma performanslari incelenmektedir. Analiz
oncesinde ¢oklu dogrusal baglantinin varligini incelemek icin ¢oklu korelasyon 1s1 grafikleri
ve daha sonrasinda ise ¢oklu dogrusal baglantinin derecesini belirlemek i¢in kosul indeksi
incelenmistir. Coklu dogrusal baglantiya sahip iki gercek veri seti ve simiilasyon verileri ile

uygulamalar gerceklestirilmis ve algoritmalarin performanslari karsilagtirilmigtir.
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2. MATERYAL VE YONTEM

Veri setinde c¢oklu dogrusal baglanti oldugunda siniflandirma algoritmalarinin
performanslarini karsilastirilmak amaciyla ilk once iki gercek veri setiyle ve daha sonra ise
simiilasyon c¢alismasiyla uygulamalar gerceklestirilmistir. Veri setleri egitim (%75) ve test
(%25) verisi olacak sekilde ikiye ayrilmistir. Egitim veri setiyle modeller olusturulmus ve
daha sonra test veri setiyle bu modellerin performanslar 6l¢iilmiistiir. Model performanslarini
karsilastirmada ise kesinlik, se¢icilik, duyarlilik, dogruluk ve F-6lgiit kriterleri kullanilmastir.
Calismada, Destek Vektor Makineleri, Lojistik Regresyon, Naive Bayes, k-En Yakin Komsu
(kNN) ve Asirt Gradyan Arttirma algoritmalart ile uygulamalar gerceklestirilmis ve R

programlama dili kullanilmistir.
2.1. Smiflandirma Algoritmalar:

Siniflandirma yontemlerinde amag¢ bagimsiz degiskenler yardimiyla genellikle
kategorik verilerden olusan bagimli degiskeni tahmin etmektir. Siniflandirma i¢in ¢aligma
yapist ve varsayimlart birbirinden farklilik gdsteren bircok algoritma gelistirilmistir

(Davidson ve Tayi, 2009).
2.1.1. K-En Yakin Komsu Algoritmasi

kNN algoritmasi, veri madenciliginde en ¢ok kullanilan algoritmalardan birisidir.
Algoritma, siiflari bilinen veri setinde siniflar1 bilinmeyen yeni verileri en yakin komsularina
atama mantig1 ile ¢alismaktadir (Mucherino vd., 2009). Bu calismada, kNN algoritmasi igin
“k” degeri dogruluk ol¢iitiinii maksimum yapabilecek sekilde capraz gegerlilik yontemiyle 1
ile 20 arasinda bir deger secilerek optimize edilmistir. Zira kNN algoritmasinin dogru

siniflandirma yapabilmesi biiylik 6l¢iide komsu sayisinin (k degeri) uygun se¢imiyle ilgilidir.
2.1.2. Naive Bayes Algoritmasi

Bayesci smiflama yontemi istatistik tabanli algoritmalar arasinda yer almakta ve
algoritma gozlemelere dayali olasiliklar ile olasilik dagilimindaki parametreleri
hesaplamaktadir (McNamara vd., 2006). Yontem, veri setinde siniflar1 belli olan verileri
kullanarak yeni bir verinin mevcut smniflardan birine girme olasiligini belirlemektedir

(Silahtaroglu, 2013).

Siniflar1 belirlemede algoritma kosullu olasiliklar: kullanmakta ve olasiliklar,
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PX|CHP(C)

P(Gi1X) = P(X)

(1)
olarak hesaplanmaktadir. Burada C;, Cy, ..., C,,, siif degerlerini ve X = {x, x5, ..., X, } nitelik

degerlerinden olusan ve siifi bilinmeyen veri 6rnegini gostermektedir.

Bilinmeyen bir ornegi smiflandirmak amaciyla maksimum deger Esitlik (1) ile
hesaplanmakta ve bilinmeyen X 6rneginin bu sinifta olabilecegine karar verilmektedir. Esitlik
(2) sonlu olasiliklar1 kullanmakta ve en biiyiikk sonlu simiflandirma yontemi olarak

bilinmektedir. Bayes siiflayicisi Esitlik (3)’ii kullanmaktadir (Ozkan, 2008).

arg maxc; {P(X[C)P(C))} (2)
Cuap = argmase | | PCKilC) G)
k=1

2.1.3. Lojistik Regresyon Analizi

Lojistik regresyonda bagimli degiskenler kategorik verilerden olustugu i¢in dogrusal
regresyon analizinin 6zel bir hali olarak ifade edilmektedir (Lewis, 2017). Lojistik regresyon
analizi, veri madenciliginde smiflandirma amaci ile kullanilmaktadir. Bagimsiz degisken
sayist p oldugunda lojistik fonksiyon Esitlik (4) ile gosterilmekte ve degisken sayist 1
oldugunda bu fonksiyon sigmoid fonksiyon olarak adlandirilmaktadir (Harrington, 2012).

eﬁo+ﬁ1X1+"'+ﬁpo 1

P(Y=1|x) = = 4
( | x) 1 + eBotBrXi++BpXp 14+ e—(ﬁ0+/31X1+"'+ﬁpo) ®

Y genellikle 0 ve 1 degerlerini alan kategorik bagimli degiskeni, x agiklayici
degiskenleri ve f model parametrelerini ifade etmektedir. Bagimsiz degiskenlerin degerleri
bilindiginde bagimli degiskenin olasiligin1 P(Y|x) gostermektedir. Logaritmik doniisim
uygulanarak bu iligki Esitlik (5)’deki gibi dogrusal bir sekilde incelenebilir.

l P(Y =1|x)
”(1—P(Y= )

> =Po+ P Xy + -+ ﬁpo @)

P(Y =1|x)/(1- P(Y = 1| x)), odds orani olup bir olayin ger¢eklesme olasiliginin

gerceklesmeme olasiliina oranini ifade etmektedir (Hosmer vd., 2013).
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2.1.4. Destek Vektor Makineleri

Destek vektor makinalari (Support vector machine-SVM) el yazilarini, yiiz, nesne,
orlintii tanima, zaman serileri, konugmaci tanima metin kategorizasyonu, gibi ¢ok cesitli
alanlarda hem smiflandirma hem de regresyon amaci ile kullanilmaktadir (Burges, 1998;
Campbell ve Yiming, 2011). Destek vektdr makinalart dogrusal ve dogrusal olmayan

siniflandirma olmak tizere iki kisimda incelenmektedir (Han vd., 2012).

Dogrusal destek vektdr makinelerinde simiflandirma yapilirken girdi uzaymdaki
ornekler dikkate alinir ve smiflar arasinda gizilebilecek sonsuz sayidaki hiperdiizlemler
arasindan siniflart birbirinden olabildigince uzak siniflandiran hiperdiizlem optimum sec¢im

kabul edilir (Cervantes vd., 2020).

Hard-Marjin Destek Vektor Makineleri: D boyutlu (nitelik) 6rnek sayist L ve x; (i=1,
..., L) girdileri yalnizca iki siifa ait olsun. Verilerin birbirlerinden dogrusal olarak ayrildig:
varsayimina dayanarak D=2 oldugu durumda iki siif birbirinden bir dogru ile ayrilirken, D>2
oldugu durumda ise iki sinif bir hiperdiizlem ile birbirlerinden ayrilabilir. w hiperdiizleminin
agirhik vektori, Iwl ise w’nin oklit normunu gosterirse b/Iwl hiperdiizlemden orijine dik

uzaklik olmak iizere hiperdiizleme ait denklem Esitlik (6)’daki gibi yazilabilir (Burges, 1998).

wxx+b=0 (6)

Destek vektorleri hiperdiizleme en yakin noktalar olup amact her iki sinifin birbirlerine
yakin tiyelerine hiperdiizlemi en uzak bigimde yonlendirmektir. Destek vektdr makinalart w
ve b’nin se¢imi olarak da ifade edilebilir (Kartal ve Balaban, 2019). Bu durumda egitim veri

seti Esitlik (7) ile yazilabilir (Cristianini ve Taylor, 2000).

Viiginy;(x;*w+b)—1=>0 (7)

Ayirict hiperdiizlemin konumu da destek vektorleri ile belirlenmekte ve iki destek

diizlemi arasinda herhangi bir veri bulunmamaktadir. Destek diizlemleri arasindaki uzaklik

1 3

Ty e esit olup marjin olarak ifade edilmektedir. Ayirict optimal hiperdiizlemin destek

vektorden miimkiin olduk¢a uzak olmasi i¢in marjinin maksimize edilmesi gerekmektedir

(Kartal ve Balaban, 2019). HTlH ifadesinin maksimizasyonu ||w|| normunun minimizasyonu ile

miimkiin olmaktadir (Uguz, 2019). Bu minimizasyon yonteminin ¢dziimiinde Lagrange

carpanlar1 kullanilmakta ve V; i¢in Lagrange ¢arpanlart a; = 0 olur (Burges, 1998).
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V;iciny;(x; *w + b) — 1 > 0 olmak tizere; min% [lw|? (8)

olur. Esitlik (8)’1 minimize eden w ve b degerleri ile ayn esitligi maksimize eden o degerinin
bulunmasi istenmektedir (a; = 0,V;). Bunun i¢in; Karush-Kush-Tucker kosullarma bagh
kalarak sirastyla w’ye ve b’ye gore Esitlik (9)’un kismui tiirevi alinip sifira esitlenmektedir.

L L

1
Lo, b,@) =5 WP = > aryi(xw+b) + ) ©)

i=1 i=1

Soft-Marjin Destek Vektor Makineleri: Hard-Marjin destek vektor makineleri gibi sifir
hatali siniflandirma yapmak yerine bazi verilerin sinirin karsi smifinda yer almasina izin
vermektedir. Bu sayede daha esnek, asirtyr 6grenmeye (overfitting) duyarli ve iyi bir

genelleme yetenegine sahip bir model elde edilmektedir (Uguz, 2019).

Soft-Marjin destek vektor makinelerinde ¢&;, negatif olmayan aylak (slack) degiskenini
tanimlamaktadir (Cortes ve Vapnik, 1995);

Viiginy;(x;*w+b)—1+ & =0 (10)

Bu yontemde, §; degerlerinin toplaminin az olmasi istenmektedir (Uguz, 2019). §; = 0
ise Oorneklem dogru smiflandirilmis, 0 < & < 1 ise Orneklem sinirin igerisinde ve dogru
siniflandirilmig, § > 1 ise O6rneklem yanlis siniflandirilmistir. Béylece &;’nin 1’den biiyiik
oldugu &rneklerin sayis1 yanls smiflandirilan &rnekleri vermektedir (Oz, 2019). Aylak
degisken (§;) ile marjin arasinda bir denge saglamak i¢in bir C parametresi kullanilmaktadir.
C’nin bliylik olmasi; daha az sayida hatali siniflandirilan 6rnekler saglamasina ve marjinin
kiiciik olmasina yol agmaktadir. C’nin kiiciik olmasi ise tersini vermektedir. En uygun C
parametresi, ¢capraz dogrulama ve 1zgara arama yontemleriyle belirlenmektedir (Uguz, 2019).
Hard-Marjinde tanimlanan ilk problem, Soft-Marjinde Esitlik (11)’deki gibi ifade edilebilir
(Kartal ve Balaban, 2019). V; icin y;(x; *w + b) — 1+ & = 0 ve §; = 0 olmak tizere;

L
1
min[lwi? +cZgi (11)
i=1

olur.

Bazi durumlarda veri setleri bir diizlem ile birbirlerinden dogrusal olarak
ayrilamamaktadir. Bu tarz veriler dogrusal olarak birbirinden ayrilamadigindan, iki boyutlu

bir uzaydan ii¢ boyutlu bir uzaya tasiarak bir diizlem yardimiyla birbirlerinden ayrilmaktadir
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(Uguz, 2019). Verilerin daha yiiksek boyutlu bir uzaya donistiiriilmesi ¢ekirdek
fonksiyonlartyla gerceklesmekte ve @: R™ — H bi¢iminde haritalanmaktadir. Boylece veriler
Hilbert uzayr denilen daha yiiksek boyutlu uzaya yerlestirilir (Oz, 2019). @(x)’in
uygulanmasindan sonra veriler, daha yiiksek boyutlu uzayda dogrusal olarak ayrilabilmekte
ve dogrusal bir karar sinir1 bulunabilmektedir (Kartal ve Balaban, 2019). Farkli bir uzaydaki
vektorlerin i¢ carpimi sonuglarini dondiiren ve Oznitelik uzayna tasinan vektorlerin ig
carpimini ifade eden K (x, y) fonksiyonuna ¢ekirdek fonksiyon (kernel) denilmektedir (Stoean
ve Stoean, 2014).

K(xi,xj) = @(x;). P (x)) (12)

Bir dogrusal simiflandirma probleminin amag¢ fonksiyonunda (x;, x;) seklinde
vektorlerin bir i¢ ¢arpimi yer aliyorsa, bu i¢ ¢arpim yerine uygun bir K(x;, x;) ¢ekirdek
fonksiyonu yazilabilir. Bu durumda dual optimizasyon problemi Esitlik (13)’deki gibi
giincellenebilir (Uguz, 2019).

n n
1
max L(a) = Z a =5 Z a;a; y;yiK (%, %))
i=1 i7=1

(13)

n

Kisitlar; z a;y; =0, 0<a;<c i=1,..,n

i=1

Siniflandirma performansin1 dogrudan etkiledigi i¢in dogrusal olmayan SVM’de
cekirdek fonksiyonun secimi ¢ok onemlidir (Oz, 2019). Bu calismada gercek veri ve
simiilasyon uygulamalarinda, SVM algoritmas1 i¢in Radyal g¢ekirdek kullanilmis ve cost
hiperparametresi (0.1, 0.5, 1, 2) aralifinda, gamma hiperparametresi ise (0.1, 0.5, 1, 1.5, 2)

araliginda dogruluk kriterini maksimize edecek sekilde capraz gegerlilikle optimize edilmistir.
2.1.5. XGBoost Algoritmasi

Chen ve Guestrin (2016) tarafindan literatiire kazandirilan Asir1 Gradyan Arttirma
algoritmasi (Extreme Gradient Boosting) XGBoost olarak adlandirilmaktadir. Temelde Karar
Agaglar ve Gradyan Arttirma yontemine dayanan algoritma, biiylik dlcekli veri setlerinde
daha yiiksek siiflandirma basarisi elde etmek icin yaygin olarak kullanilmaktadir. Boosting

yontemi ile paralel islem yaparak biiylik veri setlerini hizli bir sekilde isleyebildigi i¢in
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XGBoost, siniflandirma problemlerinde yiiksek siniflandirma performansi saglayabilir (Singh

vd., 2022).

XGBoost, birden ¢ok agacin tahmin sonuglarini toplayarak nihai bir model olusturur.
Tahmin edilen deger ile mevcut deger arasindaki hatalar (artik) siirekli olarak iyilestirilmesi
ve giiclii bir model elde edilmesi algoritmanin ¢alisma mantigini olusturur (Dong vd., 2023).
Algoritma, model performansini iyilestirmek i¢in kayip fonksiyonun ¢oziimiinde Newton
yontemini kullanir, kayip fonksiyonu Taylor serisini ikinci mertebeden genisletir ve
genisletilmis seriyi minimuma gotiiren bir dizi iterasyon izler. Ek olarak, kayip fonksiyonuna
diizenlilestirme terimleri eklenir. Egitim sirasinda amag¢ fonksiyonu, gradyan kaldirma
algoritmasinin kayb1 ve diizenlilestirme terimi olmak tiizere iki kisimdan olusmaktadir (Yan

vd., 2022).

Veri seti: D = (x;,y;), i =1,...,n, x; € R™,y; € R varsayimina sahip ve n gézlem
ile m degisken olursa, tahmin edilen y; degeri Esitlik (14) ile tanimlanir (Asselman vd.,

2021).

K
9 = ;fmi).fk €K (14)

Chen ve Guestrin (2016), XGBoost algoritmasini Esitlik (15) ile tanimlamaktadir.
Gradyan arttirma algoritmasinin her bir iterasyonunda artik degerler dnceki tahmin edicinin
diizeltilmesi i¢in manipiile edilerek kayip fonksiyonu optimize edilmektedir. f (x;), k agacin
i. 0rnegi i¢in tahmin degerini belirtmektedir. f; fonksiyon seti ama¢ fonksiyonu minimize

edilerek 6grenilebilir (Chen ve Guestrin, 2016; Asselman vd., 2021).

n K
Obj = Z (51 y:) + ;nm) (15)

Esitlik (15)’de [ ile belirtilen ilk terim kayip fonksiyonu temsil etmekte ve tahmin
edilen y; degeri ile gergek y; degeri arasindaki farki 6lgmektedir. () ise regiilasyon terimini

temsil etmekte ve f; agacinin karmasikligini 6lgmektedir.

1
Qfi) =T + 520° (16)

Burada y ve A parametreleri regiilasyon derecelerini, T yaprak diiglimleri sayisin1 ve w

ise her yapraktaki puani belirtir.
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XGBoost algoritmasina 6zgli bircok hiperparametre bulunmakta (Asselman vd., 2021)
ve bunlarin degerleri veri setinin yapisina gore degiskenlik gdstermektedir. Bu ¢alismanin
gercek veri ve simiilasyon uygulamalarinda, XGBoost algoritmasi i¢in nround
hiperparametresi 100 ila 1000 araliginda 100 artacak sekilde, eta hiperparametresi (0.01, 0.05,
0.1, 0.3) araliginda capraz gegerlilik yontemiyle dogruluk kriterini maksimize edecek sekilde

optimize edilmistir. Diger hiperparametreler icin ise varsayilan degerler kullanilmistir.
2.2. Coklu Dogrusal Baglant1

Coklu dogrusal baglanti (multicollinearty) ¢oklu dogrusal regresyon problemlerinde
karsilagilan 6nemli sorunlardan birisidir. Coklu dogrusal baglanti, bagimsiz degiskenlerin
kendi aralarinda tam ya da giiclii iliski yapisim1 ifade etmektedir (Demir, 2020). Ancak,
regresyon uygulamalar1 bagimsiz degiskenler arasinda iligki olmamasi varsayimina dayalidir.
Uygulamalarda genellikle bu varsayim ihmal edilmekte ve bagimsiz degiskenler kendi
aralarinda iligkili olabilmektedir (Alpar, 2013). Veri setinde ¢oklu dogrusal baglanti hatali
katsayilar ve bagimsiz degiskenler arasinda yiiksek korelasyon gibi cesitli problemlere yol
acabilir. Hatali regresyon katsayilar1 biiyiik standart hatalara neden olmakta, dolayisiyla
model giivenirliligini ve tahminleri olumsuz etkilemektedir. Bagimsiz degiskenler arasindaki

yiiksek korelasyon ise modelde R? degerinin biiyiimesine yol agmaktadir (Chan vd., 2022).

Yapay zeka, veri madenciligi ya da makine 6grenmesi alanlarindaki ¢aligmalarda da
coklu dogrusal baglanti sorunuyla karsilagilabilmekte ve bu baglantinin belirlenmesi igin
cesitli yontemler bulunmaktadir. Ilk yontem, korelasyon matrisinde degiskenler arasindaki
ikili korelasyon degerlerine bakmaktir. ikili degiskenler arasindaki korelasyonun 0,8’den

biiylik olmasi ¢oklu dogrusal baglant1 gostergesi olabilir (Mason ve Perreault, 1991).

Korelasyon matrisinin 6zdeger (A1, A2, ..., Ap) ve Ozvektorleri (vi, v2, ..., vp) coklu
dogrusal baglantiy1 belirlemede kullanilan bir diger yontemdir. Ozdegerlerin sifira yakin
olmasi ¢oklu dogrusal baglanti hakkinda fikir vermekte, ancak c¢oklu dogrusal baglantinin
derecesi hakkinda fikir edinmek icin Esitlik (17)’de verilen ve kosul indeksinde yer alan

maksimum degeri ifade eden kosul numarasina bakilmaktadir (Alin, 2010).

)\m ax

Amin (] 7)

K =
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Kosul endeksinin 10 ila 30 arasinda olmasi orta diizeyde ¢oklu dogrusal baglantiya,
30’dan biiylik olmasi ise ciddi derecede ¢oklu dogrusal baglantiya isaret etmektedir (Chan
vd., 2022).

2.3.  Smiflandirma Performanslarinin Degerlendirilmesi

Tablo 1’de verilen gercek ve tahmin degerlerinden elde edilen Esitlik (18) ile (22)
arasindaki 5 metrik kullanilarak model basarilar1 degerlendirilebilir (Mulla vd., 2021).

Tablo 1. Karmasiklik matrisi

Tahmin Edilen Simif

Pozitif Negatif
Pozitif DP (Dogru Pozitif) YN (Yanlis Negatif)
Gergek Smmf - e vatif YP (Yanls Pozitif) DN (Dogru Negatif)
Fo— DP +YN
OB = DP ¥ DN +YP + YN (18)
D Lhilik = b¥
Wartitt = pp + YN (19)
Secicilik = DN
S = DNy vp (20)
Kesinlik = b¥
e = DP+YP (21)
F Olciitii = 2 Duyarlilik x Kesinlik
gutn=2cx Duyarlilik + Kesinlik (22)

3. UYGULAMA

Iki gercek veri seti ve bir simiilasyon uygulamasi ile calisma gerceklestirilmistir.
Lojistik regresyon algoritmasi parametrik bir model olup siki varsayimlar1 bulunmakta ve
bunlar arasinda g¢oklu dogrusal baglanti olmamasi da yer almaktadir. Gergek veri ve

simiilasyon ¢aligmalarinin sonuglar1 yorumlanirken bu varsayim {izerinde ayrica durulmustur.
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3.1. MAGIC Gamma Teleskop Veri Seti

19020 gozlem, 10 bagimsiz ve 1 bagimli degiskenden olusmakta olan MAGIC gamma

teleskop (Telescope) veri seti, https://archive.ics.uci.edu (UCI Machine Learning Repository)

adresinden temin edilmistir. Veri setine ait degiskenler ve Ozet istatistikler Tablo 2’de

verilmistir.
Tablo 2. MAGIC gamma teleskop veri setine ait degiskenler
. Niimerik=Min, Max Niimerik=Ort.+s.s
Oznitelik Adi Veri Tiirii
Kategorik= Degerler Kategorik= n(%)
fOdak uzunlugu Niimerik 4.2-334.1 53.3+42.4
fOdak genisligi Niimerik 0.0-256.3 22.2+18.3
fAlan boyutu Niimerik 1.9-5.32 2.83+0.47
fOzellik yogunlugul Niimerik 0.01-0.89 0.38+0.18
fOzellik yogunlugu2 Niimerik 0.00-0.67 0.21+0.11
fAsimetri Niimerik -457.9-575.2 -4.33+59.2
fM3Uzunluk Niimerik -331.7-238.3 10.5+51.0
fM3Yatay Niimerik -205.8-179.8 0.254£20.8
fAlfa Niimerik 0.-90 27.6+26.1
fMesafe Niimerik 1.2-495.5 193.8+74.7
0: n=12332 (%64.8)
Bagimli Degisken (Sinif) Kategorik 0,1
1: n= 6688 (%35.2)

Veri setinde yer alan bagimsiz degiskenlere ait korelasyon grafigi Sekil 1’de verilmistir.
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o .

fAlpha 0.24 0.23
fM3Long -0.19 -0.12 -0.12
fAsym 0.27
fWidth -0.27 -0.18

fLength . -0.37 -0.12

fSize 0.7 072 -0.16 0.1

fDist 0.44 0.42 0.34 -0.21 0.04 -0.22 -0.33 -0.3

fM3Trans 0.01 0.02 0.01 0.04 0 -0.02 0 -0.01 -0.01
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Sekil 1. MAGIC gamma teleskop veri seti korelasyon 1s1 grafigi

Sekil 1 incelendiginde bagimsiz degiskenler arasinda pozitif ve negatif yonlerde
yiiksek iligkilerin varligi gozlenmektedir. Ayrica ¢oklu dogrusal baglantinin tespiti i¢in kosul
endeksine bakilmis, en biiylik 6zdeger 173.588 ve en kiiclik 6zdeger 1.683 olmak iizere kosul
endeksi yaklagik 103 olarak belirlenmistir. Bu deger 30’dan ¢ok biiyiik oldugu i¢in veri

setinde yliksek diizeyde ¢oklu dogrusal baglantinin oldugu sdylenebilir.

MAGIC Gamma Teleskop veri seti i¢in siniflandirma algoritmalarina ait performans sonuglari

Tablo 3’de verilmis ve degerlendirmede bes siniflandirma performans kriteri kullanilmagtir.

Tablo 3. MAGIC gamma teleskop veri setine ait siniflandirma performanslari

Olgiit / Algoritma kNN Naive Bayes Lojistik Reg. SVM XGBoost
Dogruluk 0.837 0.725 0.790 0.871 0.886
Duyarhhk 0.956 0.919 0.799 0.958 0.942
Secicilik 0.617 0.367 0.765 0.710 0.772
Kesinlik 0.821 0.728 0.903 0.859 0.884
F-Olgiitii 0.883 0.812 0.848 0.906 0.909

Coklu dogrusal baglantiya sahip MAGIC gamma teleskop veri seti ile yapilan analizde
en yliksek siniflandirma performanst %88.6 dogrulukla XGBoost algoritmasina, en diisiik
performans ise %72.5 dogrulukla Naive Bayes algoritmasina ait oldugu goriilmektedir. Ayrica
secicilik ve F oOlgiitiine gore de en yliksek performansin XGBoost ve en diisiik performansin

ise Naive Bayes tarafindan sergilendigi gozlenmistir. Duyarlilikta en yliksek deger SVM ve
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yakin bir deger kNN ile en diisiik deger ise Lojistik Regresyon ile elde edilmistir. Kesinlik
oOlgiitiine gore en yliksek performans Lojistik Regresyon ve en diisiik performans ise Naive

Bayes ile elde edilmistir.

MAGIC gamma teleskop veri seti i¢in bir degerlendirme yapildiginda XGBoost
algoritmas1 ile SVM algoritmasinin basarili performans sergiledigi ve Naive Bayes

algoritmasinin diisiik performansa sahip oldugu ve iyi performans sergilemedigi sdylenebilir.
3.2. Kredi Kart1 Miisterilerinin Temerriidii Veri Seti

29602 gozlem, 23 bagimsiz ve 1 bagimh degiskenden olusan Kredi Karti
Miisterilerinin Temerriidii (Default of Credit Card Clients) veri seti, https://archive.ics.uci.edu
(UCI Machine Learning Repository) adresinden elde edilmistir. Veri setinde yer alan

degiskenler ve bu degiskenlere ait 6zellikler Tablo 4‘de verilmistir.

Tablo 4. Kredi kart1 veri setinde yer alan degiskenler

. Niimerik=Min, Max Niimerik=0Ort.+s.s
Oznitelik Ad1 Veri Tiirii
Kategorik= Degerler Kategorik= n(%)
Limit Bakiyesi* Niimerik 10.000-100.000 167.551£129.944
Fatura Tutant (L 2, 1 Nimerik | -69.777-1.664.089 44.820+66.655
3,4,5,6)
Odeme Tutart (1,2, |\ erik 0-896.040 5.258+17.835
3,45, 6)
0: n=152.720 (%86.0) 1: n=3.696 (%2.1)
2: n=18.861 (%10.6) 3: n=1.423 (%0.8)
Odeme ik O 1234 4: n=451 (% 135 (%0.1
(0.1,23.4,5.6)" Kategori s 678 : n=451 (%0.3) 5: n=135 (%0.1)
6: =74 (%0.04) 7: 1=218 (%0.1)
8: n=28 (%0.02)
Yas Niimerik 21-79 35.5£9.21
Cinsiyet Kategorik 1,2 1: n=11.746 (%39.7) 2: n=17.855 (%60.3)
1: n=10.581 (%35.7) 2: n—14.024 (%44)
Egitim! Kategorik 1,2,3,4
3:1=4.873 (%16.5)  4: n=123 (%0.4)
1: n=13.477 (%45.5) 2: n=15.806 (%53.4)
Evlilik! Kategorik 1,2,3
3:1=318 (%1.1)
Bagimlh Degisken . N
.. :n=22. . 1: n=6. %22.
(Odeme durumu) Kategorik 0,1 0: n=22.996 (%77.7) n=6.605 (%22.3)
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Kredi kart1 veri setinde yer alan bagimsiz degiskenlere ait korelasyon grafigi Sekil

2’de verilmistir.

Sekil 2 incelendiginde bazi bagimsiz degiskenler arasinda pozitif yonde yliksek
derecede iligkilerin oldugu gozlenmektedir. Ayrica bu veri seti i¢in kosul endeksi yaklasik
893 olarak hesaplanmis ve bdylece veri setinde ¢ok yiiksek diizeyde ¢oklu dogrusal baglanti

oldugu soylenebilmektedir.
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PAY_AMT3 025025
PAY _AMT4 022 02 0.18
PAY_AMT6 0.160.160.19.0.16
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Sekil 2. Kredi karti veri setinde bagimsiz degiskenlere ait korelasyon 1s1 grafigi

Kredi kart1 veri seti i¢gin siniflandirma algoritmalarina ait performans sonuglari Tablo

5’de verilmis ve degerlendirmede bes simiflandirma performans degerlendirme kriteri

kullanilmistir.
Tablo 5. Kredi kart1 veri setine ait siniflandirma performanslari

Olgiit / Algoritma kNN Naive Bayes Lojistik Reg. SVM XGBoost
Dogruluk 0.816 0.771 0.823 0.822 0.826
Duyarhhk 0.945 0.828 0.837 0.955 0.952
Secicilik 0.368 0.572 0.707 0.360 0.389
Kesinlik 0.839 0.871 0.958 0.839 0.844
F-Olgiitii 0.889 0.849 0.894 0.893 0.895
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Tablo 5 incelendiginde, en yliksek siniflandirma performansinin %82.6 dogrulukla
XGBoost algoritmasina ve en diisilk performansin ise %77.1 dogrulukla Naive Bayes
algoritmasina ait oldugu goriilmektedir. Duyarliliga gore en yiiksek deger SVM ve en diisiik
deger ise Naive Bayes ile saglanmistir. Se¢icilik ve kesinlik dl¢iitlerine gore en yliksek deger
Lojistik Regresyon ile elde edilirken, secicilik i¢in en diisiik deger SVM ile kesinlik i¢in ise
SVM ve kNN ile elde edilmistir. F Olgiitiine gore algoritmalarin birbirine ¢cok yakin degerler
verdigi ve en yiiksek performans %89.5 degeriyle XGBoost algoritmasindan, en diisiik

performans ise %84.9 degeriyle Naive Bayes algoritmasindan elde edilmistir.

Kredi kartt veri seti i¢in bir degerlendirme yapildiginda XGBoost, SVM ve Lojistik
Regresyon algoritmalarinin basarili performans sergiledigi sdylenebilir. Naive Bayes

algoritmasi bu veri seti i¢in de diislik performans gosterdigi sdylenebilir.
3.3. Simiilasyon Calismasi

Simiilasyon calismasi i¢in veri liretim mekanizmasi Tablo 6’da sunulmustur. Her bir
simiilasyon senaryosu ig¢in tekrar sayist 500 olarak kararlagtirllmigtir. Simiilasyon
caligmalarinda bagimli degiskenin iki siif igerdigi varsayilmistir. Simiilasyon kurgusu goz
ontine alindiginda, simniflandirma algoritmalarinin performanslar i¢in ti¢ farkli ¢oklu dogrusal
baglant1 oran1 (CDB), iki farkli 6rneklem biiyiikligi ve iki farkli bagimsiz degisken sayisi
dikkate alinmistir. Egitim ve test veri setleri gergek veri setlerinde oldugu gibi sirasiyla %75
ve %25 olarak almmustir. Sonuglar, ger¢ek veri sonuglariyla karsilagtirilarak uyum ve

uyumsuzluklar tartigilmistir.

Tablo 6. Simiilasyon kurgusu ve veri tiretimi

Simiilasyon kurgusu

Orneklem biiyiikliigii Coklu dogrusal baglant1 orani Aciklayict degisken sayisi

n = 50,150 p = (0.70,0.85,0.99) p = (5,10)

Verilerin iiretilmesi

Bagimsiz degiskenler Olasiliklar tiretilmesi (siniflar igin) Kategorik bagimli degisken
z=1+0,X,
X~MV[,, X,| € ROP 1 y = binom(n, P,)
P, = ——
Y (1+e?)

Uretilen verilerin, ¢coklu dogrusal baglanti durumlarini gdzlemleyebilmek igin Sekil 3

verilmigstir. Sekil 3, her biri farkli simiilasyon konfigiirasyonunu temsil eden dort panelden
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olugmaktadir. Ayrica ¢oklu dogrusal baglanti iceren agiklayict degiskenlerin {iretimi asagidaki

gibi ifade edilebilir.
X~M V(le. Zx)

1

>,

Y.
| p 1u ] seklinde olup MV (i, Z,.), I, ortalama
ij

Burada, {¢;~U[0,1]}}_, ve Z, = [p

vektoriine ve X, varyans kovaryans matrisine sahip ¢ok degiskenli normal dagilima sahip
oldugunu gosteriyor. Coklu dogrusal baglant: iiretilirken X, kdsegenleri bir ve kovaryanslari
korelasyon degerleri ile orantili olacak sekilde dizayn edilmektedir. Coklu dogrusal baglanti
icermeyen veri Uretilirken p degeri sifir veya c¢ok kiigiik bir deger verilerek elde edilir ve veri
dretimi ayn1 kalir. Sekil 3 incelendiginde, veri setinin tamamut i¢in ikili korelasyon degerleri
ve iliskilerin yogunluklar1 Panel (a) ile ve bagimli degiskene gore siniflari igeren ikili
grafikler ise Panel (b) ile gosterilmistir. Panel (c), 0.85 korelasyon ile ¢oklu dogrusal baglanti
seviyeleri ve panel (d) 0.99 korelasyon ile ¢oklu dogrusal baglanti seviyeleri icin sirasiyla
kiiciik ve biiyiilk orneklem hacimlerine gore veri dagilimlarimi gostermektedir. Bagimsiz
degiskenler arasinda ¢oklu dogrusal baglanti bulunmakta ve her bir degiskenin ayni
dagilimdan iiretildigi diisiincesiyle, temsilen sadece biri i¢in sagilim grafigi verilmistir.

Grafikler incelendiginde bagimsiz degiskenler arasinda giicli bir iligkinin oldugu

gorlilmektedir.
(a) Ikili grafikler: n=50, rho=0.70, p=5 (b) Siniflara gc’ire Ikili grafikler: n=50, rho=0.85, p=10
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Sekil 3. Coklu dogrusal baglant1 i¢in {iretilen verilere ait tanimlayici grafikler
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Tablo 7’de simiilasyon calismasi i¢in iiretilen ¢coklu dogrusal baglantili veri setlerine

ait kosul endeks degerleri yer almaktadir.

Tablo 7. Coklu dogrusal baglantili iiretilen veriler i¢in kosul endeks degerleri

Simiilasyon seti
Kosul Endeksi
n P p
50 0.70 5 18.847
50 0.85 5 32.185
50 0.99 5 50.517
50 0.70 10 20.884
50 0.85 10 46.131
50 0.99 10 80.801
150 0.70 5 13.583
150 0.85 5 28.646
150 0.99 5 44.457
150 0.70 10 20.929
150 0.85 10 50.207
150 0.99 10 65.683

Tablo 7 incelendiginde, veri setlerinde ¢oklu dogrusal baglant1 oldugu gézlenmektedir.
Veri setindeki degiskenler arasindaki iliski arttik¢a ¢coklu dogrusal baglantida dogru orantili

olarak artmaktadir.

Siniflandirma algoritmalarinin genel performanslarina ait olasi tiim simiilasyon

sonuglar1 Tablo 8’de verilmektedir.

Tablo 8. Coklu dogrusal baglant1 simiilasyon sonuglar1

Olgiit / KNN Naive | Lojistik SVM | XGB | KNN Naive | Lojistik

nP Alg. Bayes | Reg. Bayes | Reg. SVM| XGB

CDB yok p=0.70

Dogruluk | 0.611 | 0.653 | 0.858 | 0.650 | 0.635 | 0.573 | 0.635 | 0.777 | 0.510 | 0.610

Duyarhhk| 0.936 | 0.913 | 0.876 |0.938| 0.944 | 0.913 | 0.878 | 0.892 | 0.972 | 0.930

5 [Secicilik | 0.735 | 0.848 | 0.681 | 0.887 | 0.833 | 0.714 | 0.608 | 0.693 | 0.857 | 0.750

50

Kesinlik | 0.812 | 0.689 | 0.722 | 0.876 | 0.804 | 0.800 | 0.666 | 0.697 | 0.857 | 0.782

F-Olgiitii | 0.774 | 0.783 | 0.867 | 0.624 | 0.789 | 0.743 | 0.756 | 0.835 | 0.741 | 0.720

p = 0.85 p =0.99
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Dogruluk | 0.760 | 0.855 | 0.891 | 0.673 | 0.851 | 0.891 | 0.900 | 0.921 | 0.735 | 0.771
Duyarhhk | 0.944 | 0.860 | 0.977 | 0.962| 0.896 | 0.936 | 0.866 | 0.977 | 0.976 | 0.896
Secicilik | 0.925 | 0.726 | 0.946 | 0.829 | 0.831 | 0.900 | 0.817 | 0.950 | 0.950 | 0.816
Kesinlik | 0.810 | 0.694 | 0.905 | 0.804 | 0.823 | 0.874 | 0.835 | 0.926 | 0.803 | 0.774
F-Olgiitii | 0.852 | 0.857 | 0.934 | 0.817 | 0.873 | 0.913 | 0.883 | 0.949 | 0.855| 0.834
CDB yok p =0.70
Dogruluk | 0.646 | 0.596 | 0.745 | 0.583 | 0.540 | 0.496 | 0.641 | 0.718 | 0.606 | 0.676
Duyarhhk | 0.744 | 0.770 | 0.938 | 0.900| 0.716 | 0.882 | 0.884 | 0.926 | 0.914 | 0.817
Secicilik | 0.721 | 0.628 | 0.888 | 0.854 | 0.503 | 0.819 | 0.824 | 0.845 | 0.827 | 0.654
Kesinlik | 0.687 | 0.606 | 0.787 | 0.790 | 0.508 | 0.786 | 0.803 | 0.758 | 0.781 | 0.650
F-Olgiitii | 0.695 | 0.683 | 0.842 | 0.691 | 0.628 | 0.689 | 0.762 | 0.822 | 0.781 | 0.746
v p = 0.85 p =0.99
Dogruluk | 0.618 | 0.751 | 0.855 | 0.526 | 0.678 | 0.415 | 0.618 | 0.791 | 0.520 | 0.470
Duyarhhk | 0.966 | 0.888 | 0.940 | 0.903 | 0.862 | 0.880 | 0.892 | 0.868 | 0.805 | 0.894
Secicilik | 0.902 | 0.815 | 0.866 | 0.869 | 0.725 | 0.871 | 0.833 | 0.701 | 0.806 | 0.723
Kesinlik | 0.820 | 0.675 | 0.848 | 0.815| 0.675 | 0.793 | 0.654 | 0.720 | 0.789 | 0.719
F-Olgiitii | 0.792 | 0.820 | 0.897 | 0.642 | 0.770 | 0.647 | 0.755 | 0.830 | 0.604 | 0.682
CDB yok p=0.70
Dogruluk | 0.827 | 0.754 | 0.893 | 0.712| 0.785 | 0.749 | 0.851 | 0.838 | 0.726 | 0.721
Duyarhhk | 0.926 | 0.956 | 0.951 |0.928| 0.922 | 0.938 | 0.893 | 0.962 | 0.943 | 0.932
Secicilik | 0.781 | 0.869 | 0.830 | 0.736 | 0.773 | 0.846 | 0.781 | 0.918 | 0.850 | 0.838
Kesinlik | 0.734 | 0.706 | 0.849 | 0.640 | 0.709 | 0.778 | 0.808 | 0.874 | 0.772 | 0.820
F-Olgiitii | 0.826 | 0.805 | 0.922 | 0.770 | 0.804 | 0.844 | 0.872 | 0.900 | 0.834 | 0.876
> p = 0.85 p =0.99
Dogruluk | 0.900 | 0.934 | 0.866 |0.820| 0.798 | 0.791 | 0.888 | 0.898 | 0.851 | 0.820
§ Duyarhhk | 0.952 | 0.906 | 0.962 |0.963 | 0.933 | 0.956 | 0.859 | 0.953 |0.960 | 0.940
Secicilik | 0.894 | 0.812 | 0.923 | 0.919 | 0.843 | 0.898 | 0.746 | 0.888 | 0.916 | 0.881
Kesinlik | 0.892 | 0.867 | 0.890 | 0.854| 0.814 | 0.837 | 0.804 | 0.889 | 0.878 | 0.843
F-Olgiitii | 0.926 | 0.920 | 0.914 |0.892 | 0.865 | 0.873 | 0.873 | 0.925 | 0.906 | 0.880
¢CDB yok p =0.70
Dogruluk | 0.523 | 0.623 | 0.893 | 0.587 | 0.615 | 0.690 | 0.741 | 0.898 | 0.517 | 0.701
v Duyarhhk | 0.960 | 0.948 | 0.949 | 0.851 | 0.874 | 0.935 | 0.903 | 0.953 | 0.868 | 0.927
Secicilik | 0.916 | 0.892 | 0.874 |0.795| 0.701 | 0.848 | 0.815 | 0.909 | 0.776 | 0.851
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Kesinlik | 0.627 | 0.700 | 0.881 | 0.760 | 0.634 | 0.758 | 0.769 | 0.902 | 0.753 | 0.749

F-Olgiitii | 0.742 | 0.785 | 0.921 |0.674 | 0.744 | 0.812 | 0.822 | 0.925 | 0.705 | 0.814

p = 0.85 p =0.99

Dogruluk | 0.647 | 0.844 | 0.892 | 0.671 | 0.713 | 0.727 | 0.834 | 0.884 | 0.642 | 0.837

Duyarhhk| 0.941 | 0.867 | 0.944 |0.991| 0.901 | 0.898 | 0.834 | 0.943 | 0.939 | 0.866

Secicilik | 0.868 | 0.743 | 0.879 | 0.824 | 0.763 | 0.842 | 0.761 | 0.910 | 0.907 | 0.811

Kesinlik | 0.729 | 0.783 | 0.881 |0.786| 0.734 | 0.772 | 0.792 | 0.894 | 0.558 | 0.820

F-Olgiitii | 0.794 | 0.856 | 0.918 | 0.731 | 0.807 | 0.813 | 0.834 | 0.913 | 0.696 | 0.852

Tablo 8’deki simiilasyon sonuglart n=50 ve p=5 coklu dogrusal baglanti olmayan
durum igin incelendiginde; en yiiksek dogruluk ve F-Olgiitii degerlerine sahip algoritma
Lojistik Regresyon algoritmasidir. Secicilik ve kesinlik a¢isindan SVM, duyarlilik agisindan
ise XGB en yiiksek degere sahiptir. Coklu dogrusal baglanti varliginda ise; Lojistik
Regresyon, Naive Bayes ve SVM algoritmalariin performansi ¢oklu dogrusal baglantinin
artmasiyla birlikte genellikle arttigi gozlenmistir. kNN ise coklu dogrusal baglantinin
artmasiyla birlikte bazi metriklerde performansini artirabilitken, bazilarinda ise
performanslarini diisiirebildigi gézlenmistir. Ayrica p degeri 0.7°den 0.85’e ¢ikarilirken XGB
performansi duyarlilik hari¢ diger tiim metriklerde artarken 0.99’a ¢ikarildiginda ise duyarlilik
icin degismezken diger tiim metrikler i¢in performanslarda diislis gézlemlenmistir. Boylece,
coklu dogrusal baglantinin baz1 algoritmalarin performansini olumlu ve bazilarini ise olumsuz

etkiledigi gézlenmistir.

n=50 ve p=10 coklu dogrusal baglanti olmayan durum i¢in incelendiginde; tiim
metriklerde en yiiksek degere sahip algoritmanin Lojistik Regresyon oldugu ve en diisiik
degere sahip algoritmanin XGBoost algoritmas1 oldugu sdylenebilir. Coklu Dogrusal Baglanti
varliginda ise: Lojistik Regresyon algoritmasi, ¢ogu metrikte en yiiksek degeri vermektedir.
Coklu dogrusal baglanti oranin1 gdsteren p degeri 0.7°den 0.85’e ¢ikarildiginda kNN, Lojistik
Regreyson ve XGBoost performanslarinin tiim metriklere gore artigi, Naive Bayes
performansinin ise Segicilik ve Kesinlik metrigine gore diistiigii geri kalan diger iic metrige
gore de artig1 goriilmiistiir. SVM algoritmasi ise Naive Bayes’in tam tersine bir davranis
sergilemigtir. Ancak p degeri 0.85’ten 0.99’a ¢ikarildiginda duyarlilik ve segicilik
metriklerine gore Naive Bayes algoritmasinin, duyarlilik ve kesinlik metriklerine gore ise
XGBoost algoritmasinin performansinda hafif bir artis gézlenirken, geriye kalan metriklere

gore ise bu iki algoritmanin performansinda ciddi bir diisiis gézlenmistir. Ayrica kNN,
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Lojistik Regresyon ve SVM algoritmalar1 tiim metriklerde farkli diizeylerde performans
kaybina ugramistir. Hem bagimsiz degisken sayisindaki (p) artis hem de ¢oklu dogrusal
baglanti oranindaki (p) artig birlikte degerlendirildiginde bu artiglarin algoritmalarin

performansi ilizerinde genel olarak olumsuz etkiye sahip oldugu sdylenebilir.

n=150 ve p=5 coklu dogrusal baglanti olmayan durum i¢in incelendiginde; Lojistik
Regresyon Dogruluk, Kesinlik ve F-Olgiitii metriklerinde ve Naive Bayes algoritmasi ise
Duyarlilik ve Secicilik metriklerde en yliksek degerlere sahip algoritmalardir. Coklu Dogrusal
Baglanti varliginda ise: Lojistik Regresyon birgok metrikte en yiliksek degerlere sahip
algoritmadir. Zira p, 0.70 oldugunda sadece Dogruluk metrigine gére Naive Bayes; 0.85
oldugunda Duyarlilik, Kesinlik ve F-Olgiitiine gére kNN, Dogruluk metrigine gére ise Naive
Bayes; 0.99 oldugunda Duyarlilik ve Segicilik metriklerine gére SVM en yiiksek degerlere
sahipken, geriye kalan tiim durumlarda Lojistik Regresyon en yiiksek degerlere sahiptir.
Coklu dogrusal baglanti arttikca ¢ogu metrige gbére SVM algoritmas: performans artist
gostermektedir. p degeri 0.7°den 0.85’e¢ c¢ikarildiginda Naive Bayes algoritmasi tiim
metriklere gore performans artisi gosterirken 0.85°den 0.99’a ¢ikarildiginda ise tiim
metriklere gore performans diisiisii gostermektedir. Naive Bayes algoritmasina ¢ok yakin
performans degisimi kNN algoritmasi i¢inde gozlenmistir. Coklu dogrusal baglanti arttikga
XGBoost algoritmas1 neredeyse tiim metriklerde daha kararli bir durus sergilemisi ve

performansinda 6nemli degiskenlik gozlemlenmemistir.

n=150 ve p=10 ¢oklu dogrusal baglant1 olmayan durum i¢in incelendiginde; Lojistik
Regresyon dogruluk, kesinlik ve F-Olgiitii metriklerinde yiiksek performans gdstermistir.
kNN ise secicilik ve duyarlilik metriklerinde en yiiksek performansi gostermistir. Coklu
dogrusal baglant1 varliginda ise: p, 0.85 oldugu durumda sadece Duyarlilik metrigine gore
SVM, hem geriye kalan diger metriklere goére hem de p, 0.70 ve 0.99 oldugu durumlarda tiim
metriklere gore Lojistik Regresyon en yiliksek degerlere sahip algoritma oldugu
gozlemlenmistir. Coklu dogrusal baglant1 arttikca kNN ve Naive Bayes algoritmalarinin
performanslarinda diizensiz dalgalanmalar yaganmig ve bu dalgalanmalar metrikten metrige
farklilik gostermistir. p degeri 0.7°den 0.85’e cikarildiginda SVM algoritmasi tiim metriklere
gore performans artig1 gosterirken, 0.85’den 0.99’a cikarildiginda ise secicilik hari¢ geriye
kalan diger tiim metriklere gore performans diislisii gostermistir. Coklu dogrusal baglanti
artttkca XGBoost algoritmasinin; dogruluk metrigine gore performans artisi, duyarlilik
metrigine gore performans diisiisii gosterdigi ve diger lic metrige gore ise performans artis ve

diistimlerinde bir kararsizligin oldugu belirlenmistir.
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Simiilasyon sonuglari i¢in algoritmalar 6zelinde genel bir degerlendirme yapildiginda:
Lojistik Regresyon, tiim n ve p degerleri i¢cin genel olarak en yiiksek performans gosteren
algoritma olmustur. Ozellikle dogruluk ve F-Olgiitii agisindan olduk¢a basarili sonuglar
vermistir. XGBoost algoritmasinin biiyiik 6rneklem hacminde genel olarak daha iyi sonuglar
verdigi gozlenmistir. XGBoost algoritmasina ait bu sonug, Tablo 3 ve Tablo 5’te verilen
sonuclarla genel olarak uyumsuzluk gostermektedir. kNN, genel olarak daha diisiik
performans gostermis ve Ozellikle Orneklem hacmi artirildiginda (p=10 oldugunda)
performanst olduk¢a diigmiistiir. Naive Bayes, coklu dogrusal baglanti varliginda 6zellikle
dogruluk ve F-Olgiitii bakimindan kNN'e gére genellikle daha iyi performans sergilemektedir.
SVM algoritmasinin performansi genel olarak Lojistik Regresyon ve XGBoost algoritmalari
performansina yetismezse de secicilik acisindan bu algoritmalardan asagi olmadigi

sOylenebilir.

4. SONUC

Coklu dogrusal baglantiya sahip iki gercek veri seti ve simiilasyon calismalar ile

gerceklestirilen bu calismadan elde edilen sonug ve Oneriler agagida verilmistir.

MAGIC gamma teleskop veri kiimesi i¢in, XGBoost algoritmasi ile SVM algoritmasinin
basarili performans sergiledigi, en diisiik performansin ise Naive Bayes algoritmasi tarafindan

gosterildigi sdylenebilir.

Kredi kart1 veri setine ait sonuglar incelendiginde; XGBoost, SVM ve Lojistik Regresyon
algoritmalariin basarili performans gosterdigi, Naive Bayes algoritmasinin diislik performans
gosterdigi sOylenebilir. Bu sonucun, MAGIC gamma teleskop veri seti ile uyumlu oldugu

sOylenebilir.

Simiilasyon caligmalari, KNN ve Lojistik Regresyon algoritmalarinin ¢oklu dogrusal bag-
lant1 karsisinda farkl tepkiler verdigini gostermistir. Kiigiik 6rneklemli veri setlerinde ve yiik-
sek bagimsiz degisken sayisinda kNN algoritmasinin performansi olumsuz etkilenirken, Lo-
jistik Regresyon algoritmasi bu duruma kars1 daha direnclidir ve artan ¢oklu dogrusal baglanti
oranina bagli olarak bircok metrikte iyilesme gosterir. Bu durum, Lojistik Regresyonun var-
sayimlar1 arasinda yer alan ¢oklu dogrusal baglanti olmamasi1 varsayiminin ne kadar énemli
oldugunu ve ihmal edilmemesi gerektigini agik¢a gostermektedir. Aksi takdirde yaniltict so-

nuglar elde edilebilir. Orneklem hacmi artmaya basladiginda ise XGBoost algoritmasi artan
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coklu dogrusal baglanti ile birlikte basarili sonuglar vermektedir. Bu durum, XGBoost algo-

ritmasi i¢in gergek verilerden elde edilen bulgularla uyumlu oldugunu gostermektedir.

Sonu¢ olarak, Orneklem biiyiikliigii yeterli seviyelere ulastiginda g¢oklu dogrusal
baglantiya sahip veri setlerinde siniflandirma i¢in XGBoost algoritmasinin iyi bir alternatif
oldugu sdylenebilir. Derraz vd. (2023), ¢oklu dogrusal baglanti durumunda topluluk 6grenme
algoritmalarmin geleneksel makine Ogrenmesi ydntemlerinden daha basarili performans
sergiledigini belirtmisler. Georganos vd. (2018) ile McNamara vd. (2022), érneklem hacminin
artmastyla XGBoost algoritmasi performansinin da artigini ifade etmiglerdir. Calisma ilgili
caligmalara ait sonuclar ile benzerlik gostermektir. Naive Bayes ile kNN algoritmasini ¢oklu
dogrusal baglantidan olumsuz etkilendigi sdylenebilir. Bu calismadan elde edilen sonuglara
benzer sekilde Dumancas ve Bello (2015) tarafindan, ¢oklu dogrusal baglantidan en ¢ok

etkilen algoritmanin Naive Bayes oldugu gosterilmistir.

Gelecekteki ¢aligsmalarda ¢oklu dogrusal baglant1 ¢oziimii daha kapsamli bir sekilde
ele alinmalhidir. Bu c¢aligmanin sonuclari, kullanilan veri setleri ve algoritmalar ile
siirlandirilabilir. Daha genel sonuglara varabilmek i¢in farkli veri setleri ve algoritmalar

tizerinde daha fazla arastirma yapilmasi gerekmektedir.

ETiK BEYAN

“Coklu Dogrusal Baglanti Olmasi Durumunda Veri Madenciligi Algoritmalari
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