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Oz

Son yillarda tarim sektdriinde, derin 6grenme temelli bilgisayar destekli sistemler bilyiik bir 6nem kazanmis
ve farkli uygulama alanlarinda etkili bir rol oynamistir. Bu sistemler sadece hastaliklarin erken teshisine
katki saglamakla kalmamis, ayni zamanda tarim profesyonellerine 6nemli bir destek sunmustur. Bu
baglamda, bu calisma celtik yapraklarinda mevcut hastaliklarin erken teshisinde derin Ogrenme
yontemlerinin etkinligini arastirmayi amacglamaktadir. Bu aragtirma igin, 13 farkli celtik hastaligina ait
toplam 4160 gorintii iceren Paddy Doctor veri kiimesi kullanilmistir. Veri kiimesi tizerinde bes farkli
transfer 6grenme modeli titizlikle degerlendirilmistir. Elde edilen sonuglar, Xception modelinin %93,37'lik
dogruluk orani ile en iistiin performansi gosterdigini acikca ortaya koymaktadir. Ayrica, bu ¢caligma veri 6n
isleme ve veri artirma tekniklerini optimize etme konusuna da deginerek veri kiimesini zenginlestirmeyi ve
teshis dogrulugunu artirmayr amaglamistir. Basarili bulunan modelin geltik yaprak hastaliklarini teshis
etmedeki performansi ayrintili bir sekilde degerlendirilmistir. Bu degerlendirme sonucunda, modelin en
basarili oldugu hastalik siniflari belirlenmis ve ayni sekilde modelin en zorlandig1 veya en diisiik dogruluk
oranima sahip hastalik smiflar1 da tespit edilmistir. Bu bulgular, geltik hastaliklarinin erken teshisinde
transfer Ogrenme modellerinin potansiyelini vurgulayarak tarim sektoriinde etkili otomatik teshis
sistemlerinin gelistirilmesine olanak tanimaktadir. Bu yaklasim, tarim sektoriinde mahsul verimini artirma
ve pestisit kullanimini azaltma yolunda umut vadetmektedir. Ayrica, daha saglikli ve siirdiirtilebilir tarim
uygulamalarini tegvik etme odakli bu arastirma, gelecekteki stratejilere de katki saglayabilir.

Anahtar Kelimeler: Paddy doctor, Xception, derin transfer 6grenme, Celtik hastaliklari

Early Diagnosis of Paddy Leaf Diseases using Deep Learning Models and Data
Preprocessing Techniques

Abstract

In recent years, deep learning-based computer-aided systems have gained significant importance in the
agriculture sector and have played an effective role in various application areas. These systems have not
only contributed to the early diagnosis of diseases but have also provided crucial support to agricultural
professionals. In this context, this study aims to investigate the effectiveness of deep learning methods in
the early diagnosis of rice leaf diseases. For this research, the Paddy Doctor dataset, comprising a total of
4160 images from 13 different rice diseases, was utilized. Five different transfer learning models were
meticulously evaluated on the dataset. The results clearly indicate that the Xception model achieved the
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highest performance with an accuracy rate of 93.37%. Additionally, this study aimed to enrich the dataset
and improve diagnostic accuracy by optimizing data preprocessing and augmentation techniques. The
performance of the successful model in diagnosing rice leaf diseases was thoroughly assessed. Through
this evaluation, disease categories in which the model excelled and those in which it struggled or had the
lowest accuracy rates were identified. These findings underscore the potential of transfer learning models
in the early diagnosis of rice diseases, facilitating the development of effective automated diagnostic
systems in the agriculture sector. Furthermore, this research, with a focus on promoting healthier and
sustainable agricultural practices, may contribute to future strategies.

Keywords: Paddy doctor, Xception, deep transfer learning, Paddy diseases

1. GIRIS

Celtik, diinya niifusunun cogunlugu tarafindan
besin kaynagi olarak kullanilan 6nemli bir {irindiir.
Eger diinya genelindeki niifus artis hizi mevcut
oranda devam ederse, 2030 yilinda celtik talebini
kargilamak i¢in  iretimin %50  artirilmasi
gerekmektedir. Celtik liretiminde diinya genelinde
onde gelen iilkeler arasinda Cin, Hindistan,
Endonezya, Banglades ve Vietnam bulunmaktadir.
Diinya g¢eltik verimi 410 kg/da (dekara) olup,
Tiirkiye'nin ortalama dekara celtik verimi ise 780
kg'dir.  Tirkiye'de geltik tarrmi 31  ilde
gergeklestirilmekte olup, en ¢ok Edirne, Balikesir,
Corum, Samsun, Sinop ve Kastamonu illerinde
ekilmektedir. Celtik, beslenme acisindan gerekli
amino asitler acisindan zengin bir igerige sahip olan
bir iiriindiir ve bu nedenle bugdaydan sonra tercih
edilen {rilinler arasinda yer alir. Celtik tarim1 i¢in
toprak se¢imi konusunda belirli bir kriter olmasa da,
celtik yetistiriciligi i¢in en uygun kosullar1 saglayan
topraklar, az su gegirgenligi, derinlik, tinl1 yapisi ve
besin maddeleri acisindan zengin olmasidir. Kumlu
topraklar, su kaybina ve besin maddeleri eksikligine
neden olabilecegi igin ¢eltik yetistiriciligi igin
uygun degildir [1].

Celtik, yurti¢i ve yurtdisi pazarlarda tercih edilen
temel bir tarim iiriinii olarak taninan yiiksek verimli
bir tahil {rtntdir. Yiksek getiri saglamasi
nedeniyle ¢eltik, Treticiler i¢in Onemli bir
secenektir. Diinya niifusunun artmasi, refah
seviyesinin  ylkselmesi ve  aligkanliklarin
degismesiyle birlikte, Tirkiye ve diger birgok
iilkede  ¢eltik  tiketiminde artiy  egilimi
gozlenmektedir [2].
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Tarmmin ve gida tiretiminin siirdirtilebilirligi, ¢eltik
diretiminin verimliligi ile yakindan iligkilidir. Ne
yazik ki, g¢eltik tretimi, ¢esitli hastaliklarin neden
oldugu risklerle karsi1 karsiyadir. Bu hastaliklarin
tarimsal  iretkenligi olumsuz etkiledigi ve
ekonomik kayiplara yol actig1 yaygin bir gercektir.
Celtik yetistiriciligi, birgok hastalik ve zararlidan
etkilenen karmasik bir siirectir. Bu hastaliklarin
erken teshisi, tarimcilar ve tarim uzmanlart igin
kritik bir gorevdir. Ge¢miste ¢iftciler, hastaliklari
tespit etmek i¢in biiyiik 6lciide kendi bilgilerine ve
celtik mahsullerini gorsel olarak incelemeye
giiveniyorlardi. Ne yazik ki bu yontemlerin
verimsiz, zaman alict ve hataya agik oldugu
kanitlanmigtir.  Deneyimli = ¢ift¢iler ve tarim
uzmanlar1 bile benzer belirtiler gosteren farkli
hastaliklar1 dogru bir sekilde teshis etmekte
zorluklarla karsilasmaktadir [3-5].

Celtik hastaliklarinin otomatik tespiti, bu zorluklari
asmak icin daha etkili, dogru ve ekonomik bir
yontem sunarak hastaliklar1 tanimlama ve yonetme
stirecini iyilestirebilir. Telefon kameralari, standart
kameralar, spektrometreler ve termal sensorler
dahil olmak iizere ¢esitli sensorler, ¢eltik bitkileri
hakkinda veri toplamak igin otomatik algilama
sistemleri tarafindan kullanilabilir. S6z edilen
sensorler araciligiyla elde edilen veriler, makine
O0grenimi  algoritmalariyla  analiz  edilerek
hastaliklarin erken asamada tespit edilmesi
saglanabilir. Celtik hastaliklariin otomatik olarak
tespit edilmesi, mahsul verimini artirmak, pestisit
kullanimimi azaltmak ve c¢evreyi korumak gibi
biiyiik potansiyellere sahiptir. Farkli hastaliklarin
tanimlanmasi i¢in makine 6grenimi modellerinin
kullanimi son zamanlarda kayda deger bir artis
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gostermistir.  Bu  modeller, kesin sonuglar
saglamadaki  dikkate deger dogruluklariyla
taninmigtir.

Ramesh ve Vydeki [6], Celtik bitkisinin

hastaliklarinin ~ (Kahverengi leke, Bakteriyel
yaniklik, Yaprak yanig1 ve Yaprak ki ¢iirtikligii)
tespiti icin optimize edilmis derin sinir aglari ve
Jaya algoritmasini kullanmislardir. Bu arastirmada,
gorintiilerdeki arka planin ¢ikarilmasi ve hastalikli
ile saglkli bitki goriintiilerinin ayrigtirilmasi igin
RGB renk uzayi, HSV (Ton, Doyma, Deger) renk
uzayina dondstiriilmiistir. Toplamda 650 g¢eltik
bitkisinin yaprak goriintiisii kullanilarak elde edilen
sonuglar, %94.25 dogruluk oran1 saglamistir.

Bhagawati ve arkadaglart [7], celtik yaniklig1
hastaligin1 6ngérmek amacryla, sicaklik, bagil nem,
yagis ve riizgar hizi gibi hava parametreleri ile bir
sinir ag1 egitmislerdir.

Lu ve arkadaglart [8], 10 farkli ¢eltik bitkisi
hastalig1 iizerinde arastirma yapmuglardir. Celtik
yaniklig1, yalanci leke, kahverengi leke, celtik
bakanae, yaprak yanikligi, yaprak ¢iirlimesi,
bakteriyel yaprak yanikligi, bakteriyel yaprak
cliriimesi, tohum yaniklig1 ve bakteriyel solgunluk
hastaliklarint simiflandirmak amaciyla 500 ¢eltik
bitkisi goriintiisti  kullanmislardir. Elde ettikleri
sonuclar, geleneksel yontemlere gore daha iyi
oldugu ancak CNN tabanli modellerin egitimi i¢in
yeterli ~ veri  setine  sahip  olmadiklarini
belirtmislerdir.

Prajapati ve arkadaglar1 [9], geltik bitkisinin ii¢
farkli hastaligini tespit etmek amaciyla goriintii
isleme yontemi ve Destek Vektdr Makinesi (SVM)
kullanmiglardir. Bu ¢alismada elde edilen dogruluk
orant %73,33 olarak saptanmistir.

Rahman ve arkadaslar1 [10], celtik bitkisinin
hastaligini tespit etmek icin CNN kullanmig ve
%93,3 dogruluk orani elde etmistir.

Lu ve arkadaglar1 [11] tarafindan yapilan ¢caligmada,
celtik bitkisine ait on farkli hastalig1 siniflandirmak
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amactyla 500 celtik bitkisi goriintiisii kullanilarak
basit bir evrisimli sinir ag1 (CNN) modeli
gelistirilmistir. Elde edilen sonuglara goére, bu
calisma kapsaminda elde edilen dogruluk orani
%95,48 olarak tespit edilmistir.

Okten ve arkadaslar1 [12], 5000 adet celtik bitkisi
yapraginda hastaligt  %91,54 oraninda tespit
etmistir. Daha sonra 5000 goriintii veri artirma
yontemi ile 8000 goriintiiye ¢ikarilmis ve CNN

mimarisinin  hiper-parametrelerini  degistirerek
%97,57’lik  bir basart orant elde edildigi
belirtilmisgtir.

Bu tarz hastaliklarla etkili bir miicadele yontemi
olarak, giincel teknolojiler arasinda makine
O0grenmesi One ¢ikmaktadir. Makine &grenmesi,
biiyiik veri setlerini analiz etme yetenegi sayesinde
hastaliklarin erken teshisinde ve
smiflandirilmasinda 6nemli bir rol oynamaktadir.
Ozellikle makine dgrenmesinin alt dali olan derin
transfer 0grenme modelleri, bu tiir karmagik ve
genis veri setlerinde yiiksek basari elde etme
potansiyeline sahiptir. Derin 6grenme saglik, gida,
spam filtreleme gibi bircok sektorde genis bir
uygulama potansiyeline sahip olan O6nemli bir
teknoloji olarak o6ne c¢ikmaktadir [13-17]. Bu
calismada da makine 6grenimi teknolojilerinden
derin transfer O6grenme modellerinin
kullanilmastyla, 13 farkli ¢eltik hastaliginin yiiksek
dogrulukla tespit edilmesi basarilmistir. Bu
sonuglar, c¢eltik tarimindaki hastalik teshisinin
iyilestirilmesi ve tarim verimliliginin artirilmasina
yonelik umut verici bir perspektif sunmaktadir.

2. MATERYAL VE METOT

2.1. Materyal

Bu ¢alisma i¢in paddy doctor [18] veri kiimesi
kullanilmustir. Bu veri kiimesinde 13 farkli geltik
hastaligina ait veri bulunmaktadir. Her gruptan 320
goriintli olmak iizere toplamda 4160 goriintii
kullanilmustir. Veri setine ait siiflar ve bunlara ait
sayilar Cizelge 1’de gosterilmistir.
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Cizelge 1. Bitki hastaliklar1 veri seti

Hastahk Egitim | Test
Sayis1 | Sayisi
Tungro 320 80
Sar1 kok kurdu (Yellow stem borer) 320 80
Hispa 320 80
Tiiylii kiif (Downy mildew) 320 80
Siyah govde kurdu (Black stem borer)| 320 80
Bakteriyel yaprak ¢izgisi (Bacterial 320 80
leaf streak)
Bakteriyel yaprak yaniklig1 (Bacterial
leaf blight) 320 | 80
Kahverengi leke (Brown spot) 320 80
Yaniklik (Blast) 320 80
Yaprak silindiri (Leaf roller) 320 80
Normal 320 80
Bak.terlye! salkim yaniklig1 (Bacterial 320 80
panicle blight)
Beyaz govde kurdu (White stem 320 80
borer)
Toplam 4160 | 1040

Veri toplama islemi Subat aymndan Nisan 2021'e
kadar, paddy bitkisinin yas1 40 ila 80 giin arasinda
oldugu donemde gerceklestirilmistir. Her goriintii,
bir tarim gorevlisiyle isbirligi yapilarak hastalik
belirtilerinin varligina dayanarak el ile etiketlenmis
ve bir hastalik sinifi etiketi atanmistir. Paddy bitki
hastaliklar1 etiketleri sunlardir [18]:

e Bakteriyel Yaprak Solgunlugu (BLB)
e Bakteriyel Yaprak Cizgilenmesi (BLS)
e Bakteriyel Basak Solgunlugu (BPB)

e Kara Govde Kurdu (BSB)

e Yaniklik

e Kahverengi leke

e Paslanma

e Hispa
e Yaprak Striiciisi
e Tungro

e Beyaz Govde Kurdu
e Sar1 Govde Kurdu
e Normal yaprak.

Sekil 1’de veri setinde yer alan farkli siiflara ait
birer 6rnek iceren goriintiiler verilmistir.
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Sekil 1. Her sinifa ait bir goriinti

Literatiir taramast yapildiginda, celtik
hastaliklarinin farkl tiirleriyle ilgili bir¢ok ¢aligma
ve bu hastaliklara ait ¢esitli toplanmis veri setleri
bulunmaktadir. Bu ¢alismada o6zellikle siirekli
olarak giincellenen Paddy Doctor veri seti
kullamilmustir. Bu veri seti, literatiirde ¢ok fazla
caligmada kullanilmistir. Bu ¢aligmalarda, model
performansini artirmak i¢in genellikle veri setindeki
sinif sayisi azaltilmistir. Ayrica, siniflar arasindaki
goriintii  sayilarmin dengesizligini gidermek ve
model performansini iyilestirmek ig¢in ayni sayida
goriintii kullanilmistir. Paddy Doctor veri setinin bu
dinamik yapisi, farkli aragtirma projelerinde
benzersiz bir deger ve uyum saglayici bir 6zellik
olarak one ¢ikmaktadir.

Bu veri seti siirekli olarak giincellenmekte olup, bu
calisma kapsaminda 4160 goriintii igeren veri seti
kullanilmustir.

2.2. Metot

Transfer 6grenimi, makine Ogreniminde yaygin
olarak kullanilan bir teknik olup, veriden &zellik
¢ikarma konusunda hali hazirda yetkin olan
onceden egitilmis bir modelin, farklt bir gorevi
hedefleyen yeni bir model igin temel olarak
kullanildig: bir yontemdir. Bu yaklagim, bir modeli
sifirdan egitme ihtiyacin1 ortadan kaldirarak
zamandan ve kaynaklardan tasarruf etme avantaji
sunar. Popiiler transfer 6grenme modelleri arasinda
Xception, ResNet, MobileNet, DenseNet ve
Inception yer almaktadir.
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InceptionV3: InceptionV3, derin 6grenme alaninda
yaygin olarak kullanilan bir evrisimli sinir ag1
(CNN) modelidir. Girdi veriyi ¢goklu paralel yollarla
isleyen ve daha sonra bu pargalar1 birlestiren
"incelemeli" mimariye dayanir. Bu yapi, daha iyi
Oznitelik ¢ikarma yetenegi saglayarak nesne tanima
ve smiflandirma gorevlerinde etkili sonuglar elde
etmeyi amaglar [19].

ResNet101V2: ResNetl01V2, "Derin Iliskili
Aglar" (Residual Networks) olarak da bilinen
ResNet ailesinin bir iiyesidir. ResNet mimarisi, agin
derinlestik¢e performansin diismesini engellemeyi
amagclar. Residual bloklar1 adi verilen &zgiin
yapilar, girdi ve ¢ikig arasindaki farklar1 6grenerek
agim daha kolay 6grenmesini saglar [20].

Xception:  Xception, temelde InceptionV3'in
gelistirilmis bir versiyonu olarak kabul edilir.
"Derin iliskili Aglar" (Residual Networks) olarak
da bilinen ResNet ailesinin bir iiyesidir. Ancak
Xception, girdi verinin Ozniteliklerini daha detayli
analiz etmek i¢in derinlemesine ayrilmis paralel
katmanlar kullanir [21].

MobileNetV2: MobileNetV2, hafif ve hizli derin
O6grenme modeli olarak tasarlanmistir. Mobil
cihazlar gibi kaynak sinirlt ortamlarda kullaniimak
lizere optimize edilmistir. Yiiksek performansi
diisiik hesaplama maliyetiyle birlestiren bir yap1
sunar [22].

Transfer Ogrenme

4
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DenseNet121: DenseNet, ag katmanlar1 arasinda
yogun baglantilarin  kuruldugu bir CNN
mimarisidir. Geleneksel CNN'lere kiyasla daha
etkili bilgi akisini saglar. "Yogun bloklar" olarak
adlandirilan yapilariyla bilgi paylagimini artirarak
daha iyi 6znitelik ¢ikarma yetenegi sunar [23].

Transfer 6grenme modellerinin kullanimi ¢esitli
avantajlar sunar. ilk olarak, dogrulugu artirirken
egitim siiresini dnemli 6l¢iide azaltir. Ayrica, sinirh
miktarda veriyle bile yiliksek dogruluk elde
edilmesini saglayabilir. Bununla birlikte, bu
yaklagimda dikkatli model se¢imi gerekliligi, model
performansin1  optimize etmek icin ince ayar
gerekliligi ve dnceden egitilmis modeli eldeki veri
kiimesinin belirli 6zelliklerine uyarlama ihtiyact
gibi bazi dezavantajlari vardir.

Bu ¢alismada, transfer 6grenme modellerini Paddy
Doctor wveri setinin benzersiz  6zelliklerine
uyarlandi. Daha sonra bu uyarlanmis modellerin
performanst veri kiimesi Tlizerinde titizlikle
incelendi ve analiz edildi.

Bu g¢alisma i¢in model mimarisi Sekil 2'de
gosterilmistir. Veri kiimesi dncelikle 6n igleme tabi
tutulmustur. Ardindan, transfer 6grenme modelleri
kullanilarak goriintiilere ait 6zellikler ¢ikarilmstir.
Son olarak, ozellikler 128, 64 ve 32 néronlu 3
katmanli bir yapay sinir agmna beslenmistir.
Asagida, Sekil 2’de gosterilen adimlar adim adim
acgiklanmustir.

“\\

[}

[

J

Gorint on igleme Czellik gikarma

Model egitimi

Sekil 2. Model Mimarisi

Veri on isleme: Baglangicta, veriler dikkatli bir 6n
isleme siirecinden gecirilmistir. Veri setindeki
goriintiiler, ilk olarak 256x256 boyutuna yeniden
boyutlandirilmigtir. Bu islem sonrasinda, veri
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setinin ¢esitliligini artirmak amaciyla gesitli veri
artirma teknikleri 6zenle uygulanmistir. Bu
teknikler arasinda doniis araligi (rotation_range) 10
derece, kayma araligi (shear range) 0.2 ve
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yakinlagtirma araligi (zoom range) 0.2 gibi
parametreler optimize edilmistir. Ayrica, genislik
kaymasi aralig1 (width_shift range) 0.05, ytlikseklik
kaymasi araligi (height shift range) 0.05 ve kanal
kaymasi araligi (channel shift range) 0 olarak
ayarlanmistir. Veri artirma islemleri sirasinda,
gorintillerin  islenmesini  kolaylastirmak — ve
normalize etmek amaciyla 1/255 Olgeklendirme
(rescale) islemi uygulanmistir. Bu parametre
degerleri, bir dizi deneysel galismanin sonucunda
titizlikle belirlenmis ve en iyi sonuglarmn elde
edildigi degerlerdir. Ayrica, batch boyutu 128
olarak belirlenmistir ki bu, deneylerin hizli ve etkili
bir sekilde gergeklestirilmesine olanak saglamistir.

Ozellik ¢karma: Verilerden  6zelliklerin
¢ikarilmasi asamasi, bu noktada evrigimli sinir
aglart (CNN) gibi transfer 6grenme modellerinin
yardimiyla yapilmistir. Bu adimin temel amaci,
gorsel verilerde bulunan karmagikligi ve onemi
anlamak icin verilerden anlamli &zelliklerin
cikarilmasidir.  Ozellikle, celtik yapraklarmin
hastaliklarin1 tespit etmek i¢in kritik olan 6zellikleri
belirlemek bu asamanin odak noktasidir. CNN
modelleri, verilerin icerdigi bilgileri hiyerarsik
olarak analiz eder ve bu sayede goriintiilerdeki
desenleri ve ozellikleri tanimlamada son derece
etkilidirler. Ozellik ¢ikarmanin bu asamasi, daha
sonra modelin egitiminde kullanilacak olan temel
veri temsillerini olusturur. Bu sayede, farkli geltik
hastaliklarini ayirt etmek igin gerekli olan bilgi elde
edilmis olur.

Model egitimi: Ozellikler, basarili bir hastalik
teshis modeli olusturmak ig¢in model egitimi
asamasinda kullanilirlar. Bu asama, oOzelliklerin
onceki islemlerle islenmesinden sonra elde edilen
veri temsillerini modelin anlayabilecegi bir formata
doniistirmeyi igerir. Model egitimi, bu veri
temsillerini  kullanarak bir yapay sinir ag1
olusturmayi igerir. Bu ¢alismada, modelin mimarisi
128, 64 ve 32 noronlu ii¢ katmandan olusan bir
yapay sinir ag1 olarak belirlenmistir. Bu katmanlar,
ozelliklerin daha yiiksek diizeyde temsil edilmesini
saglar. Model, veriler arasindaki karmasikliklari ve
iligkileri Ogrenerek, celtik yaprak hastaliklarini
dogru bir sekilde smiflandirma yetenegine sahip
olur. Model egitimi asamasi, verilerin ilizerindeki
desenleri tanimay1 6grenerek, sonunda giivenilir ve

812

dogru teshisler yapabilen bir yapay zeka modelinin
olusturulmasin1  saglar. Ozellikler ¢ikarildiktan
sonra, bir modeli egitmek i¢in kullanilirlar. Model
egitimi 128, 64 ve 32 noronlu 3 katmandan olusan
yapay sinir aglari ile gerceklestirilmistir.

Bu caligmada, c¢eltik yaprak hastaliklarinin erken
teshisinde derin 6grenme tabanli transfer 6grenme
modellerinin  etkinligini ve bu modellerin
performansini degerlendirmek i¢in ¢esitli metrikler
kullanilmustir.

2.3. Performans Metrikleri

Accuracy (Dogruluk): Dogru tahmin edilen
orneklerin toplam 6rnek sayisina oranini ifade eder.
Bu metrik, genel smiflandirma basarisini yiizde
cinsinden gosterir.

F1 Score: F1 skoru, hassasiyet (precision) ve
duyarlilik  (recall)  metriklerinin ~ harmonik
ortalamasini ifade eder. Bu metrik, dengeli
sonuglar1 degerlendirmek i¢in kullanilir.

Recall (Duyarhlik): Duyarlilik, ger¢ek pozitif
sayisinin, gercek pozitif sayist ve yanlis negatif
sayist toplamma bolinmesi ile hesaplanir.
Duyarlilik, yanhs negatiflerin kagirilma oranini
ifade eder.

Precision (Hassasiyet): Hassasiyet, gercek pozitif
sayisinin, gergek pozitif sayist ve yanlis pozitif
sayisi toplamina bolinmesi ile hesaplanir.
Hassasiyet, yanlis pozitiflerin oranini ifade eder.

Bu metrikler, celtik yaprak hastaliklarinin tespiti
icin kullanilan transfer 6grenme modellerinin
performansini objektif bir sekilde degerlendirmek
ve sonuglari daha iyi anlamak amaciyla
kullanilmustir.

Cizelge 2. Performans metriklerinin matematiksel

formiilleri
Metrik Formiil
Accuracy  |(TP+TN)/(TP+TN+FP+FN)*100
Recall TP/(TP+FN)
Precision  |TP/(TP+FP)
F-Measure |{2%(RecallxPrecision)}/(Recall+
Precision)
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Bu denklemlerde T, F, P ve N sirasiyla Dogru,
Yanlis, Pozitif ve Negatif anlamina gelmektedir.
Omegin, TP dogru simuflandirilmis pozitif
orneklerin sayisini; FN ise yanlis simiflandirilmig
negatif drneklerin sayisini gdstermektedir.

3. DENEYSEL SONUCLAR

On islemden sonra veri kiimesi egitim, dogrulama
ve test kiimelerine ayrilmigtir. Egitim veri kiimesi
gorintiilerin %75'ini igerirken, goriintiilerin kalan
%25'1" test wveri kiimesini olusturmak igin
kullanilmustir.

Egitim veri kiimesi, toplamda 4160 goriintiiden
olusmaktadir. Bu goriintiller 13 farkli sinifa
ayrilmistir  ve  her smifta 320  goriinti
bulunmaktadir. Dogrulama veri kiimesi iginse
egitim veri setinin %15'1 ayrilmustir, toplam 624
goriintiiden olusmaktadir.

Geriye kalan 3536 goriintii ise egitim siirecinde
kullanilmak iizere ayrilmigtir. Test veri kiimesi ise
13 farkli smifa ait toplam 1040 gdriintiiden
olusmaktadir. Her  smifta 80 gorlintii
bulunmaktadir. Bu sekilde, veri kiimesinin farkli
boliimleri arasinda  benzerlik olugmasini
engellemek ve daha akici bir ayrima ulagmak

Ciineyt OZDEMIR

amaglanmistir. Celtik hastaliklarint siniflandirmak
amactyla, Xception, ResNet101V2, MobileNetV2,
DenseNetl21 ve InceptionV3 gibi yaygin olarak
kullanilan transfer Ogrenme modelleri
kullanilmistir. Bu ¢alismada, transfer &grenme
modelleri Oznitelik ¢ikarmak amaciyla
kullanilmistir. Bu modeller, en iyi Oznitelikleri
¢ikararak Onerilen modelin en yiiksek basari
skorlarin1 elde etmeye odaklanmistir. Transfer
o0grenme modellerine herhangi bir fine tuning
islemi yapilmamstir. Tim modeller icin Adam
optimizasyon algoritmasi kullanilarak
optimizasyon gerceklestirilmistir. Egitim
stirecinde, 6grenme orani1 0.001 olarak ayarlanmisg
ve her model 100 epok boyunca galistirilmistir.
Optimum performansi saglamak igin
ModelCheckpoint ve EarlyStopping yontemleri,
modelin en yiiksek performansi sergiledigi noktada
egitimi  durdurmak i¢in uygulanmistir. Batch
boyutu 128 olarak belirlenmistir.

Deneyler veri seti iizerinde gergeklestirilmis ve
transfer 6grenme modellerinin celtik hastaliklarini
smiflandirmadaki  performanslart  incelenmistir.
Elde edilen sonuglar, farkli transfer 6grenme
modellerinin dogruluk, hassasiyet, 6zgiinliik ve F1
skoru gibi Olgiitler {izerinden analiz edilerek
Cizelge 3'te sunulmustur.

Cizelge 3. Transfer 6grenme modelleri performans sonuglari

Accuracy F1 score Recall Precision
InceptionV3 %89,62 %89,67 %89,62 %89,98
ResNet101V2 % 71,35 %71,46 %71,35 %73,99
Xception %93,37 %93,42 %93,37 %93,65
MobileNetV2 %87,60 %87,63 %87,60 %88,54
DenseNet121 %92,31 %92,27 %92,31 %92,34

Cizelge 3'e gore, Xception modeli %93,37'lik bir
dogruluk oraniyla en iyi sonuclar1 elde etti.
InceptionV3 modeli %89,62, ResNet101V2 modeli
%71,35, MobileNetV2 modeli %87,60 ve
DenseNet121 modeli ise %92,31 dogruluk elde etti.

Sekil 3, Xception modelinin kayip ve dogruluk
performansinin bir grafigini gostermektedir. Model,
egitim ilerledikge kayiplarin1  azaltmis ve
dogrulugunu artirmustir.
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Dogruluk, modelin test veri setindeki goriintiileri ne
siklikla dogru smiflandirdiginin  bir 6lgiisiidiir.
Xception modelinin dogrulugu %93,37'dir, yani
goriintlilerin =~ %93,37'sini  dogru bir sekilde
siniflandirmastir.

Hassasiyet, modelin pozitif oldugunu tahmin ettigi
goriintiileri ne siklikla dogru siniflandirdiginin bir
Olglisiidiir.  Xception modelinin  hassasiyeti
%93,65'tir; bu da modelin pozitif oldugunu tahmin
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ettigi gorlintiilerin %93,65'inin gercekten pozitif — Olglisiidiir. Xception modelinin kesinlik orani
oldugu anlamina gelir. %93,37'dir; bu da modelin test veri kiimesindeki
tim pozitif gorintilerin = %93,37'sini  dogru

Kesinlik, modelin test veri kiimesindeki tiim pozitif siniflandirdig: anlamina gelmektedir.

goriintiileri ne siklikla dogru siniflandirdiginin bir

Model accuracy Model loss

0.7
091 06

0.5
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0.7 1 03
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o ?rD 40 ﬁrD 80 160 120 11;0 o 20 40 60 80 100 120 140
Epoch Epochs

Sekil 3. Xception modeline ait kayip ve dogruluk grafigi

Loss

Sekil 4, Xception modelinin test veri kiimesi tarafindan dogru ve yanhis siniflandirilan
izerindeki siniflandirma performansini gosteren bir ~ goriintiilerin sayisina iliskin kapsamli bir genel
karmasiklik matrisini gostermektedir. Bu matris,  bakig saglar.

her bir smifa gore kategorize edilen model

Karmasikhk Matrisi

Bacterial Leaf Blight [¢] 2 1 2 4] [e] [¢] o L¢]
Bacterial Leaf Streak - 0O 4] (4] (4] [¢] o (o] o (4] [¢]
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Black Stem Borer - 0 o o] 77 o] 0 o o o 0 2 1
- Blast - 0 ] o] 0 1 5 2 1 o 0 8] 0
=
E Brown spot - 0 o o] 0 2 0 o] 3 0 o 0
et Downy Mildew - o o o o 4 o 1 o o L8] o (4]
a
H Hispa - 0 1 (4] 8] (8] (4] 4 [¢] 1 8]
2k
() Leaf Roller- O (o] (] [¢] 1 (] 2 [¢] [s] o [s]
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Tungro - 0 o o] [v] 3 o] 2 | 3 o 3 0 o o]
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' ' ' ' ' ' \ ' . ! ' f
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£ T = = e =
= g 53 0 = 2
(=<1 = =
-
-]

Tahmin edilen Etiket
Sekil 4. Xception modeline ait karmasiklik matrisi

Sekil 4'deki karmasiklik matrisi, test veri goOstermektedir. Matris, Xception modelinin 971

kiimesinde Xception modeli tarafindan dogru ve  gdriintiiyii dogru siniflandirdigini ve 69 goriintiiyii
yanlis  smiflandirilan  goriintillerin -~ sayisint  yanlig siniflandirdigini gostermektedir.
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Cizelge 4, 13 farkli sinifa ayrilmis goriintiilerdeki
celtik hastaliklarini kategorize etmek i¢in Xception
modelinin uygulanmasiyla elde edilen
siniflandirma sonuglarini géstermektedir. Bu tablo,
her bir smiftaki goriintiilerin basar1 oranini yiizde

Cizelge 4. Xception siniflandirma raporu

Ciineyt OZDEMIR

olarak  belirtmek  i¢cin  ¢esitli  metrikler
kullanmaktadir. Bu metrikler arasinda dogruluk,
hassasiyet, ozgiinlik ve F1 skoru gibi Olgiitler
bulunmaktadir. Ayrica, her sinifa ait test goriintii
sayilar1 da belirtilmektedir.

Precision Recall F1-Score Support

bacterial leaf blight %96,1 %91,3 %93,6 80
bacterial leaf streak %98.8 %98.,8 %98.8 80
bacterial panicle blight %98.8 %100 %99.,4 80
black stem borer %98,7 %96,3 %97,5 80
blast %85,5 %88,8 %87,1 80
brown_spot %96,0 %90,0 %92,9 80
downy mildew %86,2 %93,8 %89.,8 80
hispa %81,4 %87,5 %84,3 80
leaf roller %97,5 %96.,3 %96.9 80
normal %388, 1 %92,5 %90,2 80
tungro %100 %87,5 %93,3 80
white stem borer %91,8 %97,5 %94,5 80
yellow stem_borer %98,7 %93,8 %96,2 80
accuracy %93.,4 1040
macro avg %93,6 %93,4 %93,4 1040
weighted avg %93,6 %93,4 %93,4 1040
Cizelge 4, Xception modelinin bakteriyel salkim  sergileyerek dikkat ¢ekmektedir. Ancak, bu

yanikligi (bacterial panicle blight)  smifi icin
%99,4 F1-skoru ile tim smuiflar i¢in en yiiksek F1-
skorunu elde ettigini gostermektedir. Siniflandirma
raporu, modelin bakteriyel yaprak yamklig1
(bacterial leaf blight), bakteriyel yaprak cizgisi
(bacterial leaf streak) ve bakteriyel salkim
yanikligi(bacterial panicle blight) simiflar1 i¢in en
yiiksek hassasiyete ve kesinlige sahip oldugunu
gostermektedir. Model, hispa sinifi i¢in en diisiik
hassasiyet ve kesinlige sahip iken, tungro sinif1 i¢in
en diisiik kesinlige sahiptir.

4. SONUCLAR

Bu caligma, celtik hastaliklarinin
siiflandirilmasinda transfer 6grenme modellerinin
kullanimmin yanmi sira yapilan veri 6n isleme
adimlarinin ve yapay sinir agi ndron se¢iminin
sonuglara olan etkisini incelemeyi amaglamistir.
Xception modeli, test veri kiimesinde %93,37'lik bir
dogruluk elde ederek en yiiksek performansi
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basariya ulagsmadan 6nce veri 6n igleme siiregleri ile
cesitli yapay sinir ag1 noéron secenekleri tizerinde
titiz bir ¢alisma yiiriitiilmiistiir. Bu sonuglar, geltik

hastaliklarinin ~ smiflandirilmasinda  kullanilan
yontemlerin se¢imi ve veri isleme adimlarimin
sonuglar tizerindeki etkisinin O6nemini
vurgulamaktadir.

Bu ¢alismanin sonuglari, ¢eltik hastaliklarini etkili
bir sekilde siniflandirmak igin transfer dgrenme
modellerinin kullanilabilecegini gostermektedir.
Xception modeli en etkili model olarak
bulunmustur, ancak diger modeller de yiiksek
dogruluk elde etmistir. Transfer &grenme
modellerinin kullanimi, bir modeli sifirdan egitmek
gerekmedigi icin zaman ve kaynak tasarrufu
saglayabilir. Bu da transfer 6grenme modellerini
celtik hastaliklarinin tespitine yonelik otomatik
sistemlerin  gelistirilmesi i¢in umut verici bir
yaklasim haline getirmektedir.
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Bu ¢alismanin sonuglari, ¢eltik hastaliklarinin daha
etkili ve dogru bir sekilde tespit edilmesi amaciyla
kullanilabilir. Bu sistem, ¢iftciler tarafindan
hastaliklar1 erken asamada tespit etmek ve
yonetmek i¢in kullanilabilir ve bu da iriin
kayiplarin1 azaltmaya yardimer olabilir. Sistem
ayrica aragtirmacilar tarafindan celtik
hastaliklarinin ~ gelisimini incelemek igin de
kullanilabilir.

Bu calismanin sonuglari, sinirli bir veri kiimesi
kullanildiginda elde edilen sonuglar {izerine
odaklanmistir. Daha biiyiikk bir veri kiimesinin
kullanilmasi, transfer Ogrenme modellerinin
performansin1  daha  kapsamli  bir  sekilde
degerlendirilmesine  olanak taniyacaktir. Bu
nedenle, gelecekte yapilacak caligsmalarin, geltik
hastaliklarinin smiflandirilmasinda transfer
6grenme modellerinin daha yiiksek bir veri kiimesi
lizerindeki performansini daha ayrintili bir sekilde
incelenmesi gerekmektedir. Elde edilen sonuglar,
daha biiyiik veri setleri kullanmanin bu tiir otomatik
teshis sistemlerinin basarisini daha da artirabilecegi
bir potansiyeli isaret etmektedir.
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