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Anahtar Kelimeler 0z

Veri Madenciligi, Bu c¢alismada, o6grencilerin bir dnceki déneme ait dénem sonu not
Makine Ogrenmesi, ortalamalarin1 veri madenciligi yontemleri ile analiz ederek sonraki
Egitsel Veri Madenciligi, doénemlerde alabilecegi donem sonu not ortalamalarinmi giderek genisleyen 3
Akademik Performansin kategoride (Boliim, Fakiilte, Universite bazinda) tahmin edecek yeni bir model
Tahmin Edilmesi, onerilmistir. Veri seti, Tiirkiye’de bir Devlet Universitesindeki tiim 6grenci
Erken Uyari Sistemleri. kayitlarinin tutuldugu Ogrenci Bilgi Sisteminden (OBS) alinmigtir. Veriler, Sinif

ogretmenligi bélimiinden 426, Egitim fakiiltesinden 2.379 ve Universite
genelinde egitim goren 5.149 6grencinin 2017-2018 Gliz ve Bahar Yariyih
dénem sonu not ortalamalarini icermektedir. Ogrencilerin dénem sonundaki
genel not ortalamalarini tahmin etmek i¢in veri madenciligi algoritmalarindan
rastgele orman, lineer regresyon, destek vektér makineleri ve k-en yakin
komsular algoritmalarinin basarimi hesaplanmis ve karsilastirilmistir.
Uygulanan tiim algoritmalar o6rnekleri %92 ile %94 arasinda degisen
oranlarda dogru bir sekilde simflandirmistir. Onerilen model, 6grencilerin
doénem sonu not ortalamalarini tek bir degisken ile 4 {izerinden 0,28 puanlk
ortalama sapma ile dogru tahmin etmistir. Donem sonu not ortalamalarinin
tahmin edilmesi sayesinde basarisiz olma riski ytliksek olan 6grenciler 6nceden
belirlenebilir.

PREDICTING ACADEMIC ACHIEVEMENT USING DATA MINING METHODS

Keywords Abstract

Data Mining, This study proposes a new model to analyze the grade point averages (GPAs)
Machine Learning, in the previous semester using data mining algorithms and to predict the final
Predict Of Academic GPAs that students may receive in the following semesters in three gradually
Performance, expanding categories (department, faculty, and university). The performances
Educational Data Mining,  of the Random Forest, Linear Regression, Support Vector Machines, and k-
Early Warning Systems. Nearest Neighbors algorithms, which are among the data mining algorithmes,

were calculated and compared to estimate the GPAs of the students at the end
of the semester. All algorithms applied correctly classified the samples at rates
varying between 92% and 94%. The proposed model correctly estimated
students’ grade point averages at the end of the semester with an average
deviation of 0.28 points over a 4 with a single variable. Students with a high
risk of failure can be determined in advance by estimating their final grade
point averages.
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Highlights
e Machine learning algorithms are quite successful in predicting students' academic achievement
e Exploring the hidden relationships in educational data and predicting students' academic
achievements Sentence
e The processing of educational data causes improvements in many areas such as predicting
student behaviour, analytical learning, and new approaches to education policies
Graphical Abstract

Model RMSE MAE R’
IR 0.453 0290 0455
g EF 0.434 0.280 0.499
E- SVM 0.457 0.289 0.443
g BN 0.480 0312 0.387
i3 0393 0296 0343
RF 0.398 0.300 0.530
£ SUM 0.393 0.295 0.542
Eoaw 0.396 0.299 0.534
53 0413 0315 0723
z EF 0422 0320 0712
g s 0.414 0315 0.723
A BN 0.419 0319 0.715

Figure. LR, RF, SVM, and KNN models’ performance criteria
Purpose and Scope
The study concerns predicting students’ academic achievement using GPS only, no demographic
characteristics and no socio-economic data. In this context, this study aimed to develop a new model that
can analyze the grade point averages (GPAs) of the previous semester with data mining methods and
predict the final GPAs in the following semesters in three categories (department, faculty, and university).

Design/methodolgy

Data mining (DM) methods analyze the data measured and predict the results of samples in similar
situations. Two types of these methods are regression and classification algorithms. While a regression
algorithms continuously predict values, the classification algorithms predict categorical values.

Findings

The model proposed here accurately estimated the GPAs of the students at the end of the semester with
an average deviation of seven points out of a hundred with a single variable. By estimating the final GPAs,
students who are at risk of failure or who are at risk of drop out can be identified. So, education and
training authorities can be given opportunities to implement corrective actions for these students.
Modules that predict academic performance with DM methods can also be added to the LMS. It will thus
be possible to make the most accurate predictions automatically and quickly. In short, teaching-learning
processes can be managed more effectively and more efficiently thanks to the predictions for academic
performance made by DM methods. Timely and targeted individual interventions can be ensured.

Originality

This study proposed a new model based on DM algorithms to identify students who have the potential to
fail and who may be likely to drop out the university. This new model analyzes the students’ GPAs from
the previous semester with DM algorithms and predicts the GPAs they may receive in the following
semesters in three categories (department, faculty, and university).
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1. Giris (Introduction)

Veri Madenciligi (VM), farkl siniflandirma algoritmalari kullanarak biiyiik veriden yeni yonelimler ve yeni
desenler ¢ikarma siirecidir (Baker ve Yacef, 2009). Baska bir deyisle biiytik veri setlerinden faydal bilgilerin
kesfedilmesidir. Egitsel veri madenciligi (EVM) ise “temel olarak 6grenciler ve egitmenler tarafindan
olusturulan egitsel verileri incelemek igin istatistiksel, makine 6grenimi ve veri madenciligi yontemlerini
gelistirir ve uyarlar” (Calvet Lifidn ve Juan Pérez, 2015, s.100). EVM, egitim ortamlarindan elde edilen
verilerdeki anlaml béliimleri, 6zgiin yapilar: ve gizli kaliplari ortaya ¢ikarmak icin yeni yontemler gelistirir.
EVM'nin temel amaci, egitimle ilgili konularda karar almay: desteklemek icin egitim verilerinden bilgi
cikarmaktir (Calvet Lifidn ve Juan Pérez, 2015). Akademik performansi degerlendirmek, gelecekteki
performansi tahmin etmek ve mevcut sorunlari belirlemek vb. i¢in 6grenciler tarafindan tiretilen verilerin
toplanmasini ve yorumlanmasini igerir. Kisaca EVM, biiyiik miktarda veriden 6nceden bilinmeyen, gizli,
anlamli ve faydal kaliplarin otomatik olarak ¢ikarilmasini igerir.

Akademik performans acisindan basarisizlik riski tasiyan 6grencileri belirlemek icin ¢esitli VM
algoritmalar1 basariyla uygulanmistir (Hu, Lo ve Shih, 2014). Ogrenme/6gretme siireglerini iyilestirmeye
hizmet eden bu algoritmalarin kullanimiyla kesfedilen bilgilerden hem 6grenciler hem de 6gretmenler
faydalanmaktadir (Ak¢apinar, Altun ve Askar, 2019). Giinlimiiz egitim sistemlerinde, demografik verileri ve
ogrencilerin akademik notlarimi igeren biiyiik miktarda veri elektronik ortamlarda saklanmaktadir. Bu
veriler cesitli 6grenme yoénetim sistemlerinden (OYS) ve o6grenci bilgi sistemlerinden (OBS) elde
edilmektedir. Egitim verilerindeki bu hizl artis, 68rencilerin 6grenme ¢iktilarinin iyilestirilmesine katkida
bulunabilir (Shorfuzzaman vd., 2019; Viberg vd., 2018).

EVM, ilgili paydaslar arasindaki iliskiyi tanimlamak ve egitim ortamindaki gizli oriintiileri kesfederek
O0grenme ortamini optimize etmek icin istatistiksel bilgi saglar (Fernandes vd., 2019). Daha sonra hem
6grencilerin hem de 6gretmenlerin olumsuz sonuglardan kaginmasini saglayacak ve boylece 6gretme-
6grenme stireglerinin iyilestirilmesine hizmet edecek pedagojik yaklasimlarin gelistirilebilecegi bir model
olusturur. Ornegin, EVM ile ilgili baz1 calismalar e-6grenme sistemlerini karsilastirmis (Lara vd., 2014),
bazilari egitim verilerini siniflandirmis (Chakraborty vd., 2016), digerleri ise 6grenci performansini tahmin
etmeye calismistir (Fernandes vd. 2019). Béylece hem basarili hem de risk altindaki 6grencilerin
belirlenmesiyle diizeltici stratejiler ve pedagojik yontemler gelistirilebilir (Casquero vd., 2016; Fidalgo-
Blanco vd., 2015).

Ahmad ve Shahzadi (2018), akademik agidan basarisiz olma potansiyeli olan 6grencileri belirlemek icin
makine 6grenmesi yontemleri ile bir model gelistirmistir. Ogrencilerin 6grenme becerilerini, calisma
aliskanliklarini ve akademik etkilesim 6zelliklerini bagimsiz degiskenler olarak belirlemislerdir. Modelin
basarimi %85 olarak bulunmustur. Cruz-Jesus ve ark. (2020), 6grencilerin demografik 6zelliklerini
kullanarak akademik performanslarini tahmin etmeye calismistir. K-en yakin komsular, lojistik regresyon,
rastgele orman ve destek vektér makineleri algoritmalari, 6grencilerin %65'inin akademik performansini
dogru bir sekilde tahmin etmistir. Fernandes ve ark. (2019) 6grencilerin demografik 6zelliklerini ve dénem
ici etkinliklere yonelik basar1 puanlarini kullanarak bir model gelistirmistir. Musso ve ark. (2020) ise,
ogrencilerin sosyo-ekonomik 6zelliklerine ve akademik performanslarina dayali bir makine 6grenmesi
modeli gelistirmistir.

Waheed ve ark., (2020), 6grencilerin OYS'deki etkilesimlerini farkli bir bakis acisiyla kullanarak yeni bir
makine 6grenmesi modeli gelistirmistir. Gelistirdikleri modelin %85 oraninda dogru tahminler yaptigini
belirten arastirmacilara gére, daha énce ¢evrimici dersleri gezinen 6grenciler daha basarili olmustur. Xu vd,,
(2019) dniversite 6grencilerinin internet kullamim o6zellikleri ile akademik performanslar1 arasindaki
iliskiyi incelemistir. Gelistirdikleri model, 6grencilerin performansini yiiksek dogruluk oraniyla tahmin
etmistir. Burgos ve ark. (2018) da benzer sekilde o6grencilerin ge¢mis yariyillardaki akademik
performanslari ile sonraki yariyillardaki akademik performanslari arasindaki iligkiyi incelemistir.

Sonug olarak EVM 6grencilerin okulu birakmasi veya derse olan ilgisinin azalmasi gibi durumlarin erken
tahmin edilmesini, performanslarin1 etkileyen igsel faktorlerin analiz edilmesini ve 6grencilerin
performansini élgmek icin istatistiksel tekniklerin yapilmasim saglar. Ogrencilerin akademik basarilarini
tahmin etmek, yavas 6grenenleri ve okulu birakmalar: belirlemek icin ¢esitli veri madenciligi teknikleri
kullanilmaktadir (Hardman, Paucar-Caceres ve Fielding, 2013; Kaur, Singh ve Josan, 2015). Bu baglamda
erken tahmin, bu alanda uygun diizeltici strateji ve politikalar 6nererek 6grencilere destek olmak igin
degerlendirme yontemlerini kapsayan nispeten yeni bir olgudur (Ak¢apinar vd., 2019; Waheed vd., 2020).
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Akademik performansi ve kaliciligi tahmin etmeyi amaclayan arastirmacilar, sinir aglari, karar agaclari, logit,
probit ve regresyon dahil olmak tizere bir dizi teknik uygulamislardir (Nandeshwar, Menzies ve Nelson,
2011). Bununla birlikte, en yeni ¢calismalarda rastgele orman (Hung vd., 2020), genetik programlama (Pillay,
2020) ve Naive Bayes (Sutoyo ve Almaarif, 2020) algoritmalar1 benimsenmistir. Bu alandaki literatiir
incelendiginde ¢calismalarda ¢ok cesitli degiskenlerin kullanildig: gérilmuistiir:

Bunlardan bazilar1 sunlardir; 6grencilerin internette biraktigi gezinme, ders izlemede harcanan stire, devam
yuzdesi gibi ¢esitli dijital izler (Fernandes vd., 2019; Waheed vd., 2020; Xu vd., 2019), cinsiyet, yas, ekonomik
durum, katildig1 ders sayisi, internet erisimi gibi 6grencilerin demografik 6zellikleri (Aydemir, 2017;
Bernacki vd., 2020; Cruz-Jesus vd., 2020; Garcia-Gonzalez & Skrita, 2019; Rebai, Yahia ve Essid, 2020; Rizvi,
Rienties ve Ahmed, 2019), 6grenme becerileri, ¢alisma yaklasimlari, ¢alisma aliskanliklar1 (Ahmad ve
Shahzadi, 2018), 6grenme stratejileri, sosyal destek algisi, motivasyon, saglik, akademik performans
ozellikleri (Costa-Mendes vd., 2020; Musso vd., 2020; Kiling, 2015; G6k, 2017), 6devler, projeler, quizler
(Kardas & Giivenir, 2020).

Bu tiir calismalarda gelistirilen modellerin hemen hemen hepsinde siiflandirma dogruluk oraninin %70
ile %95 arasinda degistigi gortilmektedir. Ancak bu kadar ¢esitli verilerin toplanmasi ve islenmesi ¢ok
zaman almakta ve uzman bilgisi gerektirmektedir. Ayrica Hoffait ve Schyns (2017) sosyo-ekonomik verilerin
(ebeveynlerin egitim diizeyi ve meslegi vb.) gereksiz oldugunu ve bu kadar fazla veri toplamanin zor
oldugunu belirtmistir. Ayrica bu demografik veya sosyo-ekonomik veriler basarisizligin nasil dnlenecegi
konusunda her zaman dogru fikirleri saglamayabilir (Bernacki vd., 2020).

Tiirkiye'de yiiksek6gretim, Bologna Siireci terminolojisi acgisindan kisa, birinci, ikinci ve tgiinci
asamalardan olusan tim ortadgretim sonrasi yliksek6gretim programlarin1 kapsamaktadir. Tiirk
yuksekogretim programlarinin yapisi, tek kademeli bir sisteme sahip olan dis hekimligi, eczacilik, tip ve
veterinerlik programlar1 disinda, iki kademeli bir sisteme dayanmaktadir. Bu tek asamali programlarin
stiresi, alt1 y1l (360 AKTS) stiren tip harig, bes yildir (300 AKTS). Bu tek asamali1 programlardaki yeterlilikler,
birinci asama (lisans) arti ikinci asama (yiiksek lisans) derecesine esdegerdir. Lisans egitim diizeyi, sirasiyla
tam zamanh iki yillik (120 AKTS) ve dort yillik (240 AKTS) egitim programlarinin basariyla
tamamlanmasinin ardindan verilen kisa dénem (6nlisans) ve birinci asama (lisans) derecelerinden olusur.

Ogrencinin akademik basarisi, Ogrenci Isleri Daire Bagkanliklar1 tarafindan yariyil sonu notu (ara sinav
puaninin %40" ile yariyll sonu sinav puaninin %60'1nin toplami) ve genel not ortalamasi (AGNO) dikkate
alinarak hesaplanir ve bu not égrencinin kisisel dosyasina islenir. Onlisans ve Lisans veya Yiiksek Lisans
derecesi elde edebilmek icin 6grencilerin genel not ortalamasinin 4,00 tizerinden 2,00'den az olmamasi ve
programdaki tiim dersleri ve yaz uygulamalarini basariyla tamamlamis olmalar1 gerekir.

Bu ¢alisma, 6grencilerin akademik basarisini yalnizca dénem sonu not ortalamasini kullanarak, demografik
ozellikler ve sosyo-ekonomik veriler olmadan tahmin etmeye yoneliktir. Bu baglamda bu ¢alismada, bir
onceki yariyilin not ortalamalarini veri madenciligi yontemleriyle analiz ederek sonraki yariyillarin dénem
sonu not ortalamalarini li¢ kategoride (bdliim, fakiilte ve iiniversite) tahmin edebilen yeni bir model
gelistirilmesi amag¢lanmistir. Veri seti bu li¢ kategoriye ayrilmistir. Béylece gelistirilen modelin performansi
grup bazinda degerlendirilebilecektir. Bu genel amag¢ dogrultusunda VM'den hangi algoritmalarin en yiiksek
performansa sahip oldugu belirlenmistir. Bu durum 6grencilerin akademik gelisimlerine katk: saglayacak
pedagojik miidahalelerin ve yeni politikalarin gelistirilmesine katk: saglayacaktir. Bu sayede her akademik
donem sonunda yapilacak degerlendirmelerle basarisiz olma potansiyeli olan égrenci sayisi azaltilabilir.

2. Yontem (Method)

Bu béliimde veri setinin, 6n isleme tekniklerinin ve kullanilan makine 6grenmesi yontemlerinin ayrintilari
sunulmustur.

2.1. Veri kiimesi (Dataset)

Egitim kurumlar1 6grencilere iliskin verileri diizenli olarak elektronik ortamda saklar. Bu veriler
6grencilerin demografik 6zelliklerinden akademik performanslarina kadar ¢ok fazla ¢esit ve hacimde
olabilmektedir. Bu ¢alismada veriler Tiirkiye’de bir Devlet Universitesinde egitim géren tiim égrenci
kayitlarinin tutuldugu Ogrenci Bilgi Sisteminden (OBS) alinmistir. Bu kayitlar arasindan Bélim
kategorisinden sinif 6gretmenligi programina kayith 6grenciler, Fakiilte kategorisinden Egitim Fakiiltesi
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ogrencileri ve Universite kategorisinden 2017-2018 Bahar Yariyilinda Universiteye kayith toplam 5.649
6grencinin dénem sonu not ortalamalar veri seti olarak alinmistir. Veri seti, gelistirilen modelin farkh
gruplarda gosterecegi performansin anlamliligini ve tutarhligini degerlendirebilmek icin bu sekilde ¢
kategoriye ayrilmistir. Bir bagka ifade ile modelin performansini boliim, fakiilte ve liniversite geneli olmak
tizere 3 kategoride belirlemek icin veri seti gruplandirilmistir. Ogrencilerin birimlere gére dagilimi Tablo
1.de verilmistir.

Tablo 1. Ogrencilerin Akademik Birimlere Gére Dagilimi (The Distribution of The Students by The Academic Unit)

Akademik birim Ogrenci Sayisi
iktisadi ve Idari Bilimler Fakiiltesi 1.464
Fen Bilgisi Ogretmenligi 281
Sosyal Bilgiler Ogretmenligi 289
Tiirkce Ogretmenligi 261
Egitim Fakiiltesi Sinif Ogretmeflligi ) 426
Bilgisayar ve Ogretim Teknolojileri Ogretmenligi 148
[Ikégretim Matematik Ogretmenligi 193
Rehberlik ve Psikolojik Danigsmanlik 573
Okul Oncesi Ogretmenligi 208
Fen Edebiyat Fakiiltesi 1.487
Ziraat Fakiiltesi 319
Toplam 5.649

Bu ¢alisgmada 2017-2018 Egitim Ogretim yili Giiz yariyih dénem sonu not ortalamasi bagimsiz degisken
olarak Bahar yariyili dénem sonu not ortalamasi ise bagimli degisken olarak belirlenmistir. Dnem sonu not
ortalamasi 0 ile 100 araliginda degerler alabilmektedir. Ogrencilerin giiz dénemi not ortalamasina bagh
olarak gelistirilen model, bahar donemi not ortalamasini tahmin etmektedir. Bir bagka ifade ile 6grencinin
gliz doneminde gosterdigi performansin bahar déneminde gosterebilecegi performansi hangi diizeyde
acikladigi incelenmistir. Yapilan dénem sonu not ortalamasi tahmini ile basarisiz olma potansiyeli olan
ogrencilere diizeltici faaliyetler yapabilmek i¢in yaklasik 5 ay gibi bir siire bulunmaktadir.

2.2. Veri Hazirlama (Data Preparation)

Verinin makine 6grenmesi modeline uygun hale ddniistiiriilmesi asamasidir. Verilerin kullanima hazir hale
getirilmesi stlirecidir. Ham verilerin islenebilir verilere déntistiiriilmesi giiriiltiiden arindirilmasidir. Bu
amacla toplam 6.729 kayittan 1080 (%16) tanesi (6rnegin giiz déneminde derslere girip bahar doneminde
katilmayan veya kaydini sildiren égrencilerin kayitlar1) silinmistir. 0BS'den alinan veri setinde égrencilerin
her bir dersten aldig1 vize, mazeret, final ve biitiinleme sinavlarina ait puanlar vardir. Bu puanlarin her biri
bir satir olarak kayithidir. Oncelikle her bir égrenci icin ¢ok sayida satirdan olusan bu kayitlar1 dénem
bazinda gruplandirilmistir ve ortalamalar1 alinmistir. Daha sonra satirlardan olusan vize, mazeret, final ve
biitlinleme sinav notlari stitunlara déniistiiriilerek 6znitelik haline getirilmistir.

2.3. Algoritmalarin Uygulanmasi (Applying the Algorithms)

Veri tanimlama ve toplama asamasindan sonra modelin gelistirilmesi agamasina ge¢ilmistir. Bunun i¢in
makine 6grenmesi algoritmalar1 uygulanmistir. Basar1 ve basarisizligin nedenlerini incelemek i¢in yapilan
analizlerde lojistik regresyon ve zaman serisi gibi istatistiksel yontemler kullanilabilir (Ortiz ve Dehon,
2008; Ortiz ve Dehon, 2013). Ancak bir ya da birden ¢cok degiskenin sonuglarina bagli olarak bagka bir
degiskenin alabilecegi degerlerin tahmin edilmesinde karar agaglar1 (Nandeshwar vd., 2011; Delen, 2011),
destek vektor makineleri (Huang ve Fang, 2013), rasgele ormanlar (Vandamme vd., 2007; Delen, 2010), ve
yapay sinir aglar1 (Vandamme vd., 2007; Delen, 2010) daha verimlidir ve daha dogru sonuclar verir. Makine
O0grenmesi yontemleri bilinen verilere dayali olarak yeni verilerin sonuglarini basarili bir sekilde tahmin
edebilen modeller olusturmaktadir. Bu baglamda 6grencilerin akademik performansini tahmin etmek igin
daha 6nce yapilan ¢alismalara benzer sekilde lineer regresyon (LR), rastgele orman (RO), destek vektor
makineleri DVM) ve k-en yakin komsular (kNN) uygulanmistir (Ak¢apinar vd., 2019; Cruz-Jesus vd., 2020;
Zabriskie vd., 2019). Bdylece basarisiz olma potansiyeli ve dersi/okulu birakma olasilig1 olan 6grenciler
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belirlenebilecektir. Boliim, fakiilte ve tliniversite kategorilerinde verilerin %70'i egitim verisi, %30'u test
verisi olarak dagitilmistir. Tablo 2 egitim ve test verilerinin kategorilere gére dagiliminmi géstermektedir.

Tablo 2. Egitim ve Test Verilerinin Kategorilere gére Dagilimi
(The Distribution of Training and Test Data According to The Categories)

Akademik birim Egitim verisi Testverisi Veri Seti
Sinif Ogretmenligi Bolimii 299 127 426
Egitim Fakdiltesi 1.666 713 2.379
Universite 3.955 1.694 5.649

2.3.1. Regresyon modelleri (Regression models)

Regresyon modelleri, makine 6grenmesinin 6nemli bir dali olup bagimli bir degisken ile bir veya daha fazla
bagimsiz degisken arasindaki iliskiyi modellemeyi amaglar. Regresyon analizinin temel amaci, bagiml
degiskenin (hedef degisken) degerlerini tahmin edebilmek i¢cin bagimsiz degiskenlerin (6zellikler) etkilerini
anlamaktir. Regresyon modelleri, 6zellikle stirekli ve nicel verilerin tahmin edilmesinde yaygin olarak
kullanilir. Siirekli veriler, belirli bir aralikta herhangi bir degeri alabilen veri tiirleridir. Bu ¢alismada
kullanilan veriler stirekli ve nicel verileri icerdigi icin regresyon modelleri kullanilmistir. Bu ¢alismada
kullanilan regresyon modelleri sunlardir: Rastgele Orman (RO), Lineer Regresyon (LR), K-En Yakin Komsu
(kNN) ve Destek Vektor Makinesi (DVM).

2.3.1.1. Rastgele orman (Random forest)

Karar Agacglari hem regresyon hem de siniflandirma problemlerini ele alabilen denetimli bir makine
6grenmesi teknigidir (Breiman, 2001; aktaran Costa-Mendes vd., 2020). Karar agaci, agacin i¢ diigimlerinin
bagimsiz degiskenleri icerdigi ve yapraklarin olas1 hedef siniflara karsilik geldigi bir aga¢ yapisi bigimine
sahip bir siniflandirma modeli olusturur. Her dahili diiglimtin, degiskenin alabilecegi olas1 degerlere karsilik
gelen birka¢ dali vardir. Bir karar agacinin olusturulmasy, her yinelemede, verilerin homojenligine dayal
olarak agaca girmek icin bir degiskenin secildigi yinelemeli bir siirece dayanir.

Bir karar agaci, bir dizi sorunun cevaplarina bagh olarak bir degiskeni basarili basarisiz seklinde
siniflandirmaya izin verir. En ilgili sorularin sirasini belirlemek i¢in 6zyinelemeli bir "bdl ve fethet" islemi
yuriitiir. Bu agaglar karar siireci ve temel faktorler (soru sirasi) hakkinda kapsamli bilgi saglar. Bir agacgtan
elde edilen sonuglarin okunmasi, diger yontemlerle elde edilen sonuglarin okunmasindan daha kolaydir.

Rastgele Orman (Breiman, 2001; aktaran Costa-Mendes vd., 2020), rastgele karar aga¢larinin birlesiminden
olusan bir makine 6grenmesi ydntemidir. Karar agaci hedef degiskenler agisindan homojen simiflar
olusturmak icin tahmin degiskenlerini sirayla bir dizi b6liim ve alt boliime ayiran bir makine 6grenme
algoritmasidir. Rastgele bir karar agacinda her diiglimde en iyi béliinme rastgele degisken secimiyle
gerceklestirilir (Amit ve Geman, 1997; aktaran Costa-Mendes vd., 2020).

2.3.1.2. Destek vektor makineleri (Support vector machines)

DVM, siniflandirma ve regresyon sorunlarini ele almak icin popiiler bir makine 6grenmesi yontemidir
(Cortes & Vapnik, 1995). DVM her bir gdzlemin olasi iki siniftan birine ait oldugu bir siniflandirma
problemine odaklanir. Bdylece her bir sinifin 6rneklerini ikinci sinifin érneklerinden ayiran en iyi alt kiime
belirlenir (Hastie vd., 2017; Akt. Cruz-Jesus vd., 2020).

2.3.1.3. Lineer regresyon (Linear regression)

Regresyon, bagimsiz degiskenler ile bagimli degisken arasindaki iliskiyi en iyi aciklayan fonksiyonu elde
etmek i¢in uygulanan istatistiksel tekniklerdir (Kudyaba ve Hoptroff, 2001; aktaran Cihan vd., 2017). Sinif
olarak tanmimlanan 6znitelik bagimli degisken, geri kalan 6znitelikler ise bagimsiz degiskenler olarak
tanimlanir. Regresyon denetimli 6grenmedir. Regresyon analizi degiskenler arasinda neden-sonug
iliskisinin bulunmasina olanak saglayan bir analiz yontemidir.

2.3.1.4. K-en yakin komsular (kNN) (K-nearest neighbors)

kNN, hem siniflandirma hem de regresyon problemlerini ¢6zmek icin kullanilabilecek bir makine 6grenmesi
teknigidir (Cover ve Hart, 1967). Bu ydntem, belirli siniflardan olusan bir 6rneklem setindeki gézlem
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degerlerini kullanarak, érnege dahil edilecek yeni bir gézlemin sinifin1 belirlemek icin kullanilir. Bir
regresyon problemi durumunda algoritma, arama uzayindaki daha yakin (Oklid uzakligina gore) veri
noktalarinin ayni hedef sinifa ait olma olasiliginin daha ytiksek olmasi gerektigini varsayar. Kullanilan
formiil Denklem 1'de verilmistir.

dCoy) = (50 (ou - x5)° (1)

kNN algoritmasi, egitim setindeki her bir nokta cifti arasindaki mesafeyi hesaplar ve daha sonra, cogunluk
oyu kullanarak yeni bir veri noktas1 p'yi siniflandirir. Egitim setinden, p'ye daha yakin olan K noktalarini
dikkate alarak p'yi K komsularinin ¢gogunlugunun ait oldugu sinifa atar.

3. Deneyler ve Sonuclar (Experiments and Results)

Tim deneysel asama Orange makine 6grenmesi yazilimi ile gerceklestirilmistir (Ratra ve Gulia, 2020). Sekil
1'de bu calisma icin tasarlanan is akisi semasi gosterilmektedir. Veriler, sinif 6gretmenligi bélimiinde
O6grenim goren 426, egitim fakiiltesinde 6grenim géren 2.379 ve lniversitede 6grenim goéren 5.649
6grencinin 2017-2018 giiz ve bahar dénemi genel not ortalamalarini icermektedir. Veri setindeki her bir
gozlem yeterli sayida egitim verisi 6rnegi ile temsil edilebildigi icin 6n isleme asamasinda herhangi bir veri
seti dengesizligi olusmamistir. Modelin tasariminda giiz donemi genel not ortalamalari bagimsiz degisken
olarak kullanilmistir. Agiklanmasi gereken degisken ise bahar dénemi genel not ortalamalariydi. Tablo 3
model degiskenlerini gostermektedir.
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r
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E? Ly . g EO&;
= a e L)
o ,Oﬁ- — ‘i
& %qg; {ag,-,,w
gﬁﬁ' = Prag.
£ e
- SVM o
Data Dsta Sampl — et
1 e 0‘? amp Data Predictio ne — Dt -
06:3% Ed.ldg(5 L K
! & B
select Columns Data S | — o Learnel
a ampler - %ﬁ . . Predictions Test and Scor
% 3:4"."" &
" . g
%, > :
® ,\gx" \ﬁam
Y, Linear Regression I
%
.o
kNN

Sekil 1. Gelistirilen Modelin Is Akis Semasi (Workflow of The Model Developed)

Tablo 3. Model Degiskenleri (Model Variables)
Oznitelikler Hedef degisken Meta

2017-2018 2017-2018
Giliz donemi Bahar donemi

stdID

Tablo 4'te 2017-2018 Bahar siitununda yer alan degerler gercek degerlerdir. LR, RO, DVM ve kNN
stitunlarindaki degerler ise ilgili modelin tahmin ettigi degerlerdir. Ornegin boliim kategorisinde std1
numarali 6grencinin bahar yariyili genel not ortalamasi 3.05’dir. LR, RO, DVM ve kNN modellerinin tahmin
edilen degerleri sirasiyla 3,16, 3,00, 3,17 ve 3,18'dir. ilk érnekte gériildiigii gibi modeller yaklasik 0,10
puanlik sapma ile dogru tahmin yapmaktadir.
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Tablo 4. Tahmin Modellerinin Olasiliklar1 ve Nihai Kararlar1 (Probabilities and Final Decisions of Prediction Models)

2017- 2017
stdid LR RO DVM kNN 2018 )
Bahar 2018 Gliz

stdl 3,16 3,00 317 3,18 3,05 3,00

¢ std2 277 291 280 287 318 2,37
= std3 346 343 346 333 345 3,50
“ std4 313 312 314 312 321 2,95
std5 3,02 319 3,04 304 374 2,78
stdl 2,98 301 300 307 327 2,86

o std2 244 240 248 241 185 2,22
T std3 2,74 281 277 285 2,88 2,58
S std4 387 365 386 368 400 3,92
std5 3,40 3,35 340 340 344 3,36
stdl 262 254 264 2,70 2,84 2,54

2 std2 161 169 163 158 026 1,46
§ std3 343 343 345 348 333 3,40
£ std4 151 134 153 148 138 1,35
std5 388 343 390 371 3,09 3,88

VM yontemleri 6l¢iilmiis verileri analiz eder ve benzer durumlardaki 6rneklerin sonuglarini tahmin eder. Bu
yontemlerin iki tiirii regresyon ve siniflandirma algoritmalaridir. Regresyon algoritmalar: stirekli olan
degerleri tahmin ederken, siniflandirma algoritmalar1 kategorik degerleri tahmin eder. Sonug olarak temel
fark, cikt1 degiskeninin regresyon icin sayisal (veya siirekli), siniflandirma icin ise kategorik (veya ayrik)
olmasidir. Yani bagimsiz degisken siirekli bir degiskendir. Bu nedenle tahmin sonuclarinin dogrulugu
regresyon metrikleri ile 6lciilmiistiir. Genel not ortalamalari i¢in 6ngériilen degerler dort farkli metrik
(Belirlilik Katsayisi-CoD, Ortalama Mutlak Hata-MAE, Ortalama Kare Hata-MSE ve Kék Ortalama Kare
Hatas1-RMSE) kullanilarak degerlendirilmistir (Botchkarev, 2018; Botchkarev, 2019; Willmott & Matsuura,
2005). Bir VM modelinin dogruluk katsayisi (R?) ne kadar yiiksek olursa, tahmin edilen degerler gercek
degerlere o kadar yakin olur. MSE, RMSE ve MAE degerleri ise modelin hata 6l¢iisiidiir. Diisiik degerler
modelin yiiksek performans gdsterdigi anlamina gelir. Bu ¢alismada modellerin performanslar1 RMSE, MAE
ve R? metrikleri ile hesaplanmistir. Korelasyon katsayisinin (R?) 1,00 olmasi bagimli degisken ile bagimsiz
degiskenler arasinda miikemmel bir pozitif iligkiyi gésterir; -1,00 tamamen negatif bir iliskidir; 0,00 ise
herhangi bir iliskinin olmadigin1 gosterir. Korelasyon katsayisinin mutlak degeri 0,70-1,00 arasinda ise
yliksek diizeyde bir iliski, 0,70-0,30 arasinda ise orta diizeyde bir iliski ve 0,30-0.00 arasinda ise diisiik
diizeyde bir iliski vardir (Biytkdztirk, 2008, sayfa 32). Tablo 5'te 6grencilerin dénem sonu genel not
ortalamalarinin tahminine iliskin analiz sonuglar:1 gosterilmektedir.
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Tablo 5. LR, RO, DVM ve kNN Modellerinin Performans Olt;ijtleri (LR, RF, SVM, and kNN Models’ Performance Criteria)
Model RMSE MAE R2
LR 0,453 0,290 0,455

E RO 0434 0280 0,499
S DVM 0457 0,289 0443

kNN 0480 0312 0,387

LR 0393 0296 0,543
£ RO 0398 0300 0530
% DVM 0393 0295 0542

kNN 0,396 0299 0,534
o LR 0413 0315 0,723
% RO 0422 0320 0712
“E’ DVM 0414 0315 0,723
=)

kNN 0,419 0,319 0,715

Boliim kategorisinde en yiiksek R? (0,499) degerini RO algoritmasi vermistir. Bu bulguya gére béliim
kategorisinde tahmin edilen veriler ile gercek veriler arasinda orta diizeyde bir korelasyon vardir. Ayrica
MAE degerine (0,280) gore gercek veriler 0,280 puan yukar1 veya asagl sapma ile dogru tahmin edilmistir.
Tahmin sonuglarinin gergek sonuglara ne kadar yakin oldugunu dl¢gmeye olanak taniyan bu metrik hata
degeri ne kadar diisiik ise o kadar iyi sonuclar tretilmektedir MAE icin kullanilan formiil Denklem 2’de
verilmistir. Sonug olarak RO algoritmasi 6rnekleri %93,00 oraninda dogru simiflandirmistir.

MAE — 2:i=1|(yi;)\(xi))|E"'; (2)

Fakiilte kategorisinde en yiiksek R? (0,543) degerini LR algoritmas1 vermistir. Bu bulguya gore fakiilte
kategorisinde tahmin edilen veriler ile gercek veriler arasinda orta diizeyde bir korelasyon vardir. Bununla
birlikte MAE degerine (0,296) gore, gercek veriler 0,296 puan yukari veya asagi sapma ile dogru tahmin
edilmistir. Sonug olarak LR algoritmasi 6rnekleri %92,60 oraninda dogru smiflandirmistir.

Universite kategorisinde ise en yiiksek R? (0,723) degerini LR ve DVM algoritmalar: vermistir. Bu bulguya
gore Universite kategorisinde tahmin edilen veriler ile gercek veriler arasinda yiliksek diizeyde bir
korelasyon vardir. Ayrica MAE degerine (0,315) gore, gercek degeri 0,315 puan yukari veya asag1 sapma ile
dogru tahmin edilmistir. Sonu¢ olarak LR ve DVM algoritmalar1 6rnekleri %92,13 oraninda dogru
siniflandirmistir.

4. Tartisma ve Sonug¢ (Discussion and Conclusion)

Bu ¢alismada basarisiz olma potansiyeli ve ilerleyen donemlerde dersi ya da okulu birakma ihtimali yiiksek
olan 6grencileri belirlemek i¢cin makine 6grenmesi yontemlerine dayali yeni bir model onerilmistir.
Ogrencilerin bir 6nceki déneme ait donem sonu not ortalamalarini veri madenciligi yéntemleri ile analiz
ederek sonraki donemlerde alabilecegi donem sonu not ortalamalarin1 3 kategoride (Boliim, Fakiilte,
Universite bazinda) tahmin edecek yeni bir model énerilmistir. Veri seti boliim, fakiilte ve iiniversite geneli
olacak sekilde kategorilere ayrilmistir. Ciinkii gelistirilen modelin basarimi kategori bazinda da
degerlendirilecektir. Ayrica dort makine 6grenmesi yonteminin (LR, RO DVM ve kNN) performans
gostergeleri karsilagtirilmistir. Kisaca bu g¢alismada li¢ parametreye odaklanilmistir. Birincisi tek bir
bagimsiz degisken ile akademik basar1 tahmini yapmak. Ikincisi dért makine 6grenmesi yénteminin (LR,
kNN, SVM ve RF) performans gostergelerini karsilastirmak. Ugiinciisii ise 3 farkh kategoride (Boliim,
Fakiilte, Universite) tahmin sonuglarini karsilastirmaktir.

Universite kategorisindeki LR, RO, DVM ve kNN algoritmalarinda égrencilerin bir énceki déneme ait genel
not ortalamalari ile bir sonraki yariyll genel not ortalamalar1 arasinda yiiksek diizeyde bir korelasyon
bulunmustur. Algoritmalarin ytliksek performans gostergelerinin yani sira tahminlerin tek degisken
kullanilarak yapilmis olmasi ¢alismanin 6zgiinliigiinii gostermektedir. Bulgular, 6grencilerin bir dnceki
yariylldaki genel not ortalamalarinin bir sonraki yariyillda alacaklar1 genel not ortalamalarimi yiiksek
diizeyde acikladigini ifade etmeye olanak saglamaktadir.
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Boliim ve fakiilte kategorilerinde LR, RO, DVM ve kNN algoritmalari 6grencilerin bir 6nceki dénem genel not
ortalamalart ile bir sonraki donem genel not ortalamalar arasinda orta diizeyde bir korelasyon oldugunu
ortaya koymustur.

Literatlirde 6nceki dénem sonu not ortalamasina (tek bir degisken ile) dayali olarak dénem sonu not
ortalamalarinin tahmin edildigi herhangi bir ¢alismaya rastlanmamistir. Bu ytlizden arastirma sonuglari
6grencilerin akademik basar1 puanlarini ¢esitli demografik ve sosyo-ekonomik degiskenlere dayali olarak
tahmin etmeye calisan arastirmalar ile karsilastirilmistir. Hoffait ve Schyns (2017) cesitli demografik
ozelliklerine dayali olarak basarisizlik riski yiiksek olan 6grencileri belirlemek icin veri madenciligi
teknikleri ile yeni bir model gelistirmistir. LR, yapay sinir aglar1 (YSA) ve RO yontemlerinin performans
gostergelerini karsilastirmistir. Basarisizlik riski yiiksek olan 6grencileri %90 dogruluk ile tahmin
edebilmistir. Waheed ve ark. (2020) akademik acidan disiik performans riski tasiyan ve dersi birakma
potansiyeli olan 6grencileri derin 6grenme modelleri ile belirlemistir. Ogrencilerin demografik 6zellikleri ile
birlikte LMS'deki toplam 54 6grenci davranis 6zelligi ile bir model gelistirmistir. Model ortalama %88
oraninda dogru siniflandirma yapmustir. Elde ettigi sonuglarin karar verme stireglerine katkida bulunacagin
iddia etmektedir. Benzer sekilde Xu ve ark. (2019) de 6grencilerin internet kullanimi davranis 6zellikleri ile
akademik performanslar1 arasindaki iliskiyi makine 6grenmesi yontemleri ile incelemistir. Benzer sekilde
Bernacki ve ark. (2020) 6grencilerin LMS'de biraktiklar: dijital izlere dayali olarak akademik basari
puanlarini tahmin etmeye calismistir. Dersi tekrar etmesi gereken 6grencileri %75 basar1 orani ile dogru
tahmin etmistir. Ahmad ve Shahzadi (2018) ise 6grencilerin ders ¢alisma aliskanliklari, 6grenme becerileri
ve akademik etkilesim oOzellikleri ile akademik performanslar1 arasindaki iliskiyi makine 6grenmesi
yontemleri ile belirlemistir. Onerdikleri modelin %85 oraninda dogru tahmin yaptigi sonucunu bulmustur.
Sonug olarak yiiksek diizeyde bir iliski bulmustur ve makine 6grenmesi tekniklerinin egitim-6gretim
yonetiminin gelistirilmesine katkida bulunacagin1i savunmaktadir. Makine 6grenmesi yontemleri
ogrencilerin demografik ve sosyo-ekonomik 6zellikleri ile akademik performanslari arasindaki iliskinin
belirlenmesinde ¢ok basarili sonuclar vermektedir (Cruz-Jesus vd., 2020; Costa-Mendes vd., 2020). Ancak
dikkat edilirse bu calismalarin hepsinde tahmin modelinin ¢ok sayida bagimsiz degisken ile kuruldugu
gortilebilir.

Kisaca onerilen model 6grencilerin dénem sonu not ortalamalarini tek bir degisken ile yiliz lizerinden
ortalama 7 puan sapma ile dogru tahmin etmektedir. D6nem sonu not ortalamalarimin tahmin edilmesi
sayesinde basarisiz olma riski olan ya da okulu birakma riski olan 6grenciler 6nceden belirlenebilir. Egitim-
Ogretim otoritelerine bu 6grencilere diizeltici faaliyetler uygulayabilmeleri icin firsatlar verilebilir. LMS'lere
makine 6grenmesi yontemleri ile akademik performans tahmini yapan modiiller eklenebilir. Boylece
otomatik ve hizli bir sekilde en dogru tahminler yapilabilir. Kisaca makine 6grenmesi yontemleri ile
yapilacak akademik basar1 tahmini sayesinde 6grenme-6gretme siiregleri daha etkili ve daha verimli bir
sekilde yonetilebilir. Zamaninda ve hedef odakl bireysel miidahaleler yapilmasi saglanabilir.

Sonug olarak; bu arastirma, 6grencinin akademik basar1 diizeyini tespit etmede farkli degiskenler, farkh
algoritmalar ve farkli bir yaklasim kullansa da elde edilen sonuglar énceki arastirmalarla uyumludur ve
makine 6grenmesi yontemlerinin 6grenci akademik motivasyonunu tahmin etmede etkili bir model
olusturabilecegini dogrulamaktadir. LR, RO, DVM ve kNN modellerinin basarim oranlari ¢ok yiiksek diizeyde
bulunmustur. Ayrica bu modellerin Béliim, Fakiilte ve Universite kategorileri icin de uygulanabilecegi
gorilmiistiir. Bu tiir veriye dayali calismalarin karar alma siireclerine ¢ok 6nemli katkilar saglayabilecegi
soylenebilir. Ancak o6grencilerin desteklenmesi, karar alma siireglerinin ydnetilmesi ve Ogrencilerin
katiliminin saglanmasi i¢in diizeltici stratejiler gelistirilmesi de gerekmektedir.

Bu calismada, Tiirkiye'deki bir devlet tiniversitesindeki 6grencilerin verileri kullanilarak 6grencilerin 6nceki
donem genel not ortalamalarinin veri madenciligi yontemleri kullanilarak analiz edilmesi ve 6grencilerin
sonraki donemlerde alabilecekleri nihai genel not ortalamalarinin tahmin edilmesi amag¢lanmistir. Bu
nedenle gelecekteki arastirmalarda farkli egitim diizeyindeki 6grenciler tlizerinde c¢alisilabilir. Ayrica
ogrencilerin akademik performanslarini etkileyen cesitli bireysel farkliliklar dikkate alinarak gelecek
calismalar planlanabilir. Son olarak farkli iilkelerde de benzer c¢alismalar yapilabilir. Boylece farkl
kiilttirlerdeki durum karsilastirilabilir.
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