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OZET:

Dinya genelinde giin gectikce insan niifusu artis géstermektedir ve niifusun artmasi ile tarim {iriinlerine olan
ihtiyacta artmaktadir. Tarim alanlar1 da niifusun artmasi sebebiyle barinma gibi farkli amaglarla kullanilmak
zorunda kalindigindan azalis gostermektedir. Ayrica gegmisten giinlimiize bakildiginda tarimeilikla ugrasan insan
sayisinda da azalma oldugu goriilmektedir. Tiim bu sebepler mevcutta bulunan tarim arazilerinden elde
edilebilecek iiriin veriminin maksimum diizeyde olmasi gerektiginin dnemini gozler 6niine sermektedir. Tarim
alanlar gesitli sebeplerden 6tirii zarar gérebilmektedir ve elde edilecek mahsuliin veya mahsullerin verimleri
diisebilmektedir. Tarim alanlarinda ¢ikabilecek yanginlar, ekim olacak bdlge icin yanlis iiriin se¢imi, yanlis
ilaglama, hasat zamaninin gegirilmesi, yanlis giibreleme vb. gibi tarim alanlarindan iiriin hasadini engelleyen veya
irin hasadin1 aza indiren hatalara &rnek olarak verilebilir. Tarim alanlarindaki bitkilere zarar veren ve elde
edilecek mahsuliin verimini diisiiren etkenlerden biri tarim zararlisi olan bocek tiirleridir. Tarim firlinlerinden
maksimum verimin elde edilebilmesi i¢in tarimda bdcek zararlilarmin ya ortadan kaldirilmasi ya da zararmin en
aza indirgenmesi gerekmektedir. Tarimda bocek zararlilarinin mahsule verdigi zarari minimuma indirgeyebilmek
icin kimyasal ve biyolojik yontemler kullanilmaktadir. Tarimda zararli boceklerin tiiriiniin tespit edilebilmesi
durumunda dogru biyolojik ya da kimyasal yontem uygulanabilir. Bu ¢alismada Kaggle ac¢ik veri platformundan
almmis olan “Dangerous Farm Insects” veri seti kullanilmigtir. Veri seti icerisinde 15 farkli tiire ait bocek
zararlisindan alimmig goriintiiler bulunmaktadir. Farkli tiirlere ait goriintiiler etiketlenerek derin 6grenme
mimarilerinden, Inception_v3, ResNest50d ve Res2Net50d modelleri ile smiflandirilmistir. Sonuglar farkl
performans degerlendirme metriklerinden dogruluk ve kayip degeri kullanilarak verilmistir. Ayrica modellerin
tahmin basarilari, karmasiklik matrisleri verilerek sonuglar yorumlanmaistir.

Anahtar Kelimeler: Tarim, bocek zararlilari, derin 6grenme, siniflandirma

Detection of Insect Pests in Agriculture with Deep
Learning Methods

ABSTRACT

The human population is increasing day by day throughout the world, and with the increase in population, the need
for agricultural products also increases. Agricultural areas are also decreasing as they have to be used for different


mailto:fatmanurates@isparta.edu.tr
mailto:ramazansenol@

Fatmanur ATES, Ramazan SENOL, “Tarimda Bécek Zararhlarinin Derin Ogrenme Yontemleri ile Tespit
Edilmesi”, Yekarum e-Dergi, 8/2 (2023) 67-79

purposes such as shelter due to the increase in population. In addition, when we look at the past and present, it can
be seen that there is a decrease in the number of people engaged in agriculture. All these reasons reveal the
importance of ensuring that the product yield that can be obtained from existing agricultural lands should be at the
maximum level. Agricultural areas may be damaged for various reasons and the yield of the crop or crops may
decrease. Fires that may occur in agricultural areas, wrong product selection for the area to be planted, wrong
pesticide application, harvest time delay, wrong fertilization, etc. These can be given as examples of errors that
prevent or reduce the harvest of crops in agricultural areas. One of the factors that damage plants in agricultural
areas and reduce the yield of the crop is insect species that are agricultural pests. In order to obtain maximum
efficiency from agricultural products, insect pests in agriculture must be either eliminated or their damage
minimized. In agriculture, chemical and biological methods are used to minimize the damage caused by insect
pests to the crop. If the type of harmful insects in agriculture can be determined, the correct biological or chemical
method can be applied. In this study, the "Dangerous Farm Insects" dataset taken from the Kaggle open data
platform was used. The data set includes images taken from 15 different species of insect pests. Images of different
types were labeled and classified with Inception_v3, ResNest50d and Res2Net50d models from deep learning
architectures. The results are given using accuracy and loss value from different performance evaluation metrics.
In addition, the prediction success of the models and the complexity matrices were given and the results were
interpreted.
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1. GIRIS

Diinya iizerinde tarim {irlinlerine olan talep niifusun artmasi ve tarim alanlarinin da azalmastyla
orantili olarak artig gostermektedir. Mevcut tarim arazilerinden yiiksek verimde mahsuliin elde
edilmesi giinlimiizde odaklanilan konulardandir. Mahsullerden elde edilebilecek verimi artiran
en Onemli etkenlerden biri oncelikle bitkinin saglikli olmasidir. Sagliksiz olan bitkiler ya
zamanla 0liir ya da elde edilecek verimin diigmesine sebep olabilir.

Bitkilerin saglik durumlarini etkileyen pek cok etken vardir. Bunlardan biri diinyada
degisen iklim kosullaridir. Sicakliklarin artmasi ekstrem yagislara sebep olabildiginden ve
atmosferin nem oraninin artmasina sebep olabildiginden, uzun periyotta bitkilerde farkli
hastalik tiirlerinin gelismesine sebep olmaktadir. Ayrica olusan kurakliklar bitkilerde yaprak
biti ile taginan viriislerin artmasina sebep olmaktadir. Diger yandan karbondioksit oraninin ¢ok
fazla artis gostermesi bitkilerdeki hastaligin siddetini artirabilir [1]. Tarim alaninda Dinya
genelinde tiiretimde olusan kayiplarin yaklagik olarak %11’inin tarim zararlilarindan
kaynaklandig1 ifade edilmistir [2]. Tarimda verimin artirtlabilmesi, ayrica bitki tiirlerinin de
korunabilmesi amaciyla 6nlemler alinmasi 6nem arz eder.

Tarimda zararlhilara karsi miicadele yontemleri degiskenlik gostermektedir. Bunlara;
kiiltiirel miicadele yontemleri (temiz tohum ve fide kullanmak, sik dikim yapmamak, dengeli
sulama yapmak vb.), fiziksel micadele yontemleri (radyasyon uygulama, su altinda birakma),
mekaniksel miicadele yontemleri (ezme, toplama vb.), uzaklastiricilar kullanma, tuzak bitkiler
kullanma, ses ve 151k gibi fiziksel etkileyiciler kullanma, su ve besin gibi tuzaklar kullanma,

biyolojik mucadele, kimyasal micadele gibi yontemler 6rnek olarak verilebilir [3].
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Tarimda zararlilarla miicadele islemi gergeklestirmeden Once zararlilarin zamaninda tespit
edilebilmesi 6dnemlidir. Zararlilarin zamaninda tespit edilmesi ve gereken Onlemin alinmasi
bitki hastaliklarinin 6niine gecilmesinde 6nemli olabilir. Ancak zararh tiirleri ¢ok ¢esitlidir,
tiirlerin dogru tespiti uzman bilgisi gerektirir ve zaman alici bir siirectir. Bu sebeple
olusabilecek hatalarin dniine gegilmesinde bilgisayar destekli goriintii tespit tanima yontemleri
uygulanmaya baslanmis yontemlerdendir [4].

Rustia vd., yapigkanli kagit tuzagi goriintiileri tizerindeki kii¢iik boyutlu sera bocek
zararlilarinin ¢ok sinifli olarak taninmasi i¢in evrisimsel sinir ag1 (CNN) temelli yontem
onermislerdir. Seralarda yapmis olduklar1 deneylerde F-puanlarinin 0.92 ve 0.91 olarak elde
edildigini ifade etmislerdir [5]. Malathi ve Gopinath, geltik mahsuliinde bulunan on g¢esit
zararliy1 tanimak i¢in derin evrisimli sinir aglarin1 (DCNN) kullanmiglardir. Transfer 6§renme
destekli ResNet-50 modelinin diger uyguladiklari modellerden % 95.012 oraniyla daha iyi
dogruluk elde ettigini ifade etmislerdir [6]. Ebrahimi vd., ¢ilek bitkilerinde bulunabilecek
parazitleri tespit etmek icin destek vektor makineleri (SVM) temelli yontem kullanmiglardir.
Sonugta % 2.25'ten daha az hata ylzdesi ile tespit yapabildiklerini ifade etmislerdir [7].
Kasinathan vd., 24 bocek sinifi iizerinde bocek tespit algoritmasi sunmuslardir. CNN modeli
kullanilarak 9 ve 24 smiftan olusan bocekler icin sirasiyla %91,5 ve %90 ile yiiksek
siiflandirma oranina ulastiklarini ifade etmislerdir [8].

Segalla vd., elma bitkisinde bulunana morina giivelerini tespit etmeyi amaglamiglardir.
Tamamen otonom olan sistemin bahg¢edeki boceklerin fotograflarini ¢ekip, derin evrisimli sinir
aglar1 (DNN) algoritmastyla analiz edip ve pozitif tespit durumunda gift¢iye alarm gonderdigini
ifade etmiglerdir. LeNet ile %98.3 oraninda dogruluk, VGG16 ile %88.2 oraninda dogruluk
elde etmislerdir [9]. Roldan-Serrato vd. patates ve fasulye mahsullerinde yaprak déken iki
zararliy1 otomatik olarak tespit etmeyi amaglamislardir. Rastgele Altuzay Siniflandiricist (RSC)
ile %89 tanima orani elde ederken, Sinirli Alict Alan (LIRA) ile %88’lik tanima orani elde
ettiklerini ifade etmislerdir [10]. Karar vd., bulut bilisime dayali bes farkl: tiirden olusan tarim
bocek zararlilarimi tanima gorevi i¢in daha hizli bolge tabanli evrigimli sinir agin1 (Faster R-
CNN) 6nermislerdir. Sonugta %99,0 oraninda tanima dogrulugu elde ettiklerini belirtmislerdir
[11].

Bu calismada CNN temelli mimarilerden olan Inception_v3, ResNeSt50d ve Res2Net50d
modelleri kullanilarak 15 siniftan olusan tarim zararlilariin tespit edilmesi amaclanmistir.
Sonugta en optimum basart %79,0 tahmin dogrulugu ve 0.708 tahmin kayip degeri ile

Res2Net50d modeliyle elde edilmistir.

69



Fatmanur ATES, Ramazan SENOL, “Tarimda Bécek Zararhlarinin Derin Ogrenme Yontemleri ile Tespit
Edilmesi”, Yekarum e-Dergi, 8/2 (2023) 67-79

2. MATERYAL ve METOT

Calismada kullanilan materyal ve metot asagida basliklarla agiklanmstir.
2.1. Veri Seti

Calismada kullanilan veri seti “kaggle” agik erigimli internet sitesinden alinmis olup, 15 farkli
bitki zararlis1 igin toplamda 1591 adet veri icermektedir. Tablo 1’de veri seti icerisinde bulunan
bitki zararlilarinin tiirleri ve sayilar1 verilmistir. Veri seti farkli tiirler i¢in ayni sayida veri
icermemektedir ancak yaklasik olarak dengeli bir dagilima sahip oldugu ifade edilebilir. Gergek
diinya verilerinde de zaten hemen hemen verilerin ayni sayida olmadigi gozlenebilir. Veri
setinin i¢erisinden segilmis olan 6rnek goriintiiler ise sekil 1°de verilmistir [12].

Tablo 1. Veri Seti Icerisindeki Bitki Zararlilar1 ve Sayis1 [12]

Simif Simf Ad (Tiirkce) Veri
Etiketi Sayisi
0 Afrikalilagmis Bal Aris1 — Katil Arilar (Africanized Honey Bees (Killer Bees)) 97

1 Yaprak Bitleri (Aphids) 88

2 Ordu Kurtlar1 (Armyworms) 96

3 Kahverengi Kokarca Bécegi (Brown Marmorated Stink Bugs) 114
4 Lahana Dénguleyicileri (Cabbage Loopers) 104
5 Narenciye Canker (Citrus Canker) 104
6 Colorado Patates Bocekleri (Colorado Potato Beetles) 112
7 Masir Delicileri (Corn Borers) 115
8 Misir Kulak Kurdu (Corn Earworms) 110
9 Giiz Tirtilh (Fall Armyworms) 113
10 Meyve Sinekleri (Fruit Flies) 101
11 Oriimcek Akarlar (Spider Mites) 119
12 Sacak Kanatlilar (Thrips) 109
13 Domates Boynuz Kurtlar1 (Tomato Hornworms) 109
14 Bati Misir Kok Kurtlar1 (Western Corn Rootworms) 100
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(1

Sekil 1. Veri setinin siniflarina ait 6rnekler (a) Afrikalilasmis Bal Aris1 — Katil Arilar (b)
Yaprak Bitleri (¢) Ordu Kurtlar1 (d) Kahverengi Kokarca Bocegi (e) Lahana Dongiileyicileri
(f) Narenciye Canker (g) Colorado Patates Bocekleri (h) Misir Delicileri (1) Misir Kulak
Kurdu (i) Giiz Tirtil1 (j) Meyve Sinekleri (k) Oriimcek Akarlari (1) Sagak Kanatlilar (m)
Domates Boynuz Kurtlar1 (n) Batt Misir Kok Kurtlar1 [12]

2.2.Inception_v3 Algoritmast

Inception ag1 algoritmasi GoogleNet ag1 olarak da bilinir. GoogleNet agi, temeli CNN olan ve
2014 yilinda Google tarafindan Onerilmis olan bir derin 6grenme mimarisidir. Mimariye
“Inception” denilmesinin sebebi, mimarinin sadece ag parametrelerini azaltmakla kalmayip
buna ilave olarak ag derinligini de artirabilmesidir. Bu o6zelliginden dolay1 goriintii
siiflandirma islemlerinde yaygin kullanima sahiptir. Goriintiilerden 6zellikler cikarilir ve
cikarilan Ozelliklerden goriintiilerin hedef smiflar1 ile eslesmeler yapilarak model egitimi
saglanir. Inception_v1, Inception_v2, Inception_v3, Inception_v4 ve Inception-ResNet,
GoogleNet’in temel strimlerindendir. Inception fikrine dayanan CNN yapis1 sekil 2’de
verilmistir [13], [14].
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Sekil 2. CNN yapisi ve Inception v3 [14]

2.3.ResNeSt50d Algoritmast

Derin 6grenme mimarilerinin ag derinliklerini artirmanin dogruluk tizerinde olumlu etkiye
sahip olduklar1 gézlemlenmistir. Ancak ag derinliginin artmasiyla dogru orantili olarak bir siire
sonra modelinde doyuma ulastig1 gozlemlenmistir. Bu sorunu ¢6zebilmek adina, artik bloklara
sahip ResNet mimarisi sunulmustur ve gorsel tanima zorluklarinda ¢ok iyi performans
gosterdigi ifade edilmistir [15]. ResNeSt ise ResNet mimarisinin bir varyantidir. ResNeSt,
Zhang vd. tarafindan onerilmis olan goriintii siniflandirma, nesne algilama ve segmentasyon
islemlerinde farkli derecelerde dogruluk iyilestirmesine sahip bir mimaridir. ResNeSt, 6zellik
kanallarin1 agirliklandirmak icin boliinmiis dikkat islemini kullanir, bu islem mimarinin daha
zengin Ozellikleri 6grenmesini saglar ayrica daha kii¢iik veri boyutuna sahip gorevlere daha iyi
uyum saglayabilir [16], [17], [18].

2.4.  Res2Net50d Algoritmast

Res2Net mimarisi, Gao vd. tarafindan 2019 yilinda ResNet’e dayali olarak onerilen bir diger
derin 6grenme mimarisidir. Burada ResNet'teki evrisim ¢ekirdeklerinin boyutunu ve toplam
sayisini degistirmeden tutarken tiim evrisim c¢ekirdeklerinin birden fazla kiiciik evrisim

olusturmasi saglanir [19], [20]. Sekil 3’te Res2Net modiilii gorseli verilmistir [21].

Sekil 3. Res2Net Modull [21]
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3. ARASTIRMA, SONUCLAR ve TARTISMA

Calismada, tarimda zarara sebep olabilecek bocek goruntulerini iceren veri seti Inception_V3,
ResNeSt50d ve Res2Net50d algoritmalar1 kullanilarak siniflandirilmis ve sonuglar verilmistir.
Once veri normallestirme, veri artirma gibi 6n islemler veri setine uygulanmistir. Daha sonra
veri seti %80 egitim ve %20 tahmin verisi olarak ayrilmistir. Tiim modeller 60 tur olacak
sekilde egitilmistir. Batch boyutu 32 olarak belirlenmistir. Tablo 2’de ¢alismada egitilen
mimarilerin egitim ve tahmin verilerinin dogruluk ve kayiplar1 verilmistir. Tablo 2’de elde
edilen sonuglar yaklagik olarak birbirine yakin olsa da ¢alismalarda genellikle tahmin ya da test

islemlerine yonelik sonuclara gore kiyaslama yapildigindan Res2Net50d modelinin optimum

sonuglar verdigi sdylenebilir.

Tablo 2. Egitim ve Tahmin Islemlerinin Dogruluk ve Kayip Sonuglari

Derin Egitim ve Tahmin Degerlendirme Sonuclar:

Ogrenme Egitim Tahmin Egitim Kayb1  Tahmin Kayb
Modelleri Dogrulugu(%) Dogrulugu(%)

Inception_v3 84,2 75,9 0.472 0.754
ResNeSt50d 93,5 78,7 0.186 0.744
Res2Net50d 90,4 79,0 0.242 0.708

Calismada kullanilan mimarilerin Egitim/Tahmin dogruluk grafikleri sekil 4’te
verilmistir. Calismada kullanilan mimarilerin Egitim/Tahmin Kayip grafikleri ise sekil 5’te
verilmistir. Sekillerde bulunan grafiklerdeki mavi ¢izgi ile ¢izilmis kisimlar modellere ait
egitim sonuclarini, mor ile ¢izilmis kisimlar ise modellere ait tahmin sonuclarin
gostermektedir. Her turda elde edilen dogruluk ve kayip sonuglar1 grafik {izerinde egitim

islemleri i¢in ‘0’ igareti ile tahmin islemleri i¢in ise ‘X’ isareti ile grafik {izerinde isaretlenmistir.
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Sekil 4. Derin Ogrenme Modellerinin Dogruluk Grafikleri (a) inception_v3 (b) ResNeSt50d
(c)Res2Net50d
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Sekil 5. Derin Ogrenme Modellerinin Kay1p Grafikleri (a) inception_v3 (b) ResNeSt50d
(c)Res2Net50d

Calismada kullanilan mimarilerden Inception v3 modelinin tahmin verilerini
siiflandirma sonuglari sekil 6’da karmasiklik matrisi ile verilmistir. Inception v3 modeli etiket
siift ‘0’ ve ‘13’ olan siniflar1 tamamen dogru siniflandirirken, etiket sinifi ’9” olan verilerin 15
tanesini yanlis siniflandirmistir.  Tahmin veri setine ait toplamda 243 veri dogru

siiflandirilirken, 76 veri yanlis siniflandirilmistir.
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Sekil 6. Inception_v3 modelinin tahmin verilerinin karmasiklik matrisi
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Calismada kullanilan mimarilerden ResNeSt50d modelinin  tahmin verilerinin
siiflandirma sonuglar sekil 7°de karmagiklik matrisi ile verilmistir. ResNeSt50d modeli en iyi
siniflandirmay1 etiket sinifi ‘0’ olan verileri tamamen dogru siniflandirarak gosterirken, en koti
siniflandirma basarisin1 etiket smifi ’9’ olan verilerin 17 tanesini yanlis siniflandirmasiyla
gerceklestirmigtir. Tahmin veri Setine ait toplamda 251 veri dogru siniflandirilirken, 68 veri

yanlig siniflandirilmastir.
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Sekil 7. ResNeSt50d modelinin tahmin verilerinin karmasiklik matrisi

Calismada kullanilan mimarilerden Res2Net50d modelinin  tahmin verilerini
siniflandirma sonuglari sekil 8’de karmasiklik matrisi ile verilmistir. Res2Net50d modeli diger
modellerde oldugu gibi etiket sinifi ‘0’ olan verileri tamamen dogru smiflandirmistir. Etiket
simift ’9’ olan verilerin 13 tanesinin yanlis siniflandirilmasi ile en kotii veri smifi tanima
basarisini ‘9’ etiketli veriler lizerinde gerceklestirmistir. Tahmin veri setine ait toplamda 253

veri dogru siniflandirilirken, 66 veri yanls siniflandirilmistir.
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Sekil 8. Res2Net50d modelinin tahmin verilerinin karmasiklik matrisi

4. SONUC ve ONERILER

Bu c¢alismada CNN temelli mimarilerden olan Inception_v3, ResNest50d ve Res2Net50d
modelleri kullanilarak tarim zararlilarin goriintiilerinin bulundugu veri seti siniflandirilmistir,
tarim zararlilarin tiirleri derin 6§renme yontemleri ile belirlenmeye calisilmistir. Calismadan
elde edilen sonuglar asagida verilmistir.
. Calismada kullanilan mimarilerin performansini degerlendirmek i¢in dogruluk ve kayip
degerleri kullanilmistir. Elde edilen sonuglara gore Res2Net50d modeli %79,0 tahmin
dogrulugu ve 0.708 tahmin kayip degeri ile en optimum sonucu vermistir.
. Calismada kullanilan mimarilerin tahmin veri seti {lizerindeki basaris1 karmasiklik
matrisi ile de verilmistir. Karmasiklik matrisinin vermis oldugu sonuglara gore en optimum
smiflandirmay1 tahmin veri setinde 253 veriyi dogru olarak ve 66 veriyi yanlis olarak
siiflandiran Res2Net50d modelinin bagardig: tespit edilmistir.

Sonu¢ olarak en optimum bagart Res2Net50d modeline aittir. Caligma bir tarim
arazisindeki zararlilar1 tespit etmede c¢alisanlara kolaylik saglayabilir, tarimda verimi
artirabilmek i¢in kullanilabilir. Ilerleyen ¢alismalarda model farkli tiirden zararlilarin oldugu

veri setleri ile de egitilip daha fazla canli tiirliniin tespit edilmesi saglanabilir. Ayrica veri
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setinde bulunan canli siiflarina ait goriintiiler artirillip gesitlendirilmesi durumunda derin

O6grenme mimarilerinin performanslari artirilabilir.

Tesekkiir
Calismada kullanilan “Dangerous Farm Insects Dataset” veri setinin agik kaynak verilerini

internet sitelerinde (Kaggle) kullanima agan herkese tesekkiir ederiz.

Cikar Catismasi Beyani

Yazarlar arasinda ¢ikar ¢atigmasi yoktur.

Arastirma ve Yayin Etigi Beyam

Calisma, arastirma ve yayin etigine uygundur.
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