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Son yillarda, makine 6grenmesi (MO) teknolojilerinden tip ve halk saghgi arastirmalarinda yaygin olarak
yararlanilmaktadir. MO algoritmalari, klinik veri tabanlarindaki coklu, karmasik degiskenler arasindaki
etkilesimleri analiz etmede ve dogru tahminler yapmada oldukga etkilidir. Bu ¢aligmada, MO tabanli tahmin
modellerini olusturmak i¢in etik onay1 alinmis, yas, cinsiyet, onceki enfeksiyon bilgileri ve enfeksiyon
algilarindan olusan veriler saglik hizmetleri meslek yiiksekokulu 6grencilerinden toplandi. Python yazilim dili
kullanilarak makine 6grenmesi altinda Logistic Regression, Random Forest, Decision Tree ve XGBoost
modelleri kullanildi. Verilerin modeller ve makine dgrenmesi analiz sonuglarina gore en etkili makine 6grenme
modeli %74.7°lik tahmin basar1 oram ile Logistic Regression modeli oldugu belirlendi. Bu model kullanilarak
bireylerin enfeksiyona yakalanmaya yatkinliklari yiiksek bir dogrulukla hesaplanabildigi gosterildi. Dolayisiyla
makine 6grenmesi kullanilarak profesyonel saglik personeli olarak calisacak ya da mesleki egitim alacak geng
bireylerin enfeksiyona yatkinliklari ya da yeterli bilgi birikimine sahip olup olmadiklart hizlica
belirlenebilecektir. Bdylelikle c¢alisma ortamlarinda, enfeksiyona yakalanma ihtimallerinin en aza
indirgenmesinin egitim ile Oniine gecilmeye calisilacaktir. Modele veri girdisi devam ettikge tahmin ylizde
basarisinin artacagi da géz oniinde bulundurulmalidir.

Anahtar kelimeler: Enfeksiyon, makine dgrenmesi, lojistik regresyon, saghk egitimi

Can Machine Learning Prevent Infection? Assessment of Health
Services Vocational School Students' Susceptibility to Infectious
Diseases

Abstract

Machine learning (ML) Technologies have been widely utilized in medical and public health research in recent
years. ML algorithms effectively analyze interactions between multiple, complex variables in clinical data bases
and make accurate predictions. In this study, ethical approval was obtained to build ML-based prediction
models, and data on age, gender, previous infection knowledge, and perceptions of infection were collected from
students at a vocational school of health services. Logistic Regression, Random Forest, Decision Tree, and
XGBoost models were used in machine learning using Python software. According to the data models and
machine learning analysis results, the most effective machine learning model was the Logistic Regression
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model, with a prediction success rate of 74.7%. Using this model, it was shown that the susceptibility of
individuals to infection can be calculated with high accuracy. Therefore, by using machine learning, it will be
possible to quickly determine whether young individuals working as Professional healthcare personel or
receiving vocational training are susceptible to infection or have sufficient knowledge. This way, it will be tried
to minimize the possibility of contracting infections in their working environment through training. The
prediction percentage success should also increase as data input to the model continues.

Keywords: Health education, infection, machine learning, logistic regression
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GIRIS

Avrupa Hastalik Onleme ve Kontrol Merkezi (ECDC) Raporu, birinci basamakta enfeksiyon énleme
ve kontrol dnlemlerini ele almaktadir. Bu rapora gore tiim personelin enfeksiyon hastaligi ile ilgili
semptom kontroliinden geg¢irilmesi, hastaligin dnemi yeni ¢alisanlarin egitimine ve giincellenmesine
onem verilerek tiim caliganlarin gilincel tutulmasi gerektigi vurgulanmaktadir. TC Aile Saglig:
Merkezleri (ASM), COVID-19 Pandemisi Sirasinda Saglik Tesislerinde Calisma ve Enfeksiyon
Kontrol Tedbirleri Rehberi Boliimii, egitimleri tavsiye etmektedir. Ayrica egitimin kayit altina
alimmas1 ve Saglik Bakanligi tarafindan verilen materyallerle uyumlu olmasi gerektigini ifade
etmislerdir (Ozer & Ozcan, 2020). Ciinkii enfeksiyonun &nlenmesi ve kontrol edilmesine ydnelik
uygulamalarin saglik hizmetlerinin siirdiiriilmesinde ve enfeksiyonun toplum tizerindeki etkilerini
azaltmada kritik rolii oldugu bilinmektedir.

Son yillarda, makine 6grenmesi (MO) teknolojilerinden tip ve halk saglig1 arastirmalarinda yaygin
olarak yararlamlmstir. MO algoritmalari, klinik veri tabanlarindaki ¢oklu, karmasik degiskenler
arasindaki etkilesimleri analiz etmede ve dogru tahminler yapmada oldukga etkilidir (Chiu et al.,
2022). Veri tabani taramalarinda saglik alaninda “makine 6grenmesi” igerigine ait cok sayida makale
bulunmaktadir. Bu ¢aligmalarda 6zellikle enfeksiyon hastaliklari, ilag kullanimi dozajlar1 ve etkileri,
kanser teshisi gibi insan hayatinda yer eden bir¢ok saglik durumunu tahmin eden modeller dikkat
cekmektedir (Keshavamurthy, Dixon, Pazdernik, & Charles, 2022; Peiffer-Smadja et al., 2020).

Bu caligmada, enfeksiyon hastaliklariin getirecegi zorluklar1 koruyucu hekimlik agisindan ele almay1
amaglamaktayiz. Buna gore, enfeksiyondan once ciddi hastalik riski altindaki saglik profesyonelleri
popiilasyonu belirlemek i¢in MO tabanli tahmin modellerini olusturmak igin yas, cinsiyet, onceki
enfeksiyon bilgileri ve enfeksiyon algilarindan olusan verileri dahil etmeyi planlamaktayiz. Elde
edilecek MO modellerinin, saglik politika yapicilarinin yiiksek riskli popiilasyonlar1 belirlemesi ve
ardindan buna gore Oncelikli bir egitim stratejisi gelistirmesi agisindan onemli degerdedir. Son
COVID-19 pandemisinde, topluluk salginlart olan hemen hemen tiim iilkelerde, saglik sistemlerinin
¢Okmesi nedeniyle benzeri goriilmemis Sliimler yasanmistir (Chiu et al., 2022). Gelecekteki benzer
salgin senaryolarinda, 6n saflardaki saglik profesyonelleri i¢in tahmin modellerimiz egitimde ve/veya
asilamada oOncelikli bireyleri tahmin etmede etkili olabilecektir.

Makine 6grenimi alani hizla ilerlemektedir. Makine 6grenmesi, olaylar ve deneyimler yoluyla siirekli
olarak 6grenmekte ve hem becerisini hem de karar verme yetenegini gelistirmektedir (Mahmoud, Al
Dhoayan, Bosaeed, Al Johani, & Arabi, 2021). Makine 6greniminin anket sorularina verilen cevaplari
analiz etme yoluyla saglik hizmetleri 6grencilerinin ve dolayisiyla gelecekte birer saglik profesyoneli
olan bireylerin herhangi bir bulasici hastalia yakalanma ihtimalini tahmin etme dogrulugunu
artiracagini varsaymaktayiz. Calismamizin ilk amaci; bu anket verilerini kullanarak saglik ¢aligsaninin
enfeksiyona yakalanma riskini tahmin etmektir. Calismanin ardil amaci ise enfeksiyonun onlenmesi ve
kontrol edilmesine yonelik uygulamalarin saglik hizmetlerinin siirdiiriilmesine katkida bulunmak i¢in
makine 6grenmesi modelini olusturmaktir. Bu ¢alisma sonuglarinin yayginlastirilmasi ile basta saglik
calisanlarinin enfeksiyondan korunma ile ilgili bilgilerinin gilincellenmesi konusunda farkindalik
olusmas1 ve enfeksiyon =zincirinin bulasma yolu ve kaynak basamaklarinda kirilmasi
hedeflenmektedir.

YONTEM

Veri Toplama Araclary/Teknikleri

Orneklem biiyiikliigii segilmeden, Saglik Hizmetleri Meslek Yiiksekokulu dgrencilerinden 18 yas ve
lizeri goniilliiler ¢aligmaya dahil edildi. Etik onay alindiktan sonra (Bitlis Eren Universitesi Etik
flkeleri ve Etik Kurulu 2022/10-3 sayili ve E.2450 sayihi karar) bilgilendirilmis olur formunu
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onaylayan saglik hizmetleri meslek yiiksekokulu 6grencileri ile ¢evrim igi iletisime gecildi. Arastirma
verileri 15 Temmuz 2022 ile 15 Agustos 2022 tarihleri arasinda sosyal medya (Whatsapp, Facebook,
Twitter) ¢evrimici anketi araciligiyla toplandi. Anket formu Google Formlar araciligiyla olusturuldu
ve sosyal medya araciligryla 6grencilere gonderildi. Kisilerin isim ve kimlik bilgileri yer almiyordu.
Farkli saglik hizmetleri alanlar1 ve akademik yillar arasinda temsili saglamak i¢in amaca yonelik bir
ornekleme teknigi kullanildi. Calisma 6rneklemi 873 6grencinin katilimi ile olusturuldu.

Makine Ogrenmesi

MO modelleri kullanarak saglik alaninda enfeksiyon tahminleri yapan bir model planlandi. Anket
formu araciligryla toplanan veriler Python yazilim dili kullanilarak makine 6grenmesi altinda Logistic
Regression, Random Forest, Decision Tree ve XGBoost modelleri kullanildi. Bu modellerin tercih
edilme sebebi, verilerin bu modellerin arkasindaki yatan formiillere daha uygun olmasi,
gelistirecegimiz yapay zekanin bulunacagi tahminlerin daha yiiksek skorlar elde edilebilme
ihtimalidir. Analiz sonrasi modellerden alinan skorlar birbirleriyle kiyaslandi ve en iyi skorun elde
edildigi Logistic Regression modeline gore veriler modelin enfeksiyona yakalanma skor tahminini
yapabilmesi i¢in hazir hale getirildi (verilerin deploy edilmesi) (Keshavamurthy et al., 2022; Peiffer-
Smadja et al., 2020).

BULGULAR

Calisma anketini cevaplayan 873 kisinin 650’si kadin, 224’ ise erkektir. Calismanin verilerinde
genelleme yapabilmek adina caligmaya katilanlar yiizdesel olarak ifade edildi. Caligmaya katilanlarin
%74.4’liniin kadin, %25.6’sinin erkek oldugu ve %95.7’sinin de 18 ile 24 yas araliginda oldugu
goriildi (Tablo 1).

Tablo 1. Epidemiyolojik Bulgular

% 74.4 Kadin %25.6 Erkek

18-24 yas aras1 %95.7 >24 yas % 4.3

*Verilerinmakine 6grenmesi modellemeleriyle dogru analizi amaciyla yaglar, 18-24 yas aras1 ve >24 olacak sekilde
kategorilendirilmislerdir.

Calismada enfeksiyon ve COVID-19 ile ilgili sorulardan MO’ye uygun olan ve modellemede
kullanilacak olan sorular secildi. Sorulara verilen cevaplar “1=hayir” ve “0 =evet” olarak kullanilarak
makine oOgrenmesi analiz edildi (Tablo 2). MO tahmininde &zellik onemi karsilastirmasi
(xbgimportance) degerlerine bakildiginda enfeksiyona yatkinligin modeller agisindan en Onemli
degisken verisinin “Kronik hastaliginiz var mi1?”” sorusuna verilen cevap oldugu goriildii (Sekil 1).

Tablo 2. Anket Sorularina Verilen Cevaplarin Evet, Hayir Cinsinden Yiizdesel Degerleri

Kronik hastahgimz var mi? 7.9 921
Ailenizde ya da yakin ¢evrenizde kronik hastaligi olan var m? 45.0 55.0
Daha once bulasicl bir hastalik gecirme durumunuz oldu mu? 24.9 75.1
Su an mevcut bulasici hastaligimz var mi? 1.0 99.0
Daha 6nce Covid-19 hastalig1 gecirdiniz mi? 35.2 64.8
Covid-19 asis1 oldunuz mu? 89.2 10.8

Temas ile bulasan hastaliklar ile ilgili yeterli bilgiye sahip

P 75.7 243
misiniz?
Solunum yolu ile bulasan hastahiklar ile ilgili yeterli bilgiye 675 325
sahip misiniz? ’ :
Siklikla enfeksiyon rahatsizhig geciririm. 50.1 49.9
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Sekil 1. Makine Ogrenmesi Tahmininde Ozellik Onemi Karsilastirmas: (xbgimportance: -XGBoost
Feature Importance- Genel olarak o6nem, model igindeki giiclendirilmis karar agacglarinin
olusturulmasinda her bir 6zelligin ne kadar yararli veya degerli oldugunu gosteren bir puan
saglar)(Bastidas, Garcia-Zapirain, Totoricagiiena, Zahia, &Carpio, 2021)

Calismada Logistic Regression, XGBoost, Random Forest ve Decision Tree olmak {izere dort
farklt MO modeli test edilmistir. Bu 6grenme modellerinde Logistic Regression tahmin basaris1 0.731,
XGBoost tahmin basaris1 0.688, Random Forest ve Decision Tree tahmin basarisi da sirasiyla 0.653 ve
0.578 olarak hesapland: (Sekil 2). Yapilan bu testler sonucunda en yiiksek skor Logistic Regression
modeline ait oldugundan caligmada temel olarak Logistic Regression modeli kullanildi. Veri
diizeltmeleri, eksik verilerin temizlenmesi ve veriye uygun yapay veri iiretimi sonrasinda Logistic
Regression modelinin tahmin skorunun 0.747’ye yiikseldigi goriildi (Sekil 3).
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Sekil 2. Tahmin dogrulugu bakimindan kullanilan modellerin karsilagtirilmasi
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Sekil 3. Model karar1 verildikten sonra dogru tahmin oranini arttirmak amaciyla suni veriler ile elde
edilen skor

SONUC, TARTISMA VE ONERILER

Makine 6grenimini (MO) kullanan yapay zeka, verilerden kaliplar1 otomatik olarak 6grenen ve verinin
yapisina iligkin hi¢bir varsayim gerektirmeyen bir teknikler biitintidiir. Bu tekniklerin gii¢lii yant,
tahmin ediciler arasindaki etkilesimin yan1 sira verilerdeki dogrusal olmayan iliskileri de
yakalamalaridir. Birgok ¢alisma bunlarin hastalik tahmini i¢in umut verici performanslarini ortaya
koymustur (Nusinovici et al., 2020). Bulasici hastaliklarda ¢ogu makine 6grenimi ¢aligmasi arastirma,
ilac gelistirme veya klinik mikrobiyolojiye odaklanir. Bakteri genomunu analiz etmek ve direng
tahminini, HIV genotipini iyilestirmek ve antiretroviral ilaglara duyarliligi, siirveyans amaciyla salgin
kaliplarin1 tahmin etmek veya yeni antibakteriyel ilaclar veya asilar kesfetmek igin sistemler
gelistirilmistir (Peiffer-Smadja et al., 2020). Makine 6grenimi teknikleri, saglik hizmetlerinde mevcut
olan rutin elektronik verilerin biiyiik miktarda ve ¢esitliligi nedeniyle saglik epidemiyolojisi alaninda
son yillarda giderek daha popiiler hale gelmistir. Ancak teorik makine 6grenimi arastirmalari ile klinik
aragtirmalar arasinda hala bir bosluk bulunmaktadir (Roth, Battegay, Juchler, Vogt, &Widmer, 2018).

Bir makine 6grenimi modeli olusturmak i¢in ¢ok biiyiik veri kiimeleri ve sonuclar, bir egitim kiimesi
ve Dbir test kiimesine boliinebilir ve bir bilgisayara girilebilir. Daha sonra bilgisayar veriler arasinda bir
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iligki bulabilir ve buna gore bir algoritma olusturabilir. Algoritmanin performansini artirmak igin
cesitli hiperparametreler ayarlanabilir. Nihai algoritma gelecekteki goériinmeyen veri kiimelerinde
kararlar tiretmek i¢in kullanilabilir (Chong et al., 2023). Cok sayida ¢aligma, Logistic Regression’ un
tahmin performans: ile tahmin icin ¢ok iyi performans gosterdigini, en azindan MO teknikleri kadar
iyi oldugunu gostermistir (Nusinovici et al., 2020). Calismada kullanilan ve tahmin skoru yiiksek olan
modelin Logistic regression olmasi literatiir ile de uyumludur. Caligmanin tahmin giiciiniin 0.747
olmasi da oOrneklem genigliginin gorece az olmasiyla iliskilidir. Algoritmaya yeni verilerin
eklenmesiyle MO modelinin tahmin giiciiniin performansimin arttig1 da bilinmektedir.

Calismanin en dikkat c¢eken wverilerinden biri yas grubu ile ilgilidir. Caligmanin meslek
yiiksekokullarinda yapilmis olmasi g¢alismaya katilanlarin %95.7°sinin 18 ile 24 yas arasinda
birikmesine yol agmistir. Bu durum, modele bu yas araliginin disinda bir veri girisi oldugunda tahmin
giicinii Sekil 1°de verilen makine 6grenmesi tahmininde o6zelliklerden yasa 6nem vermekte ve
dogruluk konusunda modelin yanilmasina sebep olabilmektedir. Dolayisiyla makine 6greniminde yas
yelpazesinin geniglemesinin siire¢ igerisinde yas degiskeninin “XGBoost Feature Importance”
skalasinda 6nemi sirasini degistirebilecegini diigiindiirmektedir.

Ancak model performansi, sonucu tahmin etmede ne kadar iyi oldugunu temsil eden g¢esitli
istatistiklere odaklanir. Performans istatistiklerini degerlendirirken dikkatli olunmalidir ¢ilinkii ¢ok
sayida istatistik vardir ve bunlar, 6zellikle de model dogrulugu genellikle uygunsuz sekilde kullanilir.
Bunun bir drnegi olarak, sepsisi 6ngdrmek icin bir model olusturan bir iiriin saticisidir. Urettikleri
ticari modelin %90 dogru oldugunu bildirmislerdir. Ancak burada goriinen deger acisindan harika
olmasina ragmen, dogruluk gibi biilyiik bir istatistik yerine duyarlilik, 6zgiillik, pozitif ve negatif
tahmin degerlerine bakmak daha 6nemlidir. Bunun nedeni, dogrulugun, hatali pozitif ve negatifleri
ayirmadan, toplam dogru tahminlerin toplam tahminlere boliinmesiyle hesaplanmasidir. Ayrica, model
uygun sekilde egitilmemisse bu dogruluk istatistigi, modelin ger¢ek hayattaki performansiyla uyumsuz
olabilir. Ornegin, model hastalarin %90'min sepsis olmadig1 ve %10'unun sepsis hastasi oldugu bir
veri seti lizerinde egitilmigse, model basitge her hastanin sepsis olmadigini bildirebilir ve yine de bu
rapor %90 ihtimalle dogru olur. Sepsis durumunda bu %10'u ve tahminin amaci yani "azinlik
sinifi"n1 (daha az siklikta goriilen sonug¢ grubunu) gézden kacgiracaktir (Wiemken&Rutschman, 2020).

Sonug¢ olarak, dijital saglik hizmetleri epidemiyolojisi, saglik hizmetlerinde giinliikk rutin
dokiimantasyondan kaynaklanan biiyiik verilerin artan kullanilabilirligiyle desteklenen, tipta biiyliyen
bir alandir. Makine Ogrenimi, enfeksiyon Onleme ve kontrol, kalite iyilestirme ve hastane
kaynaklarinin optimal tahsisi i¢in biiyiik verinin potansiyelinden daha iyi yararlanmak amaciyla saglik
hizmetleri epidemiyologlarinin silahlanmasinda 6nemli bir ara¢ haline gelebilir. Karmasikliklari
nedeniyle, makine 6grenimi projeleri genellikle en iyi uygulamalara dayali olarak alan uzmanlar1 ve
makine 6grenimi uzmanlar1 arasinda yakin isbirligi i¢inde gerceklestirilmelidir. Ancak sunun da
farkinda olmak gerekir, medyada pek ¢ok sansasyonel rapora ragmen, makine 6grenimi, diistik kaliteli
verileri altina doniistiirebilecek sihirli bir teknoloji degildir ve bir veri bilimcinin de yakin zamanda
belirttigi gibi, "Saglik hizmetlerinde makine 6greniminin hala bir diizeni yoktur."(Roth, Battegay,
Juchler, Vogt, &Widmer, 2018). Bu sebeple alandaki boslugun daha biiyiik veri setleri ve daha ileri
calismalarla doldurulmasi ¢cagin gerekliligidir.
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