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Abstract

Diyabet diinya ¢apinda yaygin olarak gériilen metabolik bir hastaliktir.
Diinya genelinde her gegen yil diyabet hastaligina yakalanan kisi
sayisinin artmasi beklenmektedir. Bu da hem kisilerin yasam konforlari
hem de saghk sistemi icin olumsuz bir etki demektedir. Bu agidan
hastaligin erken donemde teshis edilmesi 6nem tasimaktadir. Teshis
amactyla kullanilan verilerin yiiksek boyutlu olmast hesaplamanin
maliyeti ve siiresi lizerinde olumsuz etkiye sahiptir. Bunun éniine
gecmek icin, teshis icin en degerli olan ézniteliklerin secilmesi 6nem arz
etmektedir. Bu ¢alismada UCI (UCI Machine Learning Repository) veri
deposundaki érnekler kullanilarak, Salp Stirii Algoritmasi, Yapay An
Kolonisi Algoritmasi, Balina Optimizasyon Algoritmast ve Karinca
Kolonisi Algoritmast kullanilarak oznitelik secimi yapilmigstir. Secilen
ozniteliklerin degerlendirilmesi igin k-En Yakin Komsuluk (KNN), Naive
Bayes (NB), Destek Vektér Makinast (DVM) ve Yapay Sinir Aglari (YSA)
yéntemleri kullanilarak dogruluk, duyarlilik ve belirlilik parametreleri
hesaplanmigtir.  Diyabet hastast olma olasiligt icin  yapilan
hesaplamalarda k-En Yakin Komgsuluk yontemiyle %99.04 dogruluk
orani elde edilmigtir.

Anahtar Kkelimeler: Diyabet, Metasezgisel, Salp siirti, Yapay ari
kolonisi, Balina Siiriisii, Karinca Kolonisi, Oznitelik secimi.

Diabetes is a metabolic disease that is common worldwide. The number
of people suffering from diabetes is expected to increase every year
around the world. This means a negative impact on both the comfort of
life of individuals and the health system. In this respect, it is important
to diagnose the disease at an early stage. The high dimensionality of the
data used for diagnostic purposes has a negative effect on the cost and
time of the calculation. To avoid this, it is important to select the most
valuable features for diagnosis. In this study, feature selection was made
using Salp Swarm Algorithm, Artificial Bee Colony Algorithm, Whale
Optimization Algorithm and Ant Colony Algorithm using the samples in
the UCI (UCI Machine Learning Repository) data store. In order to
evaluate the selected features, accuracy, sensitivity and specificity
parameters were calculated using k-Nearest Neighborhood (KNN),
Naive Bayes (NB), Support Vector Machine (SVM) and Artificial Neural
Networks (ANN) methods. In the calculations for the probability of
having diabetes, an accuracy rate of 99.04% was obtained with the
k-Nearest Neighborhood method.

Keywords: Diabetes, Metaheuristic, Salp swarm, Artificial Bee colony,
Whale swarm, Ant colony, Feature selection.

1 Giris
Diyabet, kisilerde yetersiz insiilin iiretimi veya hiicrelerde
insiiline diizglin cevap verilememesinden kaynakli olarak kan
sekeri degerinin stirekli olarak normalden daha yiiksek oldugu
diinya c¢apinda yaygin olarak goriillen bir tiir metabolik
hastaliktir [1]. Pankreas organinin salgiladigi insiilin hormonu
tarafindan kan sekerini dengelenirken diyabet hastalarin bu
hormon tam olarak islev goremedigi icin kan sekeri degeri
stirekli yliksek olmaktadir [2]. Cagimizin en ciddi ve yaygin
kronik hastaliklarindan biri olan diyabet, hayati tehdit eden,
yasam kalitesini diisiiren beraberinde hayati komplikasyonlari
da getiren tedavisi maliyetli bir hastaliktir [3]. Kan sekerinin
stirekli olarak yiiksek ¢ikmasi goz ve bobrek basta olmak tizere
organlara zarar verebilmektedir. Diyabetin genel belirtileri
arasinda susuzluk ve aglik hissi, sik idrara cikma istegi,
yorgunluk ve zor iyilesen yaralar sayilabilir. Diyabet
hastaliginin iki tiirii vardir. Dogustan itibaren gelen, pankreasin

*Yazigilan yazar/Corresponding author

yeteri kadar veya hi¢ insiilin tretememesi durumu Tip 1
diyabet olarak tarif edilirken; Tip 2 diyabet hastaliginda hem
insiilin yetersizligi hem de insiiline karsi direng¢ gortilmektedir.
Uluslararas1 Diyabet Federasyonu'na gore 2045 yilina kadar
diinyadaki diyabetli kisi sayisinin 700 milyona ulasmasi
beklenmektedir [4]. Bu nedenle, hastaligin erken dénemde
teshis edilmesi kisileri hastaligin zararlarindan korumak icin ve
daha kaliteli bir yagam stirmelerini saglamak i¢cin 6nemlidir.

Giiniimiiz teknolojisi sayesinde veri havuzlari i¢in ¢ok miktarda
veri elde edilebilmekte ve anlamlandirilmaktadir. Ancak bu
verilerin boyutu arttikca siire¢ karmagik hale gelebilmekte ve
hiz diisebilmektedir. Biiyiik boyutlu verilerin incelenmesinin
kolaylastirilmas1 i¢in, verilerin dogrulugunu bozmayacak
sekilde boyutunu azaltmaya yonelik yontemler
uygulanmaktadir. Oznitelik seciminde amag, veriyi analiz
etmede daha gii¢lii olan 6zniteliklerin belirlenmesidir. Béylece
oznitelik kiimesi daraltilip, performansin arttirilmasi saglanir.
Diyabet hastalifinin erken dénemde teshis edilebilmesi i¢in,
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kullanilacak veri setindeki 0Ozniteliklerden se¢me islemi
yapilarak teshisin dogruluk degeri arttirilabilmektedir.

Ozliler ve dig.(2021), makine dgrenmesi algoritmalarindan
yararlanarak diyabet hastaliginin siniflandirilmasina yonelik
bir calisma yapmistir. Bu ¢calisma icin ABD’deki 130 hastaneden
70000 vakaya iliskin verileri kullanmiglardir. 55 6zellige sahip
olan veriler 6ncelikle veri temizleme islemine tabi tutulup biri
siif olmak tlizere toplam 23 degiskene indirilmis ve ardindan
farkli siniflandirma yéntemleri uygulanmistir. Rastgele orman
algoritmasinda dogru siniflandirma degeri en yliksek %84.78
olarak elde edilmistir. Bu sonug, saglik kuruluslarina basvuran
kisilerde 22 degiskene verilen cevaplara gore %84.78 dogruluk
oraninda diyabet tahmininin yapilabilecegini gostermektedir
[5].

Akyol ve Karaci (2021) UCI deposundan aldiklar: veri setinin
analizinde Rastgele Orman, K-En Yakin Komsu, Derin Sinir
Aglari, Gradyan Arttirma ve Oylama topluluk algoritmalar ile
olusturulan modellerin disarida tutma ve 5-kat c¢apraz
dogrulama yontemlerini kullanmistir. Calismada Oylama
Toplulugu siniflandiricisi ile en yiiksek dogruluk degerleri elde
edilmistir. Bu degerler disarida tutma yonteminde %100 ve 5
kat ¢capraz dogrulamali ydntemde %97.31 bulunmustur [6].

Nahzat ve Yaganoglu (2021), diyabet tahmininde bulunmak
icin Pima Indian Diyabet Veri Kiimesini kullanmistir.
Calismada, veri setindeki tiim oznitelikleri ve iki 6znitelik
cikarilarak K-En Yakin Komsu, Rastgele Orman, Yapay Sinir A1,
Karar Agaci ve Destek Vektér Makinesi siniflandirma
algoritmalar1 uygulanmistir. Her iki veri durumunda da diyabet
tahmininde rastgele orman algoritmasi diger algoritmalara
tistiinliik saglamistir [7].

Harman (2021), Pima Indian Diyabet Veri Kiimesi iizerinden
Naive Bayes ve Destek Vektor Makineleri algoritmalarini
kullanarak Python dilinde diyabet tahminlemesi yapmustir.
Siniflandirma algoritmalarinin sonuglarini arttirmak i¢in veri
setinde eksiklerin doldurulmasi, ozniteliklerin
olceklendirilmesi  ve  yeniden  o6rnekleme islemleri
uygulanmistir. Yapilan deneylerde dogruluk orani, kesinlik,
duyarlilik ve F1 skoru degerlerinin tamaminda Destek Vektor
Makineleri algoritmasinin daha {istiin oldugu goriilmiistiir [8].

Ergiin ve {lhan (2021), diyabet tahmini yapmak icin 520 kisiden
toplanan 16 ozellige iliskin verileri sekiz farkli makina
0grenmesi tekniklerine uygulamislardir. -Model sonuglarinin
dogrulanmasi i¢cin 10 kat c¢apraz dogrulama semasi
kullanilmistir. Calismada dogruluk, kesinlik, hatirlama ve F1
skoru olciitleri ele alinmistir. Kullanilan tekniklerden Evrisimli
Sinir Ag1 modeli her o6l¢iit icin en yiiksek degerlerin elde
edilmesini saglamistir. Bu sayede sorulacak birkac¢ soru ile
insanlarin  diyabet olma durumunun kolayca tespit
edilebilecegi ortaya konmustur [9]. Diyabete yakalanma
olasiligini hesaplamak icin makina 6grenmesi yontemlerini
kullanan Bilgin (2021), en yiliksek dogruluk oranimi k-NN
Algoritmasi ile %99.81 olarak bulmustur ve bu ydntemin
kullanildigr bir bilgisayar ara yiizii ile erken tam Kkiti
gelistirmistir [10].

Hadeel Tariq ve dig. (2017), 6znitelik se¢imi i¢in literatiirde ilk
kez Salp Siirli Algoritmasini 6nermislerdir. Meme, mesane ve
kolon kanserlerine yonelik Irak hastanelerinden alinan verileri
Salp Siirti Algoritmasina uygulayan Hadeel Tariq ve dig.
sonuglar1 Parcacik Siirti Optimizasyonu ve Diferansiyel Evrim
Algoritmalarindan elde edilen sonuglarla kiyaslamislardir.
Sonuglar, Salp Siirii Algoritmasinin dogruluk ve siire agisindan
istiin oldugunu géstermistir [11]. Can ve dig. (2021) tarafindan

farkli veri gruplari farkli siniflandiricilar tizerinden Salp Stri
Algoritmasina tabi tutulmustur. -Siflandiricilarin, farkh
olciitler i¢in farkli sonuglar sundugu ¢alismada tespit edilmistir.
Ayrica veri setinin, 6zniteliklerin ve 6rneklerin boyutunun
smiflandiricilarin performansini etkiledigi belirtilmistir [12].
Hegazy ve dig. (2020), Salp Siirii Algoritmasinin dogruluk,
giivenirlik ve yakinsama hizini iyilestirmek icin atalet agirlig:
denilen yeni bir kontrol parametresi eklemistir. Gelistirdikleri
bu yontemin 6z nitelik seciminde daha iistiin bir performans
gosterdigini ortaya koymuslardir [13].

Kamel ve dig. (2021) Cekirge Optimizasyon Algoritmasina
(GOA) dayal1 bir 6znitelik se¢im yontemi 6nermektedir. Diyabet
Tip-1I testinin dogru sonuglarimi artirmak ve farkli makine
o6grenme tekniklerini kullanmak i¢in gelismis bir siniflandirici
ile calisma gerceklestirilmistir. Bunu yaparken, testin
giivenilirligini elde etmek icin 10 kat capraz dogrulama
yontemi kullanilmistir. Oznitelik secme teknigi, bu calismada
onemli dznitelikleri belirlemek i¢cin kullanilmistir. Bu yaklasim,
MATLAB yazilimi kullanilarak Pima Indian Dataset iizerinde
uygulanmistir. Calisma sonucunda Destek Vektdr Makinesi
(DVM) algoritmasi tarafindan elde edilen %97'lik dogruluk
degeri calismanin basarili oldugunu goéstermistir [14].

Lukmanta ve dig. (2019) diyabetin siniflandirilmasinda ve
tespitinde Bulanik Mantik ve Destek Vektér Makinesi
kullanmislardir. Veri kiimesindeki 6znitelikler 6nce DVM daha
sonra bulanik mantik yonteminde kullanilmak iizere
egitilmistir. Bulanik ¢ikarim islemi ¢iktiy1 simniflandirmak igin
kullanilmistir. Yukarida belirtilen metodoloji, Pima Indian
Diabetes (PID) veri setine uygulanmistir. Sonugta diyabetli
hastalarin tahmininde %89.02'lik umut verici bir dogruluk elde
edilmistir [15].

Garcia-Ordas ve dig. (2021) tarafindan diyabet tahmini igin
Derin Ogrenme Yéntemi onerilmistir. Literatiirde nadiren
birlikte kullanilan Varyasyonel Otomatik Kodlayic1 (VAE),
Seyrek Otomatik Kodlayic1 (SAE) ve Konvoliisyonel Sinir Ag1
(CNN) yontemleri bu ¢alismada, birlikte kullanilmistir. Agin
geri yayillimda birbirlerinden geri bildirim almalarina izin
veren bir KNN Siniflandiricisi ile birlikte egitilmistir [16].

Omisore ve dig. (2021) diyabetin tanimi i¢in duyusal
o6grenmeye dayali bir sistem 6nermislerdir. Diyabet teshisi i¢in
¢ok modlu ANFIS (MANFIS) modeli kullanmislardir. Belirlenen
ozniteliklere gore diyabetin teshisi i¢cin ndro-bulanik bir sistem
Onermislerdir [17].

Vaishali ve dig. (2017) Tip 2 Diyabetin tahmini icin Makine
0grenmesiyle birlikte mevcut  tani  yonetmelerini
kullanmislardir. Onerilen algoritmada, Pima veri setinden
diyabet i¢cin temel 6znitelikler Genetik Algoritma ile 6n isleme
tabi tutularak secilmistir ve nesnel bir Evrimsel Bulanik
Siiflandirict veri kiimesine uygulanmistir. Algoritmanin
calisma prensibine goére maksimum siniflandirici orani ve
minimum kurallar kullanilarak 6znitelik secimi Genetik
Algoritma ile yapilmistir ve Oznitelik sayis1 8den 4’e
diisiiriilmiistiir. Boylece basari oraninin %83.04'e yiikseldigi
goriilmistir [18].

Kose ve dig. (2015) DVM ile Girdap Optimizasyonu (GO) tabanl
bir algoritma gelistirmislerdir. Diyabet hastaliginin teshisi i¢cin
ise gelistirilen bu karma yapay zeka sistemi kullanilmigtir.
Olusturulan yapida, DVM'yi olusturmak i¢in Gauss (RBF)
cekirdek fonksiyonunda bulunan sigma (o) parametresinin
tespitine ydnelik olarak GOA kullanilmistir. Kurulan bu yapi
Pima diyabet veri seti kullanilarak degerlendirilmistir. Siire¢
sonunda kazanimi gergeklestirilen bilgiler, 6nerilen GOA-DVM
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sistemi ile diyabet hastaliginin teshisinin tatmin edici seviyede
oldugunu gostermistir [19].

Bhargava ve dig. (2021) Diyabet hastaliginin erken ve daha iyi
tahmin edilebilmesi i¢in dogruluk oraninin kritik 6neme sahip
oldugunu belirtmislerdir, arastirmacilar bir dizi derin 6grenme
teknigi ile ve diyabet tahmini i¢in makine 6grenimini
kullanmislardir. Yapilan ¢alismada diyabeti erken bir asamada,
en ylksek dogruluk seviyesinde ve giivenilir bir sekilde tespit
etmek icin bir bilgisayar modeli olusturulmustur. Derin
o6grenme tekniginin ¢alismada kullanilan smiflandiricilar
arasindan en yiiksek dogruluga sahip oldugu (%98.07)
belirtilmis ve diyabeti erken bir asamada tahmin etmek i¢in
kullanilabilecegi ifade edilmistir. Onerilen sistemde derin
o6grenme teknigi kullanilarak PIMA veri kiimesini tizerinde
siniflama islemi yapilmistir [20].

Bu ¢alismada UCI (UCI Machine Learning Repository) veri
deposundaki ornekler kullanilarak, Salp Siri Algoritmasi,
Yapay Ar1 Kolonisi Algoritmasi, Balina Optimizasyon
Algoritmasi1 ve Karinca Kolonisi Algoritmasi kullanilarak
oznitelik  se¢imi  yapilmistir.  Segilen  Ozniteliklerin
degerlendirilmesi i¢cin k-En Yakin Komsuluk (KNN), Naive
Bayes (NB), Destek Vektér Makinas1 (DVM) ve Yapay Sinir
Aglar1 (YSA) yontemleri kullanilarak dogruluk, duyarlihik ve
belirlilik parametreleri hesaplanmistir. Diyabet hastasi olma
olasiligl icin yapilan hesaplamalarda k-En Yakin Komsuluk
yontemiyle %99.04 dogruluk orani elde edilmistir.

Makalenin ikinci kisminda 6znitelik se¢imi ve siniflandirma i¢in
kullanilan yontemlerden bahsedilirken {giinci kisimda
deneysel sonuglar verilecektir. Dérdiincii kisimda ise sonuglar
tartisilacaktir.

2 Yontem

Bu c¢alismada 0Ozniteliklerin se¢imini saglayan Salp Stri
Algoritmasi, Yapay Ar1 Kolonisi Algoritmasi, Balina Siriisi
Algoritmasi ve Yapay Karinca Kolonisi tanitilmis, matematiksel
modelleri ve soézde kodlar1 verilmistir. Siniflandirma igin
kullanilan K-En Yakin Komsgsuluk, Destek Vektér Makinesi,
Naive Bayes ve Yapay Sinir Aglar1 yontemleri hakkinda bilgi
verilmistir. Bu c¢alismada yapilan deneyler i¢cin MATLAB
R2016a yazilimi kullanilmistir.

2.1  Salp siirii algoritmasi

Salplar, derin denizlerde siirii halinde bulunan berrak
goriiniisli denizanasi benzeri bir canhdir. Salp zinciri denen
yaplyl olusturup yiyecek aramaya yonelik hareketlerde
bulunurlar (Sekil 1).

Sekil 1. Bireysel salp ve salp siiriisii [21].
Figure 1. Individual salp and salp swarm [21].

Bu hareketlerden yola ¢ikarak Salp Sirii Algoritmasi
gelistirilmistir. Strii, hareket yontinde ilk siradaki bir lider ve
onun devamindaki takipgilerden olusur. Bu siiriiniin
hareketinden esinlenerek olusturulan algoritmanin akis semasi

Sekil 2’de verilmistir.
Veriler
yuklenir

Her salp icin rastgele
konum belirlenir

v

En iyi salp konumu, besin kaynadinin
yeri olarak belirlenir

v

Katsayilar
gancellenir

v

Lider salpin konumu
gancellenir

¢ Hayir

Takipci salplenin
konumu gidncellenir

iterasyon sayisina
ulasildi mi?

Sonlandir

-=—

Sekil 2. Salp stirii algoritmasi akis semasi.
Figure 2. Salp swarm algorithm flowchart.

Lider salpin konumunu giincellemek i¢in kullanilan denklemler
(1)’de verilmistir.

X(i, d)
_ {Xf(d) + ¢y ((ub - lb) s Cy + lb)' Cc3 = 0.5 } (1)
Xf(d) — C1" ((ub - lb) *Cp + lb)' C3 <05

Denklem (1)’deki X(i,d) lider salpin konumunu, X(d) besin
kaynaginin konumunu temsil etmektedir. ¢, ve c3 rastgele
iiretilen degiskenler olup, u, ve [, sirasiyla iist ve alt siir
noktalarinin degerleridir. Bu denklem lider salpin konumunun
besin kaynaginin konumuna bagh oldugunu da géstermektedir.
c1, (2)'de verilen esitlikle hesaplanan ve iterasyon sayilarina
bagli olarak bulunan bir degiskendir.

—4t)\?

€= 2 e(T) (2)
Denklem (3)’teki t parametresi anlik iterasyon sayisini, T
parametresi ise toplam iterasyon sayisini temsil etmektedir.

Takipci salplerin konumunu giincellemek i¢in Denklem (3)’te
verilen esitlik kullanilir.

X@,d) = %-(X(i,d) + X(i—1,4)) 3)
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2.2 Yapay ar1kolonisi algoritmasi

Yapay ar1 kolonisi, 2005 yilinda Dervis Karaboga ve dig.
tarafindan gelistirilen, bal arilarinin besin arama davranisindan
esinlenilen bir algoritmadir [22]. Arilar, arama uzayinda besin
kaynaklarinin yerini tespit edip, bunu cesitli dans hareketleri
ile diger arilara aktarmaktadir. Algoritmanin amaci en iyi besin
kaynagina ulagmaktir. Bu siirecteki gorevlerine gore arilar isci,
gozcil ve izci olmak {izere iic tiirdiir. Isci arilar, rastgele olarak
yiyecek arar. Yiyecek bulundugunda gorevli ar1 haline gelen is¢i
arilar kovana besin tasir. Gorevli arilar besinleri birakip ya
tekrar geri doner ya da cesitli dans hareketleri ile kaynaklarin
konumlarini tarif eder. Bu dansa bagh olarak kovandaki izci
arilar bir kaynaga yonelirler. Bu algoritmaya iliskin akis semasi
Sekil 3’te verilmistir.

Yiyecek kaynaklannin baglangic
konumian tanimlanir

Nektar miktan
hesaplanir

Nektar miktan Gozcu anlar besin kaynagina gonderilir
hesaplanir ve nektar miktan hesaplanir

Seleksiyon

Tam gézca anlar
Hayir dagitildi mi?

En iyi kaynak
konumu kaydedilir

; Hayir

Vazgecilecek
kaynaklar belirlenir

Gézch anlar besin
kaynagina gonderilir

kriterlerini saghyor mu?

Evet

Sekil 3. Yapay ar1 kolonisi algoritmasi akis semasi.

<Vazget;llen kaynaklar durdurma’

Figure 3. Artificial bee colony algorithm flowchart.

Yiyecek kaynaklarinin yerlerinin rastgele olarak belirlenmesi
icin Denklem (4) kullanilir.

XU, d) =up +ky - (up— 1) (4)

Bu denklemdeki X(i,d) yiyecek kaynaklarinin iki boyutlu
uzaydaki konumunu, u,ve [, sirasiyla alt ve tist sinirlarini ifade
etmektedir. k; [0,1] araliginda iiretilen rastgele bir katsayidir.
Baslangicta yiyecek kaynaklarinin konumunda bulunan isci
arilar, ardindan bu konumlarinin komsulugunda besin kaynag:
aramaya baglar. Bu asamay1 tarif eden Denklem (5)'te
verilmistir.

V(i,d) = X(i,d) + phi-(X(i,d) — X(k,d))  (5)

X(k,d) komsu besin kaynaginin konumunu, phi [-1,1]
araligindaki agirliklandirma katsayisini ve V (i, d) giincellenmis
besin kaynagini tarif etmektedir. Bu konumun alt ve lst sinirlar
dahilinde oldugu teyit edildikten sonra uygunluk degerini
hesaplanir. Hesaplanan deger daha iyi ise eski kaynagin yeri
unutulup, yeni kaynak yeri hafizaya alinir. Kovana dénen
arilarin dans hareketine ve dolayisiyla nektar miktarina bagh
olarak olasilik hesab1 yapilir ve bir seleksiyon islemine tabi
tutulur. Olasilik degerine bagh olarak gozcii arilar da kaynak
bélgesinde yeni ¢oziim tiretir. Uretilen ¢éziimlerin uygunluk

degerleri hesaplanip, dncekilerle kiyaslanarak daha iyi olan
secilir. Isci ve gdzcii arlar igin bu islemler limit degerlerine
ulastiginda tekrar kasif ar1 haline gelip déngii tekrarlanir.

2.3 Balina optimizasyon algoritmasi

Avustralyali bilim insanlar1 tarafindan 2016 yilinda 6nerilen
Balina Optimizasyon Algoritmasi yeni bir siirii en uygun sekle
sokma algoritmasi olarak kullanilmaktadir. Algoritmanin
calismas1 basit ve parametre kullanimina gereksinimi daha
diisiikken ayni zamanda yerel optimumlara takilmadan global
optimuma daha iyi bir sekilde yaklasabilmektedir [23].

Kambur balinalar yapisi geregi avlarinin konumlarini tahmin
edebilmekle birlikte bu avlarin etrafi perdelenebilmektedir.
Balina Optimizasyon Algoritmasi bulunan en iyi ¢dziimii avin
konumu olarak ya da avin konumuna en yakin konumu ¢éziim
olarak kabul eder. Herhangi bir arama ajaninin konumu en iyi
ise diger arama parametrelerinin yeri en iyi yer géz oniine
almarak  tekrardan  belirlenir. Balina  Optimizasyon
Algoritmasina ait akis diyagrami Sekil 4'te verilmistir [24].

‘ Baglangig topluludu olu sturulur ‘

\ Dz chzim yapilir \

‘ Kuramsal veri kimesi olugturulur ‘

[ En iyl arama ajani belirlenir ‘

=
<

Eve p<057 Hayir

y

Evet Hawir Kabarck ad avlanma
teknigi uygulanir

Ayi sarma
stratejisi uygulamr

Uygunluk degerlen hesaplanip
en iyi arama ajani guncellenir

stratejisi uygulamir

‘ Ayl arama

Evet

t<maks iterasyon ?

Sekil 4. Balina optimizasyon algoritmasi.
Figure 4. Whale optimization algorithm.

Balina Optimizasyon Algoritmasinda yapilan baslica islemler
avin etrafinin sarilmasi, ava dogru hareket etme ve avi sarma
seklindedir.

2.3.1 Avin etrafinin sarilmasi

Avlarin konumu balinalar tarafindan yiiksek bir olasilikla
belirlenebilir. Bu belirleme neticesinde belirlenen bu alan ya da
avlarin etrafi hava kabarciklari ile sarilmaktadir. BOA’da uygun
deger noktasi bu kabarcik icine alinan avin merkez noktasidir.
Optimizasyon problemlerinin temelinde optimum noktanin
bilinmezligi yatmaktadir, bu problemlerde optimum nokta ise
yaklasilabilen en iyi sonu¢ ya da en iyi sonuca en yakin bir hedef
yer kabul edilmektedir. En iyi arama degeri ya da buna en yakin
yer tespit edildikten sonra bu degerler en iyi arama degeri
kullanilarak giincellenir. Bu davranis matematiksel olarak
modellenmek istenirse Denklem (6) ve Denklem (7)’deki gibi
ifade edilir [25].
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D =|C.X(t) - X (6)
Xt+1)=[X+@)-A.D| (7

Denklemde verilen t gerceklesen iterasyonu, D mesafe
vektoriinii A ve C katsayisi vektorlerini, X* belirlenen en
basarili ¢6ziim vektoriinii gosterir.

2.3.2 Avayonelme

Balina Optimizasyonu belirlenen avin etrafindaki halkay1
daraltma ve ige dogru daralan (spiral Hareket) hareket olarak
iki sekilde modellenmistir. Sekil 5’'te ice dogru daralan hareket
ve belirlenen en iyi sonucun konumu Sekil 6’da gosterilmistir.
Belirtilen bu yapi i¢in hedef konum ve ¢6zliim aday1 arasindaki
uzaklik belirlenerek Denklem (8) ve Denklem (9)
olusturulmustur.

y

0.5 -1 1

Sekil 5. Avin hareketi.
Figure 5. Movement of prey.

Sekil 6. balina optimizasyon algoritmasi sembolik ve gercek
gOsterimi.

Figure 6. Symbolic and real representation of whale
optimization algorithm.
%(t+1) =D".ebl.cos(2nl) + X = (¢) (8)
D'=X+(t)—X(® (9)

2.3.3 Avarama

Global ¢6ziim i¢in, ¢6ziime sahip degerlerin en son yerleri,
belirlenen en iyi konum degerinin yerine, rastlantisal olarak
belirlenen bir ¢6ziim konumunun ¢evresinde belirlenir. ifade
edilen bu isleme ait model Denklem (10) ve Denklem (11)’de
gosterilmigtir [25].

D'=C Xpna —X (10)

Xt+1)=Xana—A-D (11)

Xrana vektorl rastgele tercih edilen bir sonug¢ degerini ifade
etmektedir. X vektoriiniin degeri Kiiresel ya da yerel arama
yapilacagina karar vermektedir. A vektori degeri i¢in, x < 1
veya x > 1 durumlarinda belirlenen en iyi konumdan daha
uzak bir nokta tercih edilebileceginden, bunlar kiiresel arama
olarak kabul edilmektedir.

2.4 Karinca kolonisi algoritmasi

Gorme duyularina sahip olmayan karincalar yiyecek kaynaklari
ile yuvalari arasinda en kisa yolu bulma yetenegine sahiptirler.
Bu o6zelligin akabinde degisen ¢evre kosullarina uyum
saglayabilme yetenekleri de vardir. Karincalarin takip ettikleri,
kullandiklar: en kisa yol dis etkenler sonucu artik en kisa yol
degil ise karincalar tekrardan secenekler arasindan en kisa
mesafeyi tercih edebilmektedirler [26].

Sekil 7’de de oldugu gosterildigi haliyle karincalar, ilk anda
yuva ile yiyecek arasinda diiz bir ¢izgiyi takip etmekte iken
feromon olarak bilinen bir hormonu salgilamakta ve kendinden
sonraki karincalar bu kimyasal izi takip ederek yollarim
bulabilmektedirler. Takip edilen nu yol lizerinde bir engel
yerlestirildiginde  kimyasal bir iz olan feromonu
kaybettiklerinden dolayi, karincalar tercih edebilecekleri iki
secenekten herhangi birini, gelisiglizel olarak se¢cmektedirler.
Kullanilan bu iki se¢enekten, kisa olan yol daha fazla gecise
imkan saglamasindan dolay: iz olarak kalan feromon miktarini
da arttirmakta ve buharlasmanin da daha az olmasini
saglamaktadir. Buna bagh olarak, zaman igerisinde karincalar
artan bir sekilde kisa yolu tercih etmeye baslayacaklardur.
Belirli bir siire sonunda ise tiim karincalar kisa olan yolu tercih
edeceklerdir.

e ElE i o e e P e
YwaTx’W_’.ﬁﬁrﬁ .
> Yiyecek

2
¥ la
A |t
Al2(a
Yuva %#:w%t;i:- i{—:—.‘;%r‘;ﬁ Yiyecek
44

a%%r’:? Yiyecek
Ay ;4

Sekil 7. Karinca kolonisi algoritmasi.
Figure 7. Ant colony algorithm.

Karinca Kolonisi Algoritmasi yapay olarak temsil edilen
karincalardan olusturulmakla birlikte, olusturulan feromon
izinin yenilenmesiyle devamli olarak yinelenen olusumdur.
Algoritma kullanilirken, yapay karincalar ile yenilenen feromon
kalintilariyla birlikte istenen en ideal ¢6ziimiin bulunmasi i¢in
amac fonksiyonu yeni degerler ile birlikte giincellenmektedir.
Ilgili yapiya ait algoritma Sekil 8’deki gibidir.

Algoritmanin ¢alismasinda uygulanan adimlar, yapay
karincalarin gezinmeleri sonucunda lizerinden tekrar gecilen
yollar iizerinde kalan feromon miktarlarinin arttirilmasi ancak
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yapisi geregi feromonun bir miktarinin ucarak azaltilmasinin
gerceklestirilmesi bunun sonucunda en iyi degerin bulunmasi
ve bu degere bagl olarak global feromon degerinin yeniden
belirlenmesinin yapilmasi ve yapay karincalarin degeri yeniden
belirlenen bu feromon izlerine olan duyarliliklar1 geri yeni
hareketlerini gerceklestirmeleridir. Bu algoritma Sekil 8'de
gosterilmistir.

| Kanncalann dagtimas: |

v <

Her kannca, feromon mikianna
gore turu tamamlar

Dolagilan gizergah
uzunlukarinin hesaplanmasi

[ Feromon miktannin guncellenmesi

Durdurma kriten
saglamyor mu?

| Eniyisonuc elde ediir |

Sekil 8. Karinca kolonisi algoritmasi.

Figure 8. Ant colony algorithm.

Adim : Feromon i¢in ilk degerler belirlenir,

Adim : Karincalar rastgele olarak diigiimlere atanir,

Adim  : Belirlenen her bir karinca, baslangigta verilen
yerel arama olasiifina gore hareketini
tamamlanir,

Adim : Karincalar icin gidilen yol her bir karinca igin
hesaplanarak yerel feromon degeri belirlenir,

Adim : En basarili deger bulunur ve global feromon
degeri tekrar hesaplanir

Adim : Basarim degeri saglanana kadar Adim 2’ye
gidilir [27].

2.4.1 Gegis kural

KKA’ da iterasyon sirasinda k karincasi i¢in i noktasindan j
noktasina gitmek icin iki segenek bulunmaktadir. Birinci
secenek, secenek olarak bulunan yollar igerisinde feromon
miktar1 dikkate alinarak hesaplanan degere gore secim
yapmaktir. Feromon miktarina bagh olarak tercih yama
olasiligr ytksektir. Diger secenek ise yollardaki feromon
degerine dikkat edilerek belirlenen olasilik dagilimina goére
tercih edilir.

Yukarida bahsedilen gecis kurulanina goére olusturulan
Denklem (12) asagida verilmistir.

j= max)(i){[r(i, w)]® x[n(i,w)]P} eger q < qo (12)

u€ji (i

Denklemde kullanilan (i, u), (i, u) yolundaki feromon miktari,
h(i,u) i noktas1 ile u noktasi1 arasindaki mesafenin tersidir.
Jjr(9), i noktasinda bulunan k karincasinin gitmedigi noktalari,
B(b > 0)feromon giincellemesinde uzakligin etkisini ve g < qq
¢6zliim arama parametresini gostermektedir.

2.4.2 Feromon giincellemesi

Feromon miktarinin giincellenmesi tiim karincalar etaplarini
tamamladiktan sonra gerceklestirilir. Ik adimda tiim yollarda
bulunan feromonlar, belirlenen bir katsay: ile buharlastirilir.
ikinci adimda ise karincalarin kullandiklari yolda bulunan
feromon miktari, bu yoldan gegen karincanin kat ettigi toplam
mesafe tersi ile arttirllmaktadir [28]. Bunun sonucunda
karincalarin kullandiklar1 daha kisa olan yollar iizerinde
feromon miktarinin arttigi  gorilmektedir. Feromon
giincellemesi Lokal feromon giincellemesi ve Global Feromon
degerinin belirlenmesi iki sekilde yapilabilmektedir.

2.4.2.1 Lokal feromon giincellemesi

Biitiin karincalarin etabi tamamlamasi sonrasinda, feromon
degeri belirli bir miktarda ugucu etki sonucunda azaltilir,
karincalarin etap boyunca gectigi konumlarda belirlenen bir
degerde feromon miktarinin artmasi saglanabilir. Bahsedilen
bu yapilar Denklem (13)’e gére yapilmaktadir:

tt+1) = (1—r)tij(t)+ZAtikj (t+1) (13)
k=1

Denklemde verilen t;;(t + 1) baslangi¢ feromon diizeyidir ve
hia Atlkj (t + 1) lokal feromon giincelleme parametresidir.

2.4.2.2 Global feromon giincellemesi

Global feromon giincellemesi, etabi1 tim karincalarin
tamamlamasi sonucunda gergeklestirilir. Her bir karincanin
gittigi mesafe kaydedilir be mesafeler icerisinde en az mesafe
giden karinca tespit edilir. Tespit edilen bu karincanin tercih
ettigi yollardaki feromon miktarlar1 Denklem (14)’e gore
arttirlmaktadir

7t + 1) = (1 = p)7y5(t) + Atf(t + 1) (14)

2.5 Smiflandirma algoritmalari

Calismada, smiflandirma islemleri K-En Yakin Komsuluk,
Destek Vektoér Makinesi, Naive Bayes ve Yapay Sinir Aglari
Algoritmalarina dayal olarak yapilmistir.

2.5.1 K-En yakin komsu algoritmasi

K-En Yakin Komsu Algoritmasi (K-Nearest Neighbor Algorithm
-KNN) veri madenciliginde kullanilan bir siniflandirma
yontemidir. KNN siniflandirmasi veri setinde bulunan verilere
bagli olarak 6grenme gerceklestirir. KNN denetimli 6grenme ile
nesne smiflandirilmasinda kullanilmaktadir. Bu siniflama en
yakin nesneye gore yapilmaktadir. Siniflamaya giren yeni 6rnek
veri, KNN icerisindeki 6nceden belirlenen ya da algoritma
tarafindan olusturulan siniflara bagh olarak k sayis1 degerince
en yakin komsu konumuna bakilarak siniflama yapar. KNN
ayrica eski ve yeni durumlar i¢in yakinlik hesaplamalarinda da
kullanilir. Siniflandirma KNN sadece bir model kullanmaz
hafizaya dayalidir. Kullanilan algoritma su sekilde tarif
edilmektedir:
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1. Uygun K parametresini belirlemek ic¢in; kullanilan
verilere bagli olarak K degeri minimum deger olarak
1 veya egitim verisinin degeri maksimum deger
olarak alinir,

2. Test verileri ile veriler arasindaki mesafe sirali bir
sekilde hesaplanir. Mesafeyi hesaplamak igin
kullanilan Oklid mesafesi Denklem (15)’te verilmistir,

3. Hesaplanan mesafeler kiiclikten biiylige dogru
siralanir,

4. K parametresine baglh olarak k adet En yakin mesafe
belirlenir,

5. K adet smiftan ¢ogunlukta olan sinif belirlenir ve
uygun sinif ile eslestirilir.

i(pi — qi)?
i=1

2.5.2 Destek vektor makinasi

Oklid mesafesi = (15)

Corinna ve Vladimir tarafindan gelistirilen Destek Vektor
Makinasi yontemi denetimli makine 6grenme yontemlerinden
biridir [29]. Bu yontemdeki temel hedef, sinif etiketlerinin
kullanilmasiyla egitim verilerini ayristirilabilecek  bir
fonksiyonun bulunmasidir. Sinif etiketleri genellikle “evet-
hayir” veya “pozitif-negatif” gibi adlandirildigindan, Destek
Vektor Makinasi yontemi ile bu ifadeler arasindaki en uygun
ayiric yani hiperdiizlem bulunmaktadir. Yani, DVM, iki karar
sinir1 arasindaki mesafeyi maksimize ederek optimal ayirici
hiperdiizlemi bulur. Matematiksel olarak, wlix+b=0 ile
gosterilen optimal ayirici hiperdiizlemini bulmak i¢in w7x +

b = —1 hiperdiizlemi ile w"x + b = 1 hiperdiizlemi arasindaki

2 o . - lwll N
Wi mesafesini maksimize eder. Bagka bir ifadeyle - terimini

minimize etmeye c¢alisir. Bunun i¢in her iki smniftan ve
hiperdiizleme yakin verileri destek vektori olarak kullanir.
Sekil 9'da hiperdiizlem ve destek vektdrlerine iliskin gorsel
verilmistir.

y

Destek
Vektorieri

= x

Sekil 9. Destek vektor makinasi.

Figure 9. Support vector machine.

2.5.3 Naive bayes

Olasilik tabanli olarak siniflandirma islemi yapan bu yéntem
Bayes teoremini temel almaktadir. Goriintii isleme ve sinyal
isleme alanlarinda tercih edilen bir ydntem olarak
bilinmektedir. Bu yontemde sinif iiyelik olasiliklar1 kullanilarak

hangi simifta olma olasilig1 tahmini yapilir. Kolay kullanimi ve
iyi sonug vermesi yontemin olumlu yanlari iken olumsuz yan,
siif ve nitelikler bakimindan bagimsizlik varsayimi
gerektirmesidir. Bu yontemde, olaylarin birbirinden bagimsiz
oldugu diisiiniilerek islem yapilmaktadir.

Bayes teoremine gore, x degerine bagl olarak y degerinin
rastgele olasiigini hesaplamak i¢in kullanilan Denklem (16):

P(x|y)P(y)

P(ylx) = TP (16)

Burada; = (xq, X5, X3, ..., X,) seklinde yazilabilen bir vektordur.
Bu durumda Bayes denklemi sdyle olur:

Pyl )= P(x1|y) P(x2]y) .. PCxn [y)P(y)
Y5 ST B )P () - Pty

Bu durumda, P(y/x)'in maksimum degerini veren y hedef
sonucu soyle yazilir:

(17)

y = argmax, P) [ [pCaly) (18)
i=1

2.5.4 Yapay sinir aglari

YSA problemlerin ¢éziimiinde insan beyninin anatomisinden
faydalanilarak gelistirilen bir modeldir. YSA temek olarak insan
beyninde 06grenmenin gergeklestigi kisimlar olan sinir
hiicrelerinin yapisi baz alarak gelistirilmistir. Benzetilen bu
yap1 sonucunda yiiksek miktardaki verilerin islenerek dogru
sonuglar elde edilmesi gergeklestirilmistir. YSA kullanimi i¢gin
sinir hiicrelerine benzer yapilar egitilerek problem ¢ézme
islemi gerceklestirilmektedir. Yapay sinir agina ait temel yap1
Sekil 10’ da gosterilmistir.

Adurkk 1 wi)

Qg

Adirkk 2
(w2)

I
I
I
|

I Agurkk N (wi)
Girdi N i /

Sekil 10. YSA yapisi.
Figure 10. ANN structure.

YSA’'y1 meydana getiren yapay sinir hiicrelerinin genel yapisy;
girdi (x;), agirhk (w;) toplam fonksiyonu, aktivasyon
fonksiyonu ve ¢ikis ile birlikte bes bolimden meydana
gelmektedir. Sisteme ait olan girdiler egitim esnasinda
belirlenen kendi agirhik degerleri ile carpilarak toplanir.
Olusturulan bu degerin bir ¢ikis degerini ifade etmesi amaciyla
bir aktivasyon degeri ile ¢arpilir ve bir sonug elde edilir. YSA
modelinin basarimini belirleyen parametrelerden biri 6grenme
esnasinda olusturulan agirlik degerlerine baghdir. Bir diger
basarim parametresi ise yapi olusturulurken belirlenen gizli
katman sayisidir. Gizli katman sayisinin az ya da ¢ok olmasi
cikis degerini dogrudan etkilemektedir [30]. YSA'da girdiler,
daha 6nce belirlenen agirlik degerleri ile carpilir, elde edilen bu
carpim degerlerinin toplamlar1 neticesinde net girdi degeri
hesaplanmaktadir. Net degeri hesaplamaya iliskin agirhikl
toplam fonksiyonu Denklem (19)’da verilmistir.
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n
NET = z — (19)
i

Bu denklemde x; hiicreye gelen girdileri, w; girdilerin
agirliklarini ve n hiicreye gelen toplam girdi sayisini ifade
etmektedir. Elde edilen toplam degerin anlamli bir ¢ikti olarak
aktarilmasi i¢in aktivasyon fonksiyonu olarak isimlendirilen bir
fonksiyona tabi tutulmasi gerekmektedir. Aktivasyon
fonksiyonu sonucunda giris degerlerine karsilik anlamli bir
cikis degeri elde edilmektedir. En ¢ok sigmoid fonksiyonu
aktivasyon fonksiyonu olarak kullanilmaktadir.

2.6 VeriSeti

Calisma kapsaminda University of California Irvine (UCI)
tarafindan saglanan veri deposu kullanilmistir. Veri
deposundaki erken doénem diyabet risk tahmini veri seti
secilmistir. Bu veri setinde 17 0Oznitelik ve 520 oOrnek
bulunmaktadir. Tablo 1'de kullanilan veri setindeki
ozniteliklere ait agiklamalar verilmistir.

Tablo 1. Ozniteliklere iliskin aciklamalar.
Table 1. Descriptions of attributes.

No Oznitelik Deger

1 Yas [16, ...,90]

2 Cinsiyet Erkek:1, Kadin:0
3 Poliiiri Evet:1, Hayir:0
4 Polidipsi Evet:1, Hayir:0
5 Hizli kilo kayb1 Evet:1, Hayir:0
6 Halsizlik Evet:1, Hayir:0
7 Polifagi Evet:1, Hayir:0
8 Genital Pamukeuk Evet:1, Hayir:0
9 Bulanik gérme Evet:1, Hayir:0
10 Kasinti Evet:1, Hayir:0
11 Sinirlilik Evet:1, Hayir:0
12 Geg iyilesme Evet:1, Hayir:0
13 Kismi parezi Evet:1, Hayir:0
14 Kas sertligi Evet:1, Hayir:0
15 Alopesi Evet:1, Hayir:0
16 Obezite Evet:1, Hayir:0
17 Sinif Pozitif:1, Negatif:0

3 Deneysel sonuglar

Calismada yapilan islemlere iliskin akis semas1 Sekil 11'de
verilmistir. Verilerin yiliklenmesiyle baslayan deneysel
calismalar, verilerin 0 ve 1’ler cinsinden ifade edilmesinden
sonra ozniteliklerin secilmesiyle devam etmigtir. Oznitelik
seciminde Yapay Ar Kolonisi Algoritmasi, Salp Siri
Algoritmasi, Balina Optimizasyon Algoritmas1 ve Karinca
Kolonisi Algoritmasi kullanilmistir. Segilen 6zniteliklere gore
siniflandirma basarisinin hesaplanmasinda diger degerlere
karsi daha iyi bir sonug verdigi icin K = 3 secilerek k-En Yakin
Komsuluk, Destek Vektdr Makinalari, Naive Bayes ve Yapay
Sinir Aglar1 yéntemleri kullamlmstir. iterasyon sayilari tiim
algoritmalar i¢in ayni tutularak 200 sec¢ilmistir. Metasezgisel
algoritma ile siiflama basarisi bir optimizasyon problemi
olarak kabul edilmistir. Dogas1 geregi rastgele bir sekilde
baslayan 6znitelik secim islemi hatanin sifir oldugu ya da sifir
degerine en yakin oldugu durumda sonlanmistir ve o anda elde
edilen 6znitelikler siniflama algoritmasinda kullanilmistir. Bu
sayede daha az oOznitelik ile daha basarili bir siniflama
basarisinin elde edilmesi istenmistir.

| Verlenn yliklenmesi I

| Veriler icin onisleme |

| Oz nitelik secimi |

| Sinflandima |

v

Parametrelerin
hesaplamasi

Sekil 11. Calismada kullanilan y6ntemin akis semasi.

Figure 11. Flow chart of the method used in the study.

Calismada kullanilan modelin performansini 6lgmek igin
dogruluk, duyarlilik ve belirlilik parametreleri hesaplanmistir.
Denklem (20)’de oldugu gibi modelin yaptig1 siniflandirma
sonuclariyla gercek verilerin sonu¢larinin ayni oldugu 6rnek
sayisinin toplam 6rnek sayisina orani dogruluk parametresini
vermektedir.

TP +TN

5 - 20
Dogruluk = TN T FP ¥ FN (20)

Denklem 20’de verilen TP pozitif dogru, TN negatif dogru, FP
pozitif yanlis ve FN negatif yanlis sonuglar1 temsil etmektedir.
Duyarlilik parametresi, gercek pozitiflik orani olarak da
bilinmektedir. Denklem (21)’de verildigi gibi pozitif dogru
ornek sayisinin pozitif dogru ve negatif yanls érnek sayilarinin
toplamina orani duyarlilig1 ifade etmektedir.

TP

R 21
TP +FN (21)

Duyarlilik =
Calismada incelenen bir diger parametre olan kesinlik; dogru
pozitif érnek sayisinin, toplam pozitif drnek sayisina orani
seklinde Denklem (22)’de verildigi gibi hesaplanmaktadir.

TP
inlik = ——— 22
Kesinlik TP T FP (22)
Duyarlilik ve Kkesinlik parametrelerini daha anlamli hale
getirebilmek i¢in kullanilan F1 skoru parametresi, Denklem
(23)'te oldugu gibi kesinlik ve duyarlilik parametreleri
iizerinden formiillestirilmektedir.

F1 skor = 2 * Kesinlik » Duyarlilik 23
SROT = T esinlik + Duyarllik (23)

Diyabet tahmininde kullanilmak {izere yapilan bu ¢alismada
ozniteliklerin azaltilmasi ile elde edilen sonuglar Tablo 2’'de ve
tim Ozniteliklerin kullanilmasi ile elde edilen sonuglar
Tablo 3’te verilmistir. Tablo 4’te bu ¢alismadaki veri setinin
kullanildigi literatiirdeki bazi calismalar 6zet olarak verilmistir.
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Tablo 2. Ozniteliklerin azaltilmasi ile elde edilen sonuglar.

Table 2. Obtained results by reducing the features.

Dogruluk Duyarlilik Kesinlik F1 Skoru Secilen 6znitelikler
KNN %95.19 %98.43 %94.02 0.96 2-3-4-8-9-10-12-13-14-16
Salp Siirii Alooritmasi NB %91.34 %89.06 %96.61 0.92 1-2-3-6-8-9-11-14
P g DVM  %95.19 %93.75 %90.90 0.92 1-2-3-4-6-9-10-11-12-13
YSA %96.63 %95.70 %98.79 0.97 2-3-4-7-8-10-11-12-13-15-16
KNN %98.07 %98.43 %98.43 0.98 2-3-4-5-7-8-10-11-12
Yapay Ar1 Kolonisi NB %95.19 %95.31 %96.82 0.96 2-3-4-7-8-9-14-15
Algoritmasi DVM %93.26 %95.31 %93.84 0.94 2-3-4-5-11-12-15-16
YSA %95.67 %94.92 %97.98 0.96 2-3-4-5-7-9-10-11-12-14-15-16
KNN %98.07 %98.43 %98.43 0.98 2-3-5-7-8-9-10-12-14
Balina Optimizasyon NB %91.34 %93.75 %92.30 0.93 2-4-5-7-10-11-14-15-16
Algoritmasi DVM %93.26 %95.31 %93.84 0.94 2-3-4-5-8-9-10-11-12-14-15-16
YSA %94.23 %97.26 %93.60 0.95 2-3-4-5-6-7-8-10-11-12-15-16
KNN %99.04 %100 %98.46 0.99 2-3-4-5-7-8-10-11-12-14-15-16
Karinca Kolonisi NB %90.38 %92.18 %92.18 0.92 1-2-3-4-5-7-8-9-13
Algoritmasi DVM %96.15 %95.31 %98.38 0.96 1-2-3-4-5-6-8-9-13-14-15-16
YSA %95.43 %96.48 %96.10 0.96 2-3-4-5-7-8-9-10-14-16
Tablo 3. Tiim 6zniteliklerin kullanilmasi ile elde edilen sonuglar.
Table 3. Obtained results using all features.
Dogruluk Duyarlilik Kesinlik F1 Skoru
KNN %88.46 %89.06 %96.42 0.90
Salp Siirt NB %89.42 %389.06 %93.44 091
Algoritmasi DVM %90.38 %93.75 %90.90 0.92
YSA %93.99 %94.92 %95.29 0.95
KNN %89.42 %85.93 %96.49 0.90
Yapay Ar1 Kolonisi NB %90.38 %92.18 %92.18 0.92
Algoritmasi DVM %88.46 %90.62 %90.62 0.90
YSA %93.02 %94.14 %94.50 0.94
Balina KNN %94.23 %90.62 %100 0.95
Optimizasvon NB %88.46 %90.62 %90.62 0.90
Moorim DVM %89.42 %90.62 %92.06 0.91
& YSA %82.69 %94.14 %380.87 0.87
KNN %89.42 %385.93 %96.49 0.90
Karinca Kolonisi NB %285.57 %92.18 %385.50 0.88
Algoritmasi DVM %92.30 %89.06 %98.27 0.93
YSA %86.05 %87.50 %389.60 0.88
Tablo 4. Literatiirdeki bazi ¢alismalarin dzeti.
Table 4. Summary of some studies in the literature.
Calisma Siniflandirma Yontemi Veri Seti Bolme Teknigi Dogruluk Sonucu

Le ve dig. [1]

Al-Behadili ve Ku-Mahamud

[31]

Ozer [32]
Chaves [33]
Akyol ve Karaci [6]
Ergiin ve ilhan [9]

Bu calisma

Adaptif Pargacik Gri Kurt Optimizasyonu ve
Cok Katmanli Algilayict
Oznitelik Secimi: A¢gdzlii Tepe Tirmanmasi
Algoritmasi Siiflandirma: Bulanik Mantik
Uzun-Kisa Dénem Bellek Aglar1 Yaklagimi
Yapay Sinir Aglar1
Oylama Topluluk Siniflandiricisi
Evrisimsel Sinir Ag1
Oznitelik secimi: Karinca Kolonisi Algoritmasi

Siiflandirma: KNN

Disarida tutma

Egitim: %80, Test: %20

%97.00

%97.69

10-kat capraz dogruluma

10-kat capraz dogruluma
10-kat capraz dogrulama
5-kat capraz dogrulama
Egitim: %80, Test: %20

%98.65
%98.10
%97.31
%99.04
%99.04
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Tablo 2’deki metasezgisel yontemler kullanilarak oznitelik
secilmesiyle elde edilen basar1 odlgiitlerinin ve Tablo 3’teki
Oznitelik  se¢imi  yapmaksizin  biitiin  6zniteliklerin
kullanilmasiyla elde edilen basari dl¢iitlerinin tistiinde sonuglar
verdigini géstermektedir. Oznitelik azalilmasinin basariy1 ve
diger basar dlgiitlerini artirdig1 gorillmiistiir.

Tablo 2 ve Tablo 3’te incelenen diger basari kriterleri duyarlilik,
kesinlik ve F1 skorudur. Tablo 2'de F1 skorunun en yiiksek
degerinin 0.99 ile Karinca algoritmasi ve KNN ikilisine ait
oldugu goériilmektedir. Oznitelik sayisinin azaltilmasi yaninda
siniflama yontemlerinden KNN K = 3 degeriyle tiim siniflama
yontemleri icinde en basarili sonuclart vermistir. Tablo 4’te
literatiirdeki diger c¢alismalarla yapilan kiyaslamaya gore
%99.04 olarak elde edilen dogruluk oraninin diger calismalarla
karsilastirilabilecek diizeyde yiiksek bir degerde oldugu
goriilmektedir.

4 Sonuglar

Biiytik boyutlu verilerin herhangi bir kayba ugramadan analiz
edilmesi icin giinlimiizde makine 6grenmesi teknikleri
uygulanmaktadir. Bu c¢alismada diyabet hastaliinin erken
teshis edilebilmesi i¢in bir inceleme yapilmistir. Veri seti
olarak, University of California Irvine (UCI) tarafindan saglanan
acitk kaynakli veri deposu kullanilmistir. Secilen sette 16
oznitelik ve 520 6rnek bulunmaktadir. Ozniteliklerin
secilmesinde metasezgisel yontemlerden en ¢ok kullanilan
Yapay Ar1 Kolonisi Algoritmasi ve Karinca Kolonisi Algoritmasi
ile birlikte Salp Siirti Algoritmasi ve Balina Optimizasyon
Algoritmasi da kullanilmistir ve 4 adet siniflama
algoritmasindan  faydalanilmistir.  Farkli  smiflandirma
yontemleri  kullanillarak  hastaligin  erken teshisinde
kullanilacak  parametrelerin  performanslar1  tek  tek
hesaplanmistir. En yiiksek dogruluk, duyarliik ve kesinlik
degerleri sirasiyla %99.04, %100 ve %98.46 olarak Karinca
Kolonisi Algoritmasi ve KNN ikilisi ile bulunmustur.

Oznitelik sayisimin azaltlmasi basariyr ve diger basari
Olciitlerini arttirmistir. Sonuglarin basarisini desteklemek i¢in
incelenen duyarlilik ve kesinlik 6l¢iitleri ve bunlara bagl olarak
F1 skoru da yiiksek ¢ikmistir.

Eldeki 16 0Oznitelikten olusan diyabet verileriyle yapilan
siniflama sonuglar1 gésteriyor ki 6zniteliklerin azaltilmasi
basar1 oranimmi artiriyor. Bu amagla hangi dznitelik
kombinasyonunun en basarili sonucu verdigini arastirmak icin
216 = 65535 adet kombinasyon ele alinmasi gerekmektedir.
Bunun arastirilmasi icin gerekli islem ve zaman oldukca fazla
olacaktir. Ortalama olarak ongoriilen stire yaklasik 30
dakikadir. Buna karsilik metasezgisel yontemleri kullanarak
elde edilen sonuglar birka¢ adimda ve yaklasik 20 saniye icinde
bulunmustur.

Literatiirde ayni veri setiyle yapilan diger ¢alismalar Tablo 4'te
verilmistir. Buna gore neticede bu calismada elde edilen
sonuglar, saglik kurulusuna basvuran bir hasta i¢in diyabet
hastasi olma olasiliginin %99.04 dogruluk oraninda tahmin
edilebilecegini gostermektedir. Bu sayede diyabet teshisi i¢in
gereken siirenin  kisalmasina ve dolayisiyla saghk
kuruluslarindaki is ylikiiniin azalmasina katki saglanacaktir.

5 Conclusions

Machine learning techniques are applied to analyze large-scale
data without any loss. In this study, an examination was made
for early prediction of diabetes. The open-source data

repository provided by the University of California Irvine (UCI)
was used as the dataset. The selected set contains 16 features
and 520 samples. In the selection of the features, Artificial Bee
Colony Algorithm and Ant Colony Algorithm, which are the
most used metaheuristic methods, along with Salp Swarm
Algorithm and Whale Optimization Algorithm were also used
and 4 classification algorithms were used. The performances of
the parameters to be used in the early diagnosis of the disease
were calculated one by one using different classification
methods. The highest accuracy, sensitivity and precision values
were found with the Ant Colony Algorithm and KNN pair as
99.04%, 100% and 98.46%, respectively.

Reducing the number of features increased the success and
other success criteria. The criteria of sensitivity and precision
examined to support the success of the results and the
corresponding F1 score was also high.

The classification results made with the diabetes data
consisting of 16 features show that reducing the features
increases the success rate. For this purpose, 26 =
65535combinations should be considered in order to
investigate which feature combination gives the most
successful result. The process and time required to investigate
this will be quite a lot. The estimated time on average is about
30 minutes. In contrast, results obtained using metaheuristic
methods were found in a few steps and in about 20 seconds.

Other studies with the same data set in the literature are given
in Table 4. Accordingly, the results obtained in this study show
that the probability of having diabetes for a patient applying to
a health institution can be predicted with an accuracy rate of
99.04%. In this way, it will contribute to the shortening of the
time required for the diagnosis of diabetes and thus to the
reduction of the workload in health institutions.

6 Yazar katki beyani

Gergeklestirilen calismada Tugberk OZMEN ve Haldun SARNEL
literatiir taramasinin yapilmasi, Uzeyir KUZU deneysel
sonuclarin elde edilmesi asamalarinda, Yiicel KOCYIGIT ise
fikrin olusmasi, sonuglarin incelenmesi ve igerik agisindan
makalenin kontrol edilmesi asamalarinda katki sunmustur.

7 Etik kurul onay1 ve ¢ikar catismasi beyani

Hazirlanan makalede etik kurul izni alinmasina gerek yoktur.
Ayrica hazirlanan makalede herhangi bir kisi/kurum ile ¢ikar
catismasi bulunmamaktadir.
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