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Article history The aim of this study is to determine the classes of flavors from chemical

odor data obtained from different food flavors using electronic nose and
machine learning methods. The relationship between volatile and non-
volatile components in food flavors has been intensively researched.
Normalized analytical protocols are applied to monitor the occurrence of
regulated chemicals in processed foods. Although these methods are robust,
they involve highly specialized instrumentation and time-consuming and
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1. GIRIS

Yiyecek triinlerin kalitesi, yiyecegin lezzetini/aromasin1 ve giivenligini etkiler. Test kagidi, siklotron veya
kromatografi gibi geleneksel tespit yontemlerinin dogruluk, tespit aralig1, zaman tiiketimi, taginabilirlik ve maliyet
acisindan bazi sinirlart oldugu bilinmektedir [1]. Yapay koku sistemi (Artificial Olfactory System/AOS) ve
elektronik burun (Electronic Nose/E-Nose), kisa algilama dongiisii, yiiksek hassasiyet ve karmasik on isleme
gerekmemesi gibi avantajlara sahip olan hayvan ve insan koku sensodrlerini simiile ederek gida kalitesini
algilayabilir ve tanimlayabilir. E-Nose veya AOS, kokuyu tespit etmek ve tanimlamak i¢in hayvanin veya insanin
koku algist mekanizmasini simiile eder [1, 2]. Gida kalitesini tespit etmek i¢in potansiyel olarak iyi bir yontem
olabilir. Biyonik bir 6l¢iim yontemi olarak E-Nose ve AOS, temel olarak insan koku alma sistemi siirecini simiile
ederek sinyal tanima ve islemeyi gergeklestirir. Sensor dizisi, insan koku alma reseptorlerini taklit edecek sekilde
tasarlanirken, sensorler ve gazlar arasindaki elektrokimyasal geri besleme sinyalleri, insan koku alma sistemindeki
enzim basamakli reaksiyonlari olarak goriilmektedir. E-Nose ve AOS, cevresel izleme, gida endiistrisi (aroma
smiflandirma ve gida tazeligi), kimya endiistrisi ve tibbi iiretim gibi c¢esitli alanlarda yaygin olarak
kullanilmaktadir [1-4].

E-Nose ve AOS'un sensor dizisi, ¢esitli kokular ve aromalar i¢in farkli driintiiler gdsterir ve bunlar, kokularin
durumunu Oriintii tanima algoritmalariyla tanimlamak icin kullanilabilir. Aroma siniflandirma ve gida giivenligi
tespitinde Temel Bilesenler Analizi (Principal Component Analysis/PCA), Dogrusal Diskriminant Analizi (Linear
Discriminant Analysis/LDA), K-En Yakin Komsu (K-Nearest Neighbor/KNN), Geri Yayilan Yapay Sinir Ag1/
Cok Katmanl Sinir Ag1 (Backpropagation — Artificial Neural Network veya /BP-ANN/ Multilayer Neural
Network), 6grenme vektor nicelemesi (Learning Vector Quantization/LVQ) gibi birgok yontem kullanilmaktadir.
Bununla beraber kendi kendini organize eden harita (Self-Organizing Map/SOM), olasiliksal sinir agi
(Probabilistic Neural Network/PNN) ve diger makine 6grenmesi yontemleri de E-Nose ve AOS ile birlikte
gida/aroma ve hassasiyet/siniflandirma degerlendirmesinde uygulanmigtir [1-4]. Bu g¢alismalarin son yillarda
literatiirde 6nem kazandig1 ve giderek arttigi goriilmektedir.

Makine 6grenimi modeli (Machine Learning/ML), E-Nose ve AOS'un temeli olarak goriilebilir. ML son yillarda
gida kalitesi degerlendirmesinde yaygin olarak uygulanmaktadir [1]. Meyvelerdeki nem igerigindeki degisiklikleri
izlemek i¢in invazif olmayan bir ML odakli teknik, Ren ve arkadaglari tarafindan Snerilmistir [5]. Matteo ve ark.
farkli kahve gruplarini simiflandirmak igin PCA ve ¢ok katmanli algilayicilara sahip yeni bir E-Nose yaklagim
kullanmistir [6]. Palas ve ark. su numunelerinin kategorisini belirlemek i¢in ¢esitli sinir ag1 siniflandiricilarinin
paralel kombinasyonundan olusan bir sistem gelistirdiklerini rapor etmislerdir [7]. Antony ve ark. meyve, sebze,
deniz iiriinleri, et ve siit iiriinlerinin kalitesinin tespit edilmesi de dahil olmak iizere gida giivenligi alaninda ML
tekniklerinin gelisimini gdzden gegirmislerdir [8]. Bu gida iirlinlerinin yan1 sira dogrudan sarap, peynir, yesil ¢ay,
cilek, soya siitli, mantar, makarna, sosis ve likor gibi aromalarin siniflandirilmasi da rapor edilmistir [9-16].
Fermantasyon sonucu olusan ugucu organik bilesenler ve sicaklik, mikroorganizma vb. nedenlerden dolay1 olugan
yan iriinlerin analizinde de E-Nose, AOS ve elektronik dil sistemleri ML modelleri ile birlikte gida kalite
analizinde kullanilmasinin yararli bir ara¢ oldugunu gostermistir [4,17,18]

Bu arastirmada, ¢ikolata, karanfil, tar¢in, zencefil ve aroma olmayan ortam kokusu 6rneklenmis ve saf 6rnekler
tizerinden sistem olusturulmustur. Daha sonra E-Nose cihazinin sensor dizisi ile farkli 6rneklerin tepkileri tespit
edilmis ve veri setleri elde edilmistir. Daha sonra oriintii durumunu degerlendirmek i¢in farkli ML modelleri
olusturulmus ve karsilastirilmistir.

2. METOT

Aroma siniflandirmak igin gelistirilen E-Nose sistemi kuru hava, aromanin konuldugu bir bélme, sensor dizisi,
elektronik valfler, veri toplama kart1 (Data Acquisition System-DAQ) ile bilgisayardan olusmaktadir. Kuru hava,
belirli araliklarla elde edilen aroma kokusunun bulundugu bdlmeyi temizlemek i¢in kullanilir. Daha sonra E-Nose
sistemi sahip oldugu sensor dizileri ile ilgili kokuya ait kimyasal bilesenleri sahip oldugu farkli sensorler
yardimiyla DAQ ile 6l¢iimiinii yaptiktan sonra sinyal isleme/Oriintii tanima i¢in bilgisayar ortamina aktarir. E-
Nose sistemine ait en genel deneysel diizen Sekil-1’de gosterilmektedir.

s e Bilgisayar veya Data
Sensér Toplama Karti Aroma
Dizisi (Makine Ogrenmesi Siniflandirma
Kuru Hava | Modelleri/Egitim-Test Fazi)
(Azot Gazi)
Gida Aromasi

Orneginin Konuldugu Balme

| |
. E-Nose veya AOS .

Sekil 1. Aroma siniflandirmak igin gelistirilen E-Nose sistemine ait deneysel diizen.
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2.1. Sensor Dizileri ve Veri Seti Olusturma

E-Nose sisteminde, farkli hassasiyet karakteristiklerine sahip (metan, karbonmonoksit, karbondioksit, alkol,
metan, biitan vb.) ve farkli tespit araliklarinda (30-10000 ppm*) gaz sensor dizilerinden toplamda 7 adet kimyasal
sensor kullanilmistir. Bu sensorler ile ilgili aromaya ait driintiilerin 6l¢imii yapilmis ve her aroma sinifina ait veri
seti elde edilmistir. Bu arastirma ¢aligmasinda, ¢ikolata, karanfil, tar¢in, zencefil ve aroma olmayan ortam kokusu
orneklenmistir ve saf drnekler iizerinden E-Nose sistemi gerceklenmistir.

2.2. Makine Ogrenmesi Modelleri
2.2.1. Lineer Diskriminant Analizi

Kernel Fisher Diskriminant analizinden tiiretilen Lineer Diskriminant Analizi (LDA), siniflandirma ve verinin
boyutunun azaltilmasi i¢in kullanilan istatistiksel bir yontemdir. Bu yontem, smiflar arasi varyans oranini
maksimuma ¢ikarmay1 ve sinif i¢i varyans oraninit en aza indirmeyi amaglamaktadir. Veri setinin mevcut hali
bilesenleri ayirmak i¢in ¢ok elverisli olmadigi1 durumlarda veriyi daha kolay ayrilabilir hale getirmekte kullanigh
olan denetimli bir 6grenme algoritmasidir [19]. iki veya daha fazla nesne veya olay smifin1 ayiran veya tanimlayan
dogrusal bir 6zellik kombinasyonunu bulmak LDA'nin birincil hedefidir. Diskriminant fonksiyonu olarak da
bilinen bu dogrusal kombinasyon, siniflandirma i¢in kullanilir. LDA'nin ¢aligabilmesi i¢in dncelikle her sinifa ait
ortalama ve kovaryans matrisi belirlenir. Daha sonra saglanan bilgileri kullanarak siniflar arasindaki mesafeyi
optimize eden bir projeksiyon vektorii hesaplanir. Veriler bu vektdr kullanilarak yeni 6zellik uzayina doniistiiriiliir.
Smiflandirma gorevlerinde LDA, siniflar1 en iyi sekilde ayiran bir karar sinir1 olusturur. Bu karar siur1, siniflar
arasi dagilimi en iist diizeye ¢ikaran ve sinif i¢i dagilimi en aza indiren bir hiperdiizlemdir. LDA biyoenformatik,
goriintii analizi ve Oriintii tanima gibi birgok alanda kullanilmaktadir. Gozlemleri 6zelliklerine gore birgok gruba
ayirmanin gerekli oldugu senaryolarda uygulanir [19].

2.2.2. K-En Yakin Komsuluk Algoritmasi

Oklid tabanli K-En Yakin Komsuluk (KNN), siniflandirma ve regresyon gorevleri igin kullanilan basit ve sezgisel
bir makine 6grenme algoritmasidir. Egitim asamasinda algoritma, tiim egitim veri noktalarini 6zellik uzayinda
saklar. Siniflandirma gérevi igin her veri noktasi bir sinif etiketiyle iliskilendirilir. Tahmin agamasinda algoritma,
yeni bir veri noktasi i¢in &zellik uzayinda bu noktanin k-en yakin komsularini belirler. Komsular belirlemek igin
mesafe metrigi olarak genellikle Oklid mesafesi kullanilir [19]. Ancak verilerin dogasina bagli olarak Manhattan
mesafesi, Minkowski mesafesi veya kosiniis benzerligi gibi diger mesafe 6l¢iimleri de kullanilabilir. Siniflandirma
icin algoritma, yeni veri noktasina k-en yakin komsular arasinda en yaygin sinif etiketini atar. Algoritmanin hiper
parametresi "k", bir veri kiimesindeki sonuglart siniflandirmak veya tahmin etmek i¢in kullanilan en yakin
komsularin sayisini ifade eder. "k", kullanici tanimli bir parametredir ve "k"nin optimal degerini bulmak igin
onceden tanimlanmig matematiksel teknikler yoktur. Eger "k" sayisi kiigiik se¢ilirse tahmin bolgesi sinirlanir ve
smiflandiricinin genel dagilimi daha az kesin hale gelir. Daha biiyiik "k" degerleri daha yumusak bir karar siniri
saglayabilir ancak yerel Oriintiileri o kadar etkili bir sekilde yakalayamayabilir [19].

2.2.3. Karar Agaclan

Sayisal ve kategorik verileri isleme yetenegiyle 6n plana ¢ikan Karar Agaci (DTC), popiiler bir denetimli makine
O0grenimi algoritmasidir. Bol ve yonet stratejisini uygulayan kural tabanli bir algoritmadir ve hem regresyon hem
de siniflandirma igin kullanilir. Smiflandirma igin girdi matrisindeki satir sayisi ile sinif etiketlerinin sayisi esit
olmalidir [19]. Agag, her bir diiglimdeki verileri bolmek i¢in en iyi dzellik segilerek 6zyinelemeli olarak
olusturulur. Bu siireg, dnceden tanimlanmis bir aga¢ derinligi, yaprak basina minimum 6rnek sayis1 gibi bir
durdurma kriteri karsilanana kadar devam eder. Karar agaci, yukaridan asagiya dogru kok, karar diigiimleri ve
sonucu veren yapraklardan olusur. Agagtaki en iist diigiim kok olarak adlandirilir ve veri kiimesini belirli bir kritere
gore en iyi sekilde bolen 6zelligi temsil eder. Bu kriter, her bir alt kiime icindeki hedef degiskenin homojenligini
en iist diizeye ¢ikarmak igin secilir. i¢ diigiimler, 6zelliklerin degerlerine dayali karar noktalarini temsil eder. Her
bir i¢ diigiim, ilgili 6zelligin olas1 degerlerine karsilik gelen dallara sahiptir. Problem uzaymin béliinecegi segment
say1s1 (agactaki dal sayis1) ¢oziim i¢in 6nemlidir ve asil sorun agag olusturulurken en iyi siniflandirma icin gerekli
dal sayisinin belirlenmesidir. Yapraklar, belirli bir 6rnek i¢in tahmin saglayan nihai ¢ikti diigimleridir.
Simiflandirma gorevlerinde her bir yaprak bir sinif etiketi ile iligkilendirilir. Cok az veri 6n isleme gerektirir ve
ozellikler arasindaki dogrusal olmayan iligkiler dogal olarak yakalanir. Ancak karar agaglar1 verilerdeki kiigiik
degisikliklere kars1 hassas olabilir ve dengesiz veri kiimelerinde iyi performans gostermeyebilirler [19].

2.2.4. Cok Katmanh Sinir Ag1

Cok katmanli sinir ag1 (MLP), sinyal islemede yaygin olarak kullanilan ve bilginin tek yonde aktig1 bir yapay sinir
ag1 tirtidiir. Derin 6grenmede temel bir mimaridir ve siniflandirma, regresyon ve driintii tanima gibi ¢esitli gérevler
icin kullanilir. Bu algoritmay1 kullanmanin arkasindaki motivasyon, bir sistemin veya veri drneklerinin dogrusal
olmayan davranisini yakalamaya ve bunlari tahmin etmeye dayanmaktadir. MLP, riintliyii 6grenme ve genelleme
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yetenegine sahiptir [19]. MLP'de egitim, istenen sonuglara daha iyi yakinsama elde etmek icin agirliklarin
giincellenmesi eylemi olarak tanimlanir ve denetimli bir 6grenme yaklasimi kullanilir. Egitim sirasinda, modelin
tahminleri gercek hedef degerlerle karsilastirilir ve fark bir kayip fonksiyonu ile 6l¢iiliir. Geri yayilim daha sonra
kaybi en aza indirmek icin agdaki agirliklar1 ve bias degerlerini giincellemek i¢in kullanilir. MLP'nin yapist girdi
katmani, ¢ikti katmani ve bu iki katman arasinda yer alan bir veya daha fazla gizli katmandan olusur. Agdaki her
diigiim, girdilerinin agirlikli bir toplamini gerceklestiren ve sonucu bir aktivasyon fonksiyonundan gegiren bir
norondur. Yaygin aktivasyon fonksiyonlar1 arasinda sigmoid, hiperbolik tanjant (tanh) ve diizeltilmis dogrusal
birim (ReLU) bulunur. Aktivasyon fonksiyonlari modele dogrusal olmayan bir 6zellik katar ve boylece verilerdeki
karmagik iliskileri 6grenmesini saglar. MLP performansi gizli katman sayisi, her katmandaki néron sayisi,
aktivasyon fonksiyonlarinin se¢imi ve 6grenme orani gibi hiper parametrelerin se¢imine baglidir. Optimum ag
yapisi, verilen gorevi yerine getirebilecek ve genelleme yetenegini en ist diizeye ¢ikarabilecek en diisiik gizli
katman sayisina sahip olmalidir [19].

3. BULGULAR VE TARTISMA

E-Nose tabanli aroma smiflandirma i¢in yapilan ¢aligmada 5 farkli sinif i¢in geleneksel makine 6grenmesi
yontemleri  kullanilmis  ve  dogruluk  (Accuracy/ACC), hassasiyet (Sensitivity/SENS), 0ozgillik
(Specificity/SPEC), kesinlik (Precision/PREC) ve F-score degerleri elde edilmistir. Tablo 1°de goriildiigi tizere,
5 farkli aroma siniflandirma sonuglari i¢inde en basarili makine 6grenmesi yontemi biitiin performans metrikleri
i¢in DTC olarak goriilmektedir. Buna gore ilgili ML modeli, 93.16% ACC, 93.11% SENS, 98.31% SPEC, 93.35%
PREC ve 93.12% F-score degerlerini elde etmistir.

AROMA SINIFLANDIRMA

nnamen  Ginger  Unflavored Checolste Clove  Cinnamon  Ginger  Unflavored
Predicted Class Prodicted Class

Chololate (Cikolata), Clove (Karanfil), Cinnamon (Tar¢in), Ginger (Zencefil), Unflavored (Aromasiz Koku)

Sekil 2. Aroma siniflandirma basar1 grafigi. Ortama siniflandirma sonuglar (éist sira), 5-fold’a ait siniflandirma
sonuglari (orta sira), karmasiklik matrisi sonuglart (alt sira sol DTC igin, alt sira sag MLP i¢in).
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En basgarili ikinci ML modeli, MLP olarak gézlenmistir. Bununla beraber, KNN ve LDA geleneksel ML modelleri
diger iki modeli gore aroma siiflandirma daha diisiik siniflandirma sonucu elde etmistir. Dogruluk orani her iki
model i¢in 76.07% (KNN) ve 69.23% (LDA) olarak hesaplanmistir. Hassasiyet, 6zgiilliik, kesinlik ve F-score
degerleri, KNN ve LDA igin sirastyla 76.29%-68.91%, 94.05%-92.33%, 76.39%-72.52% ve 74.94%-69.03%
olarak elde edildigi gozlenmistir. Aroma siniflandirma basarisina ait ilgili grafikler Sekil 2°de gosterilmistir.

Tablo 1. Aroma smiflandirma sonuglari.

ACC (%) SENS (%) SPEC (%) PREC (%) F-SCORE (%)
DTC 93.16 93.11 98.31 93.35 93.12
KNN 76.07 76.29 94.05 76.39 74.94
LDA 69.23 68.91 92.33 72.52 69.03
MLP 90.00 90.00 97.00 90.00 90.00

t-SNE (t-Distributed Stochastic Neighbor Embedding) grafigi bir¢ok veride oldugu gibi aroma verileri arasinda da
smif i¢ci ve smiflar arasi ayristirmayi ve kiimelemeyi gostermektedir. Bagka bir deyisle t-SNE, veri noktalarmin
benzerliklerini olasiliklara doniistiiriir [2]. Buna gore birden fazla siifin kiimelenmesi i¢inde (Sekil 3.a) karanfil
ve ¢ikolata aromasina ait kimyasal koku verilerinin diger aroma verilerinden daha fazla ayrisabildigi gézlenmistir.
Bununla beraber, bir sinifin diger siniflara goére ayrismas: ve sagilmasi goézlendiginde, ¢ikolata ve karanfil
aromalarinin diger kalan aromalardan daha fazla ayrisabildigi hesaplanmistir.

a b
15 15
. 9
4 ol . > 2
10 ‘: 10 . Wt ,
s ) ] . " :
[ ] . H
‘I » ’t: [ . i 5 ®
0 e, s !
; . LS ; of % By .';-T
7] s & @ S L] < &
2. 2 . -
AP s e, Lt » ]
-10 . 7 N ' 4 - “%‘
o . 2 4 . ® . ®
15 LS 3() 10 ’ M [}
. 4
* 5
20 L : J 15 . .
-50 40 30 20 10 0 10 20 20 -5 -0 5 0 5 10 15 20 25 30
-SNE-1 -SNE-1
C 15 ) d 15
L] oe?
10 . 10
]
i N o ¢ s
5 o e *. 17 o it 5 PR . ‘$
o ‘ ? . » ~ [ o .
| K b .
z 0 ¢ "* zZ 0 H ’ L]
2 *e o o 2 o
s * ¢ 43 s O (23
5 H ] 5 L | ""
Y §t * 1 o ] & e 1
. s 2 LY . 2
10 L e 1 10 v . g
.
s e? P
-15 15 o 8
20 10 0 10 20 30 40 50 20 10 0 10 20 30 40 50
-SNE-1 t-SNE-1
e 15— f 10 3
fie s . o
] s L 4 &
10 s 'Y 5 “‘ ‘, ,
’ (L I P EIRIA ¢
d e . » <&
5 "-' 0 . s
o Y 4
A Foala oo
. e Ll
5 [ 2 L L L IS
- . 00 o e * " .
1}
5 . s ¢ 10 ®
o : A
. . rl * 1
10 .'. ° ;'. 15 P4 .. . 2
15 . . . J 20l . . . . . . . .
-50 -40 -30 -20 -10 0 10 20 15 -0 -5 0 5 10 15 20 25

t+-SNE-1
Sekil 3. Aroma verileri i¢in t-SNE sacilim grafikleri a. ¢ikolata (1), karanfil (2), tar¢in (3), zencefil (4), aroma yok
(5). b. ¢ikolata (1) ve diger aromalar (2), c. karanfil (1) ve diger aromalar (2), d. tar¢in (1) ve diger aromalar (2),
e. zencefil (1) ve diger aromalar (2), f. aroma yok (1) ve diger aromalar (2) (lgili sayilar grafikler iizerindeki
aromalara ait etiketleri gostermektedir.)
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Sinif tabanli aroma siniflandirma sonuglarina gore ¢ikolata aromasina ait hassasiyet, 6zgiilliik, kesinlik ve F-score
sonucu 100% olarak hesaplanmigtir. Bununla beraber karanfil aromasi i¢in elde edilen hassasiyet, 6zgiillik,
kesinlik ve F-score degerleri sirastyla 91.30%, 97.87%, 91.30% ve 91.30% olarak bulunmustur. Tar¢in ve zencefil
aromalarina ait smif tabanli tahmin sonuglar1 ise hassasiyet ve Ozgiillik degerleri icin >87.00% olarak
gozlenmistir. Kesinlik ve F-score degerleri de yine >80.00% olarak elde edilmistir.

Tablo 2. DTC i¢in sinif tabanli aroma tahmin sonuglari.
SENS (%) SPEC (%) PREC (%) F-SCORE (%)

Cikolata 100 100 100 100

Karanfil 91.30 97.87 91.30 91.30

Tarc¢in 90.91 94.74 80.00 85.11

Zencefil 87.50 98.92 95.45 91.30

Aromasiz Koku 95.83 100 100 97.87

Ortalama Deger 93.10 98.30 93.35 93.11
4. SONUC

Elektronik burun (E-Nose), aromalara ait kokular1 ayirt etmek i¢in hizli 6l¢iimler yapabilen, uygun maliyetli ve
giiclii bir elektronik cihazdir. Cevre, tip ve gida bilimleri gibi birgok disiplinde, temel olarak iiriinlerin kalitesini
degerlendirmek ve gida bozulmasina atfedilebilecek kotii koku/tatlar: tespit etmek amaciyla yaygin olarak
kullanilmaktadir. Gida isleme sirasinda aciga ¢ikan aromalardan sorumlu molekiiller insan burnu tarafindan
taninabildiginden, islenmis gida iiriinlerinde meydana gelen degisiklikleri tespit etmek icin E-Nose kullanmak
miimkiin olabilir. Ayrica aromatik bilesiklerin olusumu ile isleme sirasinda kimyasal kirleticilerin olusumu
arasindaki iliski nedeniyle E-Nose, toksik bilesiklerin olusumunu tahmin etmek igin bir ara¢ olarak da
kullanilabilir. Bu ¢alismada 4 farkli gidaya ait aroma ile aromasiz kokunun analizini elde etmek ve siniflandirmak
icin E-Nose sistemi kurulmus ve kullanilmigtir. Buna gore DTC ve MLP ile &zellikle ¢ikolata ve karanfil
aromalarina ait kokularda yiiksek siniflandirma dogrulugu (>90.00%), hassasiyet (>90.00%) ve 6zgiilliik degerleri
elde edilmistir. Boylece bu sistemin, bu gidalardaki ayrigim ve tahmin seviyelerini dogrudan dlgmedeki etkinligi
ortaya koyulmustur. Bu sonuglara dayanarak, E-Nose ve makine Ogrenmesi modellerinin diger gida
matrislerindeki etkinliginin dogrulanmasi gelecek caligmalar igin faydali olacaktir.

Yazar Katkilan

Yazarlar makaleye esit derecede katki saglamistir.

Cikar Catismasi

Makale yazarlar1 aralarinda herhangi bir ¢ikar catismasi olmadigini beyan ederler.
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