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0Z

Arastirma alaninda kullanilan analiz yontemlerine yonelik istatistiksel metotlarin gelismesi, analiz ve 6ngorii tekniklerinin ¢esitlen-
mesine onemli bir katkida bulunmustur. Bu kapsamda, 6zellikle matematiksel ve istatistiksel metodolojiler kullanarak verilerden
anlamli ¢ikarimlar yapabilen ve bu ¢ikarimlar: kullanarak birtakim tahminlerde bulunan makine 6grenmesi, yapay zeka alaninda
onemli bir gelisme kaydetmistir. Makine 6grenmesi, bir veri setini modele doniistiiren ¢esitli algoritmalar1 kapsar ve bu algo-
ritmalar, analiz ve 6ngorii siireclerinde temel bir disiplin olarak 6ne ¢ikmaktadir. Bu ¢alisma, kripto para piyasasinda genetik
algoritma ile optimize edilmis MACD parametrelerini, makine 6grenmesi yontemleri ve teknik analiz gostergeleri ile birlestirerek,
24 saat siirekli islem goren kripto piyasasinda yiiksek dogrulukta alim ve satim sinyalleri iiretmeyi amaglamaktadir. Bu baglamda
farkli makine 6grenmesi algoritmalarinin performanslari karsilastirillmig ve genetik algoritma ile optimize edilerek en uygun
modele ulagilmaya ¢alisilmistir. Sonug olarak, optimize edilmis MACD parametreleri kullanilarak yapilan islemlerin, optimize
edilmemis MACD parametreleriyle yapilanlardan daha iyi karlilik sagladigi gézlemlenmistir. Modelin, LTCUSDT c¢iftinde daha
iyi performans sergiledigi sonucuna varilmistir. Ozellikle derin 6grenme algoritmasinin LTCUSDT paritesinde daha iyi kar elde
edebildigi ancak, modelin ADAUSDT ciftinde kér elde edemedigi goriilmiistiir. Bunun sebebi de kripto piyasasinin volatilitesinin
yiiksek, istikrarsiz ve giincel haberlere olumlu/olumsuz ¢ok hizli tepki vermesinden kaynaklanmaktadir. Buradan yola ¢ikarak
gelistirilen modelin farkli kripto para ciftlerine farkli derecelerde uydugu sonucuna vartlmigtir.

ABSTRACT

The evolution of statistical methodologies for research analysis has notably contributed to the diversification of analytical and predic-
tive techniques. Notably, machine learning, which leverages mathematical and statistical approaches to draw meaningful inferences
from data, has made remarkable strides in artificial intelligence,generating predictions based on these inferences.Encompassing a
spectrum of algorithms that transform datasets into models, machine learning emerges as a cornerstone in analytical and predictive
processes. Herein, weproduce high-accuracy buying and selling signals in the cryptomarket—a market that continuously operates
24 h a day. This is achieved by integrating MACD (Moving Average Convergence Divergence) parameters optimized with a
genetic algorithm specific tothe cryptocurrency market, machinelearning methods, and technical analysis indicators. Contextually,
we compared the performances of different machine learning algorithms. Using genetic algorithm optimization, we identified the
most suitable model.Results underscore the enhanced profitability of trades executed with optimized MACD parameterscompared
with those executed using nonoptimizedMACD parameters. Themodel performed optimallyon the LTCUSDT pair. Notably,the
deep learning algorithm exhibitedbetter profitability in the LTCUSDT pair.However, its effectiveness in generating profits in
the ADAUSDT pair was somewhere limited;this can be attributed to the high volatility, instability, and rapid response of the
cryptomarket to current news, whether positive or negative. Therefore,the developed model fits different cryptocurrency pairs to
varying degrees.
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EXTENDED SUMMARY
Machine learning algorithms are increasingly being embraced for their easy implementation and effective outcomes, particularly
in financial predictions. In financial applications, these algorithms have emerged as potent tools forinformation processing
and analysis, particularly in trading strategies,price predictions, and portfolio management. Deep learning algorithms excel in
creating high-performance classification models, especially in complex datasets. Decision tree algorithms are suitable for solving
classification and regression problems, whereas genetic algorithms have emerged as optimal methods for addressing complex
problems, optimization, and modeling systems related to randomness.

We aim to produce high-accuracy buying and selling signals in the cryptomarket, operating continuously 24 ha day. The approach
combines MACD parameters, optimized with a genetic algorithm in the cryptocurrency market, machine learning methods, and
technical analysis indicators. Machine learning algorithms are essential tools that transform datasets into models. We compared
the performances of different machine learning algorithms.

Furthermore, we examine the results obtained by optimizing the performance of these algorithms using genetic algorithms.
The data collection process commenced by obtaining candlestick data for ADAUSDT and LTCUSDT assets through the API of
Binance Crypto Exchange.A 1-h candlestick chart was used for the analysis, spanning November 9, 2021, to November 22, 2022.
Each candlestick data item includes information such as transaction time, opening, closing, high values, low values, and trading
volume. The candlestickdata were separated into optimization and test data. The optimization data were created by adding CMF,
RSI, Z-SCORE, ATR, BOP, CMO, and CC INDICATOR signals during the strategy generation phase. Next, thisdataset was
dividedinto machine learning training and test data. Long and short trading signals were established based on MACD and Signal
line crossovers, and a decision column was added.

During the optimization phase, the parameters of the MACD indicator were optimized using a genetic algorithm. The MACD
indicator uses the default parameters of 12, 26, and 9. Employing the NSGA-II genetic algorithm, the optimal parameter values for
the MACD indicator were calculated over 25 cycles. Subsequently, optimized MACD parameters were identified for ADAUSDT
and LTCUSDT based on the test results. Backtesting was performed using the optimized MACD parameters to obtain gain and
profitability ratios. Upon examining the accuracy rates of various machine learning algorithms,deep learning exhibitedthe highest
accuracy rate.

The optimized MACD parameters, training data of the most suitable machine learning algorithm, and the test data were
consolidated. The test data were evaluated by backtesting, employing optimized MACD parameters and trained machine learning
algorithms;this process revealedthe profit rate and profitability. The results indicate a high gain ratio and profitability in the
LTCUSDT asset when optimized MACD parameters and a deep learning algorithm were employed. However, for the ADAUSDT
asset, the combination failed to generate a profit. This highlights that the success of certain combinations of assets and strategies
may vary depending on market conditions. Therefore, for effective implementation of the proposed model, each asset’sstrategy
needs careful evaluation.

In backtests focusing on ADAUSDT and LTCUSDT cryptocurrency pairs, long—short trades using optimized MACD parameters
yieldedhigher profits thantrades executed with nonoptimized settings. The default MACD parameters typically involve three
parameters: a fast period of 12, a slow period of 26, and a correction period of 9. However,the averages obtained from the
optimization process deviatednoticeably from these standard values,suggesting that investors engaged in cryptoasset trading
maybenefit from an indicator responding rapidly to market dynamics.

Additionally, owingto the volatile nature of cryptoassets, the applicationof machine learning algorithms poses challenges in
accurately determining profits and losses before ensuring a clear data separation. This underscores the risk of exposure to sudden
price fluctuations in cryptoassets. In conclusion, this study found that long—short trades using optimized MACD parameters do not
always yield optimal results. However, profitability can be enhancedby leveraging machine learning algorithms to filter out data
leading to losses. Notably, the developed model demonstrated better compatibility with the LTCUSDT pair than the ADAUSDT,
showcasing a profit of 93.55% in the LTCUSDT pair. These results underscorethe potential advantagesof integrating machine
learning and technical analysis in the cryptocurrency market.
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Giris

Makine 6grenimi, yapay zekanin bir alt dal olarak dikkat ceken bir teknolojidir. Ozellikle matematiksel ve istatistiksel yontemleri
kullanarak verilerden c¢ikarimlar yapar ve ongoriilerde bulunur. Bu calisma, yaygin olarak kullanilan makine dgrenimi algorit-
malarini inceleyerek, performanslarini genetik algoritma ile optimize ederek karsilastirmaktadir. Farkli yaklagimlarla basarilari
degisen bu algoritmalar, siniflandirma, tahmin ve kiimeleme gibi problemlerde farkli sonugclar ortaya koymaktadir.

Finansal piyasa tahminleri glinlimiizde biiyiik bir ilgi odag1 olmustur. Kripto para piyasasi, son yillarda hizli bir evrim ge¢irmis ve
geleneksel finans diinyasinda yeni bir varlik sinifi olarak yerini almistir. Ancak, bu dinamik piyasa volatilitesi ve karmagikligiyla
taninmaktadir. Kripto para piyasalarinin tahmin edilmesi, kisa vadeli biiyiik karlarin yani sira biiyiik riskleri de beraberinde
getirmektedir. Bu baglamda, kripto varliklari iizerinde etkili ticaret stratejileri gelistirmek, karar alma siireglerini iyilestirmek ve
piyasa hareketlerini 6ngdrmek, yatirimcilar icin kritik 6neme sahiptir. Bu ¢aligsma, geleneksel teknik analiz gostergelerini makine
0grenmesi yontemleriyle birlestirerek ve genetik algoritma ile optimize ederek, 24 saat boyunca islem goéren kripto para piyasasinda
dogruluk orani yiiksek alim-satim sinyalleri iiretmeyi amaglamaktadir. Kripto varliklarin hassas ve ani fiyat degisimleri, teknik
analiz ve makine 6grenmesi modellerinin entegrasyonunu zorunlu kilmaktadir. Bu kapsamda, ¢aligsmada cesitli makine 6grenmesi
algoritmalar1 incelenmis, performanslart karsilastirilmig ve genetik algoritma kullanilarak bu algoritmalarin optimize edilmesi
tizerinde durulmustur. Finansal piyasalardaki karmasik iligkileri anlamak i¢in gelistirilen bu model, yatirimcilara daha bilingli
kararlar alma imké&n1 sunmay1 hedeflemektedir.

Caligsma, Ada ve Litecoin ciftleri iizerinden yapilan geriye doniik testlerle bir modelin 6nerildigi bir ¢erceve sunmaktadir. Bu
model, optimize edilmis Hareketli Ortalama Yakinsama Sapmasi (Moving Average Convergence Divergence- MACD) parame-
treleri kullanilarak elde edilen islemlerin, optimize edilmemig parametrelerle yapilan iglemlerden daha iyi performans gosterdigini
gostermektedir. Ancak, kripto varliklarina 6zgii volatiliteyi ve dig etkenlere bagl olarak modellerin etkinligi lizerinde belirleyici
olan faktorleri anlamak oldukca 6nemlidir. Bu nedenle, ¢esitli makine 6grenmesi algoritmalarinin yam sira genetik algoritma ile
optimize edilmis stratejilerin performans karsilagtirmalari, yatirimeilara daha giivenilir ticaret kararlar1 alma konusunda rehberlik
etmektedir.

Literatiir Taramasi

Makine d6grenmesi algoritmalarinin ¢ok yonlii kullanimi, pek ¢ok sektdrde onemli bir rol oynamaktadir. Her gecen giin daha
fazla kabul géren bu yontem, kolay uygulanabilirligi ve etkili sonuglariyla 6ne ¢ikmaktadir. Finansal piyasalarda makine 6grenmesi
uygulamalarina dair literatiirde yer alan ¢aligsmalar, bu alandaki 6nemli gelismeleri yansitmaktadir.

Pai & Wei (2007), gerceklestirmis olduklar1 ¢calismada Tayvan hisse senedi endeksi vadeli islem fiyatlarinin hareket yonlerini
ongdrmek amaciyla teknik gostergeler iceren alim satim verilerini degerlendirmislerdir. Destek Vektor Makinesi yontemini
kullanmiglardir. Analiz sonuglari, SVM modelinin, veri 6lgekleme ve farklilagtirma islemleri uygulandiinda en etkili performansi
sergiledigini gdstermisgtir.

Choudhry & Garg (2008), caligmalarinda hisse senedi piyasasi tahminleri i¢in Genetik Algoritma (GA) ve Destek Vektor
Makineleri (SVM) temelli bir hibrit makine 6grenme sistemi dnermislerdir. Yapilan analizler sonucunda, hibrit GA-SVM sisteminin
bagimsiz SVM sistemine kiyasla daha iistiin bir performans sergiledigi sonucuna ulagsmislardir.

Kara vd. (2011), yaptiklar1 caligmada iki etkin model gelistirmeye yonelik bir caligma siirdiirmiisler ve Istanbul Menkul Kiymetler
Borsas1 (IMKB) Ulusal 100 Endeksi’ndeki hareketin yoniinii tahmin etme performanslarini karsilagtirniglardir. Yapilan analizde
yapay sinir aglar1 ve destek vektor makinesi yontemlerine odaklanilmistir. Sonuglar, Yapay Sinir Ag1 (YSA) modelinin ortalama
performansinin (%75,74) Destek Vektor Makinesi (SVM) modelinden (%71,52) 6nemli 6l¢iide daha iyi oldugunu gostermistir.

Qiu & Song (2016), caligmalarinda giinliik borsa endeksinin yoniinii tahmin etmek amaciyla iki temel girdi degiskeni tiiriinii
karsilagtirmiglardir. Japon borsa endeksinin ertesi giinkii fiyatinin yoniinii tahmin etmek i¢in optimize edilmis bir yapay sinir ag1
(YSA) modeli kullanmiglardir. Aragtirmanin sonuglari, Tip 2 girdi degiskenlerinin daha yiiksek tahmin dogrulugu saglayabildigini
ve girdi de8iskenlerini uygun sekilde secerek optimize edilmis YSA modelinin performansini artirmanin miimkiin oldugunu
gostermiglerdir.

Aguirre, Medina, & Méndez (2020), gerceklestirdikleri calismada hisse senedi piyasasinda varlik fiyatlarinin tahmininde Genetik
Algoritmalar1 kullanarak, geleneksel teknik analize kars1 avantajlar1 aragtirmay1 amaclamiglardir. Sonuclar, Genetik Algoritmalar
araciligiyla daha yiiksek bir yatirim getirisi elde eden teknik gosterge parametrelerinin optimal degerlerinin bulunabilecegini ve
geleneksel teknik analizi ile Al ve Tut stratejisini yaklagik %4 oraninda geride birakabildigini 6nermektedir.

Demirel & Hazar (2021), ¢alismalarinda 2016-2020 yillari arasinda yiiksek piyasa degerine ve islem hacmine sahip kripto
varliklarin giinliik piyasa degerleri kullanilarak, BIST 100 endeksinin hareket yoniinii tahmin etmeyi hedeflemislerdir. Analizde,
Bitcoin, Ethereum ve Ripple gibi ge¢cmis piyasa degerleri, destek vektor makinelerinin egitiminde kullanilan girdi degiskenlerdir.
Ug farkli model olusturularak, optimizasyon saglanmaya caligilmistir. Model B’ nin performans skoru %352 olarak belirlenmistir.
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Latha & Sreekanth vd. (2022), K-En Yakin Komsu (KNN) algoritmasini kullanan bir makine 6grenimi modeline dayali olarak
borsa tahmini 6nerdikleri ¢caligmada elde ettikleri sonuglar, %70 daha yiiksek bir dogruluk gostermistir.

Pabuccu vd. (2023), Bitcoin fiyatlarinin hareketlerini yiiksek dogrulukla tahmin etmeyi amacladiklar1 ¢alismada, lojistik re-
gresyonun yani sira Destek Vektor Makineleri (SVM), Yapay Sinir Ag1 (ANN), Naive Bayes (NB) ve Rastgele Orman (RF) gibi
dort farkli Makine Ogrenimi (ML) algoritmas1 uygulanmustir. Analiz sonuglari, RF’nin en yiiksek tahmin performansina sahip
oldugunu, NB’nin ise en diisiik tahmin performansina sahip oldugunu gostermistir.

Senol & Denizhan (2023), yapmis olduklari ¢calismada yiiksek islem hacmine sahip olan Bitcoin, Ethereum ve Cardano gibi
ti¢ kripto para iizerinde fiyat tahmini gerceklestirmislerdir. Calismanin amaci, ¢oklu regresyon analizi ve yapay sinir aglarinin
performansini degerlendirmektir. Analiz sonuclari, Yapay Sinir Aglari ile yapilan tahminlerin Regresyon Analizi ile yapilanlara
kiyasla daha basarili bir performans sergiledigini gostermistir.

Metodoloji

Derin Ogrenme

Derin 6grenme, makine 6grenmesinin bir alt kiimesi olarak karsimiza ¢ikmaktadir. Derin 6grenme siniflandirmasi, yapay sinir
aglarinin caliyma mantig1 ile aynidir. Insanlarin biiyiik miktardaki verileri anlamalar1 ve islemeleri yillar siirebilirken, derin
6grenme bu islemi birkag saniye icerisinde basarabilmektedir. Ozellikle karmasik ve biiyiik veri setlerinde yiiksek performansl
siiflandirma modelleri olusturmak i¢in derin sinir aglar1 kullanilmaktadir. Bu yontem, makine 6grenimi alaninda etkili sonuglar
vermektedir.

Derin 6grenme, asagidaki baglamlarda kullanilabilir (Olorunnimbe ve Viktor, 2023:2086):

e Ticaret Stratejisi: Borsada alim ve satim kararlar1 almak i¢in algoritmik olarak olusturulan yontemler veya prosediirler.

e Fiyat Tahmini: Finansal varliklarin, 6zellikle hisse senetlerinin gelecekteki degerlerinin tahmin edilmesi. Bu genellikle bir
ticaret stratejisi olarak kullanilir.

o Portfoy Yonetimi: Uzun vadeli kar elde etmek i¢in bir grup finansal varligin se¢ilmesi ve yonetilmesi.

o Piyasa Simiilasyonu: Cesitli piyasa senaryolar1 altinda piyasa verilerinin simiilasyonu.

o Hisse Senedi Secimi: Gelecekteki getirilere dayali olarak borsadaki hisse senetlerinin se¢ilmesi. Bu genellikle bir ticaret veya
portfdy yonetimi stratejisi olarak kullanilir.

e Risk Yonetimi: Alim satimla ilgili risklerin degerlendirilerek getirileri en iist diizeye ¢ikarmak.

e Riskten Korunma Stratejisi: Bir varliga yatirrm yapma riskini azaltmak icin bagka bir varlikta ters bir yatirim pozisyonu
almay1 iceren strateji.

Yapay Sinir Aglar1 (Artificial Neural Networks- ANN)

Yapay sinir aglari, derin 6grenme alaninda temel bir yapi tas1 olarak kullanilmaktadir. Biyolojik sinir aglarini taklit eden yapay
bir modeldir. Bu yapay zeka yapilari, birbirine bagl islem yapilarini kullanarak yeni bilgiler tiiretme ve hi¢c gormedigi durumlarla
karsilastiginda kararlar verebilme yetenegine sahiptir (Karadag, 2022:40). Bir yapay sinir aginda ii¢ temel katman bulunmaktadir
(Yavuz ve Deveci, 2012:172):

Girdi Katmani (Input Layer): Ik katmandir. Disaridan gelen verileri kabul eder. Her bir giris, bir yapay sinir hiicresine baglanr.

Gizli Katmanlar (Hidden Layers): Gizli katmandaki noronlar, dig ortamla dogrudan bir baglantiya sahip degildirler. Girdi
katmani ile ¢ikti katmani arasinda bulunur ve birbirine baglh olan yapay sinir hiicrelerinden olusur. Sadece girdi katmanindan
gelen sinyalleri alip, bunlar igleyerek ¢ikti katmanina iletir.

Cikt1 Katmani (Output Layer): Son katmandir. Agin nihai ¢iktilarini iireten katmandir. Problem tipine gore tek bir ¢ikti hiicresi
veya birden fazla ¢ikt1 hiicresi olabilir.

Girdileri alir, gizli katmanlardaki agirlikli toplamlarla birbirine baglanmig diigiimlerden gecirir ve ardindan bir ¢ikt1 iiretir
(Odabag1 ve Toklu, 2023:98).

Karar Agaclar

Bir denetimli 6grenme teknigi olan karar agaci algoritmast hem smiflandirma hem de regresyon problemlerinde siklikla
bagvurulan yontemlerden biridir. Bu algoritma data setlerindeki karmagikliklar1 ele almak i¢in kullanilan uygun bir algoritmadir
ve agag¢ tabanli bir yapiya sahiptir. Karar agaglar bilgiyi bir aga¢ yapisinda modelleme yaklasimina dayanmaktadir. Bir karar
agacinda karar ve yaprak diiglimii olmak iizere iki diigiim bulunmaktadir. Dallar karar diigiimlerini temsil ederken yapraklar sonug
diigiimlerini temsil etmektedir. Her bir dali, programlama dilinde bulunan “eger” yapisina uygun olarak ayrilmis olan karar agaci,
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analiz edilen veriyi tiim modele entegre etmektedir. Bu kapsamda cesitli siniflandirma problemlerini etkili bir sekilde ¢ozmek igin
karar agaclar1 kullanilabilmektedir. Karar agacit modellerinin diger yontemlere gore daha hizli sonug vermesi ve veriler arasindaki
iligkileri yapisallikla gostermesi, tercih edilmesinde 6nemli bir etken olarak 6ne ¢cikmaktadir (Sel, 2020:90).

Karar agac1 yontemi, veri smiflandirmasini iki asamali bir siire¢ olarak gergeklestirir: grenme ve siniflandirma. Ogrenme
asamasinda, siniflandirma algoritmasi egitim verilerini inceleyerek bir model olusturur. Bu model, siniflandirma kurali veya karar
agac1 seklinde ifade edilir. Stmiflandirma agamasinda ise, bu kurallar veya karar agaci, test verileri kullanilarak dogrulugunu
degerlendirmek icin uygulanir. Egitim verilerinde kullanilacak alanlar ve agacin olusturulma sirasi, belirlenmesi gereken 6nemli
faktorlerdir. Bu baglamda, en yaygin kullanilan 6l¢ii, entropi 6l¢iisiidiir. Yiiksek entropi, sonuglarin belirsiz ve kararsiz oldugunu
gosterir. Bu nedenle, karar agacinin kokiindeki en diisiik entropiye sahip alanlar 6ncelikli olarak kullanilir (Calis ve ark., 2014: 6).

Karar agaclarinda yaygin olarak kullanilan algoritma nitel degiskenler icin entropidir (Gupta vd., 2017).

ID3 (Iterative Dichotomiser 3) Algoritmasi

ID3, J. R. Quinlan tarafindan gelistirilen ve karar aSaglarini olusturmak i¢in kullanilan ilk algoritmadir. Siniflandirma problemleri
icin kullanilabilecek etkili bir algoritmadir.

ID3 algoritmasi, 6zellik degerlerini test ederek nesneleri siniflandirmak icin kullanilmaktadir. Verilen bir veri setinden bagla-
yarak, iistten agagiya bir karar agaci olusturur. Her diigiimde, bilgi kazancim (information gain) maksimize etmek ve entropiyi
minimize etmek i¢in bir 6zellik test edilir ve sonuclar nesneleri gruplamak icin kullanilir. Bilgi kazanci, bir 6zniteligin bir veri
kiimesini ne kadar iyi bolecegini 6l¢mektedir. Bu igslem, grup homojen olana kadar tekrarlanir ve bu, karar agacinin bir yaprak
diigiimiine ulastig1 noktada sona erer (Singh & Gupta, 2014:50-51).

Genetik Algoritma

Genetik algoritmalar, yapay zekd alanimin onemli bir bilesenidir ve biiyiik bir potansiyele sahiptir. Genetik algoritmalar
1960’1larda John Holland tarafindan tasarlanmistir. Holland’in 1975 tarihli “Dogal ve Yapay Sistemlerin Uyumu” adli kitabi,
genetik algoritmay1 biyolojik bir evrim soyutlamasi olarak tanitmistir ve Genetik algoritma kapsaminda uyarlama igin teorik bir
temel saglamistir (Holland, 1992). Bu algoritmalar, dogal seleksiyon ve dogal genetik kavramlarina dayanan arama algoritmalaridir.
Ayni zamanda bir optimizasyon algoritmasidir. Genetik algoritmalar, karmagik sorunlarin ¢oziimiinde oldukga etkilidir. Ozellikle
optimizasyon problemleri ve rastgelelikle ilgili modelleme sistemlerinde kullanilmaktadir (Kumar ve Husian vd., 2010:451).

Genetik algoritmalarin temel adimlar1 asagidaki gibidir (Kim & Shin, 2007:573):
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Sekil 1. Genetik Algoritmanin Temel Adimlari

Genetik algoritma, en iyi ¢oziimii bulma amaciyla dogal secilim ve kalitim siireclerini taklit eden bir algoritmadir.

NSGA-II (Non-dominated Sorting Genetic Algorithm II - Baskin Olmayan Siralamali Genetik Algoritma II)

NSGA-II, genetik algoritma tabanli bir optimizasyon algoritmasidir. NSGA-II, genetik algoritma adimlarin1 kullanarak ¢ok
amacli optimizasyon problemlerinde ¢dziim kiimesinin kalitesini artirmay1 amaglamigtir Karar verme problemlerinde ve karmagik
sistem optimizasyonu dahil olmak iizere ¢esitli uygulamalar i¢in yararli bir yaklagimdir. (Chatterjee vd., 2018).

155




EKOIST Journal of Econometrics and Statistics

Genel olarak NSGA-II asagidaki adimlarla detaylandiriimaktadir (Yusoff vd.,2011:3979).
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Sekil 2. NSGA-II'nin Temel Adimlari

Veri ve Analiz Sonuclari

Calismanin amaci, 24 saat isleme acik olan kripto piyasasinda, gecmis verilere istatistik ve makine 6grenmesi metotlarini
uygulayarak dogruluk orani yiiksek al ve sat sinyallerinin iiretilmesi hedeflenmistir. Uygulama agamalar1 Sekil3’de gosterilen akig
semasinda oldugu gibidir. Akis semasinin detaylar1 alt maddelerde belirtilmistir.
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Sekil 3. Uygulamanin Asamalari
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Mum Verilerin Elde Edilmesi

ADAUSDT ve LTCUSDT varliklarina ait mum grafigi verileri, Binance Kripto Borsasi’nin API (Application Programming
Interface) araciligiyla toplanmigtir. Bu uygulamada, analiz i¢in 1 saatlik mum grafigi kullanilmistir. Mum verileri, ADAUSDT ve
LTCUSDT nin diigiis yasamaya basladig1 9 Kasim 2021- 22 Kasim 2022 tarih araligin1 kapsamaktadir. Her bir mum grafigi verisi
satirinda islem zamani, acilig, kapanis, yiiksek, diigiik ve islem hacmi bilgileri bulunmaktadir. Bu veriler, belirtilen tarih araliginda
ADAUSDT ve LTCUSDT varliklarinin fiyat hareketlerini detayl bir sekilde icermektedir.

Optimizasyon ve Test Verilerinin Elde Edilmesi
Mum verileri elde edildikten sonra, 2/3 oraninda optimizasyon ve 1/3 oraninda da test verisi olarak ikiye ayrilmistir.

Tablo 1. Analizde Kullanilan Gostergeler

CMF (Chaikin Money Flow) : Chaikin Para Akis1 Gostergesi

RSI (Relative Strength Index) . Goreli Gug Endeksi Gostergesi
Z-SCORE . Z-Skor Gostergesi

ATR (Average True Range) : Ortalama Gercek Aralik Gostergesi

BOP (Balance of Power) . Gulc Dengesi Gostergesi

CMO (Chande Momentum Oscillator) : Chande Momemtum Osilatérii Gostergesi
CC (Coppock Curve) : Coppock Egrisi Gostergesi

Optimizasyon verisine, strateji olusturma asamasinda CMF, RSI, Z-SCORE, ATR, BOP, CMO, CC GOSTERGE sinyalleri
eklenmistir.

Optimizasyon verisi de kendi icerisinde 2/3 oraninda “Makine Ogrenmesi Egitim Verisi” ve 1/3 oraninda “Makine Ogrenmesi
Test Verisi” olarak ikiye ayrilmigtir. Bu islemler tamamlandiktan sonra, Id, Acilis, Kapanis, Yiiksek, Diisiik, Hacim, CMF, RSI, Z
Score, ATR, BOP, CMO, CC, MACD, Sinyal, Histogram degerleri olan veri seti elde edilmistir.
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Sekil 4. Uzun ve Kisa Islemlerin Mum Grafik Uzerinde Gosterilmesi

“MACD” ve “Sinyal” isaretlerinin birbirini kesmesine gore uzun ve kisa islem sinyalleri veri ¢ercevesine eklenmistir. “MACD”
isareti, “Sinyal” isaretini yukar1 yonlii kestigi an “uzun”, “MACD” isareti, “Sinyal” isaretini agag1 yonlii kestigi an “kisa” islem ve
diger durumlarda iglem olamayacak sekilde bir “karar” (decision) siitunu olusturulmustur.

Ada ve Litecoin icin dzet istatistiki bilgiler su sekildedir:
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e 9 Kasim 2021 tarihinde ADA kripto varliginin degeri 2.3146 USDT dir. 22 Kasim 2022 tarihinde ise 0.2976 USDT dir. lgili
tarihler arasinda %87,14 ’liik bir diisiis sergilemisgtir.

e 9 Kasim 2021 tarihinde LTC kripto varliginin degeri 291,09 USDT dir. 22 Kasim 2022 tarihinde ise 60.25 USDT dir. lgili
tarihler arasinda %79,3 ’liik bir diisiis sergilemistir.

Analizde kullanilan gdzlem sayilarina agagidaki tabloda yer verilmistir:

Tablo 2. Analizde Kullanilan G6zlem Sayilar

Toplam Gozlem Sayist : 9074
Optimizasyon Verisi : 6048
Makine Ogrenmesi Egitim Verisi : 4032
Makine Ogrenmesi Test Verisi ; 2016
Test Verisi : 3026

MACD Optimizasyonu ile Geriye Yonelik Test

Icerisinde gostergelerin ve karar siitununun bulundugu mum grafigi verileri, optimizasyon asamasina gonderilmistir. Optimiza-
syon asamasinda, MACD gostergesine ait parametrelerin (hizli, yavas, diizeltme) optimizasyonu saglanmistir. MACD gdstergesi
varsayilan 12, 26, 9 parametrelerini kullanmaktadir. NSGA-II genetik algoritmasi ile, toplam 25 dongiide MACD indikatoriiniin
optimum parametre degerleri hesaplanmistir. Bu uygulamada, varsayilan MACD parametreleri ile islem yapmak yerine, ilgili
kripto varliga ait, karlili§1 maksimize eden MACD parametreleri ile iglem yapilmasi hedeflenmistir.

Geriye yonelik testte, elde belirli bir miktar nakit oldugu kabul edilir. Stratejinin olusturulmasi sirasinda, elde edilen karar siitunu
ilk satirdan itibaren incelenir. "Uzun" veya "Kisa" islem karar1 alindiginda, mevcut nakit oraninda o anki mum kapanis verisine
gore varlik satin alinir. Karar siitunu taranmaya devam eder, sonraki "uzun" veya "kisa" iglemde varlik satilir ve bu satigin ardindan
belirlenen isarete gore (uzun veya kisa) yeni bir isleme girilir. Bu iglem, tiim mum grafigi satirlar1 tamamlanana kadar tekrarlanir.
Tiim satirlar incelendikten sonra geriye yonelik test, iki ana ¢ikt1 iiretir:

o Kazang orani: Gergeklestirilen n adet iglemin yiizde kac¢inin kazangl sonuclandiini gosteren bir ¢iktidir. Bu sonug, 0 ile 100
arasinda bir deger alir.

o Karlilik: Geriye yonelik testte yatirim i¢in kullanilan paranin yiizde kaginin kar sagladigini ifade eder. Bu sonug, 0 ile sonsuz
arasinda bir deger beklenir.

Algoritma, her iterasyonda, bir 6ncekinden daha optimum degerleri hesaplayarak pareto ¢izgisini olusturur. Bu ¢izgide birden
fazla deger bulunabilir bu nedenle ¢izgideki bir deger, optimum deger olarak kullanilabilir. Yatirimda, kirin maksimizasyonu her
zaman Onceliklidir. Bu nedenle, optimizasyon sonucunda elde edilen ¢oziim kiimesi i¢inde dncelikle en yiiksek karliliga sahip
olan, ardindan en yiiksek kazan¢ oranina sahip olan MACD parametreleri se¢ilmistir. Uygulamada test edilen kripto varliklar i¢in
optimize edilmis MACD parametreleri Tablo 3’te ayrintili olarak sunulmugtur.

Tablo 3. Kripto Varliklara Ait Optimize Edilmis MACD Parametre Degerleri

Hizh Yavas Diizeltme
ADAUSDT 8.1740 22.4026 5.2920
LTCUSDT 8.1740 23.2559 5.9233

Optimizasyon sonuglarina gore, ADAUSDT ve LTCUSDT kripto varliklari i¢in hizli, yavag ve diizeltme periyotlar: belirlenmistir.

Geriye Yonelik Test ve Makine Ogrenmesi

Optimize edilmis MACD parametreleri, “uzun” ve “kisa” islemlerin zamanlarin1 dogal olarak degistirmigtir. Optimizasyon
verileri kullanilarak elde edilen optimum MACD parametreleri ile geriye yonelik test gerceklestirilmis ve *kar’ ve ’zarar’ verileri
elde edilmistir. Bu gostergeler, islem tipi (uzun, kisa) ve sonug (kazang, kayip) verilerini i¢eren bir tabloya kaydedilerek makine
O0grenmesi veri seti olugturulmug ve bu veriler 2/3 egitim ve 1/3 test verisi olarak ayrilmustir.
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Optimizasyon veri seti iizerinde makine 6grenmesi siniflandirma algoritmasi kullanilarak zarar ettiren alim ve satis sinyallerinin
ayiklanmasi hedeflenmistir. Bu amagla, oncelikle optimizasyon verisinin geriye yonelik testi gerceklestirilmigtir. Geriye yonelik
test sirasinda, alim anindaki pozisyon, MACD, CMF, RSI, ZSCORE, ATR, BOP, CMO, CC ve sonug verileri satirlar halinde bir
tabloya kaydedilerek makine 6grenmesi veri seti olusturulmustur. Bu set, 2/3 oraninda egitim veri seti ve 1/3 oraninda test veri
seti olarak ikiye ayrilmigtir. Burada, alim esnasindaki CMF, RSI, ZSCORE, ATR, BOP, CMO, CC gostergeleri ile yanlis alim
kararlarin elenebilecegi degerlendirilmektedir.

Makine 6grenmesi veri setinde, kategorik veriler asagidaki gibi yeniden ifade edilmistir:

e Uzun (long) :0
e Kisa (short) :1
e Kazang (profit) :0
e Kayip (loss) :1

Egitim verileri ile Karar Agaclari ve Derin Ogrenme siniflandirma algoritmalar1 egitim ve test siirecine tabi tutulmustur. Test
stireci, ayrilan 1/3 test verisi ile gergeklestirilmis, bu siirecte hata matrisi olusturulmus ve dogruluk orani hesaplanmistir.
Dogruluk orani (DO), agagida gosterilen denklemdeki gibidir:

DO = Gergek Pozitif (GP) + Gergek Negatif (GN)
- Gergek Pozitif (GP) + Gergek Negatif (GN) + Yanlis Pozitif (YP) + Yanlis Negatif (YN)

Uygulanilan modelde, en yiiksek dogruluk oranina sahip makine 6grenmesi algoritmasina ait egitilmis veri kaydedilmis ve bir
sonraki agsamada bu veriler kullanilmigtir.

Bu calismada, ADAUSDT ve LTCUSDT nin uzun-kisa islemleri sirasinda elde edilen tiim gosterge degerleri ¢ift grafikler
izerinde asagida gosterilmistir. Grafikler incelendiginde, gostergelere ait “zarar” veya “kar” degerlerinin herhangi bir alanda
sistematik olarak toplanmadig1 gozlemlenmistir. Verilerin sistemli bir sekilde bir araya getirilememesi, dogru makine 6grenmesi

algoritmasinin belirlenmesini zorlastirmaktadir.
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Sekil 6. LTCUSDT

Egitim sonrasinda test edilen makine 6grenmesi algoritmalarinin dogruluk oranlar1 Tablo4’te sunulmustur.

Caligsmada, derin 6grenme yontemi tercih edilmis ve bunun i¢in yapay sinir aglari algoritmasi kullanilmistir. Toplamda dokuz
adet input oldugu icin derin 6grenmede kullanilan katmanlar, 9-18-27-18-9-1 seklindedir. Cikt1 katmani, ikili bir siniflandirma
problemi icin belirlenmis olup, 1 (Al), 0 (Alma) durumlarini temsil etmektedir. Derleme esnasinda su parametreler kullanilmastir:
optimizer="Nadam", loss="binary_crossentropy", metrics=["binary_accuracy’]) 400 defa egitim gerceklestirilmistir. Tahmin esigi
0.5’in iizerindedir.

Karar agaglari icin kullanilan parametre ise "Entropy” dir. Bu kapsamda ID3 algoritmasi kullanilmustir.

Tablo 4. Egitim Sonrasinda Test Edilen Makine Ogrenmesi Algoritmalarinin Dogruluk Oranlart

Derin Ogrenme Karar Agaclar
ADAUSDT 0.5956 0.5478
LTCUSDT 0.5854 0.5769

Tabloya gore, kripto varliklarin stniflandirilmasinda en yiiksek dogruluk oranini saglayan algoritmanin Derin Ogrenme oldugu
goriilmektedir; bu algoritma yaklasik %60 dogruluk oran1 sunmaktadir.

Modelin Nihai Testi

Yukarida elde edilen agamalarin sonucunda elimize 3 veri bulunmaktadir. Bunlar:

o Optimize edilmis MACD parametreleri,
o En uygun makine 6grenmesi algoritmasina ait egitim verileri
e Mum verileri elde edildikten sonra “Optimizasyon” ve “Test” verisi olarak ikiye ayrilan mum verilerinden “Test” verisi.
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Test verisi, optimize edilmis MACD parametreleri ve egitilmis makine d6grenmesi algoritmalarinin geriye yonelik testiyle
degerlendirilmis ve iki dnemli sonug elde edilmistir: kazang¢ orani ve karlilik. Aslinda, geriye yonelik test asamasindaki mum
verilerine simdiye kadarki siirecte miidahale edilmedigi i¢in gelecekteki tahminler yapiliyormus gibi degerlendirilebilir.

Yine bu agsamada, varsayllan MACD parametreleri, optimize edilmis MACD parametreleri ve hem optimize edilmis MACD
parametreleri hem de makine 6grenmesi algoritmalart ile “uzun” kisa iglemler gerceklestirilmis ve sonuglar karsilastirilmustir.

Bu calismada 6nerilen model, herhangi bir kripto varlik i¢in, varsayllan MACD parametrelerinden daha iyi sonug iireten MACD
parametrelerinin bulunmasi, zarar ettiren uzun-kisa iglemlerin makine 6grenmesi siniflandirma algoritmalar: ile ayiklanmasi
tizerinedir. Burada, en ¢ok dogruluk oranina sahip olan makine 6grenmesi algoritmasi ile islem yapmak en rasyonel se¢cim
olacaktir. Ancak, diger makine 6grenmesi algoritmalarinin nasil bir sonug iirettigi de test edilmis ve bdylelikle makine 6grenmesi
algoritmalar1 karsilagtirilmigtir.

Sunulan modelin, varsayilan MACD parametreleri ile olusturulan stratejiden daha karli olacagini varsayabiliriz. Ayrica, zarar
ettiren kararlar1 da ayrigstirmamizin da karliligimizi artiracagini varsayabiliriz. Bu maksatla, varsayilan MACD parametreleri ile
olusan sonuglar, sadece optimize edilmis MACD parametreleri ile olusan sonuclar (makine dgrenmesi algoritmalarinin zarar
ettiren sinyalleri ayiklamadig1 senaryo) ve hem optimize edilmis MACD parametreleri hem de makine 6grenmesi algoritmalari
ile zarar ettiren islemlerin ayiklandig1r modelin geriye yonelik test sonuclari tablo-5’te yer almaktadir.

Tablo 5. Modelin Geriye Yonelik Test Sonuglari

Optimize Edilmemis | Optimize Edilmis | Optimize Edilmis MACD Parametreleri ve

MACD MACD Egitilmis Makine Ogrenmesi Simflandirma
Parametreleri ile Parametreleri ile Algoritmalarn ile Yapilan Geriye Yonelik
Yapilan Geriye Yapilan Geriye Test Sonuglar
Yonelik Test Yonelik Test oL
Derin Ogrenme Karar Agaclan
Sonuglarn Sonuglan

Kazan¢ | Karhlik | Kazan¢ | Karhlik | Kazan¢ | Karlihlk | Kazang | Karlilik
Oram (%) Oranm (%) Orani (%) Oram (%)

ADAUSDT 0.3464 0.8467 0.3200 0.6972 0.3189 0.7096 0.3113 0.7953

LTCUSDT 0.3290 0.4518 0.3389 0.5578 0.3882 0.9355 0.000 0.000

Tablodaki veriler, optimize edilmemis ve optimize edilmis MACD parametreleri kullanilarak yapilan geriye yonelik test
sonuglarint igermektedir. Ayrica, optimize edilmis MACD parametreleri ve egitilmis makine 6grenimi siniflandirma algorit-
malariyla yapilan test sonuglart da bulunmaktadir. Bu testlerin her biri i¢in kazang orani ve karlilik oranlar verilmistir.

IIk siitun, optimize edilmemis MACD parametreleri ile yapilan test sonuglarim temsil ederken, ikinci siitun optimize edilmis
MACD parametreleri ile yapilan test sonuglarim gostermektedir. Uciincii siitunda, optimize edilmis MACD parametreleri ile derin
0grenme ve karar agaci algoritmasi kullanilarak yapilan test sonuglart yer almaktadir.

Her bir varlik (ADAUSDT ve LTCUSDT) i¢in kazang orani ve karlilik oranlari verilmistir. Bu kapsamda, ADAUSDT i¢in
optimize edilmemis MACD parametreleri ile kazang oran1 %34.64 ve karlilik oran1 %84.67 olarak belirtilmistir. Benzer sekilde,
optimize edilmis MACD parametreleri ve derin 6grenme algoritmasiyla yapilan testte kazang oranm1 %31.89 ve karlilik oram
%70.96 olarak goriilmektedir. Yani bu modelde ADAUSDT icin karlilik elde edilmemistir. Buna karsin LTCUSDT i¢in optimize
edilmemis MACD parametreleri ile kazang oran1 %32.90 ve karlilik oran1 %45.18 olarak belirtilmistir. Optimize edilmis MACD
parametreleri ve derin 6grenme algoritmasiyla yapilan testte kazang oran1 %38.82 ve karlilik oran1 %93.55 olarak goriilmektedir.

Bu veriler, farkli parametreler ve algoritmalar kullanilarak yapilan ticaret stratejilerinin performansini karsilagtirmak igin
kullanilabilir. Karlilik oranlar1 ve kazang oranlari, stratejinin ne kadar etkili oldugunu degerlendirmek icin 6nemli dl¢iitlerdir.

Sonug olarak Optimize Edilmig MACD Parametreleri ile LTCUSDT varlig1 icin derin 6grenme algoritmasi kullanildiginda hem
kazang oran1 hem de karlilik 6nemli 6l¢iide artmaktadir. Bu durum, derin 6grenme algoritmasinin LTCUSDT iizerinde daha etkili
oldugunu ve optimize edilmig MACD parametreleri ile birlestirildiginde daha basarili sonuglar elde edildigini gostermektedir. Ote
yandan, ADAUSDT varliginda elde edilen sonuglar, kar elde edilememesi seklinde goriilmektedir. Bu durum, belirli varlik ve strateji
kombinasyonlarinin her zaman ayni1 basariy1 elde etmedigini ve piyasa kosullarina bagli olarak degisebilecegini vurgulamaktadir.
Her varlik, farkli karakteristiklere sahiptir ve bu nedenle bir stratejinin bir varlik iizerinde basarili olup olmayacagini belirlemek
icin dikkatlice degerlendirilmesi gerekmektedir.
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Sonuc¢

Bu calismada makine 6grenmesi yontemlerine teknik analiz gostergeleri entegre edilip genetik algoritma ile optimize edilerek
24 saat igleme acik olan kripto para piyasasinda, ge¢mis verilere istatistik ve makine 6grenmesi metotlarini uygulayarak dogruluk
orani yiiksek al ve sat sinyallerinin iiretilmesi hedeflenmistir.

Makine 6grenmesi algoritmalari bir veri setini modele doniistiiren algoritmalaridir. Bu ¢calismada da makine 6grenmesi algorit-
malar1 sunulmus ve performanslari karsilagtirilmistir. Calismada ayrica makine 6grenmesi algoritmalarinin performansini artirmak
amaciyla, genetik algoritma ile optimize ederek performans karsilagtirmasi yapilmigtir. Farkli makine 6grenmesi algoritmalarini
karsilastirip en basarili ve en uygun modelin hangisi olacagi kripto varliklar iizerinde uygulanmasi ile belirlenmistir.

ADAUSDT ve LTCUSDT ye ait geriye yonelik testin icrasindan sonra, bu makalede ileri siiriilen modelde, Optimize edilmig
MACD parametreleri ile yapilan uzun-kisa islemlerden elde edilen karliligin, optimize edilmemis MACD parametreleri ile yapilan
uzun kisa islemlerden elde edilen karliliktan daha iyi sonug iirettigi gozlemlenmistir.

Varsayilan MACD degerleri,

e Hizli: 12
e Yavas: 26,
e Diizeltme: 9 ‘dur.

Bu parametreler, MACD indikatoriiniin ilk olarak Gerald Appel tarafindan gelistirildigi 1970’lerde yaygin olarak kullanilan
parametrelerdir. Bu parametreler, MACD indikatoriiniin temel 6zelliklerini yansitir ve ¢ogu yatirimer i¢in iyi bir baslangig
noktasidir.

Tablo 3’te elde edilen degerlerin, varsayilan degerlere pek de yakin olmadigi gézlemlenmigtir. Bu degerlerin ortalamalar:
alindiginda,

e Hizli: 11,1
e Yavas: 20,89,
e Diizeltme: 5,28 ‘dir.

MACD indikatorii parametrelerini degistirmek, MACD indikatoriiniin ¢alismasini etkilemek anlamina gelmektedir. Ornegin,
9 periyotluk EMA’y1 5 periyotluk EMA ile degistirmek, gostergenin daha hizli tepki vermesini saglar. Ancak, bu ayn1 zamanda
gostergenin daha az hassas olmasina da neden olur. Optimize edilmis MACD parametreleri ortalamalarinin, varsayilan MACD
parametrelerinden daha diisiik olmasi, kripto varliklarda kar elde etmek amaci ile yapilan islemlerde, yatirim yapan kisilerin daha
hizli tepki veren bir indikatore ihtiya¢ duymasindan kaynaklanabilir.

Uygulamadaki grafikler incelendiginde, veriler makine 6grenmesine daha girmeden kéar ve zarar verilerinin net ayrigtig1 bir
sonug¢ gozlenmemistir. Bunun nedeni, kripto varliklarin herhangi bir kurum/kurulug tarafindan denetimi olmamasidir. Bu yiizden
kripto varliklar1 “volatil” veya istikrarsiz olarak degerlendirmek yerinde olacaktir. Ciinkdi, bir haber akigiyla, spekiilasyonla veya
sosyal medya fenomeninin yiiklii iglemi ile ani yiikselisler ve diisiisler sergileyebilir. Bu ani yiikselisler veya diisiisler, satin alma
isleminden hemen sonra olugursa, mum verilerinden elde edilen istatistiksel hesaplamalara gére alim ve satim iglem kararinin
saglikli verildiginden bahsedilemeyecektir.

Optimize edilmis MACD parametreleri ile karar verilen uzun-kisa islemler, egitilmis makine 6grenmesi algoritmalari ile tahmin
ettirildiginde, “en iyi sonu¢ veren” algoritma godzlemlenememistir. Ancak, makine 68renmesi algoritmalar ile, zarar ettiren
verilerin ayitklanmasi ile daha iyi karlilifin elde edilebilecegi gozlemlenmigtir. Bu modelde, ADAUSDT kripto para ciftinde bir
kar elde edilememistir. Ancak LTCUSDT ciftinde, derin 6grenme algoritmasinin kullanilmasi ile LTCUSDT paritesinde %93.55
kar elde edilebilecegi gozlemlenmistir. Dolayisiyla gelistirilen bu modelin LTCUSDT ciftine ADAUSDT c¢iftinden daha fazla
uydugu sdylenebilir.
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