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Toplanti tutanaklarimin analizi ile bir karar destek sistemi

Feyza Giirbiiz"! Esra Kahya Ozyirmidokuz?

0z

Giliniimlizde veri madenciligi firmalar agisindan ¢ok 6nemli hale gelmistir. Firmalar sektorde rekabet
avantaj1 saglayabilmek i¢in veri madenciligi tekniklerini kullanarak biiytik veriden islerine yarayacak, daha
onceden kesfedilmemis, kullanilabilir oOriintiiler elde eder. Gelisen haberlesme teknolojileri sonucu
firmalarda biriken veri y1ginlari, firmalar i¢in hayati 6nem tastyan bilgileri i¢cinde barindirir. Karar vericiler,
klasik tekniklerle bu verilerden ¢ikarimlarda bulunurken, 6nemli bilgileri gézden kacirirlar. Veriyi dogru
yonetemeyen firmalar ise islerine yaramayan veri yiginlarinda kaybolur. Bir isletmeye ait sayisal
platformdaki bu verilerin %80’1 metin formundadir. Ancak yapisal olmayan verileri de igeren biiyiik veri
klasik istatistiksel tekniklerle analiz edilen veriler kadar kolay islenemez. Dogal dil isleme tekniklerinden
faydalanilmasi gerekmektedir. Boylece, soyut ve yigin yapisal olmayan bilgiler, sayisal somut ifadelere
doniistiiriilebilmektedir. Bu arastirma, Kayseri’de bir imalat fabrikasinda yapilan {ist diizey toplantilarin
metin formatindaki tutanaklarini analiz ederek bilgi ¢ikarimi gergeklestirmektedir. Yoneticilerin verdigi
stratejik kararlarda 6nemli toplanti sonuglari ¢ok etkilidir. Arastirmanin en genel amaci toplantilarin
kalitesini artirmaktir. Arastirmada, toplant1 tutanaklarindan kelime ¢ikarimi yapilarak, toplantilara ait genel
konu bagliklar1 metin madenciligi ile elde edilecektir. Yoneticiler ¢esitli madenleme teknikleriyle
gruplanmis konu bagliklarina gore degerlendirme yaparak sonraki toplantilarin kalitesini artirarak zaman
kazanabilir.

Anahtar Kelimeler: Metin madenciligi, Dogal dil isleme, Y6netim, Uretim Toplant: Raporlar:

A decision support system by analysis of the meeting reports
ABSTRACT

Recently, data mining has become crucial for firms. Using data mining, Firms, in order to have comparative
advantage in industry / sector / market, obtain patterns that they can utilize and that have not been
discovered before. The data accumulated as a result of the advanced communication channels within firms
contain crucial information. Decision makers’ undersees important information while they use classical
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techniques for data analysis. Firms that cannot manage data accurately get lost in piles of data that would
not be useful for them. 80% of the data in the quantitative platform belonging to a firm is in text format.
However, large data containing non-structural data cannot be analyzed as easily as the data analyzed by
using classical statistical techniques. Natural language analysis techniques should be used. In this way,
abstract and non-structural data can be converted into concrete and quantitative statements. In this analysis,
information is inferred by the analysis of transcripts—in text format—of meetings among senior managers
at a manufacturing company in Kayseri. Outcomes of the important meetings are very crucial in the
decisions the directors take. The main goal of the study is to increase the efficiency of the meetings. In this
research, the general themes of the meetings are found out by word inference from the meeting transcripts.
Directors can have better time-management by increasing the quality of the future meetings by conducting
evaluations according to the topics categorized by the data mining techniques.

Keywords: Text Mining, Natural language processing, Management, Manufacturing meeting reports

1. GIRIS (INTRODUCTION)

Isletmelerde giiclii bilgi sistemlerinde depolanan
biiyiik veri yi1ginlari, potansiyel yeni bilgiyi i¢inde
barindirir. Bu verileri tiim siire¢lerden eszamanli
toplamak, otomatik analiz tekniklerini kullanarak
bilgiyi secmek ve analiz islemleri ¢ok karmasiktir.
Bu veriler, imalat firmalarinda, makine, {iriin,
siireg¢, bakim, kalite kontrol, hata teshisi, vs. veriler
olabilir ve tipik olarak, veri tabanlarinda depolanur.
Bu veri yiginlari, iglerinde de gizli ve degerli
bilgiler barindirmaktadir. Bu bilgiler, gliniimiiz
kosullarinda isletmelere rekabet avantaji saglamak
acisindan  onemlidir. Ornegin, bilgi ¢ikarmm
sonucunda imalat slirecinde verimlilik artisi i¢in
yapilmas1 gerekli ve onemli bilgiler elde edilir.
Veri tabanlarinda bilgi kesfi siireci (KDD) nin bir
adimi olan fakat zamanla KDD’nin kendisiyle ayni
anlamda kullanilmaya baslayan veri madenciligi
(DM), biiylik miktardaki verilerden otomatik bir
sekilde kullanigh ve daha 6nceden kesfedilmemis
bilgiyi zeki tekniklerle ¢ikan bir bilgisayar
bilimidir. Metin madenciligi (TM), yapisal
olmayan veri tiiriiniin analizini yapmak i¢in
kullanilan DM  yoOntemlerini  kapsar. Veri
tabanlarinda zaten mevcut Orlintiilerin otomatik
olarak elde edilmesi sonucunda kullanilabilir
modeller elde edilir. Bu modeller, karar vericiler

ve miihendisler tarafindan isletmenin
performansini artirmak icin dogrudan
kullanilabilir.

Sayisal ortamda her tipte verinin siirekli ve artan
sekilde depolanmasi sonucu yapisal olmayan
verilerin analizi gerekli hale gelmistir. Miihendis
ve yoneticilerin bu tiir yi§in veriyi anlamalari i¢in
analiz etmeleri gerekir. Giinlimiizde, diinyada
rekabet ustlinliigii elde etmek i¢in kullanilan
yapisal olmayan verinin analizi i¢in geleneksel

veri analiz yOntemleri yetersiz kalir. Veri
tabanlarinda bilgi kesfi siireci igerisinde verinin
biitliniinlin ~ dokiiman  analiz  algoritmalari
kullanilarak degerlendirilmesi gerekir.

Stratejik  kararlarin  verildigi  lst  diizey
toplantilarda tutulan tutanaklar, toplantilarda
goriigiillen konularin  genel bir c¢ercevesini
icermektedir.  Yoneticiler tek bir toplanti
sonucunda birtakim kararlar vererek harekete
gecerler. Biriken tutanaklar genel olarak iclerinde
yoneticilerin de fark etmedigi gizli ve degerli
bilgileri elde etmek lizere degerlendirilmesiyle,
daha sonraki stratejik toplantilara bir g¢erceve
gelistirilebilecektir. Boylece yoneticiler zaman
kazanirken, uzun vadede toplant1 kalitesi artmis
olacaktir.

Imalat firmalarinda son yillarda artan metin
dokiimanlarinin hacmi dolayisiyla, 6zellikle dogal
dilde bu dokiimanlar1 islemenin zorunlugunu
beraberinde getirmistir. Ancak, yapisal olmayan
bu biiylik miktarlardaki veri tiplerinin analizi ¢ok
karmagsik teknikleri kullanmay1 gerektirmektedir.
Dogal dil isleme gibi farkli bilgisayar disiplinleri
ile ortak arastirma yapmayr gerektiren TMnin
imalatta kullanim1 son birkag yildir yayginlagsmaya
baglamistir. Tiirkiye’de ise imalat sektoriinde bu
alanda  ¢alisma  neredeyse  yoktur. DM
uygulamalarinda, yapisal olmayan veriden anahtar
kelimelerin elde edilmesi gii¢lii tahmin edicilerdir.
TM bu anahtar kelimelerin ¢ikarimini yapmada
kullanildiginda, model performansi artar. Yapisal
olmayan metin, tek tip anket formu sonuglarindan
cok daha agiklayicidir [1]. Anahtar kelimeler, bir
dokiimanin icerigini temsil eder. Ideal olarak, bir
dokiimanin gerekli igeriginden yogunlastirilmig
anahtar kelimeleri temsil eder. Anahtar kelimeler,
tanimlamasi, degistirilmesi, hatirlanmast  ve
paylasilmasi kolay oldugu i¢in, genelde, Bilgi Geri
Kazanim (Information Retrieval, IR) iginde
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sorgular1 tanimlamada kullanilir. Matematiksel
isaretlerin  aksine, herhangi bir yapidan
bagimsizdir ve ¢oklu yapilara ve IR sistemlerine
uygulanabilirler [2].

2. LITERATUR OZETI (LITERATURE
REVIEW)

Imalat firmalarinda DM uygulamalar1 uzun siiredir
calisilmakta olan giincel bir konudur [3-10].
Harding ve digerleri (2006)’da ve Wang 2007°de
DM’nin imalatta uygulamalarini arastirmistir
[11,12].2010 ve 2012 yillarinda, Ciflikli ve Kahya
Ozyirmidokuz, yine Kayseri’de bir fabrikasindan
topladiklar1 binlerce veri i¢inde gizli bilgilerin
cikariminm1 yapmuislar, yoneticilerin kullanmalar1
icin karar agacit modellerini elde etmislerdir [5,
13]. Bu arastirmamizda ise, veri boyut indirgeme
icin bu teknikler yerine anahtar kelime ¢ikarimi
yapilmas1 yeterli olmustur. Ayrica, dokiimanlar
kesiklendirilmeden, dogrudan serbest metin
halinde analize sokulmustur. Diinyada son birkag
yildir is diinyasinda TM tekniklerinin kullanimi
yayginlagsmaya yeni yeni baslamistir [14-17]. TM
ile ilgili iiretim isletmelerinde de arastirmalar
mevcuttur [18,19].

Son zamanlarda TM isletmeler i¢in 6nemli bir
arastirma alani olmustur [16]. Chang vd. internet
ve e-ticaret miisterilerinin davraniglarini dogru
sekillendirmek i¢in veri ambarlar1 ve veri
madenciligi teknolojilerini kullanmislardir [20].
Gamon, miisteri geri bildirim verilerinin otomatik
sentimatik  siniflandirmasinin  yapilabilecegini
belirterek, dogal dil isleme ve lineer destek vektor
makinalarin siiflandirma dogruluklarini
yiikseltmek icin kullanmistir [21]. Gamon vd.,
calismalarinda serbest miisteri geri doniisiim
metinlerinin bagliklarini ve sentiment
oryantasyonu yapan bir prototip  sistem
sunmuslardir [22]. Ittoo vd., online iiriin
Ozellestirmedeki kararlarin1 vermede bir metin
madenciligi temelli Oneri sistemi sunmuslardir
[23]. Coussement ve Van den Poel, ¢calismalarinda
otomatik bir e-mail smiflandirma sistemi
gelistirmislerdir [24]. Weng ve Liu, ¢ok yonlii e-
mailleri bagliklarina goére diizenleyen bir sablon
onermislerdir [25]. Ozyurt ve Kose, cevrim ici
goriismelerin ~ Ozelliklerini  belirlemek {izere
makine 6grenme ve veri madencilgi metodlarini
kullanmislardir [26]. Thorleuchter vd., yeni ve ise
yarar fikirleri ¢ikarmak ig¢in yapisal olmayan
metinlerden fikir analizi yapmiglardir [1]. Tsai ve
Kwee, yeniliklerin analizinin uygunlugunu ve
performansin1  veri tabani optimizasyonu ile

yapmustir [27]. Gopal vd., verinin ve metin
madenciliginin  durumunu  6zetlemistir  [28].
Sunikka ve Bragge, aragtirmalarin kisisellestirmek
ve uyarlama i¢in metin madenciligi yaklagimin
geleneksek literatiir taramasi ile kombine etmistir
[29]. Onishi ve Manchanda, Japon sinema
kategorisinde yeni {iriin ve reklam satig sonuglarini
analiz etmistir [30]. Armentano vd., metin
analizinde farkli profil stratejilerinin etkilerini
kullanicilarin ~ rollerini  de  dikkate alarak
belirlemistir [31]. Thorleuchter ve Van den Poel,
e-ticaret firmalariin web sitelerinden alinan
metinsel Dbilgilerin ticari basarilar1 {izerine
etkilerini analiz etmislerdir [32]. Thorleuchter vd.,
web metin madenciligini kullanarak bir Alman
sirketinin miisterilerini analiz etmislerdir [33]. Ur-
Rahman ve Harding, metinsel verileri iki farkli
siifa ayirmak i¢in metin madenciligi ve metinsel
veri madenciliginin  hibrid uygulamalarina
yogunlagmislardir [34]. Hao, dokiiman
sinifflamada k-medoids ve k-medoids sosyal
evrimsel programlama algoritmalarini
karsilastirmistir [35]. He vd., ii¢ blyiik pizza
zincirinin facebook ve twitter sitelerindeki yapisal
olmayan metin iceriklerine metin madenciligi
uygulamislardir  [36]. Kahya Ozyirmidokuz,
Tirkiye’de online aligveris sitelerini  metin
madenciligininde dogal dil isleme kullanarak
analiz etmistir [37]. Kahya Ozyirmidokuz ve
Ozyirmidokuz, web metin madenciligi ile
Tiurkiye’deki en iyl yedi 1sitma sistemi
firmalarinin miisteri sikayet dokiimanlarini analiz
etmislerdir [17]. Ordenes vd., dilsel tabanli metin
madenciligi modelini gelistirme ve iyilestirme
prosesini modellemek i¢in kullanmiglardir [38].
Stray vd. bu giinliik toplantilarla ilgili ¢caligmalar
yapmiglardir [39]. Kim vd., c¢alismalarinda
internette  farkli  platform  ziyaretgilerinden
toplanan biiylik verileri analiz etmislerdir [40].
Hussain ve Suryani metinsel dokiimanlardaki
semantik benzerlikleri en yakin komsu algoritmasi
ile belirleyerek intihalleri tespit eden bir ¢aligma
onermislerdir [41]. Zhang ve Chow, dokiiman
analizinde hybrid dokiiman benzerligini kullanan
bir multi-seviyeli eslestirme metodu sunmuslardir.
Caligmada dokiimanlar dokiiman ve paragraf
seviyelerini i¢eren bir yap1 s6zkonusudur [42].
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3. GENEL KAVRAMLAR (GENERAL
CONCEPTS)

3.1. Metin Madenciligi (Text Mining)

DM tam olarak yapisal verileri analiz eden
yontemleri kapsar. Fakat bilgisayar ortamindaki
biiyiik verinin %80’1 metin tipindedir. Bu durum,
yapisal olmayan verilerin analizini bir zorunluluk
haline getirmektedir. Cok karmasik bir siire¢ olan
TM, yapisal olmayan verilerden anlamli 6riintiiler
bulmak i¢in DM’den daha farkli veri analiz
teknikleri  kullanir. TM, igeriklerinin  ve
konularinin ¢ikarimini yapma ve yapisallastirma,
hizl1 analiz yapma, gizli verinin kesfi ve otomatik
karar verme amaclariyla, bilgisayar ortamindaki
biiyiik miktarlarda dogal dildeki metin verilerinin
cesitli tekniklerle otomatik islenmesidir.

TM, caligmanin tarihini veya yazarini belirlemede
kullanilan metinlerin stillerini calisan
stylometriden farklidir. Ancak, TM ¢ok boyutlu
istatistigin gelismis yontemlerini kullanarak, dilsel
istatistik veya nicel dilsel yontemler olarak
adlandirilan lexicometri veya lexical istatistigin
bir uzantisidir [44]. Sekil 1°de sunulan ve 1996
yilinda DaimlerChrysler, SPSS ve NCR
firmalarin1  temsil eden analistler tarafindan
gelistirilmis bir DM siireci olan CRISP-DM (Cross
Industry Standard Process for Data Mining), DM
icin  Capraz  Endistri  Standardi  Siireci
metodolojisi, arastirmamizi  sistematik  bir
cercevede yapmak i¢in kullamilmustir [45].
Arastirmada CRISP-DM is siireci, arastirma
sorusuna ¢0ziim bulmak tizere kullanilmistir. Bu
siire¢ igerisinde, kalitatif verilerin analizleri
yapilmigtir. CRISP-DM, yapisal bir bilgi kesfi
siireci yaklasimidir ve arastirmamizin analiz
siralarin1  adimlar. Bu yaklasim, veri analiz
stirecini daha hizli, gercekei, daha yonetilebilir ve
az maliyetli yapar [46].

isi anlama ve arastirma Veriyi anlama Asamasi \

Gelistirme Asamasi

Veri hazirlama Asamasi

Degerlendirme | ‘ Modelleme | /

Sekil 1. CRISP-DM Prosesi (Process of Crisp-DM) [45]

Metin dijital platformda yazilir. Mevcut metnin
bliytikligl artmaya devam etmektedir. Klasik veri
madenciligi teknikleri yapisal olmayan verinin
analizi icin elverisli degildir. Bu nedenle bazi
dilsel yaklagimlardan faydalanmamiz gerekir.
Metin madenciligi teknikleri metni niimerik
sayilara doniistiirerek istatistik ve makine
O0grenimi  dahil birgok veri  madenciligi
algoritmasinin uygulanabilmesine hazir hale
getirir. Isletmeler veri madenciligi ve metin
madenciligini rekabet istiinliigli saglayabilmek
icin miusterileri, rakipleri basta olmak iizere
cevrelerini analiz etmek i¢in kullanirlar.

Sekil 1 metin madenciligi siirecini gostermektedir.
Veri toplamadan sonraki adim dogal dil isleme
algoritmalarini kullanarak veriyi nlimerik indislere
doniistiirmektir. Bu asamada, veri pargalara ayrilir,
cimleler belirlenir, kelimeler segilir, gereksiz
kelimeler temizlenir, kelime kokleri tespit edilir.
Bu adim varliklar1 belirlemek i¢in kelimelerin
¢ikarimini, dur-kelimelerin kaldirilmasini ve imla
denetimi yapmay1 icerir. Belgelerden sozciik
cikarmaya ek olarak, tarih, yazar, cinsiyet,
kategori vb. gibi metinle iliskili degiskenler elde
edilir. Ayrigtirmanin ardindan en 6nemli goérev
metin doniisiimiidiir. Bu adim, latent semantik
analiz (LSA), gizli semantik endeksleme (LSI) ve
vektor uzay modeli gibi dogrusal cebir tabanh
yontemleri kullanarak metnin sayisal gosterimi ile
ilgilidir. Bu alistirma, bir belge terimi matrisinin
(bir elektronik tablo veya metinsel verinin diiz
benzeri sayisal gosterimi) olusturulmasiyla olur.
Matrisin boyutlari, belge sayis1 ve koleksiyondaki
terimlerin sayisina gore belirlenir. Bu adim, tekil
deger ayristirmasi (SVD) kullanilarak belge basina
matrisin boyut azaltilmasi igerebilir. Binlerce
belgeden olusan bir derleme sonucunda biiyiik
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olasilikla belgeleri birbirinden ayirmakla ya da
belgeleri 6zetlemekle alakasiz bir¢ok terim elde
edilecektir. Alakasiz terimleri ortadan kaldirmak
icin terimleri manuel olarak taramak gerekir. Bu
genellikle tiim TM adimlarinda en ¢ok zaman alan
ve Oznel gorevlerden biridir ve alan uzmanlig
gerektirir.

Terim filtrelemeye ek olarak, analizle ilgisiz
dokiimanlar anahtar kelimeler kullanilarak aranir.
Tarih, kategori vb. gibi diger dokiiman
degiskenlerinden birine dayanan veya bazi
terimleri icermeyen dokiimanlar filtrelenir. Terim
filtreleme veya dokiiman filtreleme, terim tabanli
dokiiman matrisini degistirir. Terim tabanl
dokiiman matrisi terimin dokiimanlarda bulunma
sikligin1 igerir. Belge-terimi matrisi her hiicre igin
bir deger olarak bir dokiiman i¢indeki terimlerin
varligina gore bir dokiimanda terimin ortaya ¢ikma
sikligini igerir. Bu siklik matrisinden, ¢esitli terim
agirliklandirma teknikleri kullanilarak bir matris
olusturulur. TM adimi, kiimeleme, siniflandirma,
iligki analizi ve baglant1 (link) analizi gibi
geleneksel veri madenciligi  algoritmalarinin
uygulanmasin1  igerir. TM, farkli ayarlar
kullanarak analizin tekrar edilmesini ve daha iyi
sonuclar elde etmek i¢in terimlerin dahil
edilmesini veya hari¢ tutulmasini igeren, tekrar
eden bir siiregtir. Bu adimin sonucu, dokiiman
gruplari, tek veya ¢ok terimli basliklar veya bir
siiflandirma probleminin cevabi olan kurallar
olabilir [45].

Bu c¢alisgmada kullanilan dokiiman isleme
teknikleri asagida verilmistir [48]
* Kelimelere Ayirma (Tokenization): Yapisal

olmayan veriyi climlelere, daha sonra da
kelimelere parcalama islemidir. Elde edilen
belirtegleri bir dizin igine alarak tokenlar1 elde
etme islemedir. Burada noktalama isaretlerini, say1
ve diger sembolleri dogru ve tutarli igleme oldukga
onemlidir.

» Kiicilik Harfe Dontistiirme (Downcasing): Biitiin
kelimeler arastirmayi kolaylastirmak i¢in kiigiik
harfe donitistiirtiliir.

+ Koklerine Indirme (Stemming): Kelimeleri
eklerinden ayirarak kok kelime haline getirmek.

* Filtreleme (Stopword removal): Ve/veya gibi her
tiirlii gereksiz kelimelerin ¢ikarilmasi islemidir.
Dogal dil isleme siireci igerisinde aslinda elde
edilen indekslerde filtreleme islemleri yapilsa da

son zamanlarda bazi algoritmalar probleme gore
filtreleme islemlerini thmal etmektedir.

* Es anlamli Genisleme (Synonym expansion):
Her bir simge i¢in, es anlamlilar bir es anlamlilar
listesinde aranir ve dizine eklenir. Esanlamlilar
listesindeki  glincellemeler, sorguyu yeniden
endekslemek zorunda kalmadan dinamik olarak
hesaplanabildiginden, genellikle dizin terimleri
yerine sorgu terimlerinde yapilir. Bu ¢aligmada es
anlamli genisleme kullanilmamastir.

Metinlere yukarida bahsedilen o©n isleme
algoritmalar1 uygulandiktan sonra elde edilen
numerik veri kalibina herhangi bir geleneksel
istatistiksel ya da tahmin modeli ya da DM
algoritmas1 uygulanabilir [45]. Dolayisiyla
modelleme asamasia gecebilmek icin yapisal
olmayan veri numerik indislere doniistiirilmelidir.

3.2.Dogal Dil Isleme (Natural Language
Processing)

Veri dogal dil isleme (NLP) teknikleri ile
islenirken TF-IDF (Term Frequency-Inverse
Document Frequency; Terim Frekansi-Ters
Dokiiman Frekansi) yontemi kullanilmistir. Veri
dokiiman  koleksiyonuna doniistiirtilmesini
saglayan TF-IDF, bir kelimenin dokiiman ig¢inde
O6nemini Ol¢en niimerik bir istatistiktir. Formiil 1,
2 ve 3’de gosterilmektedir.

tf -idf(t,d) = tf(t,d) - idf (t) (1)
tf(t,d) = 1o, 1{d; = t} )
idf (t) = log (z’gnﬁ) 3)

TF-IDF yontemi sonucunda ¢ok miktarda kelime
ve parametre ortaya ¢ikar. Bu istenmeyen durum,
budama (prune) algoritmasi kullanilarak onlenir.
Bu arastirmada, bu asamada, budama yontemi
olarak yiizde miktar yontemi tercih edilmistir.
Dokiimanlarin  %70’inden daha azinda ortaya
¢ikan kelimeler budanmustir.

NLP siirecinde veri analizine tokenization
(kelimelere ayirma) ile  kesiklendirerek
baslanmistir. Tokenization, metin verisini anlaml
parcalara bolme islemidir. Harf olmayan ve
harflerden olusan veriler i¢in ayr1 ayr1 tokenization
islemi uygulanmistir. Daha sonra Porter stemming
algoritmast  kullanilmigtir.  Bu  algoritma,
kelimelerin koklerini elde etmeye yardimci olur.
Elde edilen dokiimanlara filtreleme iglemleri
uygulanmistir. Oncelikle 2 karakterden kiigiik ve

Sakarya Universitesi Fen Bilimleri Enstitiisii Dergisi, 22 (2), 257~268, 2018 0261



F.Giirbiiz, E.K.Ozyirmidokuz /Toplanti tutanaklarinin analizi ile bir karar destek sistemi

25 karakterden biiyiik olan tiim kelimeler de
dokiimanlardan ¢ikarilmasi i¢in uzunluk filtreleme
yapilmistir. Ayrica, dokiimanlardaki tiim dur-
kelimeleri (and, the, because, although, gibi)
verilerden kaldirilmistir. Onemsiz bu kelimelerin
kaldirilmas: sonucunda, analizler daha hizli ve
kolay olacaktir. Ayrica n-grams algoritmasi
kelime gruplarin1 segmek ve analizlere kelimeleri
grup halinde dahil edebilmek i¢in uygulanmistir.
Boylece, gruplardan olusan bu kelimeler birlikte
degerlendirilebilecektir.

3.3. Benzerlik Temelli Modelleme (Similarity
Based Modelling)

Benzerlik temelli model elemanlara ait dilsel
simgeler veya n-gram’lar gibi bir dagilim
olusturmaya ve sorgulanan Ornege en yakin
dagilim ile dili belirlemek i¢in bir benzerlik dl¢iisii
kullanmaya dayanir. Siniflandirma yaklasimi, dil
icin yiiksek sayida genis Orneklere ihtiyag
duyarken, benzerlik yaklagimi tekbir dilde
birlestirilmis tim metin gibi dil i¢in tek bir genis
ornege dayanir. Bu model, 6ziinde k-en yakin
komsuluk modelidir. Dil basina bir biiyiik metin
olmast bize, dilin dogru dagilimma en yakin
simgelerin  veya n-gram’larin  dagiliminin
cikarimlarin1 yapma imkani verir [47]. Benzerlik
temelli yaklagim bir dilin profili gibi n-gram
karakterlerin dagilimin1 hesaplayarak ve sorgu
metinlerinin profili ile bu profili karsilastirmada
kullanarak bir dile ait tiim climleleri tek bir
metinde birlestirir. Bu sekilde, bir dil profilinde bir
modelin en 6zlii temsilinin o dilin modeli oldugu
ve siniflandirma siirecinin sadece benzerlik
hesaplamasi oldugu anlasilir. Benzerlik temelli
yaklasim daha hizli bir analiz, ve daha sonraki bir
karsilastirma i¢in kalici bir profil saglar. Buna ek
olarak, n-gram ile profili olusturmak yeni veri ile
artan giincelleme olanagi saglar [47].

Bu aragtirmanin 6nisleme siirecinde veriyi segmek
ve indirgemek i¢in benzerlik temelli modelleme
kullantlmistir. Dokiimanlar arasindaki
benzerlikler ortaya c¢ikmistir.  Arastirmada
Eucliedian benzerligi uygulanmistir. Esitlik (4)’de
verilen Cosine benzerlik 6l¢iisii en sik kullanilan
benzerlik Olgiilerindendir [16]:

Sim(Xy, X;) = (X[ X)) = TiXinXjx 4)

Esitlik (4)’de, x’, x =xx ‘in normallestirilmis
vektoridiir.

Cosine Olgiisii, metin gruplandirmada, iki vektor
arasindaki ac¢imin cosinesini alan popiiler bir

ol¢iidiir ve benzerligin anlasilmasinda degigsmez
bir Olgli yakalar. Cosine benzerligi vektorlerin
uzunluguna dayanmaz, sadece yoniiyle ilgilenir.
Bu dokiimanlara terimlerin ayni1 goreli dagilim ile
islem gormesini saglar. Dokiimanlarin boyutuna
duyarsiz olmasi da metinlerin analizinde c¢ok
popiiler bir 6l¢ii olmasinin bir sebebidir. Ayrica bu
0zelligi ile daha etkin bir 6nisleme i¢in dokiiman
vektorleri birim kiirelere normalize edilebilir [49].

4. TOPLANTI TUTANAKLARININ
ANALIZI (ANALYSIS OF MEETING
REPORTS)

Caligmanin yapildigi firma, tilkemizde hatr1 sayilir
kablo firmalarindan birisidir. Firma elde ettigi
basart ve stiin  performansiyla  diinya
siralamalarina girmistir.

1970 yillarda enerji kablolar1 iiretmek {izere
kurulan firma, hizli bir gelisme silireciyle zaman
icerisinde yiiksek gerilim enerji kablosu, bakir
haberlesme kablosu, enerji kablosu, fiber optik
kablo, aliminyum iletken ve emaye bobin teli
tiretimi ile tel ve kablo sektoriinde ¢ok genis bir
tiriin portfoyli olusturmustur.

Firma her tiirlii toplantilarini metin formatinda
kaydetmektedir. 2009-2015 her sene sonunda
yapilmig 57 adet toplantiya ait tutanaktan
tahminleme yapilmaktadir. Yontem olarak,
dokiimanlara metin madenciligi silireci icerisinde,
otomatik dogal dil isleme teknikleri kullanilmistir.
Otomatik analizlerin yam sira elde edilen yapisal
veri tarafimizdan elle kontrol edilerek yeniden
gozden gecirilmistir. K-ortalamalar ve benzerlik
temelli modelleme araclari, sosyal ag grafikleri
verilere uygulanmistir.

Firmadan temin edilen toplanti1 dokiimanlar1 dogal
dil isleme algoritmalariyla 6n  islemesi
tamamlanarak modelleme asamasina hazir hale
getirebilmek i¢in vektdr matrislere dontistiiriilmiis
yapisal olmayan verilerden niimerik sonuglar
otomatik olarak elde edilmistir.

On isleme asamasinda oncelikle dokiimanlar
igerisindeki veriler ayr1 ayri tokenization islemi ile
parcalanmistir. Sonra tiim kelimeler biiyiik harfe
doniistlirilmiistir. Tiirkge dokiimanlari
isleyebilmek i¢in Snowball’un Turkish stemming
algoritmas1 kullanilmigtir. Bdylece, kelimelerin
kokleri elde edilmistir. 220 adet Tirkce dur
kelimesi  dokiimanlardan  ¢ikarilmistir.  Bu
caligmalar icin PolyAnalyst ve RapidMiner
programi  igerisindeki  ilgili  algoritmalar
kullanilmistir.
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5. BULGULAR (FINDINGS)

Dokiimanlarin  TF-IDF kullanilarak dogal dil
isleme algoritmalar1 uygulanmasi sonucunda
dokiimanlara ait ortak kelime matrisinin ilk 25
kelimesi Tablo 1’de gdsterilmektedir.

Tablo 1. Ortak kelime matrisi (Common word matrix)

word attribute | total
name occurences

1 iret iiret 297
2 hedef hedef 218
3 kablo kablo 203
4 bak bak 175
5 i¢ ic 169
6 yap yap 167
7 yetersiz | yetersiz | 166
8 gercek gercek 143
9 enerji enerji 139
10 cal cal 132
11 yonet yonet 129
12 | saat saat 122
13 | tesis tesis 112
14 gevre cevre 109
15 | giiven giiven 108
16 igeri igeri 102
17 | genel genel 100
18 | oran oran 99

19 | stire siire 96

20 | hes hes 95

21 miktar miktar 90

22 | ol ol 88

23 sistem sistem 86

24 | sikayet sikayet 84

25 | haber haber 83

Tablo 2. Kelime siklig1 tablosu (Vocabulary frequency

table)
Kelime Siklik (%)
Kapasite 42.86
Memnunum 14.29
Sirketimden 14.29

Sehir 14.29
Raporla 14.29
Akredite 14.29
Mevcuttur 14.29
Besleyen 14.29
Hava 14.29
Enerjide 14.29
Kondensto 14.29
Ortalama 14.29
flave 14.29
kondenstop 14.29
Kwh 14.29
Verimi 14.29
Yanma 14.29
projesinde 14.29
Sikayetinden 14.29
Sevk 14.29
barkoda 14.29
barkodu 14.29
Sistemde 14.29
Ambalajlama 14.29
Etiketlerdeki 14.29
Metrajlama 14.29
sorunlar 14.29
Malzemeden 14.29
8 TOP 14.29
bilgilendirmelerin 14.29
panolar 14.29
flan 14.29
Politika 14.29
Ohsas 14.29
enetegre 14.29
Sahip 14.29
belgelendirmesi 14.29
denetiminde 14.29
izoleli 14.29
izoleleli 14.29
Tambur 14.29
makinelerinin 14.29
Kafes 14.29
Telli 14.29
kapasiteye 14.29

Her kelimeye ait istatistiksel hesaplar da otomatik
olarak yapilabilmektedir. Dokiimanlara k-en yakin
komsuluk gruplandirma uygulanmistir.
Dokiimanlar 2 gruba ayrilmistir. Bir grupta 25,
digerinde 32 dokiiman vardir. Dokiimanlara ait
gruplandirma grafigi Sekil 2’de verilmektedir.
Gruplar incelendiginde, ayni gruptaki
dokiimanlardan benzer kararlar ¢iktig1 kolaylikla
anlasilabilmektedir.

Dokiimanlar, otomatik olarak icerik olarak 2 gruba
ayrilsa da, dokiimanlarda yazili kelimeler bazinda
dokiimanlar yeniden gruplandirilarak benzer
kelimeler gruplara ayrilmasi saglanmistir. Dogal
dil islemesi algoritmalar1 uygulanan dokiimanlarin
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Onislemesi tamamlanarak dokiimanlara ait elde
edilen ortak kelime vektorii elde edilmistir. Daha
sonra kelime vektorlerinin benzerlik modelleme
ile gruplandirilarak 5 adet anahtar grup baska bir
ifade ile tema elde edilmistir.

Elde edilen bu
isimlendirilmistir:

1. Metrajlama

2. Enerji

3. Kapasite

4. Lojistik

5. Siireg

temalar su  sekilde

Bu gruplar/temalar arasindaki iliskileri tespit
etmek i¢in ag grafikleri kullanilmigtir. Elde edilen
temalar aras1 mesafeler benzerlik analizleri
Olcililmiistiir. Cosine benzerlik analizlerinde Mixed
Measures Ol¢limleri ve mixed Eucledian Distance
Ol¢ciim parametresi kullanilmistir.

0275

0.225

0.050

. e ol e N Dl

ééi(il 2. Siniflandirma sonucu elde edilen plot grafik (Plot
of classification result)

Asagidaki Tablo 3’de bu temalarin birbirlerine
benzerlik oranlar1 verilmektedir.

Tablo 3. Kelimelerin benzerligini ifade eden uzaklik
degerleri (Distance values expressing the similarity of the
terms)

first | second | similarity distance

1 2 1,47
1 3 0,796815
1 4 1,405495

1 5 1,408278
2 3 0,796815
2 4 1,405495
2 5 1,408278
3 4 1,176727
3 5 1,266015
4 5 0,994268

Dogal dil isleme teknikleri ile Onislemesi
tamamlanan dokiimanlara Cosine benzerlik ag
analizi uygulanmasi sonucu temalara ait sosyal ag
grafikleri elde edilmistir. Sekillerde gosterilen ag
grafikleri birbirlerinin aynist olup, farkli tarz
gosterimleri  sergilemektedir. Elde edilen ag
grafiginden, toplantilara ait temalarin birbirleriyle
olan iligkisi sayisal olarak ifade edilmistir.
Sekillerden de anlagilacagi gibi, 1 nolu tema ve 2
nolu tema arasinda en az benzerlik vardir. 2 nolu
ve 4 nolu temalar ise yiiksek benzerlik gosterirler.
Bu temalar degerlendirildiginde ve bu tema
bagliklar altina diisen kelimeler neredeyse aynidir.

20

50

40

Sekil 3. Kelimelerin iligkilerini gosteren uzaklik degerleri
(Distance values indicating the relations of the terms)
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Sekil 7’de gruplara ait benzerlik histogrami
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goriilmektedir. Sekil 7. Temalara ait siklik degisim histogrami (Temporal

frequency change histogram)

6. TARTISMA VE SONUCLAR
(CONCLUSION AND RESULTS)

Bu arastirmada, Kayseri’de bir imalat fabrikasinda
kalite kontrol dokiimanlarindan bilgi c¢ikarimi
yapilmistir. Yapisal olmayan 57 dokiiman analiz
edilmistir. Kelime vektorii ve ddékiimanlardan
toplant1 temalar1 elde edilmistir (Anahtar kelime
matrisi elde edilmistir). Boylece, dokiimanlar
gruplandirilmstir.
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Toplantilarda tutulan tutanak dokiimanlarina
kelimelere ayirma (tokenization), harf dontistiirme
(transform cases), dur-kelimelerini filtreleme ve
kok bulma (stemming) gibi dogal dil isleme
teknikleri  uygulanmigtir.  TD-IDF  (Terim
Frekansi- Ters Belge Frekansi) onisleme analiz
teknigi kullanilmistir. Boylece dokiimanlar sayisal
matrislere doniistiiriilerek, modelleme siirecine
hazir hale getirilmistir. Modelleme asamasinda
gruplandirma ve sosyal ag analizi yapilmigstir.
Aragtirmada, toplant1 tutanaklarindan kelime
cikarimi yapilmig, toplantilara ait genel konu
basliklart metin madenciligi ile tespit edilmistir.
Bu basliklarin 6zellikle ilk {i¢ii olan Metrajlama,
Enerji ve Kapasite konularinin toplantilarda
vurgulandig1 goriilmektedir. Yoneticiler ¢esitli
madenleme teknikleriyle gruplanmis bu konu
basliklarina gore degerlendirme yaparak sonraki
toplantilarin kalitesini artirarak zaman kazanabilir.
Gelecekte yapilacak arastirmalarda, daha kapsaml
ve biiyiik miktarda veriler kullanibilir. Tematik
analiz gibi kalitatif arastirma tekniklerinden
faydalanilabilir. Alternatif TM yontemleri
caligilabilir. Makine Ogrenimi ve yapay zeka
teknikleri ile giiclii modeller gelistirilebilir. Elde
edilen temalar, ilerde tasarlanacak  bilgi
sistemlerinde girdi olarak kullanilabilir.
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