
İstanbul Ticaret Üniversitesi                             Teknoloji ve Uygulamalı Bilimler Dergisi                         Cilt 7, No 2, s. 17-56 

 
_________________________________________ 

Geliş/Received : 24.02.2024 

Gözden Geçirme/Revised : 01.04.2024 

Kabul/Accepted : 06.05.2024 

 17 

 

Derleme Makalesi 

 
ÇİZGE ÖĞRENMEDE ÇİZGE SİNİR AĞLARI 

 
Hamza Talha GÜMÜŞ†, Can EYÜPOĞLU††  
† Milli Savunma Üniversitesi, Atatürk Stratejik Araştırmalar ve Lisansüstü Eğitim Enstitüsü, Bilgisayar 

Mühendisliği Anabilim Dalı, İstanbul, Türkiye 
†† Milli Savunma Üniversitesi, Hava Harp Okulu, Bilgisayar Mühendisliği Bölümü, İstanbul, Türkiye 

hamzatalhagumus@gmail.com, caneyupoglu@gmail.com  

 0000-0001-7360-8138, 0000-0002-6133-8617 

 
Atıf/Citation: GÜMÜŞ, H.T., EYÜPOĞLU, C., (2024). Çizge Öğrenmede Çizge Sinir Ağları, Journal of Technology and 

Applied Sciences 7(2) s.17-56, DOI: 10.56809/icujtas.1442504 

 

ÖZET 

 

Sinir ağları, alt alanlarında geniş bir aileyi sahiptir. Sinir ağlarının kendi içerisinde karşılaştığı kısıtlar ve limitler 

gelişimini olumlu yönde etkilemiş ve yeni sinir ağı modellerinin oluşmasını sağlamıştır. Bunun en büyük örneği 

bazı üç boyutlu verilerde yüksek başarı sergilemeyen evrişimli sinir ağı (Convolutional Neural Network-CNN) 

modellerine ek olarak çizge sinir ağı (Graph Neural Network-GNN) modellerinin geliştirilmesi olmuştur. Bir derin 

öğrenme modeli olan GNN, temelde çizge öğrenmeyi kullanmaktadır. GNN’ler bir nevi çizge derin öğrenmedir. 

Ancak bilinmelidir ki GNN’ler sinir ağları ailesinin bir üyesi olduğu gibi çizge öğrenmenin de alt modellerinden 

birisidir. Bu çalışmada çizge öğrenme ve GNN’ler ile ilgili temel kavramlar, ortak özellikler, farklılıklar, 

avantajlar, dezavantajlar ve uygulama alanlarından bahsedilmektedir.  

 

Anahtar Kelimeler: Çizge Sinir Ağları, Çizge Öğrenme, Yapay Sinir Ağları, Derin Öğrenme 

 

 

GRAPH NEURAL NETWORKS IN GRAPH LEARNING 
 

ABSTRACT 

 

Neural networks have a large family of sub-fields. The constraints and limitations that neural networks face within 

themselves have positively affected their development and led to the creation of new neural network models. The 

biggest example of this is the development of graph neural network (GNN) models in addition to convolutional 

neural network (CNN) models, which do not perform well in some three-dimensional data. GNN, a deep learning 

model, basically uses graph learning. GNNs are a kind of graph deep learning. However, it should be noted that 

GNNs are a member of the neural network family and a sub-model of graph learning. In this study, the basic 

concepts, common features, differences, advantages, disadvantages and application areas of graph learning and 

GNNs are discussed.  

 

Keywords: Graph Neural Networks, Graph Learning, Artificial Neural Networks, Deep Learning 
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1. GİRİŞ 

 

Çizgeler, günümüzde sosyal sistem, biyolojik ağ, bilgi çizgesi ve bilgi sistemleri, ilişkilendirme ile ekosistemler 

gibi farklı alanlarda yaygın olarak kullanılmaktadır. Makine öğrenmesi ve yapay zeka içerisinde ağ olarak da 

adlandırılan “graph” kavramı, iki farklı küme ile tanımlanmaktadır. Bu kümelerden birincisi olan köşe kümesi 

varlık temsili, kenar kümesi ise varlıklar arası ilişki temsili gerçekleştirmektedir (Zia ve ark., 2021). Çizge öğrenme 

kavramı her geçen gün gelişerek derin öğrenme, güçlü öğrenme, temsil öğrenme ve öğrenme verimliliği gibi 

konuların da önemini artırmasını sağlamaktadır. Bir tanım ve anlam olarak ifade edilirse çizge öğrenme, çizgesel 

sistemlerin odağında makine öğrenmesi gerçekleştirme işlemidir. Öğrenme gerçekleştirilmesi için farklı modeller 

geliştirilmiştir. Bu modellerden birisi GNN (Graph Neural Networks – Çizge Sinir Ağları) modelidir. GNN’ler 

çizge öğrenmenin alt dalı olarak tanımlanabilmektedir. Çizge öğrenme yöntemlerinin çoğu derin öğrenme 

teknikleri ile gerçekleştirilmektedir. Amaç olarak çizgelerden istenilen veya ihtiyaç duyulan özelliklerin 

çıkarılmasını sağlayan çizge öğrenme, çizge analizi için geliştirilen güçlü, aynı zamanda da anlamlı bir yöntem 

olmaktadır. Çizgeleri odak noktası alarak gerçekleştirilen yöntemlerin sınıflandırılması Şekil 1’de görülmektedir 

(Zia ve ark., 2021). 

 

 
 

Şekil 1. Çizge öğrenme yöntemlerinin sınıflandırılması. 

 

Çalışmanın diğer bölümleri şu şekilde organize edilmiştir: Bölüm 2’de GNN ve çizge öğrenme kavramları ile ilgili 

ayrıntılı bilgilere yer verilmiştir. Bölüm 3’te çizge modellerin uygulama alanları açıklanmıştır. Bölüm 4’te 

GNN’lerin avantajları, dezavantajları ve kısıtları ele alınmıştır. Son olarak Bölüm 5’te ise çalışmanın genel 

sonuçlarından bahsedilmiştir. 
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2. ÇİZGE SİNİR AĞLARI VE ÇİZGE ÖĞRENME 

Çizge öğrenmede öznitelik vektörleri girdi olarak kullanıldığında çıktı, tahmin sonuçları olmaktadır. Derin 

öğrenme yöntemleri hem yapay zekanın hem de çizge öğrenmenin en başaralı yöntemlerinden olduğundan iki 

alanda da yaygın olarak kullanılmaktadır. En bilinen teknikleri GNN, GCN (Graph Convolutional Network – 

Çizge Evrişimli Ağ) ve GAE (Graph Auto-Encoders – Çizge Otomatik Kodlayıcılar) modelleri olmaktadır. Bu 

çalışmada ilk incelenecek yöntem olan GSP (Graph Signal Processing – Çizge Sinyal İşleme) tepe noktası 

bulabilmekte ve bu noktaları birbirine bağlayabilmektedir. Bu sayede GSP sinir ağlarında başarı yakalamıştır (Zia 

ve ark., 2021). 

Sinyal işleme, Fourier dönüşümü ve filtre gibi klasik sinyal işleme teknikleri ile kullanılmaya başlanmıştır ve 

tanımlı sinyalleri işleyebilen geleneksel bir konudur. İşleme, çizge analizi için önerilmesi ile çizge öğrenme de 

önem kazanmıştır. İşlenmesi zor ve düzensiz veri olarak adlandırılan çizgeler spektral analize bir bakış getirmiştir. 

Bağlanabilirlik ve benzetme ile özellik açıklaması elde edilebilmektedir. Çizge sinyal işleme çizgelerde temsil, 

örnekleme-kurtarma ve öğrenme topolojisinin yapısı olarak üç başlık altında incelenmektedir. Çizgelerde temsil, 

anlamlı bir niteleme olarak tanımlanmaktadır. Burada temsil, komşuluk matrisi tabanlı ve Laplacian tabanlı olacak 

şekilde iki farklı GSP modeli üzerinden tanıtılacaktır. Komşuluk matrisi tabanlı GSP’ler ASP (Algebraic Signal 

Processing – Cebirsel Sinyal İşleme) yönteminden elde edilmektedir. Bu yöntem, cebirsel teorilerin yorumlanarak 

lineer sinyal oluşturulması ile elde edilmektedir. Laplacian tabanlı GSP’ler ise, spektral teoriden yararlanmaktadır. 

Temelde yüksek boyutlu verilerin düşük boyuta aktarılması ile gerçekleştirilen yöntem, yönsüz çizgeleri de analiz 

edebilmektedir. Örnekleme yöntemi, geleneksel sinyal işlemede olduğundan biraz daha farklıdır. Geleneksel 

sinyal işlemede tüm bilgiler saklanırken çizgelerde ise yüksek boyut sebebiyle örnekleme teorilerinin çizgelere 

uyarlanması ile elde edilmektedir. Bu sayede az sayıda örnekleme ile daha iyi kurtarma gerçekleştirilmektedir. 

Kurtarma ise orijinal çizgeden bilgi kaybı olmadan bilgi çıkarımı yapılması ve verimin düşmemesi olarak 

adlandırılabilmektedir. Çizge sinyal işlemede verilerden topoloji yapısını öğrenme, bağlantılar yardımıyla 

gerçekleştirilen analiz işlemidir (Zia ve ark., 2021). 

Matris çarpanlarına dayalı yöntemler, matrislerin bileşenlerine ayrılarak basitleştirme yöntemidir. Basitleştirme 

işlemiyle bileşenler daha düşük boyuta gelir ve orijinal bilgilerde kayıp olmamasıyla temsil işleminde kullanılır. 

Laplacian matris çarpanlarına ayırma ve köşe yakınlık matris çarpanlarına ayırma olarak iki farklı türü 

bulunmaktadır. Laplacian matris çarpanlarına ayırma, çizge özelliklerinin korunması ile ikili tepe benzerliği olarak 

adlandırılır. Laplacian matris çarpanlarına ayırma, dönüştürücü ile endüktif olmak üzere iki gruba ayrılmaktadır. 

Dönüştürücü işlemlerde sadece eğitim kümesinde köşelerde gömme kullanırken endüktifte ise eğitim kümesinde 

olmayan köşelere gömme işlemi uygulanmaktadır. Köşe yakınlık matrisinde ise ilişkisel olmayan çizgeler ve 

homojen çizgelerde öğrenme için kullanılmaktadır. Köşe yakınlığı korunarak en az hata alınmakta ayrıca köşe 

yakınlığı da tahmin edilebilinmektedir. Yaygın olarak kullanılmasa da Gauss matris çarpanlarına ayırma ve düşük 

sıralı matris çarpanlarına ayırma yöntemleri de vardır (Zia ve ark., 2021). Büyük ölçekli ayrışma ve çıkarım için 

kullanılan Gauss matris çarpanlarına ayırma yöntemi, kenar yerine komşu köşelerde sayıları en aza indirerek çizge 

bölümlemesi yapmaktadır (Ahmed ve ark., 2013). Düşük sıralı matris çarpanlarına ayırma yöntemi ise köşe metin 

özelliklerini ağ öğrenimine dâhil etmektedir. Modelin işlenmesi için DeepWalk modeli geliştirilmiştir. Modelin 

sorunlarından birisi ise eğitim süreci ile denetimli veya yarı denetimli görevlere uygulanamamasıdır (Zia ve ark., 

2021). 

Bir diğer yöntem olan rastgele yürüyüşe dayalı yöntemler, ağ örneklemesi için kullanılan etkin yöntemlerdir. Ağ 

yapısı bağımlılığı ile NRL (Network Representation Learning – Ağ Temsil Öğrenimi) tepe noktası özellik 

vektörünü oluşturabilmektedir. Yapı tabanlı rastgele yürüyüşlerde, çizge yapısı ve köşe niteliklerine 

odaklanılmaktadır. Önem arz eden köşelere tahmin yapılmaktadır. Aynı şekilde öneme sahip olan ağ oluşum ve 

ağ evrimi modelleme işlemleri de yapılmaktadır. Yapı ve köşe bilgisine dayalı rastgele yürüyüşler, zengin köşe 

bilgilerini kullanarak analiz gerçekleştirmektedir. Köşe metin bilgileri, tepe noktası etiket bilgisi ve benzer 

düğümler dikkate alınarak ağ temsili öğrenmektedir. Heterojen ağlarda rastgele yürüyüşler ise farklı köşelerde ve 

köşeler arasında bulunan ilişkileri muhafaza ederek ağ temsil öğrenimi gerçekleştirmeyi amaçlamaktadır. Köşe ve 

bağlantı ilişkisi içerisinde bulunan anlamsal dikkatler gerçekleşmektedir. Bilgi çizgeleri ve sosyal ağlar heterojen 

çizgelere örnek olduğu gibi yaygın olarak da kullanılmaktadır. Bilgi çizgeleri ilişkisel çıkarım olarak 

adlandırılırken üç tür ilişkisel çıkarım bulunmaktadır. SRL (Statistical Relational Learning – İstatistiksel İlişkisel 

Öğrenme), LFM (Latent Factor Models – Gizli Faktör Modeller) ve RWM (Random Walk Models – Rastgele 

Yürüyüş Modelleri) ilişkisel çıkarım için kullanılan yöntemlerdir. SRL’de genelleme ve ölçekleme olmadığı için 

LFM ve RWD modelleri daha yaygın olarak kullanılmaktadır. Zamanla değişen ağlarda rastgele yürüyüşler ise 

bulunan ağın zamanla gelişmesi ve değişmesi sonucu köşe ve ilişkilerin ortaya çıkmasına karşı geliştirilmiş analiz 

yöntemidir. Bu yöntemde zamansal değişiklikler ve bu değişikliklerin yakalanması önem arz etmektedir (Zia ve 

ark., 2021). 
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Çizgelerde derin öğrenme ise RNN (Recurrent Neural Networks – Tekrarlayan Sinir Ağları) ve CNN 

(Convolutional Neural Networks – Konvolüsyonel Sinir Ağları) modellerinin çizgeler üzerinde genelleştirilmeye 

çalışılması ile gerçekleşmektedir. Şekil 1’de görülen derin öğrenmeye dayalı yöntemlere ek olarak Şekil 2’de 

çizgelerde derin öğrenme metotları görülmektedir. 

 
Şekil 2. Çizgelerde derin öğrenme metotları. 

 

Şekil 1’e göre altı farklı yöntem bulunmaktadır. Bu yöntemler; çizge evrişim ağları, çizge dikkat ağı, çizge üretken 

ağı, çizge mekânsal-zamansal ağ, çizge otomatik kodlayıcı ve GNN şeklindedir. Çizge evrişim ağları, ızgara 

alanları ve çizge alanları üzerinde çalışmaktadır. Spektral çizge teorisinin zamansal olarak kullanıldığı zaman alanı 

ve spektral yöntemler ile birinci yöntemin genelleştirilerek uzaysal geçerlilik ile analizin yapıldığı uzay alanı ve 

uzaysal yöntemler olmak üzere iki gruba ayrılmaktadır. Çizge dikkat ağları GCN’nin genelleştirilmesiyle 

oluşturulmuş dikkat mekanizmaları gelişmiş çizge modellerdir. Çizge otomatik kodlayıcılar GNN yapısını 

kullanarak düşük boyutlu vektör gömme işlemlerinde kullanılmaktadır. Çizge üretken ağlar, elde olan çizge 

kümelerine göre yeni çizgeler elde etmektedir. Doğal dil işlemede kullanılan ağ modelleri, anlam ve bilgi çizgeleri 

elde etmektedir. Son yöntem olan çizge mekânsal-zamansal ağlar ise çizgelerde mekânsal ve zamansal bağımlılığı 

aynı anda yakalamaktadır. Trafik ağlarında yaygın olarak kullanılmaktadır (Zia ve ark., 2021). Şekil 2’de farklı 

olarak çizge tekrarlayan sinir ağları, çizge takviyeli öğrenme ve rakip yöntemlerin çizgeleri bulunmaktadır. Bu 

yöntemler arasında bulunan temel ayrımlar Tablo 1’de (Zhang ve ark., 2015a) gösterilmektedir. 

 

Tekrarlayan sinir ağlarının çizgelere uyarlanması ile ortaya çıkan GRNN (Graph-based Recursive Neural Network 

– Çizge Tabanlı Özyinelemeli Sinir Ağı) modelleri genel olarak, düğüm düzeyinde tekrarlayan sinir ağları ve çizge 

düzeyinde tekrarlayan sinir ağları olmak üzere iki gruba ayrılmaktadır. Düğüm düzeyinde öğrenmenin çizgeler 

üzerinde kullanımı derin öğrenme öncesi zaman olarak adlandırılmaktadır. Çizge temsillerinde çizgenin 

tamamının temsili için düğüm ekleme önerisi ile ortaya çıkan model, düğüm durumlarının özyinelemeli bir tanımı 

olarak karşımıza çıkmaktadır. Çizge düzeyinde tekrarlayan sinir ağlarında ise düğüm düzeyinde olduğunun aksine 

bir düğüme uygulamak yerine tüm çizgeye bir RNN uygulanması ile gerçekleştirilmektedir. Tablo 2’de bu iki 

farklı grubun özellikleri görülmektedir. 

 

Tablo 1. Yöntemler arasında bulunan temel ayrımlar. 

Yöntem Temel Amaç Ana Fonksiyon 

Çizge Yinelenen Sinir Ağları Özyinelemeli ve sıralı çizge 

desenleri 

Düğümler veya çizgeler için durum 

tanımları 

Çizge Evrişimsel Ağlar Çizgelerin ortak yerel ve küresel 

yapısal kalıpları 

Çizge evrişim ve okuma işlemleri 

Çizge Otomatik Kodlayıcılar Çizgelerin düşük sıralı yapıları Denetimsiz düğüm temsili öğrenimi 

Çizge Pekiştirmeli Öğrenme Çizge görevlerinin geri 

bildirimleri ve kısıtlamaları 

Çizge tabanlı eylemler ve ödüller 

Çizge Çekişmeli Yöntemler Çizge tabanlı modellerin 

genelleme yeteneği ve sağlamlığı 

Rakip eğitimlerin ve saldırıların 

çizgelerini çizin 

 

Pekiştirmeli öğrenme, güçlendirme öğrenimi ya da takviye öğrenme olarak adlandırılan model, yapay zeka 

görevlerinde başarı elde etmektedir. Odak noktası kısıtlama ve ayırt edilmeyen hedefler olmasına rağmen geri 

bildirimlerden gerçekleşen öğrenmede de verimli olduğu bilinmektedir. Kısaca çizge pekiştirmeli öğrenme makine 

öğrenmesi yöntemlerinden olan pekiştirmeli öğrenmenin çizgelere uyarlanarak elde edilmesiyle 

oluşturulmaktadır. Tablo 3’te çizge pekiştirmeli öğrenme yöntemlerinin özellikleri gösterilmektedir. 

 

 

Çizgelerde Derin 
Öğrenme

Çizge Tekrarlayan 
Sinir Ağları

Çizge Evrişimsel 
Ağlar

Çizge Otomatik 
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Çizge Takviyeli 
Öğrenme

Rakip Yöntemlerin 
Çizgeleri
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Tablo 2. RNN model özellikleri. 

Grup Model Özyinelemeli/Sıralı Çizge Desenleri Uygulama 

Düğüm Düzeyinde 

Tekrarlayan Sinir 

Ağları 

GNN 

Düğüm durumlarının özyinelemeli bir tanımı 

(Scarselli ve ark., 2009) 

GGS-NNs (Li ve ark., 2015) 

SSE (Dai ve ark., 2018a) 

Çizge Düzeyinde 

Tekrarlayan Sinir 

Ağları 

GraphRNN 
Otoregresif bir şekilde düğümler ve kenarlar 

oluşturma 
(You ve ark., 2018a) 

DGNN 
Düğümlerin ve kenarların oluşumunun 

zaman dinamiklerini yakalama 
(Ma ve ark., 2018a) 

RMGCNN Çizgeyi yinelemeli olarak yeniden oluşturma (Monti ve ark., 2017) 

Dynamic GCN 
Farklı zaman dilimlerinde düğüm 

temsillerini toplama 
(Manessi ve ark., 2020) 

 

Moleküler çizgeler oluşturmak için kullanılan GCPN (Graph Convolutional Policy Network – Çizge Evrişimsel 

Politika Ağı) hedeflemeleri ve kısıtlamaları ele alarak modellenmede ve düğüm temsili için GCN kullanmaktadır. 

MolGAN modeli de moleküler çizge oluşturmak için kullanılmaktadır. MolGAN, GCPN’den farklı olarak çizgeyi 

parça parça yerine tam bir şekilde oluşturulması gerektiğini savunmaktadır. GTPN (Graph Transformation Policy 

Network – Çizge Dönüşüm Politika Ağı), düğüm temsili öğrenmesinde GCN, tahmin verilerini ezberlemede ise 

RNN kullanarak kimyasal reaksiyon tahmini gerçekleştirmektedir. GAM (Graph Attention Model – Çizge Dikkat 

Modeli) modeli rastgele yürüyüşler için pekiştirmeli öğrenme gerçekleştiren modeldir. Bilgi çizgelerinde akıl 

yürütme ile birlikte yol bulma hedefleyen DeepPath ve soru yanıtlama görevine odaklanan MINERVA modeli ise 

akıl yürütmeyi düğüm tahmini ile gerçekleştirmektedir (Zhang ve ark., 2015a). 

 

Tablo 3. Çizge pekiştirmeli öğrenme yöntemlerinin özellikleri. 

Model Görev Eylemler Ödüller Çalışma 

GCPN Çizge oluşturma Bağlantı tahmini GAN + Alan bilgisi (You ve ark., 2018b) 

MolGAN Çizge oluşturma Çizge oluşturma GAN + Alan bilgisi (Cao ve Kipf, 2018) 

GTPN 
Kimyasal reaksiyon 

tahmini 

Düğüm çiftlerini ve yeni bağ 

türlerini tahmin etme 
Tahmin sonuçları (Do ve ark., 2019) 

GAM Çizge sınıflandırma 
Çizge etiketlerini tahmin edin 

ve sonraki düğümü seçme 

Sınıflandırma 

sonuçları 
(Lee ve ark., 2018b) 

DeepPath 
Bilgi çizgesi akıl 

yürütme 

Akıl yürütme yolunun bir 

sonraki düğümünü tahmin etme 

Akıl yürütme 

sonuçları + Çeşitlilik 
(Xiong ve ark., 2017) 

MINERVA 
Bilgi çizgesi akıl 

yürütme 

Akıl yürütme yolunun bir 

sonraki düğümünü tahmin etme 

Akıl yürütme 

sonuçları 
(Das ve ark., 2018) 

 

Çizge karşılaştırma yöntemlerinin temeli GAN (Generative Adversarial Nets – Üretici Hasım Ağları) modeline 

dayanmaktadır. Bu yöntemler hasım yani düşman eğitimi ve düşman saldırısı olarak iki farklı alt gruba 

ayrılmaktadır. Düşman eğitimi, GAN modellerinin ayrımcı ve üretici modellerinin üretici kısmının oluşturulması 

ile gerçekleştirilmektedir. Düşman saldırısı ise veriler içerisine bozulmalar ekleme ile gerçekleştirilerek kandırma 

amacı taşıyan ayrımcı kısmını oluşturmaktadır. Bu yöntemlerin özellikleri Tablo 4’te görülmektedir (Zhang ve 

ark., 2015a). 

 

Tablo 4. Çizge karşılaştırma yöntemlerinin özellikleri. 
 

Grup Model Düşman Modeller Çalışma 

Düşman Eğitimi 

ARGA/ARVGA GAE için düzenleme (Pan ve ark., 2018) 

NetRA GAE için düzenleme (Yu ve ark., 2018b) 

GCPN Çizge RL için ödüller (You ve ark., 2018b) 

MolGAN Çizge RL için ödüller (Cao ve Kipf, 2018) 

GraphGAN Negatif örneklerin oluşturulması (düğüm çiftleri) (Wang ve ark., 2018a) 

ANE Ağ gömme için düzenleme (Dai ve ark., 2019b) 

GraphSGAN Çizgeler üzerinde yarı denetimli öğrenmeyi geliştirme (Ding ve ark., 2018) 

NetGAN Rastgele yürüyüşler yoluyla çizgelerin oluşturulması (Shchur ve ark., 2018) 

Düşman Saldırısı 

Nettack 
Çizge yapılarına ve düğüm özelliklerine yönelik 

hedefli saldırılar 
(Zügner ve ark., 2018) 

AAGSD Çizge yapılarının hedefli saldırıları (Dai ve ark., 2018b) 

AAGNN Çizge yapılarının hedeflenmemiş saldırıları 
(Zügner ve Gunnemann, 

2019a) 



H. T. Gümüş ve C. Eyüpoğlu  Çizge Öğrenmede Çizge Sinir Ağları 

22 

 

Bir diğer durum ise bu düşman saldırıları genelinde gerçekleştirilen görevlerdir. Bu görevler çizgelerde sağlam 

öğrenme olarak adlandırılmaktadır. Tablo 5’te çizgelerde sağlam öğrenme uygulamalar görülmektedir (Xu ve ark., 

2021). 

 

Tablo 5. Çizgelerde sağlam öğrenme uygulamaları. 

Görev Alt Görev Uygulama 

Anomali Tespiti 
Statik Çizge (Wang ve ark., 2020c) (Jiang ve ark., 2019) 

Dinamik Çizge (Du ve ark., 2017) 

Düşmanca Eğitim 
Rakip Hedefler (Jin ve ark., 2020) (Li ve ark., 2020b) 

Rakip Örnekler (Deng ve ark., 2019) (Zhu ve ark., 2019) (Tang ve ark., 2020) 

Dikkat Mekanizması Dikkat Mekanizması (Zhu ve ark., 2019) (Tang ve ark., 2020) (Entezari ve ark., 2020) 

Sertifika Sağlamlığı 

Sadece Özellikler (Zügner ve Gunnemann, 2019b) 

Sadece Yapı (Zügner ve Gunnemann, 2019b) (Bojhevski ve Günneman, 2019a) 

Özellik + Yapı (Zügner ve Gunnemann, 2020) 

Ön İşleme Ön İşleme 

(Zügner ve ark., 2018) (Deng ve ark., 2019) (Entezari ve ark., 

2020) (Xu ve ark., 2018) (Zhang ve ark., 2019e) (Ioannidis ve ark., 

2019) (Xu ve ark., 2020) (Wu ve ark., 2019a) (Said ve ark., 2010) 

 

Çizge öğrenmede bir diğer alan ise NRL (Network Representation Learning – Ağ Temsil Öğrenimi)’dir. Ağ 

öğrenimi, ağın topolojisini, tepe içeriklerini ve diğer bilgilerini koruyarak gömme işlemi gerçekleştirebilmektedir. 

Şekil 3’te ağ temsil öğrenme teknikleri görülmektedir (Zhang ve ark., 2018a). 

 

Denetimsiz ağ temsili öğrenme Şekil 3’ten de anlaşıldığı gibi iki alt gruptan oluşmaktadır. İlk bölüm olan 

denetimsiz yapıyı koruyan NRL, ağ yapısı korunarak birbirlerine yakı olan köşelerin yeniden yerleştirme 

sağlayarak benzer şekilde temsil edileceğini savunmaktadır. Yapısal olarak üç farklı tipte ortaya çıkmaktadır. 

NRL’yi koruyan mikroskobik yapıda derecesel olarak yakınlık ile birlikte köşeler arasındaki yapı bilgileri 

korunması amaçlanmaktadır. Bu işlemde köşeler arasındaki benzerlik yakalanmaktadır. DeepWalk, LINE (Large-

scale Information Network Embedding – Büyük Ölçekli Bilgi Ağı Gömme), GraRep (Graph Representations – 

Çizge Temsilleri), DNGR (Deep Neural Networks for Graph Representations – Çizge Temsilleri için Derin Sinir 

Ağları), SDNE (Structural Deep Network Embedding – Yapısal Derin Ağ Gömme), HOPE (High-Order Proximity 

Preserved Embedding – Yüksek Dereceli Yakınlık Korumalı Gömme), APP (Asymmetric Proximity Preserving 

Graph Embedding – Asimetrik Yakınlık Koruma Çizgeyi Gömme) ve GraphGAN modellerinden oluşmaktadır. 

NRL’yi koruyan yapısal rol yakınlığında ise birbirleri arasında uzaklık bulunan sadece yapısal rolleri birbirine 

benzeyen köşelerde yerleştirme yapmaktadır. Bu işlem ile aşağı akış görevleri basitleşirken, mikroskobik yapı da 

geliştirilmektedir. NRL’yi koruyan yapısal rol yakınlığı, struct2vec, GraphWawe ve SNS (Structural and 

Neighborhood Similarity Preserving Network Embedding – Ağ Yerleştirmeyi Koruyan Yapısal ve Komşuluk 

Benzerliği) modellerinden oluşmaktadır. Gerçek dünyada ağlar tepe noktaları aynı gruplar içinde birbirlerine 

bağlıdır fakat başka bir gruptan gelen ağlarda tepe noktalarının seyrek bağlı olduğu topluluk içi yakınlık koruma, 

temelinde köşe özellikleri ile karakterizasyon gerçekleştirmektedir. Bu yöntemde LLSD (Learning Latent Social 

Dimensions – Gizli Sosyal Boyutları Öğrenmek) ve M-NMF (Modularized Nonnegative Matrix Factorization – 

Modülerleştirilmiş Negatif Olmayan Matris Çarpanlara Ayırma) modelleri bulunmaktadır. Makroskobik yapı 

korumada ise makroskobik görünüm ile koruma amaçlanmaktadır. Hedef küresel ağ özellikleridir. Bu yöntemde 

DP (Degree Penalty Principle – Derece Ceza İlkesi) ve HARP (Hierarchical Representation Learning for Networks 

– Ağlar için Hiyerarşik Temsil Öğrenimi) modelleri bulunmaktadır. Denetimsiz içerikler için artırılmış ağ temsili 

öğrenmede ağ yapısı ile birlikte web ağları, alıntı ağlar ve sosyal ağlarda bulunan köşe niteliklerde zenginlik 

sağlanmaktadır. Bu nitelikler köşe arası için benzerlik ölçmede bir ölçüt sayılmaktadır. Öğrenme köşe öznitelik 

bilgisi ile doğru orantılıdır. DeepWalk modelinin metin ile ilişkilenmesi ile gerçekleştirilen TADW (Text-

Associated DeepWalk – Metinle İlişkili DeepWalk), köşe içerik ve yapısal bağlam içeriklerini eş zamanlı entegre 

etmeyi gerçekleştiren HSCA (Homophily, Structure, and Content Augmented Network Representation Learning 

– Homofil, Yapı ve İçerikle Artırılmış Ağ Temsili Öğrenme), köşe niteliği ile bağlantı bilgisini birleştirmede kısıtlı 

Boltzmann makinesi kullanarak köşe temsili öğrenmede kullanılan pRBM (Paired Restricted Boltzmann Machine 

– Eşleştirilmiş Kısıtlı Boltzmann Makinesi), gürültü filtrelemenin yanında kullanıcı profillerinden bilgi çıkarmayı 

gömülü öğrenme ile gerçekleştiren, bu işlemi de kullanıcıların profil bilgileri ile yapan UPP-SEN (User Profile 

Preserving Social Network Embedding – Sosyal Ağ Gömmesini Koruyan Kullanıcı Profili) ve öznitelik güdümlü 

amaç ile yapı güdümlü amacı optimize ederek içerik ile artırılmış köşe temsil öğrenimi gerçekleştiren PPNE 

(Property Preserving Network Embedding – Mülkiyet Koruma Ağı Gömme) modellerinden oluşmaktadır (Zhang 

ve ark., 2018a). 
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Şekil 3. Ağ temsil öğrenme teknikleri. 

Yarı denetimli öğrenmede köşelere iliştirilmiş etiket bilgileri kullanılmaktadır. Ağın yapısı ve nitelikler hakkında 

bilgi vermesi ile temsillerde kolaylık sağlayan bu etiketler için yarı denetimli algoritmalar da kullanılmaktadır. Bu 

algoritmalar NRL’yi koruyan yarı denetimli yapı ve yarı denetimli içerik artırılmış NRL olmak üzere iki gruba 

ayrılmaktadır. NRL’yi koruyan yarı denetimli yapı, ağ yapısı ile ayırt edici öğrenme eş zamanlı olarak optimize 

edilmesi sonucunda köşe etiketler sayesinde elde edilen bilgiler köşe temsili ve ayırt etme gücünde verimi 

artırmaktadır. DDRW (Discriminative Deep Random Walk – Ayrımcı Derin Rastgele Yürüyüş), MMDW (Max-

Margin DeepWalk – Maksimum Marj DeepWalk), TLINE (Transductive LINE – İletken LINE), GENE (Group 

Enhanced Network Embedding – Grup Gelişmiş Ağ Gömme) ve SemiNE (Semi-supervised Network Embedding 

– Yarı denetimli Ağ Gömme) modellerinden oluşmaktadır. Yarı denetimli içerik artırılmış ağ temsili öğrenmede 

ise içerik bilgisi dahil edilerek köşe temsil verimi artmaktadır. Etiketleme bilgilerinin de dikkate alınmasıyla 

sınıflandırma görevleri gerçekleştirilmektedir. TriDNR (Tri-Party Deep Network Representation – Üç Taraflı 

Derin Ağ Temsili), LDE (Linked Document Embedding – Bağlantılı Belge Gömme), DMF (Discriminative Matrix 

Factorization – Ayrımcı Matris Çarpanlara Ayırma), Planetoid (Predictive Labels and Neighbors with Embeddings 

Transductively or Inductively from Data – Verilerden Dönüştürücü veya Tümevarımsal Olarak Gömülü Öngörücü 

Etiketler ve Komşular) ve LANE (Label Informed Attribute Network Embedding – Etiket Bilgili Nitelik Ağı 

Gömme) modellerinden oluşmaktadır. Ayrıca Tablo 6’da ağ temsili öğrenme model-çalışma tablosu 

görülmektedir. 

 

 

Ağ Temsil Öğrenme

Denetimsiz NRL

NRL'yi Koruyan 
Denetimsiz Yapı

Yapı Bilgisi

Mikroskobik Yapı

Mezoskopik Yapı

Makroskopik Yapı

Denetimsiz İçerik 
Artırılmış NRL

Bilgi Kaynakları

Ağ Yapısı

Köşe Nitelikleri

Yarı Denetimli NRL

NRL'yi Koruyan Yarı 
Denetimli Yapı

Bilgi Kaynakları

Ağ Yapısı

Köşe Etiketleri

Yarı Denetimli İçerik 
Artırılmış NRL

Bilgi Kaynakları

Ağ Yapısı

Köşe Nitelikleri

Köşe Etiketleri
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Tablo 6. Ağ temsili öğrenme model-çalışma tablosu. 

Denetim Yapı Altyapı Model Çalışma 

Denetimsiz Ağ 

Temsili Eğitimi 

Denetimsiz Yapı 

Koruma Ağı 

Temsili Öğrenme 

NRL’yi Koruyan 

Mikroskobik Yapı 

DeepWalk (Perozzi ve ark., 2014) 

LINE (Tang ve ark., 2015) 

GraRep (Cao ve ark., 2015) 

DNGR (Cao ve ark., 2016) 

SDNE (Wang ve ark., 2016) 

node2vec (Grover ve Leskovec, 2016) 

HOPE (Ou ve ark., 2016) 

APP (Zhou ve ark., 2017a) 

GraphGAN (Zhou ve ark., 2017a) 

NRL’yi Koruyan 

Yapısal Rol 

Yakınlığında 

Struct2vec (Ribeiro ve ark., 2017) 

GraphWawe (Donnat ve ark., 2017) 

SNS (Lyu ve ark., 2017) 

NRL Topluluk İçi 

Yakınlık Koruma 

LLSD 

(Tang ve ark., 2009a) 

(Tang ve ark., 2011) 

(Tang ve ark., 2009b) 

M-NMF (Wang ve ark., 2017) 

Makroskobik 

Yapı Koruma 

DP (Feng ve ark., 2018a) 

HARP (Chen ve ark., 2018a) 

Denetimsiz İçerik 

Artırılmış Ağ 

Temsili Öğrenme 

Köşe Nitelikleri 

TADW (Yang ve ark., 2015a) 

HSCA (Zhang ve ark., 2016a) 

pRBM (Wang ve ark., 2016) 

PPNE (Li ve ark., 2017b) 

Ağ Yapısı UPP-SEN (Zhang ve ark., 2017b) 

Yarı Denetimli 

Ağ Temsili 

Eğitimi 

NRL’yi Koruyan 

Yarı Denetimli Yapı 

Ağ Yapısı 

DDRW (Zhu ve ark., 2012) 

MMDW (Tu ve ark., 2016) 

TLINE (Chen ve ark., 2016) 

Köşe Nitelikleri 
GENE (Pan ve ark., 2016) 

SemiNE (Li ve ark., 2017a) 

Yarı Denetimli 

İçerik Artırılmış 

NRL 

Ağ Yapısı 

Köşe İçeriği 

Köşe Etiketi 

TriDNR (Pan ve ark., 2016) 

LDE (Pan ve ark., 2016) 

DMF (Zhang ve ark., 2016c) 

Planetoid (Yang ve ark., 2016) 

LANE (Huang ve ark., 2017) 

Çizge öğrenmedeki incelenen son konu ise çizgelerde temsil öğrenme konusudur. Çizge gömme, çizge temsili için 

kullanılan yöntemlerden birisidir. Çizge gömme için sekiz farklı yöntem mevcuttur. Bu yöntemlerden ilki boyut 

küçültme yöntemleridir. Temel amaç veri boyutunu küçültürken bilgileri koruyarak temsil indirgemesi 

gerçekleştirmektir. Doğrusal ve doğrusal olmayan olarak iki farklı gruba ayrılmaktadır. Doğrusal yöntemler PCA 

(Principal Component Analysis – Temel Bileşen Analizi), LDA (Linear Discriminant Analysis – Doğrusal 

Diskriminant Analizi) ve MDS (Multidimensional Scaling – Çok Boyutlu Ölçekleme) olarak ayrılmaktadır. 

Doğrusal olmayan yöntemler ise Isomap (Isometric Feature Mapping – İzometrik Özellik Eşleme), LLE (Locally 

Linear Embedding – Yerel Olarak Doğrusal Gömme) ve Kernel Metodu şeklindedir. Rastgele yürüyüşe dayalı 

yöntemler, başlangıç noktasını rastgele belirleyerek çok sayıda ve farklı yolları içererek örnekleme gerçekleştirir. 

Bu yöntem ayrıca keşif ve küresel-yerel bilgi yakalama yeteneği vermektedir. DeepWalk ve node2vec gibi farklı 

modelleri bulunmaktadır. Matris çarpanlarına ayırma tabanlı yöntemler, zaman çizge gömme gerçekleştiren 

yöntemlerdendir. Düğüm gömme görevleri için yaygın bir şekilde kullanılmaktadır. Gömme elde edilmesi çizgesi 

de komşuluk matrisinin çarpanlarına ayrılması ile gerçekleşmektedir ve çizge yapısı korunmaktadır. GLE (Graph 

Laplacian Eigenmaps – Laplacian Öz Haritalarının Çizgesini Çizme), NPMF (Node Proximity Matrix 

Factorization – Düğüm Yakınlık Matrisi Çarpanlarına Ayırma), TADW (Text-Associated DeepWalk – Metinle 

İlişkili DeepWalk), HSCA (Homophily, Structure, and Content Augmented Network Representation Learning – 

Homofil, Yapı ve İçerikle Artırılmış Ağ Temsili Öğrenme), GraRep (Graph Representations – Çizge Temsilleri) 

ve HOPE (High-Order Proximity Preserved Embedding – Yüksek Dereceli Yakınlık Korumalı Gömme) modelleri 

matris çarpanlara ayırma yöntemlerindendir. Sinir ağı tabanlı yöntemler, RNN ve CNN modellerinin 

genelleştirilmesi ve çizgelere uyarlanması ile gerçekleştirilmektedir. GCN, SGCN (Signed Graph Convolutional 

Network – İmzalı Çizge Evrişim Ağı), VGAE (Variational Graph Auto-encoders – Varyasyon Çizgesi Otomatik 

Kodlayıcılar), GraphSAGE ve SDNE (Structural Deep Network Embedding – Yapısal Derin Ağ Gömme) 

modellerinden oluşmaktadır. Büyük çizge gömme yöntemleri, daha önce bahsedilen yöntemler ile boyut 

sorununun çözülememesi ile ortaya çıkmıştır. Yakınlık yakalayamama ve temsil verimsizliği sebebiyle 

geliştirilmiştir. LGCL (Learnable Graph Convolutional Layer – Öğrenilebilir Çizge Evrişimli Katmanını), GPNN 
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(Graph Partition Neural Networks – Çizge Bölümü Sinir Ağları) ve LINE (Large-scale Information Network 

Embedding – Büyük Ölçekli Bilgi Ağı Gömme) modellerinden oluşmaktadır. Hiper çizge gömme, çizgelerin kenar 

derecelerinin iki ve üstü olduğu durumlarda süper düğüm oluşturma amacıyla hiper kenarların bağlanması ile elde 

edilmektedir. SHGE (Spectral Hyper-Graph Embedding – Spektral Hiper Çizge Gömme), HGNN (Hyper-Graph 

Neural Network – Hiper Çizge Sinir Ağı) ve DHNE (Deep Hyper-Network Embedding – Derin Hiper Ağ Gömme) 

modellerinden oluşmaktadır. Dikkat çizgesi gömme, farklı görevlerde odaklanma için kullanılmaktadır. Ayrıca bu 

gömme yöntemi ile sinyal-gürültü oranı dengelenerek verim arttırılırken gürültüden de kaçılabilmektedir. GAT 

(Graph Attention Networks – Çizge Dikkat Ağı), AW (Attention Walks – Dikkat Yürüyüşleri) ve AGRNN 

(Attentive Graph-based Recursive Neural Network – Özenli Çizge Tabanlı Özyinelemeli Sinir Ağı) modellerinden 

oluşmaktadır. Bu yöntemlerin dışında çizge temsil öğreniminde üretken ve ayırt edici yerel modellerden 

GraphGAN ve üretken model olan GenVector modelleri de çizge temsili öğrenmede çizge gömme kullanmaktadır. 

Tablo 7’de (Wang ve ark., 2019e) çizge temsili öğrenme modelleri ve uygulama tablosu görülmektedir. Tablo 8’de 

(Wang ve ark., 2019e) bu bölümde görülen farklı gömme yöntemlerinin karşılaştırma tablosu görülmektedir. Tablo 

9-11’de ise çizge öğrenme uygulama alanları görülmektedir. 

Tablo 7. Çizge temsili öğrenme modelleri ve uygulamaları. 

Yöntem Alt Yöntem Model Çalışma 

Boyut Küçültme 

Yöntemleri 

Doğrusal Boyut Küçültme 

Yöntemleri 

PCA (Jolliffe ve ark., 2016) 

LDA (Jolliffe ve ark., 2016) 

MDS (Robinson ve ark., 1995) 

Doğrusal Olmayan Boyut 

Küçültme Yöntemleri 

Isomap (Samko ve ark., 2006) 

LLE (Roweis ve ark., 2000) 

Kernel (Harandi ve ark., 2011) 

Rastgele Yürüyüşe Dayalı Yöntemler 
DeepWalk (Perozzi ve ark., 2014) 

node2vec (Grover ve Leskovec, 2016) 

Matris Çarpanlarına Ayırma Tabanlı Yöntemler 

GLE (Belkin ve Niyogi, 2003) 

NPMF (Singh ve Gordon, 2008) 

TADW (Yang ve ark., 2015a) 

HSCA (Zhang ve ark., 2016a) 

GraRep (Cao ve ark., 2015) 

HOPE (Ou ve ark., 2016) 

Sinir Ağı Tabanlı Yöntemler 

GCN (Kipf ve ark., 2017) 

SGCN (Derr ve ark., 2018) 
VGAE (Kingma ve Welling, 2013) 

GraphSAGE (Hamilton ve ark., 2017b) 
SDNE (Wang ve ark., 2016) 

Büyük Çizge Gömme Yöntemleri 

LGCL (Gao ve ark., 2018) 

GPNN (Motsinger ve ark., 2006) 

LINE (Tang ve ark., 2015) 

Hiper Çizge Gömme 

SHGE (Zhou ve ark., 2007) 

HGNN (Feng ve ark., 2018b) 

DHNE (Tu ve ark., 2017) 

Dikkat Çizgesi Gömme 

GAT (Velickovic ve ark., 2018) 

AW 
(Abu-El-Haija ve ark., 2018) 

(Abu-El-Haija ve ark., 2018) 

AGRNN (Xu ve ark., 2017) 

Diğer 
GrapGAN (Wang ve ark., 2018a) 

GenVector (Yang ve ark., 2015b) 
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Tablo 8. Farklı gömme yöntemlerinin karşılaştırması. 

Yöntem Avantaj Dezavantaj 

Boyut Küçültme Tabanlı 
Anlaşılabilir ve uygulanması 

kolay 

Daha yüksek dereceli yakınlığı 

iyi yakalayamaz 

Rastgele Yürüyüşe Dayalı Tüm çizgeyi bir kerede almaz 
Bazen küresel bilgileri çok iyi 

yakalayamaz 

Matris Çarpanlarına Ayırma 

Tabanlı 
Küresel yapıyı yakalayabilir Yüksek zaman karmaşıklığı 

Sinir Ağı Tabanlı Son teknoloji performans 
Donanım gerektiren, BP ile 

eğitim zaman alıcıdır 

Büyük Çizge Yerleştirme İyi ölçeklenebilirlik Yüksek zaman karmaşıklığı 

Hiper Çizge Gömme Daha karmaşık verileri modeller Uygulanması daha zor 

Dikkat Çizgesi Yerleştirme 
Daha iyi uzun mesafe düğüm 

modelleme 
Yüksek zaman karmaşıklığı 

Diğerleri Daha fazla alternatif sağlama Kavram kanıtı aşaması 

 

 

Tablo 9. Çizge öğrenme uygulama alanları (1). 

Uygulama Çalışma 

Topluluk Algılama 

(Ding ve ark., 2001) (Chen, 2009) (Yuruk ve ark., 2009) (Zhang ve 

ark., 2015b) (Dourisboure ve ark., 2007) (Newman, 2004) (Girvan ve 

ark., 2002) (De Bacco ve ark., 2018) (Zheleva ve ark., 2008) 

(Fortunato, 2010) (Yang ve ark., 2009) 

Öneri Sistemi 
(Hamilton ve ark., 2017a) (Ying ve ark., 2018a) (Zhang ve ark., 2016b) 

(Kermarrec ve Leroy, 2011) (Zhang ve ark., 2017a) 

Çizge Sıkıştırma ve Kabalaştırma 
(Feder ve Motwani, 1995) (Liang ve ark., 2018) (Karypis ve ark., 

1998) 

Biyomedikal Uygulama 

(Zhang ve ark., 2018a) (Yang ve ark., 2009) (Hamilton ve ark., 2017a) 

(Ying ve ark., 2018a) (Zhang ve ark., 2016b) (Kermarrec ve Leroy, 

2011) (Zhang ve ark., 2017a) (Feder ve Motwani, 1995) (Liang ve ark., 

2018) (Karypis ve ark., 1998) (Green ve Yang, 2009) (Hu ve ark., 

2015) (Liu ve ark., 2018a) 

Trafik Akışı Çıkarımı (Thanou ve ark., 2017) 

İnternet Haber Yayılım Çalışması (Baingana ve Giannakis, 2016) 

Bölgeler Arası Siyasi İlişki (Dong ve ark., 2016) 

İnsan Robotik Etkileşimi (Li ve ark., 2018a) 

Kavram Ontolojileri (Lake ve Tenenbaum, 2010) 

Sosyal Etkiyi Modelleme (Qiu ve ark., 2018) 

Kimya ve Biyoloji 
(You ve ark., 2018b) (Duvenaud ve ark., 2015) (Gilmer ve ark., 2017) 

(Kearnes ve ark., 2016) (Cao ve Kipf, 2018) 

Fizik (Coley ve ark., 2017) (Xie ve Grossman, 2018) 

Hastalık ve İlaç Tahmini (Ktena ve ark., 2017) (Zitnik ve ark., 2018) (Parisot ve ark., 2017) 

Gen İfadesi (Dutil ve ark., 2018) 

Doğal Dil İşleme (Basting ve ark., 2017) (Marcheggiani ve ark., 2017) 

Bilgisayarlı Görme 
(Garcia ve Bruna, 2018) (Qi ve ark., 2018) (Marino ve ark., 2017) (Qi 

ve ark., 2017) (Jain ve ark., 2016) 

Trafik Tahmini (Yu ve ark., 2018a) (Li ve ark., 2018c) 

Program Başlatma (Allamanis ve ark., 2017) 

Çizge Tabanlı Np Sorunları Çözme (Li ve ark., 2018d) (Prates ve ark., 2019) 

Çok Aracılı Yapay Zeka Sistemleri (Sukhbaatar ve ark., 2016) (Battaglia ve ark., 2016) (Hoshen, 2017) 
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Tablo 10. Çizge öğrenme uygulama alanları (2). 

Grup Model Bileşen Görev Çalışma 

Zaman Alanı 

ve Spektral 

Yöntemler 

SNLCN GNN Sınıflandırma (Bruna ve ark., 2014) 

DCN Spektral Ağ Sınıflandırma (Henaff ve ark., 2015) 

ChebNet Evrişim Ağ Sınıflandırma 
(Defferrard ve ark., 

2016) 

GCN Spektral Ağ Sınıflandırma (Kipf ve ark., 2017) 

HA-GCN GCN Sınıflandırma (Zhou ve ark., 2017b) 

D-GCN GCN, LSTM Sınıflandırma (Manessi ve ark., 2020) 

DCRNN DCN Trafik Tahmini (Li ve ark., 2018c) 

ST-GCN GCN Eylem Tanıma (Yan ve ark., 2018) 

Uzay Alanı ve 

Uzaysal 

Yöntemler 

PATCHY-SAN Evrişim Ağı 

Çalışma Zamanı Analizi 

(Niepert ve ark., 2016) Özellik Görselleştirme 

Çizge Sınıflandırma 

Neural FP - Alt Çizge Sınıflandırma (Duvenaud ve ark., 2015) 

DCNN DCNN Sınıflandırma 
(Atwood ve  Towsley 

2016) 

DGCN 
GSBC, PPMI-

BC 
Sınıflandırma (Zhuang ve ark., 2018) 

SSE - Köşe Sınıflandırması (Dai ve ark., 2018a) 

LGCN CNN Köşe Sınıflandırması (Gao ve ark., 2018) 

STGCN GSC Trafik Tahmini (Yu ve ark., 2018a) 

 

 

Tablo 11. Çizge öğrenme uygulama alanları (3). 

 

Grup Model Bileşen Görev Çalışma 

Derin Öğrenme 

Modeli Tabanlı 

Yöntemler 

GATs ANN Sınıflandırma (Velickovic ve ark., 2018) 

GAAN  Köşe Sınıflandırma (Zhang ve ark., 2018b) 

GAM  Çizge Sınıflandırma (Lee ve ark., 2018b) 

Aws AENN 

Bağlantı Tahmini 

(Abu-El-Haija ve ark., 2018) Duyarlılık Analizi 

Köşe Sınıflandırma 

SDNE AENN 

Sınıflandırma 

(Wang ve ark., 2016) Bağlantı Tahmini 

Görselleştirme 

DNGR AENN 
Kümeleme 

(Cao ve ark., 2016) 
Görselleştirme 

DRNE AENN 

Düzenli Denklik 

Tahmini 

(Tu ve ark., 2018) Yapısal Rol 

Sınıflandırması 

Ağ Görselleştirme 

MolGAN GNN – 

Üretken 

Sinir Ağı 

Üretici Model (Schlichtkrull ve ark., 2018) 

DGMG Molekül Üretimi (Li ve ark., 2018b) 

DCRNN DCN Trafik Tahmini (Li ve ark., 2018c) 

STGCN GSC - (Yu ve ark., 2018a) 

ST-GCN GCNs Eylem Tanıma (Yan ve ark., 2018) 

 

Bu bölümde son olarak geliştirilme aşamasında olan iki farklı proje incelenecektir. Birleşik Devletler Ordusu, 

Ordu Araştırma Laboratuvarı ve Güney Kaliforniya Üniversitesi’nin geliştirdiği GraphSAINT modeli ile askeri 

çizge analizi gerçekleştirmek planlanmıştır. Model görüş ve görüntü işleme için geliştirilmesine rağmen GNN 

genelleştirilmesi ile hedef ve nesne tespiti yapabilmektedir. Bu sayede sadece siber istihbarat için değil, ajan 

kontrolü için de verimli olacaktır. Aynı zamanda GraphSAINT eylem tanıma ve hareket algılama gibi yetenekleri 

sayesinde durumsal farkındalık yaratacağı bilinmektedir. Daha sonra Birleşik Devletler Ordusu Savaş Yeteneği 

Geliştirme Komutanlığı (CCDC) Ordu Araştırma Laboratuvarı (ARL) Bağlama Duyarlı İşlem Şubesi tarafından 

GCN modelleri üzerinde çalışmalar gerçekleştirilmiştir. Ordu içerisindeki derin ve geniş veritabanları sayesinde 

nitelik ve özellik temsili gerçekleştirme verimi ile hızlı, doğru, ayrıca ölçeklenebilen bir model geliştirmeye 

odaklanılmıştır. Aynı şekilde GrapSAINT modelinin yaratıcılarından olan Kannan, çizge örnekleme tabanlı 
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endüktif öğrenme yöntemi olarak tanımlamış ve derin öğrenme ile yüksek hız sağladığını belirtmiştir. Modelin 

ordu içerisinde kullanılma düşüncesi ile bilinmeyen çizgelerde öğrenme gerçekleşirken ayrıca istihbarat 

konusunda da gelişmeler gösterecektir. Bu durum dünya ordularının siber istihbarat kavramı ve dijital ordu 

düşüncesine geçtiğini göstermektedir (Army, 2022). 

 

Birleşik Devletler Ordusu, GNN’leri yapay zeka ajanları olarak kullanmak istemektedir. İnsansız hava ve yer 

sistemlerinde haberleşme ve iş birliği gerçekleşmesi için kullanılması planlanan GNN modelleri son gelişmeleri 

kullanması ve sürekli gelişmesi ile dikkat çekmektedir. Projenin üç farklı aşamadan oluşması planlanmış fakat 

daha sonra geliştirilmesi durdurulmuştur. İlk aşamada Python üzerinden GNN temelleri oluşturulacak ve oyun 

motoru yardımıyla sürü robotlar için denetimli öğrenme simülasyonu yapılacaktır. Aşama ikide ise gelişmiş 

platforma geçiş işlemi yapılacak, geliştirilen GNN modeli öncelikle Python ve oyun motorları ile simüle edilirken 

NVIDIA ile gelişmiş ortama aktarılarak testler bu platformda devam edecektir. Üçüncü aşamada ise ticarileşme 

gerçekleşerek model üretilecek ve kontrol edilmiş güvenli bir yazılım halinde orduya teslim edilecektir. Bu 

teknolojinin en önemli özelliği ise Balistik Düşük Drone Sözleşmesi (BLADE) ve diğer C-UAS sistemlerini 

desteklemesidir. Sürü sistemlerde iletişim süresinin azalması ve bu sayede hızın artacağı düşünülmektedir (SAM, 

2022). 

 

Farklı alanlarda kullanılan GNN modellerinin askeri alanlara giriş yapması ya da bu alanlarda farklı görevler için 

düşünülmesi GNN modellerinin gelişmişlik düzeyini göstermektedir. Gelecek yıllarda tahmin yeteneği sayesinde 

strateji belirleme, istihbarat önerisi ve iletişim esnekliği gibi konularda askeri sistemlerde görülebilecektir. Bu 

durum karşısında gelişimin sadece tek bir orduda kaldığı, diğer ülke ordularının bu konu hakkında bir çalışma 

yapmadığı görülmektedir. Sistem genel işleyişiyle hala yoğunluğunu akademik teorilere vermekte ve uygulama 

aşaması için bekleme süresini uzatmaktadır. GNN ve çizgelerden öğrenmenin geleceğin vazgeçilmez 

teknolojilerinden birisi olacağı sadece bu iki düşünce ile bile görülmektedir. 

 

3. ÇİZGE MODELLERİN UYGULAMA ALANLARI 

 

GNN’ler farklı alanlarda kullanılmaktadır. Şekil 4’te (Asıf ve ark., 2021) görülen çizge ağları yöntemlerinden 

veriye dayalı yöntemler (çizge teorisi) ve genel uygulamalar daha önceki bölümlerde anlatılmıştır. Veriye dayalı 

yöntemler problemlerin teorik çözümler ile pratiğe dökülmeden çözüm önerileri geliştirilmesinden oluşmaktadır. 

Genel uygulamalar ise gerçek dünya problemlerinin çizgesel olgular ile teorik çözümlerinin geliştirilmesidir. Bu 

iki yöntem gerçek dünya problemlerinde geliştirilen uygulamaların öncülü olmaktadır (Asıf ve ark., 2021). Öncül 

örneklere bakıldığı zaman teorik yönler görülmektedir. Bu yönler, çizge sinyal işleme, genelleme, 

dışavurumculuk, değişmezlik, aktarılabilirlik ve etiket verimliliği olarak ayrılmaktadır. Bu teorik yönler ile 

deneylerin yapılması ve deneyler sonucu karşılaştırılması ise deneysel yön olarak adlandırılmaktadır (Zhou ve 

ark., 2019). Çizge sinyal işleme, giriş özelliklerinin evrişim geçirmesini teorik olarak incelemektedir. Genelleme, 

sinir ağlarındaki genelleştirme yeteneğidir. Dışavurumculuk, WL testi kullanılarak özellik öğrenme ve temsil 

yeteneğinin gelişmişlik seviyesidir. Düğüm sırası olmayan çizgelerde çıktıların giriş özelliklerine göre eşdeğer 

olma durumu değişmezlik olarak adlandırılmaktadır. Aktarılabilirlik, GNN özelliklerinden çizge ile çözülmüş bir 

parametrenin verim garantisi sunması ve iletim kabiliyeti kazanması olarak tanımlanmaktadır. Son teorik yön olan 

etiket verimliliği ise performansın artması için ihtiyaç duyulan etiketlerin güvenilir olma durumudur (Zhou ve ark., 

2019). GNN modellerinin uyarlanması için ilk deneylerde gerekli olan veri setleri olmaktadır. Sonraki süreçte 

değerlendirme ve açık kaynak uygulamaları devreye girmektedir. Değerlendirme süreci çizge sınıflandırma ve 

düğüm sınıflandırma ile yapılmaktadır. Açık kaynak uygulamaları ise temel deneylerin gerçekleştirilmesi ve 

simülasyonların yapılmasıdır. GNN’lerde en yaygın kullanılan açık kaynak uygulamaları PyTorch ve MXNet 

derin öğrenme platformlarıdır (Wu ve ark., 2021). 

 

GNN’ler gerçek dünyada kullanılabilen uygulamalar da geliştirmektedir. Belirli modellerin kullanımı ile 

geliştirilen uygulamalar gündelik yaşantı, askeri alanlar, bilişim teknolojileri ve doğa bilimlerinde 

kullanılmaktadır. Şekil 5’te görülen GNN uygulamaları gerçek dünya sorunlarını yapısal ve yapısal olmayan 

senaryolar olarak ele almaktadır (Zhou ve ark., 2019). Aynı şekilde Şekil 6’da görüldüğü gibi gerçek dünya 

problerinin uygulamaları gelecek çalışmalara da örnek olmaktadır. Yapısal senaryolar, açık veri ilişkisine sahip 

genellikle bilimsel çalışma olarak karşımıza çıkmaktadır. Genelleştirilmesi ile endüstriyel uygulamalara da katkı 

sağlamaktadır. Yapısal olmayan senaryolar ise, ilişkisel yapının bulunmadığı, bulunuyorsa bile gizli olduğu 

uygulamalardır. Çoğunlukla yapay zeka araştırmaları için geliştirilmişlerdir. En bilinen yöntemleri ise bilgisayarlı 

görü ve doğal dil işleme alanlarındadır (Zhou ve ark., 2019). 

 

Çizge madenciliği, temel zorluklar üzerinde GNN görevlerinden en bilinen çizge sınıflandırma, çizge eşleştirme 

ve çizge kümeleme gibi görevleri kullanarak çözüme ulaşmaya çalışmaktadır (Zhou ve ark., 2019). 
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Şekil 4. Çizge ağları yöntemleri. 

  

Çizge Ağları

Çizge Teorisi

Havuz Tabanlı

Analiz Tabanlı

Verimlilik Tabanlı

Dikkat Tabanlı

Gerçek Dünya 
Uygulamaları

Doğal Dil İşleme

Bilgi Tabanı

Bilgisayarlı Görü

Öneri Sistemleri

Bilişim

Trafik Ağları

Sosyal Ağ

Bilgisayarı Ağları

Güvenlik Analizi

Genel 
Uygulamaları

Çizge Kümeleme

Çizge Oluşturma

Çizge 
Sınıflandırma

Pekiştirmeli 
Öğrenme

Kombinatoryal 
Optimizasyon

Birkaç Denemede 
Öğrenme

Düşman Saldırısı

Bilgi Çizgeleri

Program Temsili

Çizge Eşleştirme
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Şekil 5. Gerçek dünya problemleri. 

Bilgi çizgeleri, algılanan gerçek dünya içerisindeki varlık ilişkilerini nitelemektedir. Kullanılan görevler sayesinde 

akıl yürütme ve tahmin etme yeteneğine sahiptir. Farklı diller arasında çizge eşitleme yapabilir ve eğitim kümesi 

sayesinde bilgi tabanı dışı varlıklar için de bilgi tabanı tamamlayabilmektedir. Bilgi çizgeleri, gerçek dünya için 

üretici modeller arasında da yer almaktadır. Üretici modeller, moleküler yapı keşfi ve sosyal etkileşim modelleme 

ile ön plana çıkmaktadır. Bu modellerden biri olan NetGAN gerçek dünyada ağ taklidi yapabilmektedir. GAN 

mimari modeli üzerine geliştirilen NetGAN, bağlantı tahmini görevi sayesinde de genelleştirme özelliğine sahiptir 

(Shchur ve ark., 2018). Bu modele ek olarak farklı sayılarda düğüme sahip ağ çıktısı gerçekleştiren GraphRNN 

(You ve ark., 2018a), oluşumu sıralama ile gerçekleştiren GraphAF (Shi ve ark., 2020), permütasyon değişmez 

ayracı ile bitişiklik matrisinde bulunan düğüm değişkeni sorununu çözen MolGAN (Cao ve Kipf, 2018), 

pekiştirmeli öğrenme kullanan GCPN (You ve ark., 2018b), normalizasyonu çizgeye uyarlayabilen GNF (You ve 

ark., 2018b) ve otomatik kodlayıcı sayesinde nitelik ve temsilleri gizli değişkenlere kodlayan Graphite (Grover ve 

ark., 2019) modelleri de üretici modeller arasındadır. Kombinatoryal optimizasyon ise odak noktasını sıralamalara 

çevirmiştir. Önemli olan husus ise nesnelerde bir sıralama durumunun olup olmaması değil en iyi sıralamanın nasıl 

olması gerektiğine bakmaktadır. Bağlantılar arasında en kısa mesafeyi bularak çizge içerisinde genel en kısa 

mesafenin arandığı MST (Minimum Spanning Tree – Minimum Kapsayan Ağaç) algoritması ve belirli mesafeler 

arasında düğümlerden sadece bir kez geçecek şekilde başlangıç noktasına dönebilen bu işlem sırasında en kısa 

yolu kullanarak aynı zamanda en düşük maliyeti sağlamaya odaklı TSP (Traveling Salesman Problem – Gezgin 

Satıcı Problemi) algoritmalarına odaklanan kombinatoryal optimizasyon, önemli bir uygulama alanı haline 

gelmiştir (Zhou ve ark., 2019). TSP sorunu için geliştirilen yöntemde sıralı giriş ve çıkış verisi sağlayan işaretçi 

ağı (pointer network) ile pekiştirmeli öğrenmede doğrudan optimizasyon için kullanılan ilke gradyan yöntemleri 

kullanılmıştır (Bello ve ark., 2017). Bir başka yaklaşım ise çizge ve dağıtık yerel algoritma bağlantısını sağlayarak 

teorik analiz ile optimal sonuca ulaşabileceğini belirtmiştir (Sato ve ark., 2019). Öneri sistemleri, çizge tabanında 

sosyal öneri ve bağlantı tahmininden yola çıkarak kullanıcı-öğe etkileşim tahmini görevlerini yapmaktadır. Düğüm 

bilgilerinden yararlanılarak gerçekleştirilen işlemlerde eksik bağlantılar tahmin edilebilmekte ve bu tahmin için 

otomatik kodlayıcı kullanılmaktadır (Wu ve ark., 2021). Sosyal öneri için ise asıl amaç öneri verimini 

Gerçek Dünya 
Problemleri 

Yapısal 
Senaryolar

Çizge 
Madenciliği

Fizik

Kimya ve 
Biyoloji

Bilgi Çizgesi

Üretken 
Modeller

Kombinatoryal 
Optimizasyon

Trafik Ağları

Öneri Sistemleri

Yapısal Olmayan 
Senaryolar

Resim

Bilgisayarlı Görü

Metin

Doğal Dil İşleme
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yükseltmektir. Geliştirilen GraphRec (Fan ve ark., 2019) modeli ile öğe ve kullanıcı için gizli faktör öğrenmesi 

gerçekleştirilmektedir. Bu öğrenim sonrası yerelleşme gerçekleşmekte ve tutarlı bir model ortaya çıkmaktadır. 

 

 Şekil 6. Gerçek dünya problemlerinin uygulamaları. 

Trafik ağları da GNN modelleri için önemli bir araştırma ve uygulama konusu olmuştur. Uzamsal-zamansal 

bağımlılık yakalama görevin odak noktasıdır. Bu durum için LSTM kullanmakta ve dikkat katmanı ile işlem 

yapmaktadır (Zhou ve ark., 2019). STGNN modeli de akıllı ulaşım sistemini hedeflemektedir. LSTM’de olduğu 

gibi uzamsal-zamansal çizgeler kullanmaktadır. Bu sayede trafik hızı tahmini, trafik hacmi ve yol yoğunluğu 

tahmin edebilmektedir (Wu ve ark., 2021). Bir başka tahmin ise taksi talebi tahminidir. Geçmiş talepler, konum, 

hava durumu ve özellikler kullanılarak konum-talep tahmini yapılabilinmektedir (Yao ve ark., 2018). 

Gerçek Dünya 
Uygulamaları

Çizge Oluşturma Çizge Kümeleme

Fizik
İlişkisel Akıl 

Yürütme

Kimya 
Moleküler Parmak 

İzleri

Biyoloji
Protein Arayüz 

Tahmini

Bilgi Çizgesi
Mantıksal Akıl 

Yürütme

Oluşturma Çizge Oluşturma

Kombinatoryal 
Optimizasyon

Kombinatoryal 
Optimizasyon

Trafik Ağı Trafik Tahmini

Sosyal Ağ Söylenti Tespiti

Bilgisayar Ağı
Ağ Modelleme ve 

Optimizasyon

Öneri Sistemleri Sosyal Tavsiye

Çizge 
Sınıflandırma

Düğüm 
Sınıflandırma

Pekiştirmeli 
Öğrenme

Program Temsili

Düşman Saldırısı
Saldırı ve 
Savunma

Güvenlik Analizi
Kötü Amaçlı 

Yazılım Algılama

Az Sayılı 
Öğrenme

Çizge Meta 
Öğrenme

Bilgisayarlı Görü Eylem Tanıma

Doğal Dil İşleme İlişki Çıkarma

Metin
Metin 

Sınıflandırma

Resim Nesne Algılama

Diğer
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GNN’ler doğa bilimlerinde de kullanılmaktadır. Özellikle kimya ve biyoloji alanlarında moleküler çizgelerde 

kullanılmaktadır. Bunların dışında yaygın uygulama alanları, moleküler parmak izleri, kimyasal reaksiyon tahmini 

ve protein arayüz tahminidir. GNN modelleri molekül yapısını kodlayarak daha iyi parmak izleri elde 

edebilmektedir. Bu durum ilaç keşfini geliştirmekte ve bilgisayarlı ilaç tasarımında kullanılmaktadır. Tahmin 

yeteneği yüksek olan GNN modelleri kimya biliminde reaksiyon tahmini için de kullanılmaktadır. Aynı şekilde 

öneri sistemleri de kimyasal reaksiyon tahminine bu durumda yardım etmektedir. Çizge içerisinde bulunan belirli 

düğümlerin protein parçası olup olmadığını anlamamızı sağlayan protein arayüz tahmini, kimya ve biyoloji 

alanlarında kullanılmaktadır. Biyoloji alanında kullanım yöntemlerinden bir diğeri de teknik kısım olan 

biyomedikal mühendisliğidir. Biyoloji uygulamalarında protein-protein etkileşimi ile kanser sınıflandırması 

yapılabilmektedir. İlaç yan etkileri için de tahmin yeteneği kullanılmaktadır (Zhou ve ark., 2019). Fizik alanında 

da sistem modellemesi için kullanılan sinir ağları, ikili etkileşim kullanmaktadır. Öğrenme sonrası tahminlerde 

bulunarak sistemi simüle edebilmektedir. Aynı zamanda çizge temsil, güçlü öğrenme ve kontrol görevleri de fizik 

alanında kullanılmaktadır. Tüm bunların dışında yapısal senoryolarda finans, borsa, hisse senedi etkileşimi, piyasa 

endeksi, yazılım tabanlı ağlarda optimizasyon ve metin oluşturma uygulamaları da kullanılmaktadır (Zhou ve ark., 

2019). Farklı alanlara bakıldığında, kapılı tekrarlayan kullanarak tümevarımlı önyargılara sahip program 

doğrulama (Li ve ark., 2015), kaynak kod odağında öğrenme düşünerek değişken adı tahmini yapabilen 

VarNaming ile kullanım amacı seçimi için geliştirilerek akıl yürütme kullanan VarMisuse modelini kullanan 

program muhakemesi (Allamanis ve ark., 2017), bağımlılık ağaçları kullanarak oluşturulan havuzlama modeli ile 

olay algılama (Nguyen ve Grishman, 2018), klinik nöral gelişim sonuç tahmini olarak geliştirilmesi ile deneylerini 

18 aylık - prematüre kapsamında gerçekleştiren beyin ağları uygulaması BrainNetCNN  (Kawahara ve ark., 2017), 

sosyal ağlar üzerinde gizli etkiyi öğrenerek sosyal etki tahmini yapabilen DeepInf (Qiu ve ark., 2018), çizge yapısı 

ile düğüm özelliklerine odaklanarak ters işlemler ile düşman saldırısı önleme (Zügner ve ark., 2018), veri 

yetersizliği ile yorumlama sorunlarına odaklanarak elektriksel sağlık kayıtları (EHR) uygulaması gerçekleştiren 

ve yorum yeteneğini tıbbı onkoloji ile tamamlayabilen dikkat modeli GRAM (Choi ve ark., 2017) ve son olarak 

EHR kayıtları ile düğüm gömme işlemi gerçekleştirerek öğrenme gerçekleştiren, kalp ve sıralı hastalık test 

deneylerinde başarılı olan MiMe (Multilevel Medical Embedding – Çok Düzeyli Tıbbi Gömme) (Choi ve ark., 

2018) uygulamaları da yapısal senaryolara örnek olarak verilebilir. 

 

Yapısal olmayan senaryolarda ise performansı iyileştirme amaçlı yapısal senaryo dâhili ve ilişkisel yapı çıkarımı 

sonrasında metini çizge üzerinde modelleme durumları söz konusudur. Yapısal olmayan senaryolar resim, metin 

ve kaynak kod olarak ayrılmaktadır. 

 

Resim bölümünde görüntü sınıflandırma, görsel akıl yürütme, nesneler arası anlamsal ilişki tanıma, nokta bulutu 

sınıflandırması ve semantik segmentasyon uygulamaları bulunmaktadır. Birkaç çekimli görüntü sınıflandırması, 

eğitim örnekleriyle öğrenme gerçekleştirerek genelleme yapmaktadır. Bu durumda bilgi çizgelerini yönlendirici 

olarak kullanılabilmektedir. Görsel akıl yürütme, uzamsa-anlamsal çalışmaktadır. Görsel soru cevaplama en 

bilinen uygulamalarındandır. Aynı zamanda nesne ve etkileşim algılama ile bölge sınıflandırması da görsel akıl 

yürütme uygulamalarındandır. Bilgisayarlı görme alanında sıklıkla kullanılan GNN modelleri insan-nesne 

etikileşimi ve anlamsal bölümleme alanında da yapısal olmayan senaryolara yardımcı olmaktadır (Zhou ve ark., 

2019; Wu ve ark., 2021). 

 

Metin bölümünde ise metin sınıflandırma, dizileri kategori haline getirerek etiket atama işlemi olan sıra etiketleme, 

dizi etiketlemeyi söz dizimsel olarak gerçekleştiren semantik rol etiketleme, diller arası otomatik çeviri yapabilen 

NMT (Neural Machine Translation – Sinirsel Makine Çevirisi), anlamsal ilişki çıkarımı, olay çıkarma, eş anlam 

cümleler oluşturabilen çizgeden diziye öğrenme, kanıt çıkararak gerçekleştirilen gerçek doğrulama ve doğal dil 

işleme görevleri bulunmaktadır (Zhou ve ark., 2019). Tablo 12-16’da çizge modellerin uygulamaları 

görülmektedir. 
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Tablo 12. Çizge modellerin uygulamaları (1). 

Kullanım Alanı Uygulama Model Çalışma 

Çizge Madenciliği 

Çizge Eşleştirme GNN (Li ve ark., 2018a) (Riba ve ark., 2018) 

Çizge Kümeleme GNN 
(Zhang ve ark., 2019d) (Ying ve ark., 2018b) 

(Tsitsulin ve ark., 2020) 

Derin Çizge Eşleştirme 
GCN (Bölünmüş 

GNN) 
(Fey ve ark., 2020) 

Fizik 

Fiziksel Sistem 

Modelleme 
GNN 

(Sukhbaatar ve ark., 2016) (Battaglia ve ark., 

2016) (Hoshen, 2017) (Fey ve ark., 2020) 

(Watters ve ark., 2017) (Kipf ve ar k., 2013) 

(Sanchez ve ark., 2018) 

Sahne Görüntülerini 

Tahmin Etme 
GNN (Raposo ve ark., 2017) 

Nesne Keşfi ve İlişkileri VAE (Raposo ve ark., 2017) 

İlişkisel Akıl Yürütme İlişki Ağları (Santoro ve ark., 2017) 

Videodan Fizik 

Simülasyonu 
Etkileşim Ağları (Watters ve ark., 2017) 

Etkileşim Sistemleri GNN (Xu ve ark., 2019f) 

İklim Gözlemi GNN (Wang ve ark., 2020b) 

Kimya 

Moleküler Parmak 

İzleri 
GCN 

(Duvenaud ve ark., 2015) (Kearnes ve ark., 

2016) 

Kimyasal Reaksiyon 

Tahmini 
GCN (Do ve ark., 2019) 

Polieczacılık Yan 

Etkisinin Modellenmesi 
GCN (Zitnik ve ark., 2018) 

Moleküllerde 

Polieczacılık İstismarı 
GCN (Knyazev ve ark., 2018) 

Moleküler 

Optimizasyon 
GAN (Jin ve ark., 2018) 

Yapılandırılmış Varlık 

Etkileşimleri Tahmini 
GCN (Xu ve ark., 2019f) 

Retrosentez Tahmini GCN (Dai ve ark., 2019a) 

Biyoloji 

Protein Arayüz Tahmini GNN (Fout ve ark., 2017) 

Yan Etki Tahmini GNN (Zitnik ve ark., 2018) 

Hastalık 

Sınıflandırılması 
GNN (Rhee ve ark., 2018) 

Bilgi Çizgesi – Bilgi 

Tabanı 

Bilgiye Dayalı 

Tamamlama 
GNN 

(Schlichtkrull ve ark., 2018) (Hamaguchi ve 

ark., 2017) (Shang ve ark., 2019) 

Bilgi Çizgesi Hizalama GNN 
(Wang ve ark., 2018f) (Zhang ve ark., 2019b) 

(Xu ve ark., 2019e) 

İlişkisel Verileri 

Modelleme 
GNN (Schlichtkrull ve ark., 2018) 

Bilgi Çizgesi Hizalama GCN (Wang ve ark., 2018f) 

İlişkisel Bilgi Üretimi DGNN (Kim ve ark., 2018) 

Düğüm Önem Tahmini GNN (Park ve ark., 2019) 

İlişkisel Tahmin GAT (Nathani ve ark., 2019) 

Bilgi Çizgesi Hizalama GMNN (Xu ve ark., 2019e) 

Bilgi Çizgesi Akıl 

Yürütme 
GNN (Xu ve ark., 2019g) 

Bilgiye Dayalı 

Tamamlama 
SACN (Shang ve ark., 2019) 

Bilgi Çizgesi Gömme LABNAN (Wang ve ark., 2018b) 

Mantıksal Akıl 

Yürütme 
GNN (Zhang ve ark., 2020b) 
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Tablo 13. Çizge modellerin uygulamaları (2). 

Kullanım Alanı Uygulama Model Çalışma 

Oluşturma 

Çizge Oluşturma GNN 

(You ve ark., 2018a) (You ve 

ark., 2018b) (Cao ve Kipf, 2018) 

(Li ve ark., 2018b) (Shchur ve 

ark., 2018) (Shi ve ark., 2020) 

(Grover ve ark., 2019) (Nowak ve 

ark., 2018) 

(Ma ve ark., 2018b) (Liu ve ark., 

2019a) 

Anlamsal Doğrulama VAE (Ma ve ark., 2018b) 

Çizge Oluşturma GNN (Li ve ark., 2018b) 

Küçük Moleküler Çizgeler GAN (Cao ve Kipf, 2018) 

Çizge Oluşturma GAN (Shchur ve ark., 2018) 

Çizge Oluşturma VAE (Grover ve ark., 2019) 

Kod Oluşturma GNN (Bojhevski ve Günneman, 2018) 

Çizge Oluşturma RNN (Liao ve ark., 2019) 

Bilgisayar Ağı 
SDN’de Ağ Modelleme ve 

Optimizasyon 
GNN (Rusek ve ark., 2019) 

Program Temsili 
Program Temsil Etme Gated GNN (Allamanis ve ark., 2017) 

Çizge Yapılı Önbellek GNN (Cvitkovic ve ark., 2019) 

Sosyal Ağ 

Haber Medyasında Siyasi 

Perspektif Tespiti 
GNN (Li ve ark., 2019a) 

İnci Taneli Olay Kategorizasyonu GCN (Peng ve ark., 2019) 

Sosyal Spam Gönderici Algılama GCN (Wu ve ark., 2020) 

Söylenti Tespiti GCN (Bian ve ark., 2017) 

Öneri Sistemleri 

Kullanıcı Öğesi Etkileşim Tahmini GNN 
(Ying ve ark., 2018a) (Berg ve 

ark., 2017) 

Sosyal Tavsiye GNN 
(Fan ve ark., 2019) (Wu ve ark., 

2019b) 

Matris Tamamlama GCN (Berg ve ark., 2017) 

Web Ölçeğinde Öneri sistemleri GCN (Ying ve ark., 2018a) 

Öneri Sistemleri Star-GCN (Zhang ve ark., 2019c) 

İşbirlikçi Filtreleme Distiling-GCN (Wang ve ark., 2019a) 

Oturuma Dayalı Öneri SAN (Xu ve ark., 2019a) 

Birebir Aynı Öneri MCO (Gong ve ark., 2019) 

Birebir Aynı Öneri GAT (Wang ve ark., 2019c) 

Öneri Sistemleri GCN (Wang ve ark., 2019b) 

Endüktif Matris Tamamlama GNN (Zhang ve ark., 2019a) 

İşbirlikçi Filtreleme LRGCN (Chen ve ark., 2020a) 

Diğer (Yapısal) 

Borsa GNN 

(Matsunaga ve ark., 2017) (Yang 

ve ark., 2019) (Chen ve ark., 

2018b) (Li ve ark., 2020a) 

Yazılım Tanımlı Ağlar GNN (Rusek ve ark., 2019) 

Çizgeden Metne GNN 
(Beck ve ark., 2018) (Song ve 

ark., 2018c) 

Diğer (Yapısal 

Olmayan) 
Program Doğrulama GNN 

(Allamanis ve ark., 2017) 

(Li ve ark., 2015) 

Bilgisayarlı Görü 

Görsel Soru – Cevaplama GRU (Teney ve ark., 2017) 

Semantik Segmentasyon 3D GNN (Qi ve ark., 2017) 

Durum Tanıma GNN (Li ve ark., 2017c) 

İnsan – Nesne Etkileşimi GPNN (Qi ve ark., 2018) 

Yorumlanabilir Görsel Soru 

Cevaplama 
GCN + GLM (Norcliffe-Brown ve ark., 2018) 

Gerçek Görsel Soru Cevaplama GCN (Narasimhan ve ark., 2018) 

Sosyal İlişki Anlayışı GRM (Wang ve ark., 2018e) 

Eylem Tanıma GCN (Guo ve ark., 2018) 
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Tablo 14. Çizge modellerin uygulamaları (3). 

Kullanım Alanı Uygulama Model Çalışma 

Kombinatoryal 

Optimizasyon 

Kombinatoryal 

Optimizasyon 
GNN 

(Bello ve ark., 2017) (Sato ve ark., 2019) 

(Nowak ve ark., 2018) (Khalil ve ark., 2017) 

(Kool ve ark., 2018) (Vinyals ve ark., 2015) 

(Sutton ve Barto, 2018) (Dai ve ark., 2016) 

(Gasse ve ark., 2019) (Zheng ve ark., 2020c) 

(Selsam ve ark., 2019) 

İkinci Dereceden Atama GNN (Nowak ve ark., 2017) 

Kombinatoryal 

Optimizasyon 
GCN (Li ve ark., 2018d) 

Dikkat Çözücü GAT (Kool ve ark., 2018) 

Tam Problemler GNN (Prates ve ark., 2019) 

Kombinatoryal Problemler GNN (Sato ve ark., 2019) 

Topolojik Gürültü Giderme GNN (Nowak ve ark., 2017) 

Trafik Ağı 

Trafik Durum Tahmini GNN 

(Yu ve ark., 2018a) (Lou ve ark., 2020b) 

(Zheng ve ark., 2020a) 

(Guo ve ark., 2019) 

Trafik Tahmini GCN (Yu ve ark., 2018a) 

Trafik Akış Tahmini GCN (Guo ve ark., 2019) 

Yolcu Talep Yönlendirme GCN (Wang ve ark., 2019d) 

Yüksek Çözünürlüklü 

Yönlendirme 
GCN (Hu ve ark., 2019) 

Çok Adımlı Yolcu Talep 

Tahmini 
GCN (Bai ve ark., 2019a) 

Şehir Çapında Park Yeri 

Durumu Tahmini 
GNN (Zhang ve ark., 2020a) 

Çizge Yapılı Önbellek GNN (Cvitkovic ve ark., 2019) 

Az Sayılı 

Öğrenme 

Yapılandırılmış Bilgi 

Çizgeleri 
GRU (Lee ve ark., 2018a) 

Sınıflandırma Ağırlığı 

Oluşturma 
GNN (Gidaris ve Komodakis, 2019) 

Çizge Meta Öğrenme GAT (Li ve ark., 2019b) 

Nitelik Yayılım Ağı KNN (Li ve ark., 2020c) 

Bilgi Aktarımı GNN (Yao ve ark., 2020) 

Çizge Spektral Ölçüm GNN (Chauhan ve ark., 2020). 

Bilgi Tahmini GNN (Baek ve ark., 2020) 

Düşman Saldırısı 

Çizge Yapılandırılmış Veri GNN (Zügner ve ark., 2018) 

Çizge Yapılandırılmış Veri GNN (Dai ve ark., 2018b) 

Saldırı ve Savunma GCN (Wu ve ark., 2019a) 

Topolojik Saldırı ve 

Savunma 
GNN (Xu ve ark., 2019d) 

Düşman Saldırısı GCN (Zhu ve ark., 2019) 

Düğüm Gömme GNN (Bojhevski ve Günneman, 2019a) 

Çizge Pertürbasyon GNN (Bojhevski ve Günneman, 2019b) 

Güvenlik Analizi 

Etkili Güvenlik Açığı 

Tanımlama 
GNN (Zhou ve ark., 2020) 

Mantık Şifresini Kırma RNN (Tehranipoor ve ark., 2019) 

Şaşırtma Politikasını 

Geliştirme 
GCN (Chen ve ark., 2020b) 

Veri Yönetimi ve 

Anormallik Algılama 
GCN (Wang ve ark., 2020d) 

Kötü Amaçlı Yazılım 

Algılama 
GCN (Pei ve ark., 2020) 
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Tablo 15. Çizge modellerin uygulamaları (4). 

Kullanım Alanı Uygulama Model Çalışma 

Resim 

Sosyal İlişki Anlama GNN (Wang ve ark., 2018e) 

Görüntü Sınıflandırma GNN 

(Garcia ve Bruna, 2018) (Marino ve ark., 2017) 

(Lee ve ark., 2018a) (Wang ve ark., 2018c) 

(Kampffmeyer ve ark., 2019) 

Görsel Soru Cevaplama GNN 
(Teney ve ark., 2017) 

(Wang ve ark., 2018e) (Narasimhan ve ark., 2018) 

Nesne Algılama GNN (Hu ve ark., 2018) (Gu ve ark., 2018) 

Etkileşim Algılama GNN 
(Qi ve ark., 2018) 

(Jain ve ark., 2016) 

Bölge Sınıflandırması GNN (Chen ve ark., 2018c) 

Semantik 

Segmentasyon 
GNN 

(Qi ve ark., 2017) (Liang ve ark., 2016) (Liang ve 

ark., 2017) (Wang ve ark., 2018d) 

Doğal Dil 

İşleme 

Hücresel Otommasyonu 

Yönetme Kurallarını 

Keşfetme 

GST (Johnson, 2016) 

Çapraz Cümle İlişki 

Çıkarma 
GLSTM (Peng ve ark., 2017) 

Makine Aktarımı GCE (Basting ve ark., 2017). 

Semantik Rol 

Etiketleme 
GCN (Marcheggiani ve ark., 2017) 

Olay Algılama GCN (Nguyen ve Grishman, 2018) 

Çok Atlamalı 

Okuduğunu Anlama 
GNN (Song ve ark., 2018a) 

İlişki Çıkarma GCN (Zhang ve ark., 2018d) 

İlişki Çıkarma GSLSTM (Song ve ark., 2018d) 

AMR’den Metne 

Dönüştürme 
LSTM (Song ve ark., 2018b) 

Metne Dönüştürme GGNN (Beck ve ark., 2018) 

Metin Temsili Öğrenme SSLSTM (Zhang ve ark., 2018c) 

Kullanıcı Coğrafi 

Konumu 
GCN (Rahimi ve ark., 2018) 

Soru Cevaplama GGNN (Sorokin ve Gurevych, 2018) 

Konuşma Modelleme GSLSTM (Zayats ve ark., 2018) 

Bulmaca Çözümü Soru 

Cevaplama 
RRN (Palm ve ark., 2018) 

Metin 

Metin Sınıflandırma GNN 
(Zhang ve ark., 2019b) (Peng ve ark., 2018) 

(Tai ve ark., 2015) 

Sıra Etiketleme GNN 
(Marcheggiani ve ark., 2017) (Zhang ve ark., 

2019b) 

Sinirsel Makine Çevirisi GNN 
(Basting ve ark., 2017) (Marcheggiani ve ark., 

2018) 

İlişki Çıkarımı GNN 
(Peng ve ark., 2017) (Zhang ve ark., 2018d) (Song 

ve ark., 2018d) (Miwa ve ark., 2016) 

Olay Çıkarımı GNN 
(Nguyen ve Grishman, 2018) 

(Liu ve ark., 2018b) 

Bilgi Doğrulama GNN 
(Nt ve ark., 2019) (Liu ve ark., 2019b) (Zhong ve 

ark., 2020) 

Soru Cevaplama GNN 
(Cao ve Kipf, 2018) (Song ve ark., 2018a) (Qiu ve 

ark., 2019) (Tu ve ark., 2019) (Ding ve ark., 2019) 

İlişkisel Okuma GNN 

(Santoro ve ark., 2017) 

(Palm ve ark., 2018) 

(Battaglia ve ark., 2016) 

 

 

 

 

 

 

 



İstanbul Ticaret Üniversitesi  Teknoloji ve Uygulamalı Bilimler Dergisi Cilt 7, No 2, s. 17-56 

37 

 

Tablo 16. Çizge modellerin uygulamaları (5). 

 

 

4. AVANTAJ, DEZAVANTAJ VE KISITLAR 

GNN, çizge öğrenme kullanan bir derin öğrenme yöntemidir. Kendi modelinde avantaj, dezavantaj ve kısıtları 

olduğu gibi çizge öğrenmeden gelen aynı özellikleri de bulunmaktadır. Şekil 7’de çizge öğrenmenin özellikleri 

görülmektedir. 

                                  
 

Şekil 7. Çizge öğrenmenin özellikleri. 

Çizge öğrenme genellikle yapısal verileri işlemek, anlamlandırmak ve tahmin yeteneği için kullanılmaktadır. 

GNN’lerde olduğu gibi düğüm ve kenar öğrenmesi gerçekleştiren derin öğrenme yöntemlerini kullanmaktadır. 

Sosyal ve trafik ağları, biyolojik ve kimyasal molekül yapıları gibi çizgesel veriler için uygunluk oluşturmaktadır. 

Yapısında derin sinir ağlarını ve GNN’leri kullanması sebebiyle büyük ve karmaşık verilerin analizinde 

kullanılabilir. GNN’lerde olduğu gibi sınıflandırma, kümelenme, tahmin ve keşif gibi görevleri bulunmaktadır. 

İşlem gerçekleştirirken duyarlılığı ön planda tutmakta ve yapısal özellikleri dikkatle işlemektedir. Özellik çıkarma 

ve dönüşüm işlemlerinde, ham veri işlemlerinde yeni özellik çıkarma metotları olan özellik mühendisliğini 

kullanmaktadır. Büyük çizge verileri işleyebilir ve analiz için uygun modeller barındırmaktadır. Üretilen model 

diğer modeller tarafından anlaşılabilir ve birlikte kullanılabilmektedir. Temel özelliklerine ek olarak çizge 

öğrenmenin avantaj ve dezavantajları bulunmaktadır. Modelden modele değişmekle birlikte çizge öğrenmenin 

temel avantaj ve dezavantajları Tablo 17’de görülmektedir. 

Ç
iz

g
e 

Ö
ğ

re
n

m
e

Çizge Veri İşleme

Derin Öğrenme 
Modelleri

Öğrenme 
Görevleri

Özellik 
Mühendisliği

Ölçeklenebilirlik

Uygulama 
Alanları

Duyarlılık

Veri Temsil Gücü

Kullanım Alanı Uygulama Model Çalışma 

Çizge Sınıflandırma 

Moleküler Özellik Tahmini ve Çizge 

Sınıflandırma 
GCN (Sun ve ark., 2019) 

Düğüm Sınıflandırma GAN (Zheng ve ark., 2020b) 

Keyfi Makine Öğrenimi Görevleri GNN (Lou ve ark., 2020a) 

Çizge Kümeleme ve Sınıflandırma VAE (Wang ve ark., 2020a) 

Düğüm Sınıflandırma GRU + ATM (Xu ve ark., 2019c) 

Bağlantı Tahmini Öğrenme GAN + ATM (Yu ve ark., 2019) 

Düğüm Sınıflandırma GRU + ATM (Xu ve ark., 2019b) 

Çizge Sınıflandırma GAT (Bai ve ark., 2019b) 

Çizge Sınıflandırma GNN + ATM (Al-Rfou ve ark., 2019) 

Çizge Sınıflandırma GCN + ATM (Peng ve ark., 2016) 

Olasılıksal Tür Çıkarımı GNN (Ye ve ark., 2020) 
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Tablo 17. Çizge öğrenmenin avantaj ve dezavantajları. 

Avantaj Dezavantaj 

Yapısal Veri İşleme Veri Yoğunluğu Gerekliliği 

Özellik Mühendisliği Hesaplama Gücü 

Duyarlılık Model Karmaşıklığı 

Geniş Uygulama Alanları Aşırı Öğrenme Eğilimi 

Büyük Veri Setleri  

Çizge modeller yapısal verileri işleyebilmekte ve etkili bir yaklaşım sunmaktadır. Yapının bağlantıları dikkate 

alınarak analiz yapar ve bütünlük sağlar, özellik mühendisliği otomatikleştirilmiştir, modeller kendi kendine 

öğrenme yeteniğine sahiptir. Karmaşık ve büyük boyutlu verilerde etkinlik göstermektedir. Bu durum hem avantaj 

sağlarken aynı zamanda modellerin büyük veri gereksinimi ve veri işleme maliyeti sebebiyle dezavantaj 

oluşturmaktadır. Aşırı öğrenme eğilimi ile model açıklanabilirliğini de etkilemektedir. Model genelleme yaparak 

dezavantaj oluşturmaktadır. Uygulama alanı oldukça geniş ve her geçen gün genişlemektedir. Çizge öğrenmenin 

gelişimi her gün devam etse de genel kısıtları bulunmaktadır. Çizge öğrenmenin kısıtları Şekil 8’de görülmektedir. 

                   
 

Şekil 8. Çizge öğrenme kısıtları. 

 

Çizge öğrenmede en büyük kısıt büyük verilerin kalitesi olarak görülmektedir. Temelde tüm kısıtlar bu kısıta 

dayanmaktadır. Model kalitesiz ise sonuçlar yanlış üretilir, model genelleme yaparak açıklanabilirliği 

düşürmektedir. Aynı zamanda işlem sürecinde maliyeti artırmaktadır. GNN’lere bu durumlar genetik olarak 

geçmiştir. Genel karşılaştırma Tablo 18’de görülmektedir. 

 

GNN’ler her ne kadar çizge öğrenme alt alanı olarak bilinse de benzerliklerinden çok farklılıkları bulunmaktadır. 

Geliştirilen her modelin kendine özgü olması bu durumun en büyük sebebidir. Modeller uygulamaya yönelik 

geliştirilmektedir. Genele bakıldığında bu durum en büyük avantajı sağlamakta ve gelişmiş bir uygulama alanı 

oluşturmaktadır. Modeller farklı alanları etkilemekte ve yeni alanların önünü açmaktadır. 

 

 

 

 

Ç
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Tablo 18. Çizge öğrenme ve GNN. 

 Çizge Öğrenme GNN 

Avantaj 

Yorumlanabilirlik Etki Alanı Birleştirme 

Ölçeklenebilirlik Uyarlanabilir 

Yapısal Öğrenme Transdüktif Öğrenme 

Dezavantaj 
Basit Gösterim Sınırlı Genelleme 

Varsayımsal Bağ Yorumlanabilir Temsil 

Kısıt 
Çıkarım Karmakşıklığı Uyum 

Sınırlı Anlatım Maliyet 

Benzerlik Çizge Gösterimi 

Farklılık 

Model Karmaşıklığı 

Yorumlanabilirlik 

Eğitim Paradigması 

Veri Gereksinimi 

Çizge öğrenme ve GNN’ler ayrı kavramlar olsa da birbirlerini desteklemektedir. Geliştirilen modeller her geçen 

gün farklı alanlara yol göstermektedir. Öğrenme yol göstermede başta gelmektedir. Takviyeli öğrenme ile 

modeller durum ve ortamı analiz ederek geri bildirim sağlar. Karar verme aşamasında analizi ve geri bildirimi 

kullanmaktadır. Modeller öğrenmeyi de öğrenebilmektedir. Meta-öğrenme olarak bu durumla bir model başka bir 

modeli geliştirebilir ve analiz yeteneğini güçlendirebilir. Modeller yorumlama işlemlerini örneklemlerle 

açıklayabilmektedir. Yorumlama çizge öğrenmenin avantajlarından olsa da GNN’lerin dezavantajlarındandır. Bu 

sorun yeni modellerle aşılmaya çalışılmakta, kısıtı kaldırmak için yeni modeller üretmektedir. Modelsel durumda 

yorumlama yeteneği GNN modellerinde bulunsa da çizge modeller karşısında daha az yorumlama yeteneği 

bulunmaktadır. Bu sebeple GNN’ler ile çizge öğrenme arasında etkileşimli alan oluşmaktadır. İki alan da fizik, 

kimya, metin sınıflandırma ve bilgi çizgelerinde etkili olmaktadır. Fakat burada ayrışan durum, GNN’lerin sinir 

ağı mimarisini kullanırken, çizge öğrenmenin rastgele yürüyüş ve matris faktorizasyonu kullanmasıdır. Bu sebeple 

GNN’ler göreve özgü modeli benimsemiştir. Her iki alan da kendi modellerini geliştirmektedir. Çizge öğrenme 

yaklaşımında çizgesel verileri sinir ağı mimarisi dışında mimariler kullanılarak da geliştirilebilir. GNN’lerin temeli 

olan derin öğrenme çizge öğrenmenin kullandığı metotlardan sadece birisidir. Bu sebeple daha geniş bir çerçeve 

sunmaktadır (Gümüş ve Eyüpoğlu, 2023; Gümüş ve Eyüpoğlu, 2024; Wei ve ark., 2021; Zia ve ark., 2021). 

5. SONUÇLAR 

 

GNN’ler temelde CNN’ler ile ilişkilendirilmektedir. Bu durum CNN’lerin üç boyutlu verilerde performansının 

düşük olması sebebiyle oluşmuştur. GNN’ler CNN’lerin limitlerini aşmış ağlardır. Kullanımı her ne kadar dünya 

genelinde yaygın olsa da ülkemizde yaygınlaşmasının gelecek yıllarda olacağı düşünülmektedir. GNN’lerin 

avantaj ve dezavantajları hem CNN hem de çizge öğrenme olarak bilinen kavramlardan gelmektedir. Kavramlar 

her ne kadar farklı çalışmalarda birbirinin altında gösterilse de ayrı kavramların birbirleri ile ilişkilendirilmesi 

sonucu bu durum ortaya çıkmaktadır. Bu durum temel olarak doğrudur fakat kullanım alanları dahil olduğunda 

değişim göstermektedir. Bu çalışmada çizge öğrenme ve GNN arasındaki farklar ve benzerlikler ortaya 

koyulmaktadır. Ayrıca kullanım alanları ve yapılan çalışmalar özetlenerek gelecekte yapılacak araştırmalar için 

bir bibliyografya oluşturmaktadır. Avantaj, dezavantaj ve kısıtlar incelendiğinde iki kavramın da alan bazlı 

başarısının kendisini kanıtladığı görülmektedir. Araştırmacılar kavramların kısıtlarını ortadan kaldıracak 

çalışmalar üretmeye odaklanırken, dezavantajları avantaj haline getirmeye çalışmaktadırlar. Bu sayede gelecek 

yıllarda kavramların gelişiminin daha hızlı olacağı düşünülmektedir. Bu çalışmanın amacı, çizge öğrenme ve GNN 

arasındaki ilişkiyi ortaya koyarak yeni çalışmaların gerçekleştirilmesi için kaynak oluşturmaktır. Bu sayede 

dünyada kullanımı yaygınlaşan GNN’ler ile ilgili çalışmaların artacağı ve çalışmamızın bu çalışmalara yol 

göstereceği düşünülmektedir.  
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