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Arastirma Makalesi / Research Article

Bagimsiz Bilesen Analizi ve Makine Ogrenmesi Kullanmilarak Omurilik
Yaralanmasi Olan Kisilerden Alinan EEG Sinyallerinden El Hareketlerinin
Siniflandirilmasi

Ebru SAYILGAN?'

Oz

Bu ¢aligmanin temel amaci, Omurilik Yaralanmasi (OY) olan kisilerin, kol ve el hareketlerinin, kodu ¢oziilebilir noral
bagintilarini korudugunu gostermektir. OY’li on kisiden pronasyon, siipinasyon, palmar kavrama, lateral kavrama ve el
agma hareketleri diistindiiriilerek alian ElektroEnsefaloGrafi (EEG) sinyallerinin ayirt edici hareket bilgisi arastirilmigtir.
Bunu yaparken kullanilan yontemlerde Bagimsiz Bilesen Analizi (BBA/ICA) yontemi hem artefakt gidermede hem de
yeni bir yaklasim olarak &znitelik vektdrlerini ¢ikarmada kullanilmustir. Onerilen yontemde 6znitelik vektdrleri bagimsiz
bilesenlerde ortak bilgi matrisi ¢ikarilarak olusturulmustur. Cikarilan ve se¢imi yapilan 6znitelik vektorleri dort farkls
makine 6grenmesi modeli (Destek Vektor Makinesi (DVM), k-En Yakin Komsuluk (k-EYK), AdaBoost ve Karar
Agaclar (KA)) ile test edilmigtir. Model degerlendirme asamasinda asir1 6grenmenin 6niine ge¢gmek icin 5-katlamal
capraz dogrulama ve hata matrisi yontemleri kullanilmigtir. Sonug olarak, incelenen bes sinifa gore elde edilen bagarim
oldukga yiiksek ¢ikmigtir. Deneklerin ortalamasi alindiginda elde edilen model dogruluk degerleri sirasiyla DVM’de
0.9024+0.0781, k-EYK’da 0.8582+0.0985, AdaBoost’ta 0.7924+0.0937 ve KA’da 0.8089+0.0645 olarak hesaplanmustir.
Bu sonuclara dayanarak OY olan bireylerin kol ve el hareketlerinin ayirt edicilik performansinin 6nerilen yontem ile
oldukca ylksek sonuglar verdigi gorilmektedir. BBA yontemine dayali bir 6znitelik ¢ikarma ve DVM modeli ile
smiflandirma metodolojisinin OY’li hastalarin rehabilitasyon tedavisinde EEG temelli beyin bilgisayar arayiizii
uygulamalarina énemli bir katkis1 olacag diigiiniilmektedir.

Anahtar Kelimeler: Omurilik yaralanmasi, EEG, Bagimsiz bilesen analizi, Siniflandirma, Makine 6grenmesi.

Classification of Hand Movements from EEG Signals from Persons with Spinal
Cord Injury Using Independent Component Analysis and Machine Learning

Abstract

The main aim of this study is to demonstrate that people with Spinal Cord Injury (SCI) preserve decipherable neural
correlates of arm and hand movements. The distinctive movement information of ElectroEncephaloGraphy (EEG) signals
obtained by imagining pronation, supination, palmar grasp, lateral grasp and hand open movements from eight subjects
with SCI was investigated. In doing so, Independent Component Analysis (ICA) was used in both artifact removal and
feature vector extraction as a new approach. In the proposed method, feature vectors were created by extracting the
common information matrix in independent components. Extracted and selected feature vectors were tested with four
different machine learning models (Support Vector Machine (SVM), k-Nearest Neighbor (KNN), AdaBoost, and Decision
Trees (DT)). In the model evaluation phase, 5-fold cross validation and confusion matrix methods were used to prevent
over-learning. As a result, according to the five classes the obtained performance is quite high. Depending on all subject's
average values, the model accuracies were calculated as 0.9024+0.0781 in SVM, 0.8582+0.0985 in kNN, 0.7924+0.0937
in AdaBoost, and 0.8089+0.0645 in DT, respectively. Based on these results, it is seen that the discrimination performance
of arm and hand movements of individuals with SCI is high with the proposed method. It is thought that a feature
extraction and classification methodology based on the ICA method and SVM model will make an important contribution
to EEG-based brain computer interface applications in the rehabilitation treatment of patients with SCI.

Keywords: Spinal cord injury, EEG, Independent component analysis, classification, Machine learning.
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1. Giris

Omurilik Yaralanmasi (OY)), omurga iginde bulunan sinir dokusunun ¢esitli nedenlerle (trafik
kazasi, yiiksekten diisme, sig sulara baliklama atlama, atesli silah yaralanmalar1 vb.) zarar gormesine
verilen genel bir isimdir. OY, birey tzerinde 6nemli bir sosyal ve ekonomik etkiye sahip olan ve
kalic1 olabilecek sakatligin en 6nemli nedenlerinden biridir. OY’li hastalarin diger insanlara oranla
28,8 kat daha yiiksek bir 81iim riskine sahip oldugu da yapilan arastirmalar sonucunda belirtilmektedir
(Leite ve ark., 2019). OY'nin diinya ¢apindaki yayilma hizinin milyonda 440-526 araliginda oldugu
tahmin edilmektedir. Insidans orani (risk altindaki saglam kisilerin belirli bir hastaliga yakalanma
olasihigini gosteren olgiit) milyonda 13 ile milyonda 163,4 arasinda degismektedir ve az gelismis
ulkelerde milyonda 220'ye ulasmaktadir (Kang ve ark., 2018).

Son yillarda rehabilitasyon protokollerinin 1iyilestirilmesi, robotik yardimh yiiriiyts
sistemlerinin gelistirilmesi, yeni teknolojilerle tasarlanan rehabilitasyon robotlarmin artmasi vb.
ilerlemeler, OY'li hastalara uygulanilan rehabilitasyon terapilerine 6nemli 6l¢iide katki saglamistir.
Bu ilerlemelere ragmen anlamli bir iyilesme gosteremeyen ciddi diizeyde bozuklugu olan 6nemli
sayida hasta bulunmaktadir (Nam ve ark., 2017). OY'de fonksiyonel iyilesme mekanizmalarini
anlamak ve tedavi yanitinin adimlarini gelistirmek ve yenilik¢i yaklagimlarin artmas1 OY hastalarina
0zel tedavilerin gelistirilmesi i¢in ¢ok 6nemlidir. Yeni kanitlar, noro plastisitenin, OY diizeyinde ve
beynin kortikal alanlarindaki devrelerin yeniden diizenlenmesi yoluyla duyusal, motor ve otonomik
islevlerin geri kazanilmasinda 6nemli bir rolii oldugunu gostermektedir (Athanasiou ve ark., 2012;
Liu ve ark, 2012). Mevcut kanitlar, beyin goriintileme yontemlerinden biri olan
ElektroEnsefaloGrafi (EEG)'nin OY ile ilgili fonksiyonel bozuklugu ve noro plastik degisiklikleri
degerlendirmek i¢in yararli bir arag¢ olabilecegini gdostermektedir (Hernandez-Rojas ve ark., 2022;
Simis ve ark., 2020).

Literatiirdeki ¢aligmalar, EEG 6l¢limlerinin inme gibi durumlarda Beyin Bilgisayar Araytizleri
(BCI) ve/veya robot yardimli rehabilitasyonla birlikte motor iyilesmeyi tahmin etmede ve tedavide
de yararli olabilecegini gostermistir (Sayilgan ve ark., 2021a; Sayilgan ve ark., 2021b; Sayilgan ve
ark., 2022). Ust ekstremitenin karmasik fonksiyonel hareketlerinin kodu, bilgisayar ile insan beyni
arasinda daha iyi iletisim kurabilmek i¢in hala farkli yontemler denenerek ¢6ziilmeye calisilmaktadir
(Mohseni ve ark., 2020; Ofner ve ark., 2017). Gegtigimiz yillarda, motor hayali diisiindiiriilerek
yapilan EEG arastirmalarindan elde edilen bilgilerin ¢6ziimlenmesinde o6nemli ilerlemeler
kaydedilmistir. Wang ve ark. (2004) sag ve sol el hareketlerinin ayirt ediciligini ¢alismis, 0znitelik
vektorleri olarak uzaysal desenlerin korelasyonunu ve k-en yakin komsuluk (k-EYK)
siiflandiricisini kullanarak %80'lik ortalama dogruluk elde etmistir. Schlogl ve ark. (2005) sag el,
sol el, dil ve ayak hareketlerini arastirirken Destek Vektor Makinesini (DVM) kullanmis ve %52 ila
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%77 arasinda bir dogruluk elde etmistir. Sreeja ve ark. (2019) sag el, sol el, dil ve ayak hareketlerini
dalgacik enerjilerini Oznitelik vektorleri olarak kullanarak, seyreklik smiflandiricis1 modeli ile
siniflandirmistir. Bu metodoloji ile %91,48'lik ortalama dogruluk elde etti. Pfurtscheller ve ark.
(2009) OY olan hastalarin sag el, sol el ve ayak hareketlerinin motor hayalinin EEG ile
goriintiilenmesini arastirdilar. Sonug olarak, Ortak Uzaysal Desenler (OUD) 6znitelikleri ve Dogrusal
Diskriminant Analizi (DDA) makine 6grenmesi algoritmasi kullanmigtir. Mohseni ve ark. (2020) bir
k-EYK smiflandirict kullanarak bes farkli {ist ekstremite hareketini siniflandirmislar ve ortalama
%94'liik bir siniflandirma dogrulugu elde etmislerdir. Ofner ve ark. (2017), diisiik frekansh (< 3 Hz)
motor hayali iceren EEG sinyallerinin zaman alaninda tek tist ekstremite hareketlerinin kodlanmasini
analiz etmistir. Dirsek fleksiyonu, dirsek ekstansiyonu, 6nkol pronasyonu, 6nkol supinasyonu, el agik
ve el kapali olmak tizere alt1 sinif hareket uygulamislardir. Bir DDA smiflandiricisi kullanarak ve 15
saglikli denek ile yaklasik %27'lik bir ortalama dogruluk elde etmislerdir. Ofner ve ark. (2019) el
acik, 6nkol pronasyonu, 6nkol supinasyonu, palmar kavrama ve lateral kavrama ile servikal OY'li 10
hastay1 incelemislerdir. Diisiik frekansli (<3 Hz) motor hayali EEG sinyallerinden bes simifli
fonksiyonel hareketlerin kodunu ¢ozmek i¢in bir DDA smiflandirict kullanildiginda ise, %45'lik bir
ortalama siniflandirma dogruluk orani elde etmislerdir.

Gergek operasyonel ortamlarda yaygin EEG gurultilerinden (kas aktivitesi, goz kirpma, goz
hareketi ve ¢evresel giiriiltii vb.) kaynaklanan yetersiz performans, bilgisayar odakli teoride kalan
sinirbilim aragtirmalarmm pratikteki BCI uygulamalarina gecisini halad engellemektedir. Bu
problemlere ¢6ziim olarak kullanilan Bagimsiz Bilesen Analizi (BBA/ICA) beyin sinyallerini
artefaktlardan ayirmak i¢in yaygin olarak kullanilan bir yontemdir (Wang ve Jung, 2012; Dev ve ark.,
2022). Gorevle ilgili Bagimsiz Bilesen (BB) dinamiklerini degerlendirmek i¢in makine 6grenimi
algoritmalarmin uygulanmasi, biligsel durumlart tahmin etmekte EEG tabanli BClI'larin
performansini 6nemli derecede artirdig1 kanitlanmistir (Kavuri ve ark., 2018; Sai ve ark., 2018; Kang
ve ark., 2022; Cao ve Slobounov, 2010; Agarwal ve Zubair, 2021; Khoshnevis ve Sankar, 2020).
Ornegin; Cao ve ark. (2010)’nin yaptig1 calismada travmatik beyin yaralanmasi gegiren insanlar
tizerinden alinan EEG sinyalleri analiz edilirken, Agarwal ve ark. (2021)’nin yaptigi ¢alismada
alkolik ve alkol kullanmayan insanlarin beyin aktiviteleri BBA kullanilarak siniflandirilmaya
calisilmistir. Bununla birlikte, gogu BCI'in yiiksek performansla ¢alismasi, bu ilgilenilen BB’lerin ve
ardindan BBA’nin se¢ilmesinde manuel mudahale gerektirmektedir. Bu sirecte ilk olarak, mevcut
BBA tabanli modellerin ¢ogu o6nceden tanimlanmis bir BB kullanmaktadir. Karmasik insan
davranislarint sezgisel olarak karakterize etmek icin gorevle ilgili beyin siireglerini birlestirmek,
yalnizca birkag belirli sinyal kullanmaktan daha makul bir yontem olarak karsimiza ¢ikmaktadir.
Ikinci olarak, BB'lerin siras1 belirlenememektedir. Bu nedenle, BBA gergeklestirildikten sonra

otomatik bir BB secim yontemi gerekmektedir. Ugiinciisii ise, dl¢iilen EEG sinyallerindeki duragan
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olmama hali, BBA analizinden farkli sonuglar iiretebilmektedir. Diger deneklerden elde edilen BB'ler
biiyiik ol¢iide degisebilmektedir. Yani, baz1 BB'ler bir 6znenin kayitlarinda bulunurken digerlerinde
bulunmama olasilig1 belirmektedir. Yalnizca bir veya iki belirli BB kullanan ¢ogu BBA tabanli BCI
sistemi, elde edilen BB'lerin hicbiri hedeflenen BB'lerle eslesmezse basarisiz olmaktadir. Bu sorunlari
¢ozmek i¢in, bu calisma, BBA tabanli BCI sistemine c¢oklu smiflandiricili bir modelin dahil
edilmesini 6nermektedir.

Ayrica, literatiirde BBA kullanilarak yapilan ¢alismalarin cogu saglikli bireylerden alinan EEG
sinyalleri olup OY’l1 bireylerden alinan sinyallerle yapilan ¢aligmalar oldukga kisitli olarak kargimiza
cikmaktadir. Diger taraftan ikili ve {iglii siniflandirmalar disinda ¢oklu komut iceren EEG tabanli BCI
calismalarindaki tahmin dogrulugunun arttirilmasi i¢in yenilik¢i yontemlere ihtiya¢ duyulmaktadir.
Ozellikle ii¢ ve daha fazla sinifi yiiksek dogrulukla ayirt eden &riintii tanima algoritmalari ile ilgili
calismalar ¢ok azdir. Bu nedenlerden dolayi, bu calismada, OY hastalarinda EEG ile 6lgiilen beyin
aktivitesindeki fonksiyonel degisikliklerin bilinen makine 6grenmesi yontemleri kullanilarak yiiksek
dogrulukta smiflandirilmasi hedeflenmistir. Bu hedef dogrultusunda ozellikle 5 (bes) gorev

simiflandirma problemlerinde yiiksek dogrulukla kullanilabilecek bir yontembilim 6nerilmektedir.

2. Materyal ve Yontem

Onerilen ydéntem temel olarak dort adimdan olusmaktadir:

Q) MATLAB programi kullanilarak EEG sinyallerinin 6n islenmesi,

(i) BBA yontemi uygulanarak OY’l1 insanlarin EEG sinyallerinden BB’lerin hesaplanmasi,

(i11)) Pronasyon, supinasyon, avu¢ i¢i kavrama, yanal kavrama ve el acik hareketleri
diistindiiriilerek kaydedilen EEG sinyallerinin yaygin kullanilan makine 6grenmesi modelleri ile
smiflandirilmasi,

(iv) Smiflandirmada kullanilan makine 6grenme modellerini degerlendirme metriklerinin
hesaplanmasi ve tiim sinyal isleme siiresinin kaydedilmesi.

Adimlarin akis semast Sekil 1'de gosterilmektedir.
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Sekil 1. Bagimsiz Bilesen Analizi (ICA/BBA) kullanilarak onerilen yontembilimin akis semasi

2.1. Veri seti tammmlama

Bu calisma, Ofner ve ark. (2019)'nin acik erisimli “Attempted arm and hand movements in
persons with spinal cord injury” veri setini incelemektedir (Ofner ve ark., 2019). Veri seti, her biri 5
farkli el hareketi deneyen, yaslar1 20 ila 59 arasinda degisen 10 katilimcidan elde edilen verileri
icermektedir. Bu hareketler: pronasyon, supinasyon, palmar kavrama, yan kavrama ve el agmadir.
EEG'yi frontal, santral, parietal ve temporal alanlar1 kapsayan 61 elektrotla 6lgmektedirler. Ayrica
burun ¢evresi goz altina yerlestirilen 3 elektrot ile elektrookiilogrami (EOG) dl¢lilmiistiir. Sinyaller,
dort adet 16 kanalli g.USBamps biyosinyal amplifikatorii ve bir g GAMMAsys/g.LADYbird aktif
elektrot sistemi (g.tec Medical Engineering GmbH, Avusturya) kullanilarak kaydedilmistir. Sinyaller
256 Hz'de orneklenmis ve 0,01 Hz ile 100 Hz arasinda degisen bir bant geciren (8. dereceden
Chebyshev filtresi) filtre uygulanmistir. Gii¢ hattindaki paraziti bastirmak i¢in bir ¢entik filtresi (50
Hz) uygulanmistir. Kaydedilen veriler GDF Formatinda (Biyosinyaller i¢in Genel Veri Formati)
saklanmistir.

Katilimcilarin her biri bilgisayar ekraninin oniine, kollarin1 kucagindaki yastiga ya da masaya
dayayarak oturmaktadirlar ve bilgisayar ekraninda verilen talimatlar1 yerine getirmektedirler.
Deneme baslangicinda, bir sabitleme ¢aprazi ve bir bip sesi sunulmaktadir. Katilimcilara Sekil 2°de
gosterilen deney ekranina odaklanmalar1 ve g6z hareketlerinden kaginmak icin 5 saniyelik tiim
deneme siiresi boyunca goriintiilenen ¢apraz isaretine bakislarini odaklamalar1 istenilmektedir.
Ayrica, katilimcilara deneme siiresi boyunca yutkunmaktan ve goz kirpmaktan kaginmalar: talimatini
verilmektedir. Hayal edilmesi istenen hareketlerin (pronasyon, supinasyon, avug i¢i kavrama, yanal
kavrama veya el agik) sinif isareti, deneme basladiktan 2 saniye sonra 3 saniye boyunca (yani

denemenin sonuna kadar) gosterilmektedir.
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class cue

Sekil 2. Deneme dizisinde -2'de bip sesiyle birlikte bir toplama isareti belirdi; 0'da sinif isareti sunuldu
ve katilimcilar ilgili hareketi yapmay1 hayal etti. Denemenin ardindan rastgele 1 ila 3 saniyelik bir ara verildi.

Katilimcilar bir hareketi gergeklestirebilmislerse, deneme siiresinden sonra ilk konumlarina
geri donmektedirler. Her bir hareket i¢in 8 deneme olacak sekilde toplamda 40 deneme
kaydedilmistir. Farkli zamanlarda bu ¢alisma 9 kez tekrar edilmistir. Sonu¢ olarak, smif bagina
toplam 72 deneme yapilmustir. Hareket hayali ve dinlenme durumuyla ilgili stireler sirasiyla 65 saniye
ve 70 saniye siirdii. Katilimcilardan toplanan orijinal veriler, gereksiz bilgilerin ortadan kaldirilmas1
icin islendi. Sonugta elde edilen veriler 64 satir ve 77123 siitundan olusan bir matrisin degerleri olarak

kullanildi.

Sekil 3. POl katilimcisinin 64 kanalin timii i¢in ham EEG sinyali zaman domeni grafigi (y-ekseni
“voltaj (LV)” — X-ekseni “zaman (sn.)”).

2.2. Bagimsiz Bilesen Analizi (BBA) ile 6znitelik ¢ikarimmm

Bagimsiz Bilesen Analizi (BBA), cok degiskenli EEG verilerini istatistiksel olarak bagimsiz,
Gauss olmayan bilegenlerine ayristirmak icin yaygin olarak kabul edilen bir ara¢ olarak literattrde

karsimiza ¢ikmaktadir. EEG sinyallerini kaynak bilesenlerine ayristirmak i¢in kullanilmaktadir.



Karadeniz Fen Bilimleri Dergisi 14(3), 1225-1244, 2024 1231

Maksimum diizeyde bagimsiz bilesenleri ¢ikarmak ic¢in entropiyi maksimize eden Infomax BBA
(Bell ve Sejnowski, 1995), EEG sinyallerini bagimsiz bilesenlere (BB'lere / IC’lere) ayristirmak igin
kullanilmaktadir. Genisletilmis Infomax BBA (ICA) yontemi ise, Infomax ayrisiminin bir uzantisi
olarak, bilesenler arasindaki karsilikli bilgiyi en aza indirerek ve ortak entropilerini en iist diizeye
cikararak kaynaklarin Gauss alt1 ve siiper Gauss dagilimini ayirmaktadir. Bu ¢alismada sunulan
Infomax algoritmasi, varsayilan ayarlartyla MATLAB programi kullanilarak EEGLAB arag
kutusunun runica komutu kullanilarak uygulanmistir. Bu boliim, istatistiksel olarak bagimsiz
bilesenleri elde etmek i¢in genisletilmis infomax BBA ayrigtirma yontemini ve yapay BB'leri
tanimaya yOnelik isaretleri agiklamaktadir.

[lk olarak EEG sinyalleri denklem (1) ve (2)'ye gore ayristirilir:

Xmxn = AmxmYman (1)
Yoxn = Winem Xman (2)

Burada X, kaydedilen EEG sinyalidir, A, tam siitun sirasina sahip karistirma matrisidir, Y, EEG
sinyallerindeki BB'leri veya kaynaklar1 temsil etmektedir, W, A'nin ters matrisidir ve m ve n, EEG
kanallariin ve zaman ¢ergevelerinin sayisini temsil etmektedir. G6z hareketi, kas hareketi ve elektrik
hatt1 giiriiltisii (Demir ve ark., 2022; Chaumon ve ark., 2015) ile giiclii bir sekilde iligkili olan glirtilti
BB'leri manuel olarak secilmektedir. Gurilti BB'leri EEGLAB (Delorme ve Makeig, 2004) kilavuzu
ile kolayca belirlenmektedir. Buna ek olarak ¢ikarilan topografi goriintiileri ile de BB’lerde hangi
kanalda aktivasyonun diisiik veya yliksek oldugu Sekil 4’te sunuldugu gibi tespit edilebilmektedir.
Bu sekilde goriilen renk kodlari, kirmizi renkli olan boélgeler aktivasyonun en yiiksek seviyede
seyrettigi ve mavi renkli bolgeler ise aktivasyonun en diisiik seviyelerde tespit edildigi bolgeler olarak
yorumlanmaktadir. Arada kalan renkler ise sirasiyla sicak renklerden (kirmizi) soguk renklere (mavi)
gecis sirasiyla aktivasyon oranini ifade etmektedir. Her bir kanaldan alinan bu topografiler ile verilen
goreve bagli olarak beynin hangi bélgesinin ve/veya lobunun digerlerine kiyasla daha aktif ve
kullanilabilir oldugu bilgisine ulasilmaktadir. Bu durumdan EEG c¢aligmalarinda kullanilacak
minimum kanal sayis1 ile beyin bilgisayar araylizii tasarlama c¢alismalarinda efektif olarak
faydalanilmaktadir. Veri analizi sirasinda da veri isleme siiresi kisalacagindan gercek-zamanlt

caligsmalar i¢in daha uygun bir yaklasim olarak karsimiza ¢ikmaktadir.
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Sekil 4. Bagimsiz bilesen analizi 6ncesi beyin aktivasyonu haritalama.

Oznitelik ¢ikarimi i¢in bilesen alani, EEG verilerinin BBA kullanilarak ayristirilmasindan ve
gurilt BB'lerinin ¢ikarilmasindan sonra elde edilen BB'lerdir. Ornegin, bilesen uzayinda, yeni
BB'ler se¢im ve ¢aprazlama islemi ile tretilmektedir. Yeniden yapilandirilmis EEG sinyalleri,
Onerilen BBA Oznitelik ¢ikarimi prosediirlerini agiklamaktadir. Tablo 1, 6nerilen yontemin tim
hesaplamalarini gostermektedir. Her deneme i¢in giiriiltli ve temiz BB'ler belirlendikten sonra, egitim
verilerinin etiketine gore her sinifin yalnizca temiz BB'leri toplanir. Birikmis BB'ler arasindaki se¢im,
bagimsizliga dayali olarak yapilir. Bu nedenle, yeni BB olusturmak igin her siniftan BB'ler ortak
bilgiye (Papana ve Kugiumtzis, 2009) dayali olarak siralanmaktadir. BB'leri se¢mek icin, Denklem
(3) kullanilarak her siniftaki BB'ler i¢in ortalama karsilikli bilgiler hesaplanmakta ve bunlar artan
diizende siralanmaktadir. Buna gore BB'ler segilmektedir. Secgilen BB’ler Sekil 5’te 64 kanalli EEG

bilesenleri i¢in sunulmaktadir.
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0
Sekil 5. 64-kanalli EEG sinyalinden ¢ikarilan Bagimsiz Bilesenler (IC / BB).
Ortak bilgi matrisinde | (X; Y) iki ayrik degisken X ve Y su sekilde tanimlanabilir:
Y) = _Poey)

Burada p(x,y), X ve Y'nin ortak olasilik fonksiyonudur ve p(x) ve p(y), sirastyla X ve Y'nin marjinal

olasilik dagilim fonksiyonlaridir. Bilesen uzayindaki se¢im siirecinin algoritmasi, Tablo 1'de gosterilmektedir.

Tablo 1. Oznitelik ¢ikarmak i¢in bagimsiz bilesen segimi algoritmasi.

Bagimsiz Bilesen Se¢im Algoritmasi
1 BB: Bagimsiz bilesen

2 D «—Her simiftaki bilesen sayis1

3 K «Her siniftan secilen bilesen sayis1

4. [D x D] sifir matris olan ortak bilgi (MI) matrisi L'yi baglat
5. fori<Ddo
6

7

8

9

1

for je~Ddo\\j=i+1
L(i,j) = MI ( BB(i), BB(j) ) (Denklem (3)’e gore MI hesapla)
LG.0) = L(i.j)

. end for
0. 1 P

AD =5 LGK)

D Zay=q

11. end for
12. A artan diizende siralanir.
13. Siralanan A'dan ilk- K bilesenlerini segin:
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2.3. Siniflandirma modelleri ve performans metrikleri

Bu c¢alismada kullanilan siniflandirma modelleri ve performans metriklerinin dlgiilmesinde
MATLAB programi Classification Learner ara¢ kutusu kullanilmistir. EEG verilerinin kaydedildigi
64 kanalin tamami makine 6grenmesi modellerinde kullanilmistir. Siniflandirici modellerinin

parametreleri varsayilan degerler lizerinden karsilagtirmali olarak degerlendirilip, se¢ilmistir.

2.3.1. Makine 6grenmesi modelleri

2.3.1.1. Destek Vektor Makinesi (DVM)

Hem smiflandirma hem de regresyon g¢alismalarinda yaygin olarak kullanilan basarili bir
yaklagim olan Destek Vektor Makinesi (DVM), denetimli bir makine dgrenimi algoritmasidir.
Verileri smiflandirmak igin, en iyi stniflandirma performansinin gergeklestirilebilecegi hiper diizlem
bulundurmaktadir. Veri, hiper diizlemin hangi tarafina diistiigiine baglh olarak o smifin elemani olarak
tanimlanir (Bascil ve ark., 2016). Bu ¢alismada, Kernel Radyal Tabanli Fonksiyon (RBF) kullanan
DVM kullanilmagtir.

2.3.1.2. k-En Yakin Komsuluk (k-EYK)

Oriintii tanima teknigi smifina ait olan k-En Yakin Komsuluk (k-EYK) smiflandirmast,
parametrik olmayan, uzaklik hesab1 temelli bir 6grenme modelidir. Veri seti, egitim seti ve test seti
olmak tiizere iki gruba ayrilir ve egitim setindeki bilgiler kullanilarak 6grenme islemi gerceklestirilir.
[k olarak siniflandirilmas: gereken &rnek ile tiim egitim veri seti arasindaki mesafe belirlenir. Bir
sonraki adim, en kisa mesafeye sahip en yakin “k” adet komsuyu belirlemektir. Son olarak, yeni
ornegin sinifi, bu k en yakin komsunun siniflari arasindan en yaygin olani olarak belirlenir (Suyal ve
Goyal, 2022). k-En Yakin Komsuluk siniflandiricist i¢in k degeri sirasiyla 3-10 araliginda degerler
ile denenmistir. Bu ¢alismada siniflandirict olarak en yakin 5 komsu k-EYK seg¢ilmistir. Uzaklik

hesab1 i¢in Euclidean metrigi kullanilmistir.

2.3.1.3. AdaBoost

AdaBoost algoritmasi, siirekli egitim yoluyla veri siniflandirma yetenegini gelistiren basit bir
zayif siniflandirma algoritmas: iyilestirme siirecidir. Egitim oOrnekleri Ogrenilerek ilk zayif

siniflandirict elde edilir ve yanlhis ornekler egitimsiz verilerle birlestirilerek yeni bir egitim 6rnegi
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olusturulur. Ayrica bu 6rnek 6grenilerek ikinci zayif siniflandirici elde edilmektedir. Yanlis 6rnek,
ticiincli zay1f smiflandiriciyr elde etmek icin egitilebilecek baska bir yeni egitim 6rnegi olusturmak
icin egitilmemis verilerle birlestirilir. Bu islemi bir¢ok kez tekrarladiktan sonra, sonunda gelistirilmis
saglam siniflandirict elde edilmektedir. Dogru smiflandirma sayisini artirmak igin AdaBoost
algoritmas1 orneklere farkli agirliklar vermektedir. Dogru siniflandirilan 6rneklere nispeten diisiik
agirliklar verilir ve yanlis olanlarin artirilmasi gerekir, bu da modeli yanlis siniflandirilan 6rneklere
daha fazla dikkat etmeye zorlamaktadir. Her bir temel aga¢ modelini egitirken, veri setindeki her
ornegin agirhk dagilimimim ayarlanmasi gerekmektedir. Her egitim verisi degisecegi i¢in egitim

sonuglar1 da farkli olacaktir ve son olarak tim sonuglar toplanmaktadir (Schapire, 2013).

2.3.1.4 Karar agaci1 (KA)

Karar agact (KA), girdi verilerine dayali kararlar vermek icin akis semasi benzeri bir yap1
kullanan tahmine dayal1 bir modeldir. Karar agaci, karar desteginde kullanilan, kararlar1 ve bunlarin
potansiyel sonuglarini, sans ihtimallerini, kaynak harcamalarin1 ve fayday: iceren hiyerarsik bir
modeldir. Bu algoritmik model, kosullu kontrol ifadelerini kullanir ve parametrik degildir, denetimli
o0grenmedir hem simiflandirma hem de regresyon gorevleri i¢in yararlidir. Agag¢ yapisi, hiyerarsik,
agac benzeri bir yapi olusturan bir kok diigiim, dallar, i¢ diglimler ve yaprak diigiimlerden

olusmaktadir (Kotsiantis, 2013).

2.3.2. Makine 6grenmesi modellerini degerlendirme

Bu calismada, makine 6grenmesi modellerinin basarimlarint degerlendirmek icin literatiirde de

yaygin kullanilan hata matrisi ve k-katlamali ¢capraz dogrulama yontemleri kullanilmistir.

2.3.2.1. K- katlamah capraz dogrulama

Dogrusal bir model i¢in tipik bir K-katlamali ¢apraz dogrulama prosediiriinde, veri seti rastgele
ve esit sekilde K parcaya boliintir. Egitim seti ad1 verilen veri setinin K - 1 parcasina dayali olarak bir
aday model olusturulur. Bu aday modelin tahmin dogrulugu daha sonra uzatma kismindaki (kalan
1’deki) verileri igeren bir test setinde degerlendirilir. Sirasiyla K pargalarmin her birini test seti olarak
kullanarak ve model olusturma ve degerlendirme prosediiriinii tekrarlayarak, en kiigiik capraz
dogrulama puanina sahip modeli (tipik olarak ortalama kare tahmin hatas1 (MSPE)) 'optimal' model
olarak segilir. p bagimsiz degisken verildiginde, toplam 2P - 1 olas1t model vardir. K-katlamali ¢apraz

dogrulama prosediiriinde, her model aslinda K kez degerlendirilir. Bu nedenle, model



Karadeniz Fen Bilimleri Dergisi 14(3), 1225-1244, 2024 1236

degerlendirmesinin K (2P - 1) kat1 araciligiyla tek bir 'optimal' model segilir (Jung, 2018; Wong ve
Yeh, 2020). Bu ¢alismada K degeri 5 se¢ilmistir.

2.3.2.2. Hata matrisi

Makine Ogrenmesi model basarimini degerlendirmek i¢in Oncelikle hata matrisi
hesaplanmaktadir. Hata matrisi her bir siniflandirma algoritmasinin test kiimesine verdigi cevaplarin
veri setindeki gercek degerlerle karsilastirilmasi ile olusturulur. Iki-smifli problemlerde dort farkl

durumdan olusan hata matrisi Tablo 2’de gosterildigi sekildedir (Ohsaki ve ark., 2017):

Tablo 2. iki sinifl1 riintii tanima problemi igin hata matrisi.

Gergekte olan
Tahmin edilen

Pozitif Negatif
Pozitif True Positive False Positive
Negatif False Negative True Negative

* Dogruya dogru (True Positive - TP) ¢ Dogruya yanlis (True Negative - TN) ¢ Yanlisa dogru
(False Positive - FP) ¢ Yanlisa yanls (False Negative - FN) Bu degerlere bagl olarak smiflandiric

performansi olarak dogruluk degeri hesaplanir:
TP

Geri ¢cagirma = NP (4)
Ozgiilliik (Spec) = FPT:ITN ®)
Hassasiyet (Prec) = TPZPFP (6)
Dogruluk (CA) = % (7

2xPrec*Geri ¢cagirma

F1— Skor (F1) =

(8)

Prec+Geri cagirma

3. Bulgular ve Tartisma

Bu caligmada, Onerilen yontemi test etmek ve matematiksel sonuglariyla bir EEG analizi
gerceklestirebilmek igin, ilk olarak sinyal normalizasyonu ve artefakt eliminasyonu EEGLAB
Uzerinden gerceklestirilmistir. Yiiksek gegisli filtre ve algak gecisli filtre igin tipik ayarlar sirasiyla
0,5-1 Hz ve 35-70 Hz olarak ayarlanmistir. Yiiksek gecisli filtre tipik olarak elektro galvanik sinyaller
ve hareket artefaktlar1 gibi yavas artefaktlar1 filtrelerken, al¢ak gegisli filtre elektromiyografi
sinyalleri gibi yiksek frekansli artefaktlar1 filtrelemektedir. Ek bir ¢entik filtresi olarak elektrik gii¢
hatlarinm (50 Hz) neden oldugu artefakti gidermek i¢in Notch filtre kullanilmigtir. Elimine edilen
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gliriiltii ve diger bozuculardan arman sinyal {izerinde bagimsiz bilesen analizi (BBA) “runlCA”
algoritmas1 ile MATLAB programi iizerinden EEGLAB ara¢ kutusu kullanilarak yapilmistir
(Delorme ve Makeig, 2004). Bagimsiz bilesenler (BB’ler), Sekil 4’te gosterildigi tizere 64 kanal ve
her bir katilimet igin ¢ikarilmistir. Oznitelik olarak kullanilacak olan bilesenler Tablo 1°de anlatilan
ve bu amagla ilk defa kullanilan se¢im algoritmasi ile degerlendirilip secilmistir. Toplamda 10
katilimcr ve 5 farkli gorev i¢in ¢oklu simiflandirma yontemi ile motor gorevlerin ayirt ediciligi test
edilmistir. Smiflandirmada kullanilan makine 6grenmesi modelleri ve degerlendirme metrikleri
MATLAB programi “Classification Learner” uygulamasi {izerinden modellerin algoritmasinda
parametreler varsayilan olarak segilerek gerceklestirilmistir. Siniflandirma sonuglari asagida sirastyla
Tablo 3’ten Tablo 6’ya kadar her bir makine 6grenmesi algoritmasi ve tiim katilimecilar igin
sunulmaktadir.

Tablo 3’te DVM makine 6grenmesi modeli kullanilarak elde edilen sonuglar verilmektedir. Bu
sonuglara gore, katilimcilar kendi aralarinda degerlendirildiginde en yiiksek basarim 0.991 dogruluk
degeri ile P05 katilimcisina aittir. Bu performans hem DVM modeli i¢in hem de diger modeller
arasinda en yiiksek siniflandirma sonucunu vermektedir. Biitiin katilimcilarin ortalamasi alindiginda
ise elde edilen sonug 0.9024+ 0.0781 olmaktadir. Genel ortalamaya bakarak DVM modeli icin en
yiiksek basarima sahip simiflandirict olarak adlandirabiliriz. Toplam model siireleri agisindan
irdelendiginde DVM modelinin 4.262 sn egitim ve 2.523 sn test siiresi ile en kisa 3. sonug¢ veren

algoritma oldugu tespit edilmistir.

Tablo 3. DVM kullanilarak elde edilen model performans sonuglari.

CA F1 Prec Spec

PO1 0.869 0.869 0.873 0.967
P02 0.981 0.981 0.982 0.995
P03 0.931 0.931 0.932 0.983
P04 0.941 0.941 0.941 0.985
P05 0.991 0.991 0.991 0.998
P06 0.875 0.875 0.878 0.969
PO7 0.884 0.885 0.889 0.971
P08 0.747 0.748 0.759 0.937
Ort.t 0.9024+ 0.9026x 0.9056x 0.9756%
Std. 0.0781 0.0778 0.0743 0.0195

Katilimcr ortalamalari incelendiginde DVM modelinden sonra ikinci en yiiksek basarima sahip

olan model, k-EYK modeli olarak karsimiza ¢ikmaktadir. K-EYK modeli 0.8582+0.0985 dogruluk
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performansi gostermektedir. Ayrica Tablo 7 incelendiginde K-EYK modelinin egitim ve test
stirelerinin digerlerine kiyasla en kisa zamanda sonug verdigi goriilmektedir. Algoritmanin hesaplama
stiresi gercek zamanli BCI uygulamalarinda kritik bir 6neme sahip oldugundan performans metrikleri

kadar strenin de model secimini etkileyen bir faktor oldugu yadsinamaz bir gergektir.

Tablo 4. K-EYK kullanilarak elde edilen model performans sonuglari.

CA F1 Prec Spec

PO1 0.853 0.853 0.857 0.963
P02 0.950 0.951 0.954 0.988
P03 0.884 0.885 0.887 0.971
P04 0.922 0.922 0.924 0.980
P05 0.994 0.994 0.994 0.998
P06 0.803 0.803 0.806 0.951
PO7 0.716 0.718 0.722 0.929
P08 0.744 0.746 0.758 0.936
Ort. = 0.8582+ 0.8590+ 0.8628+ 0.9645+
Std. 0.0985 0.0980 0.0956 0.0245

Tablo 5’te verilen AdaBoost modelinin sonuglar1 irdelendiginde kisi bazinda elde edilen bazi
performanslar yiksek olmakla birlikte (P05« 0.909), genel ortalama (0.7924 + 0.0937) bazinda diger
ic yontemden de diisiik sonuglar verdigi goriilmektedir. Bu modelden elde ettigimiz sonuglara gore
onerilen modelin kisisellestirilmis bir EEG tabanli BCI sisteminde kullanilmasi daha uygundur.
AdaBoost modelini egitim ve test siiresi (egitim«>»2.559 sn, teste>1.287 sn acisindan
degerlendirdigimizde ise modelin ikinci en kisa slirede sonug veren algoritma oldugunu goérmekteyiz.

Bu da pratik BCI kullanimi i¢in uygun algoritmalar arasinda oldugunu kanitlamaktadir.

Tablo 5. AdaBoost kullanilarak elde edilen model performans sonuglari.

CA F1 Prec Spec
PO1 0.762 0.762 0.768 0.941
P02 0.891 0.891 0.892 0.973
P03 0.787 0.787 0.789 0.947
P04 0.887 0.888 0.888 0.972
P05 0.909 0.909 0.911 0.977
P06 0.747 0.747 0.747 0.937

PO7 0.678 0.677 0.678 0.920
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P08 0.678 0.680 0.684 0.920
Ort.+ 0.7924+ 0.7926+ 0.7946+ 0.9484+
Std. 0.0937 0.0937 0.0930 0.2323

Ddordiincii model olan karar agaclar1 (KA) algoritmasinin sonuglari ise Tablo 6’da sunulmustur.
Bu modelin digerlerinden farkli olarak en yiiksek basarimi1 P02 katilimcisinda 0.894 dogruluk degeri
ile elde edilmistir.

Biitlin modeller arasinda 3. en yliksek degeri veren algoritmadir. Ancak zaman bakimindan
incelendiginde KA modelinin 7.418 sn egitim ve 3.678 sn test siiresi ile en uzun siirede sonug¢ veren
algoritma oldugu tespit edilmistir. Dolayisiyla KA algoritmasinin BCI uygulamalar1 i¢in pratik bir
model olmadig belirtilebilir.

Tablo 6. Karar Agaglar1 kullanilarak elde edilen model performans sonuglari.

CA F1 Prec Spec

PO1 0.759 0.759 0.761 0.940
P02 0.894 0.894 0.895 0.973
P03 0.747 0.746 0.749 0.937
P04 0.866 0.867 0.870 0.966
P05 0.884 0.885 0.886 0.971
P06 0.806 0.805 0.805 0.952
PO7 0.784 0.783 0.783 0.946
P08 0.731 0.733 0.737 0.933
Ort.+ 0.8089+ 0.8090+ 0.8108+ 0.9522+
Std. 0.0645 0.0647 0.0641 0.0158

Tablo 7. Makine 6grenmesi modellerinin egitim ve test i¢in kullandiklar1 toplam siire (saniye-sn).

Model Egitim Test

DVM 4.262 2.523
k-EYK 1.753 1.221
AdaBoost 2.559 1.287
KA 7.418 3.678

Sekil 6°da bu ¢alismada kullanilan her bir makine §grenmesi modelinin grafiksel olarak alici igletim
karakteristigi (ROC) egrileri verilmistir. Bu grafik, farkli smirlama egikleri altinda duyarlilik ve 6zgiilliik
arasindaki iligkiyi gostermektedir. DVM, k-EYK, AdaBoost ve KA modellerinin farkli duyarlilik ve 6zgilliik

degerlerinde nasil performans gosterdigini gorsel olarak anlagilir kilmaktadir. Ayni zamanda makine
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6grenmesi modellerinin dogru simiflandirma yetenegini ve yanlig siniflandirma oranlarini degerlendirmek veya
optimize etmek i¢in rehberlik saglamaktadir. Bu sonuglara gore performanslar sirasiyla su sekilde karsimiza
cikmaktadir: DVM, k-EYK, AdaBoost ve KA. Tablolarda elde edilen sonuglardan farkli olarak ROC egrisi ile

gosterilmek istenen AdaBoost modelinin KA modelinden TP ve FP oranlarina gore daha basarili performans

gosterdigidir.
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Sekil 6. Farkli makine 6grenimi modelleri i¢in ROC egrisi.

Makine 6grenmesi modellerinin dogru smiflandirma yetenegini ve yanlis smiflandirma oranlarini
degerlendirmek veya optimize etmek i¢cin Dogru-Pozitif ve Yanlig-Negatif oranlarini inceleyebildigimiz bir
diger kriter olan karmasiklik matrisi de Sekil 7°de sunulmaktadir. Karmagiklik matrisi bize ayni1 zamanda
siniflarin dogru tahmin edilme oranim1 da karsilastirmali olarak gdstermektedir. Sekil 7’de bu g¢alisma
kapsaminda kullanilan makine 6grenmesi modellerinden en yiiksek sonucun elde edildigi DVM modelinde
smiflarin TPR (Dogru-Pozitif Orani) ve FNR (Yanlig-Negatif Orani) basar1 oranlarini karmagiklik matrisi
kullanilarak belirtilmistir. Diger makine 6grenmesi modellerinde de benzer sonuglar elde edildigi i¢in sadece
DVM modelinin karmagiklik matrisi verilmistir. Ayrica siniflandirilan el hareketleri arasinda “yanal kavrama”
gbrevinin en basarili smiflandirma sonucunu verdigi tespit edilmistir. ikinci basarili performans olarak

“slipinasyon” gorevi ve sirasiyla “el a¢ik”, “avug i¢ci kavrama” ve “pronasyon” gorevleri takip etmektedir.
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Sekil 7. En basarili makine 6grenmesi modelinin karmagiklik matrisi (DVM 90.24%)

Bu arastirma analizinden ¢ikarilan basarim performanslari literatiirde ayn1 veri setini kullanarak
elde edilen sonuglar ile Tablo 8’de karsilastirilmistir. Calismalarda kullanilan performansi dogrudan
etkileyen Oznitelik ve makine O0grenmesi modelleri iizerinden dogruluk degerleri baz alinarak
degerlendirme yapilmistir. Bu degerlendirme sonucunda bes sinif kullanilarak yapilan siniflandirma

calismalar1 arasinda uygulanan metodoloji ile en yliksek bagsarim bu ¢alismaya aittir.

Tablo 8. Literatiirde mevcut ayni veri setini kullanarak yapilan ¢alismalar ve elde edilen en yiiksek sonuglar.

Oznitelik Cikarimi Smiflandirici Dogruluk Degeri Referans
(%)

Katz’s Fractal Dimension

o 96.47 (2-sinif) Akman Aydin, E.

(KFD) + DVM 2023
Standart Sapma 1D CNN+LSTM model 75.75 (5-smnif) g’r'li‘kgggg ST.Z. ve
m‘:;’ﬁ{:‘aﬁgt(mgtg;’ Cortical - conuNet AlexNet 76.00 S-smfy  oonon S Ve ark
gzlc%ﬁlpkols)ietlil::i’(WPD) Wavelet neural network 85.24 (5-smif) Zhou, X. ve ark. 2021
Temporal_-SpatiaI _ _ _
- ey 711 Gam  Mbahern,

Bagimsiz Bilesenlerde DVM

Ortak Bilgi Matrisi 90.24 (5-sinif) Bu ¢alisma
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4. Sonuclar ve Oneriler

Bu ¢alismada temel hedef omurilik yaralanmasi gegiren insanlarin baglica tedavi yontemi olan
rehabilitasyon i¢in EEG tabanli bir beyin bilgisayar arayiizii tasarimi ger¢eklestirmektir. Bu hedef
dogrultusunda kullanilan yontemler coklu smiflandirma basarimlarinin diisilk olmasi sebebiyle
arastirtlmaya devam etmektedir. BCI ¢alismalarinda genellikle OY 11 insanlardan veri toplamanin
zorluklarindan dolay1 genellikle saglikli insanlardan alinan veriler lizerinde ¢alisilmaktadir. Ancak
bu c¢alismada amacina uygun olarak acgik erisimli OY hastalarina ait EEG veri seti lizerinde
calisilmistir. BCI galigsmalarinda karsilasilan bir diger zorluk olan ¢oklu komut {iretmek igin gereken
coklu smiflandirma sonuglarmin heniiz diisiik performanslar gostermesidir. Ancak bu calisma ile
gorulmektedir ki, BB bilesenleri temelli 6znitelik ¢ikarimi ve DVM ile siniflandirilmasi sonucu OY
hastalarindan alinan EEG verileri 0.9024+0.0781 degerinde bir basarim ortaya koymaktadir. Bu
siiflandirma basarimi sans orani 0.20 olan bes gorevi siniflandirma problemi olarak diisiiniildiigiinde
oldukga yiiksek bir degerdir. Bunun yani sira diger uygulanan makine 6grenmesi yontemleri de kayda
deger dogrulukta basarim gostermektedirler. Gergek zamanli BCI uygulamalari i¢in 6nemli olan bir
diger olgiit ise sinyal isleme ve kontrol komutu iiretme siiresidir. Dolayisiyla uygulanan makine
Ogrenmesi algoritmalar1 acisindan siireler karsilastirildiginda en kisa stirede 1.753 ile k-EYK
algoritmasi sonug vermektedir.

Sonug olarak BB ¢ikarma ve ilk defa oznitelik olarak kullanma yaklasimiyla olusturulan
yontembilim yiiksek dogrulukta sonuglar iiretmektedir. Dolayisiyla bu da ideal EEG tabanli BCI

tasarimi i¢in uygun bir metodolojisi oldugunu kanitlanmaktadir.

Arastirma ve Yayin Etigi Beyam

Yapilan ¢calismada arastirma ve yayin etigine uyulmustur.
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