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Figure A. Flow Chart of the Study
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Oxford-17 data set was used in the study. This dataset contains 1360 images of 17 different flower species.
Convolutional neural networks (CNN) were used for the analysis of the images. Feature extraction was
performed using AlexNet and MobileNetV2 architectures and classification process was performed. Model
performance was evaluated by 10-k cross validation method.

Results:
The highest success rate in the results obtained with the AlexNet architecture was determined as 93.1%. In
the classification made using the MobileNetV2 architecture, the highest success rate was found to be 93.9%.
These results show that deep learning architectures are effective in recognizing and classifying flower
species.

Conclusion:

The results of the study show that deep learning methods are successful in recognizing and classifying flower
species. It is anticipated that better results can be achieved by using more advanced deep learning
architectures in future studies. It is emphasized that this study is an effective method in terms of cost and
time for recognizing and classifying flower species.
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Cesitliligin fazla olmasi nedeniyle ¢icek tiirlerini siniflandirma problemi zorlu ve maliyetli bir siirectir. Bu alanla
ilgili calismalar yapan aragtirmacilarin islerini kolaylastirmak i¢in bilgisayarli gorii ve derin 6grenme uygulamalari
bilyiik avantaj saglamaktadir. Derin 6grenme yontemleri yeni algoritmalarin gelistirilmesiyle biiylik miktarda veri
tizerinde hizli ve dogru analiz yapabilmede yiiksek basarilara ulasabilmektedir Birgok alanda kullanilan bu
yontemler, ¢icek tiirlerini siniflandirmada da basarili sonuglar vermektedir. Yapilan bu ¢alismada Oxford-17 veri
seti kullanilmistir. Veri setinde 17 sinifa ait 1360 adet ¢igek goriintiisii yer almaktadir. Evrisimsel sinir aglar
kullanilarak olusturulan bu g¢aligmada derin 6grenme mimarilerinden AlexNet ve MobileNetV2 mimarileri
kullanilmistir. AlexNet mimarisi kullanilarak 4096 adet 6zellik ¢ikartilmistir. Her bir goriintiiden 4096 adet 6zellik
cikartilarak 1360x4096 boyutunda 6zellik matrisi elde edilmistir. Komsuluk Bilegsen Analizi (KBA) algoritmast ile
ilk 500 6zellik segilmis olup, Destek Vektor Makinesi (DVM) yontemiyle siniflandirma islemi gergeklestirilmistir.
Ardindan MobileNetV2 mimarisi kullanilarak 1000 adet 6zellik ¢ikartilmis olup 1360x1000 boyutunda 6zellik
matrisi elde edilmistir. Ayn1 islemler tekrarlanarak KBA algoritmasi kullanilarak ilk 500 6zellik segilip DVM ile
smiflandirma islemi gerceklestirilmistir. Tki mimarinin performans karsilastirmalar1 yapilarak AlexNet
mimarisinden %93,1, MobileNetV2 mimarisinden %93,9 basar1 orani elde edilmistir. MobileNetV2 mimarisinden
elde edilen sonucun daha etkili oldugu goriilmiistiir.
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Due to the high diversity, the problem of classifying flower species is a difficult and costly process. Computer
vision and deep learning applications provide great advantages to facilitate the work of researchers working in this
field. With the development of new algorithms, deep learning methods can achieve high success in performing fast
and accurate analysis on large amounts of data. These methods, which are used in many fields, also provide
successful results in classifying flower species. Oxford-17 data set was used in this study. The data set includes
1360 flower images belonging to 17 classes. In this study, which was created using convolutional neural networks,
AlexNet and MobileNetV2 architectures, which are deep learning architectures, were used. 4096 features were
extracted using AlexNet architecture. By extracting 4096 features from each image, a feature matrix of 1360x4096
size was obtained. The first 500 features were selected with the Neighborhood Component Analysis (NCA)
algorithm and the classification process was carried out with the Support Vector Machine (SVM) method. Then,
1000 features were extracted using the MobileNetV2 architecture and a feature matrix of 1360x1000 size was
obtained. By repeating the same processes, the first 500 features were selected using the NCA algorithm and
classification was performed with SVM. By comparing the performance of the two architectures, a success rate of
93.1% was obtained from the AlexNet architecture and 93.9% from the MobileNetV2 architecture. It has been
observed that the result obtained from MobileNetV2 architecture is more effective.
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1. Giris (Introduction)

Gilinliimiizde yapay zeka ve goriintii isleme alanlarindaki gelismeler,
dogal yagamin korunmasi ve biyogesitlilik alaninda yapilan ¢aligmalar
i¢in yeni firsatlar sunmaktadir. Cesitli ¢igek tiirlerinin bulunmasindan
dolay1 ¢igeklerin dogru bir sekilde tanimlanmasi ve siniflandirilmasi
maliyet ve zaman agisindan zorlu bir siiregtir. Bilgisayarla gorii ve
derin Ogrenme teknikleri bu anlamda arasgtirmacilara kolaylik
sunmaktadir. Kisa siirede yiiksek basarilar elde edilerek ¢igek
tirlerinin dogru bir sekilde tamimlanmasi ve siniflandirilmasi
gerceklestirilebilmektedir. Bu c¢alismada derin 6grenme yontemi
kullanilarak 17 tiire ait ¢igek goriintiisii siniflandirilmigtir.

Yapay zekd gliniimiizde popiiler hale gelerek birgok alanda
kullanilmakta ve insan yasammi kolaylastirmaktadir. Makine
Ogrenmesi, yapay zekanm alt dalidir. Derin 6grenme ise makine
6grenmesinin alt dalidir. Makine 6grenmesinin aksine derin 6grenme,
ozellik ¢ikarimini disaridan yapmaya ihtiyag duymadan kendisi
yapabilmektedir [1]. Derin 6grenme, biiyiik miktarda veriyi isleme
kapasitesine sahip olmasi ve 6grenme siirecindeki adaptif yetenegi
sayesinde ses tanima [2—4], gorsel tanima [5, 6] ve dogal dil isleme
[7, 8] gibi pek ¢ok alani etkilemektedir ve bu alanlarda birgok
caligmalar yapilmistir. Derin katmanlar kullanilarak bir problemin
¢Ozlimi i¢in yiiksek basarilar elde edilebilmektedir.

Giri’nin yapmis oldugu ¢calismada [9], Oxford-17 veri seti kullanilmis
olup veri setinde 17 sinif, her sinifta 80 adet goriintii olmak tizere
toplamda 1360 adet goriintii yer almaktadir. Calismada Inception V3
modeli kullanilarak 6zellik ¢ikarimi yapilmistir ve %86,4 basari tespit
edilmistir. Lin ve arkadaginin yapmis oldugu caligmada [10], Oxford-
17 ve Oxford-102 veri setleri kullanilmistir. Oxford-17 veri setinde
toplamda 1360 adet goriintii yer almaktadir. Oxford-102 veri setinde
ise 102 smif bulunmakta ve toplamda 8189 adet goriintii yer
almaktadir. Calismada VGG-16, VGG-19, LeNet-5 ve AlexNet
mimarileri test edilmistir. Oxford-17 veri setinde VGG-16
mimarisiyle %79,56, VGG-19 mimarisiyle %80,26, LeNet-5
mimarisiyle %72,45, AlexNet mimarisiyle %78,32 basar1 degeri
tespit edilmistir. Oxford-102 veri setinde ise VGG-16 mimarisiyle
%81,26, VGG-19 mimarisiyle %80,82, LeNet-5 mimarisiyle %73,46,
AlexNet mimarisiyle %78,92 basart degeri tespit edilmistir. Pandey
ve arkadaglarinin yapmis oldugu ¢alismada [11], Oxford-17 veri seti
kullanilmigtir. Calismada RegNetY 16GF modeli tercih edilmis olup
en yiliksek basari degeri %93,4 olarak tespit edilmistir. Giri ve
arkadaginin yapmis oldugu ¢aligmada [12], Oxford-17 ve Caltech-101
veri seti kullanilmigtir. Calismada Oxford-17 veri setinde bulunan
1360 adet goriintiiniin tamami kullanilmigtir. Caltech-101 veri setinde
101 simif bulunmakta ve yaklagik 9000 goriintii yer almaktadir.
Calismada Caltech-101 veri setinin 20 sinift kullanilmis olup her
sinifta 70 goriintli olmak tlizere 1400 adet goriintii kullanilmistir.
Inception V3 modeliyle 6zellik ¢ikarimi yapilan ¢aligmada Oxford-17
veri setinde %92,27, Caltech-101 veri setinde ise %98 basar1 degeri
tespit edilmistir. Tian ve arkadaglarimin yapmis oldugu calismada
[13], Oxford-17 veri seti kullanmilmistir. Calismada degistirilmis Tiny
DarkNet modeli olusturulmus olup %92 oraninda basar1 degeri tespit
edilmistir. Zhao ve arkadaglarinin yapmig oldugu ¢alismada [14], Five
Categories, Oxford-17 ve Self-dataset veri setleri kullanilmgtir. Five
Categories veri setinde 5 adet tiir bulunmakta ve toplamda 3670 adet
cicek goriintiisii yer almaktadir. Self-dataset veri setinde ise 6 adet tiir
bulunmakta ve toplamda 180 adet ¢icek goriintiisii yer almaktadir.
Calismada CCAN olarak kisaltilan bir renk sabitligi tabanli yéntem
kullanilmustir. Five Categories veri setinden %86,12 basar1 degeri elde
edilmigtir. Oxford-17 veri setinden %90,44 basar1 degeri elde
edilirken, Self-dataset veri setinden %90,91 basari degeri elde
edilmistir. Singprayoon ve arkadasinin yapmis oldugu ¢aligmada [15],
Inception evrisimsel sinir aglarinda (ICNN) kullanilan 2-ICNN, 1F-

ICNN ve 1L-ICNN yardimc: aglar model olarak tercih edilmistir.
Oxford-17 ve Oxford-102 veri setleri kullanilmigtir. 2-ICNN
modelinde Oxford-17 veri setinden elde edilen basar1 degeri %83,68
iken Oxford-102 veri setinden elde edilen basar1 degeri %80,31dir.
1F-ICNN modelinde Oxford-17 veri setinden elde edilen basar1 degeri
%84,63 iken Oxford-102 veri setinden elde edilen basari degeri
%80,12°dir. 1L-ICNN modelinde Oxford-17 veri setinden elde edilen
bagar1 degeri %83,01 iken Oxford-102 veri setinden elde edilen basari
degeri %78,97°dir. Ran ve arkadaslarinin yapmis oldugu ¢aligmada
[16], LeNet-5 mimarisi tercih edilmis olup Oxford-17 ve Oxford-102
veri setleri kullanilmistir. Oxford-17 veri setinden %93, Oxford-102
veri setinden ise %92,56 bagar1 degeri elde edilmistir.

Birgok cigek tiirii birbirine benzeyebilmektedir. Ozellikle aym aileden
veya cinslerden olan ¢icekler arasinda ince farkliliklar
bulunabilmektedir. Ayrica ¢igeklerin goriinimii mevsimlere ve
cevresel faktorlere baglh olarak degisebilmektedir. Bunlar
smiflandirma yaparken karisikliga sebep olmaktadir. Bu durumda
bilgisayarl1 gorii ve yapay zekd uygulamalari yardimci olmaktadir.
Ozellik ¢ikarma ve ozellik segme islemleri, anlamli 6zelliklerin
cikartilarak daha dogru tahminlerde bulunulmasini ve daha hizli
sonuglar elde edilebilmesini saglamaktadir. AlexNet mimarisi [17],
tarihsel bir doniim noktasi olup kullandigi katmanlar sayesinde
modelin karmagik 6zellikleri 6grenmesini saglamaktadir. Asir1 uyma
(overfitting)’y1 azaltmak i¢in veri artirma yontemini ve seyreltme
(dropout) katmaninmi kullanmaktadir. Bu sayede modelin ezberleme
yapmasinin oniine gecilmekte ve daha saglikli, basarili sonuglar elde
edilmektedir. MobileNetV2 mimarisi [18], mobil ve gomiili
cihazlarda calismak tizere tasarlanmis bir mimaridir. Daha az
parametre ile ¢aligarak hizli ve verimli bir sekilde model egitimi ve
tahmini yapmaktadir. Béylece siirli kaynaklara sahip cihazlarda bile
yiiksek  performans gostermesini saglamaktadir. Kullandig1
konvoliisyonlar sayesinde hesaplama maliyetini azaltmakta ve model
boyutunu kiigiiltmektedir. Bu, modeli daha hizl1 ve hafif yapmaktadir.
Her mimarinin kendine gére avantajlart ve dezavantajlari vardir.
Literatiirdeki diger modellerle karsilastirma yapilirken performans,
hiz, hesaplama maliyeti, model boyutu, bellek kullanimi gibi kriterler
g6z Oniinde bulundurulmustur. MobileNetV2 mimarisi, 6zellikle
mobil ve gémiilii cihazlar i¢in gelistirilmis bir model oldugundan hizli
ve diisik maliyetli bir ¢6ziim sunmaktadir. Bu da mimarinin
uygulama alanlarin1 genisletmektedir. Ayrica bu mimari, diisiik
parametre sayisina ve hafif bir yapiya sahiptir. Bu 6zellikler, modelin
bellek kullanimmi minimize etmekte ve daha diisik kaynaklarla
caligmasini saglamaktadir. AlexNet mimarisi, derin &grenmede
6nemli bir yere sahip olup goriintli tanima ve siniflandirma
problemlerinde sikga tercih edilmektedir. Bu mimari, biiyiik bir model
olmasma ragmen seyreltme katmamni ile asir1 uymayr basarili bir
sekilde oOnlemektedir. Bu tiir degerlendirmeler yapildiginda her
mimarinin kendine has avantaji bulunsa da AlexNet ve MobileNetV2
mimarileri 6n plana ¢ikmaktadir. Bu nedenle bu iki mimari tercih
edilmistir. Yapay zeka teknikleri, ¢cok boyutlu ve karmasik veri
kiimelerini isleyebilmektedir. Ayrica ayrintili bir sekilde dgrenerek
daha dogru tahminler yapmaktadir. Maliyet ve zaman agisindan da bu
alanda  c¢aligmalarin1  yiiriiten  arastirmacilara  kolayliklar
saglamaktadir. Bu ¢alisma, AlexNet ve MobileNetV2 mimarilerinin
¢icek smiflandirma problemine farkli yaklagimlar sunarak her iki
modelin faydalarini ortaya koymaktadir. Tiim bunlar géz oOniinde
bulunduruldugunda ¢alismanin, ¢icek tiirlerini  siiflandirma
problemine katki saglayacagi distiniilmektedir. Bu ¢aligmada
evrisimsel sinir aglar1 (ESA) kullanilarak ¢igek goriintiileri analiz
edilmistir. Caligmada kullanilan veri seti ikinci bolimde, AlexNet,
MobileNetV2 mimarileri ve smiflandirma algoritmalan ile ilgili
bilgiler ise liglincii boliimde yer almaktadir. Caligmaya ait bulgular ve
tartisma dordiincii bolimde, sonuglar ise besinci bolimde yer
almaktadir.
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2. Veri Seti (Dataset)

Oxford-17 veri seti [19], 17 siiftan olusan ve her sinifta 80 adet ¢igek
goriintiisii bulunan toplamda 1360 adet ¢icek goriintiisiine sahip bir
veri setidir. Veri setinde nergis, kardelen, miige ¢igcegi, mavi gan,
cigdem, iris, kaplan zambagi, lale, yilan basi, aycicegi, papatya,
oOksiiriik otu, karahindiba, ¢uha ¢igegi, diigiin ¢igegi, riizgar ¢igegi ve
hercai menekse tiirleri yer almaktadir. Sekil 1’de veri setinde bulunan
cicek goriintiileri verilmektedir.

3. Deneysel Metot (Experimental Method)

Calismada goriintiileri analiz edebilmek i¢in evrisimsel sinir aglar
kullanilmistir. Oxford-17 veri setinde yer alan her ¢igek goriintiistiniin
boyutu ayni degildir. Goriintiilerin sabit bir boyuta getirilmesi,
modelin 6zellik ¢ikarimi1 yapmasini kolaylagtirmaktadir. Bu nedenle
gorlintiilerin  timii 600x600 boyutuna esitlenmistir. Cok biiyilik
boyutlu goriintiiler, gereksiz yere yiiksek hesaplama yiikii ve bellek
kullanim1 gerektirirken, kii¢iik boyutlu goriintiiler ise yeterli detay
icermeyebilir ve bu durum modelin performansini diisiirebilmektedir.
600x600 boyutu, bu dengeyi saglamak i¢in ideal bir boyuttur. Clinki
yeterli detay ve bilgi icerirken, hesaplama yiikiinii de yOnetilebilir
seviyede tutmaktadir. Goriintiiler iizerinden o&zellik ¢ikarimu
yapabilmek igin sirasiyla AlexNet ve MobileNetV2 mimarileri ayri
ayr1 kullanilmigtir. Modelin basarimini 6lgebilmek i¢in 10-k gapraz
dogrulama kullanilmistir. Oncelikle AlexNet mimarisi ile 4096 adet
ozellik ¢ikartilarak modelin basari orani artirilmistir. Boylelikle
1360x4096 boyutunda Ozellik matrisi elde edilmistir. Bir ozellik
secme algoritmasi olan KBA (Komsuluk Bilesen Analizi) ile ilk 500
ozellik segilmis olup DVM (Destek Vektér Makinesi) ile
smiflandirma islemi gergeklestirilmistir. Modellerin karsilagtirmasini
yapabilmek ic¢in ayni islemler MobileNetV2 mimarisi ile
gerceklestirilmis olup 1000 adet ozellik ¢ikartilarak 1360x1000
boyutunda &zellik matrisi elde edilmistir ve yine KBA ile ilk 500
ozellik  secilmigy olup DVM ile smiflandirma  islemi
gergeklestirilmistir.

3.1. AlexNet Mimarisi (AlexNet Architecture)

AlexNet mimarisi derin 6grenmenin gelismesine biyik katkilar
saglamigtir. Mimari sekiz katmandan olugmaktadir. Ilk bes katmani

2

evrisim katmamdir geriye kalan ii¢ katman ise tam baglantili
katmandir. Smiflandirma i¢in softmax siiflandiricist kullanilmustir.
Ayrica mimaride GPU kullanilmstir ve aktivasyon fonksiyonu olarak
ReLU tercih edilmistir. Mimari 60 milyon parametreye sahiptir [17].
Sekil 2’de mimariye ait genel yap1 verilmektedir.

3.2. MobileNetV2 Mimarisi (MobileNetV2 Architecture)

MobileNetV2 mimarisi mobil cihazlar igin gelistirilen bir mimaridir.
Aynm1 zamanda bilgisayar ortaminda da kullanilabilmektedir.
MobileNetV2 mimarisi MobileNet mimarisinin gelistirilmis bir
versiyonudur. Bu mimari darbogaz katmanlarmin arasinda kisayol
baglantilarinin  oldugu ters ¢evrilmis artik blok yapisina
dayanmaktadir [18]. Genel haliyle mimari, 32 filtreli baslangi¢ tam
evrisim katmani ve ardindan 19 darbogaz katmanindan olusmaktadir.
Ayrica mimaride taginabilirlik i¢in derinlemesine ayrilabilir evrigim
yontemi kullanilmaktadir [20]. Mimari, 1.7 milyon ile 6.9 milyon
arasinda parametre degerine sahiptir. Tablo 1’de modele ait katmanlar
verilmektedir. Burada t genisletme faktoriinii, ¢ ¢ikis kanal sayisini, n
tekrar etme sayisini, s ise adim kaydirma degerini temsil etmektedir.
Biitiin uzamsal evrisimler 3x3 boyutunda filtreler kullanmaktadir
[18]. Sekil 3’te MobileNetV2 mimarisine ait konvoliisyonel bloklari
verilmektedir. 11k blok stride degeri 1 olan artik blok, ikinci blok ise
kii¢iiltme islemi i¢in stride degeri 2 olan bloktur [21].

Tablo 1. MobileNetV2 mimarisinde kullanilan katmanlar
(Layers used in MobileNetV2 architecture) [18]

Girig Katman t ¢ n s
224%x3 Konv2d - 32 12
1122x 32 Darbogaz 1 16 11
1122x 16 Darbogaz 6 24 22
562 x 24 Darbogaz 6 32 32
282x32 Darbogaz 6 64 42
142 x 64 Darbogaz 6 96 31
142 x 96 Darbogaz 6 160 3 2
72 x 160 Darbogaz 6 320 11
72 x 320 Konv2d 1x1 - 1280 11
72 x 1280 Ortalama Havuzlama 7x7 - - 1 -
1x1x1280 Konv2d 1x1 - k - -

Sekil 1. Oxford-17 veri seti (Oxford-17 dataset) [191
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Sekil 2. AlexNet Mimarisi (AlexNet architecture) [17] (AlexNet mimarisi (AlexNet architecture) [17])
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Sekil 3. MobileNetV2 mimarisine ait konvoliisyonel bloklar (Convolutional blocks of MobileNetV2 architecture) [18]

3.3. Siniflandirma Algoritmalari (Classification Algorithms)

Birden fazla simiflandirma algoritmasi bulunmaktadir. Karar agaclari,
veri setindeki en iyi karar noktalarin1 ve agag¢ yapilarini belirleyerek
simiflandirma yapmaktadir. Naif bayes, olasilik tabanli bir yaklasimla
bir 6rnegi maksimum a posteriori olasiliga gore siniflandirmaktadir.
DVM, veri setini ayiran en iyi marjinal hiper diizlemi bulmakta ve
¢ekirdek fonksiyonlari kullanarak performansini optimize etmektedir.
K — en yakin komsuluk, veri noktalarini belirli bir k sayida en yakin
komsusuna gore siniflandirmaktadir. Topluluk siniflandiricisi, birden

fazla smiflandiricinin tahminlerine dayanarak daha dogru sonuglar
elde etmeyi amaglamaktadir.

Bu yontemler arasinda bayes ortalamasi, giiclendirme ve ¢antalama
gibi teknikler bulunmaktadir [22]. Lineer diskriminant, tim siniflarin
dogrusal bir sekilde ayrilabildigini varsaymaktadir. Buna gore 6zellik
uzayindaki birkag tane hiper diizlemi temsil eden siniflar1 ayristirmak
icin kullanilmaktadir [23]. Noral aglar, ¢oklu smiflandirma igin
kullanilmaktadir. Tyi bir tahmin dogruluguna sahiptir. Tam baglantili
katmanlarin boyutu ve sayisinin artmastyla model esnekligi de
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artmaktadir. Cekirdek smiflandiricisi, verilerin dogrusal olmayan
siniflandirmasini gergeklestirmek icin kullanilmaktadir [24].

4. Sonuclar ve Tartismalar
(Results and Discussions)

Calismada, Intel(R) Core(TM) i5-4210U CPU @ 1.70GHz ~ 2.40
GHz islemci, 8 GB Ram’e sahip Windows 10 isletim sistemi
kullanilmis olup, sonuglar MATLAB 2022a siiriimiiniin classification
learner toolbox’1 kullanilarak elde edilmistir. Tablo 2’de AlexNet
mimarisi kullanilarak elde edilen sonuglarin siniflandiricilara gore
tahmin degerleri ve basar1 oranlari, Tablo 3’te ise MobileNetV2
mimarisi kullanilarak elde edilen sonuglarin siniflandiricilara gore
tahmin degerleri ve basari oranlar1 verilmektedir.

Tablo 2. AlexNet mimarisi kullanilarak elde edilen sonuglarin
siniflandiricilara gore tahmin degerleri ve basari oranlari (Prediction
values and success rates of the results obtained using AlexNet architecture
according to classifiers)

Siniflandirict ],?;)fnrin ¥:111111111$in 323&1 Oran:
Karar Agaclar 888 472 65,3

Lineer Diskriminant 1198 162 88,1

Naif Bayes 1171 189 86,1

DVM 1266 94 93,1

K — En Yakin

Komsuluk 1219 141 89,6
Topluluk 1242 118 91,3

Noral Aglar 1255 105 92,3
Cekirdek 1261 99 92,7

Tablo 2’ye gore AlexNet mimarisi kullanilarak elde edilen sonuglarda
en yiksek basar1 degeri DVM (Destek Vektér Makinesi)
smiflandiricisina  aittir. Tablo 3’e gore MobileNetV2 mimarisi
kullanilarak elde edilen sonuglarda en yiiksek basar1 degerleri DVM
ve Topluluk siniflandiricilarina aittir.

Tablo 3. MobileNetV2 mimarisi kullanilarak elde edilen sonuglarin
smiflandiricilara gére tahmin degerleri ve basari oranlar

(Prediction values and success rates of the results obtained using
MobileNetV2 architecture according to classifiers)

Smiflandirict ]T);)}%rrnuin }{:l?gsin ](?,Zian Oram
Karar Agaglart 756 604 55,6
Lineer Diskriminant 1246 114 91,6
Naif Bayes 1182 178 86,9
DVM 1277 83 93,9
Egmiﬁlzﬁkm 1231 129 90,5
Topluluk 1277 83 93,9
Noral Aglar 1263 97 92,9
Cekirdek 1260 100 92,6

Karmagiklik matrisinde yer alan DP, dogru pozitif degeri, DN ise
dogru negatif degeri temsil etmektedir. YP, yanlhs pozitif degeri, YN
ise yanlis negatif degeri ifade etmektedir [25]. Bu degerler
kullanilarak MCC, duyarlilik, 6zgiilliik, kesinlik ve F1 skor metrikleri
hesaplanmaktadir. Bu metriklere ait denklemler [26, 27] denklem Es.
1-Es. 5’te verilmektedir.

(DP+DN)—(YP+YN)

MCC = "
J(DP+YP)+(DP+YN)*(DN+YP)*(DN+YN)
DP
l")uyarllllk = oon o
Ozgiillik = s (3)
Kesinlik = —2f— “
DP+YP
F1 skor = ZKesinlik-Duyarhilik .

Kesinlik+Duyarlilik

AlexNet ve MobileNetV2 mimarileriyle elde edilen sonuglarda
smiflandiricilara ait performans sonuglari ortalama degerleri alinarak
Tablo 4 ve Tablo 5’te verilmektedir.

Tablo 4. AlexNet mimarisi kullanilarak elde edilen sonuglarda siniflandiricilara ait ortalama performans sonuglari
(Average performance results of classifiers in the results obtained using AlexNet architecture)

Siniflandirict MCC Duyarliik  Ogzgiillik  Kesinlik  F1-Skor
Karar Agaclari 0,634 0,652 0,977 0,662 0,655
Lineer Diskriminant 0,911 0,915 0,936 0,919 0,916
Naif Bayes 0,862 0,868 0,991 0,874 0,869
DVM 0,927 0,930 0,995 0,933 0,931
K- En Yakin Komsuluk 0,893 0,896 0,993 0,908 0,897
Topluluk 0,911 0,913 0,994 0,923 0,915
Noral Aglar 0,917 0,922 0,994 0,922 0,921
Cekirdek 0,923 0,927 0,995 0,930 0,927

Tablo 5. MobileNetV2 mimarisi kullanilarak elde edilen sonuglarda siniflandiricilara ait ortalama performans sonuglari
(Average performance results of classifiers in the results obtained using MobileNetV2 architecture)

Simniflandiric MCC Duyarlilk  Ozgiillik  Kesinlik  F1-Skor
Karar Agaglari 0,533 0,555 0,971 0,568 0,559
Lineer Diskriminant 0,911 0,915 0,994 0,919 0,916
Naif Bayes 0,862 0,868 0,991 0,874 0,869
DVM 0,935 0,938 0,995 0,941 0,939
K- En Yakin Komsuluk 0,899 0,904 0,993 0,908 0,904
Topluluk 0,935 0,938 0,995 0,941 0,939
Noral Aglar 0,924 0,928 0,995 0,929 0,928
Cekirdek 0,923 0,926 0,995 0,931 0,927
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Tablo 6. Onerilen ¢alismanin literatiirdeki bazi galismalarla karsilastiriimasi
(Comparison of the proposed study with some studies in the literatiire)

Calisma Model Veri Seti Basar1 Orani (%)
Giri [9] Inception V3 Oxford-17 86,4
Lin vd. [10] Ox-17 Ox-102
VGG-16 Oxford-17 79,56 81,26
VGG-19 Oxford-102 80,26 80,82
LeNet-5 72,45 73,46
AlexNet 78,32 78,92
Pandey vd. [11] RegNetY 16GF Oxford-17 93,4
Giri vd. [12] Inception V3 Oxford-17 Ox-17 Cal-101
Caltech-101 92,27 98
Tian vd. [13] Tiny DarkNet Oxford-17 92
Zhao vd. [14] FiCa Ox-17 Ox-102
CCAN Five Categories 86,12 90,44 90,91
Oxford-17
Self-dataset
Singprayoon vd. [15] Ox-17 0x-102
2-ICNN Oxford-17 83,68 80,31
1F-ICNN Oxford-102 84,63 80,12
1L-ICNN 83,01 78,97
Ran vd. [16] Ox-17 0Ox-102
LeNet-5 Oxford-17 93 92,56
Oxford-102
Onerilen Caligma AlexNet Oxford-17 93,1
MobileNetV2 93,9

Tablo 4’e gore AlexNet mimarisi kullanilarak elde edilen performans
sonuglarinda en yiiksek degerler DVM siniflandiricisina aittir. Tablo
5’e gore MobileNetV2 mimarisi kullanilarak elde edilen performans
sonuglarinda ise en yiiksek degerler DVM ve Topluluk
siniflandiricilarina aittir. Tablo 6’da Onerilen calisma ile literatiirdeki
bazi ¢aligmalar kargilastirilmaktadir.

Tablo 6’da goriildiigii tizere Giri’nin yapmis oldugu ¢aligmada [9],
Oxford-17 veri seti kullanilmig olup mimari olarak Inception V3
mimarisi tercih edilmistir. %86,4 basar1 degeri elde edilmistir. Lin ve
arkadaginin yapmis oldugu ¢alismada [10], Oxford-17 ve Oxford-102
veri setleri kullanilmistir. Sirastyla VGG-16, VGG-19, LeNet-5 ve
AlexNet mimarileri tercih edilmistir. VGG-16 mimarisinden Oxford-
17 veri setinde %79,56, Oxford-102 veri setinde ise %81,26 basar1
degeri elde edilmistir. VGG-19 mimarisinden Oxford-17 veri setinde
%80,26, Oxford-102 veri setinde ise %80,82 basar1 degeri elde
edilmigtir. LeNet-5 mimarisinden Oxford-17 veri setinde %72,45,
Oxford-102 veri setinde ise %73,46 basar1 degeri elde edilmistir.
AlexNet mimarisinden Oxford-17 veri setinde %78,32, Oxford-102
veri setinde ise %78,92 basar1 degeri elde edilmistir. Pandey ve
arkadaglarmin yapmis oldugu ¢alismada [11], Oxford-17 veri seti
kullanilmis olup RegNetY 16GF modeli tercih edilerek %93,4 basari
degeri elde edilmistir. Giri ve arkadaginin yapmis oldugu ¢alismada
[12], Oxford-17 ve Caltech-101 veri setleri kullanilmistir. Inception
V3 modeli tercih edilerek Oxford-17 veri setinde %92,27, Caltech-
101 veri setinde ise %98 basar1 degeri elde edilmistir. Tian ve
arkadaglarmin yapmis oldugu ¢alismada [13], Oxford-17 veri seti
kullanilmigtir. Tiny DarkNet mimarisi tercih edilerek %92 basari
degeri elde edilmistir. Zhao ve arkadaslarmin yapmis oldugu
caligmada [14], Five Categories, Oxford-17 ve Self-dataset veri setleri
kullanilmig olup CCAN modeli tercih edilmistir. Five Categories veri
setinden %86,12, Oxford-17 veri setinden %90,44, Self-dataset veri

setinden %90,91 basart degeri elde edilmistir. Singprayoon ve
arkadaginin yapmus oldugu ¢alismada [15], 2-ICNN, 1F-ICNN ve 1L-
ICNN modelleri tercih edilmis olup Oxford-17 ve Oxford-102 veri
setleri kullanilmistir. 2-ICNN modelinde Oxford-17 veri setinden
%83,68, Oxford-102 veri setinden ise %80,31 basar1 degeri elde
edilmistir. 1F-ICNN modelinde Oxford-17 veri setinden %84,63,
Oxford-102 veri setinden ise %80,12 basar1 degeri elde edilmistir. 1L-
ICNN modelinde Oxford-17 veri setinden %83,01, Oxford-102 veri
setinden %78,97 bagar1 degeri elde edilmistir. Ran ve arkadaglarinin
yapmis oldugu caligmada [16], LeNet-5 mimarisi tercih edilmis olup
Oxford-17 ve Oxford-102 veri setleri kullanilmistir. Oxford-17 veri
setinden %93, Oxford-102 veri setinden ise %92,56 bagar1 degeri elde
edilmistir. Bu caligmalara bakilarak oOnerilen caligmanin basarili
sonuglar verdigi goriilmektedir. AlexNet ve MobileNetV2
mimarilerinde kullanilan katmanlar sayesinde daha basarili sonuglar
elde edilmistir. MobileNetV2 mimarisinde derinlemesine ayrilabilir
evrisim katmanlar1 kullanilarak verim artirilmistir.  AlexNet
mimarisinde ise kullanilan seyreltme katmani performansin dogru bir
sekilde artmasmi saglamistir. Onerilen ¢alismada, MobileNetV2
mimarisinin AlexNet mimarisine gore daha yliksek performans
gosterdigi belirlenmistir. Bunun sebebi, MobileNetV2 mimarisinin
AlexNet mimarisine gore daha yeni bir mimari olmasidir. Ayrica
MobileNetV2 mimarisine gore AlexNet mimarisi daha biiyiik bir
model olup, hesaplama yiikii daha fazladir. Bu, modelin
performansini olumsuz yonde etkileyebilmektedir.

5. Sonuglar (Conclusions)

Giinlimiizde derin 6grenme, birgok alanda kullanilan ve hayatimizi
biiyiik 6lgiide kolaylastiran bir ¢aligma alanidir. Cigek tiirlerini tanima
problemlerinde de etkili sonuglar elde edilmektedir. Yapilan bu
caligmada Oxford-17 veri seti kullanilmis olup derin &grenme
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mimarilerinden  AlexNet ve  MobileNetV2  mimarilerinin
performanslari karsilastirilmigtir. AlexNet mimarisinden elde edilen
sonuglarda en yiiksek basari degeri %93,1 olarak tespit edilmistir.
MobileNetV2 mimarisinden elde edilen sonuglara gore ise en yiiksek
basar1 degeri %93,9 olarak tespit edilmistir.

Bu c¢alismada ¢i¢ek smiflandirma problemine yonelik AlexNet ve
MobileNetV2 derin 6grenme mimarileri ve Oxford-17 veri seti
kullanilmigtir.  Oxford-17 wveri seti, sirh sayida g¢igek tiiriinii
icermektedir. Ayrica veri setindeki gorlintii sayisinin sinirli olmast
modelin genelleme yetenegini etkileyebilmektedir. Kullanilan derin
6grenme mimarileri, son donemde ¢ikarilan yeni mimarilerle
karsilastirildiginda performans olarak geride kalabilir. Bu nedenle

ileride yapilacak olan c¢aligmalarda daha yeni mimarilerin
kullanilmas1 hedeflenmektedir.
Derin Ogrenmenin giin gectikce 1iyilestirilmesi goéz Oniinde

bulunduruldugunda gelecekte yapilacak caligmalarda daha iyi
sonuclar veren ve daha anlaml ozellikler ¢ikarabilen derin 6grenme
mimarileri gelistirilerek, ¢ok sayida ¢igek tiiriinii iceren biiyiik veri
setleri kullanilmasiyla ¢igek tanima problemlerinde daha iyi
smiflandirma islemi gerceklestirilebilecegi diisiiniilmektedir. Ayrica

optimizasyon  algoritmalar1  kullanilarak ~ basart  oranmnmn
artirilabilecegi diistiniilmektedir.
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