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Öz   Abstract 

Uydu tekniklerinin gelişmesiyle birlikte, AKAÖ (Arazi 

Kullanımı ve Arazi Örtüsü) belirlemek amacıyla uydu 

görüntüleri ve görüntü sınıflandırma algoritmaları daha sık 

kullanılmaktadır. Bu çalışmanın temel amacı Yedigöze 

Baraj Gölü çevresinde nesne tabanlı ve piksel tabanlı 

görüntü sınıflandırma yöntemleri ile sınıflama işlemini 

gerçekleştirmek ve sınıflama tekniklerinin genel 

doğruluklarını karşılaştırmaktır. Bu çalışmada Yedigöze 

Baraj Gölü'nün 24 Haziran 2023 tarihinde alınan Sentinel-

2B uydu görüntüsü kullanılmıştır. İlk olarak görüntü, DVM 

(Destek Vektör Makineleri), YSA (Yapay Sinir Ağları) ve 

MOS (Maksimum Olabilirlik Sınıflandırması) yöntemiyle 

piksel tabanlı sınıflandırma yöntemiyle sınıflandırılmıştır. 

Daha sonra görüntü, KEYK (K-En Yakın Komşuluk) 

yöntemiyle nesne tabanlı sınıflandırma yöntemiyle 

sınıflandırılmıştır. Bu algoritmalar kullanılarak su alanı, 

tarım alanı, orman alanı ve yerleşim alanı olmak üzere dört 

sınıf belirlenmiştir. Genel doğruluklar DVM yöntemi için 

%92.92, YSA yöntemi için %92.42, MOS yöntemi için 

%86.71 ve KEYK yöntemi için %93.18 olarak 

hesaplanmıştır. Çalışma sonucunda, olarak, tüm 

yöntemlerin yüksek doğruluk sağladığı ve nesne tabanlı 

KEYK yönteminin diğer sınıflandırma yöntemlerine göre 

daha yüksek doğruluk sağladığı tespit edilmiştir. 

 With the development of satellite techniques, satellite 

images and image classification algorithms are used more 

frequently to determine LULC (Land Use and Land Cover). 

The main purpose of this study is to perform the 

classification process with object-based and pixel-based 

image classification methods in the Yedigöze Reservoir 

area and to compare the general accuracies of the 

classification techniques. In this study, Sentinel -2B 

satellite image of Yedigöze Reservoir taken on June 24, 

2023 was used. First, the image was classified by pixel-

based classification using SVM (Support Vector 

Machines), ANN (Artificial Neural Networks) and MLC 

(Maximum Likelihood Classification) method. Then, the 

image was classified by object-based classification using 

the KNN (K-Nearest Neighbor) method. Using these 

algorithms, four classes were determined: water area, 

agricultural area, forest area and residential area. Overall 

accuracies were calculated as 92.92% for the SVM method, 

92.42% for the ANN method, 86.71% for the MLC method 

and 93.18% for the KNN method. As a result of the study, 

it has been determined that all methods provide high 

accuracy and the object-based KNN method provides 

higher accuracy than other classification methods. 

Anahtar kelimeler: Destek vektör makineleri, Yapay sinir 

ağları, Maksimum olabilirlik sınıflandırması, K-en yakın 

komşuluk, Uzaktan algılama 

 Keywords: Support vector machines, Artificial neural 

networks, Maximum likelihood classification, K-nearest 

neighbor, Remote sensing 

1 Giriş 

Uzaktan algılama teknolojisi AKAÖ haritaları 

oluşturmak, arazi kullanımı ve arazi örtüsü değişikliklerini 

tespit etmek, sulak alan yönetimi, ekolojik çalışmalar ve 

doğal afetlerin izlenmesi için yıllar içinde yaygın olarak 

kullanılmıştır. Nüfus artışı ile birlikte sulak alanların 

gözlemlenmesi ve su yönetimi büyük önem kazanmıştır. Su 

alanları ve çevresinde, arazi kullanımı ve arazi örtüsü 

haritaları, gözlem ve takip açsından sınıflandırma 

algoritmaları kullanılarak oluşturulabilir ve izlenebilir. 

Görüntü sınıflandırma temel olarak piksel tabanlı ve nesne 

tabanlı olmak üzere iki kategoriye ayrılmaktadır. Uzaktan 

algılama çalışmalarında, piksel tabanlı sınıflandırma tekniği 

sıklıkla kullanılırken, piksel tabanlı sınıflandırma yöntemine 

alternatif olarak nesne tabanlı sınıflama yöntemi geliştirilmiş 

ve kullanılmıştır.  

Literatür incelendiğinde nesne tabanlı sınıflandırma 

tekniği ile piksel tabanlı görüntü sınıflandırmanın 

doğruluklarını karşılaştırmak amacıyla yapılmış birçok 

çalışma bulunmaktadır. Gholoobi, Tayyebi, Taleyi ve 

Tayyebi [1] tarafından dağlık bölgelerde arazi kullanımı 

/arazi örtüsünü belirlemek için yapılan çalışmada piksel 

tabanlı ve nesne tabanlı sınıflandırma tekniklerini 

kullanılarak, kullanılan nesne tabanlı sınıflandırma 

yönteminin, piksel tabanlı sınıflama yönteminden daha 

doğru sonuçlar verdiği tespit edilmiştir. Nesne tabanlı 

sınıflandırma yönteminin %87.38 genel doğruluk, piksel 

tabanlı sınıflama yöntemi %74.38 genel doğruluk 
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sağlamıştır. Kalkan ve Maktav [2] tarafından yapılan 

çalışmada piksel tabanlı sınıflandırma ve nesne tabanlı 

sınıflandırma yöntemlerini karşılaştırılmış ve nesne tabanlı 

sınıflandırma tekniğinin, piksel tabanlı sınıflama tekniğine 

göre daha yüksek doğruluğa sahip olduğunu tespit edilmiştir. 

Nesne tabanlı sınıflandırma tekniği %98.39 genel doğruluk, 

piksel tabanlı sınıflama tekniği %92.91 genel doğruluk 

sağlamıştır. Zhang vd. [3] tarafından yapılan çalışmada 

Heine Nehri havzasında Spot-5 görüntülerini kullanarak 

nesne tabanlı sınıflandırma gerçekleştirilmiştir. Nesne 

tabanlı sınıflandırmanın %94 genel doğruluk ile sonuç 

verdiğini gözlemlenmiştir. Al Fugara vd. [4] tarafından 

yapılan çalışmada Landsat-7 görüntülerini kullanarak 

Malezya'nın Klong vadisinde piksel tabanlı ve nesne tabanlı 

sınıflandırma gerçekleştirilmiştir. Çalışma sonucunda nesne 

tabanlı sınıflandırma yönteminin daha yüksek doğruluk 

sağladığı tespit dilmiştir. Nesne tabanlı sınıflandırma tekniği 

%89.78 genel doğruluk, piksel tabanlı sınıflama tekniği 

%70.24 genel doğruluk sağlamıştır. Deilmai vd. [5] 

tarafından yapılan çalışmada Malezya’da AKAÖ belirlemek 

için MOS ve DVM sınıflandırma yöntemlerinin 

doğruluklarını karşılaştırılmıştır, MOS sınıflandırma 

yönteminin %78, DVM sınıflandırma yönteminin %91 

doğruluk sağladığı tespit edilmiştir. Yaban vd. [6] tarafından 

yapılan çalışmada orman alanlarında arazi örtüsü belirlemek 

için DVM ve MOS sınıflandırma yöntemlerini kullanılmış 

ve doğruluk analizi yapılmıştır, MOS yönteminin %70, 

DVM yönteminin %80 doğruluk sağladığı tespit. Yuh vd. [7] 

tarafından yapılan çalışmada arazi örtüsü belirlemek için 

Rastgele Orman (RO), DVM, YSA ve KEYK sınıflandırma 

yöntemlerini kullanılmış, KEYK sınıflandırma yöntemi 

%89.7, DVM sınıflandırma yöntemi %89, YSA 

sınıflandırma yöntemi%84, RO sınıflandırma yöntemi %99 

doğruluk sağladığı tespit edilmiştir. Kavzoğlu ve Çölkesen 

[8] tarafından gerçekleştirilen çalışmada DVM’lerin 

sınıflandırma performansının kernel fonksiyonu ve 

parametre değerlerine bağlı olarak analiz edilmiştir. 

Çalışmada kullanılan veri seti için radyal tabanlı fonksiyon 

ve Pearson VII fonksiyon kernellerinin %94’ün üzerinde 

genel doğruluk sağlayarak en iyi performans gösteren 

yöntemler olduğu belirlenmiştir. Gümüş ve Durduran [9] 

tarafından gerçekleştirilen çalışmada Konya Kapalı Havzası 

içinde Beyşehir-Kaşaklı Alt Havzası'nda arazi kullanımı ve 

arazi örtüsünde meydana gelen zamansal değişim 

araştırılmıştır. 1984-2018 yılları arasındaki dönem 

incelenmiş ve DVM sınıflandırma işlemi sonucunda yapay 

yüzeylerin %418 oranında arttığı, ekilebilir tarım arazileri ve 

meraların %14 oranında azaldığı, ormanlar ve yarı doğal 

alanlar %4 ve kıyılardaki kıyı sulak alanları ise %6 arttığı 

tespit edilmiştir. Akar ve Güngör [10] tarafından 

gerçekleştirilen çalışmada kırsal ve kentsel alana ait 

QuickBird  uydu görüntüsüne RO, DVM, Gentle AdaBoost 

(GAB), En Çok Benzerlik (EÇB) yöntemleri uygulanarak, 

yöntem doğrulukları karşılaştırılmıştır. En yüksek doğruluğu 

veren yöntem RO, DVM yönteminden kırsalda %11, kentsel 

alanda %10 daha iyi sonuç sağlamıştır. Doğan ve Buğday 

[11] tarafından gerçekleştirilen çalışmada Kastamonu ili 

1999-2016 yılları arasında LULC değişimini tespit etmek 

için YSA piksel tabanlı sınıflama yöntemini kullanılmış, 

sınıflandırma işlemleri 1999 ve 2016 yılları için sırasıyla 

%82 ve %84 oranlarıyla gerçekleştirilmiştir. 

Bu çalışmanın temel amacı piksel tabanlı ve nesne tabanlı 

sınıflama yöntemlerinin, su alanları çevresinde AKAÖ 

belirlemek amacıyla kullanımında doğruluklarının 

araştırmaktır. Yedigöze barajı ve çevresinde, su yapıları, 

yerleşim alanları, tarım arazileri ve orman alanları bir arada 

bulunduğu için çalışma alanı olarak seçilmiştir. Sentinel-2B 

görüntülerinin analizi ile Yedigöze Barajı ve çevresinde 

AKAÖ belirlenmesi amacıyla piksel tabanlı sınıflandırma 

yöntemi olarak YSA, DVM ve MOS algoritması ve nesne 

tabanlı sınıflandırma tekniği olarak KEYK seçilmiş, su alanı, 

tarım alanı, orman ve yerleşim alanı olmak üzere dört sınıf 

oluşturulmuş, bu yöntemlerin doğrulukları kontrol noktaları 

kullanılarak analiz edilmiş ve sonuçlar karşılaştırılmıştır. 

Çalışmanın “1. Giriş” bölümünde literatür çalışmalarına 

yer verilerek, çalışmanın temel amacı açıklanmıştır. “2. 

Materyal ve Metot” bölümünde, çalışma alanının konumu, 

kullanılan Sentinel-2B uydu görüntüsünün bantlarının ve 

özellikleri, çalışmada kullanılan görüntü sınıflama 

yöntemleri açıklanmıştır. “3. Bulgular ve tartışma” 

bölümünde, uydu görüntüsüne uygulanan ön işleme aşaması, 

sınıflama teknikleri kullanılarak oluşturulan sınıflama 

haritaları görüntüleri, her bir sınıf için hesaplanan piksel 

sayıları ve alanlar, hata matrisleri kullanılarak belirlenen 

doğruluk değerleri yer almaktadır. “4. Sonuç” bölümünde 

çalışma sonunda elde edilen tüm sonuçlar açıklanmıştır. 

2 Materyal ve metot  

2.1 Çalışma alanı  

Yedigöze Barajı, hidroelektrik üretimi ve sulama 

amacıyla, 2007 yılında inşa edilmeye başlanmış ve 2010 

yılında kullanıma açılmıştır. Yedigöze Barajı ve 

Hidroelektrik Santrali, Adana İl’inin kuzeyinde İmamoğlu 

ve Aladağ ilçeleri arasında, 37°24′05.42″N 35°26′43.07″E 

koordinatlarında yer almaktadır. Yedigöze Baraj Gölü 

etrafında ormanlık alanlar bulunmaktadır. Hem içerisinde su 

yapısı bulundurması hem de orman alanlarının bulunması 

nedeniyle, Yedigöze Baraj Gölü ve çevresi çalışma alanı 

olarak seçilmiştir. Çalışma alanı Şekil 1’de sunulmuştur.  

2.2 Materyal 

Bu çalışmada Yedigöze Barajı'nın 24 Haziran 2023 

tarihinde algılanmış Sentinel-2B uydu görüntüsü 

kullanılmıştır. Sentinel-2B görüntüleri, AUA (Avrupa Uzay 

Ajansı) web sayfasından temin edilmiştir [12]. Tablo 1’de 

Sentinel-2B uydusunun bantlarının özellikleri yer 

almaktadır. 

Çalışmada Sentinel-2B uydu görüntüsüne ait 10 metre 

çözünürlüğe sahip bant-2 (mavi), bant-3 (yeşil) ve bant-4 

(kırmızı) kullanılmıştır. 

2.3 Metot 

2.3.1 Destek vektör makineleri (Support vector machines, 

DVM) 

Kontrollü bir sınıflandırma tekniği olan DVM aynı 

zamanda bir öğrenme tekniğidir. Bu algoritma, bir hiper  
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(a)  

 
                                       (b)                                                                                  (c)                                                          

Şekil 1. (a) Çalışma alanının konumu (b) çalışma alanı ve çevresine ait Sentinel-2B uydu görüntüsü (c) çalışma 

alanı [12,13] 

 

Tablo 1. Sentinel-2B bantları ve özellikleri 

Sentinel-2 Uydu Bantları 

Özellikler 

Dalgaboyu 

(mikrometre) 
Çözünürlük(m) 

Bant-1 (Kıyı Aerosol) 0.442 60 

Bant-2 Mavi 0.492 10 

Bant-3 Yeşil 0.559 10 

Bant-4 Kırmızı 0.665 10 

Bant-5 Bitki Örtüsü Kırmızı Kenar 0.703 20 

Bant-6 Bitki Örtüsü Kırmızı Kenar 0.739 20 

Bant-7 Bitki Örtüsü Kırmızı Kenar 0.779 20 

Bant-8 NIR 0.833 10 

Bantt-8A Bitki Örtüsü Kırmızı Kenar 0.864 20 

Bant-9 Su Buharı 0.943 60 

Bant-10 SWIR Cirrus 1.376 60 

Bant-11 SWIR 1.610 20 

Bant-12 SWIR 2.185 20 
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düzlem bularak veri setini, bir dizi etiketli veri örneği 

kullanarak, önceden tanımlanmış bir sayıda sınıfa ayırmayı 

amaçlar [14]. DVM yönteminin yapısı Şekil 2’te 

sunulmuştur. 

 

 

Şekil 2. DVM yönteminin yapısı [15] 

 

x∈R^N N boyutlu bir uzay ve y∈{-1+1} olduğu için 

veri kümeleri {x_i y_i } (i=1,…..k)'dir. X, hiper düzlemde 

bir nokta olduğundan, bu hiper düzlem Denklem (1)’de 

tanımlanmıştır. 

 

w × x𝑖 + b = 0 (1) 

 

İki sınıf için ayırıcı bir hiper düzlem tanımlanması 

Denklem (2), Denklem (3)’de sunulmuştur. 

 

y = 1  için   w × x𝑖 + b ≥ 1 (2) 

 

y = −1  için   w × x𝑖 + b ≤ 1 (3) 

2.3.2 Maksimum olabilirlik sınıflandırması (Maximum 

likelihood classification, MOS) 

MOS, belirli bir istatistik için bilinen bir sınıf dağılımını 

maksimum olarak belirlemeye yönelik bir yöntemdir [16]. 

Uzaktan algılamada yaygın olarak kullanılan MOS, bir 

pikselin maksimum olasılığa karşılık gelen sınıfa atandığı bir 

piksel tabanlı sınıflama yöntemidir [17]. Matematiksel 

formülü Denklem (4)’de tanımlanmıştır. 

 

P(X) = ln(𝑎𝐶) − [0.5𝑥𝑙𝑛(|𝑆𝑥|)] − [0.5x(x −
𝑚𝐶)𝑇𝑥(𝑆𝑥

−1)x(x − 𝑚𝐶)] 
(4) 

 

P olasılık değeridir, C örnek bir sınıfı temsil eder. x aday 

pikselin ölçüm vektörü, M sınıfın ortalama değeri, a aday 

pikselin sınıfa ait olma yüzdesi ve Sx varyans-kovaryans 

matrisi olarak tanımlanır [18]. 

2.3.3 Yapay sinir ağları (Artificial neural networks, YSA) 

YSA, nöronlardan oluşan ve karmaşık ortamlarda tahmin 

etme ve tahmin için yararlı olan matematiksel bir modelleme 

aracıdır [19, 20].  Temel birimi nöronlar olup, nöronun yapısı 

Şekil 3’de sunulmuştur. 

 

Şekil 3. Nöronun yapısı [20] 

 

x1,x2,x3....xn girdiler, w1,w2,w3....wn bu girdilerin 

ağırlıklarıdır. Ağırlıklar girdilerin hücre üzerindeki etkisini 

belirler.Toplama fonksiyonu hücreye giren net girdiyi 

hesaplar. Bu matematiksel olarak Denklem (5)’de verildiği 

gibi tanımlanabilir [21]. 
 

𝑁𝑒𝑡 𝑉𝑒𝑟𝑖 = ∑ 𝑥𝑖 𝑤𝑖  (5) 

 
Aktivasyon fonksiyonu Denklem (6)'de verildiği gibi 

tanımlanabilir. 

 

y = F(x) (6) 

 
YSA, üç ana bölümden oluşur: Giriş katmanı dışarıdan 

gelen verileri alır ve gizli katmana aktarır. Gizli katman, giriş 

katmanından gelen verileri ağırlıkla çarparak verileri çıkış 

katmanına aktarır. Çıkış katmanı sonucu dışarıya gönderir 

[21]. YSA katmanları Şekil 4'te gösterilmiştir. 

 

 

Şekil 4. YSA katmanları 

 

2.3.4 K en yakın komşuluk yöntemi (K-nearest neighbor, 

KEYK) 

KEYK yöntemi, nokta ile diğer değişkenler arasındaki 

benzerliklere dayanarak tahminde bulunan parametrik 
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olmayan bir yaklaşımdır [22]. KEYK nesne tabanlı bir 

sınıflandırma yöntemidir. Nesne tabanlı sınıflandırmanın ilk 

adımı segmentasyondur. Bu çalışmada çoklu çözünürlüklü 

segmentasyon kullanılmıştır. Çoklu çözünürlüklü 

segmentasyon algoritması bir birleştirme tekniğidir. Bireysel 

pikseller birden fazla düzeyde giderek daha büyük bölümler 

halinde toplanır. Üç parametreye dayanır: ölçek, şekil ve 

kompaktlık [23]. Bu yöntem tek görüntü nesnelerini tanımlar 

ve homojenlik kriterine göre pikselleri komşularıyla 

birleştirir. Bu homojen kriterler, spektral ve şekil 

kriterlerinin birleşimidir. Ölçek parametresi görüntüde 

oluşacak olan segmentlerin ortalama boyutunu belirleyen 

değerdir. Çok çözünürlüklü segmentasyon aşamasında, 

ölçek parametresi, renk/şekil parametresi ve kompaktlık 

parametreleri çalışma alanına en uygun seçilmesi doğruluk 

açısından çok önemlidir. Renk/şekil ve kompaktlık 

parametreleri birbirini 1’e tamamlar [24]. 

KEYK algoritmasında ölçülen sonuçlara dayalı olarak 

stabil bir veri tabanı (D) oluşturulur. K en yakın komşu 

numarası belirlenir. Özellik vektörü olan M (m1, m2 ... mn) 

her nokta için hesaplanır ve üretilir. M' ve D koleksiyonunun 

her noktası arasındaki mesafeler (M): dist (M', M) 

belirlenirken yaygın olarak kullanılan Öklid Uzaklığı 

Denklem (7)’da sunulmuştur [25].  
 

d (M′, M) = √∑(mi − mj)
2

n

i

 (7) 

 

Hesaplanan mesafeye göre en yakın K noktası D seçilir 

ve yukarıdaki denkleme (Dk) göre yeni bir veri toplanır. 

M'nin çıkış değeri Denklem (8)’kullanılarak Dk'ye göre 

hesaplanır. 

 

M′ =
∑ 𝑀𝑗

𝐾
𝑖=1

𝐾
 (8) 

3 Bulgular ve tartışma 

Kullanılan Sentinel-2B görüntüleri, L1C serisi 

olduğundan ve atmosferik düzeltmeleri yapılmış halde 

sunulduğundan dolayı, ön işleme aşamasında yalnızca 

görüntülerin kesilmesi işlemi yapılmıştır. İş akış diyagramı 

Şekil 5’te sunulmuştur. 

Nesne tabanlı sınıflama aşamasında çoklu çözünürlüklü 

segmentasyon kullanılmıştır. Çalışmada farklı ölçek 

parametreleri denenmiş, parametre değerleri deneysel olarak 

seçilmiştir. Bu işlem gerçekleştirilirken şekil parametresi 

0.1, kompaktlık parametresi 0.5, ölçek parametresi ise 80 

olarak seçilerek çoklu çözünürlüklü segmentasyon 

gerçekleştirilmiştir. Çoklu çözünürlüklü segmentasyon 

uygulanmış görüntülere KEYK yöntemi ile nesne tabanlı 

sınıflama işlemi uygulanmıştır. KEYK uygulanırken 

komşuluk parametresi K, 1 olarak seçilmiştir. Çoklu 

çözünürlüklü segmentasyon uygulanmış görüntü ve KEYK 

yöntemi ile elde edilmiş sınıflama görüntüsü Şekil 6’de 

sunulmuştur. 

DVM sınıflandırma yöntemi, kullanılan veri setleri 

doğrusal yapıya sahip ise sınıflandırılma yapılırken lineer 

fonksiyonları kullanırken, uzaktan algılanmış görüntüler gibi 

doğrusal olmayan veri setleri olması durumunda kernel 

fonksiyonlarını kullanmaktadır [26]. Radyal tabanlı kernel 

fonksiyonu, yüksek sınıflandırma doğruluğu üretmesi 

nedeniyle DVM yöntemi uygulanırken en çok tercih edilen 

fonksiyon olma özelliğine sahiptir [8-26-27]. Radyal tabanlı 

kernel fonksiyonu Denklem (9)’de sunulmuştur. 

 

𝐾 = (𝑥𝑖𝑥𝑗) = exp (−ƴ    ⃦x − y     ⃦2  )        ƴ > 0 (9) 

 

Bu çalışmada DVM yöntemi uygulanırken Radyal 

tabanlı kernel fonksiyonu kullanılmıştır. Kernel fonksiyonu 

parametresinin (ƴ) ve C ceza parametresinin seçimi doğruluk 

açısından önemlidir. Buradaki C parametresi, iki düzlem 

arasındaki mesafeyi maksimum da tutarken esneme payını 

kabul edilebilir seviyede tutmak için kullanılan ceza faktörü 

olarak tanımlanmaktadır [28]. Bu paramatrelerin seçiminde, 

grid arama yöntemi kullanılabilir. Grid arama yönteminde, 

parametreler için alt, üst sınır ve değer aralığı belirlenir, en 

iyi sınıflandırma performansını gösteren değerler parametre 

değerleri olarak kabul edilir [28]. Bu çalışmada ƴ 

parametresi, 0.333 ve C parametresi 100 olarak seçilmiştir.  

YSA yöntemi uygulanırken bir adet gizli katman 

kullanılarak, 100 iterasyon ile sınıflama işlemi 

gerçekleşmiştir. MOS, DVM ve YSA yöntemleri 

kullanılarak piksel tabanlı sınıflama işlemi gerçekleştirilmiş 

ve MOS, DVM, YSA sınıflama görüntüsü Şekil 7’de 

sunulmuştur.   

MOS, YSA, DVM ve KEYK yöntemleri ile hesaplanan 

sınıf alanları Tablo 2’de sunulmuştur.  

 

Tablo 2. MOS, YSA, DVM ve KEYK yöntemleri ile 

gerçekleştirilen sınıflama işlemi sonucu oluşturulmuş her 

sınıf için hesaplanan alanlar 

 YSA (km2) 
DVM 

(km2) 
MOS(km2) 

KEYK 

(km2) 

Tarım alanı  54.3709 51.7583 40.1362 47.8719 

Orman 

alanı 
219.7825 226.4652 182.8332 231.8243 

Yerleşim 
alanı 

75.8512 71.6062 127.2243 70.3158 

Su alanı 13.3758 13.5507 13.1867 13.3684 

Toplam  363.3804 363.3804 363.3804 363.3804 

 

Çalışma alanında, 100 adet kontrol noktası random 

olarak seçilmiştir. Bu noktalar, test alanlarının 

belirlenmesinde kullanılmıştır. Test alanları, arazi üzerinde 

yapılan gözlemler ve Google Earth Engine [29] yazılımı da 

kullanılarak oluşturulmuştur. Nokta sayısı literatürdeki 

çalışmalara göre seçilmiştir. Makineci ve Akosman [30] 

tarafından yapılan çalışmada kontrollü sınıflandırma 

doğruluk analizi, rastgele üretilmiş olan 100 adet test noktası 

ile yapılmıştır. Çiçekli [31] tarafından yapılan çalışmada 

random olarak üretilmiş 300 noktanın %30 u test verisi 

olarak kullanılmıştır. Noktaların dağılımı Şekil 8’de 

sunulmuştur.”  Oluşturulan hata matrisleri Şekil 9 ‘da 

sunulmuştur. 
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Şekil 5. İş akış diyagramı 

 

 
(a)                                                      (b) 

 
(c) 

Şekil 6. (a) ve (b) Çoklu çözünürlüklü segmentasyonu uygulanmış görüntüler (c) KEYK sınıflama haritası 
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Şekil 7. MOS, DVM ve YSA sınıflama haritaları 
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Şekil 8. Kontrol noktaları 

 

MOS, YSA, DVM ve KEYK yöntemleri ile 

gerçekleştirilen sınıflama işlemlerinin genel doğrulukları 

Tablo 3’de, sınıflama üretici ve kullanıcı doğrulukları Tablo 

4’de sunulmuştur. 

 

Tablo 3. MOS, YSA, DVM ve KEYK yöntemleri ile 

gerçekleştirilen sınıflamaların genel doğrulukları 

Yöntem Genel Doğruluk (%) Kappa 

MOS 86.71 0.7744 

YSA 92.42 0.8709 
DVM 92.92 0.8678 

KEYK 93.18 0.8990 

 

MOS, YSA, DVM ve KEYK yöntemleri yüksek 

doğruluklu sonuçlar vermiştir. KEYK nesne tabanlı 

sınıflama yönteminin diğer yöntemlere göre daha yüksek 

doğruluk sağladığı gözlemlenmiştir. 

Doğruluk sonuçları incelendiğinde, piksel tabanlı 

sınıflama yöntemlerinde tarım alanları ve yerleşim 

alanlarının doğrulukları daha düşüktür, yöntemlerin en çok 

tarım alanları ve yerleşim alanları birbirinden ayırmakta 

zorlandığı görülmektedir. Bunun nedeni yöntemlerin ekili 

olmayan tarım arazilerinin, yerleşim alanlarını ayırt etmekte 

başarısız olmasıdır. Nesne tabanlı sınıflama yöntemi 

segmentler oluşturularak sınıflama yaptığı için, piksel 

tabanlı sınıflama yöntemlerinden daha yüksek doğruluk 

sağlamıştır. 

KEYK Nesne tabanlı sınıflandırma yöntemi, YSA, DVM 

ve MOS piksel tabanlı sınıflama tekniklerinden farklı olarak, 

sadece görüntüdeki spektral değeri değil, komşuluk 

özelliklerini de kullandığı için sınıflandırma işlemi yüksek 

doğrulukla gerçekleştirilmiştir. Literatürdeki nesne tabanlı 

ve piksel tabanlı sınıflandırma tekniklerini kullanan arazi 

kullanımı ve arazi örtüsü çalışmaları incelendiğinde [1, 2, 3-

4] nesne tabanlı sınıflama tekniği ile daha iyi bir sınıflama 

doğruluğu elde ederek harita yapımı gerçekleştirilmiştir. 

Literatürdeki çalışmalarda elde edilen doğruluk değerleri ile 

karşılaştırıldığında bu çalışmada elde edilen sonuçlarla 

(Tablo 3) uyum sağladığı görülmektedir. 

MOS en düşük doğruluğu sağlayan sınıflandırma 

yöntemi olmuştur. Literatürdeki MOS yöntemini kullanan 

çalışmalar incelendiğinde [5, 6], bu çalışmada elde edilen 

sonuçlarla (Tablo 3) uyumlu olduğu görülmektedir. 

Çiçekli vd. [15] tarafından yapılan çalışmada Hirfanlı 

Baraj Gölü çevresinde AKAÖ’yü YSA yönteminin %94, 

DVM yönteminin %89, ve KEYK yönteminin %88 doğruluk 

ile tespit etmiştir. Adam vd. [32] tarafından yapılan 

çalışmada Sudan'da yarı kurak alanlarda AKAÖ, nesne ve 

piksel tabanlı sınıflama yaparak doğruluklarını 

karşılaştırılmıştır. MOS, KEYK ve bulanık mantık 

kullanılan çalışmada, piksel tabanlı sınıflamanın 72.92%, 

nesne tabanlı sınıflamanın %54 doğruluk verdiği tespit 

edilmiştir. Çalışmalar incelendiğinde [10, 15, 30] çalışma 

alanına uygun olarak yöntem seçimi yapılması gerektiği 

sonucuna varılmıştır. 

Yedigöze Baraj Gölü, Seyhan nehri ile Çatalan Baraj 

Gölü ve Adana Seyhan baraj gölüne bağlı olup, bölge için 

önemli bir su kaynağıdır. Ayrıca çevresinde orman alanları 

bulunmaktadır. Orman alanları, özellikle yaz mevsiminde 

meydana gelen orman yangınları nedeniyle düzenli olarak 

gözlemlenmesi ve takibi gereken alanlardır. Literatürde 

Yedigöze Barajı ve çevresi ile ilgili AKAÖ çalışması yer 

almamaktadır. Bu çalışma ile bölgede AKAÖ belirlemek ve 

ilerleyen zamanlarda AKAÖ değişimini tespit etmek için en 

uygun yöntemin KEYK olduğu tespit edilmiştir. 

4 Sonuçlar  

Zaman içerisinde nüfus artmakta, yaşam için en önemli 

kaynak olan su önem kazanmakta, su kaynaklarının yönetimi 

konusu gündeme gelmektedir. Bu nedenle su alanlarının 

gözlenmesi gereklidir. Teknolojinin gelişmesi ile birlikte 

sıklıkla kullanılmaya başlayan uydu teknolojileri, sulak 

alanların gözlemlenmesi konusunda birçok yöntem 

sunmuştur. 

Bu çalışmada, Sentinel-2 uydu verileri kullanılarak 

Yedigöze Baraj Gölü ve çevresinde AKAÖ'nün belirlenmesi 

için hem piksel tabanlı (DVM, YSA MOS) hem de nesne 

tabanlı (KEYK) görüntü sınıflandırma yöntemleri 

kullanılmış ve doğruluk analizi yapılmıştır.

 

Tablo 4. MOS, YSA, DVM ve KEYK yöntemleri ile gerçekleştirilen sınıflamaların üretici ve kullanıcı doğrulukları 

 YSA DVM MOS KEYK 

Sınıflar 
Üretici 

Doğruluğu 

(%) 

Kullanıcı 
Doğruluğu 

(%) 

Üretici 
Doğruluğu 

(%) 

Kullanıcı 
Doğruluğu 

(%) 

Üretici 
Doğruluğu 

(%) 

Kullanıcı 

Doğruluğu (%) 

Üretici 
Doğruluğu 

(%) 

Kullanıcı 
Doğruluğu 

(%) 

Orman 

Alanı 
99.10 91.61 93.91 99.63 87.75 97.91 87.8 100 

Yerlesim 

Alanı 
80.79 88.61 91.33 71.08 81.57 80.31 93 83.3 

Tarım 

Alanı 
84.94 99.99 88.51 92.19 99.15 55.05 100 88.1 

Su Alanı 99.56 96.75 99.71 99.11 99.99 89.74 100 100 
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Şekil 9. Hata matrisleri 

 

Nesne-tabanlı sınıflandırmada, piksel tabanlı 

sınıflamadan farklı olarak segmentasyon aşamasında 

yansıma değerlerine göre benzer olan piksellerden oluşan 

segmentler elde edilmektedir ve böylece çalışma bölgesine 

ait sınıflar kolayca oluşturulabilmektedir. Oluşan 

segmentler, bir sınıf için bir bütünlük sağlar ve bu durum 

daha kolay bir sınıflandırma işlemini ve sınıflama 

doğruluğunu ortaya koymaktadır. Bu nedenle KEYK 

sonuçları diğerlerinden daha yüksek doğruluk sağlamıştır. 

MOS en düşük doğruluğu sağlarken, DVM ve YSA 

sonuçları birbirine yakın çıkmıştır. 

Doğruluk sonuçları göz önüne alındığında, tüm 

sınıflandırma teknikleri tatmin edici sonuçlar sunmaktadır. 

Elde edilen sonuçlar, su alanları ve çevresinde AKAÖ 

çalışmalarında hem piksel tabanlı sınıflandırma 

yöntemlerinin hem de nesne tabanlı sınıflandırma 

yöntemlerinin kullanılabileceğini göstermektedir. Yedigöze 

Baraj Gölü ve çevresi için en uygun sınıflandırma 

yönteminin KEYK olduğu tespit edilmiştir. 
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