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Oz

Gilinlik akarsu akimlarmin tahmini su yapilarmin isletilmesi, kontrolii ve yonetimi i¢in 6nemlidir. Kisa siireli akim
degerlerinin tahmini birgok parametreye bagl ve degigkenlik gosteren zor bir gorevdir. Giinliik, haftalik gibi kisa siireli akig
tahminleri, bir havzadaki belirli bir rezervuarm 6niimiizdeki kisa zaman boyunca akigini tahmin etmek i¢in kullanilir. Bu
tahminler, mevcut su kaynaklarmin optimum kullanimi i¢in reservuarda depolamasiin aktif olarak diizenlenmesini
gerektiren hidroelektrik giic planlamasi ve tagkin azaltmay1 planlamak i¢in kullanilir. Bu sebeple gerek akarsu yapilarinin
yonetiminde reservuarda ne kadar su biriktirilecegi veya birakilacaginin belirlenmesinde gerekse iiretilecek enerji miktarinin
belirlenmesinde kisa siireli akim tahminlerine ihtiya¢ duyulmaktadir. Bu sebeple kisa siireli akimlar i¢in en uygun tahminin
yapilabilmesi su yapilarinin yonetiminde hayati dneme sahiptir. Bu ¢alismada giinliik akim verilerinin kisa siireli akim
tahminlerinde son yillarda gelistirilmis ve siklikla tercih edilen makine 6grenmesi yontemlerinden birisi olan Destek
Vektorleri Makineleri (DVM) incelenmistir. Coruh havzasinda bulunan Biiyiikdere Cayina ait 1981-2009 yillar1 arasinda
Olciilmiis 10168 adet giinliik akim verileri kullanilarak bu yontem ile gelistirilen modeller sonuglarinin iyilestirilmesi i¢in
dalgacik doniisiimii kullanilarak hibrit modeller elde edilmis ve giinliik akim verileri i¢in en uygun modeller aragtirilmigtir.
Gelistirilen modeller arasinda 1,2 ve 5 giinliik geciktirilmis akim verilerin kullanilarak gelistirilen Dalgacik doniisiimlii DVM
(WDVMO04) modeli gesitli istatistik kriterleri (R:0.998; NSE:0.996; KGE:0.993; PI:0.039; RMSE:0.304 ve MAPE:0.056)
kullanilarak en iyi model olarak bulunmustur.

Anahtar Kelimeler: Destek vektorleri makineleri, giinlik akarsu akimi, dalgacik déniistimii

Estimation of Daily Stream Flow Data Using Support Vector Machines and Wavelet
Transform Model

Abstract

Estimating daily stream flows is significant for water structure operation, control, and management. Estimating short-term
current values is difficult, depending on many parameters and variables. Short-term flow forecasts, such as daily, weekly,
etc., are used to predict the flow of a particular reservoir in a basin over the next short period. These forecasts are used to
plan hydroelectric power planning and flood mitigation, which requires active regulation of reservoir storage for optimal use
of available water resources. For this reason, short-term flow forecasts are needed to determine how much water will be
accumulated or left in the reservoir to manage river structures and to determine the amount of energy to be produced.
Consequently, making the most appropriate prediction for short-term flows is vital in managing water structures. Support
Vector Machines (SVM), one of the frequently preferred machine learning methods developed in recent years for short-term
flow forecasting using daily flow data, were examined in this study. Hybrid models were obtained using wavelet transform
to improve the results of the models developed with this method, using 10168 daily flow data of Biiyiikdere Stream in the
Coruh basin, measured between 1981 and 2009, and the most suitable models for daily flow data were investigated. Among
the developed models, the Wavelet Transform SVM (WDVMO04) model, developed using 1, 2, and 5-days lagged flow data,
was used using various statistical criteria (R: 0.998; NSE: 0.996; KGE: 0.993; PI: 0.039; RMSE: 0.304 and MAPE: 0.056)
was found to be the best model.
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Giinliik Akimlarin DVM ve Dalgacik ile modellenmesi

1. GiRiS

Su kaynaklar1 miihendisligi plan ve projelendirme
calismalarinda kullanilan en o6nemli veriler arasinda
akarsu akimlari, yeraltt su seviyeleri, yagis, akis, sizma ve
buharlagsma degerleri sayilabilir. Bu verilerin saglikli
sekilde elde edilmesi, eksik olan verilerin tamamlanmasi
ve gelecege yonelik tahmin yapilmasi planlamanin saglikli
yapilabilmesi i¢in en dnemli asamadir. Tagkin ve kurak
zamanlar ve bu zamanlardaki akim tahminleri biiyiik ve
kiigiik hidrolik yapilarin tasariminda ve yonetiminde
o6nemlidir. Akim tahminlerinde uzun siireli ve kisa siireli
akimlarin tahmin edilmesi planlama agisindan kisa siireli
ve uzun siireli planlamalarin kolaylastirilmasina ve su
yapilarinin tasarimina 11k tutacaktir.

Biyikk debi, yiiksek su seviyesi ve biyik hizlar ile
karakterize edilen taskin degerinin bilinmesi hidrolik
yapilar i¢in 6nemlidir. Ayni1 zamanda su yapilarinin
yonetilmesi esnasinda gelecekte meydana gelecek olan
bliylik akim degerlerinin 6nceden kestirilmesi halinde
depolama hacminin o6nceden tahmin edilip gerekli
hazirliklarin  yapilmasi icin yeterli zaman kazanmak
miimkiindiir. Ozellikle baraj, baglama ve su kuvveti
tesislerinde taskin debilerinin bilinmesi biyiilk 6nem tagir
(Erkek ve Agralioglu  1993). Hidrolik yapilarin
tasaniminda  akiglarin  gelecekteki  olast  degerleri
kullanilmaktadir. Rastgele degisken olan yagislar sonucu
olusan akislarin gelecekteki degerlerini 6nceden tam olarak
kestirmek miimkiin olamamakla beraber bu degiskenin
gelecekteki durumu yapay sinir aglar ve tiirevleri olan
cesitli makine 6grenmesi yontemleri ile yaklasik olarak
belirlenebilmektedir. Hidrolik yapilarin tasarim ve
isletilmesinde, debi tahminlerinde ve havzalarda yerleske
kurmaktan taskin tahliyesine kadar uzanan ilgi alanlarinda
tahmin modelleri kullanmak zorunlu hale gelmistir

Giinlik akarsu akimlarinin tahmini su yapilarinin
isletilmesi, kontrolii ve yonetimi i¢in olduk¢a 6nemlidir.
Kisa siireli akim degerlerinin tahmini birgok parametreye
bagl olarak degiskenlik gésteren zor bir konudur. Akis
tahmin modellerinin dogrulugu ve becerisi, su kaynaklari
yonetimi kararlar {lizerinde dogrudan etkiye sahiptir. Su
kaynaklar1 yoneticilerine ve politika yapicilara daha iyi ve
bilingli karar vermede yardimci olmak igin ¢esitli
istatistiksel ve kavramsal akis tahmin modelleri
gelistirilmistir. Regresyona dayali modeller de dahil olmak
iizere istatistiksel teknikler asir1 derecede basittir ve
analizden once degiskenler arasinda islevsel bir bigimle
simirlidir. Kavramsal hidrolojik modeller, bir havzadaki
akarsu akigini1 daha iyi simiile edebilir ¢iinkii matematiksel
formiilasyon yoluyla hidrolojik dongiliniin  ¢esitli
stireclerini hesaba katarlar. Ancak son yillarda gelistirilen
cesitli makine Ogrenmesi yoOntemleri ile daha uygun
sonuglar almak miimkiin olmaktadir. Yapay zeka
yontemleri ve Makine Ogrenmesi yontemleri; yiiksek
boyutlu verilerin daha diisik boyutlara indirgenmesi,
kiimeleme ve siniflandirma analizleri gibi ¢ok degiskenli
veri incelenmesinde kullanilan istatistiksel yontemlere
alternatif olarak son yillarda kullanilmaktadir (Liu ve
Weisberg 2005). Akim verilerinin tahmin edilmesinde
kullanilan yontemler arasinda yapay sinir aglarina ilave
olarak uzman sistemler ve son yillarda giderek popilerlik
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kazanan makine Ogrenmesi yontemleri sayilabilir. Bu
yontemler uygulanirken uzun dénem tahminlerinde (aylik,
yillik) daha iyi sonuglar elde edilirken kisa donem
tahminlerinde (giinliik, saatlik) ayn1 basar1 elde
edilememektedir.

Deo ve ark. (2017) ¢ farkli algoritmayla Coklu
Uyarlanabilir Regresyon Egriler (MARS), En kiiciik
kareler Destek Vektor Makineleri (LSSVM), M5 Karar
agaclarint kuraklik analizleri lizerinde uygulamiglardir.
Faizollahzadeh Ardabili ve ark. (2019) Rastgele Orman
yonteminin hidrolojik modellemede etkin bir bigimde
kullanilabilecegini gdstermiglerdir.

Son yillarda cesitli yapay zeka tekniklerinin kuraklik
tahminlerindeki kullanimina deginen Mokhtarzad ve ark.
(2017), ANN, ANIFS ve SVM yontemleri ile Bojnourd
(iran) bolgesinde bir calisma yapmislardir. Bu calisma
Normallestirilmis Yagis Indisi (SPI) ile kuraklik analizi
yapmis ve analiz sonu¢larini modellemistir. 1984 — 2012
yillar1 arasinda yagis verisini kullanarak SPI’1 3 aylik
zaman periyodunda modellemistir. Mohamadi ve ark.
(2020) ANFIS, MLP, Radyal Tabanl Yapay Sinir Aglar
(RBFNN) ve SVM algoritmalarindan yararlanarak
kuraklik modellemesi yapmis ve su kaynaklarinin etkili
yonetilmesinde son derece dnemli oldugunu goéstermistir.

Choubin ve ark. (2016) aylik ortalama yagis verisini
kullanarak Kuraklik analizi yapmis ve analiz i¢in veri
madenciliginde yer alan Cok Katmanlh Algilayict (MLP),
ANFIS ve Karar Agaclart (MP5) yontemlerinden
yararlanmigtir. MLP ile yapilan analizlerin digerlerinden
daha iyi oldugu sonucuna ulagmistir. Ghorbani ve ark.
(2016) akarsu akimi tahmininde MLP, RBFNN ve SVM
yontemlerini karsilagtirarak, MLP'nin diger modellere gore
daha iyi tahmin etme kabiliyetine sahip oldugunu ortaya
koydular.

Giinlik akim tahmininde son yillarda kullanilan baskin
yaklagim, makine dgrenimi ve regresyon algoritmalarinin
uygulanmasidir. Dogrusal modellerin (¢ogunlukla zaman
serisi modelleri) aylik ve yillik olan daha biiyiik zaman
Olceklerinde daha rekabet¢i oldugu  bulunmustur
(Papacharalampous  ve ark. 2018). Regresyon
algoritmalar1, belirli bir zamandaki bagimli degisken
akisini bir dizi seg¢ilmis ongoriicii degiskenin (drnegin,
geemis akis akis degerleri, gecmis yagis degerleri ve
gecmis sicaklik degerleri) fonksiyonu olarak modeller; son
iki tiir bilgi topluca "dissal tahmin degiskenleri" olarak
adlandirilir. Makine o6grenimi durumunda, bu islev
algoritmik bir yaklasimla dogrudan verilerden 6grenilir.
Gtinliik akis akis1 tahminine yonelik mevcut yaklasimlarin
cogunlukla tek bir makine O6grenimi algoritmasinin
uygulanmasina dayanmaktadir.

Mevcut ¢alismanm sonuglari, hidrolojik uygulamalar
alaninda giinliik akis tahmini i¢in kullanilabilecegi gibi

zaman serisi modellerinin  goreli  performansinin
anlagilmasim1i da gelistirecek sonuglar igermektedir.
Hidroloji  bilimi uygulamalarinda makine 6grenimi

uygulamalarmin daha iyi anlasilmasimi kolaylastirarak
sonu¢lar sunulmustur.
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Bu c¢alismada son yillarda en ¢ok kullanilan makine
O0grenmesi yontemleri arasinda yer alan Destek Vektor
Makineleri (DVM) kullanilarak baraj ve baglama gibi
onemli su yapilarinin ydnetilmesinde 6nemli yer alan
glinlik akarsu akimlarimin modellenmesi ve akim
degerlerinin ileriye yonelik tahmin edilmesinde yardime1
olacak bir model ortaya koymak amaglanmisti. DVM
yontemi ile hesaplanan modeli iyilestirmek i¢in dalgacik
dontistimi kullanilmis ve model sonuglar1 gesitli istatistik
kriterler ile karsilagtirilarak en uygun model belirlenmistir.

2. MATERYAL VE METOT

2.1. Calisma Alam ve Veri

Bu c¢alismada Coruh havzasinda bulunan Biiyiikdere
Cayina ait 1981-2009 yillar1 arasinda 6l¢iilmiis 10168 adet
glinlik akim verileri kullanilmigtir. Biiyiilkdere Cayinin
cografi konumu Sekil 1°de gosterilmektedir. Biiyiikdere
Cay1 Bayburt ilinin 6nemli su kaynagi olan Coruh irmagina
dokiilmektedir. Bolgede Karadeniz iklimi ile Dogu
Anadolu iklimi arasinda, karasal 6zellikleri agir basan bir
gecis iklimi mevcuttur. Bayburt’ta tiim yillara ait ortalama
yagis 433,4 mm olup en yiiksek sicaklik 36,2° C ve en
diisik sicaklik —26,2° C olarak goriilmiis ve ortalama
sicaklik 7,0° C derecedir (Anonim 2024).

Bu amag¢ dogrultusunda, Coruh havzasinda bulunan
Biiyiikdere Cayna ait 1981-2009 yillart arasinda 6lglilmiis
10168 adet giinlik akim verileri eksiksiz olarak
kullanilmistir.  Bu  verilere ait modeller olusturulup
sonuclar1 degerlendirilmistir. Devlet Su Isleri Genel
Midiirliigii’nden elde edilen giinliik akim verileri Sekil
2’de verilmistir.  Verilerin = %70’lik  kismu  egitim
asamasinda, %30’luk kismi ise test asamasinda
kullanilmigtir.  Kullanilan verilerin temel istatistiksel
ozetleri tablo 1°de verilmistir. Bu c¢alismada gilinliik
akimlar1 tahmin edebilmek ic¢in pek ¢ok model
olusturulmus ve bu olusturulan modeller arasindan en iyi
sonu¢ veren yedi farkli model segilmistir. Caligmada
kullanilmak {izere gelistirilen Modeller tablo 2’de
verilmistir. Buna gore t gozlenen akis ve tahmin verisi
zamanini, t-1; 1 glinlik, t-2; 2 gilinlik, t-3; 3 ginliik
geemise yonelik Otele zamanini temsil etmektedir. Bu
modeller ii¢ farkli DVM egitim (Lineer, Polinom ve Gauss)
fonksiyonlar1 kullanarak hesaplanmig ve sonuglar
karsilagtirillmistir.  Daha sonra Dalgacik  Doniigiimii
kullanilarak yine ayni yontemler ile olusturulan modeller
hesaplanmis ve modeller birbirleri ile karsilagtirtlarak
sonuglar1 yorumlanmuistir.

Tablo 1. Verilen temel istatistik degerleri

Tim Veri  Egitim Verisi  Test Verisi
Ortalama 3.851 3.848 3.860
St.Sapma 5.144 5.222 4.957
\I’é‘;f:‘asyyfs’f 1.336 1.357 1.284
Carpiklik 2.577 2.735 2.138
Maks 70.476 70.476 30.610
Min 0.118 0.118 0.183
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Tablo 2. Calismada kullanilan modeller

Modeller Girdi Cikt1
MO1 Qui Q
MO02 Qu1, Q2 Q
MO3 Qe1, Qe2, Qe3 Q
MO04 Qt1, Qe2, Qes Q
MO5 Qe1, Q2,6 Q
MO06 Qe1, Qw2 Qe-11 Q
MO07 Qr1, Qe2, Q30 Qi

2.2. Destek Vektorleri Makinesi (DVM)

DVM modelleri baslangicta dogrusal olarak ayrilabilir
nesne smiflarinin siniflandirilmast ig¢in  gelistirilmigtir.
DVM’nin calisma prensibi iki sinifi birbirinden ayirabilen
en uygun karar fonksiyonun tahmin edilmesidir. iki ayr
smiftan dogrusal olarak ayrilabilen nesnelerden olusan iki
boyutlu bir diizlemde bunlart miikemmel sekilde ayiran bir
smiflandirict  bulmak amaglanmistir.  Bu  nesneleri
smiflandirmak i¢in SVM, maksimum marj iireten bir
hiperdiizlem bulmaya ¢alisir (Vapnik 1995). Bu
hiperdiizlem ile SVM, her sinifin en yakin veri noktasi
arasindaki mesafeyi maksimuma ¢ikarir. Her iki sinifin
hiperdiizlemlerinin  iizerine diisen nesneler destek
vektorleri olarak adlandirilir. Destek vektorleri en dnemli
egitim noktalaridir. Destek vektorleri Hiperdiizlemi
tanimlar ve karar yiizeyinin optimum konumunun
belirlenmesinde dogrudan etkiye sahiptir (Raghavendra ve
Deka 2014). Gergek zamanli problemlerde, verileri uzayda
bolen, ayirict bir hiperdiizlemi tam olarak belirlemek
miimkiin degildir ve ayrica bazi durumlarda egri bir karar
smirt elde edilebilir. Dolayisiyla SVM, ayrilamayan
smiflar i¢in bir siniflandirict olarak da kullanilabilir. Bu
gibi durumlarda, orijinal girdi uzay1, 6zellik fonksiyonlari
ad1 verilen dogrusal olmayan fonksiyonlar kullanilarak her
zaman daha yiiksek boyutlu bir 6zellik uzayma (Hilbert
uzay1) eslenebilir. Ozellik uzay: yiiksek boyutlu olmasima
ragmen, hiperdiizlemin siniflandirilmast i¢in dogrudan
ozellik fonksiyonlarin1 kullanmak pratikte miimkiin
degildir. Bu gibi durumlarda, ozellik fonksiyonlari
tarafindan olusturulan dogrusal olmayan haritalandirma,
cekirdek (kernel) adi verilen Ozel dogrusal olmayan
fonksiyonlar kullanilarak yapilabilir.

Cekirdek fonksiyonlariin se¢imi daha iyi bir genelleme
yapilmasint saglar. Cekirdek fonksiyonu kullanilarak
SVM'lerde dogrusal olmayan sinirlar olusturulabilir ve
boylece problem daha iyi tanimlanip c¢oziilebilir. Bu
amagcla kullanilabilecek olduk¢a fazla sayida cekirdek
vardir. Bunlar arasinda dogrusal, polinom, gauss
fonksiyonlar1 sayilabilir. Dogrusal olmayan c¢ekirdekler
(nonlineer kernel) sayesinde, SVM'ye karmagik ayirici
hiperdiizlemleri modelleme yetenegi verir.
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Biiyiikdere Nehri Giinlik Akim degerleri
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Sekil 2. Biiyiikdere Nehri Giinliik Akim degerleri

DVM veri seti iizerinde ortalama hata karesini minimize
ederek tiiretilen ampirik risk minimizasyonu prensibinden
ziyade, istatistiksel Ogrenme teorisindeki yapisal risk
minimizasyonu niteliginde c¢aligmasidir. Gergek diinyada
karsimiza c¢ikan problemlerin g¢ogu dogrusal olarak
ayirabilen verilere sahip degildir. Bu durumda giris verileri
klasik yontemle ¢oziilmeyebilir. Béyle problemlerde ise
dogrusal olmayan siniflandirma ydntemi kullanilmaktadir
(Cristianini ve Shawe-Taylor 2000).

Hidrolojik analizlerde pek ¢ok parametre dogrusal olmama
egilimindedir. Bu sebeple dogrusal olmayan problemleri
¢o6zmek amaciyla girdi degiskenlerini daha yiiksek boyutlu
bir 6zellik uzayima doniistiirmek i¢in dogrusal olmayan bir
esleme fonksiyonunun tanitilmasidir. Bu nedenle bu
¢alismada akig tahmini i¢in dogrusal olmayan destek
vektor regresyonunu uygulanmistir.

Drucker ve ark. (1997) tarafindan Onerilen destek vektor
regresyonu (DVR) regresyon i¢in kullanilan bir Destek
vektér makinesi modelidir. DVR, yiiksek boyutlu bir
ozellik uzaymnda dogrusal fonksiyonun bir hipotez uzayini
kullanir ve yapisal risk minimizasyonu ilkesine gore
egitilir (Wu ve ark. 2019). DVR’de karar fonksiyonu
asagidaki gibi yazilabilir:

f)=w:$(x)+b )

Burada f(x): regresyon fonksiyonu, x: girdi vektorii, w ve
b fonksiyonun parametreleridir. ¢(x) ise dogrusal olmayan
haritalandirma fonksiyonudur. Amag optimum degerlerin
bulunmasidir. Bu amaca asagidaki optimizasyon
denkleminin ¢6ziilmesi ile ulasilabilir:

. 1 -
Minyp e ;W2 + C Ly (8 + &%) ©)
Asagidaki sartlar1 saglamalidir:

yi—(w-@(xi)+b)<e+§i (3.2)

(W-@(xi)+b)—yi<e+Eix (3.b)

&i,&i%>0 i=1,...,n

Burada &i ve &i* esnek degiskenler, C: sabit ceza katsayisi,
e: marjin degeridir. Denklem 3’te sag taraf modelin
genellestirilmesini, sag taraf ise ampirik riski temsil
etmektedir. Bu iki degerin minimumda tutulmasi ile DVR
¢Ozlime ulagmaktadir.

Dogrusal  olmayan
gosterilebilir.

DVR, Lagranj carpanlarn ile
ming o. = 21y N, (ai — ai #) (a) — aj DK ) + £ X1y (ai +
ai*) =Y yi(ai —ai*) (4)

*,yi(ai —aix) =0 5)

0<ai,ai*<C,i=1,...,n; ai ve aix : Lagranj ¢arpanlari; K:
Kernel fonksiyonudur.

K=K(i.j))=p(xD)T p(x))K=K (i,))=p(x1)T p(x}) (6)
Yaygin olarak kullanilan kernel fonksiyonlart;

Dogrusal Kernel:

K(i,j)=xi-xj (7)
Gauss Kernel:

K(i.j)=exp(—ylxi=xj|2) ®)
Polinom Kernel:

K(@j)=(y(xi-xj)+r)? )

Burada; y: Yapisal parametre; d: polinom derecesi; r:
kalint1 terimidir.

2.2. Dalgacik Doniisiimii

Dalgacik (wavelet) doniigiimii, gozlemsel elde edilen
biiyiik veri kiimelerinden (tarihsel kayitlar, zaman serileri
vb.) Onemsiz ve potansiyel olarak yararli bilgi veya
bilginin ¢ikarilmasinda uygulanabilir. Simiflandirma veya
tahmin sorunlarin1 ¢ézmek icin kullanilabilen dalgacik
doniistimil, bir sinyalin zaman-frekans alanindaki davranigt
hakkinda bilgi saglayabilen ¢oklu c¢ozintrliklii bir
analizdir (Saraiva ve ark. 2021). Dalgacik doniisiimiiniin
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istatistik analizlere gore bir avantaji, sinyali ayristirmak
icin tek bir pencere teknigi yerine farkli pencere boyutlar
analizini gergeklestirmesidir.

Hidrolojik  zaman  serisi modellemede dalgacik
donisiimiiniin uygulamalarinda hidrolojik serilerin ¢ok-
zamanli  Olgeklerinin  belirlenmesi  ve  anlasilmasi,
mevsimselliklerin ~ ve  egilimlerin  tanimlanmasinda
kullanilabilmektedir. Bu nedenle, dalgacik doniisiimiiniin
duragan olmayan sinyalleri farkli zamansal olgeklerde
(seviyelerde) alt sinyallere ayrigtirma yetenegi, hidrolojik
stireclerin daha iyi yorumlanmasinda yardimci olmaktadir
(Nurani 2014). Dalgacik doniisiimii, sinyali sirastyla diisiik
ve yiiksek ¢oziiniirlikli bilesenlere ayirmak icin dar ve
genis pencere analizini kullanir. ikinci avantaj ise hidro-
meteorolojik zaman serilerinin ¢ogunlukla duragan
olmamasi nedeniyle bu serilerde dalgacik doniisiimiiniin
Istatistik analizinden daha basarili bir ara¢ olarak
degerlendirilmesidir (Partal ve Kisi 2007). Dalgacik
doniisimii avantajlarindan biri de diigiik frekanslar igin
genis, ylksek frekanslar icin dar olacak sekilde degisen
pencere boyutlarmin olmasidir.

Ziya ve Hinis

Boylece, biitiin frekans araliklarinda uygun deger zaman-
frekans ¢oziiniirliigii saglanabilmektedir (Erséz ve Ozsen
2011).

Dalgacik  doniigiimiinde  kullanilan ana  dalgacik
fonksiyonu Olgek parametresi ve konum parametresine
bagli olarak Denklem 10°da verilmistir.

W, (6) = lal 29 (£2)

Burada, a ve b dlgek parametresi, t zamandir. Dalgacik
fonksiyonu W(t) ana fonksiyonunun “a” kadar
Olceklendirilip “b” kadar zaman ekseninde Gtelenmesi ile
elde edilir (Bagakin 2019).

(10)

Daubechies dalgacik fonksiyonu gézlem verisindeki sinyal
bilesenlerinin  hassas sekilde ¢ikarilmasi miimkiin
kildigindan Daubechies dalgacik ailesi (db) literatiirde
siklikla kullanilmaktadir. Bu ¢alismada daubechies 45
(db45) dalgacik fonksiyonu ile 5 seviye dalgacik
doniisimii  kullanilmigtir. Calismada kullanilan giinliik
akim verileri ve 5 seviyede db45 dalgacik doniistimii
sonucu elde edilen yaklasik ve detayli serileri Sekil 3°de
verilmigtir.
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Sekil 3. Calismada kullanilan giinliik akim verilerinin Daubicies 45 (db45) dalgacik doniistimii ile ayristirilmis serileri

2.4. Model Performans basari olciitleri

MATLAB programi {izerinde gelistirilen modellerin
performanst cesitli istatistiksel degerlendirme kriterleri
kullanilarak degerlendirilmistir. Bu caligmada Korelasyon,
Nash-Sutcliffe verimlilik katsayis1 (NSE), Kling-Gupta
verimlilik katsayis1 (KGE), Performans Indisi (PI),
Karekok ortalama karesel hata (RMSE) ve Ortalama
mutlak yiizde hata (MAPE) kriterleri kullanilmistir. R,
NSE ve KGE kriterleri i¢in mitkemmel deger 1’e yakin
olan degerler olurken, PI, RMSE ve MAPE kriterleri i¢in
mitkemmel deger 0’a yakin degerlerdir. Bu degerlerden
uzaklasilmasi miikemmellikten uzaklagildigini
gostermektedir.

Zy:1(xi(Géz)_X1(sz))x(Xi(Hesap) _Xl(H;esap))

R =
—_— 2 2
JZ{\L1(Xi(Géz)_X1(sz)) x\/ZiN=1(Xi(Hesap)_Xl(Hesap))

(11)

NSE = 1 — Zy:l(xi(Gﬁz)_Xl(H;asap))z

12
=N (Kiccon —Kagon) (12)
RMSE
_ |X1(Gt)z)|
Pr=—" (13)
1 211/2
RMSE = [ﬁ x 21 (Xicosz) — Xigtesap)) ] (14)
MAPE = L x g}, e ittesap)] (15)
N [Xiccoz)
K=G=1-[R-1D*+(a—D*+ (B - 1*]"?
(16)
OHesap
« OGoz (17)
X1(Hesap)
18
X(Goz) (18)
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RMSE
_ %oz
Pl == (19)
3. BULGULAR

Bu c¢alismada gilinlik akim verileri Destek vektor
makinelerinin ti¢ farkli Kernel yontemi kullanilarak
modellenmigstir. Giinliik akim verilerinin farkli zaman
gecikmeleri ile olusturulan ve tablo 2’de verilen yedi farkli
model ilk 6nce dalgacik analizi ile ayristirilmadan ve daha
sonra dalgacik analizi ile ayristirilarak incelenmistir. Elde
edilen sonuglar arasinda dalgactk analizi ile
donistiiriilmemis olanlar tablo 3°de, dalgacik doniigiimii
ile elde edilen modellerin sonuglar1 ise tablo 4’de
verilmistir.

Dalgacik doniisiimii 6ncesi kurulan model sonuglarini
gosteren tablo 3 incelendiginde; egitim serisi igin biitiin
modellerde Korelasyon, NSE, PI ve RMSE kriterlerine
gore en iyi sonuglar Polinom kernel fonksiyonundan elde
edilirken, KGE kriterine gore ise en iyi sonuglar lineer
kernel fonksiyonu ile hesaplanan DVM modellerinden elde
edilmistir. Test serisi sonuglar1 incelendiginde Korelasyon,
NSE, PI ve RMSE kriterlerine gore yedi adet modelin dort
adedinde lineer, iki adet gauss ve bir adet polinom kernel
fonksiyonu ile elde edilen modellerin en iyi model oldugu,
KGE kriterine goére ise tamaminda lineer kernel
fonksiyonlu  DVM  modelinin en iyi model oldugu
bulunmustur.

Dalgacik doniisiimii 6ncesi egitim ve test serisi modelleri
incelendiginde; egitim serisi verileri i¢in biitiin modellerde
polinom fonksiyonlu DVM modelinin Korelasyon, NSE,
PI ve RMSE kriterleri i¢in en uygun model oldugu, KGE
ve MAPE kriterleri i¢in lineer fonksiyonlu DVM
modellerinin en uygun model oldugu gorilmiistiir. Egitim
veri setinde en uygun model Korelasyon ve NSE
kriterlerine gore (0.979; 0.958; 0.141) MO3 olurken,
KGE’ye gore (0.968) M04 ve M05 modelleri, RMSE ig¢in
(1.078) M06 ve MAPE igin (0.082) M02 olmustur. Test
veri seti incelendiginde farkli istatistiksel kriterler igin
Lineer, Polinom ve Gauss fonksiyon tabanli DVM
modelleri 6n plana ¢ikmaktadir. M04,M05,M06 ve M07
modellerinde lineer fonksiyonlu DVM modelleri en iyi
sonuglar1 verirken, MO1 modelinde polinom, M02 ve M03
modelleri i¢in Gauss fonksiyon tabanli DVM modelleri en
iyi sonuglari vermistir. Bu modeller arasinda en iyi bulunan
model ise; Korelasyon ve NSE, PI ve RMSE kriterlerine
gore (0.977;0.955;0.137;1.047) Gauss tabanlt M02 modeli;
KGE (0.972) gore lineer tabanli M02, M04 ve MO5
modelleri; MAPE kriterine gore (0.081) lineer tabanli MO1
modelleri en iyi model olarak bulunmustur.

Modellerin iyilestirilmesi igin dalgacik ayristirmasi
donisimii  uygulanmis ve yeni kurulan modeller
incelenmistir. Dalgacik  donilisimii  sonrasi  kurulan

modellerde ise gerek egitim serisi gerekse test serisinin
biitiin modellerinde lineer tabanli DVM modellerinin en
uygun sonuclart verdigi gorilmigtir. Egitim serisi
modelleri arasinda ise WDVM (dalgacik doniisiimlii destek
vektor makinesi) WMO04 modeli kriterlerin ¢ogunluguna
gore en uygun model olarak bulunmustur (R: 0.998;
NSE:0.995; PI: 0.046; RMSE:0.356). KGE ve MAPE

Ziya ve Hinis

kriterlerine gore ise DVM_WMO03 modeli (KGE:0.996;
MAPE:0.042) en iyi model olarak goriilmiistiir. Dalgacik
doniisiimii sonrast elde edilen modellerin test serisi
incelendiginde kriterlerin gogunluguna gére WM04 modeli
(R:0.998, NSE:0.996; PI. 0.039; RMSE:0.304) en iyi
model olarak bulunmustur. KGE ve MAPE kriterlerine
gore ise M03 modeli (KGE: 0.995; MAPE: 0.051) en iyi
model olarak goriilmektedir.

Dalgacik doéniisiimii 6ncesi elde edilen en iyi modeller
arasinda olan M02 ve M04 modellerinin goézlem verisi ile
karsilagtirilmasi Sekil 4’de, dalgacik doniisiimii sonrasi
elde edilen en iyi modeller olan WMO03 ve WMO04
modellerinin gozlem verisi ile karsilastirilmasi ise Sekil
5’de verilmistir. Dalgacik doniisiimii 6ncesi ve sonrasinda
NSE kriterine goére M04 modelinde % 4.9, M03 modelinde
% 4.6 ve MO05 modelinde % 4.6 oraninda iyilesme
goriilmistiir.

Model sonuglarmin dalgacik doniisiimii dncesi ve dalgacik
doniigiimii sonrasi elde edilen model sonug¢larmnin sagilim
grafiklerinin kargilastirilmasi Sekil 6’da verilmistir. Sekil
6’nin st satirmda dalgacik doniisiimii 6ncesi elde edilen
model sonuglari, Sekil 6’nm alt satirinda ise dalgacik
doniisiimii sonrasi elde edilen model sonuglarinin sagilim
grafikleri verilmistir. Sagilim grafikleri incelendiginde
biitiin dalgacik doniisiimii sonrast elde edilen model
sonuglarinin dalgacik doniisiimii olmadan elde edilen
sonuglardan daha Tistiin oldugu goriilmektedir. Dalgacik
doniisiimii ile elde edilen sonuglar incelendiginde WMO1
modelinde diger modellere gore en az iyilesme oldugu
goriilmiistii. WMO1 modeli disindaki diger dalgacik
modelleri sagilma grafiklerinin 45%1ik egime (1:1 ¢izgisine)
olduk¢a yakin sonuglar verdigi goriilmiistiir. Diger bir
anlatimla, dalgacik doniisiimii sonrasi kurulan modellerde -
WMO1 modeli hari¢g- goézlem degerlerine olduk¢a yakin
sonuglar elde edilmistir. Bu modeller arasinda WMO03 ve
WMO04 modelleri dogru denklemleri olarak en iyi sonug
vermis goriinmekte olsa da WMO! haricindeki biitiin
modeller performans agisindan gozlem degerlerine oldukga
yakin sonuglar verdigi goriilmektedir. Hangi modelin daha
iyl performans gosterdigini belirleyebilmek igin Taylor
grafigi ve Violin (Keman) grafigi kullanilmistir. Biitiin
modellerin Taylor grafigi ile karsilagtirilmas: Sekil 7°de
verilmig olup en uygun bulunan modellerin dagilimlarmin
karsilastirilmasi Violin (Keman) grafigi olarak Sekil 8’de
verilmigtir.

Taylor grafigi (Sekil 7) incelendiginde dalgacik doniistimii
oncesi kurulan modellerin grafigin st kisminda grup
halinde kiimelendigi ve birbirine olduk¢a yakin sonug
verdigi, dalgacik doniisiimili sonrasi kurulan modellerin
gozlem degerine daha yakim bir pozisyonda gruplandig:
gorlilmistiir.  Biyttilerek daha detayli incelendiginde
WMO04 ve WMO03 modellerinin gézlem degerlerine en yakin
oldugu ve WM04 modelinin gozlem degerine daha yakin
oldugundan daha iyi bir model oldugu goriilmiistiir. Bu
modelleri ise ligiincii sirada en iyi model olarak WMO05
modeli izlemektedir. Bu modellere ait NSE; KGE; PI;
RMSE ve MAPE degerlerine sirasiyla bakildiginda: WM04
(0.996; 0.993; 0.039; 0.304 ve 0.056); WMO03 (0.996;
0.995; 0.042; 0.321 ve 0.051) ve WMOS5 (0.994; 0.993;
0.048; 0.368 ve 0.065) olarak tespit edilmistir. Burada KG
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kriteri haricindeki diger kriterler birbirleri ile uyumlu olarak
modellerin sirasmi iyi bir sekilde tespit etmistir. Ancak
KGE kriteri M03 modelini M05 modeline gore daha uygun
olarak gostermis fakat bu durum Taylor diyagraminda teyid
edilmemistir. Dolayisi ile KGE kriterini kullanirken, diger
istatistiksel kriterler ile onaylamak gerekmektedir.

Dalgacik doniisiimii sonrasi elde edilen modeller dalgacik
doniisiimsiiz modellere gore daha iyi sonug verdiginden

Ziya ve Hinis

Sekil 8’de dalgacik sonrasi elde edilen modellere ait Violin
(keman) grafikleri verilmigtir. Sekil 8 incelendiginde
dalgacik doniigiimii sonrasi model sonug¢larinin goézlem
verisi ile ¢ok yakin aritmetik ortalama ve medyan verisine
sahip oldugu; tahmin edilen verilerin dagilimmin gézlem
verilerinin dagilimina olduk¢a benzer oldugu; ancak
maksimum deger tahmininde hi¢ birisinin maksimum
gozlem degerine (30.61) ulasamadig1 goriilmiistiir.

Tablo 3. Dalgacik doniistimii 6ncesi Test ve Egitim setlerinde akim verilerinin tahmin edilen degerleri

MODEL YONTEM TEST SETI EGITIM SETI
DVM Korelasyon NSE KGE PI RMSE MAPE Korelasyon NSE KGE PI RMSE MAPE
- Linear 0.974 0.949 0.966 0.146 1.114 0.081 0.969  0.939 0.961 0.170 1.290 0.077
§ Polinom 0.975 0.950 0.962 0.145 1.109 0.113 0.974  0.949 0.945 0.156 1.185 0.107
Gauss 0.974 0.949 0.961 0.146 1.116 0.143 0.970  0.941 0.938 0.168 1.272 0.129
~ Linear 0.975 0.950 0.972 0.146 1.111 0.085 0.970  0.940 0.967 0.170 1.285 0.082
§ Polinom 0.970 0.939 0.962 0.161 1.220 0.084 0.978  0.957 0.951 0.143 1.085 0.084
Gauss 0.977 0.955 0.968 0.137 1.047 0.125 0.971 0.943 0.946 0.164 1.242 0.111
- Linear 0.975 0.950 0.970 0.146 1.111 0.106 0.969  0.940 0.966 0.169 1.284 0.102
§ Polinom 0.968 0.935 0.950 0.167 1.266 0.189 0.979  0.958 0.950 0.141 1.073 0.182
Gauss 0.976 0.952 0.963 0.143 1.088 0.132 0.971 0.943 0.940 0.164 1.246 0.115
- Linear 0.975 0.949 0.972 0.146 1.114 0.094 0.969  0.939 0.968 0.170 1.287 0.091
§ Polinom 0.965 0.924 0.898 0.180 1.364 0.359 0.979  0.953 0.900 0.148 1.128 0.348
Gauss 0.974 0.949 0.959 0.147 1.117 0.139 0.971  0.942 0.933 0.166 1.259 0.118
v Linear 0.975 0.950 0.972 0.146 1.111 0.093 0.970  0.940 0.968 0.169 1.284 0.090
olinom . . . . . . . .957 0. . . .
E Poli 0.966 0.932 0.953 0.171 1.295 0.117 0.979  0.957 0.950 0.143 1.087 0.117
Gauss 0.974 0.950 0.965 0.146 1.114 0.135 0.971  0.943 0.934 0.165 1.252 0.114
° Linear 0.975 0.950 0.970 0.146 1.110 0.107 0.969  0.940 0.966 0.169 1.283 0.103
E Polinom 0.969 0.938 0.961 0.162 1.234 0.149 0.979  0.957 0.954 0.142 1.078 0.143
Gauss 0.974 0.948 0.959 0.148 1.128 0.132 0.971  0.942 0.935 0.166 1.260 0.110
inear . . . . . . . . . . . .
— Li 0.975 0.950 0.971 0.146 1.110 0.107 0.969  0.940 0.967 0.169 1.283 0.103
= Polinom 0.970 0.938 0.948 0.162 1.230 0.134 0.979  0.956 0.942 0.143 1.092 0.134
=
Gauss 0.975 0.950 0.958 0.146 1.110 0.133 0.970  0.940 0.932 0.169 1.282 0.113
Tablo 4. Dalgacik doniisiimii sonrasi Test ve Egitim setlerinde akim verilerinin tahmin edilen degerleri
MODEL YONTEM TEST SETI EGITIM SETI
DVM  Korelasyon NSE KGE PI RMSE MAPE Korelasyon NSE KGE PI RMSE MAPE
= Linear 0.985 0.969 0.969 0.113 0.868 0.077 0.982 0.965 0.965 0.128 0.979 0.072
= Poly 0.923 0.470 0.253 0.486 3.609 2.381 0.769  -0.294 0.078 0.873 5.942 2.375
auss . . . . . . . . . . . .
z G 0.896 0.794 0.772 0.308 2.252 0.286 0.937 0.858 0.787 0.264 1.967 0.120
Q Linear 0.997 0.994 0.993 0.050 0.385 0.059 0.997 0.994 0.994 0.054 0.418 0.047
= Poly 0.969 0.854 0.646 0.250 1.897 1.148 0.941 0.761 0.613 0.342 2.555 1.126
auss . . . . . . . . . . . .
Z G 0.825 0.665 0.653 0.407 2.870 0.422 0.915 0.800 0.705 0.317 2.338 0.133
s Linear 0.998 0.996 0.995 0.042 0.321 0.051 0.998 0.995 0.996 0.048 0.366 0.042
= Poly 0.951 0.770 0.589 0.316 2.379 1.316 0.961 0.804 0.594 0.307 2.314 1.299
auss . . . . . . . . . . . .
z G 0.776 0.584 0.580 0.467 3.198 0.545 0.903 0.760 0.652 0.349 2.556 0.150
2 Linear 0.998 0.996 0.993 0.039 0.304 0.056 0.998 0.995 0.993 0.046 0.356 0.048
= Poly 0.891 0.579 0.543 0.440 3.215 1.278 0.902 0.609 0.545 0.446 3.268 1.235
auss . . . . . . . . . . . .
z G 0.757 0.556 0.557 0.487 3.302 0.606 0.899 0.748 0.634 0.359 2.623 0.156
o Linear 0.997 0.994 0.993 0.048 0.368 0.065 0.997 0.994 0.993 0.053 0.410 0.053
= Poly 0.855  -0.464 -0.220 0.837 5.997 3.813 0.902  -0.159 -0.177 0.768 5.624 3.743
auss . . . . . . . . . . . .
z G 0.753 0.549 0.549 0.492 3.328 0.617 0.898 0.744 0.629 0.362 2.643 0.165
2 Linear 0.997 0.994 0.992 0.049 0.380 0.077 0.997 0.994 0.991 0.054 0.416 0.064
= Poly 0.956 0.858 0.756 0.247 1.868 0.754 0.984 0.936 0.782 0.174 1.326 0.727
z Gauss 0.738 0.528 0.531 0.507 3.404 0.648 0.895 0.733 0.615 0.370 2.698 0.172
S = Linear 0.997 0.994 0.989 0.051 0.389 0.083 0.997 0.993 0.989 0.055 0.421 0.070
z < Poly 0.954 0.716 0.482 0.350 2.640 1.717 0.945 0.664 0.460 0.405 3.029 1.692
Gauss 0.714  0.490 0.489 0.535 3.539 0.675 0.889  0.712 0.587 0.386 2.804 0.172
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Sekil 5. Gozlenmis veri ile dalgacik doniisiimii sonrast WMO03 ve WMO04 model karsilastiriimasi

3000

Ziya ve Hinis

27



Giinlik Akimlarin DVM ve Dalgacik ile modellenmesi

Mo01

WMO01

Sekil 6. Test veri seti i¢cin modellerin dalgacik doniisiimii dncesi (list satirda verilen modeller) ve dalgacik doniisiimii sonrasi (alt satirda verilen modeller) sagilma grafiklerinin
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Sekil 6 (devam). Test veri seti i¢gin modellerin dalgacik doniisiimii dncesi (iist satirda verilen modeller) ve dalgacik doniigiimii sonrasi (alt satirda verilen modeller) sagilma grafiklerinin
karsilastirilmast (Kirmizi renk ile verilen gizgi 1:1 (45%1ik) simetri gizgisidir)
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25

Standard Deviation
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Sekil 7. Modellerin Taylor grafigi ile karsilastirilmasi
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Sekil 8. Modellere ait Violin (Keman) grafikleri
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4. TARTISMA VE SONUC

Bu c¢alismada gilinlik akim verilerinin modelleme
caligmasinda siklikla kullanilan Destek Vektor Makineleri
(DVM) incelenmis ve DVM igin en uygun model
gelistirilmesinde kullanilan farkli Kernel fonksiyonlari
arastirilarak en uygun fonksiyonlar ve modeller ortaya
konulmustur. Elde edilen modeller {iizerinde dalgacik

Ziya ve Hinis

fonksiyonlarindan Polinom, Gauss ve Lineer (dogrusal)
fonksiyonlar karsilastirildiginda en iyi sonuglarin Linear
ve Gauss fonksiyonlarindan elde edildigi goriilmistiir
(Tablo 3). Dalgacik doniisiimii kullanilarak olusturulan
modellerde ise Lineer DVM fonksiyon sonuglarinin biitiin
modellerde daha iyi oldugu gozlemlenmistir. Giinliik
akarsu akim modellerinde dalgacik doniigiimiiniin Lineer
Kernel fonksiyonu ile hesaplanan DVM modellerinde

kullanilmasiin model performansini artiracagi bu galisma
ile elde edilen en 6nemli sonugtur.

donisimii  kullanilarak  sonuglarin  iyilestirilmesi
saglanmistir. Gilinlik akim verilerinin farkli zaman
gecikmeleri ile yedi farkli model olusturulmustur. Bu
modeller ti¢ farkli DVM kernel (Lineer, Polinom ve Gauss)
fonksiyonlart  kullanarak hesaplanmis ve sonuglar
karsilagtirilmistir. Elde edilen modellerin iyilestirilmesi
icin dalgacik doniisiimii olarak daubechies 45 (db45)
dalgacik fonksiyonu ile 5 seviye dalgacik doniistimil
kullanilmig ve model sonuglarinda yaklasik %5 oraninda
iyilesme gorilmiistiir.

CIKAR CATISMASI

Herhangi bir ¢ikar ¢atigmasi yoktur.

TESEKKUR

Bu ¢alismada kullanilan giinliikk akim verilerinin temin
edilmesinde katkis1 bulunan DSI Genel Miidiirliigiine

Giinlik akarsu akim degerlerinin modellenmesinde  tesekkiir ederiz
kullanilan ~ Destek =~ Vektorleri ~ Makinas1  kernel
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