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rumlar veya harcama yetkilileri farklı kullanım amacı için, 
insanların ihtiyaçlarını karşılayacak yapıların tanımını, ta-
rifini belirler, yasalara ve yönetmeliklere göre süreci yöne-
tir. Bu süreç açık bir şekilde duyurulur ve yüklenici firma-
lar kâr-zarar oranlarını gözeterek ihale teklif sürecine girer. 
İhalelere katılan inşaat firmaları, istekli veya teklif verenler 
olarak adlandırılırlar. Teklif verenlere ait bilgiler ihale sü-
reçlerinde önemli göstergelerden biridir. Toplam tekliflerin 
sayısal ifadeleri inşaat işlerine olan ilgiyi, yoğunluğu, maliyet 
ve bütçe planlamasına ait bilgiler sunabilir. Bu bilgilerin söz-
leşme bedeli arasındaki ilişki araştırılması, önemli noktalara 

1. Giriş
Yapım işlerinde kamu kurumlarına ait binalar, yüklenici fir-
malara ihale edilerek yapılmaktadır. 

İhale süreçleri rekabetçilik ve eşitlik ilkelerine dayanarak en 
uygun fiyatla, istenilen yapıların inşa edilmesini kapsar. Ku-
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Öz

Kamu ihalelerinde sözleşme bedelleri, temel olarak metraj ve birim fiyatlardan oluşmaktadır ve dolayısıyla bu parametrelerle yakından 
ilişkilidir. Bu parametrelerden başka, daha sade sayısal ifadeler üretebilen ve parasal anlaşma bedelleri hakkında önemli ipuçları veren 
ihale verileriyle de anlamlı ilişkilere sahiptir. Dolayısıyla ihale verileri ile sözleşme bedeli arasındaki anlamlı ilişkinin değerlendirilmesi 
önem kazanmaktadır. Bu çalışmada inşaat işlerinde ihale değişkenleri kullanılarak makine öğrenmesi yöntemleri ile sözleşme bedelleri 
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XGBoost ve ANN algoritmalarında uygulanan parametrik optimizasyonlar, mevcut modelin daha iyi bir performansı göstermesini 
sağlamıştır. XGBoost 0.9435, MAE 1.2988, RMSE 2.0621 en iyi genelleme yeteneğine sahip algoritma olmuştur. Çalışma hem 
kullandığı parametrelerin özgünlüğü hem de makine öğrenmesi modelinde uygulanan hiper parametre optimizasyonları ile literatüre 
katkı sunmaktadır.
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Abstract

In public tenders, contract values are primarily composed of quantities and unit prices, and therefore are closely related to these 
parameters. Besides these parameters, contract values are also meaningfully associated with procurement data that can produce more 
straightforward numerical expressions and provide significant insights into monetary agreement values. Therefore, evaluating the 
meaningful relationship between procurement data and contract value becomes crucial. This study aims to predict contract amounts 
in construction works using machine learning methods with bidding variables. Basic and popular algorithms were employed for this 
purpose. A series of hyperparameter optimizations were conducted to enhance prediction models, yielding positive results. Particularly, 
the parametric optimizations applied to XGBoost and ANN algorithms, which demonstrated the best results in the study, improved the 
performance of the existing model. XGBoost achieved the best generalization ability with an  of 0.9435, MAE of 1.2988, and RMSE 
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vurgulanarak ihtiyaç duyulan tahmin yöntemi belirlenmesi 
önemlidir.

Son yıllarda birçok bilim dallarında tahmin yöntemleri 
araştırmalarda yer almaktadır. Bu alanda makine öğrenmesi 
literatürdeki popüler konulardan biridir. Metinsel dil mo-
dellerinin baskınlığı son zamanlarda sıklıkla kullanılmasına 
karşılık (Yazğılı ve Baykara 2022), dijital alanlardaki araş-
tırmalar her geçen gün artmaktadır (İlgün vd. 2023). Maki-
ne öğrenmesi yöntem ve konuları diğer farklı disiplinlerde 
de sıklıkla kullanılmaktadır (Zeynep ve Erdal 2019). Farklı 
disiplinlerde yer alan bu yöntem ve konular inşaat mühen-
disliğinde de sıklıkla kullanılmaktadır. İnşaat mühendisliğin 
tüm alt dallarında bu çalışmaları görmek mümkündür (Thai 
2022). İnşaat malzeme fiyatlarının tahmini için sinir ağı ta-
banlı modelin kullanılması (Mir vd. 2021), makroekonomik 
göstergelerle yapı malzemesi tahminin yapılması (Shiha 
vd. 2020),  kuraklık analizleri (Başakın vd. 2019), ve konut 
tahmin taleplerinin tahminleri (Emeç ve Tekin 2022) örnek 
olarak verilebilir. 

1.1. Literatür Taraması

Yapım işlerinde maliyeti temel almak suretiyle yapılan ça-
lışmaların günden güne artmaktadır (Aslay ve Dede 2022). 
Çalışmalarda inşaat maliyetlerinin birçok alt kümesi olarak 
değerlendirilebilen kavramlar yer alır (Aslay ve Dede 2023). 
Bu kavramlardan biri de sözleşme bedelidir. Ancak sözleşme 
bedelleri ile ilgili çalışmaların daha çok maliyet odaklı oldu-
ğu söylenebilmektedir. Skitmore vd. (2003), 93 adet inşaat 
projesi ele alarak, sözleşme bedelini makine öğrenmesi ile 
tahmin etmeye çalışmıştır. Bunun için farklı modeller ge-
liştirmiştir. Yüklenici seçim yöntemi, sözleşme düzenlemesi, 
proje türü gibi kriterleri kullanmıştır. Parasal tutarın yanın-
da sözleşme türü ve inşaat süresi de analize dahil etmişlerdir. 
Ancak çalışmada sözleşme tutarı tahmininde elde edilen 
performans metrikleri oldukça düşüktür ve bu durum mo-
delin genel tahmin yeteneğinin iyi olmadığını göstermekte-
dir. Elhag vd. (2005) sözleşme bedeli tahmini için 67 farklı 
değişken üzerinde seçim yapmaya çalışmışlardır. Sözleşme 
bedeli aynı zamanda ihale öncesi maliyet tahmini olarak de-
ğerlendirmişlerdir. Yapılan bu çalışmada parametrelerin be-
lirlenmesi anket yoluyla yapılmıştır ve sonuçlar tahmin mo-
deli olarak değerlendirilmemiştir. Aziz vd. (2014) sözleşme 
bedeli maliyet azaltma metotları ile kullanmaya çalışmışlar-
dır. Sözleşmede bedelinin azaltılmasından ziyade optimum 
değerlere ulaşmaya çalışmışlardır. Pusic vd. (2020) maliyet 
tahminin inşaat sisteminin bir parçası olarak değerlendire-
rek, sözleşme bedelin olarak ön finans tahminini sinir ağı 
tabanlı model ile uygulamışlardır. Bunun için tarihsel veriler 

ve bazı bina teknik verilerinden yararlanmışlardır. Kovacevic 
vd. (2021) 181 adet betonarme köprü projesi incelemişlerdir. 
Farklı makine öğrenmesi modellerinden yaralanmışlardır. 
Girdi parametreleri olarak yapısal elemanlardan faydalana-
rak, inşaat maliyetini tahmin etmeye çalışmışlardır. Gurmu 
ve Miri (2023) bina maliyetini bulmak için çeşitli girdi pa-
rametreleri değerlendirmişlerdir. Bunlardan bazıları brüt ze-
min alanı, kullanılan malzemeler ve mimari iş kalemleridir. 
Farklı algoritmalar sunan çalışmada birçok parametre de-
ğeri denemiş olsa da verimlilik ölçütlerinin yeterli olmadığı 
söylenebilmektedir.  Dang-Trinh vd. (2022), fabrika inşaat 
maliyeti tahmini için farklı makine öğrenmesi yöntemlerini 
kullandılar. Çalışma maliyet tahmincileri için çeşitli tahmin 
metodolojilerine erişim sağlamıştır ve bir fabrikanın ön ma-
liyetinin tahmininde en iyi modelin belirlenmesini dair çık-
tılar elde etmiştir. Rafiei and Adeli  (2018), bina özellikleri-
nin yanı sıra, işçilik-malzeme endekslerini kullanarak, sinir 
ağları ve destek vektör makinelerine dayanan maliyet modeli 
geliştirdiler. Sanni-Anibire vd. (2021) yüksek binaların ön 
maliyeti için tahmin modelleri oluşturmuşlardır. Çalışmada 
makine öğrenmesi gibi modern dijital teknolojilerin inşaat 
endüstrisinin sorunlarını çözme potansiyeli ve tanımlanan 
prosedür, maliyet tahmin modellerinin geliştirilmesine katkı 
sunulmuştur.

İnşaat maliyetinin tahmin modeli ile ilgili geliştirilen ça-
lışmalarda, özellikle girdi parametreleri statik veya mimari 
projeden elde edilen verilerle yapılmaktadır (Kovacevic vd. 
2021, Gurmu ve Miri 2023). Bu durum hem uygulama sü-
reçlerini zorlaştırmaktadır hem de zaman kaybına neden ol-
maktadır. Literatürdeki çalışmalarda kullanılan proje sayıları 
da oldukça azdır (Elhag vd. 2005, Kovacevic vd. 2021). Ma-
kine öğrenmesi modellerinde, örnek sayısı olarak net ifade 
söylenemez ancak veri noktalarının, tahmin modelleri üze-
rinde homojen bir dağılım elde edilebilmesi için örnekler 
analiz sonucu çıktılarda tatmin edici olmalıdır. Aynı zaman-
da sözleşme bedeli ile ilgili yapılan bu çalışmalarda hiper pa-
rametre optimizasyonun yapılmaması önemli bir eksikliktir 
(Skitmore vd. 2003). Araştırmalarda sözleşme bedeli tah-
mini için makine öğrenmesi modellerinin daha fazla geliş-
tirilmesi ve farklı parametrelerin çalışmalarda yer verilmesi 
ihtiyaç duyulmaktadır. Her ne kadar maliyet analizlerinde 
makine öğrenmesi yöntemleri sıklıkla kullanılsa da sözleşme 
bedeli olarak değerlendirilmesi ve yeni değişkenlerin ışığın-
da modellerin geliştirilmesi önemlidir. Son araştırmalarda 
optimum parametrelerle öğrenme algoritma tabanlı mo-
dellerin gelişimi hızla ilerlemektedir (Takcı 2023). Kamu 
ihalelerinde sözleşme bedelleri tahmin yaklaşımının ihale 
parametrelerini kullanarak ve yeni model geliştiriciler ile 
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desteklenerek analizlerine yer verilmesi beklenen araştırma 
konularından biridir.

Bu çalışmada, yapım işleri kamu ihalelerinde, yeni yapım 
işlerinde, ihale parametresi olarak değerlendirilen toplam 
teklif sayıları, toplam geçerli teklif sayıları, doküman satın 
alma sayıları gibi değişkenlerle yüklenici firmalar ile kamu 
idareleri arasında imzalanan parasal karşılık olan sözleşme 
bedeli tahmin edilmeye çalışılmıştır. Bunun için 397 adet 
Açık İhale usulü ve Anahtar Teslim Götürü Bedel sözleşme 
türüne ait yapı projeleri ele alınmıştır. Makine öğrenmesi 
metotları uygulanmıştır. Analizlerde klasik makine öğren-
mesi metotların dışına çıkılarak son zamanlarda kullanılan 
popüler tahmin metotları çalışılmıştır. Modeller ait para-
metrelerin optimizasyonlar yapılarak, her bir modele özel 
olarak hiper parametrik model geliştirici yöntemler denen-
miştir. Hiper parametre optimizasyonları ile modellerin 
genel tahmin yeteneklerinin arttırılması başarılı bir şekilde 
gerçekleştirilmiştir. Yapılan çalışmanın optimum değişken 
türleri ve mümkün olan model geliştirici yöntemlerle, litera-
türe katkı sunmaktadır.

1.2. Kamu İhaleleri ile İnşaat İşlerin Yapılması

Bu çalışmada Türkiye’de yapım işlerinde betonarme yapıla-
rın inşası ve tanzimi için harcama yetkilisi idareler tarafın-
dan gerçekleştirilen kamu ihalelerindeki verilerden yarar-
lanılmaktadır. Kamu binaları, ilgili idarelerin ihale yapmak 
suretiyle gerçekleştirdiği süreçlerle mümkün olmaktadır. 
Bunun için 4734 ve 4735 sayılı kanunlar kullanılmaktadır.  
Genellikle ihale usulü olarak; açık ihale usulü, belli istekliler 
arasında ihale usulü ve pazarlık ihale usulü ve sözleşme türü 
olarak; birim fiyat, anahtar teslim götürü bedel ve karma 
sözleşme türleri kullanılmaktadır (Kocaman vd. 2020). Bu 
araştırmada kullanılan veri setlerinin tümü açık ihale usulü 
ve anahtar teslim götürü bedel sözleşme türüne sahip iha-
lelerden elde edilmiştir. Çalışmada kullanılan ihale usulü ve 
sözleşme türü Çizelge 1’de verilmektedir. Açık ihale usulün-
de ihalesi yapılacak olan yapım işinin duyurusu tüm istekli-
lere yapılır. Herhangi özel çağrı veya teklif yapılmaz. İnşaat 
işi ile ilgili gerekli şartlara sahip olan herhangi bir yüklenici 
firma, ilgili harcama yetkilisinin belirttiği koşullara uygun 

şekilde teklif verebilir. Teklifler ihale şartnamesinde belir-
tilir ve işin durumuna bağlı olarak uygun standartlarda de-
ğerlendirilerek sonuçlanır. Sözleşme türü olan ve çalışmada 
da kullanılan anahtar teslim götürü bedel sıklıkla ihalelerde 
tercih edilir. Bu ifade, yüklenici inşaat firmalarının taahhüt 
etmiş oldukları parasal bedel karşılığında, bir inşaat proje-
sinin baştan sona tüm aşamaları ile insanların kullanımına 
hazır olacak şekilde tamamlanmasını belirtir. Bunun için söz 
konusu iş, işverene teslim edilir ve ilgili idare fen-sanat nok-
tasından belirli aralıklarla kontrolleri yapar. Bu tür ihaleler-
de proje bütçesi değişmez veya çok az değişir ve tüm riskleri 
müteahhit firma üstlenir. İnşaat işi anlaşmaya varılan gün ve 
sözleşme bedeli ile tamamlanır. 

2. Gereç ve Yöntem

2.1. Veri Setinin Tanımı

Bu çalışmada Türkiye’de kamu ihalelerinde ihalesi yapılmış 
olan 397 adet, yeni yapım işlerinden oluşan ve betonarme 
yapılardan alınan veriler kullanılmıştır. Bu veriler elektro-
nik kamu alım platformundan ‘ekap’ elde edilmiştir. Bunun 
için konusunda uzman inşaat mühendis tarafından gerekli 
inşaat taban alanı hesabı ve ihale parametre bilgilerine ait 
okumalar yapılmıştır. Projeler sadece yeni yapım işlerini 
kapsamaktadır, tadilat işleri, onarım-güçlendirme işleri yer 
almamaktadır. Projelerin tamamı temelden başlamak üzere, 
inşaata ait tüm imalatların sonlandırılmasını kapsamaktadır. 
Aynı zamanda bu durum Kamu İhale Mevzuatında ‘Anah-
tar teslim götürü bedel’ olarak adlandırılan ihale yöntemi ile 
yapımı tamamlanan işleri kapsamaktadır. Yapıların tamamı 
betonarme olarak inşa edilmiştir. Farklı kat sayıları ve farklı 
kullanım amacı olan bina verilerinden yararlanılmıştır. Ça-
lışma kapsamında oluşturulan modelde 5 farklı bağımsız 
değişken ve 1 adet bağımlı değişken yer almaktadır. Toplam 
6 adet olan özniteliklerin açıklamaları Çizelge 2’de veril-
mektedir.

Bağımsız değişkenler seçilirken temel amaçlardan biri statik 
proje değişkenleri (Kovacevic vd. 2021) ve mimari projeler-
deki değişken (Gurmu ve Miri 2023) bilgileri tam olarak 
bilinmeden ihale aşamasında sözleşme bedeli hakkında tah-
min modeli oluşturmaktır. Çalışmanın özgün yanlarından 

Çizelge 1. İhale Usulleri ve Sözleşme Türleri (4734 Sayılı Kamu İhale Kanunu).

İhale Usulleri Sözleşme
Türleri

Bu Çalışmada Kullanılan Sözleşme 
Türleri ve İhale Usulleri

* Açık ihale usulü
* Belli istekliler arasında ihale usulü
* Pazarlık ihale usulü

* Anahtar Teslim Götürü bedel
* Birim fiyat

* Karma

* Açık ihale usulü
* Anahtar Teslim Götürü bedel
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Veri setlerine ait değişkenlerdeki ağırlıklar ağaç topluluğu 
büyüdükçe güncellenir (Ay ve Ekinci 2022). Bu yöntem 
gradyan artırma makinesi algoritmasını daha hızlı yapmak 
için geliştirilmiştir. Bunun için bir modelin eğitim veri-
si üzerinde çok iyi performans göstermesine rağmen, yeni 
veriler üzerinde yetersiz performans sergilemesi olan aşırı 
öğrenmeyi azaltmak ve eğitim hızını arttırmak için rasgele 
örnek alma tekniği kullanır. Aynı zamanda sütün tabanlı bir 
yapısı vardır ve büyük veri kümelerinde doğru sonuca ula-
şır. Tüm bu nedenlerden dolayı son dönemler sıklıklar kul-
lanılan popular bir algoritmadır (Thai 2022). Bu yönteme 
ait denklem eşitlik 1’de verilmektedir. Buradaki amaç daha 
küçük parçalarla başarının daha fazla arttırılmasıdır. Bu 
denkleme göre, 

i

n

1=
/  i indisine bağlı olarak 1’den ‘n’e ka-

dar toplamı, ( , )L x yi i  modelin verimliliğini ve hatasını ölçen 
fonksiyondur, 2

1 a  modele ait düzenleme parametresidir, 
O v2  modelin ikinci derece türevini temsil eder. 
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1
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i
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1
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=
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2.2.2. Yapay Sinir Ağları (Artificial Neural Network)

İnsan beyninden esinlenerek oluşturulan model, makine 
öğrenmesi yöntemlerinde sıklıkla başvurulmaktadır. Te-
melinde katmanlar ve ağırlıklandırmalar bulunur (Emeç 
ve Tekin 2022). Katmanlar genellikler 3 tiptedir. Her kat-
man birbirlerine nöronlarla bağlıdır. Nöronların girişlerin-
de ağırlıklandırmalar bulunur ve işleyişi etkileyen ana un-
surdur. Ağırlıklandırmalar, öğrenme, genelleme, hesaplama 
maliyeti ve performans doğrulukları ile belirlenir. Bu şekilde 
modelin genelleme yeteneği performans kabiliyeti problem 
üzerinde önemli bir rol oynar. Yöntemde kullanılan girdi ve 

bir tanesi de budur. Bunun için sözleşme bedeli ile ilişkili 
olan ve analizlerde olumlu sonuçlar veren, satın alan sayıları, 
isteklilerin internet üzerinden talep ettikleri ihale doküman 
sayıları, toplam teklif sayıları, geçerli teklif sayıları girdi pa-
rametreleri kullanılmıştır. Bununla birlikte mevcut girdileri 
destekleyen ve bina karakteristiğini yansıtan inşaat taban 
alanı kullanılmıştır. Bu alan, maliyet tahmininde regresyon 
analizi gibi istatistiksel modellerde yaygın olarak kullanılan 
bir değişkendir ve maliyet ile doğrudan ilişkisi bulunur (Ali 
ve Burhan 2023, Wang vd. 2022). Aynı zamanda hedef verisi 
olarak da adlandırılan bağımsız değişken ise sözleşme be-
delidir. Sözleşme bedeli müteahhit firmaların herhangi bir 
iş için ilgili idareye verdikleri taahhüt bedelini ve bu bede-
le karşılık da harcama yetkilisinin onayını ifade eder. Har-
cama yetkilisi ihale isteklileri arasından en avantajlı teklifi 
değerlendirerek uygun gördüğü fiyat üzerinden yüklenici 
ile anlaşır. Bu anlaşma koşul ve detayları 4734 ve 4735 sa-
yılı kanunlarda yer almaktadır. Veri setlerinde bağımlı öz-
nitelik olarak teklif sayıları ve bina karakteristik özellikleri 
değerlendirilmektedir. Teklif sayıları kendi aralarında farklı 
kategoriler içermektedir. İhale büyüklüğü veya avantaj du-
rumunu göre bu kategoriler farklı anlamlar ifade etmektedir. 
Hem korelasyon matrislerinde hem de veri analizlerinde bu 
durum detaylı olarak değerlendirilmiştir. 

2.2. Makine Öğrenmesi Yöntemleri

2.2.1. Gradyan Artırıcı Karar Ağacı (Extreme Gradient 
Boosting)

Literatürde ‘XGBoost’ olarak adlandırılan yöntem, karar 
ağacı temellidir. Topluluk öğrenme prensibine dayanır ve 
parametrelere farklı ağırlıklar vererek tahminlerde bulunur. 

Çizelge 2. Özniteliklere ait açıklamalar (4734, Sayılı Kamu İhale Kanunu).

Tanım Değişken Türü Açıklama Kısaltma

Sözleşme Bedeli Bağımlı Değ. Yüklenici firma ile işin idaresi arasında anlaşmaya varılan 
parasal tutar sb

Doküman Satın Alan Sayısı Bağımsız Değ. İsteklilerin işin idaresine gelerek para karşılığı yapım işi 
hakkında belge olarak aldığı doküman sayısı dsas

Dokümanı EKAP üzerinden 
e-imza kullanarak indiren sayısı Bağımsız Değ. İsteklilerin internet üzerinden talep ettikleri ihale 

dokümanı sayısı deis

Toplam Teklif Sayısı Bağımsız Değ. İsteklilerin yapım işini taahhüt ettikleri parasal karşılık ile 
yapacaklarına dair verdikleri beyan sayısı tts

Toplam Geçerli Teklif Sayısı Bağımsız Değ.
İsteklilerin taahhüt etmiş oldukları beyanlarından 

herhangi eksiklik olmaksızın idarenin yapabilir onayı 
verme sayısı

tgts

İnşaat Taban Alanı Bağımsız Değ. İlgili yapım işine ait binanın sahip olduğu taban alanı. 
M2 olarak değerlendirmeye alınmıştır. tabal
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hesaplanır. Mesafe fonksiyonu oluşturularak, bağımsız de-
ğişkenlerin yakınlıkları ve tahmin değerlerinin ortalaması 
alınarak en iyi sonuca ulaşılmaya çalışılır (Başakın vd. 2019, 
Sonuç ve Özcan 2022). KNN yöntemi temel olarak metrik 
mesafe değerine dayanır ve eşitlik 5 ‘de verilmektedir.

( , ) ( )d x y y xi i
i

n 2

1
= -

=
/   (5)

2.3. Tahmin Modelinin Oluşturulması

Bu çalışmada 5 farklı makine öğrenmesi algoritmasından 
yararlanılmaktadır. Bunlar; gradyan Artırıcı karar ağacı 
(XGBoost), yapay sinir ağları (ANN), destek vektör maki-
nesi (SVM), bayes regresyonu (Bayesian Regression), K-en 
yakın komşu (KNN) algoritmalarıdır. Kullanılan algoritma-
lar farklı avantajlar sunarak çeşitli veri setleri ve problemler 
için etkili çözümler sağlar. XGBoost, yüksek doğruluk oranı 
elde eder, karmaşık problemlerde etkilidir ve esneklik sunar. 
ANN karmaşık desenleri öğrenme yeteneği iyidir büyük ve-
rilerde etkili çözüm sunar. SVM, kategorik özelliğe sahiptir 
ve yüksek boyutlu veri setlerinde margin farkını maksimize 
eder. Bayes regresyonu, güven aralıklarını hesaplar ve veri 
setlerindeki belirsizliği yönetebilir. KNN temel bir öğrenim 
algoritmadır, yöntem olarak mesafeleri kullanarak hızlı ve 
etkili tahminlerde bulunur. Bu algoritmaların kullanımı, veri 
setinin özelliklerine ve problem gereksinimlerine bağlı ola-
rak model performansını karşılaştırarak en uygun çözümün 
seçimine olanak tanır. Bu algoritmalar seçilirken tüm bu 
özellikleri ve veri setlerinin yapısı, problem türü göz önüne 
alınmıştır. Eğitimi ve test verileri için kaynak havuzundan 
alınan örneklerde %50-%50, %60-%40, %70-%30 ve %80-
%20 oranlarının tümü değerlendirilerek analiz yapılmıştır. 
Tüm karşılaştırmalı analiz sonuçların içerisinden eğitim-
test verisi olarak en iyi sonuç veren oranı %80-%20’dir. Bu 
nedenle, literatürde de kullanılabilen (Kilinc, Haznedar, Oz-
kan ve Katipoğlu, 2024) %80-%20 oranı bu çalışmada da 
kullanılmıştır. Hazırlanan veriler eğitim ve test verileri %80-
%20 olarak bölünmüştür. Veri ön işleme adımları standart 
olarak kontrol edilmiştir. Veri setindeki değerleri belirli bir 
standart formata dönüştürme işlemi olan standardizasyon 
işlemleri gerçekleştirilmiştir. Veri setindeki değerlerin belirli 
bir ortalamaya ve varyansa sahip olmasını sağlanmıştır, böy-
lece farklı özellikler arasındaki ölçek farklılıkları giderilerek 
işlemlere devam edilmiştir. Analiz işlemleri yapılarak etkin-
lik metrikleri ayrı ayrı incelenmiştir. Etkinlik değerlerinin 
arttırılabilmesi için çapraz doğrulama sayısını değiştirilerek 
farklı kombinasyonlar elde edilmiştir. Çapraz doğrulama 
işlemi makine öğrenimi ve istatiksel işlemlerde doğrulama 
tekniklerindendir. K-katman veya araştırmalardaki bilinen 

çıktı nöronlarının nasıl işleyeceğini gösteren matematiksel 
ifade aynı zamanda temel fonksiyondur (Eşitlik 2). Burada 
‘y’ nöronun çıktısı, ‘f ’ aktivasyon fonksiyonu, ‘n’ girdi sayısı, ‘’ 
i. Girdinin ağırlık değeri, ‘‘’ i. Girdi ve ‘b’ bias terimidir (Li, 
Zhang ve Liu 2017).

(y f w x bi i
i

n

1
= = +

=
/   (2)

2.2.3. Destek Vektör Makinesi (Support Vektor Machine)

Bağımsız değişkenlerin sayısı kadar boyutu olan bir uzayda, 
en uygun hiper düzlem oluşturulmaya çalışılır. Hiper düz-
lem herhangi bir x-y doğrusunda verileri bağlı oluşturulan 
paralel çizgilerdir (Sinap 2023). Bu çizgiler en iyi tahminin 
yapılması amacıyla geniş tutulmaya çalışılır. Bunlar aynı za-
manda karar sınırları olarak da adlandırılırlar. Karar sınırları 
olarak belirlenen alan veri gruplarında tahminlerin en iyi 
şekilde temsil edilmesi beklenir. Gerçek değerler ile tahmin 
değerler ilişki için genel bir çözüm sunar (Şahin vd. 2023). 
Yönteme ait denklem eşitlik 3’te verilmektedir. Burada çe-
kirdek parametreleri olarak γ, r ve d kullanılmıştır ve fonksi-
yon radyal tabanlıdır. Denklemde, K (xi , yi) kernel (çekirdek) 
fonksiyonudur, exp üstel fonksiyondur, -γ üstel fonksiyonun 
içerisinde yer alan negatif bir katsayıyı ifade eder, ,x yi i

2  x 
ve y arasındaki öklid mesafenin karesini ifade eder.

, ( , )expK x y x y 0>i i i i
2c c= -^ h   (3)

2.2.4 Bayes Regresyonu (Bayesian Regression)

Bayes yaklaşımı veri analizlerinde olasılıksal dağılım kul-
lanır. Veri setlerindeki uyumsuzlukları, başlangıç tahmini 
ve veriye dayalı olasılık fonksiyonu kullanarak gidermeye 
çalışır. Geleneksel makine öğrenimi yöntemlerinin aksine, 
nokta tahminlerine odaklanmak yerine, model parametreleri 
ve tahminler üzerinde olasılık dağılımlarını içerir ve bu da 
belirsizliğin daha kapsamlı çözümünü ortaya çıkarır (Bha-
radiya 2023). Yönteme ait örneğin deneme ile elde edilen 
olasılığını hesaplayan denklem eşitlik 4’te verilmektedir. Bu-
rada, ‘’ bağımlı değişken, ‘X’ bağımsız değişkenler matrisini, 
'β’ ağırlıklar matrisi ve biası temsil etmektedir (Özçift vd. 
2019).

| ,
(exp

P y X
X

1
1

1b
b

= =
+ -

^ ^h h   (4)

2.2.5 K-En Yakın Komşu (K-Nearest Neighbour)

Bu yöntem uygulama kolaylığı ve işlem süresinin az olması 
nedeniyle araştırmalarda sıklıkla kullanılmaktadır. Paramet-
rik olmayan bir modeldir. ‘K’ harfi komşu sayısını ifade eder 
ve verilerin oluşturduğu kümelerin adetidir. Eğitim küme-
si içerisinde k adet oluşan sınıfların ortalaması ‘K’ sayısı ile 
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algoritmaları ile veri analizleri gerçekleştirilmektedir. Bu al-
goritmalara ait etkinlik kriterleri Çizelge 3’te verilmektedir. 
Buna göre en iyi sonuçlar R-kare değeri 0,9435 olan grad-
yan artırıcı karar ağacından ve R-kare değeri 0,9215 olan 
yapay sinir ağlarından elde edilmektedir. Bu 2 modelin yine 
metrikleri olan ortalama mutlak hata ve karekök ortalama 
kare hatası uyumlu seviyelerdedir. Destek vektör makinesi 
ve bayes regresyonu verimlilik ölçütleri her ne kadar 3. ve 4. 
sırada bulunsa da elde edilen metriklerin tümüne bakıldı-
ğında kabul edilebilir seviyelerde olduğu söylenebilmekte-
dir. Etkinlik seviyesinde en alta yer alan K-en yakın komşu 
yönteminin R-kare değeri 0,7768 olarak elde edilmiştir. Bu 
sonuçla verimlilik değeri olumsuz algoritma olarak test edil-
miştir. Şekil 3’te kullanılan yöntemlerin saçılım grafikleri 
verilmektedir. Buna göre modellere ait gerçek değerler ve 

diğer adıyla K-fold değeri veri kümesini alt kümlere ayıra-
rak farklı ihtimalleri kullanıcı sunmaktadır. Bu çalışmada 
k-katman değeri 5-10 arasında denemiştir. En iyi sonucu 5 
katmana bölünmesi ile elde edilmiştir. Hiper parametre op-
timizasyon işlemi çalışmada başvurulan diğer aşamadır. Bu 
süreçte modele ait algoritmaların parametre değerleri, mo-
del verimliğini arttırmak için optimize edilir. Bu çalışmada 
artırıcı karar ağacı ve yapay sinir ağlarında model perfor-
mansına katkıda bulunduğu söylenebilmektedir. Değerlen-
dirme ölçütü olarak, ortalama mutlak hata (MAE), karekök 
ortalama kare hatası (RMSE) ve R-kare (R2) metrikleri kul-
lanılarak karşılaştırılmıştır. En verimli modeller bu metrik-
ler üzerinden değerlendirilmiştir. Çalışma aşamalarına ait iş 
akış diyagramı Şekil 1’de verilmektedir.

3. Bulgular 
Bu çalışmada 5 farklı öznitelikten yararlanılmıştır. Bunlar 
özellikle ihale istekli teklifleri ve inşaat özelliklerini barın-
dırmaktadır. Bunlar doküman satın alan sayıları, isteklilerin 
internet üzerinden talep ettikleri ihale doküman sayıları, 
toplam teklif sayıları, geçerli teklif sayıları ve inşaat taban 
alanları olarak belirlenmiştir. Değişkenlerin etki değerleri 
göz önünde bulundurulmuştur. Bu özelliklerin hem kendi 
aralarında hem de hedef öznitelik arasındaki ilişkileri kore-
lasyon matrisi ile anlamlandırılmıştır. Şekil 2’de değişkenlere 
ait ilişki sayıları verilmektedir. Buna göre inşaatın taban ala-
nının sahip olduğu etki puanı fazla olmasına karşılık, diğer 
değişkenlerde anlamlı değerlere sahiptir. Ayrıca öznitelik-
ler ayrı ayır analize dahil edilmiştir. Etki puanı fazla olan 
değişkenler ayrı analizlerle birlikte değerlendirildiğinde tek 
başına olmasından ziyade birlikte değerlendirilerek daha 
performanslı metriklerin elde edildiği görülmektedir.

Bu çalışmada gradyan artırıcı karar ağacı, yapay sinir ağları, 
destek vektör makinesi, bayes regresyonu, K-en yakın komşu 

Şekil 1. İş akış diyagramı.

Şekil 2. Korelasyon matrisi.
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önemlidir. İnşaat maliyetine yönelik olarak yapılan birçok 
çalışmada farklı mimari (Gurmu ve Miri 2023), statik (Ko-
vacevic vd. 2021) veya projeye özgü parametreleri (Skitmore 
vd. 2003),  kullandıkları söylenebilir.  

Rafiei and Adeli (2018), inşaat-arsa alanları, inşaat süresi, 
işçilik-malzeme endekslerini, Dang-Trinh vd. (2022), bina 
katsayıları, kolon aks mesafelerini, duvar -çatı tiplerini, Gur-
mu and Miri (2023), bina tipleri, çatı-duvar-çerçeve malze-
me özelliklerini girdi parametreleri olarak kullanmışlardır. 
Bu çalışmada ise kamu ihalelerindeki proje parametreleri 
kullanılmıştır. Bu parametrelere bina karakteristik özellik-
lerinden sadece 1 tanesi eklenmiştir. Girdi parametrelerinin 
ihaleye ait verilerden seçilme nedeni ise, yüklenici firmala-
rın ve ilgili idarelerin projedeki verileri tam olarak bilmeden 
dahi sözleşme bedeli için bir hızlı öngörü kazanmalarını 
sağlamaktır. Literatürdeki benzer çalışmalarda Skitmore vd. 
(2003) 93 adet inşaat projesi, Kovacevic vd. (2021) 181 adet 
betonarme köprü projesinden faydalanmıştır. Mevcut proje 
sayılarının makine öğrenmesi yöntemleri için fazla olduğu 
söylenemez, zira bu veri adeti grafiksel yorumlarda yeterli 
seviyede olamamaktadır. Özellikle saçılım grafiklerinde ve-
rilerin homojen dağılımına bakabilmek için fazla veriye ihti-
yaç vardır. Bu çalışmada 397 adet veri kullanılmıştır. Grafik 
ve tablolların yorumlanması diğer çalışmalara göre daha net 
ifade edilmiştir. Aynı zamanda ihale parametrelerinin kul-
lanılması daha fazla projeden hızlı veri elde etme imkanı 
sunmuştur. Literatürdeki çalışmaların performans metrik-
lerine bakıldığında yönteminin R-kare değerlerinin çok iyi 
olmadığı görülmektedir. Gurmu and Miri (2023) ve Skit-
more vd. (2003)  R-kare değerleri 0,50-0,66 arasında deği-
şirken, Kovacevic vd.  (2021) 0,89, Dang-Trinh vd. (2022) 
0,91, Sanni-Anibire vd. (2021) 0,81 olarak elde etmiştir. Bu 
çalışmada en iyi R-kare değeri 0,94 olarak elde edilmiştir. 
Bu araştırma girdi parametrelerinin zenginliği, proje sayıla-
rı, kullandığı yöntemler ve elde ettiği başarılı verimlilik ölçüt 
sonuçlarıyla sözleşme bedeli tahmini konusunda literatüre 
katkı sunmaktadır.

tahmini değerler arasındaki ilişki kolayca anlaşılabilmekte-
dir. Veri nokta dağılımları olarak bakılabilen grafiklerde, bu 
dağılımların XGBoost’da ve ANNde diğer modellere göre 
daha homojen olduğu görülmektedir. Ancak diğer model-
lerde de noktasal dağılımın çok kötü olduğu söylenemez. 
Tüm grafiklerde rasgele dağılmış olan verilerin varlığı olsa 
da belirli bir desen görünümü vardır ve görünüm kabul edi-
lebilir seviyededir. Araştırmada kullanılan yapım işleri ihale-
lerindeki parametrelerin kullanıldığı çalışmalara literatürde 
pek rastlanmadığı söylenebilmektedir. İnşaat maliyetleri ile 
ilgili makine öğrenmesi araştırmalar bulunmakla birlikte 
veri setlerine ve değişken tiplerini göre performans metrik-
leri çok farklılık göstermektedir. Bununla birlikte regresyon 
analizlerinde R-kare değeri veri analizlerinde sıklıkla baş-
vurulan sayısal ifadelerdir. Bu çalışmada bina özelliği olarak 
sadece taban inşaat alanı kullanılmaktadır. Bu parametre 
ihale teklif verileri ile uyumlu olduğu gözlenmiştir. Aynı za-
manda parametreler birbirinin performanslarını arttırıcı rol 
oynamıştır. Bunun için farklı veri analizleri kullanılmıştır. 
Çalışmada model etkinliği arttırmaya yönelik olarak hiper 
parametre optimizasyonu kullanılmıştır. Yapılan parametre 
optimizasyonu ile özellikle gradyan artırıcı karar ağacı ve 
yapay sinir ağları yöntemlerinde başarılı sonuçlar elde edil-
miştir. Tüm veri önişleme ve model geliştirme bölümleri ru-
tin bir şekilde denenerek mümkün olan en iyi sonuçlarında 
elde edilmesinden sonra yapılan hiper parametre optimizas-
yonu modelin performans metriklerini arttırmıştır. Yapılan 
optimizasyon işlemi ile algoritmaların farklı kombinasyon 
seçenekleri hızlı bir şekilde denenmiştir ve mümkün olan en 
iyi sonuçlara ulaşılmaya çalışılmıştır. Yönetilen tüm süreç-
lerle modelin daha iyi bir genelleme yapılması sağlanmıştır.

4. Tartışma 
İnşaat projelerinin maliyetine yönelik çalışmalarda girdi pa-
rametreleri çok farklılık gösterebilmektedir. Kamu ihalele-
rinde yüklenici firmalar için inşaat maliyetlerinin karşılığı 
olarak, sözleşme bedelinin hızlı bir şekilde tahmin edilmesi 

Çizelge 3. Makine öğrenmesi modellerine ait performans metriklerinin karşılaştırılması.

Method R2 MAE RMSE

Gradyan artırıcı karar ağacı (XGBOOST)
Yapay sinir ağları (ANN)
Destek vektör makinesi (SVM)
Bayes regresyonu (BAYESIAN REG)
K-en yakın komşu (KNN)

0.9435
0.9215
0.8735
0.8632
0.7768

1.2988
1.3939
1.6265
1.8288
2.0097

2.0621
2.5762
5.3335
4.6595
6.0291
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Şekil 3. Saçılım grafiği.
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karakteristiği ile ihale parametrelerinin yüklenicilerin taah-
hüt ettiği değer üzerinde anlamlı ilişkisi vardır. Bununla bir-
likte ihale isteklilerin hem gerçek teklifleri hem de projeleri 
değerlendirmek için dokümana olan talep ve yoğunlukları 
inşaatın parasal değeri üzerindeki etkisi anlamlandırılmıştır. 
Bu çalışma ile proje verilerine ihtiyaç olmaksızın ihale para-
metreleri kullanılarak, ilgili idare ve yüklenici firma için hızlı 
öngörülebilir bir maliyet sunmaktadır. İhaleyi yapan idareler 
elde ettikleri maliyet tahminiyle ihale sonucunda yapılabi-
lecek herhangi bir teknik-parasal hatanın veya olağandışı 
sözleşme bedelinin fark edilmesi durumunda, yükleniciler 
ise ihale sonucunda yapılabilecek herhangi bir hatanın veya 
olağandışı fiyatların fark edilmesi, kar analizinin yapılma-
sı, hızlı finansal değerlendirme sonucunda aksi bir durumla 
karşılaşılması halinde, her iki taraf da itiraz süreçlerinin veya 
hukuksal başvuruların zamanında başlatılabileceklerdir. Bu 
çalışma İdare ve yüklenici arasında parasal problemlerin ya-
şanmaması ve yapım ihalelerinin uygulama süreçlerindeki 
hata-aksaklıkların oluşmaması için çözüm sunmaktadır.

Gelecekteki çalışmalarda, bu çalışmanın kısıtları olarak da 
değerlendirilebilecek noktalar arasında, performans met-
riklerinin geliştirilmesi, veri setinin genişletilmesi ve açık-
lanabilir makine öğrenmesi yöntemlerinin uygulanması yer 
almaktadır.
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