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oz

Yapay sinir aglari yapilari olusturulurken, kara kutu yaklasiminin benimsenmesinin etkisiyle, her zaman
cIkt1 sinir hiicresi sayisi sabitlenmektedir. Mevcut bir yapay sinir agina higbir zaman yeni bir ¢ikti sinir hiicresi
eklenmemektedir. Bu durum yapay sinir aglarinin higbir zaman yeni bir yetenek veya beceri
kazanamamasina sebep olmaktadir.Bu c¢alismanin amaci mevcut bir yapay sinir adina yeni beceri ve
yetenek kazandirmak amaciyla yeni ¢ikti sinir hiicreleri ekleyebilen bir algoritma gelistirmektir.

Bdéyle bir algoritmanin gelistirilebilmesi igin 6ncelikle mevcut bir beceriyi arttirma ve diizeltme ile yeni bir
yetenek kazandirma kavramlarinin birbirinden ayristirilmasi gerekmektedir. Daha sonra ise yeni ¢ikti sinir
hiicresi olusturma ve en uygun olani tespit etme ydntemlerinin gelistirimesi gerekmektedir. Bu galismada
yeni eklenecek ¢ikti sinir hiicresi adaylarini tespit etmek icin gesitli yontemlerle bir aday havuzu olusturuldu.
Olusan bu aday havuzundan K’nin L’li ¢apraz gecerlilijinde en uygun adaylar tespit edildi. Gelistirilen
algoritma ve ydntemleri uygulamak igin JAVA programlama dili kullanilarak NeuroBee adli bir yazilim
gelistirildi ve tiim uygulamalar bu yazilim kullanilarak yapildi.

Uygulama igin ise ve, veya ve ézel veya mantik problemlerinin birlesiminden olusan bir problem
olusturuldu. Bu problemde farkli sayida gizli sinir hiicreleri igin sifir ¢ikti sinir hiicresine sahip ¢ok katmanli
algilayicilar ile ¢bziime baslandi. Daha sonra (¢ ¢ikti sinir hiicreli yapi oluguncaya kadar FAO1V01
algoritmasi galistirildi. Elde edilen yapay sinir aglari geri yayihm (backpropagation) algoritmasi ile edgitildi.
Aday havuzundan yeni eklenecek ¢ikti sinir hiicrelerinin segimi icin K’'nin L’li ¢apraz gegerliligi (L of Kcross-
validation) yéntemi gelisitirildi. Onerilen algoritmanin performansini karsilagtirmak igin ise NeuroSolutions
programinin sundugu ¢ok katmanli algilayicilar (CKA) kullanilarak, farkli sayida gizli sinir hiicreleri igin (¢
cIkt1 sinir hiicreli olarak egitildi.

Yapilan istatistiksel testler sonucunda ortalama hata karesi agisindan FA01V01 algortimasi ile
olusturulan CKA'’lar ile sabit yapili CKA'lar arasinda fark olmadigi, ancak FA01V01 ile olusturulan CKA'lar
igin geri yayihm algoritmasinin daha az sayida iterasyona ihtiya¢ duydugu tespit edilmistir.
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Due to black-box structure, number of outputs isalways fixed while constructing artificial neural
networks (ANNs). Thusnone of the existing algorithms adds new outputs to an existing ANN. This lack of
ability disables ANNs to learn new abilities or gain new properties.

Purpose of this study is to represent a new ANN constructing algorithm forenabling ANNs to learn new
abilities or gain new properties.To represent such an algorithm, definitions of increasing or correcting an
existing ability, and gaining a new ability concepts must be differentiated. Then new method for creating new
output neurons and selecting best fitted one, must be developed. This study proposes different methods to
create a candidate pool for selecting best suitable one. A new concept of L of K cross-validation is used to
select best suitable output neuron from this candidate pool. For all these concepts described above, a new
JAVA based software is developed and named NeuroBee. All applications of these concepts are done by
using this software.

For comparisons a joint logic problem from well-known logic problems; AND, OR and XOR.In this
problem construction ANNs are started with zero output neurons and then using FAO1V01 constructed up to
three output neurons. After adding each new output neuron back-propagation algorithm is used for training
ANNs. Constructed ANNs are compared to ANNs produced from NeuroSolutions software with fixed number
of output neurons during training.

Statistical tests showed that ANNs produced from FA01V01 or NeuroSolutions has no difference in
terms of mean square error (MSE). But FA01V01 has a clear advantage over NeuroSolutions with respect to
number of backpropagation iterations.

Keywords: FA01VO01 algorithm, artificial neural network, logic problems

1. GiRiS

Yapay sinir aglan (YSA) yapilan olusturulurken, kara kutu yaklasimi
benimsenir. Bu nedenle arastirmacilar ya sadece girdi sinir hicrelerinin
sayisinin ne olmasi gerektidiyle ilgilenir ya da girdi ve cikti sinir hucreleri
sabitleyip, gizli katmandaki gizli sinir hucrelerinin sayisini tespit etmeye
cahgirlar.

Mevcut yazin incelendiginde yapay sinir aglarina yeni yetenekler
kazandiracak sekilde yeni bir c¢ikti sinir hicresi ekleyen bir algoritmanin
olmadigi gorulmektedir. Bu sebeble yapay sinir aglari, insanoglunun belki de
yapay zekadan en basindan beri bekledigi, kendi kendine yeni sonuglar
Uretebilme kabiliyetinden ¢cok uzak bir konumdadir. Bu durumu daha iyi ifade
edebilmek igin bazi kavramlann birbirinden net bir gekilde ayriimasini
saglayacak tanimlar olusturmak gerekmektedir.
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Sadece yapisi olusturupdaha dnce hig bir egitim islemi yapilmamis bir
yapay sinir agina istenilen c¢iktilar verdirmek amaciyla yapilan islem belletmek
ya da kavratmak (knowing) olarak adlandirilabilir. Degisen sartlar nedeniyle
olusan yeni gdézlemleri kullanarak yapay sinir aginin mevcut bir ¢ikti sinir
hlcresinin Urettigi sonuglardaki hatay! dizeltmek icin yapilan yeniden egitim
ise dlizeltme (adjusting) olarak tanimlanabilir. Bir yapay sinir aginin mevcut
yeteneklerine ek olarak yeni bir yetenek kazandiracak sekilde yeni bir ¢ikti sinir
hicresi eklenerek egitimi ise 6grenme (learning) olarak adlandirilabilir.

a. Motivasyon (Motivation)

Mevcut yazin incelendiginde kavrama, dizeltme ve égrenme igin tek bir
kavram; “6grenme” kullanildigi gorilmektedir. Bu da mevcut durumdaki
eksikligin tanimlanmasini zorlastirmaktadir. Yazinda bulunan algoritmalardan
yapay sinir aglarinin ilk defa egitenler kavramaya karsilik gelmektedirler.
Degisen cevre sartlarina gdre bir yapay sinir aginin tekrar kavratma yapilarak
hata seviyesinin azaltiimasi ise dizeltmeye karsilik gelmektedir. Bitlin bunlara
karsilik bir yapay sinir agina yeni bir yetenek kazandiracak sekilde yeni bir ¢kt
sinir  hucresi ekleyen, kisaca 06grenme vyapan algoritmalar ise
bulunmamaktadir.

Yazindaki butin YSA ingsa algoritmalari YSA’nin c¢ikti katmanini ve
burada bulanan g¢ikti sinir hicre sayisini sabit tutup, kavrama islemini
uygulamaktadirlar. Mevcut algoritmalardan bazilari ¢ikti sinir hicrelerini yapi
olarak da sabit tutmaktadir. Bazialgoritmalar ise ¢ikti sinir htcresini gizli sinir
hiicresine gevirerek yeni bir gikti sinir hiicresi eklemektedirler. islevi eski ¢iktl
sinir hdcresinin hata miktarini dizeltmek olan bu yaklasim da YSA yapisina
yeni bir islev katmadigindan 6grenme olarak adlandirilamaz.

b. Amag (The Goal)

Bu calisma yapay sinir aglarina yeni islev kazandirmak igin yeni sinir
hicresi eklemek Uzere yogunlasmistir. Daha o6nce c¢alisiimamis olan g¢ikti

63



GURESEN-KAYAKUTLU

KHO BiLiM DERGISi CiLT: 23 SAYI: 1 YIL: 2013

hicrelerini ekleyen bir algoritma geligtirilmistir. Bu yeni algoritmanin
performansini sabit sayili ¢ikti sinir hicresine sahip yapay sinir aglar ile
karsilastirarak performansinin élgilmesi amacglanmigtir.

c. Katki (Contribution to Literature)

Bu cgalismada bos bir ¢ikti katmanina sahip bir YSA ile baslayan ve
istenilen miktarda yeni cikti sinir hicresi ekleyerek YSA insa eden yeni bir
algoritma gelistirilmistir. Bu algoritma bir yapay sinir aginin ¢ikti katmanini
sifirdan olusturabilecegi gibi daha dnce egitilmis bir yapay sinir agina yeni
islevler eklemek igin ¢ikti sinir hlicresi ekleyebilmektedir.

Her vyeni eklenecek c¢ikti sinir hicresi igin  bir aday havuzu
olusturulmaktadir. Olusturulan bu havuzda yakin isleve sahip hucrelerin bilgi
birikimini kullanabilmek icin rassal agirflikh adaylarin yaninda mevcut
hlcrelerinin kopyalanmasi, toplanmasi, bilesimi ve bdlinmesi ile olusturulmus
¢ikti sinir hiicreleri de kullaniimaktadir.

Aday havuzundaki ¢ikti sinir hicreleri arasindan en uygun adayi tespit
etmek ve 6grenmeye olan katkisini gecerlemek igin yeni bir gapraz gecerlilik
yontemi gelistirilmistir. Bu yonteme K'ninL’li ¢apraz gecerliligi (L of K cross
validation) adi verilmigtir.

¢.Calismanin organizasyonu (Organization of Study)

Amaci ve mevcut yazin taramasi verilen galismanin geri kalan kismi su
sekildedir: ikinci bdlimde FA01V01 algoritmasi acgiklanmis ve algoritmanin
s6zde programi verilmistir. Ayni bélimde aday havuzu olusturmada kullanilan
yontemler agiklanmis ve modellerin degerlendirme sekillerine deginilmistir.
ikinci Bélimiin son kisminda ise bu galismada kullanilan “ve”, “veya” ve “dzel
veya” butiinlesik mantik problemi agiklanmigtir.
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Calismanin Ug¢uncl boéliminde ise Onerilen algoritma bahsedilen
bltinlesik mantik problemine uygulanmistir.  Algoritmanin  uygulanma
platformu ve gelistirilen NeuroBee yazilimi aciklanmigtir. Ayrica algoritmanin
kiyaslamasini yapmak Uzere ayni problem NeuroSolutions v.5.05 yaziliminin
gok katmanh algilayici modellerine uygulanmigtir. Uglinci bolimiin sonunda
elde edilen sonuglar paylasiimistir. Son boélimde ise elde edilen bulgular
degerlendirilimis ve ileride yapilacak ¢alismalar hakkinda éneriler sunulmustur.

2. LITERATUR TARAMASI (LITERATURE REVIEW)

Yapay sinir aginin en uygun yapisini bulmak i¢in dort temel yaklasim
vardir. Bu yaklasimlar yapici (constructive) algoritmalar, budama (pruning)
algoritmalari, dlzenleme (regularization) algoritmalart ve evrimsel
(evolutionary) algoritmalardir (Kwok ve Yeung, 1997a).

Yapici algoritmalar géreli olarak daha kigUuk bir yapay sinir agi ile baslarlar.
Daha sonra gizli sinir htcreleri ve gizli katmanlar eklemek suretiyle yapay sinir
aginin yapisini bayuatdrler. Bu algoritmalarda temel ama¢ mimkin oldugunca
kiglk bir ag yapisi ile istenilen seviyede hata oranini yakalamaya calismaktir.

Budama algoritmalari ise goreli buytk bir yapay sinir agi yapisi ile baglarlar
ve istenilen hata seviyesini sadlayacak sekilde ad yapisindan bazi gizli sinir
hicrelerini ¢ikartirlar. Mozer ve Smolensky (1989) bunu yapmak icin daha az
o6nemli gizli sinir hicrelerini (GSH’lerini) tespit edip bunlar yok ederek yapay
sinir agr yapisini uygun boyuta getirmektedir. Karnin (1990) ise hata
fonksiyonun mevcut GSH’lerin silinmesine duyarliligini hesaplayarak budama
islemini gerceklestirmektedir. Castellano ve dig. (1993) ise 3 farkh budama
algoritmasini; Sietsma ve Dow (1988), Burkitt (1991) ve Pelillo ve Fanelli
(1993)'nin algoritmalarini karsilastirmislardir. Castellano ve dig. (1997) ise
problemden bagimsiz tekrarlayan bir budama algoritmasi gelistirmislerdir.
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Duzenleme algoritmalarn (Regularization) goéreli buyuk bir ag yapisi ile
baslar ve bu yapidaki sonuca etkisi az olan ama hala hatanin disurilmesine
yardimci olan baglantilari dizenlemeye calisirlar (Ma ve Khorasani, 2003). Bu
baglantilar egitim verisinde hatayi disirse de yeni bir veri ile karsilasildiginda
genelleme yeteneklerini kaybettiklerinden hatanin artmasina sebep olurlar (Ma
ve Khorasani, 2003). Bu sorunu asmak igin duzenleme algoritmalari
dizenleme kurallar olugturarak bu kurallara gére daha az o6nemli olan
agirliklarin sifira ¢ekilmesini yani silinmesini saglarlar. Dizenleme kurallari
Thodberg (1996) ile Buntine ve Weigend (1991)de oldugu gibi Bayes
kuramina dayali ydntemlerle olusturulabilir. Ancak Ma ve Khorasani (2003) bu
kurallarda Bayesyen kanitlarin olmadigini ve bazen yeterince iyi sonuglar
vermedigini belirlemiglerdir.

Evrimsel algoritmalar literatiirde yapay sinir aglarinin parametre tespitinde
kullaniimaktadir Cinar (2007). Kullanilan (veya kullaniimasi umulan) bu
evrimsel algoritmalarin ¢egitleri Kiranyaz ve dig. (2009)’da soyle siralamistir;
genetik algoritmalar (Goldberg, 1989), genetik programlama (Koza, 1992),
evrimsel stratejiler (Back ve Kursawe, 1995), evrimsel programlama (Fayyad
ve dig., 1996), parcacikk siriu algoritmalar (partical swarm optimization)
(Kennedy ve Eberhart, 1995) olarak soylenebilir. Evrimsel algoritmalar
popilasyon tabanli stokastik slreclerdir ve yerel optimumlara takili kalmayi
o6nlemek amaciyla kullaniimaktadir (Kiranyaz ve dig., 2009).

Yapay sinir agi parametrelerinden 6grenme oranini evrimsel algoritma
kullanarak belirleyenlere Kim ve Bae (2005); Wang ve Huang (2007); Yi-Hui
(2007)nun g¢ahismalarn Ornek olarak verilebilir. Evrimsel algoritmalar ile
baslangic agirliklarini tespit edenlere ise Castillo ve dig. (2000), Kim ve Bae
(2005), Wang ve Huang (2007), Kuo (2001)nin calismalar, gizli katman
sayisini ve bu katmanlardaki islem elemani sayisini tespit edenlere ise Castillo
ve di§. (2000), Niska ve di§. (2004), Ferentinos (2005), Kim ve Bae (2005),
Wang ve Huang (2007), Yi-Hui (2007)nin galismalari, iglem elemanlarinin
transfer fonksiyonunun tarini tespit edenlere ise Ferentinos (2005)un
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calismasi ornek gosterilebilir. Evrimsel algoritmalarla ayrica hangi girdilerin
kullanilacagi arastinimis yani baslangic elemanlar tespit edilmistir. Bu tip
calismalara ise Niska ve dig. (2004), Sexton ve dig. (2004), Doganis ve dig.
(2006)'nin calismalari érnek verilebilir.

Doért temel yaklasim incelendiginde, yapici algoritmalarin goreli kiguk
aglarla baslamasi, hesaplama siresi agisindan yapici algoritmalara diger
yaklasimlardan daha hizli galisma firsati sunmaktadir. Ayrica budama ve
dizenleme algoritmalari mevcut yapay sinir agi yapisina herhangi bir ekleme
yapmadigindan 6grenme degil sadece kavrama yapaktadirlar. Benzer sekilde
evrimsel algoritmalar da yazinda sadece yapay sinir aglarinin parametre
optimizasyonunda kullanildigindan kavrama yapmakta ancak &grenme
yapmamaktadirlar. Kavramanin yaninda 6drenme yapabilecek algoritmalar
olarak yapici algoritmalar igleyis olarak ayrintili bir incelemeyi gerektirecek
potansiyele sahiptirler.

a. Yapici Yapay Sinir Agi Algoritmalari

Dinamik Dugum Yaratma (Dynamic Node Creation) algoritmalari ilk
olarak Ash (1989) tarafindan ortaya atilmistir. Temelde bu algoritmalar gizli
katmana her seferinde yeni bir gizli sinir hicresi (GSH) eklerler ve tim YSA
tekrar egitilir (Kwok ve Yeung, 1997a). Azimi-Sadjadi ve dig. (1993) hem
agirhiklar glincelleyen hem de gizli katmandaki GSH sayisini tek tek arttiran bir
algoritma olusturmustur. Zhang (1994) ise dinamik digim yaratma benzeri
SELF adindaki algoritmayi gelistirmistir ve bu algoritma ile gizli katmandaki en
iyi GSH sayisini bulmaya galismaktadir.

izdisim Takip Regresyonu (Projection Pursuit regression) algoritmalari
temel olarak Friedman ve Stuetzle (1981)'nin bu konudaki galigmalarini ele
alirlar. Temel olarak bu algoritmalarda ¢ok degiskenli veriyi iki katmanh bir ag
yardimiyla ¢ok boyutlu bir uzaydan izdistimlerle daha az boyutlu bir uzaya
tasirlar (Hwang ve dig., 1994). Saha ve dig. (1993) ise radyal temelli
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fonksiyonlar kullanilan problemlerin gézlem/boyut oranini distrmek igin ¢oklu
lineer izdisim kullanmiglardir. Shin ve Ghosh (1995) Ridge Polinom Aglarini,
izdisUm takip regresyonunun 0Ozel bir durumu; her zaman ayni fonksiyonu
kullanan versiyonu olarak Ozetlemistir. Verkooijen ve Daniels (1994) ise
izdugum takip regresyonunda kullanilacak fonksiyonlari ayri ayri yapay sinir
agdi olarak ele almis ve bu aglan egiterek uygun fonksiyonu bulmustur.

Basamak-Korelasyon algoritmasi (Cascade-Corelation Algorithm) ilk defa
Fahiman ve Lebiere (1990) tarafindan ilk olarak geligtirilmistir. Bu algoritmada
her seferinde yeni bir GSH eklenmektedir. Bu yeni eklenen GSH diger tim gizli
katmandaki GSH’lere baglanmaktadir. Bdylece aslinda her eklenen GSH, bir
GSH'den olugan bir gizli katman olusturmaktadir (Kwok ve Yeung, 1997a).
Phatak ve Koren (1994), basamak-korelasyon algoritmasini her bir gizli katman
birden fazla GSH alabilecek sekilde degistirmisler bdylece tum girdi sinir
hicrelerinin GSH’lere baglantisi olmamasini saglamislar. Sjogaard (1992)
ikinci dereceden basamak-korelasyon algoritmasi kullanarak eklenen tim
GSH’lerin ayni gizli katmanda ve birbirlerinden etkilenmeyecek (birinin giktisi
digerinin girdisi olmayacak) sekilde toplamistir. Kwok ve Yeung (1997b) farkli
korelasyon tabanh farkli fonksiyonlari kullanarak farkli zaman ve uzay
ihtiyaclarini kargilastirarak performans analizleri yapmislardir.

Kaynak dagitim aglarn (Resource Allocation Networks; RAN) her seferinde
bir adet GSH'yi gizli katmana eklemektedirler ve diger yapici algoritmalardan
temel farki 6drenme izlerini hatirlayarak bunlari kullanmalaridir (Kwok ve
Yeung 1997a). Sadece gizli katmandaki GSH’leri artirarak ya da azaltarak
adaptasyon yetenegini artirirlar.

ilk defa Platt (1991) tarafindan ortaya atilan kaynak dagitim ag iki katmanli
bir radyal tabanli fonksiyon (RTF) agidir (Li ve dig., 2010). Fritzke (1993,
1994a, 1994b) yaptid1 calismalarda hem goézetimli hem de gdzetimsiz egitim
icin blylyen hicre vyapilann (growing cell structures) adh algoritmayi
gelistirmistir. Daha sonra Fritzke (1995a, 1995b) bu algoritmayi blylyen sinir
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gaz aglari (growing neural gas network) ve blylyen i1zgara (growing grid) adi
altinda gelistirmistir.

Grup metoduyla veri isleme ydntemleri (Group Method of Data Handling)
genellikle Ivakhnenko (1984)den esinlenilerek geligtiriimis metotlardir. Diger
algoritmalardan farki her katmanda sabit miktarda baglanti almasi ama bu
baglantilarin girdi sinir hiicreleri ve mevcut GSH’lerin giktilarinin herhangi bir
kombinasyonundan olusmasidir (Kwok ve Yeung, 1997a). Dolayisiyla her bir
GSH ekleme iglemi bircok ag alternatifini gindeme getirir. Bu alternatif ag
secimi sirasinda ¢ok farkli ydntemler kullanilabilir (Tenorio ve Lee, 1990;
Parker ve Tummala, 1992).

Cikti sinir huicresi degistiren algoritmalarda ise mevcut ¢ikti sinir hicrelerini
(CSH) GSH'ye donustirilerek yeni bir CSH eklenir ve bu yeni CSH’nin daha
az hata vermesi istenir. Bu kategoriye Ma ve Khorasani (2003)'nin yapici
stratejilerini, Ghiassi ve Saidane (2005)nin DANZ2’sini, Mezard ve Nadal
(1989)'nin kiremit algoritmasini, Parekh ve dig. (2000)'nin MTiling-Real adi
altinda reel degerli, cok ciktili bir kiremit algoritmasini, Gallant (1990)'in kule
algoritmasini ve Parekh ve digd. (2000)'nin MPyramid-Real adli algoritmalarini
koyabiliriz.

Upstart algoritmasi ilk olarak Frean (1990) tarafindan olusturulmustur.
Algoritmanin lineer olmayan verilerde de saglikh igleyip agdaki agirliklari
surekli hatayi azaltacak sekilde guincelleyebilmek igin Gallant (1986) tarafindan
Onerilen cep algoritmasini (pocket algorithm) kullanmistir. Upstart algoritmasi
da sadece bir adet CSH kullanmaktadir. CSH degistiren algoritmalardan temel
farki hatayl dizeltmek igin CSH'yi iki yeni GSH ekleyerek dizeltmeye
calismasidir.

CARVE algoritmasi ilk defa Young ve Downs (1998) tarafindan
olusturulmustur. Bu algoritma ilk dnce sadece baslangi¢ sinir hlcreleri ve
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egitim setindeki her bir sinif igcin bir CSH olacak sekilde bir YSA ile baglar. Bu
durumda gizli katmanlarda hig¢ GSH yoktur.

Frattale-Mascioli ve Martinelli (1995) tarafindan ortaya atilan petrol bulma
algoritmasi (oil-spot algorithm) N-boyutlu uzayi 3 boyutlu birim kiipe eslemeye
dayanir. Bu algoritma CARVE algoritmasinin gikis noktasi niteligindedir.

STRIP tabanh yapay sinir agi algoritmasi Ngom ve dig. (2001) tarafindan
ortaya atilmistir. Bu algoritma strip adi verilen iki hiper dizlem arasinda kalan
ayni sinifa ait nokta kiimelerinden en buyugund bulmaya dayanir.

Setiono (2001)'nin dnerdigi N2C2S (Neural Network Construction with
Cross-Validation Samples) algoritmasinda 6 adim vardir.

Sinirlandiriimis Coulomb enerji agl Reilly ve dig. (1982) tarafindan ortaya
atilmistir. Bu metot aslinda bugiin radyal tabanh fonksiyon aglari dedigimiz
yapidir (Li ve did., 2010). Radyal Tabanl Fonksiyon Aglari (RTF) ise gizli
katmaninda h adet taban fonksiyonu bulunduran ¢ok katmanl algilayicilardir
(Broomhead ve Lowe, 1988; Moody ve Darken, 1989).

Puma-Villanueva ve dig. (2012)'nin geligtirdigi rassal baglantilandinimis
ileri beslemeli sinir aglarini birlestirme algoritmasi sadece girdi ve g¢ikti
katmanlarindan olusan ve gizli katmani bos bir ag yapisiyla baglar. Bu agda
girdi ve cikti katmanlari arasinda baglanti olusturulmaz. Sonra ilk olarak ortak
bilgi (mutual information) kullanilarak her baslangig¢ elemani (dolayisiyla her bir
Ozellik) igin bir Gnem hesaplanir ve buna bagli olarak bu baslangi¢ elemanlari
¢clkti katmanindaki bitis elemanlarina baglanmaya baslarlar. Daha sonra
tanimlanan kurallar gercevesinde yeni baglantilar ve yeni gizli sinir hicreleri
(GSH’ler), eklenmeye veya tanimlanan sartlar saglandik¢a bu baglantilar veya
GSH’ler silinmeye devam edilir. Bu iglemler algoritmanin durdurma kriterlerine
ulasilincaya kadar devam eder.
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Yang ve Chen (2012)'in gelistirdigi Evrimsel yapici ve budayici algoritma
(ECPA) girdi katmani, ¢ikti katmani ve igerisinde bir adet gizli sinir hiicresinin
bulundugu gizli katmana sahip aglardan olusan bir popllasyon ile
baslamaktadir. Geri yayihm (back propagation) algoritmasi ile egitilen bu aglar
gizli katmana hem ekleme yapmakta (yapici) hemde gereksiz gérulen gizli sinir
hlcrelerini gikararak budama yapmaktadir.

Han ve Qiao (2013) tarafindan gelistirilen ileri beslemeli sinir aglarinda bir
yapi optimizasyon algoritmasi (A structure optimization algorithm for feed
forward neural network construction) hem yapici hem budayici 6zelligi olan bir
algoritmadir. Bu algoritma sadece bir gizli katmani olan ileri beslemeli yapay
sinir aglarinda c¢alismaktadir.

Wang (2008) tarafindan geligtirilen Hizh Yapici-Kaplayici Algoritma (Fast
Constructive-Covering Algorithm for neural networks) girdi ve ¢iktl katmanlarini
sabitleyip araya bos bir gizli katman koyarak baslamaktadir. Daha sonra
gerektikce ara katmana islem elemani koyarak yapay sinir agini olugturmaya
calismaktadir.

Hata dizeltme ile rekabetgi ¢odunluk agi egitim algoritmasi (C-mantec)
Subirats ve dig. (2012) tarafindan geligtirilmigtir. Cogdunluk (majority)
fonksiyonlarini kullanan bu algoritma tek gizli katmanlh ve tek ¢iktili bir yapay
sinir agi olusturur. Bu algoritmada kullanilan ¢ogunluk fonksiyonu N adet girdiyi
tek bir bit'e dénustiren mantiksal bir fonksiyondur.

3. FA01V01 ALGORITMASI (FA01V01 ALGORITHM)

insanoglunun bir giin kendi yaratti§i zeki makineler tarafindan esir edilip
edilmeyecegi akillari kurcalayan, belki de yapay zeka kavrami hakkinda ortaya
atilan en dnemli iddiadir. Ancak makine 6grenmesi metotlarindan yapay sinir
aglarinda, metotlar baslangicta olusturulan modeli daha zeki yapmaya, yani
yeni iglev ve oOzellikler ekleyerek 6grenmesini saglamaya cgalismamaktadir.

Yapay sinir aglari agisindan bakildiginda dnceki bélimde tanimlandigi gibi
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6grenmenin olabilmesi icin yapay sinir aglarinin yeni cikti sinir hdcreleri
ekleyebilmeleri gerekmektedir.

Bu calismada yapay sinir aglarina sonradan c¢ikti sinir hicreleri
ekleyebilecek, veya yapay sinir agi yapisi olusturulurken c¢ikti sinir hicresi
sayisini en bastan sabit tutmak yerine, egitim asamalari sirasinda yavas yavas
ekleyen bir algoritma sunulmustur. Bu algoritma FAO01VO01 olarak
adlandiriimistir.

FAO1V01 algoritmasi mevcut egitiimis ve calisir haldeki bir yapay sinir
agina yeni cikti sinir hicresi ekleyebilecek 6zelliktedir. Bu galismada ¢ok
katmanli algilayicilar (Multi-Layer Perceptron) icin geri yayihm algoritmasi
(backpropagation) kullanilarak goézetimli egditim igin FA01V01 algoritmasi
Onerilmigtir.

a. Sézde Program (Pseudo Code) FA01V01 algoritmasinin s6zde
programi asagida goruldagu gibidir.

Adimlar islem (Tablo FA01V01 Algoritmasi S6zde Programi)
Adim 1 Ogrenmenin gerceklesecegi bir yapay sinir agial/olustur

Adim 2 Girdilerden K’nin L’li gapraz gegerlilik veri kiimelerini olustur

Adim 3 Algoritmanin durma kosullarini tanimla

Adim 4 Egitim ve capraz gegerlilik veri kiimelerini hazirla

Adim 5 Eklenecek gikti sinir hiicreleri igin aday havuzu hazirla

Adim 6 Egitim adaylarinin uygunlugunu K’'nin L’li capraz gegerligi icin hesapla

Adim 7 En uygun adayi aday havuzu iginden se¢ ve mevcut yapay sinir agi yapisina ekle

Adim 8 Yeni olusan yapay sinir agini egit

Adim 9 Durma kosullarinin saglanip saglanmadigini kontrol et

Adim 10 | Durma kosullari saglanmiyorsa Adim 4’e git

Adim 11 | Olusan yapay sinir agini sonug olarak ver
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b. Girdilerden veri kiimelerinin olusturulmasi

K’nin L’li gapraz gecerliliginde, ayrilan L adet kiimenin her birinin tim veri
kimesini tam olarak temsil edebilecek yeterlilikte bir drneklem oldugu,
dolayisiyla her L kiimesinde ayri ayn iyilestirme saglayan islemin yapay sinir
aginin genellestirme 6zelligini destekleyen bir ilerleme olacagdi varsayimina
dayanir.

K’nin L’li gapraz gecerliliginin gelistiriimesindeki temel amag aday eleman
havuzundan hangi elemanin segilip yapay sinir aginin yapisina katilacagina
karar vermektir. Oncelikle eklendigi taktirde en fazla sayida gapraz gecerlilik
kimesinde V, hata azalmasi saglayan aday yapay sinir aginin genelleme

Ozelligini arttinyordur. En fazla sayida capraz gecerliik kimesinde hata
azalmasini saglayan birden fazla aday varsa ortalama hata karelerini (OHK) en
fazla azaltan aday segilir.

c. Aday Havuzu Olusturma Yontemleri (Candidate Pool)

Yeni eklenecek ¢ikti sinir hicresinin tespiti igin adaylarin olusturulmasi
gerekmektedir. Bu adaylarin dnceki edinilmig bilgilerden de faydalanabilecegi
sekilde adaylar olusturulmalidir. Bu amagla bu galismada asagida belirtilen
yontemler kullanilarak yeni ¢ikti sinir hicresi adaylarn olusturulmustur.
Olusturulan yeni ¢ikti sinir hiicresinin transfer fonksiyonu c¢ikti katmanindaki
diger cikti sinir hicreleri ile aynidir.

(1) Rassal Agirlikh Yeni Cikti Sinir Hiicresi

Cikti katmanina baglantisi olan ;’inci gizli sinir hicresini ile yeni
olusturulan CSH arasindaki baglantinin agirligi v, sdyle tanimlanabilir:
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l —-1<v <1

f(v)=12 f (1)
0 diger

P{-1<v, <1} jf 2)

(2) Ters Aglrllkll Yeni Cikti1 Sinir Hiicresi

Cikti katmanina baglantisi olan i’inci gizli sinir hicresini ile segilen
¢ikti sinir hlcresi arasindaki baglantinin agirhgr v/, yeni olusturulan hicre ile

baglantisinin agirhigint v/ gostermek Gzere yeni ¢ikti sinir hlcresinin agirhg
soyle ifade edilerbilir:

v =-v/ (3)

(3) Mevcut Bir Cikti Sinir Hicresinin, Birlegsimleri Kendisini
Verecek Sekilde iki Gikti Sinir Hiicresine Béliinmesi

Mevcut durumda c¢ikti katmanina baglantisi olan ;’inci gizli sinir hicresini
ile segilen gikti sinir hicresi arasindaki baglantinin agirhgr v;, yeni eklenen

J'inci gikti sinir hicresi arasindaki baglantinin agirigi ise v;olsun.Agirlik

ikililerinin olasilik kiitle fonksiyonu g, p (0,1)igin sdyledir:

n_ .o no_

p Vil =V AV =¢C

g vll’v n n 0 (4)
l—p Vi =CAV,, =YV,

c=0+¢ (5)

buradac sabit bir sayl, ¢ ise yeterince kuguk bir sayidir.
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(4) Mevcut Bir Cikti Sinir Hiicresinin, Toplamlari Kendisini Verecek
Sekilde iki Gikti Sinir Hiicresine Boéliinmesi

Mevcut durumda c¢ikti katmanina baglantisi olan i’inci gizli sinir hicresini
ile segilen gikti sinir hucresi arasindaki baglantinin agirigi v, yeni eklenen

J'inci ¢kt sinir hicresi arasindaki baglantinin agirligi ise v; olsun. Agirlik

ikililerinin olasilik kiitle fonksiyonu g, p,k €(0,1)igin sdyledir:

n) {p v =V xk AV =V x(1-k)
= (6)

1-p Vi =V x(1-k)Av, =V’ xk

(5) Iki Gikt1 Sinir Hiicresinin Kismi Birlestirilmesi ile Yeni Bir Gikti
Sinir Hiicresi Olusturulmasi

Mevcut durumda c¢ikti katmanina baglantisi olan ;’inci gizli sinir hicresini
ile secgilen j’inci ¢ikti sinir hlcresi arasindaki baglantinin agirligi v, yeni
eklenen c¢ikti sinir hicresi arasindaki baglantinin agirhgi ise v;' olsun. Agirlik

ikililerinin olasilik kiitle fonksiyonu g, p €(0,1)igin séyledir:

n__ .o
1—]? Vi =V

g(v)= {p v )

(6) iki Gikti Sinir Hiicresinin Toplamina Esit Yeni Bir Gikti Sinir
Hucresi

Mevcut durumda c¢ikti katmanina baglantisi olan i’inci gizli sinir hicresini
ile secgilen j’inci ¢ikti sinir hlcresi arasindaki baglantinin agirligi v, yeni
eklenen ciktl sinir hlcresi arasindaki baglantinin agirigi ise v;' olsun. Yeni
sinir htcresinin agirligini séyle tanimlayabiliriz:
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Vi SV, (8)
¢. K’'nin L’li gapraz gecerligi (L of Kcross-validation)

K-kat g¢apraz gecerlilikte X veri kiimesinin rassal olarak K ayrik ve esit
pargcaya bolunmesiyle X, j=0,...,K -1 capraz gegerlilik alt kimesi elde
edilir. Egitim kiimelerini olusturmak igin ise K adet kiimeden biri gegerleme igin
ayirilir. Kalan K-1 adet kime birlestirilerek egitim kimesi olusturulur. Bu
durumda olusan K adet egitim kiimesinden V' gecerleme kiimesini, 7 egitim
kimesini ve A4 i’inci (i=1,...,K)gapraz gecerlilik egitim alternatifini
gostermek Uzere asagidaki gibi ifade edebiliriz:

Al.={I/I.=Xl._1,TI.=U(Xj|j¢i—l)} 9)

J
Yukaridaki ifadeyi acik olarak yazarsak asagidaki ifadeyi elde ederiz Alpaydin (2010):

A] :{V] :XoaTl :X]UX2UX3U"'UXK*2UXK7]}
A2:{Vz:X]aTz:X2UX3U"'UXK*2UXK7]UXO}

Ay ={V=X,, T, =X, V.. UX, ,UX, UX, UX} (10)

A =V =X, . T, =X, UX,UX,U.UX, ,UX,,}
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Sekil 1 K=10 icin gegerlilik kiimeleri

K-kat capraz gegerlilik icin X, j=0,...,9 ayrik alt kimeler olusturulur.
BuX; alt kumelerinden bir tanesi V; olarak gecerleme igin kalan 9 tanesi
(tj |j¢i) birlestirilerek egitimde kullanilir. Egitim kiimelerinin bilesimi bir defa

egitimde kullanildiktan sonra gecerleme icin kullanilan alt kiime siradaki alt
kiime olarak belirlenir. Kalan 9 kiime tekrar birlestirilerek yeni egitim kiimesi
elde edilir. Her seferinde gegerlemede kullanilacak kiime bir sonraki olacak
sekilde kullaniir ve her alt kiime bir defa gegerlemede kullaniimak Uzere
toplam 10 adet egitim veri kiimesi alternatifi olusturulur. Her adimda farkli bir
kiime kullanilarak yapay sinir aglarinin ezberleme yapmasini engellenmeye
calisilir.

K'nin L'li gapraz gegerliliginde ise X veri kiimesinin rassal olarak K ayrik
ve esit pargaya bolunerek X, j=0,...,K —1 capraz gegerlilik alt veri kimeleri
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elde edilir. Knin L’li gapraz gecerliliginde ardisik L adet alt veri kimesi ayri
ayri gegerleme igin kullanilirken kalan K — L adet kiime birlestirilerek egitim
kiimesi olusturulur. Bu durumda olusan Kadet egitim kiimesini V' gecerleme

kimesini, 7 egitim kimesini, 4 egitim altematifleri kimesini ve 4 i’inci
(i=1,...,l<) capraz gegerlilik editim alternatifini gostermek (zere egitim
alternatif veri kimelerini agagidaki gibi ifade edebiliriz:

4=J4 (11)

L
4 :{ i U(xj |x; & Uij’Vl = X(H)modk’Vz = X(i)modk""’VL = X(HLZ)modK} (12)
J

L
4 :{T, :U(xj |x; ¢ UVWJ,V, = X oymoak-02"2 = X (ymoar s+ >V :X(Ll)modk}
7 n

L
4 :{TZ = U(xj |x; ¢ Uij’Vl :X(l)modK7V2 = X(Z)modl(""7VL = X(L)modl(}
! " (13)

L
Ay :{TK = (xj | x; & UVm],V] = X(K—])modl(7V2 = X(K)modl(:O""7VL = X(K+L—2)modl
=l
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Sekil 2K=10, L=3 i¢in gegerleme kiimeleri

K-kat c¢apraz gecerlilik Knin L'li ¢apraz gecerliliginde L =1 igin &zel
durumudur. Yukaridaki sekilde K =10 ve L =3 igin egitim veri kimeleri
alternatifleri gortlmektedir. K -kat capraz gegerlilik icin X, j=0,..., K —1ayrik

alt kimeler olusturulur. Bu X, alt kiumelerinden ardigik U¢ tanesi
sirasiylaV,,V, ve V, olarak ayri ayri gecgerleme igin, kalan 7 tanesi
(tl. |i=1,...,7) ise birlestirilerek egitimde kullanilir. EQitim kiimelerinin bilesimi

bir defa egitimde kullanildiktan sonra gegerleme icin kullanilan ilk alt kiime bir
sonraki alt kiime olarak belirlenir. Ardindan gelen iki alt veri kimesi de ayri ayri
gecerleme kiimesi olmak Uzere toplam U¢ gegerleme kiimesi belirlenir. Kalan 7
alt kime tekrar birlestirilerek yeni egitim kimesi elde edilir. Her seferinde
gecerlemede kullanilacak ilk kiime bir sonraki olacak sekilde degistirilir ve her
alt kiime bir defa ilk gecerleme kiimesi olmak Uzere toplam 10 adet egitim veri
kimesi alternatifi olusturulur. Her adimda farkli bir kime kullanilarak yapay
sinir aglarinin ezberleme yapmasi engellenmeye calisilir.
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4. UYGULAMA ORNEGI VE SONUGLAR (APPLICATION EXAMPLE AND
RESULTS)

a. Ve, Veya ve Ozel Veya Mantik Birlegik Problemi

Bu calismada “ve” mantik operatdérinin “veya” mantik operatdrinin ve “Ozel
veya” mantik operatdrlerinin  birlesiminden olusturuimus yapay bir problem
kullaniimigtir.

Ve Mantik Problemi

Dogruluk tablosu asagida verilen “ve” mantik operatdéri her iki kosulun da
saglandigi durumlan ifade etmede kullanilir. Ornegin iki kiimenin kesisim kiimesinde
yer alan elemanlari her iki kimeye birden ait olmasi gerekir, sadece birine Uye olmasi
veya ikisine birden Uye olmamasi durumunda kesisim kiimesinde yer almaz.

Tablo 1 Ve mantik problemi

p q pArg
Yanlhs Yanlis Yanlis
Yanlhs Dogru Yanlis
Dogru Yanlis Yanlis
Dogru Dogru Dogru

Veya Mantik Problemi

Dogruluk tablosu asagida verilen “veya” mantik operatdri ise herhangi bir kosulun
saglandigi durumlari ifade etmede kullaniir. Ornek olarak iki kiimenin birlesimi
verilebilir. Bir kimeye ait olan veya her iki kimeye birden ait olan elemanlar bileske
kimeye de aittir. Ancak hicbir kimeye ait olmayan nesneler ise bileske kiimeye de ait
degillerdir

Tablo 2 Veya mantik Problemi

p q pvq
Yanhs Yanhs Yanlig
Yanlis Dogru Dogru
Dogru Yanlis Dogru
Dogru Dogru Dogru
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Ozel Veya Mantik Problemi

Dogruluk tablosu asagida verilen “6zel veya” mantik operatori «@» semboll ile
gosterilir ve sadece bir kosulun saglandigi durumlari ifade etmede kullanilir. Omek
olarak iki kimeden sadece birine ait olan nesneleri ifade etmede kullanilabilir.

Tablo 3 Ozel Veya mantik problemi

P q pDq
Yanlhs Yanlis Yanlis
Yanlhs Dogru Dogru
Dogru Yanlis Dogru
Dogru Dogru Yanlis

Biitlinlesik Mantik Problemi

Bu calismada yukarida agiklamasi verilen mantik problemlerinin birlesimiyle yeni
bir problem olusturulmustur. Ornek olarak ikili sistemde toplama islemi ele alinmistir.
ikili sistemde sayilarin tim basamaklari ya “0” ya da “1” degerini almaktadir. Bu
durumda ikili sistemde, iki sayl toplanirken herhangi bir basamak igin toplama iglemi
sonucunda artik deger olup olmadigi “ve” operatoru ile, basamakta deger artisi olup
olmadigi “veya” operatdrl ile sonug bit degeri, “6zel veya” operatorl ile gosterir.
Olusturulan sistemin karakutu gosterimi asagida verilmistir.

1. Toplanacak Bit /Elde/
—»|

Ikili Sistem
i —Deg 9
Toplama Islemi Deger Artigt Var mi?7%

¥
/2. Toplanacak Bit Olusan Bit Degeri\b

Sekil 3Bit toplama islemi karakutu gosterimi

Batun sayisal islemlerin temeli oldugu igin bu toplama iglemi ve elektronik uygulamasi
cok dnemlidir.
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Tablo 4Bit toplama iglemi

G1:1. G2: 2. Toplananin | G1: Toplama C2: Deger C3: Sonug
Toplananin iigili Basamak Bit | islemi sirasinda | artisi var mi? | Bit Degeri
ligili Basamak | Degeri elde var mi? (Veya) (Ozel Veya)
Bit Degeri (Ve)

1 1 1 1 0

1 0 0 1 1

0 1 0 1 1

0 0 0 0 0

b. Modellerin Degerlendirilmesi (Karsilagtiriimasi) (Evaluation of
Models)

(1) Ortalama Hata Karesi

Ortalama Hata Karesi, N adet model ¢iktisinin hatasinin hesaplanmasinda
asagidaki gibi hesaplanir:

1 &/~ 2
OHK:_Z(yi_yi) (14)
N i=1
burada )A/l. modelin ;’inci sonucu, Y, ise i 'inci sonucun olmasi gereken degerdir.

(2)iterasyon Sayisi

Algoritmalarin iterasyon sayisi galisma suresini belirlemektedir. Bu c¢alismada
FA01V01 algoritmasi bir adet gok katmanli algilayici Gretmektedir. Olusan ¢ok katmanli
algilayici geri yayihm algoritmasi ile editimektedir. Bu ¢alisma kapsaminda olusan ¢ok
katmanli algilayicilarin ayni sartlar altinda geri yayilim algoritmasi ile egitiminde gecen
iterasyon sayilari karsilastirilmistir. Burada amag¢ FAO01V01 algoritmasi ile yapisi
olusturulan CKA’nin geri yayilim algoritmasi ile ara ara egitimesinin, CKA’nin yapisinin
sabit tutularak geri yayilim algoritmasi ile egitimesi arasindaki farki tespit etmektir.
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c. FA01V01 Algoritmasinin Uygulanmasi

Yeni geligtirilen algoritmanin uygulamasi i¢in Java programlama dili kullanilarak
yeni bir yazilim gelistirimistir. Gelistirilen yazilim (NeuroBee) Ve, Veya ve Ozel Veya
problemine uygulanmistir. Normal sabit yapida olusturulan ¢ok katmanli algilayicilar ile
karsilastirma yapmak igin NeuroSolutions adli program kullaniimistir.

Uygulamada ¢ katmanli (tek gizli katmana sahip) bir ¢ok katmanl algilayici
(CKA) yapisi benimsenmistir. NeuroSolutions yazilimi ve NeuroBee yazilimi igin farkli
gizli sinir hicreleri i¢in calisma tekrarlanmigtir. TUm bu tekrarlarda egitim igin geri
yayihm algortimasi (backpropagation) kullanilimis, sinaptik agirliklar bu algoritma ile
glncellenmigtir. Geri yayihm algoritmasinin duma kosullari olarak;100 iterasyon
boyunca 0,0001’den daha fazla iyilesme saglanamamasi veya 10 000 iterasyon’a
ulasiimasi belirlenmistir. Her iki yazihmda da asagida formilu verilen adaptif 6grenme
orani kullaniimistir (Alpaydin, 2010):

_J+aifE"T < E" 15)
—bn diger

burada An ©6grenme oraninindaki degisimi, E’ hatalari, a ve b ise sabit

degerlerdir. Bdylece egitim kimesinin hatasi azaldikga 6grenme orani sabit
miktarlarda arttinlir, egitim kiimesinin hata orani arttikga ise geometrik olarak
6grenme orani azaltilir (Alpaydin, 2010).

Her iki yazilm da adaptif 6grenme orani kullansa da NeuroSolutions
yazihmi her katman igin ayn bir 6grenme orani kullanirken NeuroBee tim
dinamik ypay sinir agi icin tek dgrenme orani kullanmaktadir. Ayrica her iki
yaziimda da geri yayllim algoritmasinda momentum kullanilmis ve bu deger
NeuroSolution yaziliminin otomatik ayari olan 0,7 olarak kullanilimigtir.

Algoritmalarin performanslarini kiyaslamadan 6nce algoritmalarin sonuglarinin
normal dagilima uygunlugunun test edilmesi gerekmektedir. SPSS yaziliminda
uygulanan normallik testi sonucunda hata karalerinin normal dagilima uymadiklari
gOzlenmis ve bu yiizden nomal dagilim kabulu olmayan Mann-Whitney-U testi SPSS
yazilimiyla uygulanmistir. Bu amagla “H0: iki ydntemin sonuglarinin ortalama OHK’leri
esittir.” Hipotezine karsilik asagidaki hipotezler ile ortalamalarin esitligi test edilmistir
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: Tablo 5Elde edilen ortalama hata kareleri

Hipotez Mann- Hipotez
S.N | No Hipotez Whitney-U | Anlamhlik Sonucu
2 GSH igin FA01VO01 ile
sabit yapili CKA'nin

1 H1 ortalama OHK’leri esit 120 0,030 HO RED

degildir.

3 GSH igin FA0O1VO01 ile
sabit yapili CKA'nin
2 H2 ortalama OHK'leri esit 80 0,001 HO RED

degildir.

4 GSH igin FA01V01 ile

sabit yapili CKA'nin
3 H3 ortalama OHK’leri esit 80 0,001 HO RED

degildir.

5 GSH igin FA01VO01 ile
sabit yapili CKA'nin
4 H4 ortalama OHK'leri esit 20 0,000 HO RED

degildir.

Yapilan istatistiksel tesler sonucunda HO hipotezleri reddedilmigtir. Bu
durumda higbir GSH sayisi igin hata kareleri esit gikmamistir. 2 GSH igin sabit
yapih CKA daha iyi sonu¢ verirken, 3,4, ve 5 GSH'li CKA igin FA01V01
algoritmasi sabit yapiya gére daha diusiUk ortalama hata kareleri vermistir.

Algoritmalarin Ortalama Hata Karesi (OHK) agisindan 20’ser tekrar
sonucunda elde edilen genel dzellikleri asagidaki tabloda verilmistir:
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2 GSH igin 3 GSH igin 4 GSH igin 5GSH igin
FA01V01 Sabit FA01VO1 | Sabit FA01V01 | Sabit FA01V01 | Sabit
ile CKA Yapihi ile CKA Yapili ileCKA | Yapil |ile CKA |Yapili
CKA CKA CKA CKA
% 100 Dogru 0,90 1,00 0,95 1,00 0,90 1,00 0,95 1,00
Bulma Orani
Maks OHK 0,102 0,025 0,095 0,025 0,096 0,025 0,092 0,024
Min OHK 0,021 0,024 0,018 0,024 0,014 0,024 0,013 0,024
Ortalama OHK 0,035 0,025 0,026 0,024 0,029 0,024 0,019 0,024
()
o 0,023 0,000 0,017 0,000 0,028 0,000 0,017 0,000
Ortalama Sira 24,50 16,50 14,50 26,50 14,50 26,50 11,50 29,50

Tablo 6 FA01V01 ve sabit yapili CKA i¢in elde edilen OHK istatiskleri
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Algoritmalarin geri yayilim iterasyon sayilari bakimindan 20 tekrar
sonucunda elde edilen genel dzellikleri asagidaki tabloda verilmistir.
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Tablo 7 FA01V01 ve sabit yapili CKA igin elde edilen geri yayilim
iterasyon sayisi istatiskleri
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Algoritmalarin performanslarini kiyaslamadan énce algoritmalarin sonuglarinin
normal dagilima uygunlugunun test edilmesi gerekmektedir. SPSS yaziliminda
uygulanan normallik testi sonucunda hata karalerinin sadece 2 ve 3 GSH’li CKA igin
normal dagilima uyduklar gdzlenmistir. Normal dagihma uymayan durumlar igin
yizden normal dagihm kabulu bulunmayan Mann-Whitney-U testi SPSS yazilimiyla
uygulanmistir. 4 ve 5 GSH'li CKA'lar igin oncelikle varyans testi yapilmasi
gerekmektedir. Bu amagla “HO: iki yéntemin iterasyon sayilarinin varyanslari esittir.”
Hipotezine karsilik asagidaki hipotezler ile ortalamalarin esitligi test edilmistir:

Tablo 6 iterasyon sayilar igin esit varyans testi

Sira Hipot Hipotez
No ez No | Hipotez F Anlamhilik Sonucu
4 GSH igin FA01V01 ile
sabit yapill CKA'nin 0,011
iterasyon sayilarinin 6
varyanslari esit degildir.
5 GSH icin FA01VO01 ile
sabit yapili CKA'nin
iterasyon sayilarinin
varyanslari esit degildir.

1 H1 0,915 HO KABUL

4,366 0,043 HO RED

Yukaridaki tabloda verilen sonuglar dogrultusunda H2hipotezi kabul ediimekte
ve H1 hipotezi ise reddedilmektedir. Bu durumda her iki ydntem igin bes gizli sinir
hicreli (GSH) durumlarda iterasyon sayilarinin varyanslarinin esit olmadigini, dort gizli
sinir hucreli yapilar igin ise iterasyon sayilarinin varyanslarinin esit oldugunu
gorilmektedir. Ortalamalarin karsilastirmasi yapilirken (t-testi) esit varyans durumlar
dikkate alinarak t-testi icra edilecektir. Bu durumda “HO: iki yéntemin sonuglarinin
iterasyon sayilari esittir.” Hipotezine karsilik asagidaki hipotezler ile ortalamalarin
esitligi SPSS yazilimiyla test edilmistir:
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Tablo 7 iterasyon sayilar igin Mann-Whitney-U testi sonuglari

Mann-
Sira | Hipotez Whitney- Hipotez
No | No Hipotez U/t Anlamlilik | Sonucu
2 GSH igin FA01V01
ile sabit yapili CKA'nin
iterasyon sayilari egit
degildir.

3 GSH igin FA01V01
ile sabit yapili CKA'nin
iterasyon sayilari egit
degildir.

4 GSH igin FA01V01
ile sabit yapili CKA'nin
iterasyon sayilari egit
degildir.

5 GSH igin FA01V01
ile sabit yapili CKA'nin
iterasyon sayilari egit
degildir.

35 0,000 HO RED

60 0,000 HO RED

-6,198 0,000 HO RED

-6,347 0,000 HO RED

Yukaridaki tablo incelendiginde dort durumda da HO hipotezinin reddedilerek
altematif hipotezin kabul edildigi gorilmektedir. Bu durumda iki ydntem arasinda geri
yayllim algoritmasinin esit sayida iterasyonla sonuca ulasmadigini soyleyebiliriz.
Ortalamalara baktigimizda FA01V01 algoritmasinin ortalama olarak sirekli daha az
iterasyonda sonuca ulastigini gdrmekteyiz. Bu durumda FA01V01 algortimasinin geri
yayilim ile 6grenme algoritmasinin toplam iterasyon sayisini azalttiyini sdyleyebiliriz.
Dikkat ceken diger bir nokta ise gizli katmandaki sinir hlicresi sayisi arttikga Ozellikle
FAO01V01 algoritmasinda ihtiya¢g duyulan geri yayilim algoritmasi iterasyon sayisinin
azalmasidir. Ayrica 20’ser denemede bati yapii CKA'nin 2, 3, 4 ve 5 GSH’li yapida
0,024 OHK degerinin altina inemedigi FA01V01 algoritmasi ile olusturulan CKA’nin ise
2 GSH igin 0,021, 3 GSH i¢in 0,018; 4 GSH i¢in 0,014 ve 5 GSH igin 0,013 OHK
degerlerine kadar inebildikleri tespit edilmigtir.
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5. SONUG VE ONERILER (DISCUSSION AND SUGGESTIONS)

Bu calismada geri yayilim algoritmasi ile egitilen tek gizli katmanhi CKA modeli ile
K-kime c¢apraz gegerlilik ile olusturulan tek katmanli CKA modeli karsilastiriimigtir.
Gizli katmandaki gizli sinir hiicreleri sabitlenerek farkli sayida gizli sinir hiicresini iceren
CKA icin calisma tekrarlanmigtir. Elde edilen sonuglar ortalama hata karesi (OHK) ve
geri yayllim algoritmasinda gecen toplam iterasyon sayisi dikkate alinarak
incelenmigtir. Bu incelemede bir iterasyon olarak, geri yayilim algoritmasinin tim
egitim veir kimesini bir tam defa kullanmasi (epoch) kabul edilmistir.

Sabit yapili CKA igin NeuroSolutions yazilimi, FAO1V01 ile olusturulan CKA igin ise
JAVA programlama dili kullanilarak gelistirien NeuroBee yazilimi kullaniimistir.
Karsilagtirma yapilabilmesi igin her iki yazihmda geri yayllim algoritmasinin ve
momentum ydnteminin parametreleri ayni alinmistir.

Yapilan istatitiksel incelemeler sonucunda 2, 3, 4 ve 5 gizli sinir hiicreli CKA igin ve,
veya, Ozel veya butlnlesik probleminde ortalama hata kareleri agisindan her iki
yontem arasinda istatistiksel olarak anlamli bir fark olustugu gézlenmistir. Bu fark 2
GSH igin sabit yapili CKA’nin daha kiglik OHK urettigi, 3,4 ve 5 GSH’li CKA'lar igin ise
FA01V071’in daha kiiglik OHK’si Urettigini gostermektedir. Ayrica FAO1V01 algoritmasi
ile olusturulan CKA’da gbzlenen en kiigik OHK sabit yapili CKA'da gdzlenen en kuiguk
OHK'nden de daha kigik olmustur. Geri yayilim algoritmasi igin gegen toplam
iterasyon sayilarinin ise FA01V01 algoritmasinda ¢ok daha az iterasyon sonrasinda
sinaptik agirliklarin yakinsadigi ve anlamli iyilesme kaydedilemedigdi gdzlenmistir.

Geri yayilm algoritmasinda FA01V01 algortimasinin daha az iterasyon (ya da
epoch) gerektirmesinin sebebi olarak iki temel farklilik 6ne gikmaktadir. Bunlardan ilki
girdi ve c¢iktiyl sabitleyerek egitim yapmak yerine, ¢ikti hlcrelerini sirasiyla egiterek
egitimi basit kademelere bélmesi ve her seferinde bir adet gikti sinir hiicresi ekleyerek
devam etmesidir.

ikinci 6nemli farklilik ise K'nin L'li gapraz gegerlilijinde zaten genelleme yetenegini
arttirmasi muhtemel ¢ikti sinir hicrelerinin tespit edilerek mimari yapiya eklenmesidir.
Eklenen her yeni ¢ikti sinir hicresinin L adet capraz gegerlilik kimesinde ayri ayri
iylesme saglamasinin geri yayllim algoritmasinin iterasyon sayisinin dismesine
neden oldugu degerlendiriimektedir.

Onerilen FA01V01 algoritmasinin sagladigi performans artisi, 6zellikle yapay sinir
aglarinin olusturulmasi ve egitimesine farkh bir bakis agisi getirmesine dayanmaktadir.
Bu farkli bakis agisi aslinda yapay zeka yontemlerinin diistinebilen bir yapiya ulasmasi
icin asiimasi gereken Ug¢ temel problemden birine ¢ézim dénerisidir.
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Yapay zeka calismalarinin insan gibi dislnebilen yapiya yaklasabilmeleri igin
asmalari gereken ilk problem, yapay zeka modellerinin hangi yeni iglevleri veya
dzellikleri kazanmasi gerektigidir. Ikinci temel problem, bu yeni islev ve 6zellik
kazanma iglemlerinin yapilmasi igin gerekli kosullarin tespitidir. Ugiinclisii ve
sonuncusu ise yeni igslev ve o6zellik kazanma islemlerinin ne sekilde yapilacagidir.
Yapay zeka o6ninde duran bu U¢ temel engeli “neyi’, “ne zaman” ve “nasil” olarak
kisaca Ozetleyebiliriz. Bu galisma “nasil” sorusunu sorarak, Ug¢lncl temel engelin
asllmasi igin sade bir ¢ézim getirmistir. Bu noktadan sonra yapilabilecek yapay zeka
calismalari “nasil” sorusuna cevap arayarak 6grenme kavramini gelistirecek yeni
yontemler geligtirebilirler veya bir sonraki asamaya gegerek “ne zaman” veya “neyi”
sorusuna cevap arayabilirler.
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