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TAHMINLERINDE YENI BiR METODOLOJI
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OZET

Isgiicii devri, organizasyonlar icin énemli maliyet ve verimlilik kaywplarina yol agmaktadir. Bu
calisma, isten ayrilma tahminlerini gelistirmek amaciyla, geleneksel istatistiksel modellerin Otesine
gecerek makine ogrenimi ve derin 6grenme tekniklerini entegre eden yenilik¢i bir yaklasun sunmaktadur.
Calisma, veri setindeki degiskenleri 2B karekod goriintiilerine doniistiirmek suretiyle, CNN tabanli derin
ogrenme modellerinin bu goriintiiler iizerinde siniflandirma yapabilmesini saglamistir. Bu yenilik¢i
adim, derin ogrenme modellerinin gorsel veri igleme yeteneklerini kullanarak daha karmasik veri
yapilarm analiz etme potansiyelini ortaya koymaktadir. Arastirma, cesitli makine 6grenmesi modellerini
degerlendirdikten sonra ResNet-18 modeli kullanilarak derin ogrenme tabanli ozellik ¢ikarum
gerceklestirilmistir. Daha sonra, RelieF algoritmast kullanilarak secilen en etkili 10 ozellige dayanarak
optimize edilmis Hafif Gradyan Artirma (LighhtGBM) modeli, %100 dogruluk, %100 hassasiyet ve %100
Fl-skoru gibi miikemmel performans metrikleri elde etmistir. Bu sonuglar, bu modelin isten ayrilma
tahminlerinde yiiksek etkinlik sergiledigini ve insan kaynaklart yonetimi pratigine dnemli katkilarda
bulunabilecegini gostermektedir.

Anahtar Kelimeler: CNN Tabanli Derin Ogrenme, Makine Ogrenmesi, i§ten Ayrilma Tahmini, RelieF
Ozellik Se¢imi, 2B Karekod Doniigiimii.
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INTEGRATION OF CNN BASED DEEP LEARNING AND MACHINE
LEARNING TECHNIQUES: ANOVEL METHODOLOGY IN JOB
SEPARATION PREDICTIONS

ABSTRACT

Labor turnover leads to significant cost and productivity losses for organizations. This paper
presents an innovative approach that goes beyond traditional statistical models and integrates machine
learning and deep learning techniques to improve turnover prediction. By transforming the variables
in the dataset into 2D QR code images, the study enables CNN-based deep learning models to perform
classification on these images. This innovative step demonstrates the potential of deep learning models to
analyze more complex data structures using visual data processing capabilities. After evaluating various
machine learning models, the researchers performed deep learning-based feature extraction using the
ResNet-18 model. Then, based on the 10 most influential features selected using the RelieF algorithm, the
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optimized Light Gradient Boosting (LightGBM ) model achieved excellent performance metrics of 100%
accuracy, 100% precision, and 100% F1-score. These results show that this model exhibits high efficiency
in turnover prediction and can make significant contributions to human resource management.
Keywords: CNN-Based Deep Learning, Machine Learning, Job Separation Estimation, RelieF Feature
Selection, 2D QR Transformation.

JEL Classification Codes: C45, C53, J63.

EXTENDED SUMMARY
Research Questions & Purpose

Employee turnover has been a persistent challenge for organizations, leading to finan-
cial and operational losses. Traditional statistical models have been widely used to predict
turnover; however, their effectiveness diminishes when dealing with large and complex data-
sets. This study integrates machine learning and deep learning techniques to improve turnover
prediction by leveraging Convolutional Neural Networks (CNNs) for feature extraction and
machine learning models for classification. Unlike previous studies, which primarily rely on
structured tabular data, this research transforms dataset variables into 2D QR code images,
allowing CNN-based models to analyze the data more comprehensively. The research ques-
tions guiding this study are:

1. How do different machine learning methods impact turnover prediction accuracy?

2. What is the effect of transforming structured data into 2D QR code images on the perfor-
mance of deep learning models?

3. To what extent does the combination of CNN-based feature extraction and machine learn-
ing models improve classification accuracy? By addressing these questions, this study aims
to provide an innovative methodology that enhances turnover prediction accuracy, thereby
contributing to the field of human resource management and predictive analytics.

Literature Review

The literature review was conducted using databases such as Scopus, Web of Science,
and Google Scholar. The review identified two primary approaches to turnover prediction: tra-
ditional statistical methods (e.g., logistic regression, ANOVA) and machine learning techniques
(e.g., random forests, support vector machines). While traditional models offer interpretabil-
ity, they often fail to capture non-linear relationships in large datasets. Recent studies have
explored the application of artificial intelligence (Al) techniques in turnover prediction, with an
emphasis on ensemble learning and deep learning models. Several studies have implemented
feature selection techniques, such as ReliefF, to improve prediction accuracy. However, limited
research has explored the use of image-based transformations for structured data in turnover
prediction. This study contributes to the literature by introducing a novel approach that utiliz-
es 2D QR code transformation, allowing CNN models to extract intricate patterns from data.
Furthermore, by integrating CNN-based feature extraction with optimized machine learning
models, this research bridges a critical gap in predictive analytics for employee turnover.
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Methodology

This study adopts an applied research approach with a descriptive and causal design.
The dataset used in this study was sourced from Kaggle’s “Employee Attrition Dataset,” which
contains employee demographic, job satisfaction, and organizational factors. The dataset com-
prises 74,498 observations, with a balanced distribution of employees who stayed (0) and left
(1).
Research Model and Hypotheses

The study proposes the following hypotheses:

H1: Different machine learning methods exhibit varying levels of accuracy in predicting turn-
over.

H2: Transforming structured data into 2D QR code images enhances the performance of deep
learning models in turnover prediction.

H3: CNN-based feature extraction, when integrated with machine learning classifiers, signifi-
cantly improves prediction accuracy.

Data Preprocessing & Analysis

The dataset was preprocessed by removing irrelevant features, applying one-hot encod-
ing for categorical variables, and normalizing numerical attributes using Standard Scaler. It
was then split into 80% training and 20% testing sets. Each observation was converted into
QR codes using the qrcode and Pillow libraries, enabling CNN models (AlexNet, MobileNet,
ResNet-18, SqueezeNet) to extract features. ResNet-18 was used for feature extraction, and
the 10 most significant features were selected via ReliefF. These features were then fed into
machine learning classifiers (Decision Trees, Gradient Boosting, KNN, LightGBM, Logistic
Regression, Random Forest) for turnover prediction.

Ethical Considerations
Since the dataset was publicly available, no ethical approval was required.
Results and Conclusion

The findings indicate that machine learning models exhibit varying degrees of perfor-
mance, with LightGBM achieving the highest accuracy (76%) and ROC-AUC (0.855). The
QR code transformation significantly improved the CNN models’ ability to extract meaningful
features, enhancing classification accuracy. The integration of ResNet-18-based feature extrac-
tion with LightGBM resulted in optimal performance, achieving 100% accuracy, 100% preci-
sion, and 100% F1-score. These results demonstrate that the proposed methodology provides
a highly effective approach for turnover prediction. The combination of deep learning feature
extraction and machine learning classifiers offers a robust framework for handling complex
employee datasets. This study contributes to the field by introducing an innovative approach
that leverages QR code transformations for structured data, enhancing the predictive capa-
bilities of Al-driven turnover models. Future research should explore the applicability of this
methodology in different industries and expand the model’s generalizability by incorporat-
ing additional organizational factors. Moreover, investigating interpretability techniques for
CNN-extracted features could provide further insights into employee turnover drivers, aiding
decision-makers in strategic workforce planning.
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1. Giris

Teknolojinin hizli gelisimi ve global ekonomik kosullardaki dalgalanmalar, is diinyasin
stirekli bir doniistim siirecine itmektedir. Bu doniigiim, isglicii piyasasindaki dinamikleri derin-
den etkilemekte ve isveren ile caligan arasindaki iligkilerde yeni trendlerin ortaya ¢ikmasina ne-
den olmaktadir. Caliganlarin isten ayrilmasi, 6zellikle bilgi yogun sektorlerde, organizasyonlar
icin hem finansal hem de operasyonel biiyiik zorluklar yaratmaktadir (Marquez, 2023). Isten
ayrilmanin neden oldugu bilgi kaybi, yetenek agig1 ve egitim yatirimlarinin kaybr gibi direk
maliyetler, sirketlerin siirdiiriilebilirligini ve biiyiime potansiyelini dogrudan tehdit etmektedir
(Kanuto, 2024). Ayrica, isten ayrilma oranlarinin yiiksek olmasi, ¢alisan bagliligini ve toplam
is verimliligini olumsuz yonde etkileyebilmekte, bu da miisteri memnuniyeti ve sirket itibarina
zarar verebilmektedir (Liao, 2023). Bu baglamda, isten ayrilma egilimlerini 6ngorebilen ve
bu egilimlere proaktif olarak miidahale edebilen tahmine dayali modellerin gelistirilmesi, gir-
ketler i¢in stratejik bir gereklilik haline gelmistir (Al Akasheh, 2024). Etkili calisan yonetimi
uygulamalari, sirketlerin bu tiir zorluklarla bagsa ¢ikmalarini saglayarak, rekabet avantaji elde
etmelerine ve isgiicii piyasasinda iistiin bir konum kazanmalarina yardimei olmaktadir (Wijaya
vd., 2021).

Bu genis kapsamli zorluklar cercevesinde, isten ayrilma egilimlerinin saptanmasi ve
analizi i¢in geleneksel yontemlerin yani sira, yapay zeka tekniklerinin devreye sokulmasi ka-
cmilmaz hale gelmistir. Geleneksel yontemler bazi temel i¢ goriiler saglasa da, is diinyasinin
stirekli degisen ve karmasik yapisini tam olarak yansitamamaktadir. Bu nedenle, makine 6g-
renimi ve derin 6grenme gibi teknolojiler, isten ayrilma analizi ve yonetiminde yeni ufuklar
acmaktadir. Geleneksel istatistiksel yontemler incelendiginde, isten ayrilma tahminlerinde
uzun yillardir kullanilmakta olan regresyon analizleri, lojistik regresyon ve ANOVA gibi tek-
niklerden faydalanilmistir. Bu yontemler, belirli kosullar altinda ve sinirli degiskenlerle etkili
olabilmektedir (Zhu vd., 2016). Ancak, biiyiik veri setleri ve ¢ok boyutlu veri yapilart séz
konusu oldugunda, bu yontemler yetersiz kalmakta ve karmagik iligkileri aciga ¢ikarmada ba-
sarisiz olmaktadir (Ji, 2023). Buna karsin, yapay zeka teknikleri ise, biiyiik ve karmagik veri
kiimelerinden 6grenme yetenegi sayesinde, geleneksel yontemlerin asamadigi bir¢cok zorlugu
agmaktadir (Bae vd., 2021). Makine 6grenimi modelleri, veriler arasindaki gizli kaliplar1 ve
iligkileri taniyarak, degiskenlerin etkilesimlerini ve bu etkilesimlerin isten ayrilma tizerinde-
ki etkilerini ¢ok daha basarili bir sekilde modelleyebilmektedir (Grebovic vd., 2022). Derin
o0grenme, Ozellikle biiyilik veri setleri lizerinde, insan miidahalesi olmaksizin 6zellik ¢ikarimi
yapabilme kabiliyeti ile 6ne ¢ikmakta, bu sayede ¢cok daha dinamik ve adapte olabilir modeller
gelistirilmektedir (Wang ve Zhao, 2022). Genel olarak, isten ayrilma tahmininde yapay zeka ve
makine 6grenimine gecis, kuruluglarin iggiicli yonetimi yaklagiminda bir paradigma degisikli-
gine isaret etmektedir. Sirketler, gelismis algoritmalarin ve veriye dayali i¢ goriilerin giictinden
yararlanarak, yetenekleri elde tutma ve stratejik isgiicii planlamasinda rekabet avantaji elde
edebilir ve sonugta daha iyi kurumsal performans ve istikrar saglayabilir (Pakarinen vd., 2022).

Bu bilgiler 1s1g8inda, geleneksel yontemler ve makine 6grenimi modelleri arasindaki
farklarin net bir sekilde goriilmesi, isten ayrilma analizinde yeni ve daha etkin yontemlerin
aragtirilmasini zorunlu kilmaktadir. Bu ¢alisma, mevcut modellerin sinirlarini zorlayarak, de-
rin 6grenme tekniklerini kullanmanin potansiyel avantajlarini derinlemesine incelemektedir.
Calismamiz, makine 6grenimi ve derin 6grenme modellerini benzersiz bir sekilde entegre ede-
rek isten ayrilma tahminlerinde farklilik yaratmay1 hedeflemektedir. Ozellikle, derin 6grenme
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modelleri i¢in 6zgiin bir uygulama olan veri setindeki her bir satirin 2D barkod goriintiilerine
doniigtiiriilmesi, bu alanda bir ilk teskil etmektedir. Bu doniisiim, verilerin gorsel olarak is-
lenmesi ve 6grenilmesi siirecinde derin 6grenme algoritmalarinin dogal giiclerini kullanarak,
geleneksel veri igleme tekniklerinin 6tesine gecmeyi miimkiin kilmaktadir. Bu gelismis yak-
lagimlarin entegrasyonu, isten ayrilma tahminlerinin dogrulugunu artirarak igletmelerin insan
kaynaklari stratejilerini daha etkin bir sekilde yonlendirmelerine olanak taniyacaktir. Yenilik¢i
metodoloji, isletmelerin ¢alisan bagliligini artirma, isten ayrilma oranlarimi azaltma ve genel
is performansini iyilestirme ¢abalarini destekleyecek sekilde tasarlanmigtir. Bu sayede, isgiicii
yonetiminde proaktif kararlar olusturulabilir ve potansiyel ayrilma riskleri 6nceden tespit edi-
lerek gerekli 6nlemler zamaninda alinabilir. Ayni zamanda, bu ¢aligma akademik literatiirde de
onemli bir boslugu doldurarak, derin 6grenme ve makine dgrenimi tekniklerinin ¢aliganlarin
isten ayrilma tahmini gibi spesifik insan kaynaklar1 uygulamalaria nasil uyarlanabilecegi ko-
nusunda yeni perspektifler sunmaktadir. Bu yenilik¢i uygulamalar, sadece teorik acidan degil,
ayn1 zamanda pratik uygulamalarda da onemli katkilar saglamaktadir. Calismanin sundugu
metodolojik ilerlemeler, isten ayrilma modellerinin gelecekte nasil gelistirilebilecegine dair
yol gosterici olabilir.

Calismanin bundan sonraki boliimlerinde, ilgili literatiir incelemesi ile baglayarak, ca-
lismanin temelini olusturan teorik ve pratik ¢alismalar ele alinacaktir. Ardindan, metodoloji
boliimiinde, makine 6grenimi ve derin 6grenme modellerinin entegrasyonunu detaylandirarak,
veri setine iligkin bilgiler, veri igleme siiregleri, model gelistirme ve 6zellik se¢imi yontemleri
aciklanacaktir. Deneysel bulgular, elde edilen sonuglarin analizi ile sunulacak olup, bu sonug-
lar cesitli metriklerle degerlendirilecek ve modelin performansi gézden gegirilecektir. Son ola-
rak, sonug ve tartisma boliimiinde, elde edilen bulgularin 6zetlenmesi, calismanin kisithiliklari,
uygulamal1 yonleri ve gelecek calismalar igin 6neriler ile ¢alisma tamamlanacaktir.

2. Literatiir incelemesi

Bu boliimde, isten ayrilma tahminleri konusunda geleneksel yontemlerden yapay zeka
tekniklerine kadar uzanan genis bir yelpazedeki mevcut aragtirmalart ve bu ¢aligmalarin nasil
bir cerceve sundugu derinlemesine incelenecektir. Ozellikle, makine 6grenimi ve derin 6gren-
me modellerinin isten ayrilma tahminlerindeki etkinlikleri, bu alanin literatiirtindeki bogluk-
lar1 belirlemeye ve arastirma sorularina yonelik metodolojik yaklagimlar gelistirmeye olanak
tantyacaktir. Ilgili literatiir incelendiginde, 6zellikle lojistik regresyon gibi geleneksel istatis-
tiksel modeller, ¢alisan devrini tahmin etmek i¢in yaygin olarak kullanilmaktadir (Zhu vd.,
2016). Ancak bu modeller, 6zellikle biiyiik veri kiimelerinde ve ¢ok boyutlu yapilarda, isten
ayrilma dinamiklerinin karmagikligin1 yakalamada sinirlamalara sahiptir (Wijaya vd., 2021).
Son zamanlarda yapilan caligmalar, lojistik regresyon gibi geleneksel istatistiksel yontemlerin
kapsamli veri kiimelerindeki karmasik iligkileri ve gizli kaliplar1 ortaya ¢ikarmada yeterli ol-
mayabilecegini ve daha geligmis yaklagimlarin kullanilmasini gerektirdigini gostermistir (Spe-
er, 2021). Geleneksel istatistiksel modellerin sinirlamalar1 nedeniyle, calisan devrini tahmin
etmek icin makine 6grenimi tekniklerinin benimsenmesine dogru bir kayma olmustur. Rastgele
ormanlar ve sinir aglar1 da dahil olmak tizere makine 6grenimi modelleri, geleneksel istatistik-
sel yontemlere kiyasla iistiin performans gostermistir (Adeusi vd., 2024). Kuruluglar, makine
ogrenimi algoritmalarint kullanarak, daha genis bir degigsken ve etkilesim yelpazesini dikkate
alan daha dogru tahmin modelleri gelistirebilir ve bu da daha etkili isten ayrilma tahminlerine
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yol agabilir (Lim vd., 2024). Geleneksel istatistiksel modeller, is tatmini ve demografik dzellik-
ler gibi faktorlere dayali isten ayrilma dinamiklerini anlamada faydali olsa da (Xue vd., 2023),
isten ayrilma davraniginin incelikli ve ¢ok yonlii dogasini yakalamada yetersiz kalabilmektedir
(Feeley & Barnett, 1997). Buna karsilik, makine 68renimi algoritmalar1, daha genis bir degis-
kenler dizisini ve bunlarin etkilesimlerini dikkate alarak isten ayrilma tahminine daha kapsaml
bir yaklagim sunmaktadir (Wu, 2023).

Bununla birlikte, isten ayrilma durumunun tahmininde, degiskenlerin etkilerini ince-
leyen caligmalara bakildiginda, literatiirde bir¢ok calisma yer almaktadir. Calisan devri, bir
bireyin bir kurulustan ayrilma kararim etkileyebilecek cesitli faktorlerden etkilenmektedir. Bu
faktorler, ¢calisma ortaminin ¢esitli yonlerini, is tatminini, orgiitsel bagliligi ve dis kosullart
kapsamaktadir. Caligmalar, calisanlarin isten ayrilma olasiligimi sekillendirmede 6nemli bir
rol oynayan birkac temel belirleyicinin altin1 cizmistir. Orgiitsel baghlik ve is tatmini, isten
ayrilma olasiligini etkileyen 6nemli faktorler olarak tanimlanmistir (AlMohamed vd., 2022).
Kurumlarina kars: giiclii bir baglilik hisseden ve islerinden memnun olan calisanlarin isten ay-
rilmay1 diistinme olasilig1 daha diigiiktiir. Tersine, rekabet¢i olmayan maaslar, kariyer gelisimi
icin sinirh firsatlar ve calisanlarin cabalarinin takdir edilmemesi gibi faktorler daha yiiksek
isten ayrilma oranlarina katkida bulunabilir (SamaSonok, 2024). Bununla birlikte, iicret oynak-
l1g1 ve ticret seviyeleri, isten ayrilma olasiligini tahmin etmek icin etkilesime girerek, finansal
istikrar ve tazminatin ¢alisanlarin elde tutulmasinda ¢ok 6nemli bir rol oynadigini gostermek-
tedir (Conroy vd., 2021). Ayrica, is stresi, ticret ve ig tatmini gibi faktorler isten ayrilma niye-
tiyle iliskilendirilmistir ve isten ayrilma oranlarini azaltmak i¢in bu hususlarin ele alinmasinin
onemini vurgulamaktadir (Ingsih vd., 2022). Ote yandan, liderlik kalitesi, kariyer ilerleme fir-
satlar1 ve kurum kiiltiirii de isten ayrilma olasiliginin kritik belirleyicileri olarak tanimlanmigtir
(Stamolampros vd., 2019). Liderlik gelisimine oncelik veren, kariyer gelisimi i¢in acik yollar
sunan ve olumlu bir calisma ortamini tesvik eden firmalarin ¢aliganlari elde tutma olasilig1 daha
yiiksektir. Buna karsilik, deger ¢atigsmalari, istismarci denetim ve giiclendirme eksikligi isten
ayrilma olasiligini artirabilir (Harrison & Gordon, 2014; Kim & Ferndndez, 2016; Tews &
Stafford, 2020). Sonug olarak, ¢alisanlarin isten ayrilma olasiligi, is tatmini ve ticretten liderlik
kalitesi ve orgiit kiiltiiriine kadar uzanan karmagik faktorler dizgisinin etkilesiminin sonucunda
ortaya cikmaktadir. Kuruluslar, bu belirleyicileri ele alarak ve caligan baghiligini, kariyer geli-
simini ve ¢caligma ortamint iyilestirmeye yonelik stratejiler uygulayarak, isten ayrilma risklerini
azaltabilir ve daha istikrarli ve bagl bir isgiiciinii tesvik edebilir.

Isten ayrilma durumunu tahmin etmek ve smiflandirmak i¢in makine 6grenimi teknik-
lerinin uygulanmasi son arastirmalarda biiyiik ilgi gérmiistiir. Cesitli caligmalar, isten ayrilma
durumunu siniflandirmak i¢in 6ngoriicii modeller olusturmak tizere farkli makine 6grenimi al-
goritmalar1 kullanarak bu alan1 arastirmistir. Ornegin, Liao (2023), Destek Vektor Simiflandir-
mast, Karar Agac1 Siniflandiricisi, AdaBoost Siniflandiricisi, Rastgele Orman Siniflandiricist,
Ekstra Agaglar Siniflandiricisi, Lojistik Regresyon ve Gradyan Gii¢lendirme Siniflandiricilar
gibi algoritmalar1 kullanarak 16 calisan 6zelligine dayali olarak ¢aligsan devir siniflandirmasini
arastirmistir. Yapilan deneylerle, makine 6grenimi modellerinin etkinligi dogrulanmigtir. Ka-
nuto (2024), calisan devir modellerini tahmin etmek amaciyla makine 6grenimi yaklagimlarini
kullanarak 6nemli bulgular sunmugtur. Calismada, Kaggle’dan alinan 4653 gecerli katilimci
kaydr igeren bir veri seti analiz edilmistir. Caligma, K-En Yakin Komgsu (KNN), Karar Agaci
ve Destek Vektor Makinesi (SVM) algoritmalarini kullanarak modellemistir ve her bir modelin
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dogruluk, hassasiyet, geri ¢cagirma oranlart gibi performans metrikleri degerlendirilmigtir. Ka-
rar Agact modeli %79 dogruluk orani ile en iyi performansi sergilerken, KNN modeli %75 .40,
SVM modeli ise %61 dogruluk orani ile izlemistir. Calisma, bu modellerin calisan devir hi-
zim1 tahmin etmedeki etkinligini ve organizasyonlarin ¢aligan baghiliini artiric stratejiler ge-
listirmek i¢in bu bulgulart nasil kullanabilecegini tartigmaktadir. Ayrica, Adibaji & Marleen
(2022), bir calisanin bir girketten veya mevcut isinden ayrilma olasiligini ifade eden isten ay-
rilma niyetini tahmin etmek icin K-En Yakin Komsu, Destek Vektor Makinesi ve Karar Agact
yontemlerini kargilagtirmaya odaklanmigstir. Kullanilan veri seti Kaggle’dan alinan 311 kayith
insan kaynaklari verilerini icermekte olup, bu veriler 36 6zellikten 24 tanesi kullanilarak analiz
gerceklestirilmistir. Her ii¢c yontemin dogruluk, hassasiyet ve duyarlilik metrikleri kargilagti-
rilmig ve en yiiksek ortalama yiizdelige sahip olan yontem tahmin modeli olarak secilmigtir.
Sonuglara gore, Karar Agact yontemi %98 dogruluk, %100 hassasiyet ve %98 duyarlilik ile en
iyi performansi sergileyerek diger yontemlerden iistiin bulunmustur. Bu bulgular, organizas-
yonlarin c¢aligan devir niyetini azaltmak ve uzun vadeli is giicii siirdiiriilebilirligini saglamak
icin stratejiler gelistirmesine olanak taniyabilir.

Derin 6grenme teknikleri kullanilarak ¢alisan devir hizi tahmini, son arastirmalarda
onemli bir ilgi gormektedir. Pekel Ozmen & Ozcan (2022), calisan isten ayrilma tahmini igin
evrisimsel sinir aglarina dayali yeni bir derin 6grenme modeli sunarak derin 6grenmenin bu
alandaki etkinligini ortaya koymustur. Calismada, evrisimli sinir aglart (CNN) tabanlt bir yak-
lagim kullanarak, mevcut siiflandirma algoritmalarinin 6tesine gegcmeyi amaclamigtir. Calig-
mada oncelikle numerik veri seti iizerinde CNN modeli uygulanmis, daha sonra veri kaybini
azaltmak icin CNN algoritmasini gelistiren yeni bir hibrit genigletilmis evrigimli karar agaci
modeli (ECDT) 6nerilmistir. Son olarak, ECDT modelinin siniflandirma dogrulugunu artirmak
icin 1zgara arama optimizasyonu uygulanan bir model (ECDT-GRID) gelistirilmistir. Sonuclar,
gelistirilen ECDT-GRID modelinin, CNN ve ECDT modelleri ile temel siniflandirma algorit-
malarina gore siniflandirma dogrulugu agisindan %79 dogruluk orani ile daha iistiin performans
sergiledigini gostermigtir. Bu model, caligan devir tahmininde etkili bir yontem saglamaktadir.
Ayrica, Srivastava & Eachempati (2021), gercek zamanli senaryolarda ¢alisan kaybi tahmini
icin Random Forest ve Gradient Boosting gibi topluluk makine 6grenimi tekniklerine kiyasla
derin 6grenmenin iistiin tahmin giiciinii ortaya koymay1 amaglamistir. Calismada, caligan devir
oranini azaltma ve sirket ici i tatmini ve baglilig1 artirma yollarint belirlemek amaciyla kap-
saml1 bir makine 6grenimi ve ¢ok kriterli karar verme modeli kullanilmigtir. Calisan kaydi veri
setinden yola ¢ikilarak, derin 6grenme ve ensemble makine 6grenimi teknikleri ile ¢alisan ayri-
lik oranlarinin tahmin edilmesi hedeflenmistir. Sonuglar, derin sinir aglarinin (%91.6 dogruluk)
random forest ve gradyan artirma algoritmalaria (%82.5 ve %85.4 dogruluk) gore daha etkili
oldugunu gostermigtir. Bu bulgular, insan kaynaklar1 yoneticilerine ¢alisanlarin ig yerinde daha
uzun siire kalmasini saglamak icin stratejiler gelistirmeleri konusunda 6nemli i¢ goriiler sun-
maktadir. Caligma ayni zamanda, regresyon modelleri ve ¢ok kriterli bulanik analitik hiyerarsi
stireci kullanilarak sonug¢larin dogrulanmasiyla da dikkat cekmistir.

Bununla birlikte, 6zellik se¢cimi ve boyut azaltma teknikleri, ¢alisan devrine yonelik
tahmin modellerinin performansini iyilestirmek i¢in ¢ok onemlidir. Bu teknikler, temel 6ngo-
riiciilerin belirlenmesine ve veri kiimesi boyutlulugunun azaltilmasina yardimci olarak isten
ayrilma tahmin modellerinin dogrulugunu ve verimliligini artirir. Pourkhodabakhsh vd. (2022),
caligan devrini etkileyen faktorleri belirlemek ve bilingli kararlar almak i¢in Gri Kurt Optimizer
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ve Genetik Algoritma gibi meta sezgisel algoritmalarin yani sira Ozyinelemeli Ozellik Eleme
algoritmasi ve Karsilikli Bilgi gibi 6zellik secim yontemlerinin 6nemini vurgulamigtir. Ayrica
Gao vd. (2019), 6zelliklerin 6nemini siralamak ve boyutlar1 azaltmak i¢in rastgele orman algo-
ritmasint kullanmig ve ¢aligan devrine yonelik tahmin siirecini kolaylastirmada 6zellik se¢imi-
nin etkinligini géstermistir. Al Akasheh vd. (2024), caligan devrinin tahminini gelistirmek i¢in
aciklanabilir yapay zeka teknikleriyle birlikte 6zellik se¢iminin dnemini vurgulamigtir. Arag-
tirmacilar, bu gelismis modellerde 6zellik secimi yontemlerinden yararlanarak, isten ayrilmaya
neden olan en etkili faktorleri belirleyebilir ve daha saglam tahmin ¢ergeveleri olusturabilirler.

Ote yandan, cesitli veri kiimelerinden elde edilen goriintiilerden 6zellik cikarimi icin
derin 6grenme modellerinin kullanilmasi, farkli alanlardaki tahmin performansint artirmada
onemli bir umut vaat etmektedir. Bunun gibi ¢alismalar, 6zellik ¢ikarma ve siniflandirma sii-
reclerini entegre ederek goriintii siniflandirma gorevlerinde derin 6grenme modellerinin etkin-
ligini gostermis ve siniflandirmada gelismis dogruluga yol agcmistir (Liu & An, 2020). Benzer
sekilde, Zhang (2024) tarafindan yapilan arastirma, tek boyutlu hata 6rneklerini ii¢ boyutlu
ozellikli goriintli orneklerine doniistirmek i¢in GAF doniigiim yontemini uygulamig, ardindan
derin 6grenme modeli girdisi i¢in veri kiimesini genigletmek iizere GAN tabanli yontemler kul-
lanarak veri iyilestirmesi yapmig ve goriintii doniistimiiniin model performansi iizerindeki etki-
sini gostermigtir. Ayrica, Park vd. (2021), derin 6grenme tabanli bir izinsiz girig tespit modeli
gelistirmek icin vektor verilerini goriintiilere doniigtiirme {izerine aragtirma yapmis ve anomali
tespiti i¢in goriintli tabanli veri temsilinin 6nemini vurgulamistir (Park vd., 2021). Bu calis-
malar, derin 6grenme modelleri kullanilarak daha sonra 6zellik ¢ikarimi i¢in veri kiimelerinin
goriintiilere doniistiirtilmesinin doniistiiriicii etkisinin altin1 toplu olarak ¢izmektedir. Genel
olarak, derin 6grenme modelleri kullanilarak daha sonra 6zellik ¢ikarimi i¢in veri kiimelerinin
goriintiilere doniistiiriilmesi, cesitli alanlarda daha dogru siniflandirma, teshis ve analiz sagla-
yarak tahmin performansini artirma konusunda 6nemli bir umut vaat etmistir. Arastirmacilar
ve uygulayicilar, goriintii verilerinden 6zellik ¢ikarma konusunda derin 6grenmenin giiciinden
yararlanarak degerli i¢ goriilerin kilidini agabilir ve cesitli alanlarda ilerlemeler saglayabilir.

Bu c¢alisma, literatiirde belirgin bosluklar1 doldurma potansiyeline sahiptir. Ozellikle,
makine 6grenimi ve derin 6grenme tekniklerinin isten ayrilma tahminlerindeki etkinligi iizeri-
ne yapilan ¢alismalar, genellikle belirli algoritmalarin performansina odaklanmaktadir. Ancak,
bu caligmalar siklikla biiyiik veri kiimelerinde ve cok boyutlu yapilarda karmasikliklar: yeterin-
ce modelleyememekte veya cesitli veri tiirlerinden elde edilen ongoriilerin birlestirilmesi ko-
nusunda eksik kalmaktadir. Bu caligmada, veri setindeki geleneksel veri yapilarini 2D barkod
goriintiilerine doniistiirmek gibi yenilik¢i bir yaklagim kullanilmaktadir. Bu doniisiim, derin
o0grenme modellerinin goriintii igleme kabiliyetlerinden yararlanarak daha karmagik 6zellik ¢1-
karimlar1 yapilmasina olanak taniyacaktir. Ote yandan, derin 6grenme modellerinden elde edi-
len 6zellikler iizerine yapilan kapsamli bir 6zellik se¢imi ve optimizasyon siireci, isten ayrilma
tahminlerini daha da rafine edebilir. Bu durum, bu ¢calismada kullanilan veri setinde oldugu gibi
ozellikle biiyiik veri kiimelerinde 6énemli bir avantaj saglayacaktir. Bu bilgiler dogrultusunda
asagida gosterilen arastirma sorular1 ve hipotezler olusturulmustur.
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Arastirma Sorulart:

1. Farkli makine 6grenimi yontemleri, isten ayrilma tahminlerinin dogrulugunu nasil etkile-
mektedir?

2. Veri setindeki geleneksel veri yapilarini 2D barkod goriintiilerine doniistiirmek, derin 6g-
renme modellerinin isten ayrilma tahminlerindeki performansini nasil etkilemektedir?

3. Derin 6grenme modelinden ¢ikarilan 6zelliklerin tekrardan makine 6grenmesi modellerine
girdi olarak verilerek gerceklestirilen siniflandirma islemi, isten ayrilma tahminlerini ne
olgtide iyilestirmektedir?

Hipotezler:

H1: Farkli makine 68renimi yontemlerinin kullanimi, isten ayrilma tahminlerinin dog-
rulugunu farkl sekillerde etkileyecektir; bazi yontemler digerlerine gore daha yiiksek dogruluk
saglayacaktir.

H2: Geleneksel veri yapilarinin 2D barkod goriintiilerine dontistiiriilmesi, derin 6gren-
me modellerinin 6zellik ¢ikarim kabiliyetini artirarak tahmin performansini 6nemli 6l¢iide iyi-
lestirir.

H3: Derin 6grenme modelinden cikarilan ve makine 6grenmesi modellerine girdi olarak
verilen ozellikler, isten ayrilma tahminlerinde dogrulugu 6nemli 6l¢iide artirir.

3. Metodoloji

Bu caligsmada kullanilan metodoloji, ¢calisanlarin isten ayrilma durumlarimi siniflandir-
ma performansini iyilestirmek icin farkli makine 6grenimi ve derin 6grenme modellerinin etkin
bir sekilde nasil entegre edilebilecegini gostermeyi amaglamaktadir. Arastirmada, cesitli veri
on isleme teknikleri, model egitim siirecleri, 6zellik ¢ikarimi yontemleri stratejileri kullanil-
mustir. Ozellikle, derin 6grenme modelinden elde edilen 6zelliklerin, makine 6grenimi model-
lerine nasil entegre edildigi ve bu entegrasyonun siniflandirma performansina etkileri ayrintilt
bir sekilde incelenmistir. Asagidaki alt bagliklar altinda, metodoloji kapsaminda ele alinan ana
bilesenler ve uygulanan siiregler detaylandirilmigtir.

3.1. Veri Seti

Bu caligmada kullanilan veri seti, Zia (2024) tarafindan paylasilan “Calisan Kayb1 Veri
Seti” olarak bilinen ve Kaggle platformu iizerinden erisilebilen bir veri kaynagindan elde edil-
migtir. Bu veri seti, ¢esitli endiistrilerde calisan bireylerin demografik bilgileri, is tatmini, maag
diizeyleri, caligma saatleri, ise baghilik diizeyleri vd. gibi bircok degisken icermektedir. Calis-
mamizda kullanilan veri seti, calisanlarin isten ayrilma egilimlerini siniflandirmak i¢in genis
bir veri yelpazesi sunmaktadir. Veri setinde kullanilan degiskenler, bunlarin agiklamalart ve
veri tiirleri detayli bir sekilde Tablo 1°de sunulmustur.
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Tablo 1: Calismada Kullamlan Veri Setine iliskin Detaylar

Degisken Ad1 Aciklama ,l‘,]s::l
Caligsan Kimligi Her calisana atanan benzersiz bir tanimlayici. int64
Yas Calisanin yag1 18 ila 60 arasinda degismektedir. int64
Cinsiyet Caligsanin cinsiyeti object
Sirkette Gegirilen Yillar ~Calisanin girkette calistig1 y1l sayisi. int64
s Roli Eiitm ve Modya i katogorlord kodammetr et
Aylik Gelir Calisanin dolar cinsinden aylik maasi. int64
s g S 0 s s G g
Is Tatmini Calisanin isinden memnuniyeti: (Cok Diisiik, Diisiik, Orta, Yiiksek) object
Performans. ' Calisanin pe{formans derecesi: (Diisiik, Ortalamanin Altinda, object
Derecelendirmesi Ortalama, Yiiksek)

Promosyon Sayis1 Calisanin aldig1 toplam terfi sayisi. int64
Eve Olan Mesafe Calisanin evi ile igyeri arasindaki mesafe, mil cinsinden. int64
Frimsopes (o on i chtmcress L. ol
Medeni Durum Calisanin medeni durumu: (Bosanmuis, Evli, Bekar) object
Is Seviyesi Calisanin is seviyesi: (Giris, Orta, Kidemli) object
Sirket Biiytikligi Calisanin ¢alisti1 sirketin biiytikliigii: (Kiiciik, Orta, Biiyiik) object
Sirket Gorev Stiresi Sirkette gecirilen toplam siire (ay) int64
Uzaktan Caligma Caliganin uzaktan ¢aligip caligmadigi: (Evet veya Hayir) object
Liderlik Firsatlar Calisanin liderlik firsatlarina sahip olup olmadigi: (Evet veya Hayir) object
fnovasyon Firsatlar I(_;Izl;f;mn inovasyon ic¢in firsatlara sahip olup olmadig1: (Evet veya object
Sirket itibart g;lf:;ﬁz; sirketin itibarma iligkin algist: (Cok Kotii, Kotii, Iyi, object
Caligan Takdiri Caligsanin aldi81 takdir diizeyi: (Cok Diisiik, Diisiik, Orta, Yiiksek)  object
Caligilan Sirket Sayis1  Kisinin ¢alistig sirket sayisi int64
g?;?;ik}g;l;il;?:u Caliganin bakmakla yiikiimlii oldugu kisi say1s1 object
Isten Ayrilma Durumu  Calisanin sirketten ayrilip ayrilmadigi, O (kaldi) ve 1 (ayrildi) olarak object

(Hedef Degisken) kodlanmustir.

Kaynak: Zia (2024), Calisan Yipranma Siniflandirmast Veri Seti, Yipranma Analizi ve Tahmini i¢in Derinlemesine
Bir Sentetik Simiilasyon.
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Veri setinde “Isten Ayrilma Durumu” siitunu igin iki simifin dagilimi su sekildedir.
“Kaldr” (0 sinif1): 39,128 giristen, “Ayrildr” (1 sinif1): 35,370 veri girisinden olmak iizere top-
lamda 74,498 veri girisi bulunmaktadir. Bu, veri setindeki siniflar arasinda nispeten dengeli bir
dagilim oldugunu gosterir, bu da model egitimi i¢in uygun bir durum olusturmaktadir.

3.2. Veri On isleme

Veri 6n isleme, veri setinin analiz ve modelleme i¢in hazir hale getirilmesi siirecidir. Bu
asamada gergeklestirilen islemler, modellerin dogrulugunu ve genel performansini 6nemli 61-
ciide etkileyebilir. Baglangicta, modellerin egitilmesi sirasinda gereksiz olan “Caligsan Kimligi”
stitunu, veri setinden ¢ikarilmistir. Bu siitun, modelin tahmin kabiliyetine katkida bulunmayan
bir tanimlayicidir. Daha sonra, Isten ayrilma durumunu gosteren siitun, hedef degisken olarak
ayrilmig ve ana veri setinden ¢ikarilmistir. Hedef degisken, “Ayrildi” degeri i¢in 1 ve “Kaldi”
degeri i¢in O olacak sekilde ikili formata doniistiirtilmiigtiir.

Bununla birlikte, modelleme siirecinde kullanilacak olan kategorik degiskenlerin, maki-
ne dgrenimi algoritmalar tarafindan iglenebilir hale getirilmesi gerekmektedir. Kategorik de-
giskenler icin yaygin olarak kullanilan yontemler arasinda one-hot encoding (Hien vd., 2020)
ve label encoding (Sihare, 2024) bulunmaktadir. Bu ¢aligmada one-hot encoding yontemi ile
doniisiim islemi uygulanmustir.

Ardindan, doniistiiriilen veri seti, modelin egitimi ve testi icin egitim (%80) ve test
(%20) setlerine ayrilmistir. Test setindeki veri dagilimi, O sinif1 icin 7804, 1 sif i¢cin 7096
olmak iizere toplamda 14900 veri girisinden olugmaktadir. Ayrica, rastgele dagitim i¢in bir
rastgelelik durumu (seed) belirlenmistir. Son olarak, sayisal 6zellikler, Standard Scaler kullani-
larak 6lceklendirilmigtir. Bu iglem, 6zellikler arasindaki 6l¢ek farkliliklarini gidererek modelin
daha etkili 6grenmesine yardimec olur (Zelier & Fergus, 2014). Matematiksel olarak bu islem
Denklem 1°de gosterildigi gibi ifade edilmektedir:

7 = (x—n)
o

(1

Burada, x 6l¢eklendirilecek olan 6zellik degerini, u bu 6zelligin ortalamasini, o bu 6zel-
ligin standart sapmasini ve z 6l¢eklendirilmis sonucu temsil etmektedir. Bununla birlikte, egi-
tim seti iizerinde fit ve transform islemi uygulanirken, test setine sadece transform iglemi uy-
gulanmigtir. Bu adimlarin tamami, Jupyter Notebook ortaminda Python v11 programlama dili
kullanilarak gerceklestirilmistir. Her bir iglem, veri bilimi projelerinde yaygin olarak kullanilan
pandas, numpy ve scikit-learn kiitliphaneleri araciliftyla uygulanmistir. Bu siire¢, modellerin
daha dogru tahminler yapabilmesi i¢in veri setinin temizlenmesi, doniistiiriilmesi ve hazirlan-
mast asamalarin1 kapsamaktadir.

Calismada, CNN bazli derin 6grenme modelleri ile siniflandirma islemlerini gergekles-
tirmek icin her bir veri girisi, Kare kodlar (QR Kod)olugturularak goriintii formatinda kayde-
dilmigtir. Bu goriintiiler, derin 6grenme modelleri tarafindan islenecek sekilde diizenlenmistir.
Olusturulan QR kodlu goriintiiler yiiklenmis ve model girdisi olarak kullanilmak tizere uygun
boyutlara 6l¢eklendirilmistir. Hedef degiskenler, derin 6grenme modelleri icin uygun olacak
sekilde kategorik formatlara doniistiiriilmiistiir. Bu siiregler, veri setinin derin 6grenme model-
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lerine uygun hale getirilmesi i¢in kritik 6neme sahiptir. QR kodlarinin olusturulmasi ve islen-
mesi i¢in kullanilan Python kiitiiphaneleri, Jupyter Notebook ortaminda etkin bir sekilde enteg-
re edilmigtir. Verileri QR kod formatina doniistiirmeyi ve bu kodlar: resim olarak kaydetmeyi
saglamak i¢in “qrcode” kiitiiphanesi kullanilmigtir. Goriintii igleme kiitiiphanesi olan “Pillow”,
QR kodlarmi goriintii formatinda iglemek ve diizenlemek icin kullanilmigtir. Goriintii verileri
iizerinde matris islemleri gerceklestirmek icin “numpy” kiitiiphanesi tercih edilmistir. Ayrica
“os” kiitliphanesi, dizin yonetimi ve dosya iglemleri icin kullanilmigtir. Ayrica, “keras.utils”
kiitiiphanesinin “to_categorical” fonksiyonu, hedef degiskenleri derin 6grenme modelleri icin
uygun kategorik formata doniistiirmek amaciyla kullanilmistir. Bu kiitiiphaneler, veri setinin
derin 6grenme modelleri tarafindan iglenebilir hale getirilmesinde kritik roller oynamaktadir.
QR Kod doniisiim iglemi Sekil 1°de gosterilmistir.

Sekil 1: QR Kod Doniisiim Siireci

2B Karekodlu

Sinif ismi Gorinti
.csv Veri Seti 2B Karekodlara Kald
— Donusum Sureci alal
= Aynldi >

3.3. Makine Ogrenmesi ve Derin Ogrenme Modelleri

Bu boliimde siniflandirma iglemi i¢in kullanilan makine 6grenmesi ve derin 6grenme
modelleri matematiksel formiilleri ile birlikte agiklanmaktadir.

3.3.1. Karar Agaclar1 (Decision Trees)

Karar agaglari, veri setinden en uygun 6zellikleri ve esik degerleri segerek siniflandirma
ya da regresyon i¢in kullamlir. Ilk adim, veri setini iyi bir sekilde ayirabilecek en iyi 6zelligin
secilmesidir. Bu se¢im sirasinda, her 6zelligin veri setini nasil bolecegine dair homojenlik veya
saflik artig1 gibi metrikler hesaplanir; bu metrikler arasinda Gini impurity, entropi veya kazang
orani bulunur (Aglin vd., 2020). Secilen 6zellik temelinde, veriler belirlenen bir esik degere
gore ikiye ayrilir ve bu siireg, her bir alt kiimenin homojenligi yeterli diizeye ulagana veya
onceden belirlenen maksimum derinlige erisene kadar devam eder. Bu islem sonunda elde
edilen homojen alt kiimeler yaprak diigiim olarak adlandirilir ve her yaprak diigiim bir sinif
etiketi veya bir regresyon sonucu icerir. Bu yontemle, karar agaglar1 verileri etkili bir sekilde
modelleyerek cesitli tahmin ve siniflandirma iglemleri gerceklestirir (Hussain, 2014). Karar
agaclar icin diigtim boliinmelerini belirlemede kullanilan 6nemli metriklerden biri olan Gini
impurity 'nin hesaplanist Denklem 2’de gosterildigi gibi yapilmaktadir:
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Gini(p) =1-YI_ p? )

Burada D i’nci sinifa ait 6rneklerin oranini ifade eder ve J, sinif sayisini belirtir. Bu for-
miil, bir diigtimdeki karisiklig1 (impurity) 6lger ve ideal olarak, bir diigiimdeki tiim 6rneklerin
ayni siniftan olmasi durumunda sifir degerini alir. Karar agaglarinin amaci, Gini impurity’yi
minimize edecek sekilde veri setini bolmektir.

3.3.2. Gradyan Artirma (Gradient Boosting)

Gradient Boosting, siniflandirma ve regresyon gibi gozetimli 6grenme gorevleri icin
kullanilan gii¢lii bir makine 6grenimi teknigidir. Bu yontem, zayif tahmin modellerini (genel-
likle karar agaclari) ardisik bir sekilde gelistirerek genel bir modelin dogrulugunu artirir. Her
yeni model, onceki modellerin hatalarin1 diizeltmeye odaklanir, boylece her adimda mode-
lin performanst artar (Ou, 2020). Gradient Boosting, veri setindeki hedef degiskenin ortalama
degeriyle baslayarak basit bir model kurar ve bu model regresyon i¢in dogrudan ortalamayi,
siiflandirma icin ise log (odds) degerini kullanir (Bazilevych vd., 2023). Ik modelin hatalar
(artiklart), sonraki modellerin iyilestirmeye calisacagi hedef olarak belirlenir. Her adimda, 6n-
ceki modelin hatalarini en iyi diizeltecek yeni bir zayif 6grenici (genellikle basit karar agaclart)
eklenir. Her zayif 6grenicinin katkisi, gradient descent benzeri bir optimizasyon teknigiyle
ayarlanir, boylece modelin hata fonksiyonu azaltilir. Agaclarin ciktilar1 belirli bir 6grenme
hiziyla agirliklandirilarak toplanir ve bu siireg, model yeterince iyi performans gosterene veya
belirlenen iterasyon sayisina ulagana kadar devam eder. Bu yontem, modelin hizla ve etkin bir
sekilde 6grenmesini saglar ve genellikle diisiik bir 6grenme hiz1 tercih edilir (Natekin & Knoll,
2013).

Her bir adimda F (x) modeli i¢in giincellenme formiilii Denklem 3’te gosterildigi gi-
bidir:

Fre1(x) = Fp(x) + Ymhm (x) (3)

Bu formiil, meveut modelin F, (x), bir sonraki adimda eklenen zayif 68renici i, (x) ve
bu 6grenicinin model iizerindeki etkisini belirleyen agirlik y, ile nasil giincellendigini ifade
etmektedir. y degeri, hata fonksiyonunu minimize edecek gekilde Denklem 4’te gosterildigi
gibi secilmektedir:

— : n
Ym = arg miny Yz L(yi, Fn (%) + Yhm (%)) @
Burada, L kay1ip fonksiyonudur ve y, x, sirasiyla i‘nci gergek deger ve ozelliklerdir.

3.3.3. K-En Yakin Komsu (KNN)

K-En Yakin Komgu (KNN), gozetimli 6grenme kategorisinde yer alan basit ve etki-
li bir siniflandirma algoritmasidir. Veri noktalar arasindaki benzerlikleri temel alarak caligir
ve bir noktanin sinifini, en yakin komgularimin siniflarina gore belirlemektedir. KNN, modeli
olustururken “K” parametresine ihtiya¢ duymaktadir. Bu parametre, bir noktanin sinifin1 be-
lirlerken dikkate alinacak en yakin komsu sayisini ifade etmektedir (Eldora vd., 2024). Her bir
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smiflandirma iglemi, bir test noktasi ile mevcut veri noktalarr arasindaki uzaklig1 hesaplamay1
gerektirir. Bu hesaplamada genellikle Oklid uzaklig1 kullanilir, ancak Manhattan, Minkowski
ve Hamming gibi diger uzaklik dl¢iimleri de tercih edilebilir (Kaharuddin & Sholeha, 2021).
Oklid Uzaklig1 formiilii Denklem 5’te gosterilmektedir.

d®,q) = /(g1 —P1)*+ (@2 — P2)? + = + (qn — Pr)? Q)

Burada, p ve ¢ iki noktayi, n ise 6zelliklerin (features) sayisini temsil etmektedir. He-
saplanan uzakliklar kullanilarak, test noktasina en yakin “K” komsu belirlenir. Secilen “K”
komgunun siniflar1 incelenir ve hangi siifin daha fazla temsil edildigi belirlenir. Test noktast,
en ¢ok rastlanan sinifa atanir. Bu siireg, tiim test seti izerinde tekrarlanir ve her bir test noktasi
icin bir sinif tahmini yapilir.

3.3.4. Hafif Gradyan Artirma Makinesi (LightGBM)

LightGBM, Microsoft tarafindan gelistirilen, verimli ve etkili bir gradyan artirma cer-
cevesidir. Biiyiik veri kiimeleri ve ¢ok boyutlu veri iizerinde ¢aligsabilen bu ¢erceve, 6zellikle
smiflandirma ve regresyon gorevlerinde kullanilir. Gelismis algoritma yapilari sayesinde hizli
ve hafif bir igslem sunar. LightGBM, siirekli 6zellik degerlerini sabit sayida kutuya (bin) ayira-
rak histogram tabanli bir algoritma kullanir. Bu yontem, veri lizerinden gecis sayisini ve hafiza
kullanimim azaltarak hesaplama siiresini diisiiriir. Algoritma, daha biiyiik gradyanlara sahip
veri 6rneklerine odaklanir ve bu 6rnekler iizerinde daha fazla boliinme gerceklestirir. Bu, algo-
ritmanin hizint ve verimliligini artirir (Tong vd., 2024). LightGBM, seviye-dengeleme yerine
yaprak-dengeleme stratejisi kullanir. Yani, her seferinde en iyi bdliinmeyi saglayan yapragi
secer, bu da modelin daha az yaprakla daha iyi performans gostermesini saglar. Ek olarak, ka-
tegorik Ozellikleri dogrudan isleyebilir ve bu 6zellikler i¢in optimal boliinmeleri bulabilir. Bu,
ozellik miihendisligi siirecini basitlestirir ve veri 6n iglemesini azaltir (Nagassou vd., 2023).

LightGBM’in temelinde, asagida Denklem 6’da gosterilen formiilii yatmaktadir:

LO =371 (yi.f/i(t_l) + ft(xl-)) +Q(f) ©

Burada, L, t adimimdaki toplam kaybi, [ kayip fonksiyonunu, y, i’nci gercek degeri,
fli(t_l), t-1 adimindaki tahmini, f:(%;), t adimmda model tarafindan eklenen yeni fonksiyonu
ve Q(f;) , yeni fonksiyonun karmagiklik cezasini temsil etmektedir.

3.3.5. Lojistik Regresyon (Logistic Regression)

Lojistik Regresyon (Logistic Regression), iki veya daha fazla kategorik sonucu tahmin
etmek icin kullanilan istatistiksel bir siniflandirma modelidir. Genellikle ikili siniflandirma
problemlerinde, yani sonuclarin sadece iki olas1 kategoriden birine ait olabilecegi durumlarda
tercih edilir (Chivukula vd., 2021). Bu model, bagimsiz degiskenlerin (6zelliklerin) sonucu
nasil etkiledigini anlamak ve sonuclarin olasiligini tahmin etmek icin kullanilmaktadir. Model,
bagimsiz degiskenler ile bagimli degisken (siniflar) arasindaki iligkiyi kurarak baglar. Bagimli
degisken genellikle O ve 1 olmak iizere iki sinifa ayrilir. Lojistik regresyon, bagimsiz degis-
kenlerin her bir kombinasyonu i¢in bagimli degiskenin 1 olma olasiligin1 (yani bir sinifa ait
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olma olasiligini) tahmin eder. Model, bir logit doniisiim kullanarak bagimsiz degiskenlerin
lineer kombinasyonunu simiflandirma olasiligina doniistiiriir (Zhang, 2024). Logit fonksiyonu
Denklem 7°de gosterildigi gibidir:

. p
logit(p) = log (;2) (7)
Burada p bagimli degiskenin 1 olma olasiligidir.

3.3.6. Rastgele Orman (Random Forest)

Rastgele Orman (Random Forest), siniflandirma ve regresyon gorevleri i¢in kullanilan,
topluluk 6grenme metoduna dayanan bir makine 6grenimi algoritmasidir. Bu algoritma, birden
fazla karar agacini bir araya getirerek her bir agacin zayifliklarint dengeler ve genel olarak daha
giiclii ve dengeli bir model olusturur (Oguine & Oguine, 2021). Rastgele Orman, egitim veri
setinden bir¢ok bootstrap ornegi ceker (her 6rnek, orijinal veri setinin rastgele secilmis 6rnekle-
rini icerir). Her bir bootstrap 6rnegi icin bagimsiz bir karar agaci kurulur. Her agac, veri setinin
farkli bir alt kiimesi tizerinde egitilir. Her diigiimdeki boliinme islemi, tiim 6zellikler yerine
rastgele secilen bir alt kiime kullanilarak yapilir. Bu, modelin varyansini azaltmaya yardimct
olur ve agaclar arasi korelasyonu diisiiriir. Her bir karar agaci bagimsiz bir tahmin yapar ve
siiflandirma gorevlerinde bu tahminlerin ¢ogunlugunun oyu (majority voting) veya olasilikla-
rin ortalamasi alinarak nihai tahmin elde edilir (Ozen ve Bal, 2019). Smiflandirma i¢in tahmin
yaparken genellikle Denklem 8’de gosterildigi gibi bir ifade kullanilir:

y = mod{y1, ¥z, .-, ¥n} ®)

Burada, y,,y,,...,y her bir karar agacinin tahmin ettigi simf etiketleridir ve mod fonksi-
yonu en sik rastlanan etiketi belirler.

3.3.7. AlexNet

AlexNet, derin 6grenme ve bilgisayarli gorme alaninda ¢18ir agan bir sinir ag1 modeli-
dir. 2012 yilinda Alex Krizhevsky, Ilya Sutskever ve Geoffrey Hinton tarafindan gelistirilmistir
ve o y1l ImageNet yarigmasini kazanarak biiyiik ilgi toplamistir. Bu model, biiyiik ve derin bir
evrisimli sinir agidir (CNN - Convolutional Neural Network) ve goriintii tanima gorevlerinde
kullanilmak iizere tasarlanmistir (Cheng vd., 2019). AlexNet, toplamda bes evrisimli katman
(convolutional layer), ii¢ tam baglantili katman (fully connected layer) ve ¢ikti katmanindan
olusur. Bu katmanlar arasinda, bazi katmanlarda max pooling ve dropout iglemleri bulunur
(Liu vd., 2020). Evrisimli katmanlar, girdi olarak aldig1 goriintiilerdeki 6zellikleri (features)
cikarmak i¢in kullanilir. Her katman, farkli 6zellikleri (kenarlar, dokular vb.) belirlemek iizere
cesitli filtreler (kernels) uygular. AlexNet, ReLU (Rectified Linear Unit) aktivasyon fonksi-
yonunu kullanir. Bu fonksiyon, modelin egitim siirecini hizlandirmak ve gradyan kaybolmasi
problemini azaltmak i¢in tercih edilir (Liu vd., 2020). ReLU formiilii Denklem 9’daki gibidir.

f(x) = max (0, x) )

Max pooling islemi, evrigsimli katmanlar tarafindan iiretilen 6zellik haritalarinin (feature
maps) boyutunu azaltmak ve en belirgin 6zellikleri korumak i¢in kullanilir. Tam baglantili
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katmanlar, evrigsimli katmanlar tarafindan ¢ikarilan 6zellikleri kullanarak nihai simiflandirmayi
gerceklestirir. Cikti katmani, softmax aktivasyon fonksiyonu kullanarak her bir sinif icin bir
olasilik diretir (Pal vd.,2021). Softmax aktivasyon fonksiyonu Denklem 10°da gosterilmektedir.

eZi
0(z); = 5,7 (10)
Burada z katmanin ¢iktilaridir ve i indeksi sinif1 belirtir.

Dropout, asir1 uyum (overfitting) problemini 6nlemek icin kullanilan bir yontemdir.
Egitim sirasinda rastgele segilen noronlar gegici olarak “devre dist birakilir”. Modelin egitimi
sirasinda stokastik gradyan inisi (SGD) ve geri yayilim kullanilir. Kayip fonksiyonu olarak
capraz entropi (cross-entropy) tercih edilir (Pal vd., 2021).

3.3.8. MobileNet

MobileNet, 6zellikle mobil ve gdmiilii cihazlar i¢in tasarlanmig hafif bir derin 6grenme
modelidir. Howard vd. (2017) tarafindan gelistirilen bu model, yliksek verimlilik ile nispeten
diisiik hesaplama giicii gerektiren uygulamalarda kullanilmak iizere optimize edilmigtir. Mo-
bileNet, goriintii siniflandirma, nesne algilama ve yiiz tanima gibi gorevlerde kullanilabilir ve
biiyiik, karmagik modellere kiyasla daha az kaynak tiiketir. MobileNet, standart evrigim iglem-
lerini derinlik sezgisel evrisimlere boler, bu sayede modelin boyutunu ve hesaplama maliyetini
biiyiik olciide azaltir. Bu evrisimler, 6nce her bir girig kanali icin ayr1 ayr1 evrisim (depthwise
convolution) uygular, ardindan 1x1 boyutunda evrisimlerle (pointwise convolution) kanallar
arasi bilgileri birlestirir (Jaderberg vd., 2014). MobileNet, ReLU6 ad1 verilen, sifirdan kiictik
degerler icin sifir, altidan biiyilik degerler i¢in alt1 degerini alan bir ReLU tiirevi kullanir. Bu
tiirev Denklem 11°de gosterilmektedir.

f(x) = min(max(0, x), 6) (11)

Her evrigim katmanindan sonra, model batch normalization iglemi uygular. Bu, modelin
egitim siirecini hizlandirir ve daha stabil hale getirir. Modelin sonunda, elde edilen 6zellikler
tam baglantili katmanlar araciligiyla islenir ve ¢ikti olarak her simif icin bir olasilik {iretilir.
Smiflandirma i¢in son katman, softmax aktivasyon fonksiyonunu kullanarak, her sinifa ait ola-
siliklart hesaplar. Softmax aktivasyon fonksiyonu bir dnceki boliimde Denklem 10°da goste-
rilmistir.

3.3.9. ResNet-18

ResNet-18, derin sinir aglar1 icerisinde yer alan ve “Kalan Ag” (Residual Network)
olarak da bilinen bir modeldir. ResNet, derin 6grenme modellerinde karsilagilan “kaybolan
gradyan” problemine ¢oziim olarak ortaya ¢ikmistir. ResNet-18, ResNet ailesinin 18 katmanli
bir versiyonudur ve genellikle goriintii siniflandirma gibi gorevlerde kullanilir (He vd., 2016).

ResNet-18, her bir katman ¢ikigina girigini ekleyerek caligir. Bu, derin aglarda sikca
karsilasilan kaybolan gradyan problemine ¢6ziim getirir. Her birim i¢in, ana sinyal dogrudan
sonraki katmanlara aktarilirken, 68renilen agirliklar bu ana sinyale eklenir. Model, 18 katman
boyunca temel bloklardan olusur. Her blok, birka¢ evrigsimli katmandan ve ardindan bir ka-
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lan baglantidan olusur. Bu bloklar, modelin daha derin 6grenme yetenegini artirirken, egitimi
stabil hale getirir (Sarwinda vd., 2021). Modelde 3x3 boyutunda evrigimler kullanilir ve bu
evrisimler, girdi ve ¢iktidaki kanal sayisini kontrol etmek i¢in ayarlanabilir. Her evrigimli kat-
mandan sonra, ReLU (Rectified Linear Unit) aktivasyon fonksiyonu uygulanir. ReLU, negatif
degerleri sifira egitler ve pozitif degerleri degismeden birakir. Modelin sonunda, 6zellik harita-
larinin (feature maps) boyutunu kiiciilten bir kiiresel ortalama havuzlama katmani bulunur. Bu,
son tam baglantili katmana giris olarak hizmet eder. Cikt1 katmani, simif sayisina gore ayarla-
nan bir softmax katmanidir. Softmax, her sinifa ait olasilig1 hesaplar ve bu degerleri normalize
eder (Guo & Du, 2019). ResNet-18 modelinin temel matematigi kalan baglantilar iizerinden
Denklem 12’°de gosterildigi gibi a¢iklanabilir:

output = ReLU(F(x,{W;}) + x) (12)

Burada x bir katmamn girdisidir. F(x, {W;}) girdi x iizerine uygulanan agirliklar ve
iglemler sonucu elde edilen doniigiim fonksiyonudur ve W, agirliklar1 temsil eder. Bu formiilde,
x dogrudan sonraki katmana aktarilir (kalan baglant1) ve F(x, {W;}) ile elde edilen sonuglara
eklenir. Bu yapi, egitim sirasinda gradyanlarin daha derin katmanlara etkili bir sekilde ulagma-
sini1 saglar.

3.3.10. SequuzeNet

SqueezeNet, gomiilii sistemler ve mobil cihazlar i¢in optimize edilmis, diisiik paramet-
reli ama yiiksek dogrulukta ¢aligsan bir evrigimli sinir agt (CNN) modelidir. SqueezeNet, Alex-
Net benzeri performans sunarken model boyutunu ve parametre sayisini 6nemli l¢iide azalt-
may1 bagarir. Bu durum, hem depolama alanindan tasarruf saglar hem de modelin daha hizli
calismasint miimkiin kilmaktadir (Siraj vd., 2024). SqueezeNet’in temel yapi taglar1 Fire mo-
diilleridir. Her Fire modiilii, “squeeze” evrisim katmani (1x1 evrigimler) ve “expand” katmani
(1x1 ve 3x3 evrigimlerin bir kombinasyonu) icerir. Squeeze katmani, kanal sayisint azaltarak
parametre sayisini diisiiriir, expand katmani ise ¢esitlilik saglayarak daha zengin 6zellik hari-
talar1 olusturur (Hassanpour ve Malek, 2020). Squeeze ve Expand katmani sirasiyla Denklem
13 ve 14’te gosterilmektedir.

S(x) = f(Ws x x + by) (13)

Burada W ve b, squeeze katmaninin agirliklari ve biaslari, fise ReLLU gibi bir aktivas-
yon fonksiyonudur.

E(x) = f(W, *x + b,) (14)

Burada W ve be, expand katmaninin agirliklar ve biaslaridir.

Modelin son katmaninda, her bir sinif icin bir ¢ikt1 iireten kiiresel ortalama havuzlama
kullanilir. Bu, son evrigim katmanindan elde edilen her 6zellik haritas: i¢in ortalama bir deger
hesaplar ve bu degerler dogrudan son siniflandirma katmanina beslenir (Siraj vd., 2024). Kiire-
sel ortalama havuzlama Denklem 15°te gosterilmektedir.

—_1 yH W
Yi = trp Lh=1 Zw=1Xihw (15)
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Burada x,,  i‘nci 0zellik haritasinin (h,w) pozisyonundaki degeri, H ve W ise dzellik
haritasinin yiiksekligi ve genigligidir.

3.4. Modellerin Hiperparametre Ayarlari

Hiperparametre ayarlamalari, model performansinin optimize edilmesinde kritik bir
rol oynamaktadir. Bu hiperparametrelerin ayarlanmasi, modelin egitim verilerine nasil uyum
sagladigini ve test verilerinde nasil performans gosterdigini 6nemli ol¢iide etkiler. Makine 6g-
renmesi modelleri i¢in hiperparametre optimizasyonu siirecinde, genig bir parametre araligin
hizli bir sekilde kesfetmek amaciyla Rastgele Arama (Random Search) yontemi kullanildi.
Bu yontem, parametrelerin genis bir araligindan rastgele drnekler secilerek modelin perfor-
mansini degerlendirmek i¢in kullanilir (Hasan vd., 2024). Veri setinin biiyiikliigii ve gesitliligi
g6z oniinde bulundurularak, her bir model i¢in uygun hiperparametrelerin belirlenmesi siireci
detayl1 bir sekilde planlanmigstir. Asagida Tablo 2’de makine 6grenmesi modellerinin hiperpa-
rametre ayarlart gosterilmektedir.

Tablo 2: Makine Ogrenmesi Modellerinin Hiperparametre Ayarlar

Model Hiperparametre Secilen Ayar
max_depth 20
min_samples_split 4
Karar Agaclari -
min_samples_leaf 2
Criterion Gini
n_estimators 200
Learning_rate 0,005
Gradyan Artirma
max_depth 5
Subsample 09
n_neighbors 15
K-En Yakin Komsu Weights Distance
Algorithm Auto
num_leaves 50
max_depth 20
Hafif Gradyan Artirma -
Learning_rate 0,05
n_estimators 300
C 0.1
Lojistik Regresyon Solver Liblinear
Penalty 12
n_estimators 300
max_features Auto
Rastgele Orman
max_depth 25
min_samples_split 5
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Bununla birlikte, derin 6grenme modelleri i¢in hiperparametre optimizasyonunda Iz-
gara Arama (Grid Search) metodunu kullanarak, model performansini en iist diizeye ¢ikarmak
amactyla genis bir hiperparametre yelpazesini sistematik bir sekilde denenmektedir. Izgara
Arama, belirli hiperparametre kombinasyonlarinin her birini kapsaml bir sekilde test eder,
bdylece en iyi performans gosteren kombinasyonlar: belirlemeye olanak tanimaktadir (Ogun-
sanya vd., 2023). Asagida Tablo 3’te, bu calismada kullanilan AlexNet, MobileNet, ResNet-18
ve SqueezeNet modelleri i¢in belirlenen hiperparametre ayarlar: yer almaktadir.

Tablo 3: Derin Ogrenme Modellerinin Hiperparametre Ayarlar

Model Hiperparametre Secilen Ayar
Learning_rate 0,01
Epochs 30
Batch_size 128

AlexNet
Activation Softmax
Optimizer Adam
Dropout_rate 0,5
Alpha 1,0
Learning_rate 0,01
Epochs 30

) Depth_multipler 10

MobileNet
Batch_size 128
Activation Softmax
Optimizer Adam
Dropout_rate 03
Learning_rate 0,01
Epochs 50
Batch_size 64

ResNet-18
Activation Softmax
Optimizer Adam
Dropout_rate 04
Learning_rate 0,01
Epochs 30
Batch_size 128

SequuzeNet —
Activation Softmax
Optimizer SGD
Dropout_rate 0,3
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3.5. Model Performans Degerlendirme Kriterleri

Modellerin performansini objektif bir sekilde degerlendirmek i¢in cesitli metrikler ve
yontemler kullanilmaktadir. Bu ¢alismada, makine 6grenmesi ve derin 6grenme modellerinin
performanslari, Kesinlik (Precision), Duyarlilik (Recall), F1 Skoru ve Dogruluk (Accuracy)
metrikleri ile olctilmiistiir. Bu metriklerin, matematiksel formiilleri sirasiyla Denklem 16, 17,
18 ve 19’da gosterilmektedir. Denklemlerde, DP dogru pozitif, YP yanlis pozitif, DN dogru
negatif ve YN yanlis negatiftir. Ayrica, model tahminlerinin dogrulugunu gorsel olarak deger-
lendirmek icin karmagiklik matrisleri de kullanilmugtir.

Kesinlik (Precision) = D:—fYP (16)
Duyarlilik (Recall) = DPZPYN (17)
P Skoru = 2 x ez w
Dogruluk (Accuracy) = % (19)

3.6. Yazilim ve Donanim

Bu calismada kullanilan yazilim araglart ve kullanilan bilgisayarin donanim 6zellikleri
buboliimde detaylandirilmistir. Analizler, Python programlama dilinin giincel bir siiriimii olan
Python v11 kullanilarak Jupyter Notebook ortaminda gerceklestirilmistir. Python, bilimsel he-
saplamalar ve veri analizi icin genis kiitiiphanelere (NumPy, Pandas, Scikit-learn, TensorF-
low, Keras) sahip olmastyla tercih edilmistir. Jupyter Notebook, kodlari, gorsellestirmeleri ve
aciklamalar1 bir arada sunabilen interaktif bir ortam saglayarak, analiz siirecinin anlagilir ve
tekrarlanabilir olmasini kolaylastirir.

Kullanilan bilgisayar, son teknoloji iiriinleri yansitan yiiksek performansh 6zelliklere
sahiptir. Islemci olarak, ¢oklu gorevler ve paralel isleme kapasitesi i¢in uygun olan, 32 gekir-
dekli bir AMD Ryzen Threadripper bulunmaktadir. 64 GB DDR4 RAM, biiyiik veri setlerinin
hafizada tutulmasi ve hizli erisim i¢in yeterli alan saglamaktadir. Veri isleme ve model egitimi
hizinmi artirmak iizere, 6zellikle derin 6grenme modeli egitimleri sirasinda GPU destegi olarak
NVIDIA RTX 4090 kullanilmigtir. Bu GPU, paralel hesaplama yetenekleri ile biiyiik ve karma-
stk derin 6grenme algoritmalarinin etkin bir sekilde egitilmesine imkan saglamistir. Yazilim ve
donanimin bu kombinasyonu, 6zellikle biiyiik veri setleri iizerinde karmasik makine 6grenmesi
ve derin 6grenme modellerinin hizli ve etkili bir sekilde egitilmesi icin kritik 6neme sahiptir.
Boylece, model gelistirme siireci optimize edilirken, elde edilen sonuglarin dogrulugu ve giive-
nilirligi de maksimize edilmigtir. Bu altyap1, aragtirma sorularina yanit ararken yiiksek hesapla-
ma gereksinimlerini karsilayarak, bilimsel kesiflerin sinirlarin1 zorlamamiza imkan tanimigtir.
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3.7. Onerilen Metodoloji

Bu caligsmada izlenen ve onerilen metodoloji, ¢esitli asamalardan olugsmakta olup, her
biri belirli hedeflere yonelik tasarlanmistir. Tlk asamada, makine 6grenmesi modelleri kullani-
larak smiflandirma iglemi gergeklestirilmistir. Bu siirecte, Karar Agaclar1, Gradient Boosting,
KNN, LightGBM, Logistic Regression ve Random Forest gibi ¢esitli algoritmalar iizerinde
denemeler yapilmistir. Bu modellerin her biri, veri seti iizerinde egitilerek, performanslari
dogruluk, kesinlik, duyarlilik ve F1 skoru gibi metriklerle degerlendirilir. Bu degerlendirme
sonucunda, en iyi performans gosteren model belirlenmisgtir. Birinci asama Sekil 2°de goste-
rilmektedir.

Sekil 2: Onerilen Metodolojinin ilk Asamasi

.csv uzantih Veri Seti

l Girig Verisi e =

Tahmin Modeli Olusturma
Karar Agaclan
Gradyan Artirma
K-En Yakin Komsu
Hafif Gradyan Artirma
Lojistik regresyon
Rastgele Orman

Rastgele Arama(Random Search)
oo Optimize Edilmis Karar Agaclan
{3@@% Optimize Edilmis Gradyan Artirma [@
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Ikinci asamada, derin 6grenme modelleri kullanilarak siniflandirma islemi yapilmistir.
Bu kapsamda AlexNet, MobileNet, ResNet-18 ve SqueezeNet gibi modeller, yine benzer per-
formans metrikleri kullanilarak degerlendirilmistir. Bu modellerden en iyi sonuglar1 verenin
belirlenmesiyle, bu model iizerinden “NewFC” (Yeni Tam Bagant1 Katmani) katmani eklene-
rek 1000 adet 6zellik cikarimi yapilmistir. Bu siireci gosteren sema ise Sekil 3°te gosterilmek-
tedir.
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Sekil 3: Onerilen Metodolojinin ikinci Asamasi
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Ugiincii asamada, ¢ikarilan bu 1000 6zellik icerisinden en bilgilendirici 10 6zelligi seg-
mek icin RelieF algoritmas: kullanilmigtir. RelieF algoritmasi, 6zelliklerin siniflandirma ba-
sarisina katkilarini analiz ederek, en etkili 6zellikleri belirler. Ozellik sayisinin diigiiriilmesi
ile makine dgrenmesi modellerinin hizli ve etkili bir sekilde egitilmesi hedeflenerek zaman
tasarrufu saglanmaya caligilmistir. Son agamada, se¢ilen bu 10 6zellik, ilk agamada en iyi per-
formansi gosteren makine dgrenmesi modeline girdi olarak verilmistir. Bu model, yeni 6zellik
setiyle tekrar egitilmis ve smniflandirma iglemi gergeklestirilmigtir. Bu adimda, dnerilen meto-
dolojinin etkinligi ve 6zellik seciminin model performansina olan etkisi degerlendirilmektedir.
Bu siireg, Sekil 4’te gosterilmigtir.

Sekil 4: Onerilen Metodolojinin Uciincii Asamasi

NewFC G ) s
— Ozellik Segimi En fyi 10 Ozellik En lyi Makine
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—
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Bu metodoloji, hem makine 6grenmesi hem de derin 6grenme tekniklerini kapsamli bir
sekilde kullanarak, siniflandirma problemleri icin giiclii ve etkili ¢éziimler sunmay1 amagcla-
maktadir. Her adim, modelin veri lizerindeki performansini artirmak ve daha dogru siniflandir-
ma sonugclari elde etmek icin titizlikle planlanmustir.
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4. Deneysel Bulgular

Bu boliimde, makine 6grenmesi ve derin 6grenme modellerinin siniflandirma perfor-
manslarinin yani sira, 6zellik ¢ikarimi ve sec¢imi ile ilgili elde edilen sonuglar detayli bir sekilde
ele alinacaktir. Bu boliim, model performanslarini degerlendirme ve aragtirma hipotezlerini test
etme siireclerine dair kritik bilgiler saglamaktadir. ik olarak, makine 6grenmesi modellerinin
test performanslari, gesitli istatistiksel metrikler kullanilarak degerlendirilmistir. Her modelin
dogruluk, kesinlik, duyarlik, F1-Skoru ve ROC-AUC degerleri dikkatlice incelenmistir. Mo-
dellerin test performanslarina iligkin siniflandirma raporu Tablo 4°te gosterilmektedir.

Tablo 4’te gosterilen sonuglara gore, Lojistik Regresyon modeli %76 dogruluk ve 0,848
ROC-AUC skoru ile etkili bir simiflandirma kapasitesine sahipken, Karar Agact modeli %67
dogruluk ve 0,672 ROC-AUC skoru ile agir1 uyuma egilimli oldugunu gostermistir. Rastgele
Orman modeli, %75 dogruluk ve 0,841 ROC-AUC skoru ile iyi bir denge sunarken, Gradyan
Artirma ve Hafif Gradyan Artirma modelleri sirasiyla %76 dogruluk ve 0,854, 0,855 ROC-
AUC skorlart ile veri yapilarindaki karmagik kaliplari bagariyla modellemistir. KNN modeli ise
%69 dogruluk ve 0.747 ROC-AUC skoru ile goreceli olarak daha diisiik performans sergilemis
ve giiriiltiilii verilerden daha fazla etkilenmis olabilecegi diisiiniilmiistiir. Makine 6grenmesi
modelleri arasinda degerlendirildiginde, Hafif Gradyan Artirma ve Gradyan Artirma modelleri
en yiiksek performanst gostermislerdir. Her iki model de %76 dogruluk oranina ulagsmig ve
sirasiyla 0,855 ve 0,854 ROC-AUC skorlari ile 6ne ¢ikmiglardir. Bu metrikler, her iki modelin
de smiflandirma igleminde yiiksek derecede dogruluk ve dengeli bir performans sergiledigini
gostermektedir. Ancak, Hafif Gradyan Artirma modeli biraz daha yiiksek ROC-AUC skoru ile
en basarili model olarak kabul edilebilir. Bu model, karmagik veri yapilarim etkili bir sekilde
isleyebilir ve ¢esitli siniflandirma senaryolarinda yiiksek dogruluk ve dengeli sonuclar sunar,
bu da onu isten ayrilma tahminleri i¢in 6zellikle uygun kilar. Bu bulgular, Hafif Gradyan Ar-
tirma modelinin makine 6grenmesi modelleri icinde en etkili model oldugunu ve arastirma
sorularma cevap vermede kritik bir rol oynayabilecegini gostermektedir. Ek olarak modellerin
test sonuglarin1 gosteren karmagiklik matrisleri Sekil 5°de gosterilmektedir.
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Tablo 4: Makine Ogrenmesi Modellerinin Test Performanslarma iliskin Simflandirma

Raporu
Model Smf Etiketi Hassasiyet =~ Duyarhhk F1-Skoru Destek
0 0,69 0,69 0,69 7804
1 0,66 0,65 0,65 7096
Dogruluk 0,67 14900
Karar Agaci
Makro Ortalama 0,67 0,67 0,67 14900
Agirlikli Ortalama 0,67 0,67 0,67 14900
ROC-AUC 0,6715 14900
0 0,77 0,78 0,77 7804
1 0,75 0,74 0,75 7096
Dogruluk 0,76 14900
Gradyan Artirma
Makro Ortalama 0,76 0,76 0,76 14900
Agurlikli Ortalama 0,76 0,76 0,76 14900
ROC-AUC 0,8544 14900
0 0,70 0,70 0,70 7804
1 0,67 0,68 0,67 7096
K-En Yakin Dogruluk 0,69 14900
Komsu Makro Ortalama 0,69 0,69 0,69 14900
Agirlikli Ortalama 0,69 0,69 0,69 14900
ROC-AUC 0,7465 14900
0 0,77 0,78 0,77 7804
1 0,75 0,75 0,75 7096
Hafif Gradyan Dogruluk 0,76 14900
Artirma Makro Ortalama 0,76 0,76 0,76 14900
Agirlikli Ortalama 0,76 0,76 0,76 14900
ROC-AUC 0,8549 14900
0 0,70 0,70 0,70 7804
1 0,67 0,68 0,67 7096
Lojistik Dogruluk 0,69 14900
Regresyon Makro Ortalama 0,69 0,69 0,69 14900
Agirlikli Ortalama 0,69 0,69 0,69 14900
ROC-AUC 0,7465 14900
0 0,76 0,78 0,77 7804
1 0,75 0,72 0,73 7096
Dogruluk 0,75 14900
Rastgele Orman
Makro Ortalama 0,75 0,75 0,75 14900
Agirlikli Ortalama 0,75 0,75 0,75 14900
ROC-AUC 0.8414 14900
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Sekil 5: Makine Ogrenmesi Modellerinin Test Sonuclarna iliskin Karmasikhk Matrisleri
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Sekil 5’te gosterilen karmasiklik matrisleri, makine 6grenmesi modellerinin test sonug-
lari1 somutlagtirmakta ve her modelin siniflandirma bagarisini detayl bir sekilde gostermek-
tedir. Karar Agaclar1, Gradyan Artirma, K-En Yakin Komsu (KNN), Hafif Gradyan Artirma
(LightGBM), Lojistik Regresyon ve Rastgele Orman modelleri i¢in olusturulan bu matrisler,
gercek pozitif, gercek negatif, yanlis pozitif ve yanlis negatif degerleri icermekte ve modelle-
rin siiflandirma performansini degerlendirmekte kullanilmigtir. Matris sonuglar1, LightGBM
modelinin, her iki sinifi da dengeli bir sekilde siiflandirdigint ve diger modeller arasinda
en iistiin performansi gosterdigini ortaya koymaktadir. Ozellikle, LightGBM modeli, dogru
pozitif tahminlerde 5306 ve dogru negatif tahminlerde 6050 olarak gozlemlenmistir, bu da
modelin yiiksek dogruluk ve giivenilirlikle ¢alistigin1 gosterir. Diger modellerle kargilagtirildi-
ginda, LightGBM’in iistiin performansi, isten ayrilma tahminleri i¢in kritik olan karmagik veri
yapilarini ve Oriintiileri etkin bir sekilde isleme yeteneginden kaynaklanmaktadir. Bu analiz,
LightGBM’in isten ayrilma durumlarini tahmin etmede en giivenilir model olarak tercih edil-
mesini desteklemektedir.

Bununla birlikte, calismada CNN tabanli derin 6grenme modellerinin siniflandirma per-
formansina bakilacak olunursa, modellerin test sonuglarina iligkin siniflandirma raporu Tablo
5’te sunulmaktadir.
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Tablo 5: Derin Ogrenme Modellerinin Test Performanslarmna lliskin Simflandirma
Raporu

Model Smf Etiketi Hassasiyet ~ Duyarhhk F1-Skoru Destek
0 0,94 0,92 0,93 7804
1 091 0,94 0,93 7096
Dogruluk 0,93 14900
AlexNet
Makro Ortalama 0,93 0,93 0,93 14900
Agirlikli Ortalama 0,93 0,93 0,93 14900
ROC-AUC 0,9852 14900
0 0,90 0,89 0,90 7804
1 0,88 0,90 0,89 7096
Dogruluk 0,89 14900
MobileNet
Makro Ortalama 0,89 0,89 0,89 14900
Agirlikli Ortalama 0,89 0,89 0,89 14900
ROC-AUC 0,9646 14900
0 0,94 0,93 0,94 7804
1 0,93 0,94 0,93 7096
Dogruluk 0,94 14900
ResNet-18
Makro Ortalama 0,93 0,94 0,94 14900
Agirlikli Ortalama 0,94 0,94 0,94 14900
ROC-AUC 0,9865 14900
0 0,88 0,93 0,90 7804
1 0,92 0,86 0,89 7096
Dogruluk 0,90 14900
SequuzeNet
Makro Ortalama 0,90 0,89 0,89 14900
Agirlikli Ortalama 0,90 0,90 0,90 14900
ROC-AUC 0,9687 14900

Tablo 5°te gosterilen sonuglar, derin 6grenme modellerinin isten ayrilma durumlarin
smiflandirmada gosterdigi basarty1 ortaya koymaktadir. AlexNet modeli %93 dogruluk orani
ile etkileyici bir performans sergilemis, %94 kesinlik ve %92 duyarlilik ile sinif 0 (kalmis) ve
%91 kesinlik ve %94 duyarlilik ile sinif 1 (ayrilmis) icin yiiksek degerler kaydetmistir. Mode-
lin ROC-AUC degeri 0,985, bu da modelin miikemmel bir tahmin yetenegine sahip oldugunu
gosterir. MobileNet modeli, %89 dogruluk orani ile %90 kesinlik ve %89 duyarlilik ile sinif
0 ve %88 kesinlik ve %90 duyarlilik ile siif 1 icin dengeli performans sergilemistir. ROC-
AUC degeri 0,965, modelin genel olarak iyi tahmin yetenegine sahip oldugunu gostermektedir.
ResNet-18 ise %94 dogruluk ile AlexNet’i hafifce asarak en yliksek performansi gostermistir.
Bu model, %94 kesinlik ve %93 duyarlilik ile sinif O ve %93 kesinlik ve %94 duyarlilik ile
smif 1 igin dengeli ve gii¢lii sonuglar elde etmistir. Modelin ROC-AUC degeri 0,987 olup, bu,
smiflandirma performansinin son derece yiiksek oldugunu belirtir. SqueezeNet, %90 dogruluk

186



Uluslararasi Yonetim Iktisat ve fgletme Dergisi, Cilt 21, Sayt 1, 2025, ss. 161-198
International Journal of Management Economics and Business, Vol. 21, No. 1, 2025, pp. 161-198

orani ile diger modellere kiyasla biraz daha diisiik performans gostermis olmasina ragmen,
%88 kesinlik ve %93 duyarlilik ile sinif O ve %92 kesinlik ve %86 duyarlilik ile smif 1 i¢in
giiclii sonuglar sunmusgtur. ROC-AUC degeri 0,969 ile yine yiiksek tahmin yetenegine isaret
eder. Bu sonuglar, derin 6grenme modellerinin karmasik veri yapilarini etkin bir sekilde isle-
yerek yiiksek dogruluklu tahminler yapabildigini gostermektedir. Ozellikle, ResNet-18 modeli
en yiiksek genel performans: sunarak, isten ayrilma tahminleri i¢in en uygun derin 6grenme
modeli olarak dne ¢ikmigstir. Bununla birlikte, modellerin test sonuglarina iligkin karmagiklik
matrisleri Sekil 6’da gosterilmektedir.

Sekil 6: CNN Tabanh Derin Ogrenme Modellerinin Test Sonuclarina iliskin
Karmagsikhik Matrisleri
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Sekil 6’da gosterilen karmagiklik matrisleri, derin 6grenme modellerinin test sonugla-
rin1 detayli bir sekilde gostermekte olup, bu modeller arasinda ResNet-18 agik bir sekilde en
basarili model olarak 6ne ¢cikmaktadir. ResNet-18, 7296 dogru negatif (kalmis) ve 6639 dogru
pozitif (ayrilmig) tahminle en yiiksek dogru siniflandirma sayilarina ulagmistir. Bu model, dii-
stik yanlis pozitif (508) ve yanlis negatif (457) sayilart ile dengeli bir performans sergilemis
ve yliksek dogruluk oranlari elde etmistir. AlexNet modeli de 7181 dogru negatif ve 6662
dogru pozitif tahminle yiiksek performans gostermis, ancak yanlis negatif (434) ve yanlig po-
zitif (623) sayilart ResNet-18’e gore biraz daha yiiksek kalmistir. MobileNet ve SqueezeNet
modelleri, sirastyla 6952 ve 7266 dogru negatif tahminle iyi performans sergilemiglerdir; ancak
SqueezeNet, 1018 yanlis pozitif ile diger modellere gore daha fazla hata yapmistir. Bu sonug-
lar, ResNet-18’in siniflandirma dogrulugu ve dengeli tahmin yetenegi agisindan derin 6grenme
modelleri arasinda en etkili oldugunu gostermektedir, bu da onu isten ayrilma tahminleri i¢in
en uygun model haline getirmektedir.
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CNN tabanl derin 6grenme modelleri arasinda en iyi siniflandirma performansini ser-
gileyen ResNet-18 modelinin son katmanina, “NewFC” adinda yeni bir tam baglant1 katman1
eklenmis ve 1000 adet 6zellik ¢cikarimi yapilmistir. Daha sonra, ¢ikarilan bu 1000 6zellik iceri-
sinden en bilgilendirici 10 6zelligi se¢mek i¢in RelieF algoritmasit kullanilmigtir. RelieF algo-
ritmasi, 6zelliklerin siniflandirma bagarisina katkilarini analiz ederek, en etkili 6zellikleri belir-
lemektedir. Ozellik sayisinin diisiiriilmesi ile makine 6grenmesi modellerinin hizl1 ve etkili bir
sekilde egitilmesi hedeflenerek zaman tasarrufu saglanmaya caligilmigtir. RelieF algoritmasi
kullanilarak yapilan 6zellik secimi sonuglari, belirli 6zelliklerin siniflandirma performansina
olan katkilarini acgikca ortaya koymaktadir. Bu siiregte, toplam 1000 6zellik icerisinden sinif-
landirma basarisina en yiiksek katkida bulunan 10 6zellik se¢ilmigtir. Bu 6zelliklerin her birinin
onem derecesi, algoritmanin 6zelliklerin siniflandirma basarisi tizerindeki etkilerini analiz ede-
rek hesaplanmigtir. Asagida Sekil 7°de, secilen 6zelliklerin 6nem dereceleri gosterilmektedir.

Sekil 7: RelieF Algoritmasi Kullamlarak Secilen 10 Ozelligin Onem Dereceleri
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Bu asamadan sonra, segilen 6zellikler, makine 6grenmesi modelleri arasinda en iyi si-
niflandirma performansini gosteren, optimize edilmis Hafif Gradyan Artirma (LightGBM) mo-
deline girdi olarak verilmis ve siniflandirma islemi yeniden gergeklestirilmistir. Modelin test
sonuclarmna iliskin siiflandirma raporu Tablo 6’da gosterilmektedir.

Tablo 6: Ozellik Secimi Sonras1 Hafif Gradyan Artirma Modelinin Test Performansimna
Lliskin Smiflandirma Raporu

Model Smf Etiketi Hassasiyet =~ Duyarhhk F1-Skoru Destek
0 1,00 1,00 1,00 7804
1 1,00 1,00 1,00 7096

Hafif Gradyan Dogruluk 1,00 14900

Artirma Makro Ortalama 1,00 1,00 1,00 14900
Agirlikli Ortalama 1,00 1,00 1,00 14900
ROC-AUC 1,00 14900
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RelieF algoritmasi ile secilen en bilgilendirici 10 6zelligin kullanildig: Hafif Gradyan
Artirma (LightGBM) modelinin siniflandirma performansi, sonuglar iizerinde olaganiistii bir
etki yaratmigtir. Secilen ozelliklerin modelin girdisi olarak verilmesi sonrasinda gergeklesti-
rilen testler, modelin her iki sinifi (0 ve 1) miikkemmel bir sekilde tahmin ettigini gostermistir.
Model, sinif O ve sinif 1 i¢in hassasiyet, duyarlilik ve Fl-skoru degerlerinde %100 basartya
ulagmustir. Toplam 14900 veri noktas: lizerinden yapilan degerlendirmede, modelin dogruluk,
makro ortalama ve agirlikli ortalama degerleri de %100 olarak kaydedilmistir. ROC-AUC de-
geri de %100 olarak oOlciilmiig, bu sonu¢ modelin siiflandirma isleminde mutlak bir basari
sergiledigini ve veri setindeki tiim pozitif ve negatif siniflar1 kesinlikle dogru bir gsekilde ayirt
ettigini ortaya koymustur. Bu sonuglar, dzellik se¢ciminin ve model optimizasyonunun, makine
0grenmesi modellerinin performansini nasil radikal bir sekilde iyilestirebilecegini gostermek-
tedir. Buna ek olarak, modelin test sonuclarina iligkin karmagiklik matrisi Sekil 8’de gosteril-
mektedir.

Sekil 8: Hafif Gradyan Artirma Modelinin Test Sonuclarma iliskin Karmasikhk Matrisi
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Sekil 8’de gosterilen matristen goriildiigii tizere, model 7800 gercek pozitif ve 7089
gercek negatif tahminde bulunmustur, bu da modelin genel olarak yiiksek dogrulukla simif-
landirma yaptigimi gostermektedir. Yanlis pozitif sayis1 4 iken, yanlis negatif sayis1 7°dir. Bu
sonuglar, modelin hem pozitif hem de negatif siniflar1 yiiksek hassasiyetle ayirt edebildigini ve
cok diisiik hata oranlari ile performans sergiledigini belirtmektedir. Bu matris, modelin genel
performansini degerlendirmede kritik bir ara¢ olarak kullanilmakta ve modelin gercek diinya
verilerine uygulanabilirligini gostermektedir. Bununla birlikte, modelin sonuglarint dogrula-
mak amaciyla 5 katli capraz dogrulama yontemi uygulanmistir. Bu, modelin genellestirilebilir-
ligini ve kararliligin1 test etmek i¢in onemlidir. Bu yontem, veri setinin rastgele bes esit parcaya
boliinmesini ve her bir parganin sirayla test seti olarak kullanilmasini igerirken, kalan dort
parca egitim seti olarak kullanilir. Bu siire¢, modelin farkli veri alt kiimeleri lizerinde bes kez
egitilmesi ve test edilmesi anlamina gelmektedir. Capraz dogrulama, modelin sadece bir kismi1
tizerinde degil, veri setinin geneli tizerinde nasil performans gosterdigini anlamaya yardimci
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olmaktadir. Bu yontemin uygulanmasi, modelin farkli veri kiimelerindeki tutarliligini 6lgmekte
ve asirt uyum (overfitting) gibi potansiyel problemleri ortaya ¢ikarmaya yardimct olmaktadir.
Eger model, capraz dogrulama siirecinde her bir kat i¢in benzer ve yiiksek performans gosterir-
se, modelin verilerin farkl: boliimlerine iyi genellestirdigi ve dolayistyla daha 6nce gbrmedigi
verilere kars1 da iyi tahminler yapabilecegi anlasilir. Ayrica, capraz dogrulama modelin her
bir siniflandirma iterasyonundaki performansini ortaya koyarak, modelin belirli bir veri tipine
veya Ornege 6zgii olmadigini, genel bir bagari sergiledigini dogrular. Dolayisiyla, bu yontemle
elde edilen sonuclar, modelin gercek diinya uygulamalarinda nasil performans gosterecegine
dair giiclii ve giivenilir kanitlar saglamakla birlikte, model gelistiricilere ve karar vericilere
modellerini degerlendirme ve iyilestirme konusunda degerli bilgiler sunacaktir. Modelin 5 katl
capraz dogrulama sonuclarmna iligkin siniflandirma raporu Tablo 7°de gosterilmektedir.

Tablo 7: Hafif Gradyan Artirma Modelinin Capraz Dogrulama Sonuclarma iliskin
Smiflandirma Raporu

Model Simf Etiketi Hassasiyet  Duyarhilik F1-Skoru Destek
Hafif Gradyan 0 097 0,98 097 39128
Artirma 1 098 096 097 35370
Dogruluk 097 74498
Makro Ortalama 0,97 0,97 0,97 74498
Agirlikli Ortalama 0,97 0,97 0,97 74498

Tablo 7°deki sonuclar, Hafif Gradyan Artirma (LightGBM) modelinin 5 katli ¢apraz
dogrulama siirecinde gosterdigi performansi detayli bir sekilde ortaya koymaktadir. Model, hem
simif 0 (kalmig calisanlar) hem de smif 1 (ayrilmig ¢alisanlar) icin %97 hassasiyet ve %97’lik
bir F1-skoru ile dikkat ¢ekici bir basari sergilemistir. Sinif 0 i¢in %98 duyarlilik ve sinif 1 igin
%96 duyarlilik elde edilmistir, bu oranlar modelin her iki sinifi da yiiksek dogrulukla tahmin
edebildigini gostermektedir. Toplam 74,498 veri noktas: lizerinden yapilan degerlendirmede,
modelin genel dogruluk oran1 %97 olarak 6l¢iilmiistiir. Bu yiiksek dogruluk orani, modelin veri
setinin genelinde giiclii ve tutarli tahminler yapabildiginin bir gostergesidir. Makro ve agirlikli
ortalama degerlerinin her ikisi de %97 olarak belirlenmis olmasi, modelin siniflandirma perfor-
mansinin tiim siniflar arasinda dengeli ve tutarli oldugunu belirtir. Bu sonuglar, Hafif Gradyan
Artirma modelinin, isten ayrilma durumlarini tahmin etmede son derece etkili ve giivenilir bir
ara¢ oldugunu dogrular. Capraz dogrulama sonuglari, modelin genellestirilebilirligini ve farkl
veri alt kiimelerindeki performansini basariyla test ederek, modelin pratik uygulamalarda nasil
performans gosterecegine dair giiclii kanitlar saglamigtir. Bu, modelin gercek diinya senaryo-
larinda giivenle kullanilabilece§i anlamina gelir. Bununla birlikte, modelin ¢apraz dogrulama
sonuglarina iligkin karmagiklik matrisi Sekil 9°da gosterilmektedir.
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Sekil 9: Modelin Capraz Dogrulama Sonuclarna iliskin Karmasikhk Matrisi
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flgili karmagiklik matrisi sonuglari, modelin yiiksek dogrulukla tahmin yaptigimi gos-
termektedir. Toplamda, model 38,503 dogru negatif tahmin yapmis ve bu sinifta sadece 625
yanlig pozitif, sinif 1 icin ise 34,009 dogru pozitif ve yalnizca 1,361 yanlis negatif tahminde
bulunmustur. Bu, modelin 6zellikle sinif 0’daki duyarliliginin yiiksek oldugunu ve smif 1’deki
gercek pozitifleri basariyla tantyabildigini gosterir. Diisiik yanlis pozitif ve negatif degerleri,
modelin yanli tahmin oraninin az oldugunu ve giivenilir oldugunu belirtir. Karmagiklik matrisi,
modelin her iki sinifi da yiiksek dogrulukla siniflandirabildigini ve isten ayrilma durumlarini
etkili bir sekilde tahmin edebildigini kanitlamaktadir. Ek olarak, modelin ROC egrisi grafigi
Sekil 10°da sunulmugtur.

Sekil 10: Modelin Capraz Dogrulama Sonuclarmna iliskin ROC Egrisi
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Tlgili sekilde goriildiigii iizere, ROC-AUC degerinin %97 olmasi, modelin neredeyse
hatasiz bir siniflandirma performansina sahip oldugunu ve yanls pozitif ile yanlig negatif tah-
minlerde miikkemmele yakin siniflandirma yaptigini, bu da modelin pratik kullanim i¢in ideal
oldugunu gosterir. Ozetle, gapraz dogrulama ile teyit edilen sonuglar sayesinde, modelin sade-
ce bir veri setine spesifik olmadig1, genis veri setlerinde giivenilir tahminler yapabilecegi dog-
rulanmis olur. Bu siire¢ ayn1 zamanda modelin daha 6nce gormedigi veriler lizerinde de basarilt
olabilecegine dair giiven saglar ve modelin gercek diinya uygulamalarinda nasil performans
gosterecegi konusunda daha saglam kanitlar sunmaktadir. Bu, modeli gercek diinya senaryola-
rinda kullanmadan 6nce bir giiven testi niteligi tagir ve modelin genel basarisini artirir.

5.Sonug

Bu c¢alisma, isten ayrilma tahminleri yapmak amaciyla makine 6grenmesi ve derin 68-
renme modellerinin etkinligini ve optimizasyonunu detayl bir sekilde incelenmistir. Giinii-
miizde iggiicii devir hizinin artmasi, sirketler i¢in ciddi maliyetlere ve is giicii verimliliginde
diistislere yol agmaktadir. Dolayisiyla, isten ayrilma olasiligini erken tahmin edebilmek, insan
kaynaklar1 yonetimi i¢in stratejik bir 6neme sahiptir. Bu ¢alisma, bilhassa 6zellik ¢ikarimi ve
ozellik se¢imi konularinda derinlemesine bir analiz yaparak, yliksek dogrulukta tahminler sag-
lamaktadir. Calismanin diger benzer arastirmalardan ayrilan en 6nemli 6zelligi, ¢esitli makine
ogrenmesi ve derin 6grenme modellerini kapsamli bir sekilde karsilagtirmasi ve en etkili 6zel-
likleri belirleyerek model performansini maksimize etme stratejisidir.

Calismada, ilk olarak, makine 6grenmesi modelleri arasindan Hafif Gradyan Artirma
(LightGBM) modeli, yiiksek dogruluk oranlar1 ve dengeli siniflandirma performansi sayesinde
en etkili model olarak belirlenmistir. Ardindan, derin 6grenme modelleri kullanilarak yapilan
simiflandirma iglemlerinde, ResNet-18 modeli 6ne ¢ikmigtir. Daha sonra, model performansla-
riin daha da artirilmasi amaciyla, ResNet-18 modeli {izerinden 1000 adet 6zellik ¢ikarilmig ve
bu 6zellikler arasindan RelieF algoritmasi kullanilarak en bilgilendirici 10 6zellik secilmistir.
Bu o6zellikler, daha sonra LightGBM modeline girdi olarak verilerek siniflandirma iglemi tekrar
gerceklestirilmis ve model, neredeyse miikemmel bir siniflandirma basarisi gostermistir (%100
dogruluk). Calismanin son asamasinda, modelin genellestirilebilirligi ve kararliligini degerlen-
dirmek amaciyla 5 katli ¢apraz dogrulama uygulanmis ve modelin farkli veri alt kiimelerinde
de yiiksek dogruluk oranlar1 elde ettigi teyit edilmistir. Bu sonuglar, modelin agir1 uyuma karsi
dayanikli oldugunu ve genis veri setlerinde giivenilir sonuclar iiretebilecegini gostermistir.

Bu caligmada, isten ayrilma durumunun tahminleri icin makine 68renmesi ve derin
o0grenme modellerinin entegrasyonunu kapsamli bir sekilde ele alinmigtir. Literatiirde ben-
zer yontemler genellikle ya sadece makine 6grenmesi modelleri veya sadece derin 6grenme
modelleri kullanilarak yapilmaktadir. Ornegin, Zhu vd. (2016) tarafindan yapilan caligma, lo-
jistik regresyonun isten ayrilma tahminleri lizerindeki etkisini incelerken, bu ¢alisma biiyiik
veri setlerindeki karmasikliklart yeterince ele alamamigtir. Bu noktada, calismamiz makine
ogrenmesi ve derin 6grenme tekniklerini birlestirerek, her iki diinyanin en iyi yonlerini entegre
etmekte ve daha karmagik veri yapilarini etkili bir sekilde modellemektedir. Literatiirdeki diger
bir 6rnek olan Kanuto (2024)’nun ¢alismasi, K-En Yakin Komsu ve Destek Vektor Makine-
leri gibi algoritmalar kullanilarak isten ayrilma tahminleri gerceklestirilmis ve bu modeller
%75 ila %79 arasinda bir dogruluk orani elde etmistir. Buna karsin, bizim ¢calismamizda, Hafif
Gradyan Artirma (LightGBM) modeli 6zellik se¢imi sonrast %100 dogruluk oranina ulagarak
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literatiirdeki benzer ¢alismalardan belirgin bir sekilde ayrilmaktadir. Pekel Ozmen & Ozcan
(2022) tarafindan gelistirilen evrigsimsel sinir aglaria dayali modelin siniflandirma dogrulugu
%79 iken, bizim ResNet-18 tabanli modelimiz %94 dogruluk elde etmistir. Bu, derin 6grenme
modellerinin 6zellikle goriintii tabanli veri doniisiimiinden yararlanilarak yapilan isten ayrilma
tahminlerinde iistiin performans sergileyebilecegini gostermektedir. Bununla birlikte, ¢caligsma-
miz, isten ayrilma tahminlerinde, 6zellikle de derin 6grenme ve makine 6grenimi tekniklerinin
entegrasyonu ile Adibaji & Marleen (2022) tarafindan yapilan ¢alismadan 6nemli dl¢giide ay-
rilmaktadir. Adibaji & Marleen’in ¢aligmasi, daha geleneksel makine 6grenimi yontemlerine
odaklanmig ve sinirh sayida veri kaydi (311 kayit) iizerinde gerceklestirilmisken, bu ¢aligma
biiyiik bir veri seti (74,498 kayit) lizerinde genis kapsamli bir analiz sunmaktadir ve derin 68-
renme tekniklerini de icermektedir. Calismamizda, son teknoloji derin 6grenme modellerinden
cikarilan 6zellikler makine 6grenmesi modeline entegre edilerek %100 dogruluk, hassasiyet ve
duyarhilik degerleri elde etmigtir. Bu, Adibaji & Marleen’in ¢aligmasinda elde edilen %98 dog-
ruluk, %100 hassasiyet ve %98 duyarlilik sonuclarini gegmektedir. Yiiksek ROC-AUC degeri
(1.00) ile calismamiz, siniflandirma modelinin miikemmel bir sekilde dengelenmis oldugunu
ve yanlis pozitif ile yanlis negatif tahminlerde iistiin performans sergiledigini gostermektedir.
Sonug olarak, bu ¢aligma, karmagik ve biiyiik veri kiimelerinde isten ayrilma tahminleri yapa-
bilme kapasitesini artirmig ve literatiirdeki benzer ¢aligmalara kiyasla daha yiiksek dogruluk
oranlar1 saglayarak 6nemli bir katki sunmugtur. Ayrica, dzellik se¢imi ve optimizasyon siireg-
lerinin bu basaridaki rolii, gelecekteki aragtirmalara yol gosterici olabilir. Bu baglamda, isten
ayrilma tahminlerinde kullanilan yontemlerin siirekli olarak giincellenmesi ve iyilestirilmesi,
insan kaynaklar1 yonetimi pratigindeki etkinligi artiracaktir.

Bu calismanin kisithiliklart arasinda, 6zellik sec¢imi siirecinin yalnizca bir algoritma ile
siirlt olmasi bulunmaktadir. Farkli 6zellik se¢imi algoritmalari kullanilarak sonuclarin nasil
etkilenebilecegi tizerine daha fazla arastirma yapilabilir. Ayrica, modelin farkli endiistrilerde
ve cografi bolgelerdeki veri setleri iizerinde test edilmesi, genellestirilebilirlik agisindan fay-
dal1 olacaktir. Bununla birlikte, gelecekteki caligmalar, farkli veri kaynaklarindan elde edilen
verileri entegre etmeye yonelik metodolojiler gelistirebilir. Ornegin, sosyal medya, performans
degerlendirmeleri ve is tatmini anketleri gibi cesitli kaynaklardan toplanan verilerin birleg-
tirilmesi, daha kapsamli ve dogru tahminler yapilmasini saglayabilir. Ayrica, farkli makine
o0grenmesi ve derin 6grenme modellerini hiyerarsik veya kademeli bir sekilde kullanarak, her
bir modelin giiclii yonlerinden en iyi sekilde yararlanilabilir. Ornegin, birinci asamada genel
bir filtreleme icin basit modeller kullanilabilirken, ikinci asamada daha detayli analizler icin
karmagik modeller devreye sokulabilir. Bununla birlikte, modellerin gercek zamanl verilerle
stirekli olarak giincellenmesi, isten ayrilma tahminlerinin zaman icindeki degisikliklere daha
hizli ve etkili bir sekilde adapte olmasini saglayabilir. Bu, 6zellikle dinamik ig giicti piyasa-
larinda ve hizli degisen organizasyonel yapilar icinde degerlidir. Ek olarak, insan kaynaklari
uygulamalarinda yapay zeka etigine 6zel bir 6nem verilmelidir. Modelleme siire¢lerinin seffaf
olmast, kullanilan verilerin ve alinan kararlarm adil olmasi gerekmektedir. Calisanlar iizerinde
potansiyel olarak biiyiik etkilere sahip olan bu tiir sistemlerin etik standartlara uygun olarak ge-
ligtirilmesi ve yiiriitiilmesi kritik 6neme sahiptir. Ek olarak, organizasyonlar, insan kaynaklari
personelini makine 6grenmesi ve derin 6grenme konularinda egiterek, bu teknolojilerin isten
ayrilma tahminlerinde nasil kullanilabilecegi konusunda bilgi sahibi olmalarini saglamalidir.
Bu, teknolojik araclarin daha etkin kullanimin1 ve stratejik insan kaynaklar1 yonetimi uygula-
malarmin gelistirilmesini tesvik edecektir. Bu calismanin bulgulari, insan kaynaklar: strateji-
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lerinin gelistirilmesine yonelik degerli bilgiler sunmaktadir. Ozellikle, isten ayrilma oranlarini
azaltmak ve c¢aligan baglilifin1 artirmak i¢in proaktif stratejiler gelistirilebilir. Bu stratejiler,
caligan memnuniyetini artirmaya yonelik girisimler, kariyer gelisim firsatlarinin sunulmasi ve
caligma ortaminin iyilestirilmesini icerebilir.

Katki Oran1 Beyani
Makale yazarlar1 ¢alisgmaya esit oranda katkida bulunmuglardir.

Cikar Catismasi Beyam
Bu ¢alismada herhangi bir potansiyel ¢ikar ¢atigmasi bulunmamaktadir.
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