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MAKINE OGRENMESINDE YENIDEN ORNEKLEME:
ALGORITMALARIN PERFORMANSLARINA YANSIMALARI

Omer Cagri YAVUZ ('

0z

Farkly alanlarda cesitli uygulamalarda kullanilan makine 6grenmesi teknikleri karmagik problemlerin ¢oziimiinde
katki saglayarak gelisim gostermektedir. Bu teknikler verilerin islenmesi, anlamlandirilmasi ve tahmini gibi ¢esitli
amaglarla kullanilmaktadr. Karmagsik problemlerin ¢oziimiinde kullanilan siniflandirma algoritmalarinda giris
degerleri iizerinden etiketlenmis ¢ikis degerleri tahmin edilmektedir. Ancak bu tir makine ogrenmesi
uygulamalarinda kiime sayilarinin dengesiz dagilimlarina bagli olarak performans kayiplar: yasanmaktadr. Bu
performans kayiplarimin oniine gegmek amaciyla cesitli yeniden drnekleme yontemleri kullanimaktadir. Alt
ornekleme ve aswri drnekleme olmak tizere iki farkli grupta ele alinan bu yéntemler veri setlerinde yer alan
dengesizlikleri ortadan kaldirmak igin siklikla kullanilir. Alt 6rnekleme yontemleri kayit sayisin sinif sayisi diistik
olan kayitlarin sayisina yaklastirmak amaciyla kullanilir. Asirt ornekleme yontemleri ise sinif sayisi diisiik olan
kayitlarin sayisint yiikseltmek amaciyla kullanilir. Bu ¢alisma kapsaminda ¢esitli yeniden 6rnekleme yontemlerinin
makine ogrenmesi algoritmalarinin performanslart tizerindeki etkisinin ortaya konmast amacglanarak 569 kayittan
olusan veri seti kullamilmistir. Iyi huylu ve kétii huylu olmak iizere iki farkl simiftan olusan gogiis kanseri
kayitlarina cesitli yeniden ornekleme filtreleri uygulanmigtir. Sonrasinda elde edilen veri setlerine dort farkh
algoritma uygulanarak elde edilen performans metrikleri karsilastirilarak sunulmustur. Yapilan uygulamalar
sonucunda yeniden drnekleme yontemlerinin kullaniminin makine égrenmesi algoritmalarimin performanslarina
olumlu katki sagladigi goriilmiistiir.
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RESAMPLING IN MACHINE LEARNING: IMPLICATIONS FOR
ALGORITHM PERFORMANCES

Abstract

Machine learning techniques, used in various applications across different domains, contribute to the
development by addressing complex problems. These techniques are utilized for various purposes such as
processing, interpreting, and predicting data. In classification algorithms used to solve complex problems, labeled
output values are predicted based on input values. However, in such machine learning applications, performance
losses occur due to imbalanced distributions of clusters. To mitigate these performance losses, various resampling
methods are used. These methods are categorized into two groups: undersampling and oversampling.
Undersampling methods are used to approach the number of records to the number of records with low class
counts. Oversampling methods, on the other hand, are used to increase the number of records with low class
counts. In this study, a dataset consisting of 569 records was used to demonstrate the effect of various resampling
methods on the performance of machine learning algorithms. Resampling filters were applied to breast cancer
records belonging to two different classes: benign and malignant. Subsequently, performance metrics obtained
by applying four algorithms to the resulting datasets were compared. The applications conducted revealed that
the use of resampling methods positively contributes to the performance of machine learning algorithms.

Keywords : Machine Learning, Resampling, Classification, Performance Metrics.
Jel Classification : C5h3, C67
GIRIS

Teknolojinin gelismesi ve internet kullanimimin yayginlagsmasiyla birlikte veri miktar1 artig
gostermektedir. Bu artis, biiyiilk miktardaki verilerin islenmesi, depolanmasi ve analiz edilmesi gibi
siireglere olan ihtiyaci beraberinde getirmektedir. Uzerinde islem yapilmayan verilerin degersiz
goriildiigii glinlimiizde veri analizi organizasyonlar i¢in 6nem arz etmektedir. Gerek stratejik planlarin
yapilandirilmasinda gerekse operasyonel faaliyetlerin ylriitilmesinde veri bilimi tekniklerinden
faydalanilmaktadir. Veri bilimi temelde verilerden degerler ¢ikarilan tekniklerin biitiiniidiir (Kotu &
Deshpande, 2018: 4). Karmasik problemlerin ¢oziimiinde katki saglayan, her gecen giin gelisim gosteren
ve veri bilimi alanmin temelinde yer alan makine 6grenmesi teknikleri farkli alanlarda cesitli
problemlerin ¢ézlimiinde kullanilmaktadir.

Makine Ogrenmesi teknikleri verilerin kiimelenmesi, islenmesi, anlamlandirilmast ve tahmini
gibi ¢esitli amaglarla kullanilmaktadir. Siniflandirma problemlerinin  ¢6éziimiinde kullanilan
algoritmalarla giris degerleri lizerinden etiketlenmis ¢ikis degerleri tahmin edilebilmektedir. Bu tiir
siniflandirma problemlerinin ¢oziimiinde etiketlenmis veri setleri kullanilir. Ancak dengesiz veri
setleriyle yapilan uygulamalarda kiime sayilarinin dengesizliklerine bagli olarak performans kayiplar
yasanabilmektedir. Veri setlerinde yer alan dengesizliklerin giderilerek performans kayiplarinin 6niine
gecmek amagclanarak cesitli yeniden rnekleme yontemleri kullanilmaktadir. Ornek olarak Ghorbani ve
Ghousi (2016) ¢alismalarinda 6grencilerin performansini tahmin etmek iizere olusturulan iki farkl veri
setine yeniden Ornekleme yontemleri uygulayarak g¢esitli makine Ogrenmesi algoritmalarinin
performanslarimi karsilastirmay1r amaclamiglardir. Yapilan uygulamalar sonucunda dengesiz veri
setlerinin iyi performans gostermedigi ve bu durumun ¢oziilmesi gerektigi vurgulanmistir. Veri
dengesizliginin zorlu bir sorun oldugu belirtilen baska bir ¢alismada otizm spektrum bozuklugu
kayitlarindan olusan veri setine cesitli yeniden Ornekleme teknikleri uygulanarak performanslar
karsilagtirilmigtir. Bu baglamda 1.100'den fazla otizm kaydindan olusan veri setine Rastgele Orman ve
Naive Bayes algoritmalar1 uygulanmistir. Calisma sonucunda yeniden Orneklenmis veri setleriyle
yapilan uygulamalarda performans metriklerinde artis goriildiigii vurgulanmistir (Alahmari, 2020).
Benzer bir calismada ¢ farklt veri seti lizerinde dort farkli yeniden Ornekleme yontemi
kargilagtirilmigtir.  Bu  kapsamda performanslarin  karsilastirilmasi  amaciyla  siniflandirma
algoritmalarindan Destek Vektor Makineleri ve Rastgele Orman algoritmasi kullanilmigtir. Calisma
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sonucunda K Katlamali Capraz Dogrulama'nin daha iyi performans gdsterdigi belirtilmistir (Nakatsu,
2020). Naive Bayes ve Destek Vektor Makineleri algoritmalariyla diyabet hastaliginin teshis
edilmesinin amaglandig1 bagka bir ¢alismada veri setindeki dengesizliklerin giderilmesi amaglanarak
SMOTE teknigi kullanilmigtir. Calisma sonucunda Vektor Destek Makineleri algoritmasinin daha
yiiksek performans gosterdigi vurgulanmistir (Harman, 2021). Bir baska c¢alismada farkli veri setleri
tizerinde yeniden Ornekleme yontemlerinin siniflandirma algoritmalarinin performanslarina etkisinin
incelenmesi amaglanmistir. Yeniden 6rnekleme yontemleri kullanilarak elde edilen farkli veri setlerine
Lojistik Regresyon ve Rastgele Orman algoritmalart uygulanarak performans metrikleri
karsilagtirilmistir. Calisma sonucunda Random Undersampling (RUS) tekniginin Rastgele Orman
algoritmasiyla birlikte diger yontemlere gore yiiksek performans gosterdigi vurgulanmistir (Kubus,
2020). Yine dengesiz veri setlerinde performans kayiplarinin vurgulandigi benzer bir ¢alismada 21
Oznitelik iceren ve 7043 miisteriye ait kayitlardan olusan veri setine cesitli yeniden Ornekleme
yontemleri uygulanmigtir. Misteri kaybi tahmini amaglanarak cesitli siiflandirma algoritmalar
uygulanmigtir. Calisma kapsaminda yeniden 6rnekleme uygulanan veri setleri ile orjinal veri setinden
elde edilen performans metrikleri karsilastirlmistir. Calisma sonucunda Rastgele Asir1 Ornekleme
uygulanan veri seti i¢in Vektor Destek Makineleri algoritmasinin performansinda %5.7'lik bir artis elde
edildigi vurgulanmigtir (Aydin, 2022). Son olarak kalp yetmezliginde sagkalim analizi amaciyla 299
kayittan olusan veri setine cesitli yeniden Ornekleme yontemleri uygulanarak makine 6grenmesi
algoritmalarinin performanslar1 karsilastirilmistir. Yapilan siniflandirmalar i¢in Rastgele Orman, KNN
ve Ekstra Agaglar algoritmalart kullanilmigtir. Caligma sonucunda yukari 6érnekleme igin Rastgele
Orman algoritmasi, asag1 ornekleme icin Ekstra Agaclar algoritmasimin daha yiiksek performans
gosterdigi belirtilmistir (Tiirkmenoglu ve Yildiz, 2021).

Makine 6grenmesi uygulamalarinda kullanilan veri setlerinde yer alan dengesizlikler modellerin
performansini olumsuz etkileyebildigi gibi giivenilirligi de azaltabilmektedir. Bu durum 6zellikle saglik
sektoriinde karmasik ve onem arz eden karar siireclerini olumsuz etkileyebilmektedir. Dengesiz
dagilima sahip veri setlerine uygulanan yeniden ornekleme yontemleriyle elde edilen performans
metrikleri degisiklik gosterebilmektedir. Bu ¢alismada iki smifli veri seti iizerinde yeniden 6rnekleme
yontemlerinin makine Ogrenmesi algoritmalarinin  performanslarina etkisinin  incelenmesi
amaglanmigtir. Bu dogrultuda 569 kayittan olusan veri setine ¢esitli yeniden 6rnekleme yontemleri
uygulanarak elde edilen veri setlerine KNN, Naive Bayes, Rastgele Orman ve Karar Agaci algoritmalari
uygulanmistir. Farkli veri setleri ile yapilan uygulamalarda yeniden 6rnekleme yontemlerinin algoritma
performanslarina etkisinin ortaya konulmasi amaglanarak performans metrikleri karsilastirilarak
sunulmustur.

I. YONTEM

Caligma kapsaminda iyi huylu ve kotii huylu olarak simiflandirilan ve 569 kayittan olusan veri
setine Veri Madenciligi araglarindan biri olan WEKA'nin yeniden 6rnekleme filtreleri uygulanmistir.
Uygulamalarda Wisconsin Hastanesi biinyesinde William H. Wolberg tarafindan paylasilan veri seti
kullanilmistir (Dua & Graff, 2019). Veri setinde yer alan dagilimlarin performansa etkisinin
degerlendirilmesi amaglanarak yeniden 6rnekleme yontemleri kullanilarak elde edilen veri setlerine K
En Yakin Komsu, Naive Bayes, Rastgele Orman ve Karar Agaci algoritmast uygulanmistir. Yapilan
uygulamalar Python sklearn kiitiiphanesi kullanilarak gelistirilen modelden faydalanilmistir. Yeniden
ornekleme uygulanan dort farkli veri seti i¢in makine &grenmesi algoritmalarinin performanslari
karsilagtirilmigtir,

I.1. Makine Ogrenmesi Algoritmalar

Makine 6grenmesi algoritmalar: temelde denetimli 6grenme ve denetimsiz dgrenme olmak iizere
iki farkli gruba ayrilmaktadir. Bu ¢alisma kapsaminda ele alinan denetimli 6grenme algoritmalarinda
mevcut veri setlerinde sinif degerleri tahmin edilmektedir. Bu tahmin isleminde sinif degerleri belirli
kayitlardan olusan veri seti ile 6grenme gergeklestirilir. Ogrenme islemi sonrasinda giris degerleri
dogrultusunda smifi bilinmeyen kayitlar i¢in tahminler yapilarak atanir (Caruana & Nicelescu-Mizil,
2006: 2).
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Bu calisma kapsaminda ele alinan dort farkli denetimli 6grenme algoritmasi asagida 6zetlenerek
anlatilmisgtir,

Naive Bayes algoritmasi: Bayes teoremine dayanan Naive Bayes algoritmasinin temelinde
olasiliksal hesaplamalar bulunmaktadir. Olasiliklara dayali hesaplamalar dogrultusunda elde edilen
maksimum deger ilgili sinifa atanarak siniflandirma gergeklestirilir. Bu hesaplamalar i¢in kullanilan
formiil asagida verilmistir.

P(A/B)=(P(B/A)*P(A))/P(B) (1)

K En Yakin Komsu algoritmasi: 1967 yilinda Cover ve Hart tarafindan gelistirilen K En Yakin
Komsu algoritmasi g¢esitli noktalar arasindaki 6klid uzakliklarina dayanir. Sekil 1°de goriildigi tizere
siniflandirilmak istenen degerin K sayis1 kadar komsuya 6klid uzakliklar1 hesaplanarak ilgili sinifa
atama yapilir (Cover ve Hart, 1967).
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Sekil 1: K En Yakin Komsu Algoritmasi

Karar Agaci algoritmasi: Girig degerlerinin birden fazla homojen kiimeye boliinmesine dayali
olarak smiflandirma problemlerinin ¢dziimiinde siklikla kullanilir. Istatistiksel bilgi ve analitik altyapi
gerektirmediginden basit kullanim saglar. Ek olarak veri bilimi uygulamalarinin temelini olugturan 6n
isleme ve temizleme islemlerinde kolaylik saglayarak u¢ degerlerden etkilenme oranini minimum
seviyeye indirir (Sullivian, 2017: 62).

Rastgele Orman Algoritmasi: Farkli karar agaglarinin birlesimine dayanan Rastgele Orman
algoritmas1 Breiman (2001) tarafindan gelistirilmistir. Olusturulan her bir aga¢ icin bagimsiz
siniflandirma yapilmasi amaglanir. Yapilan siniflandirilmalar sonrasinda oylama yapilarak en yiiksek
degeri alan sinif sonug olarak kabul edilir (Ercire & Unsal, 2021: 910).

I.I11. Yeniden Ornekleme Yontemleri

Veri setinde yer alan kayitlarda yer alan sinif dengesizligine bagli durumlarda ¢esitli problemlerle
karsilasilabilmektedir. Dengesiz veri setlerinin dengeli hale getirilmesiyle kullanilan algoritmalarin
basarimlar arttirlabilmektedir (Nizam & Akin, 2014: 9). Bu tiir dengesizliklerin giderilmesi amactyla
cesitli yeniden drnekleme yontemlerinden faydalanilmaktadir. Alt 6rnekleme ve asir1 drnekleme olmak
iizere iki farkli grupta ele alinan yeniden 6rnekleme yontemleri dengesizlikleri ortadan kaldirmak igin
siklikla kullanilir (Goy, Gezer, Giingdr, 2019: 352). Alt 6rnekleme yontemleri farkli sinifta yer alan ve
sayica degisiklik gosteren kayitlardan smif sayisi yiiksek olan kayit sayisimi smif sayisi diisiik olan
kayitlarin sayisina yaklastirmak amaciyla kullanilir. Asir1 6rnekleme yontemleri ise sinif sayis1 diigiik
olan kayitlarin sayisini yiikseltmek amaciyla kullanilir (Estabrooks, Jo, Japkowicz, 2004: 24).
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Bu calisma kapsaminda yeniden Ornekleme yoOntemlerinin makine &grenmesi algoritmalari
iizerindeki etkisinin incelenmesi amaglanarak WEKA’da yer alan filtreler kullanilmigtir. Kullanilan
filtreler asagida verilmistir.

Resample: Rastgele alt veri kiimesi olugturmak i¢in kullanilan bu filtre ile veri setinde bulunan
kay1t say1st belirtilebilir (Katore & Umale, 2015: 15).

SMOTE: Interpolasyona dayali SMOTE algoritmasinda siniflara iliskin kayitlar yapay olarak
cogaltilarak carpik dagilimlardan kaynaklanan performans degerlerinin giderilmesi amaglanir. SMOTE
algoritmasinin ¢arpik dagilima sahip veri setleri iizerinde performansa olumlu katki sagladig:
belirtilmektedir (Fernandez, Garcia, Herrera, Chawla, 2018: 866).

SpreadSubSample: Alt 6rnekleme i¢in kullanilan bu filtre, veri setinde yer alan kayitlarin rastgele
bir alt kiimesini iiretir (Gupta, 2017: 4).

Stratified Remove Folds: Algoritmalarin basarimini iyilestirme noktasinda katki sagladigi
belirtilen bu filtre veri setinde ¢apraz dogrulama i¢in tanimlanan bir alt kiime verir (Mirmozaffari,
Golilarz, Band, 2020:16).

. BULGULAR

Calisma kapsaminda 6ncelikle elde edilen veri seti iizerinde K En Yakin Komsu, Naive Bayes,
Rastgele Orman ve Karar Agaci algoritmalar1 i¢in performans metrikleri hesaplanmistir. Sonrasinda
cesitli yeniden ornekleme yontemleri kullanilarak bu yontemlerin performans metrikleri {izerindeki
etkisi incelenmistir. K En Yakin Komsu (KNN), Naive Bayes (NB), Rastgele Orman (RF) ve Karar
Agac1 (DT) algoritmalariyla yapilan uygulamalarda elde edilen dogruluk (accuracy), kesinlik
(precision), duyarlilik (recall) ve F1 Skorlar1 Tablo 1°de verilmistir.

Tablo 1: Performans Metrikleri

Dogruluk | Cikis Degeri | Kesinlik | Duyarlilik | F1 Skoru

oM 0 0.94 0.92 0.93
z 0.947

1 0.95 0.96 0.96
Z 0 0.98 0.94 0.96
Z | 0956

1 0.96 0.99 0.98
w 0 0.95 0.92 0.94
na 0.941

1 0.95 0.97 0.96
— 0 0.93 0.89 0.91
a) 0.953

1 0.94 0.96 0.95

Caligma kapsaminda oncelikle gogiis kanseri kayitlarini igeren orjinal veri setine dort farkli
algoritma uygulanmistir. Orjinal veri seti ile yapilan uygulamalarda en yiiksek dogruluk degeri KNN
algoritmast ile yapilan uygulamada elde edilmistir. Sonrasinda veri setine WEKA araciligiyla Resample
filtresi uygulanarak yeni veri setinden elde edilen performans metrikleri Tablo 2°de verilmistir.
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Tablo 2: Performans Metrikleri (Resample)

Dogruluk | Cikig Degeri | Kesinlik | Duyarlilik | F1 Skoru

oM 0 0.96 0.93 0.95
p 0.952

1 0.94 0.97 0.96
Z 0 1.00 0.96 0.98
g | o9

1 0.97 1.00 0.99
w 0 0.96 0.98 0.97
o 0.976

1 0.99 0.97 0.98
— 0 0.97 0.98 0.98
@) 0.976

1 0.98 0.97 0.97

Resample filtresi uygulanan veri seti ile yapilan uygulamalarda tiim algoritmalar i¢in dogruluk
degerleri artis gdstermistir. Ayrica ¢ikis degeri 0 olan kayitlarinin tamaminin F1 skorlarinda artig
goriilmiistiir. Sonraki agsamada SMOTE filtresi uygulanmistir. SMOTE uygulanan veri seti ile yapilan
uygulamalarda elde edilen performans metrikleri Tablo 3’te verilmistir.

Tablo 3: Performans Metrikleri (SMOTE)

Dogruluk | Cikis Degeri | Kesinlik | Duyarlilik | F1 Skoru

oM 0 0.93 0.95 0.94
z 0.942

1 0.95 0.94 0.95
Z 0 0.98 0.97 0.97
Z | 0.966

1 0.97 0.98 0.98
w 0 0.93 0.97 0.95
o 0.952

1 0.97 0.94 0.95
— 0 0.91 0.96 0.93
a) 0.937

1 0.96 0.91 0.93

SMOTE uygulanan veri seti ile yapilan uygulamalarda sadece KNN algoritmasi i¢in dogruluk
degerlerinde artis gorilmiistiir. Ayrica ¢ikis degeri 0 olan kayitlarin duyarlilik degerleri ve F1
skorlarinda artig goriilmiistiir. Diger bir yeniden ornekleme yontemi olan SpreadSubSample filtresi
uygulanan veri seti ile yapilan uygulamalarda elde edilen performans metrikleri Tablo 4’te verilmistir.
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Tablo 4: Performans Metrikleri (SpreadSubSample)

Dogruluk | Cikig Degeri | Kesinlik | Duyarlilik | F1 Skoru

oM 0 0.93 0.93 0.93
p 0.937

1 0.94 0.94 0.94
Z 0 0.92 0.96 0.94
g | 0954

1 0.97 0.93 0.95
W 0 0.89 0.98 0.93
o 0.937

1 0.98 0.90 0.94
— 0 0.88 0.97 0.92
@) 0.905

1 0.96 0.85 0.90

Alt ornekleme yontemlerinden olan SpreadSubSample uygulanan veri setiyle yapilan
uygulamalarda performans metriklerinde genel bir diislis goriilmiistiir. Orjinal veri setine son olarak
Stratified Remove Folds filtresi uygulanmis olup elde edilen yeni veri seti ile yapilan uygulamalarda
elde edilen performans metrikleri Tablo 5°te verilmistir.

Tablo 5: Performans Metrikleri (StratifiedRemoveFolds)

Dogruluk | Cikis Degeri | Kesinlik | Duyarlilik | F1 Skoru

oM 0 0.96 1.00 0.98
Z 0.982

1 1.00 0.97 0.99
Z 0 1.00 0.83 0.90
g | 0952

1 0.89 1.00 0.94
w 0 1.00 0.96 0.98
o 0.982

1 0.97 1.00 0.99
— 0 0.92 0.96 0.94
a) 0.964

1 0.97 0.94 0.96

Stratified Remove Folds uygulanan veri setiyle yapilan uygulamalarda da F1 skorlarinda artis
goriilmiistiir. Yapilan uygulamalarda elde edilen dogruluk degerleri degisiminin bir biitiin olarak
sunulmasi amaglanmaktadir. Bu ama¢ dogrultusunda elde edilen degerler Tablo 6’da, degisimler de
Sekil 2’de sunulmustur.
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Tablo 6: Dogruluk (Accuracy) Degerleri

Dogruluk Degerleri
NB KNN RF DT
Cancer Data 0.947 0.956 0.953 0.941
SMOTE 0.942 0.966 0.952 0.937
SpreadSubSample 0.937 0.954 0.937 0.905
Resample 0.952 0.971 0.976 0.976
StrafiedRemoveFolds 0.982 0.952 0.982 0.964

Dogruluk Degerleri

NB KNN RF DT

Dogruluk (Accuracy)

1
0,98
0,96
0,94
0,92

0,9
0,88

0,86

B Cancer Data HSmote mSSS M Resample mSRF

Sekil 2: Dogruluk Degerleri

Diger performans metriklerinin de bir biitiin olarak sunulmasi amaglanarak kesinlik degerleri
Tablo 7°de, duyarlilik degerleri Tablo 8’de ve F1 skorlar1 da Tablo 9°da sunulmustur.
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Tablo 7: Kesinlik (Precison) Degerleri

Cancer Data SMOTE  Resample SSS SRF
0 0.94 0.93 0.96 0.93 0.96
NB
1 0.95 0.95 0.94 0.94 1
0 0.98 0.98 1 0.92 1
KNN
1 0.96 0.97 0.97 0.97 0.89
0 0.95 0.93 0.96 0.89 1
RF
1 0.95 0.97 0.99 0.98 0.97
0 0.93 0.91 0.97 0.88 0.92
DT
1 0.94 0.96 0.98 0.96 0.97
Tablo 8: Duyarhilik (Recall) Degerleri
Cancer Data SMOTE Resample SSS SRF
0 0.92 0.95 0.93 0.93 1
NB
1 0.96 0.94 0.97 0.94 0.97
0 0.94 0.97 0.96 0.96 0.83
KNN
1 0.99 0.98 1 0.93 1
0 0.92 0.97 0.98 0.98 0.96
RF
1 0.97 0.94 0.97 0.9 1
0 0.89 0.96 0.98 0.97 0.96
DT
1 0.96 0.91 0.97 0.85 0.94
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Tablo 9: F1 Skorlar1

Cancer Data SMOTE Resample SSS SRF

0 0.93 0.94 0.95 0.93 0.98
NB

1 0.96 0.95 0.96 0.94 0.99

0 0.96 0.97 0.98 0.94 0.90
KNN

1 0.98 0.98 0.99 0.95 0.94

0 0.94 0.95 0.97 0.93 0.98
RF

1 0.96 0.95 0.98 0.94 0.99

0 0.91 0.93 0.98 0.92 0.94
DT

1 0.95 0.93 0.97 0.9 0.96

SONUC VE DEGERLENDIRME

Yeniden 6rnekleme yontemlerinin makine 0grenmesi algoritmalarinin performansina etkisinin
incelendigi bu ¢aligmada Oncelikle gogiis kanseri kayitlarindan olusan veri setine Naive Bayes, KNN,
Rastgele Orman ve Karar Agaci algoritmasi uygulanmigtir. Dort farkli algoritma ile yapilan
uygulamalarda 0,94’iin {izerinde dogruluk degeri elde edilmistir. Bu dogruluk degerleri, hastalik
teshisine yonelik tahminlere ihtiya¢ duyulan benzer ¢aligmalarda makine 6grenmesi algoritmalarinin
uygulanabilirligini ortaya koymaktadir.

539 kayittan olusan ve dengesiz dagilim gosteren veri setine WEKA’da sunulan dort farkl
yeniden ornekleme filtresi uygulanarak dort farkli veri seti elde edilmistir. Elde edilen veri setleriyle
yapilan uygulamalarda SpreadSubSample uygulanan veri setinde biitiin algoritmalarin dogruluk
degerlerinde diisiis goriilmiistiir. Aksine Resample filtresi uygulanan veri seti ile yapilan uygulamalarda
algoritmalarin dogruluk degerleri artis gostermistir. Alt 6rnekleme grubunda yer alan iki filtrenin
sonucu farkli yonde etkiledigi goriilmiistiir. Bu durum géz 6niinde bulundurularak benzer ¢aligmalarda
birden fazla yeniden oOrnekleme yonteminin kullanilmasinin algoritma performanslarinin
degerlendirilmesinde katki saglayacagi sdylenebilir.

Yeniden Ornekleme uygulanan veri setleriyle yapilan uygulamalarda algoritmalarin
performanslarinda kayda deger farklhiliklar goriilmiistiir. Ornek olarak SpreadSubSample uygulanan
veri setiyle yapilan uygulamalarda Karar Agaci algoritmasi i¢in 0,905 dogruluk degeri elde edilirken
Resample uygulanan veri setiyle yapilan uygulamada ayni algoritma ile 0,976 dogruluk degeri elde
edilmistir. Benzer sekilde SpreadSubSample uygulanan veri setiyle yapilan uygulamada Naive Bayes
algoritmasi igin 0,937 dogruluk degeri elde edilirken Stratified Remove Folds uygulanan veri setiyle
yapilan uygulamada 0,982 dogruluk degeri elde edilmistir. Dahast SMOTE uygulanan veri setiyle
yapilan uygulamalarda Naive Bayes, Karar Agaci ve Rastgele Orman algoritmalarmin dogruluk
degerlerinde diisiis goriilirken KNN algoritmasinin dogruluk degerinde artis goriilmiistiir. Ayrica agag
yapisina sahip algoritmalarla yapilan uygulamalarda benzer sonuglar elde edildigi goriilmiistiir. Bu
dogrultuda dogruluk degerlerinin kullanilan algoritmalarin yapisina gore degisiklik gosterdigi
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sOylenebilir. Ek olarak bu tiir uygulamalarda birden fazla algoritmanin kullanilmasmin sonuglarin
etkinligi agisindan katki saglayacagi sdylenebilir.

Toplamda bes farkli setiyle yapilan uygulama sonuglari incelendiginde performans metriklerinin
farkl: yonde degisiklik gosterdigi goriilmiistiir. Ornek olarak SpreadSubSample uygulanan veri setiyle
yapilan uygulamada Naive Bayes algoritmasi i¢in duyarlilik degeri artis gosterirken kesinlik degeri
diisiis gostermektedir. Benzer sekilde SMOTE uygulanan veri setiyle yapilan uygulamada Rastgele
Orman algoritmasi i¢in kesinlik degeri artig gosterirken F1 skorunda diisiis goriilmiistiir. Benzer
calismalarda birden fazla performans metriginin hesaplanmasi ve degerlendirilmesi sonuglarin
giivenilirligi agisindan katki saglayacaktir.
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