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Oz

Bu makale, restoranlara yapilan ¢evrimi¢i miisteri yorumlarindan yararlanarak miisteri memnuniyetini degerlendirmek ve artirmak
amactyla makine 6grenmesi ve dogal dil isleme temelli bir yontem 6nermektedir. Arastirma, cogunlugu izmir Kérfezi cevresinde yer
alan ilgelerdeki 89 balik restoranina odaklanmakta olup, veri seti 2013-2023 yillar1 arasinda yapilan, 43 farkli dili igeren yaklagik
15.000 miisteri yorumundan olugmaktadir. Bu kapsamda, ¢alismada hedef tabanli duygu analizi kullanilarak, yemek kalitesi, servis
kalitesi, fiziksel gevre ve adil fiyat restoran kalite boyutlar1 temel alinarak sifir-atis metin siniflandirma ydntemiyle miisteri
yorumlarinin analiz edilmesi amaglanmaktadir. Model degerlendirme metrikleri iimit verici sonuglar vermekte olup, her smifi¢in %75-
%88 aras1 dogruluk ve %72-%88 aras1 F1 puam elde edilmistir. Onerilen yontem, restoran yoneticilerinin miisteri yorumlarini otomatik
olarak farkli kalite boyutlarinda degerlendirmesine, restoranin gii¢lii ve zayif yonlerini belirlemesine, zaman iginde miisteri
memnuniyetindeki degisimleri izlemesine, rakip restoranlarla performans karsilagtirmas: yapmasina ve Tiirkge ile yabanci dildeki
miisteri yorumlarini birlikte veya ayri ayr1 analiz etmesine olanak tanimaktadir. Caligmada 6nerilen bu yaklagim, restoran yoneticilerine
miisteri beklentilerini daha derinlemesine anlama ve restoran kalitesini iyilestirme konusunda veri analizi odakli bir yol haritas:
sunmaktadir.

Anahtar kelimeler: Sifir-Atis Metin Siniflandirma, Hedef Tabanlhi Duygu Analizi, Miisteri Yorumlari, Miisteri Memnuniyeti, Cok
Dilli Veri Seti

Sentiment Analysis of Restaurant Customer Reviews: A Zero-Shot Text

Classification Approach

Abstract

This paper proposes a machine learning and natural language processing-based method to evaluate and increase customer satisfaction
by using online customer reviews of restaurants. The research focuses on 89 fish restaurants, mostly located in the districts around Gulf
of Izmir, and the dataset consists of approximately 15,000 customer reviews written between 2013 and 2023, covering 43 different
languages. In this context, the study aims to analyse customer reviews using target-based sentiment analysis using zero-shot text
classification method based on restaurant quality dimensions of food quality, service quality, physical environment, and fair price.
Model evaluation metrics give promising results, with accuracy between 75% and 88% and F1 score between 72% and 88% for each
class. The proposed method allows restaurant managers to automatically evaluate customer reviews on different quality dimensions,
identify restaurant strengths and weaknesses, monitor changes in customer satisfaction over time, compare performance with
competitor restaurants, and analyse Turkish and foreign language customer reviews together or separately. This approach proposed in
the study provides restaurant managers with a data analysis-focused roadmap to understand customer expectations more deeply and
improve restaurant quality.

Keywords: Zero-Shot Text Classification, Target-Based Sentiment Analysis, Customer Reviews, Customer Satisfaction,
Multilingual Data Set

1. Giris (Introduction) aligkanliklart  hizla  degismektedir.  Yeme-igme
aligkanliklarindaki degisimin bir sonucu olarak ise

Kiiresellesme ve sehirlesmenin etkisiyle bireylerin restoran isletmeciligi giderek daha fazla onem

yasam tarzlari, gelir diizeyleri, tiiketim ve yeme-igme
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kazanmakta; bireylerin evleri disinda yemek yeme
egilimi, etkin hizmet sunan restoranlarin sayisinin
artmasina neden olmaktadir (Yiksekbilgili, 2014).
Giinlimiizde, restoranlar insanlarin sadece beslenme
ihtiyacin1 karsilamakla kalmayip, ayni zamanda sosyal
etkilesim merkezleri haline doniigsmiistiir. Bunun sonucu
olarak da disarida yemek yeme aligkanligi giinliik bir
aktivite haline gelmis, bu da birgok yeni restoranin
acilmasi sonucunda rekabetin artmasina sebep olmustur
(Bengiil ve Ding, 2023). Ayrica, yerel halkin disinda,
turistlerin  yeni yiyecek ve igecek deneyimleri
kazanmasma imkan tantyan gastronomi turizmi,
gecmisten giinlimiize yayginlasarak, énemli bir pazar
haline gelmistir (Akkurt Kurnaz, 2024; Kiigiikkdmiirler
vd., 2018). Gastronomi turizmi bolge turizminin
tanitimina  yardimcir  olarak, bdlgenin ekonomik
gelisimine katki saglamaktadir (Hall vd., 2003).

Rekabetin yiiksek oldugu restoran sektdriinde,
miisterilerin beklentilerini karsilamak ve hizmet sonrasi
memnun kalmalarini saglamak tiim isletmelerin kritik
hedefidir (Kukanja vd., 2017). Basarili bir restoran
yonetimi, hedef pazarlarinin ana o&zelliklerini, yeni
miisterileri nasil ¢ekecegini, mevcut miisterileri elde
tutmak i¢in hangi rekabet faktorlerinin 6nemli oldugunu
bilmek zorundadir (Yi vd., 2018).

Son zamanlarda, sosyal aglar gibi birgok ¢evrimigi
kanal, her sektorde oldugu gibi restoranlar i¢in de daha
fazla  performans izleme firsati  sunmaktadir
(Lepkowska-White ve Parsons, 2019). Ciinkii, restoran
yoneticileri neyi dogru veya neyi yanlis yaptiklarini,
baska bir deyisle, miisteri memnuniyetini (veya
memnuniyetsizligini) miisteri yorumlar1 vasitasiyla
¢evrimici mecralardan takip edebilmektedir. Bunun yani
sira igletmeler, bu yorumlari zamaninda degerlendirip
analiz ettiginde ig firsatlarini gelistirmek ve iyilestirmek
icin  kullanabilmektedirler (Revathi vd., 2023).
Tiiketiciler ise bir restorana gitmeden 6nce ¢evrimigi
kanallardan restoran1 daha Once ziyaret edenlerin
tavsiye ve yorumlarini dikkate almakta; boylece, kendi
algilart sekillenmektedir (Jurafsky vd., 2014; Kumar
vd., 2020).

Tim bunlar géz oOniinde bulunduruldugunda,
¢evrimi¢i miigteri yorumlar1 restoran ydneticileri igin
Onemli bir veri kaynagidir. Diger taraftan, bazen miisteri
yorumlari teker teker okunup analiz edilemeyecek kadar
bliyilk  boyutta veya devamli akan yapida
olabilmektedir. Dolayisiyla, miisterilerin  igletme
hakkinda yazdiklar1  yorumlardaki ~memnuniyeti
belirlemek, bagka bir deyisle, metinlerdeki pozitif veya
negatif duygu durumunu otomatik olarak nitelendirmek
icin literatiirde duygu analizi olarak adlandirilan yontem
kullanilmaktadir. Duygu analizi, bir metin pargasindaki
duyguyu belirlemek amaciyla, belirli kelimelerin varligi
veya belirli konularin ele alinma diizeyi gibi dzelliklere
dayali olarak, dogal dil isleme ve makine dgrenmesi
teknikleri  kullanilarak belgelerin  smiflandirilmasi
olarak tanimlanmaktadir (Henrickson vd., 2019).

Geleneksel duygu analizi metindeki genel duyguyu
ortaya c¢ikarmaktadir. Fakat, bazen miisteri yorumlari

bircok boyuta odaklanabilmektedir. Ornegin miisteri,
tek bir yorumda bir seyi ¢ok sevebildigi gibi ayn1 anda
bagka bir seyden memnun kalmadigini belirtebilir.
Boyle durumlarda, geleneksel duygu analizinin
kullanimi restoranin hangi ozelliginin iyi veya koti
oldugunu ortaya ¢ikarmayip, sadece genel bir sonug
verecektir. Literatiirde hedef tabanli duygu analizi
olarak adlandirilan yaklagimla ise metnin belirli
parcalar1 veya 6zellikleri {izerine odaklanilmakta ve bu
farkli ozellikler iizerine duygu analizi
gerceklestirilmektedir. Boylece, bu yontem sayesinde
isletmelerde 1iyilestirilmesi gereken spesifik boyutlar
belirlenebilip, bu  boyutlara  yonelik  gerekli
diizenlemeler yapilabilecektir.

Bu caligmada, Google Maps haritalama servisi
biinyesindeki Google Yerel Rehberler’de yer alan
cogunlugu Izmir Kérfezi ¢evresindeki ilcelerde
konumlanmis 89 adet balik restoranina yapilan miisteri
yorumlart veri seti olarak kullanilarak, sifir-atis metin
siiflandirma yontemi ile hedef tabanli duygu analizi
gerceklestirilmigtir. Calismada metinler, Gagi¢ vd. nin
(2013) onerdigi restoran miisterilerinin memnuniyetini
etkileyen en dnemli boyutlar olan yemek kalitesi, servis
kalitesi, fiziksel ¢evre ve adil fiyat, olumlu ve olumsuz
olmak tizere sekiz kategoride siiflandirilmigtir.

Bu c¢alismanin amaci; restoranlarin  miisteri
memnuniyetini etkileyen kalite boyutlarinin analiz
edilerek, restoranlarm giiglii ve zayif yonlerinin
belirlenmesi ve bu dogrultuda iyilestirilmesi gereken
alanlarin tespit edilmesine yonelik bir yontem ortaya
koymaktir. Buna yonelik olarak da miisteri yorumlari
kullanilarak restoranlarin zaman i¢indeki Kkalite
boyutlarindaki degisimler incelenmistir. Ayrica, ¢ok
dilli yapiya sahip olan miigteri yorumlar1 {izerinden
Tiirk¢e ve yabanci dilde yazan kullanicilarin goriisleri
de karsilagtinlmistir. Calismada Onerilen yontem
sayesinde, restoran yoneticilerinin stratejik karar alma
stireglerinde veri odakli bir yaklasimla zaman igindeki
miisteri memnuniyetindeki degisimleri izleyebilmeleri,
miisteri beklentilerini daha iyi anlayabilmeleri ve hizmet
kalitesinin iyilestirilmesine yonelik somut adimlar
atmalarinin ~ desteklenmesi  hedeflenmistir.  Bu
gercevede, isletmelerin restoran sektdriinde artan
rekabet kosullarinda siirdiiriilebilir miigteri
memnuniyetini saglama kapasitelerinin  arttirilmast
amaclamaktadir.

Restoran igletmelerine yonelik olarak literatiirde
cogunlukla metnin genel duygusunu belirleyen
calismalar bulunurken, bu g¢aligmada farkli boyutlarin
ayn1 anda degerlendirmesini saglayan bir yontem
onerilmektedir. Bunun yaninda, genellikle metnin
siiflandirilmas: ve duygu analizi seklinde iki asamada
uygulanan geleneksel hedef tabanli duygu analizi bu
calismada tek adimda gergeklestirilebilmektedir.
Ayrica, Onerilen yontem ile farkli dillerde yazilan
yorumlardaki konular ve bunlara ait duygular dilden
bagimsiz olarak analiz edilmektedir.
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2. Literatiir Taramasi (Literature Review)

Literatiirde c¢esitli sektorlere yonelik makine
ogrenmesi ve dogal dil isleme yontemleri kullanilarak
miisteri yorumlarinin duygu analizi ile degerlendirildigi
bir¢ok calisma mevcuttur. Bu boliimde, duygu analizi,
sifir-atig 6grenme ve sifir-atis metin siniflandirma
tanitilacak ve literatiirde miisteri yorumlari kullanilarak
restoran isletmelerine yonelik gergeklestirilen duygu
analizi ¢caligmalari incelenecektir.

2.1. Duygu Analizi (Sentiment Analysis)

Duygu analizi ¢esitli makine 6grenmesi ve dogal dil
isleme teknikleri kullanilarak metinsel verideki duygu
durumunun ortaya ¢ikarilmasidir. Duygu durumu,
metinlerin pozitif ve negatif (ve bazen nétr) olarak
smiflandirilmasiyla belirlenmektedir.

Duygu analizinde veri kaynagi olarak kelime veya
kelime 6bekleri (ciimleler); yani, blog yazilari, SMS ve
sohbet mesajlar1 gibi birgok metin kullanilmaktadir
(Mohammad, 2017). Son yillarda, insanlarin ¢esitli
konularda fikirlerini belirttigi, {iriin ve hizmetler
hakkinda yorumlar yaptiklari sosyal aglar (X, Facebook,
vb.), ¢evrimigi aligveris siteleri (Amazon, Hepsiburada,
vb.), cevrimigi seyahat bilgi ve rezervasyon platformlari
(TripAdvisor, Etstur) ve yerel isletme rehberleri (Yelp,
Google Maps: Google Yerel Isletmeler) gibi platformlar
giderek daha popiiler hale gelmistir. Bunun sonucu
olarak da bu platformlarda yapilan yorumlar, duygu
analizi i¢in Onemli bir veri kaynagi olarak One
¢ikmaktadir (Ahmed vd., 2020; Soleymani vd., 2017).
Duygu analizi; {rlin veya hizmetler igin miisteri
egilimlerini incelemek, devletlerin diigmanca veya
olumsuz tavirlarimi  belirlemek ve siyasi parti
segmenlerinin  diigiincelerini  anlamak gibi farkli
alanlarda kullanilmaktadir (Pang ve Lee, 2008).

Duygu analizi ¢ok kullanilan bir yontem olsa da
zorluklar1 da bulunmaktadir. Chifu ve Fournier (2023)
es sesli kelimeler, dildeki muglaklik, alaycilik ve
kiltiirel farkliliklar, veri kalitesi ve miktari, egitim
verisinin yanliligi gibi faktorlerin duygu analizi
basarisint etkiledigini belirtmigtir. Bunun yaninda,
dillerin kendine 6zgii farkli gramer yapilar1 ve alfabeleri
de buna eklenebilir. Nankani vd. (2020) metinlerdeki
yazim yanlislari, kelimelerin farkli alanlarda farkli
duygular igerebilmesi veya sahte icerikler gibi olgulara
ek olarak, ¢ok dilli (multilingual) metinlerde dillerin
gramer ve morfolojik yonden farkliliklarini dogal dil
isleme uygulamalarinda karsilagilan zorluklar olarak
stralamustir.

Geleneksel duygu analizi, duygunun ne hakkinda
oldugunu nitelendirmeden genel duyguyu
smiflandirmaya odaklanir. Fakat, metin ayn1 anda farkli
konular veya varliklarla ilgiliyse ve muhtemelen farkl
konulara yonelik farkli duygular ifade ediyorsa, burada
geleneksel duygu analizi yeterli olmayacaktir (Hoang
vd., 2019). Bu tiir problemlerde metin i¢indeki birden
¢ok konu hakkindaki duygular1 belirlemek i¢in hedef
tabanli duygu analizi kullanilmaktadir. Hedef tabanli

duygu analizi, bir ctimledeki belirli bir 6zellige yonelik
duygu kutuplulugunu belirlemeyi amaglamakta ve hedef
ozellik, bir varligm bir 6zelligini tamimlayan kelime
veya ifadeye atifta bulunmaktadir (Jiang vd., 2019).

Ornegin, “Hizmet ¢ok iyiydi. Mehmet Bey e tesekkiir
ederim.” ctimlesi pozitif bir anlamdadir ve ciimlede tek
bir konuya (yani hizmete) ait duygu durumu vardir.
Baska bir ormekte ise “Yemekler harika! Ozellikle
kalamar. Fakat restoran ¢ok giiriltiiliiydii  ve
isiklandirma  rahatsiz  ediciydi.” ciimlesinde miisteri
restoranda yedigi yemegi cok begenmesine ragmen,
ambiyanstan rahatsiz olmustur. Bu tiir climlelerde ayn1
anda farkli konular hakkinda farkli duygular yer
almaktadir. Geleneksel duygu analizi yerine, bdyle
durumlarda hedef tabanli duygu analizi kullanilarak her
bir konu i¢in duygu durumu belirlenebilmektedir.

2.2. Restoran Yorumlarmmin Duygu Analizi
(Sentiment Analysis of Restaurant Reviews)

Restoranlar1  ziyaret eden kisilerin g¢evrimigi
yaptiklart miisteri yorumlarint duygu analizi ile
inceleyen bazi ¢alismalarda, geleneksel denetimli
makine O&grenmesi algoritmalart ve kelime gomme
(Word  Embedding)  yaklagimlar1  kullanilarak
miisterilerin restoranlar hakkindaki yorumlar1 higbir
kategoriye ayrilmadan analiz edilmistir. Krishna vd.
(2019) Ingilizce restoran yorumlarinin duygu analizini
gerceklestirmek icin Naive Bayes, Destek Vektor
Makinesi, Karar Agaci ve Rastgele Orman siiflandirma
algoritmalarini kullanmislardir. Calismanin sonuglarina
gore, Destek Vektor Makinesi diger algoritmalara
kiyasla %94,56 gibi bir dogruluk puanma ulagmistir.
Hossain vd. (2020) Banglades'teki restoranlara ait
miigteri yorumlarint Evrisimli Sinir Ag1 ve Uzun-Kisa
Vadeli Bellek algoritmalarini birlikte kullanarak olumlu
ve olumsuz olarak smiflandirmiglardir. Hossain vd.
(2021) farkli kaynaklardan edindikleri Bengalce
restoran yorumlarint Cift Yonli Uzun-Kisa Vadeli
Bellek, Lojistik Regresyon, Karar Agaci, Rastgele
Orman, Naive Bayes, Destek Vektéor Makinesi
modellerini kullanarak duygu analizini
gerceklestirmiglerdir. Cift Yonlii Uzun-Kisa Vadeli
Bellek modeli %95,35 ile en yiiksek dogruluk puanina
ulagmistir. Patil vd. (2022) olumlu ve olumsuz restoran
yorumlarmi siniflandirmak i¢in K-En Yakmn Komgu
Siniflandirici, Lojistik Regresyon, Destek Vektor
Siniflandirict ve Naive Bayes algoritmalar1 kullanmis ve
en iyi dogruluk puanmi %78 ile Destek Vektor
Siniflandiricisi ile elde etmislerdir. Abdullah vd. (2023)
Arapca ¢evrimici restoran yorumlarinin duygu analizini
gergeklestirmek icin Naive Bayes, Karar Agaci, Destek
Vektor Siniflandiricisi, K-En Yakin Komsu, Rastgele
Orman ve Lojistik Regresyon algoritmalarim
kullanmiglardir. Destek Vektor Siniflandiricist %97,6
ile en yiiksek dogruluk puanina ulasarak yorumlar
pozitif, negatif ve notr olarak siniflandirmada en iyi
performansi gostermistir. Gedif vd. (2023) Etiyopya'nin
bir dili olan Amharca yazilan restoran yorumlarini

Journal of Intelligent Systems: Theory and Applications 8(1) (2025) 47-62 49



Destek Vektor Makinesi, K-En Yakin Komsu ve Naive
Bayes smniflandirici  kullanarak duygu analizini
gergeklestirmistir. Degerlendirme sonucunda Destek
Vektor Makinesi modelinin en yiiksek dogrulugu
verdigi goriilmiistir. Lavanya vd. (2023) ¢alismalarinda
restoran incelemeleri igin Yelp veri setini kullanarak
kelime ¢antasi (Bag of Words, BoW), Terim Frekansi-
Ters Dokiiman Frekanst (Term Frequency-Inverse
Document Frequency, TF-IDF), GloVe, Word2Vec ve
Doc2Vec gibi farkli kelime gdmme yaklasimlarini test
etmisler, Lojistik Regresyon ve Destek Vektor Makinesi
gibi denetimli makine Ogrenmesi algoritmalarini
kullanarak, sonuglar1 dogruluk, kesinlik, duyarlilik ve
F1 puam gibi performans metriklerine gore
degerlendirmiglerdir. Karsilagtirmali bulgular, Destek
Vektor Makinesi ve TF-IDF’nin birlikte kullaniminin
%98 dogruluk puani ile sonuglar iirettigini géstermistir.
Bozkurt ve Yal¢in (2024) Amazon yemek yorumlar
iizerinde topluluk 6grenmesi algoritmalarint kullanarak
duygu analizi yapmayir amaclamigtir. Caligmada,
Rastgele Orman, CatBoost ve XGBoost algoritmalari
kullanilarak  olumlu, olumsuz ve ndtr duygu
smiflandirmast  yapilmiglardir.  Calismada, farkli
vektorlestirme tekniklerinin basarist da karsilagtiriimas,
cesitli degerlendirme metrikleri kullanilarak en yiiksek
%90,22 test dogruluk degeri, Rastgele Orman ve
CountVectorizer teknigi ile elde edilmistir. Ayrica, web
kazima ile yeni bir veri seti olugturulmus ve modeller bu
veri seti lizerinde de test edilmistir.

Bazi galigmalarda ise duygu analizi yaninda bir de
lezzet, hizmet, ambiyans ve fiyatlandirma gibi
kategoriler ele alinip, miisterileri yorumlar1 her
kategoride hedef tabanli duygu analizi yapilarak
incelenmistir. Suciati ve Budi (2019) ¢alismalarinda
Endonezya'daki restoranlarin Endonezyaca ve Ingilizce
miisteri yorumlarini yemek, fiyat, hizmet ve ambiyans
boyutlarini kullanarak olumlu, olumsuz ve nétr olarak
smiflandirmislardir.  Rastgele Orman, Multinomial
Naive Bayes, Lojistik Regresyon, Karar Agaci ve Ekstra
Agac smiflandiricist algoritmalari kullanilan ¢aligmada
Lojistik Regresyon en yiiksek skoru yemek (%81,76) ve
ambiyans (%77,29) boyutlariyla, en yiiksek skor fiyat
(%78,71) ve hizmet (%85,07) boyutlart i¢in Karar Agaci
algoritmast ile elde edilmistir. Zahoor vd. (2020)
Karachi Pakistan’daki restoran yorumlarini
Facebook’dan temin ederek, Naive Bayes siniflandirici,
Lojistik Regresyon, Destek Vektor Makinesi ve
Rastgele Orman algoritmalarindan yararlanarak,
yorumlar1 pozitif ve negatif olarak simiflandirmiglardir.
En yiiksek dogruluk orani1 %95 Rastgele Orman modeli
ile elde edilmistir. Daha sonra, aymi veriyi lezzet,
ambiyans, servis ve fiyatlandirma olacak sekilde yine
ayni dort algoritmayr  kullanarak  kategorilere
ayirmuglardir. Bunun sonucunda, lezzet kategorisi %97
dogruluk orani ile en yiiksek performansi gdstermistir.
Diger kategoriler i¢in ise dogruluk, fiyat %84, ambiyans
%86,49 ve hizmet %89 oranlarinda bulunmustur. Ara
vd. (2020) bir restoranin web portali iizerinden edinmis
olduklar1 yemek Kkalitesi, hizmet, ortam, fiyat, online

yemek siparisi gibi konular hakkindaki misteri
yorumlar1 vasitasiyla, SentiStrength siniflandiricisi
kullanilarak goriislerde ifade edilen kelimelerin duygu
giiclinii bulmuslardir. Daha sonra, yorumlar standart
sapma teknigi kullanilarak pozitif, negatif ve notr olarak
simiflandirilmis  ve %85,71°lik  bir dogruluk elde
etmiglerdir. Zhang vd. (2022) Yelp’deki restoran
incelemelerini veri kaynagi olarak kullanarak ve fiyat,
zaman, yemek, hizmet ve konum konularini temel alarak
Gizli Dirichlet Ayrimi yontemi ile konu modelleme
gerceklestirmiglerdir. Daha sonra, TextBlob ile her konu
icin duygu analizi yapmislardir.

Bazi galigmalarda ise doniistiiriicii (transformer)
mimarisini kullanan BERT den (Bidirectional Encoder
Representations from Transformers, Doniistiiriictilerden
Cift Yonli Kodlayict Temsilleri) yararlanilmigtir. Tuna
vd. (2023) yaptiklar1 ¢aligmada, Word2vec, Glove,
fastText ve BERT gibi ¢esitli modeller kullanmiglardir.
SemEval’l5 ABSA yarismasinda sunulan restoran
miigterilerine ait yorumlardan olugan veri seti
kullanilarak hedef terim, hedef kategori ve duygu
smiflart belirlenmistir. fastText yontemi hedef terim ve
kategori tespitinde en yiiksek basarty1 gostermis, BERT
yontemi ile duygu smiflandirmasinda en iyi sonug elde
edilmistir. Bu sonuglar, fastText ve BERT
yontemlerinin Tiirkge metinlerde basarilt oldugunu
gostermistir. Branco vd. (2024) Portekizce restoran
yorumlarinin duygu analizi igin BERT ve RoBERTa
(Robustly Optimized BERT Approach, Giglii Bir
Sekilde Optimize Edilmis BERT  Yaklasimi)
modellerini kullanilarak, yorumlarin duygu
siniflandirmasini gergeklestirmig ve dnceden egitilmis
derin O0grenme modellerinin uygunlugunu
degerlendirmislerdir. Modelin performansinin tespiti
icin dogruluk ve Alict Calisma Karakteristigi (Receiver
Operating Characteristic, ROC) egrisi altindaki alan
metrikleri kullanilmis ve ¢alismada %80'in tizerinde bir
sonu¢ elde edilmistir. Bazi ¢alismalarda BERT
yontemine ek olarak bir de OpenAl GPT’den
(Generative Pre-trained Transformer, Uretici Onceden
Egitilmis Doniistlrlici) yararlanilmistir. Carrasco ve
Dias (2023) Portekiz’in Algarve bolgesinde yer alan
restoranlara  yapilan  yorumlari  TripAdvisor’dan
edinmis, misteri memnuniyetinin bes temel o6zelligi
olan gida kalitesi, hizmet, ortam, fiyat ve restoranin
konumu ile ilgili konular1 BERT, USE (Universal
Sentence Encoding, Evrensel Ciimle Kodlama) ve
OpenAl GPT ile kategorize etmiglerdir. Daha sonra,
onceden belirlenen ve duygular igin referans olan
climleler temel alinarak kosiniis benzerligi kullanilmuis,
pozitif ve negatif duygulara yonelik bir siniflandirma
gergeklestirilmistir. Degerlendirme i¢in {i¢ model
karsilastirlldiginda  dogruluk %93, kesinlik %86,
duyarlilik %83 ve F1 puam %85 ile OpenAl GPT en
yiiksek puana ulagmistir. Benzer sekilde, Carrasco ve
Dias (2024) yine Algerve bdlgesindeki restoran
yorumlarini kullanarak bu sefer miisteri
memnuniyetinin bes temel 0Ozelligi ayrintilandirip,
BART (Bidirectional and Auto-Regressive
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Transformers, Cift Yonli ve  Oto-Regresif
Déoniistiiriiciiler), DeBERTa  (Decoding-enhanced
BERT with disentangled attention, Ayristirilmis dikkat
ile kod ¢oziimii gelistirilmis BERT), ChatGPT 3.5 ve
ChatGPT 4.0’1 kullanmiglardir. Calismada ChatGPT 4.0
modelinde en yiiksek F1 skoru elde edilmistir.

2.3. Sifir-Atis Ogrenme (Zero-Shot Learning)

Bilindigi {izere, veri siniflandirma gorevlerinde
kullanilan denetimli makine 6grenmesinde, veri i¢indeki
smiflar  6nceden belirlenmekte (veya bilindigi
varsayilmakta) ve her bir 6rnek icin egitim verisinin
hangi smifa ait olduguna dair etiketleme yapilarak,
sonrasinda egitim ve test islemi gerceklestirilmektedir.
Bunun sonucu olarak da bazen bilinmeyen smiflarin
gozden kagma olasiligit  bulunmaktadir.  Yani,
smiflandirict -eger iyi bir egitim igin her smifta yeterli
sayida etiketli veri bulunursa- sadece egitim verilerinin
kapsadig siniflara ait 6rnekleri siniflandirabilmektedir
(Wang vd., 2019). Bununla birlikte, projelerde 6grenme
asamasindan  sonra yeni smiflar da  ortaya
¢ikabilmektedir (Romera-Paredes ve Torr, 2015).
Dabhasi, etiketlemenin zaman alic1 ve maliyetli bir siireg
oldugu da g6z ard1 edilmemelidir (Liu vd., 2004). Bu
noktada, Chang vd. (2008) geleneksel makine
Ogrenmesi caligmalarinin  aksine, etiketli 6rneklere
ihtiyag duyulmadan verinin smiflandirma islemini
gergeklestiren ve basta “Verisiz  Smiflandirma”
(Dataless Classification) olarak adlandirilan bir model
onermislerdir. Daha sonra sifir-atis 6grenme olarak
adlandirilan bu model, geleneksel denetimli makine
ogrenmesi modelleri ile karsilagtirildiginda, goriilen ve
goriilmeyen smiflar arasindaki boslugu doldurmaktadir.
Bir baska deyisle sifir-atis 6grenme, anlamsal bilgi
yardimiyla goriilen diger siniflardan elde edilen bilgiyi
aktararak, goriilmeyen smiflardaki ~ nesneleri
smiflandirabilen bir model egitmeyi amaglamaktadir
(Pourpanah vd., 2022). Bu yiizden, egitim ve g¢ikarim
olmak iizere iki asamali bir siirece sahip olan sifir-atis
o6grenmede, niteliklerle ilgili bilgiler egitim agamasinda
yakalanirken, bu bilgiler ¢ikarim asamasinda drnekleri
yeni bir siif kiimesi arasinda kategorize etmek igin
kullanilmaktadir (Celik ve Dalyan, 2023).

Sifir-atig 6grenme gegmisten giiniimiize daha g¢ok
bilgisayarli gorii ve dogal dil igleme projelerinde
uygulama alani bulmustur (Rezaei ve Shahidi, 2020).
Sifir-atig 6grenme, nesne veya hayvanlarin algilanmasi
(Bansal vd., 2018; Lampert vd. 2014), tibbi gériintiileme
ve goriintii siiflandirma (Mahapatra vd., 2021; Vétil
vd., 2022), arazi Ortiisii haritalanmasi (Li vd., 2021;
Pradhan vd., 2020), video smiflandirma ve eylem
tanimlama (Brattoli vd., 2020; Estevam vd., 2021),
fotograf iyilestirme (Kar vd., 2021; Zheng ve Gupta,
2022), ara¢ rotast belirleme (Yu vd., 2020), metinden
goriintli  olusturma (Sanghi vd., 2022) ve insan
duygularmnin tanimlanmasi (Zhan vd., 2019) gibi
bilgisayarli gorii ¢alismalarinda basart ile kullanilmistir.

Sifir-atis 6grenme dogal dil isleme gorevlerinde
bircok arastirmada kullanilmistir. Ornegin, bir sohbet
robotunun kullanicinin ne istedigini anlayabilmesini
saglayan niyet siniflandirmast (intent classification)
(Liu vd., 2019), metnin anlamimin daha iyi anlasilmasi
icin metinden nesneleri ve kavramlart ¢ikarma islemi
olan 6znitelik ¢ikarimi (feature extraction) (Mclnerney
vd., 2023), metin icindeki varliklar1 (kisiler, yerler,
kuruluglar vb.) tamimlama ve onlar1 bir bilgi
kaynagindaki ilgili varliklara baglama islemi olan varlik
baglama (entity linking) (Logeswaran vd., 2019), bir
dilden basgka bir dile ¢eviri i¢in kullanilan makine
cevirisi (Johnson vdl., 2017; Thompson ve Post, 2020;
Zhang vd., 2020), bir metnin yazarinin verilen hedeften
yana mi yoksa ona karst mi oldugunun algilanmasi
saglayan durus tespiti (stance detection) (Choi ve Ko,
2023; Jiang vd., 2023), otomatik &zetleme (Goodwin
vd., 2020) ve devam eden boliimde anlatilacak metin
siiflandirma ve duygu analizi olmak {izere bircok
alanda kullanilmaktadir.

2.4. Sifir-Atis Metin Stmiflandirma Kullanilarak
Duygu Analizi (Sentiment Analysis Using Zero-Shot
Text Classification)

Dogal dil islemenin bir alt dali olan metin
siniflandirma, metin belgelerini igeriklerine gore
otomatik olarak kategorilere ayirma iglemini ifade
etmektedir. (Quazi ve Musa, 2022). Uzun yillardir dogal
dil isleme alaninda bir arastirma konusu olan metin
siniflandirma, duygu analizi, konu modelleme ve bilgi
cikarimi gibi ¢esitli gérevlerde kullanilmaktadir (Jiao,
2023).

Sifir-atis metin simniflandirmada, geleneksel olarak
belgelerin  belirli bir siniftaki  diger belgelerle
kargilagtirilarak ~ smiflandirilmas1  yerine,  smuflar
arasindaki bilinen iliskilerden yararlanilmaktadir.
Boylece, bir taksonominin tiim siniflart igin egitim
verisi gerekmemekte ve egitim sirasinda goriillmeyen
siniflarin - tahmin edilmesi miimkiin kilinmaktadir
(Hoppe vd., 2021). Vaswani vd.’nin (2017) dontstiiriicii
mimarisini tanitmasi ile birgok farkli dogal dil anlama
gorevinde kullanim alant bulan sifir-atis metin
siniflandirma, 6nceden egitilmis dil modellerinden (Pre-
trained language models) yararlanmaktadir. Onceden
egitilmis  dil  modellerinde  transfer  §grenme
kullanilmakta, onceden egitilmis bir model alinip,
modelin ilgili ancak farkli bir gorev {izerinde ¢aligmasi
icin ince ayar yapilmaktadir (Azunre, 2021). Bu
modeller genel olarak Wikipedia, X, haber siteleri gibi
biiyiik 0Olgekli metinlerden egitilmektedir. Ayrica,
kelime dagarcigi daha spesifik olan bilim, tip veya
hukuk gibi alanlara 6zgili modeller de gelistirilmektedir
(Pérez vd., 2021). Onceden egitilmis dil modellerinin bir
ozelligi de ¢ok dilli bir yapiya sahip olmasidir. Diller
arasi dil anlama (Cross-lingual language understanding)
olarak adlandirilan bu 6zellik, bir makine 6grenimi
modelinin her dil i¢in ayr1 bir egitim gerektirmeden,
birden fazla dilde dogal dil metnini anlama ve isleme
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yetenegini ifade etmektedir (Conneau vd., 2019).
Boylece bu vasif, 6zellikle uluslararasi diizeyde, birgok
farklt dildeki sosyal ag kullanici gonderileri veya
miisteri yorumlar1 gibi metne dayali verilerin
smiflandirilmasinda biiyiik kolaylik saglamaktadir.

Sifir-atty metin smiflandirmaya yonelik olarak
yapilan c¢aligmalarda, 6mnegin, Lin ve Wen (2022)
semantik benzerlik (Sentence-BERT) ve sifir-atig
siniflandirma olmak iizere iki modeli kullanarak miisteri
geri bildirimlerini smiflandirmak i¢in bir prototip
tanitmistir.  Calisma  sonucunda  sifir-atis  metin
smiflandirmada en yiiksek dogruluk elde edilmistir.
Cherapanukorn ve Sugunnasil (2022) goriis madenciligi
teknigi kullanarak ve sifir-atis metin siniflandirma
yontemi ile turistik cazibe merkezleri igin turist
memnuniyeti  bilesenlerini  belirlemislerdir. Buna
yonelik olarak da 2010 ile 2021 yillar1 arasinda
TripAdvisor’da yayinlanan Tayland’daki 40 turistik
merkeze ait toplam 40.000 ¢evrimigi turist yorumu
analiz edilmistir. Rey-Moreno vd. (2023) 2018 ile 2021
yillar1 arasinda Airbnb ve otel konaklamalarma ait
toplamda 24.436 ciimleyi kullanarak, misafir
memnuniyeti ve giiveniyle ilgili hizmet O6zelliklerini
tanimlamak i¢cin BERTopic, sifir-atig siniflandirma ve
temel bilesen analizi yontemlerinin kombinasyonunu
kullanmiglardir. Das vd. (2023) on alt1 popiiler Google
Play Store uygulamasina ait yorumlar1 veri kaynagi
olarak kullanarak uygulama incelemelerinin otomatik
olarak analiz edilmesi ve uygulama gelistiricilerinin
kullanic1 geri bildirimlerini daha verimli sekilde
yonetmelerine yardimcit olmak igin bir c¢ergeve
sunmustur. Calismada; duygu analizi i¢in BERT,
siniflandirilan metnin temalarimi belirlemek icin sifir-
atis siniflandirma, metin 6zetlerinin olusturulmasi igin
ise GPT-3 kullanilmustir.

Sifir-atis metin smiflandirma kullanilarak yapilan
duygu analizi ¢aligmalarinda ise 6rnegin Masarifoglu
vd. (2021) bankacilik alanindaki Tiirkge misteri
yorumlarmin duygu analizini gergeklestirmis, bunun
i¢in dnceden egitilmis ¢ok dilli BERT, BERTurk, sifir-
atis metin siniflandirmada kullanilan XLM-Roberta-
Large-XNLI modeli ve geleneksel makine &grenmesi
yontemlerini (Destek Vektor Makineleri, Naive Bayes
ve Lojistik Regresyon) karsilastirmiglardir. Caligmada
farkli senaryolar test edilmis ve etiketli egitim verisinin
olmadigr durumda XLM-Roberta-Large-XNLI modeli
%83 agirlikli F1 skoru ile en yiiksek basariy1 elde
etmistir. Kumar ve Albuquerque (2021) Hintge {izerine
duygu analizi yapmak i¢in XLM-RoBERTa gapraz dilli
modeli ve sifir-atis ¢apraz-dilli transfer 6grenme (Zero-
shot Cross-lingual Transfer Learning) yontemini
kullanmuslardir. Ingilizce veri setiyle egitilen model,
Hintge ciimle seviyesinde duygu analizinde test edilmis
ve calismada hibrit derin &grenme ydnteminden
(Evrisimli Sinir Agir, CNN ve Destek Vektor Makinesi)
daha yiiksek bir dogruluk orani elde edilmigtir. Modelin
performansini degerlendirmek igin ortalama duyarlilik,
F1 puani ve makro F-puam1 dogrulama metrikleri
kullanilmistir. XLM-R modeliyle ortalama 9%60,93

dogruluk elde edilmistir. Sahar vd. (2022) BERT ve
sifir-atis 6grenme yardimiyla Amazon’dan edindikleri
kozmetik iriin incelemelerini kullanarak duygu
analizini gergeklestirmislerdir. Manias vd’nin. (2023)
calismasinda ise Twitter verileri ile dort farkli BERT
tabanlt ¢ok dilli simiflandirict (mBERT, XLM-R,
DistilBERT, ve BERT-m) ve sifir-atis metin
simiflandirma yontemini dogruluk ve uygulanabilirlik
acisindan karsilagtirmiglardir. Sonuglar, ¢ok dilli BERT
tabanli modellerin yiiksek performans sagladigini ve
sifir-atis 6grenme yaklagiminin daha hizli, verimli ve
6l¢eklenebilir ¢oziimler sundugunu gdstermistir.

2.5. Literatiirden Elde Edilen Temel Bulgular (Key
Findings from Literature)

Literatiirde restoran miisterilerinin yorumlarinin
duygu analizi ile degerlendirilmesi g¢aligsmalarinda
cogunlukla metinlerdeki genel duygu ortaya cikarilmig
ve geleneksel makine 6grenmesi ve derin Ggrenme
algoritmalar1 kullanilmigtir. Fakat, metinde farkli
konulara ait farkli duygular arastirilmak istenirse bu
yaklagimlar yetersiz kalmaktadir. Buna yonelik olarak
da lezzet, hizmet, ambiyans ve fiyatlandirma gibi
spesifik boyutlar ele alinarak hedef tabanli duygu analizi
gerceklestirilmistir.  Ayrica son donemlerde hedef
tabanli duygu analizi i¢in BERT ve OpenAl GPT gibi
dontgtiiriici.  tabanli  modeller de kullamilmaya
baglanmuigtir.

Sifir-Atis 6grenme ile etiketli verilere ihtiyag
duyulmadan verilerin siniflandirilmasi
gerceklestirilmektedir. Ayrica, yaklasimin ozellikle
metin smiflandirma ve duygu analizi gorevlerinde
onceden egitilmis dil modelleri ile kullanilmas1 farkli
dillerden olusan veri setlerinin smiflandiriimasi
zorlugunu ortadan kaldirmistir. Onceden yapilan
calismalar, bu yontemin kullaniminda yiiksek dogruluk
oranlarina ulagildigini ve diger modellere kiyasla hizli
ve etkili oldugunu gostermektedir.

3. Metodoloji (Methodology)

Izmir, yeme-igme sektérii bakimindan zengin, ayni
zamanda potansiyeli olan ve gelistirilmesi gereken bir
sehirdir (Akgiindiiz vd., 2024; Altintas ve Hazarhun,
2020). Izmir yiizyillardir farkli kiiltiirlere ev sahipligi
yapmis, bu da Izmir mutfagma yansimstir. Ozellikle
Izmir'e ozgii ¢esitli bitkiler, otlar, sebzeler,
zeytinyaghlar, balik ve deniz iiriinleri Izmir’e 6zgii
yemekler olarak siralanmaktadir (Erdogan ve Ozdemir,
2018). Bilhassa, Izmir’in Ege Denizi’ne kiyis1 ve uzun
sahil seridine sahip olmasi, deniz iirtinleri mutfaginin da
gelisimine yol agmustir. Boylelikle izmir, kiy1 seridi
balik restoranlar1 ve balik pazarlari agisindan zenginlik
gostermektedir (Yentiir ve Demir, 2022).

Calismada, gogunlugu Izmir Koérfezi gevresindeki
ilcelerde yer alan balik restoranlarma yonelik olarak
sifir-atis metin simiflandirma yaklasimi kullanilarak
hedef tabanli duygu analizi ger¢eklestirilmistir (Sekil 1).
Veri kaynagi olarak Google Haritalar: Google Yerel
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Rehberler’de yer alan balik restoranlarina yapilan
miisteri yorumlar1 kullanilmistir. Veri eldesi, Selenium
Python kiitiiphanesinden yararlanilarak web kazima
metodu ile Subat-Mart 2023 araliginda
gerceklestirilmistir ve 89 adet balik restorani ¢aligma
kapsaminda yer almistir. Caligmanin akis semasi Sekil
2’de verilmektedir.
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Sekil 1. Calismada incelenen balik restoranlari konumlart
(Locations of fish restaurants analysed in the study)

Veri On isleme
(Kisa metinlerin
¢ikariimasi, kigik
harfe déntistlirme)

Veri Eldesi
(Google Haritalar: >
Yerel Rehberler)

v

Sifir-Atig Metin
Siniflandirma

(Hedef Tabanh Duygu d Etiketleme
Analizi)
Degerlendirme
(Karmagiklik matrisi, - .
> Analiz

dogruluk, kesinlik,
duyarlilik, F1 puani)

Sekil 2. Akis semasi (Flow chart)

Calismada islenen veri setinde tiim restoranlar i¢in
toplam yorum sayis1 15.305°tir. En eski yorum 2013, en
yeni yorum ise 2023 yilina aittir. Cok dilli bir yapiya
sahip olan ve 43 farkli dili barindiran veri setinde
yorumlarin biiyiik bir gogunlugu Tiirk¢e (89%) olup,
diger diller ise ingilizce (%7), Almanca (%]1), Rusca
(%0,9), Fransizca (%0,5), Arapca (%0,4), Korece
(%0,2) ve diger dillerdedir (%1). Veri setinde
kullanicilarin yaptiklari restoran yorumlari, zaman (y1l),
restoran adi, kullanic1 ad1 ve puan verileri yer almakta,
bu ¢aligma kapsaminda sadece yorum ve zaman verisi
kullanilmistir.

3.1. Veri Onisleme (Data Preprocessing)

Veri Onisleme asamasinda, sadece puan verilip ve
bos olan girdiler ve ti¢ kelimenin altinda olan “Harikal!”,

“Muhtesem restoran” veya “Berbat!” gibi anlamsal
olarak ¢ok genel olan yorumlar géz ardi edilmis ve
veriden ¢ikarilmistir. Ayrica, tiim yorumlar kiigiik harfe
dontistiiriilmistiir. Buna ek olarak, Liu vd. (2021),
Leburu-Dingalo vd. (2022) ve Manias vd.’nin (2023)
caligmalarinda degindikleri {lizere, mikro-metinler
kullanilarak yapilan ¢ok dilli duygu analizinde
noktalama isaretleri, emojiler ve yiiz ifadelerini temsil
eden karakterler (emoticon) metindeki duyguyu ve
anlami pekistirdigi icin metinden ¢ikartilmamustir.

3.2. Veri Analizi (Data Analysis)

Calismada, Gallego’nun (2023) huggingface.co’da
sundugu, "XLM-RoBERTa-large" modelinin birkag
dogal dil ¢ikarimi (Natural Language Inference, NLI)
veri kiimesi iizerinde ince ayarlanmis “vicgalle/xIm-
roberta-large-xnli-anli” modeli kullanilmigtir. Model
cok dilli olup, "XLM-RoBERTa-large" temel modeli
100 farkli dilde onceden egitilmistir (Conneau vd.,
2020).

Kodlama ve veri isleme, Google Colaboratory’de
Python programlama dili kullanilarak ve GPU (Graphics
Processing Unit, Grafik Islemci Birimi) hizmetinden
yararlanilarak yapilmistir. BERT, GPT, RoBERTa gibi
birgok farkli dil modelini ve mimarisini igeren
transformers kiitliphanesindeki pipeline fonksiyonu
yardimiyla, "vicgalle/xIm-roberta-large-xnli-anli"
modeli ile sifir-atis siniflandirma islemi i¢in bir hattin
(pipeline) olusturulmasi saglanmistir. Hat, basit bir
uygulama  programlama  araylizi  (Application
Programming Interface, API) sunarak, ham metni girdi
olarak almakta, onu kelimelere veya alt kelimelere
ayirmakta ve ardindan belirli gorevler i¢in modele
beslemektir (Hugging Face, 2024).

Kategoriler, Gagi¢ vd.’nin (2013) restoran
kalitesinin 6l¢iilmesi i¢in 6nerdigi yemek kalitesi, servis
kalitesi, fiziksel ¢evre ve adil fiyat boyutlar1 temel
almarak olusturulmustur. Buna yonelik olarak da
kategoriler hem olumlu hem de olumsuz yorumlar
kapsayacak sekilde kaliteli yemek (KY), kalitesiz
yemek (KsizY), kaliteli servis (KS), kalitesiz servis
(KsizS), giizel ambiyans (GA), kotii ambiyans (KA),
diistik fiyat (DF) ve yiiksek fiyat (YF) olmak iizere sekiz
sinif olarak belirlenmistir. Miisteriler yorumlarda
restoranin birka¢ Ozelliginden aynm1 metin iginde
bahsedebildikleri i¢in model ¢ok-etiketli siniflandirma
(multi-label classification) seklinde ayarlanmis, boylece
her smif i¢in puanlar ayri ayr1 hesaplanmistir. Tablo
1’de ¢esitli restoranlara yonelik ornek yorum ve
tahminlenmis kategorilerin puanlar1 verilmektedir.
Yiiksek puanlar yorumun hangi sinifa ait olabilecegini
gostermektedir.
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Tablo 1. Ornek restoran yorum ve tahmin puanlart (Examples of restaurant reviews and prediction scores)

Miisteri Yorumlari KY KsizY

KS KsizS GA KA YF DF

Lezzetleri miikemmel, 6zellikle mezeler
harika ve leziz, ayrica isletme ve
calisanlart gayet giler yiizli ve
sicakkanlilar. Hizmet olarak kaliteli ve
keyifli bir mekéan.

ToTpscatomas KyxHs, OOCITy>KMBaHHE
Ha BBICOTC, OJMH M3 CaMbIX JIYYIINX
pecropaHoB  ropoga  Pexomennayto!
(Harika mutfak, miitkemmel hizmet,
sehrin en 1iyi restoranlarindan biri.
Tavsiye ederim!)

0,9751  0,0002

0,9989  0,0002

Ale 5l 5 gale JSY
(Yemek siradan ve fiyatlar1 pahali.)
Pricy but excellent service and delicious
food. (Pahali ama miikemmel servis ve
lezzetli yemekler.)
Boyle yiiksek faturali bir yer i¢in baliklar
rezaletti. Ayrica servis de kotiiydii. Hig
tavsiye etmiyorum.

0,0003  0,0005

0,9992  0,0002

0,0002  0,9993

0,9996

0,9994

0,0007

0,9997

0,0004

0,0002 05721 0,0002 0,0150  0,0002

0,0002 0,000 0,0003 0,0228  0,0008
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(KA), Diisiik Fiyat (DF), Yiiksek Fiyat (YF)

3.3. Model Performans Degerlendirmesi (Model
Performance Evaluation)

Calismada kullanilan modelin tahmin performansini
Olemek icin tiim veriden yaklasik %11°lik bir kisim
gelisigiizel ornek olarak alinmig, 0 ve 1 ikili yap1
(binary) seklinde etiketlenmistir. Tahminlenmis veri
setinden de ayn1 satirlarin segilimi yapilip, veri 0,5 esik
degerine gore yine ikili yapiya doniistiiriilmiistiir. Ornek
alman veri seti icindeki Tiirkge haricindeki miisteri
yorumlarinin orani yaklasik %10’dur.

Veri setinin ¢ok-etiketli yapisindan dolayr her bir
smif icerisinde yer alan pozitif ve negatif 6rneklerin esit
sayida olmasi neredeyse miimkiin degildir ve smiflar
dengesiz bir yapiya sahiptir (Tablo 2). Bu tiir
durumlarda  dogruluk, kesinlik, duyarlilik gibi
metriklerin hesaplanmasinda verilerin bu haliyle
dogrudan kullanilmas: performans degerlendirmesinde
yaniltict olabilmektedir (Iram vd., 2016). Bu yiizden, her
smifi dengeli hale getirmek amaciyla azinlik simnifi
sayisint ¢ogunluk sinifi sayisina esitlemek igin asiri
ornekleme (over-sampling) veya ¢ogunluk sinifi sayisini
azinliklik smifi sayisia esitlemek icin alt 6rnekleme
(under-sampling) gibi yontemler kullanilmaktadir. Asirt
ornekleme metodu igin yeni metin iiretimi veya azinlik
smifindaki verileri ¢ogunluk sinifi sayisina esitlemek
icin azinlik sinifindaki bazi satilarin aynilarini ekleyerek
veriyi ¢ogaltmak gibi teknikler bulunmaktadir. Bu
yontem, azinlik smifindaki verilerin ¢ogaltilmasiyla

sinif dengesizliklerini azaltmasma ragmen, yukarida
bahsedilen tekniklerin, sirasiyla, yeni veri iiretiminin
bagka bir arastirma konusu oldugundan veya ayni
verilerin  tekrar  kullanilmast  ile  yeni  bilgi
saglanamadigindan tercih edilmemistir. Bu yiizden,
calismada alt 6rnekleme metodu kullanilarak pozitif ve
negatiflerde en kiiciik azinlik smnifi temel alinarak, tiim
smiflarda pozitif ve negatif sayilari esitlenmistir. Bir
baska deyisle, en kiiclik eleman sayisina sahip KA
siifinin pozitif sayist 101 oldugu i¢in diger tiim sinif
sayilar1 bu degere indirgenmistir (Bknz. Tablo 2, KA
siifi, Pozitif: 101). Bu islemden sonra, karmasiklik
matrisi ve dogruluk, kesinlik, duyarlilik, F1 puani
metrikleri hesaplanmustir.

Karmagiklik matrisi, makine 6grenimi modellerinin
performansini degerlendirmek i¢in kullanilan bir tablo
yapisidir. Bu tablo, bir simiflandirma modelinin tahmin
sonuglarimi dort temel kategoride dzetler: dogru pozitif
(TP), dogru negatif (TN), yanlig pozitif (FP) ve yanlig
negatif (FN) (Khakhar ve Dubey, 2022). TP, dogru
siiflandirilan pozitif 6rneklerin sayisini, TN ise dogru
siniflandirilan  negatif o6rneklerin sayisint  gosterir.
Benzer sekilde, FP, pozitif ve yanlis olarak
siiflandirilan 6rneklerin sayisini, FN ise negatif ve
yanlg olarak smiflandirilan Orneklerin sayis1 ifade
etmektedir (Kulkarni vd., 2020). Sekil 3’te karmagiklik
matrisi 6rnegi ve her smif i¢in karmasiklik matrisleri
Sekil 4’te verilmektedir.

Tablo 2. Ornek alinan verilerde simiflarin pozitif ve negatif dagilimlar (Positive and negative distributions of classes in the sampled data)

KY KsizY KS KsizS GA KA YF DF
Pozitifler Frekans 1005 171 652 229 510 101 243 305
(I’ler) Frekans (%) 58,13 9,89 37,71 13,24 29,50 5,84 14,05 17,64
Negatifler Frekans 724 1558 1077 1500 1219 1628 1486 1424
(0’lar) Frekans (%) 41,87 90,11 62,29 86,76 70,50 94,16 85,95 82,36
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Sekil 3. Karmagiklik Matrisi (Confusion matrix)

( KY ] ( Ksiz¥ ] [ KS ] ( KsizS ]
88 13 81 20 92 9 76 25
7 84 4 97 36 65 10 91

[ _GA KA _DOF v
83 18 63 38 73 28 74 27
21 80 13 88 26 75 5 96

Sekil 4. Her simifa gore karmasiklik matrisleri (Confusion
matrices for each class)

Calismada kullanilan degerlendirme metriklerinden
ilki dogruluktur. Bu metrik, bir modelin ne kadar dogru
tahmin yaptigimni gosteren bir performans olgiitiidiir.
Dogru siniflandirilanlarin = tiim  smiflandirilanlara
oranidir ve

TP +TN
Dogruluk = 1)
TP+TN+FP+FN

seklinde hesaplanir. Kesinlik, modelin pozitif olarak
tahmin ettigi drneklerin ne kadarinin gergekten pozitif
oldugunu o6lgmektedir. Yani, TP’lerin toplam pozitif
tahminlere oranidir ve

TP
Kesinlik = ———— 2
TP + FP

formiili ile hesaplanir. Duyarlilik, modelin gergek
pozitif 6rnekleri ne kadar iyi tespit ettigini dlger. TP nin
toplam gercek pozitiflere oranidir ve

P
Duyarlihk= ————— (3)
TP+ FN

ile hesaplanir. F1 puani ise bir modelin kesinlik ve
duyarlilig1 birlikte degerlendiren bir metriktir. F1 puani,
kesinlik ve duyarliligin harmonik ortalamasidir.
Kesinlik ve duyarliligin dengeli oldugu durumlarda en
yiksek degere ulasir. F1 puani, asagidaki formiil ile
hesaplanir:

_ 2 Kesinlik* Duyarlilik
Kesinlik + Duyarlilik

(4)

Calismada alt 6rnekleme metodu kullanildigindan,
yani azinlik smifina gore her smiftaki pozitif ve
negatiflerden rastgele 6rnek alindigindan degerlendirme
metriklerinin hesaplamasi on kere tekrarlanmis ve her
bir metrigin aritmetik ortalamasi alinmistir. Sonuglar
Tablo 3’te verilmektedir.

Tablo 3. Her sinif i¢in degerlendirme metrikleri ortalamalart
(Evaluation metrics averages for each grade)

Kalite Dogruluk  Kesinlik  Duyarlilik Fl

Boyutlari Puani
KY 0,8807 0,8867 0,8743 0,8800
KsizY 0,8673 0,9514 0,7743 0,8533
KS 0,7609 0,6986 0,9188 0,7936
KsizS 0,8332 0,9030 0,7475 0,8175
GA 0,8262 0,8297 0,8228 0,8256
KA 0,7604 0,8613 0,6238 0,7229
DF 0,7490 0,7643 0,7218 0,7415
YF 0,8312 0,9519 0,6980 0,8051

Tablo 3’ten goriildiigii lizere, modelin performansi
her sinifa gore degisiklik gostermekte, degerlendirme
sonucu miikemmel olmasa da iyi bir performans elde
edildigi soylenebilmektedir. Buna gore dogruluk, tim
smiflar igin genelde %75 ile %88 arasinda degigmekte,
cogu sinifta %80’in iistiinde deger almaktadir. Kesinlik,
ozellikle KsizY ve YF siniflarinda oldukga yiiksektir ve
bu da modelin bu siniflar igin tahmin ettigi pozitif
orneklerin ¢ogunlukla dogru oldugunu gostermektedir.
KS sinifinda %70 ile en disik kesinlik degeri
gozlenmistir. Bu da modelin pozitif tahminlerinin bir
kisminin hatali oldugunun isaretidir. Duyarlilikta KS
%91 ile en yliksek seviyededir. Bu, modelin bu siniftaki
gercek pozitifleri iyi bir sekilde yakaladigim
gostermektedir. Ancak, KA ve YF smiflarinda
duyarlilik degerleri sirasiyla %62 ve %70 olarak
hesaplanmistir. Bu da modelin bu siniflarda daha fazla
hatali negatif tahmin yaptigini isaret eder. F1 puani
incelendiginde en yiiksek F1 puani KY sinifinda (%88)
elde edilmis, en diisiik F1 puani ise KA sinifinda (%72)
gbzlemlenmistir.

4. Bulgular (Findings)

Calismada, 89 balik restorana yapilan miisteri
yorumlart kullanilmistir. En fazla yorum alan restoranin
yorum sayist 609, en diisiik ise 8’dir. Restoran basina
ortalama yorum sayisi ise 171,97°dir.

Miisteri memnuniyetini etkileyen farkli boyutlarin
karsilagtirilarak, restoranlarin giiclii ve zayif yonlerinin
belirlenmesi ve bu alanlara yonelik iyilestirmeler
yapilmasi restoranlar i¢in kritik Oonem tagimaktadir.
Bunun yaninda, yorumlarin farkli kategorilerdeki pozitif
ve negatif duygu dagilimlarinin zaman igindeki
degisimlerinin incelenmesi, restoranlarin  miisteri
memnuniyeti egilimlerini anlamalarina ve bu dogrultuda
gelecek igin stratejik kararlar almalarina olanak
tanimaktadir. Ayrica, miisteri yorumlar1 iginde farkli
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dillerde yapilan yorumlar da bulunmaktadir. izmir’in
turistik bir yer olmasi ve balik restoranlar ile ilgili inii
g6z oniinde bulunduruldugunda, yabanci miisterilerin
algilarinin da arastirilmasi 6nem tasimaktadir.

Buna yonelik olarak, basta 2013-2023 yillar
arasinda Izmir genelindeki balik restoranlar1 igin
miisterilerin memnuniyetini etkileyen en Onemli
boyutlar arastirilmistir. Sekil 5’ten de goriilecegi iizere
89 restoran i¢in en ¢ok KS iizerine yorum yapilmistir.
En az yorum ise KsizY fizerinedir. Ayrica, misteriler
cogunlukla servis boyutu (KS + KsizS) {izerine yorum
yapmislar ve en az yorumlanan ise fiyat boyutudur (DF
+ YF). Ayrica, olumlu yorumlar olumsuz yorumlara
gore ¢cok daha fazla sayidadir.

Tiim yorumlarin %20’1lik kismini kapsayan en ¢ok
yorum yapilan ilk alti restoran se¢ilmis ve yillara gore

miigteri yorumlarindaki degisim incelenmistir (Sekil 6).
Veriler en son Mart 2023’te alindigindan ve 2023
yilinda ¢ok az veri oldugundan bu yila ait veriler
incelemeye dahil edilmemistir. Her y1l i¢in farkli yorum
sayilar1  bulundugundan, bu degerler o yilda
kategorilerde ka¢ yorum bulunuyorsa toplam yorum
sayisina gore ylizde olarak hesaplanmistir. Bu analiz
sayesinde zamansal olarak restoran isletmelerinin kalite

boyutlarinda olumlu veya olumsuz degisimler
gozlenebilmekte, bodylece restoranlarin hangi kalite
boyutunda iyilestirme yapmalari gerektigi
belirlenebilmektedir. ~ Ayrica, rakip  restoranlar

kargilagtirilarak, birbirlerine yonelik eksi veya arti
yonler gosterilebilmektedir.
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Sekil 5. Izmir balik restoranlari kalite boyutu smiflar1 dagilimlari (Distribution of quality dimension classes of izmir fish restaurants)
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Ornegin, BHO kodlu restoran incelendiginde her yil
GA ilizerine yapilan pozitif yorum sayis1 azalmis, ayni
sekilde, KA boyutuna yonelik pozitif yorum sayist
artmigtir. Bu durum, restoranin ambiyansa yonelik
iyilestirme yapmasi gerektigini gdstermektedir. Ayni
zamanda, GA ve KA smiflar1 arasindaki artis ve
azalistaki denge de g6z Oniine serilmektedir. Bu durum,
ornek verilen diger restoranlarin cogunda da farkli
boyutlarda gozlenmektedir. XPY ve ZVY restoranlari
incelendiginde, ikisinde de DF’a yo6nelik pozitif olarak
pek bir degisim olmadig1 goriiliirken, YF’da 6zellikle
2021 yilindan sonra az da olsa kiiciik bir artis
gozlenmektedir. Bu da bu iki restoranin nispeten
fiyatlandirma  stratejilerini  dogru  uyguladiklarini
aciklamaktadir. AHV restoraninda 2021-2022 yillar
arasinda KS’de gozle goriiliir bir iyilesme oldugu
goriilmektedir. Bu da restoran agisindan misteri
memnuniyetini arttirict bir 6zelliktir. Rakip restoranlar
karsilastirildiginda  6rnegin, XPY 2021°den sonra
rakiplerine gore Ozellikle GA smifinda miisterilerden
gelen pozitif yorumlar neticesinde daha bagarili
goriiliirken, diger restoranlar bu sinifta pek de bir basari
gosterememistir. Buna yonelik olarak da restoranlarin
iyilestirme yapmalar1 gerekmektedir.

Calismada ayrica Tiirkge haricindeki dillerde
yapilan yorumlar da incelenmistir. 15305 yorum ig¢in
yabanct dilde yapilan yorum sayist yaklasik %11°lik
paya sahiptir. Miisteri yorumlarindaki Tiirk¢e harici
dillerin tespiti i¢in Google Sheets’de yer alan
DETECTLANGUAGE() fonksiyonu kullanilmistir.
Sekil 7°de Izmir’deki tiim restoranlar igin Tiirkce ve
yabanci dilde yapilan yorumlar kalite boyutlarina gore
karsilagtirilmistir.  31.287 Tiirkge pozitif ve 4137
yabanct  dil  pozitif olan veriler yiizdelige
dontstirilmiistiir.
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Sekil 7. Izmir’deki balik restoranlarina yapilan yorumlarin
siiflar ve dillere gore karsilagtiritlmasi (Comparison of
comments on fish restaurants in {zmir by classes and languages)

Sekil 7°den goriildigii tizere, KY ve KS siniflarinda
yabanct dilde yazan miisteriler bu siniflarda Tiirkce
yazanlara gore daha fazla oranda pozitif yonde
goriiglerini belirtmislerdir. Tiirkge yorumda
bulunanlarda ise GA sinifi 6ne ¢ikmaktadir.

En ¢ok yabanci dilde yorumun yapildig ilk g
restoran incelendiginde, KS ve GA smiflar1 hakkinda
Tiirkge yorumlar, yabanci dildeki yorumlardan oranca
daha fazladir (Sekil 8). VUK ve FSH restoranlarinda KY

smifi Tirk¢e yorum yapanlarda daha yiiksek orandadir.
Yabanci dilde yorum yapan miisteriler GA’a pek 6nem
vermezken, Tiirk¢e yorum yapan miisterilerde bu oran
daha yiiksektir. Fiyatlandirma incelendiginde ise IDR ve
VUK restoranlarinda yabanci dilde yazan miisteriler
Tiirk¢e yazan miisterilere gore DF sinifi iizerine pozitif
yorumlarda bulunmasinin yaninda, her ii¢ restoranda da
fiyatlarin yiiksekliginden bahsedilmektedir.
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Sekil 8. En ¢ok yabanci dilde yorum yapilan {i¢ restorana ait
miisteri yorumlarinin Tiirk¢e yorumlarla karsilastirilmasi
(Comparison of customer reviews of the three restaurants with the
most foreign language reviews with Turkish reviews)

5. Sonuclar ve Tartismalar (Conclusions and
Discussions)

Bu makalede, Izmir'deki balik restoranlarina ait
miigteri yorumlar1 izerinde sifir-atig metin siniflandirma
yontemi kullanilarak hedef tabanli duygu analizi
gerceklestirilmigtir. Caligmada kullanilan yontem ile
restoranlarin yemek kalitesi, servis kalitesi, fiziksel
cevre ve adil fiyat kalite boyutlarinda giicli ve zayif
yonleri belirlenebilmektedir.

Calismada kullanilan yontem, g¢esitli agilardan
onemli avantajlar sunmaktadir. ilk olarak, sifir-atig
metin siniflandirma yonteminde kullanilan 6nceden
egitilmis dil modelleri, 6zellikle biiyiik veri setlerinin
hizli ve etkin bir bigimde smiflandirilmasini ve
kullanicilarin uzun siiren egitim ve test gibi geleneksel
makine O0grenmesi asamalarini atlamasini
saglamaktadir. Bu durum, ayrica, siirekli artan miisteri
yorumlarini ger¢ek zamanli olarak analiz etme ihtiyact
olan isletmeler i¢in biiyiik faydalar saglayacaktir. fkinci
olarak, gelencksel dogal dil isleme projelerinde
genellikle tek bir dil iizerinde ¢alisilirken, diller
arasindaki farkliliklar ¢ok dilli veri setleri ile ¢alismaya
engel olmakta, c¢aligmada Onerilen yontem ise farkli
dillerdeki metinlerden olusan veri setlerinin dilden
bagimsiz  sekilde analiz  edilmesini  miimkiin
kilmaktadir.  Uglincii  olarak,  sifir-atis  metin
siniflandirma geleneksel hedef tabanli duygu analizine
kiyasla oOnemli bir avantaj saglamaktadir. Ciinkii,
geleneksel yontem, iki safhada gergeklestirilmektedir.
Yani, bagta konular belirlenmekte (6rnegin konu
modelleme) ve daha sonra belirlenen konular {izerine
duygu analizi gergeklestirilmektedir.  Calismada
Onerilen yontem, bu adimlan birlestirerek tek seferde
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verilen konu tizerinden duyguyu belirlemekte, boylece,
adimlar basitleserek analiz siiresi kisalmaktadir.

Modelin performansinin degerlendirilmesi
asamasinda, veri setindeki farkli kalite boyutlar igin
pozitif ve negatif Ornek sayisindaki dengesizlik,
performans degerlendirmesinde zorluk yaratmigtir. Bu
durumu azaltmak igin alt Ornekleme yoOntemi
kullanilmis, baz1 bilgilerin kaybolmasi1 dezavantajini en
aza indirmek i¢in azinliklik smift sayisina gore
ornekleme tekrarlanmig ve ¢ikan sonuglarin aritmetik
ortalamasi alinmistir.

Degerlendirme metrikleri incelendiginde, modelin
farkli smiflarda degisken bir performans sergiledigi
gozlemlenmektedir. Dogruluk incelendiginde, tiim
siniflarda %75 ve tizerinde ¢ikmustir. Bu durum,
modelin ¢ogu durumda dogru tahminler yaptigini ve
giivenilir oldugunun gostergesidir. KY, KsizY, KsizS,
GA ve YF smiflarinda %80 ve tizerindeki F1 puanlarn
modelin bu smiflarda giivenilir bir sekilde calistigini
gostermektedir. Bununla birlikte, KS, KA ve DF
smiflarinda F1 puanlart (sirasiyla, 0,79, 0,72 ve 0,74)
modelin bu siniflardaki performansinda dengesizlikler
olabilecegini isaret etmektedir. Ozellikle KS sinifinda
yiksek duyarliliga (0,92) ragmen nispeten diisiik
kesinlik (0,70), bu sinifta hatali pozitif oraninin varligim
gostermektedir. Benzer sekilde, KA smifinda yiiksek
kesinlik (0,86) ancak diisiik duyarlilik (0,62), modelin
dogru pozitifleri belirlemede zorluk yasadigini ortaya
koymaktadir. Fakat diger smiflardaki performans,
modelin etkili tahminler yapma kapasitesini agikca
gozler oniine sermektedir.

Hatalarin sebeplerinin birgok nedene bagl oldugu
diisiiniilmektedir. Ornegin model, “Cok nezih ve bahig
lezzetli bir restoran. Fiyatlar biraz yiiksek.” veya “Yeri
¢ok merkezi. Yiyecekler ve mezeler c¢ok lezzetli.”
yorumlarinda KS’den bahsedilmemesine ragmen esik
degerinin istiinde bir puanit KS sinifina vermistir. Bu tiir
hatalar kesinlik puaninin KS sinifinda diisiik ¢ikmasina
yol agmigtir. Aymi sekilde, KA smifinda, 6rnegin, “El
degistirmig ve gayet bozmus...” veya “Mezgit sis enfes.”
yorumlarinda model KA’ya yiiksek puan vermistir.
Yukarida bahsedilen bu tiir hatalarin sebebinin restoran
hakkinda yapilan bazi yorumlarin genel bir
degerlendirme oldugundan kaynaklandigi ve bdylece
modelin yanlis yorumladigi kanisina varilmistir.
Bununla birlikte, her ne kadar veri 6n isleme asamasinda
ii¢ kelimenin altindaki yorumlar veri setinden ¢ikarilmis
olsa da yukarida Ornegi verilen nispeten kisa
climlelerden Otiirli, modelin hatalar yapmis oldugu
olasidir. Ornegin, “Yemek kalitesi iyiydi, fiyatlarda bu
kalite i¢in ¢ok pahali degil. Fakat restorandaki yaklagim
maalesef iyi degildi. Mekdn genel anlamda bos oldugu
halde talep ettigimiz masay: bize vermediler, egsimle beni
israrla kuytu kése bir yere oturttular. 600 TL’lik bir
hesaptan sonra meyve ikram edilmesi usuldendir,
yapamayacaklarmm séylediler, zorunda degiller tabi.
Ama ¢ay ikram ettiler.” yorumu gayet basarili bir sekilde
siiflandirilmastir.

Bu calismada kullanilan yontem, yoneticilerin karar
alma siireglerinde restoranlarin giiglii ve zayif yonlerini
hizli ve etkin bir bi¢imde belirlemelerine yardimci
olacak ve hizmet kalitesini artirmak i¢in gerekli
iyilestirme alanlarini tespit etmelerini saglayacaktir. Bu
sayede yoneticiler, stratejik kararlar alabilecek ve
operasyonel iyilestirme siireclerini baglatabileceklerdir.
Ornegin, yemek kalitesinin iyi oldugu, ancak servis
kalitesinin veya fiyatlandirmanin olumsuz geri bildirim
aldig1 tespit edildiginde, bu bilgi, yoneticilerin ilgili
alanlara yonelik iyilestirme ve yatirnmlar yapma karari
almasina olanak saglayacaktir.

Calismada oOnerilen yontem, yoneticilerin, farkli
miisteri gruplarmin restoran hizmetleri konusundaki
ihtiyag¢ ve beklentilerini, bunlarin ne 0dlglide
karsilandigini daha iyi degerlendirmelerini
saglayacaktir. Ornegin, yabanci miisterilerin belirli bir
boyuta verdikleri 6nem, Tirk miisteriler i¢in farkl
olabilmektedir. Bu bilgiler, miisteri segmentasyonuna
gore Ozellestirilmis hizmet sunum stratejilerinin
gelistirilmesine yardimec1 olacaktir.

Gelecekteki calismalar icin model performansinin
daha etkin bir sekilde degerlendirilmesinin 6nemli
oldugu diisiiniilmektedir. Ornegin, KY boyutunda 1005
olan pozitif yorum sayisi, alt 6rnekleme yontemiyle KA
boyutundaki pozitif yorum sayisina, yani 101’e
diistiriilmiigtiir. Rastgele on kez Ornek alinarak alt
ornekleme uygulanip sonuglarin aritmetik ortalamasi
alinsa da azinlik smiflarmm temsil edilebilirligini
artirmak ve modelin diisiik sayiya sahip siniflarda daha
tutarli performans gdstermesini saglamak igin bu
siiflarin veri sayisinin artirilmasi gerekmektedir. Bu
amagcla, sentetik veri liretim yontemleri kullanilabilirligi
olasidir. Ayrica, ¢alismada kullanilan dnceden egitilmis
dil modeli yerine farkli modellerin denenmesiyle
hatalarin ~ azaltilmasi1 ve model performansinin
iyilestirilmesi de mumkiindiir. Buna ek olarak, veri
setine Ozgii bir ince ayar yapilmasiyla modelin hedef
boyutlar lizerindeki duyarliligini ve genel performansin
artirabilecegi ongoriilmektedir.

Ileriki ¢aligmalarda, kullanilan ydntemin GPT gibi
yeni nesil doniistiirici  tabanli  modeller ile
kargilagtirilmasi hedeflenmektedir. Bu sayede, karmagik
dil yapilarinin islenmesi konusunda yeni acilimlar
saglanacaktir. Ayrica, metinlerdeki duygu
yogunlugunun oSl¢lilmesi (6rnegin, miisterinin bir seyi
cok, az veya orta seviye sevmesi), miisteri taleplerinin
ve beklentilerinin daha derinlemesine anlasilmasini
saglayacaktir. Bu sayede, miisterilerin belirli bir hizmet
veya Tlriine dair farkli unsurlara yonelik duygu
yogunluklar1 arasindaki farklar net bir sekilde ortaya
konabilecektir.
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