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Öz 

Yumurta, besleyici özelliği ve ekonomik açıdan düşük maliyete sahip olması nedeni ile dünyada yaygın 
bir şekilde tüketilmektedir. Bununla birlikte yumurta ağırlığının hassas bir şekilde ölçülmesi ve buna 
göre ağırlık sınıfının doğru olarak belirlenmesi önemli bir aşamadır. Sunulan bu çalışmada, yumurta 

görüntüleri kullanılarak YSA tabanlı ağırlık tahmini yapılmış ve bu sonuçlara göre yumurta sınıflandırma 
işlemi gerçekleştirilmiştir. Çalışmada öncelikle S, M, L ve XL sınıflarında olmak üzere 4 farklı 
paketlenmiş 120 adet yumurtanın ağırlıkları hassas terazi ile tartılmıştır. Ardından ikinci aşamada, ilgili 
yumurtalara ait 120 adet yumurta veri seti, saatin tersi yönünde 30⁰, 100⁰ ve 200⁰ döndürülerek toplam 
480 adet yumurta görüntüsüne sahip daha geniş bir veri seti oluşturulmuştur. YSA tabanlı tahmin 
işleminin gerçekleştirilebilmesi amacı ile ilgili veri setine ait 336 yumurta görüntüsü eğitim, 72 adet 
yumurta görüntüsü doğrulama ve 72 adet yumurta görüntüsü test için üç bölüme ayrılmıştır.  Çalışmadan 
elde edilen sonuçlara göre, YSA-tabanlı tahmin sistemi YSA-tabanlı ağırlık tahmin sistemine ait eğitim 

sonucu %98.2, doğrulama (validation) sonucu %98.1 ve test işleminden %97.9 oranında başarı 
sağlanmıştır. Sunulan bu çalışma ile, tasarımı yapılan ileri beslemeli YSA yapısının yumurta ağırlığına 
göre sınıflandırma uygulamalarında başarılı bir şekilde kullanılabileceği gösterilmiştir. 

 

Artificial Neural Networks Based Egg Weight and Classification 
Estimation 

Keywords 

Egg Weight; Weight 
estimation; Artificial 

neural networks; Egg 
weight estimation. 

Abstract 

Eggs have consumed both nutritional properties and lower prices all over the world. Thus, precise 

measurement of egg weight and accurate weight class determination is an important stage. In this study, 

ANN-based weight estimation has been performed using egg images, after egg classification has been 

performed according to these results. With this study, the weights of 120 eggs packed in 4 different 

packages as S, M, L, and XL classes have been weighed with an assay balance. In the second section, a 

huge 480 egg images dataset have been generated with applying 30°, 100°, and 200° counterclockwise 

image rotations to related 120 egg images. In order to perform ANN-based prediction,  the dataset have 

been divided into three parts to 336 egg images for training, 72 egg images for validation and 72 egg 

images for testing. According to the results obtained from the study, the ANN-based weight estimation 

system achieved 98.2% success in training, 98.1% success in validation and 97.9% success in testing. In 

this study, it has been shown the study that the feed-forward ANN structure designed can be successfully 

used in egg weight classification applications. 
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1. Giriş 

Son yıllarda yoğun çalışma alanlarından birisi olan 

yapay zekâ, genel olarak derin öğrenme (Türkoğlu 

2021), bulanık mantık (fuzzy logic) (Karatas vd. 

2020), makine öğrenmesi (Jiang vd. 2024), doğal dil 

işleme (Tanguy vd. 2015), genetik algoritma (Zorlu 

ve Sunca 2017) ve yapay sinir ağları (YSA-Artificial 

Neural Network) (Koyuncu vd. 2019) olmak üzere 

farklı alt dallara ayrılmaktadır. Bu alanlardan birisi 

olan YSA, sinyal ve görüntü işleme (Abbaspour-

Gilandeh vd. 2020), robotik (Du 2011), 

optimizasyon (Lin ve Tsai 2008), medikal (Avci 

2014) ve kontrol (Fei ve Ding 2012) olmak üzere 

birçok uygulamada kullanılmaktadır. Genel olarak 

görüntü işleme, bölütleme (Tombul vd. 2018), 

eşikleme (Demirci vd. 2019), morfolojik işlemler 

(Yıldız vd. 2018), kenar bulma (Yiğitbaşı 2014), köşe 

bulma algoritmaları (Tasdemir vd. 2020) ve 

filtreleme (Altuntaş vd. 2011) vb. süreçleri 

içermektedir. Bu işlemler kriptoloji (Barakat vd. 

2014), yer bilimleri (Lu vd. 2013), sağlık (Prakash 

vd. 2014, Hao vd. 2014), ölçme-enstrümantasyon 

(Rana vd. 2014, Li vd. 2014), kontrol (Xiao vd. 2015) 

ve gıda (Türkoğlu 2021) gibi pek çok alanda 

kullanılmaktadır. Olumsuz fiziksel şartlardan çok 

fazla etkilenmeme, düşük maliyetli olma ve yüksek 

başarım nedeni ile görüntü işleme tabanlı 

uygulamalar gıda endüstrisinde önemli bir yer teşkil 

eden yumurta sektöründe çok sık tercih 

edilmektedir. Dünya nüfusunun artması, unlu 

mamuller ve işlenmiş gıdalar gibi çok farklı 

sektörlerde geniş bir alanda kullanılması nedeni ile 

yumurta tüketim oranı gün geçtikçe artmaktadır. 

Ayrıca Türkiye 2022 yılında Dünya’nın en büyük 4. 

yumurta ihracatçısı olarak sektörde önemli bir 

oyuncu konumundadır (Bahtiyar vd. 2023). 

Yumurta, insanların faydalanması için yaratılmış çok 

önemli bir besin kaynağıdır. Yumurta, besleyici 

özelliği ile uygun fiyatlı olması bakımından dünya 

çapında ve ülkemizde yaygın şekilde 

tüketilmektedir. Her geçen gün artan bu tüketim 

gereksinimi tavuk çiftliklerinde yumurtaların 

toplanması, kusurlu (kırık, çatlak vb.) olanların 

sağlamlardan ayrılması, ağırlık sınıflandırılması ve 

paketleme gibi işlemler için otomasyon tabanlı 

sistemlere geçişi hızlandırmıştır (Balcı vd. 2021). 

Tavuk çiftliklerinde ağırlık sınıfına uygun olarak 

paketlenen yumurtalar son aşamada tüketiciye 

sunulmaktadır. Bu noktada rekabet, maliyet, pazara 

çıkış hızı ve müşteri memnuniyeti için ağırlığının 

hassas ve hızlı bir şekilde ölçülüp ağırlık sınıfının 

doğru olarak belirlenmesi gerekmektedir. Yapılan 

araştırmalarda yumurta ağırlık sınıfına, geleneksel 

tüketiciler tarafından dikkat edildiği 

gözlemlenmiştir (Şalvarcı ve Ayten 2019). 

Günümüzde yumurta üzerine yapılan çalışmalar 

genel olarak yumurtaya ait çatlak, kırık, kirli, kanlı 

ve ağırlık tespiti gibi farklı alanlara ayrılmaktadır 

(Türkoğlu 2021). Literatürde yumurta ağırlıklarının 

tespit edilebilmesi konusu ve alanı üzerine yapılmış 

oldukça fazla çalışmaya rastlanılmıştır. Bu 

çalışmalar doğrudan ölçüm ve belirli parametrelere 

göre tahmin olmak üzere iki bölüme ayrılmaktadır. 

Sunulan çalışma tahmine dayalı bir yumurta ağırlık 

ölçüm sistemi olduğundan dolayı literatür 

bölümünde genel olarak bu çalışmalara yer 

verilmiştir. Regresyon analizi, görüntü işleme 

teknikleri, makine görüsü ve YSA, yumurta 

ağırlığının tespiti için kullanılan tahmin-tabanlı 

alanlara örnek olarak verilebilir. Dangphonthong ve 

arkadaşları tarafından yapılan çalışmada, görüntü 

işleme yöntemleri kullanılarak yumurta boyutları 

belirlenmiş ve bu değerlere göre yumurta 

ağırlığının tespiti gerçekleştirilmiştir. Sunulan 

çalışmada, önerilen yöntemin doğruluğu %97.67 

olarak belirtilmiştir (Dangphonthong vd. 2016). Arı 

ve Berberler tarafından yapılan diğer bir çalışmada, 

yapay sinir ağlarında yaygın olarak kullanılan geri 

yayılım algoritması ile yumurta ağırlık ve 

sınıflandırma işlemi gerçekleştirilmiştir. İlgili 

çalışmada, rastgele ağırlıklarla eğitilip test seti ile 

test edilen sınıflandırma örnekleri için %93.02 ve 

eğitim seti ile test edilen sınıflandırma örneklerinde 

ise %96.02 başarı elde edilmiştir (Arı ve Berberler 

2017). Alikhanov ve arkadaşları tarafından yapılan 

regresyon analizi tabanlı yumurta ağırlıklarının 

ölçülmesi çalışmasında, Matlab kullanılarak 

görüntü işleme yöntemleri ile yumurtanın çevresel 

uzunluğu ve hacmi gibi öznitelik vektörleri ile ağırlık 

tahmini yapılmıştır. Yapılan çalışma sonucunda 

önerilen yöntemin başarı oranı %94.39 olarak 

sunulmuştur (Alikhanov vd. 2015). Raoufat ve 

arkadaşları tarafından yapılan YSA-tabanlı 



Artificial Neural Networks Based Egg Weight and Classification Estimation, Tasdemir et al. 

85 

 

çalışmada, görüntü işleme kullanılarak yumurta 

ağırlıkları tahmin edilmiştir. Yumurta ağırlıklarının 

tespiti için 9 farklı Multi Layer Perceptron ağ yapısı 

kullanılmıştır. Çalışmada YSA-tabanlı yumurta 

ağırlık tahmini sisteminin başarısı %96 olarak elde 

edilmiştir (Raoufat ve Asadi 2010). Çanga ve 

arkadaşları yaptıkları çalışmada, yumurta ağırlığı 

tahmini için MARS (Multivariate Adaptive 

Regression Splines) yöntemini kullanmışlardır. 

Çalışmada Lohmann LSL Classic beyaz hibrit sürü 

tavuk cinsine ait 60 adet yumurta örnek alınmıştır. 

Ağırlık tahmini R Studio programında MARS 

algoritması kullanılarak yapılmıştır. Sonuçta, 

geliştirilen MARS tabanlı model ile daha kolay ve 

daha yüksek doğrulukta yumurta ağırlık tahmini 

yapılabileceğini ifade etmişlerdir (Çanga vd. 2021). 

Asadi ve arkadaşları çalışmalarında yumurta ağırlık 

tahmini için makine görüsü tabanlı bir sistem 

geliştirmişlerdir. Çalışmada yumurtaları 

yerleştirmek için ayna ile donatılmış bir tutucu 

çerçeve kullanılmıştır. Böylece her yumurtadan iki 

görüntü elde edilebilmektedir. Ardından bu 

görüntüler Matlab ortamında işlenmektedir. Her 

yumurta görüntüsünden çevre, ön yüzey, 

minimum, maksimum ve etkili çap gibi yumurta 

özelliklerini çıkarmak için altı algoritma 

geliştirilmiştir. Sonuçta makine görüsü tabanlı 

sistemden yaklaşık %95 doğruluk elde edilmiştir 

(Asadi vd. 2012). 

Sunulan bu çalışmada literatürde yapılmış 

yukarıdaki çalışmalardan farklı olarak, çok katmanlı 

ileri beslemeli bir YSA yapısı ile yumurta görüntüleri 

kullanılarak ağırlık tahmini yapılmıştır. Yapılan 

çalışmada, yumurtaların piksel boyutlarındaki 

değişimler hacimle doğru orantılanmış ve bu 

değerler yapay sinir ağlarında eğitilerek yumurta 

ağırlık ve sınıflandırma işlemi gerçekleştirilmiştir. 

Bu tasarım ile literatürdeki YSA-tabanlı yumurta 

ağırlık tahmini yapılarına göre başarım oranı daha 

yüksek sonuçlar elde edilmiştir. Çalışmanın ikinci 

bölümünde, yapay sinir ağları ile ilgili genel bilgiler 

verilmiştir. Üçüncü bölümde, YSA tabanlı yumurta 

ağırlık tahmini sistemi tanıtılmıştır. Son bölümde 

ise YSA-tabanlı yumurta ağırlık tahmini sisteminden 

elde edilen sonuçlar yorumlanmıştır.  

 

2. Yapay Sinir Ağları 

Günlük hayatımızda yoğun şekilde uygulama sahası 
bulunan YSA’lar yapay zekânın alt çalışma 
alanlarından birisidir. YSA, insan beyninde mevcut 
olan öğrenme, karar verme, tahmin etme ve 
sınıflandırma gibi yetenekler referans alınıp 
geliştirilmiş bir yapay zekâ çalışma alanıdır. Bu 
özellikleri sayesinde YSA, optimizasyon, tıp, kontrol, 
hata tespiti, sinyal ve görüntü işleme, güvenli 
haberleşme, uzay teknolojisi, tahmin, karar verme, 
sınıflandırma ve kaos uygulamaları olmak üzere çok 
farklı alanlarda kullanılmaktadır. Şekil 1’de YSA 
nöron modeli verilmiştir. Bir YSA nöronunda çıkış 
bilgisinin üretilmesi denklem (1) ve denklem (2) 
kullanılarak ifade edilmiştir. Transfer fonksiyonu 
nöron çıkışındaki değeri doğrudan etkilemektedir 
(Akçay vd. 2022). Aktivasyon fonksiyonları doğrusal 
ve doğrusal olmayan biçimlerde yaygın olarak 
kullanılmaktadır. Doğrusal olan aktivasyon 
fonksiyonlarına PosLin, PureLin, HardLim, 
HardLims, SatLin, SatLins fonksiyonları ve doğrusal 
olmayan aktivasyon fonksiyonlarına LogSig, TanSig 
ve RadBas fonksiyonlarını örnek olarak 
verilebilmektedir (Akçay vd. 2020). LogSig, TanSig 
ve RadBas fonksiyonları karmaşık problem 
çözümlerinde oldukça başarılı olarak sıklıkla tercih 
edilmektedir (Tuna 2020). 
 

 

Şekil 1. YSA nöron modeli. 
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Çok katmanlı ileri beslemeli bir YSA yapısı giriş 

katmanı (input layer), gizli katman(lar) (hidden 

layer) ve çıkış katmanından (output layer) 

oluşmaktadır. YSA yapısında önemli bir bölüm olan 

gizli katman sayısı ile bu katmandaki nöron sayısı 

gerçekleştirilen uygulamaya göre değişiklik 

göstermektedir (Ersoy ve Karal 2012). YSA yapıları 
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genel olarak tek katmanlı ileri beslemeli, çok 

katmanlı ileri beslemeli ve geri beslemeli olarak üç 

temel sınıfta incelenebilmektedir (Vaidyanathan vd. 

2020). Şekil 2’de örnek çok katmanlı ileri beslemeli 

bir YSA yapısı gösterilmiştir. 

 

 
 
Şekil 2. Çok katmanlı ileri beslemeli bir YSA yapısı. 

 

3. YSA-Tabanlı Yumurta Ağırlık Tahmini Sistemi 

Çalışmanın bu bölümünde yumurta görüntüleri 
kullanılarak YSA-tabanlı yumurta ağırlıklarının tespit 
edilmesi için görüntü işleme yöntemleri ve YSA 
yapısı anlatılmıştır. Sunulan bu çalışmada, 3 ayrı 
yumurta markasının 4 farklı S, M, L ve XL sınıfı ile 
paketlemiş oldukları ürünleri incelenmiştir. 
Çalışmada kullanılan yumurtalara ait sınıflandırma 
işlemi için 2014 yılında Resmî Gazete’de yayınlanan 
Gıda, Tarım ve Hayvancılık Bakanlığı, Türk Gıda 
Kodeksi Yumurta Tebliğine göre aşağıda verilen A 
sınıfı yumurtaların ağırlık sınıfları Tablosu dikkate 
alınmıştır [Resmî Gazete, 2014]. 
 
Tablo 1. A Sınıfı Yumurtanın Ağırlık Sınıfları 

Ağırlık Sınıfı Sınıf Sembolü Ağırlık (g) 

Çok Büyük XL XL ≥ 73 

Büyük L 73 > L ≥ 63 

Orta M 63 > M ≥ 53 

Küçük S S < 53 

 
 Bu amaç ile S sınıfından örnek 30 yumurta, M 
sınıfından örnek 30 yumurta, L sınıfından örnek 30 
yumurta ve XL sınıfından örnek 30 yumurta alınmış 
ve çalışmada toplamda 120 yumurta kullanılmıştır. 
Çalışmanın ilk aşamasında, veri setinin 

oluşturulabilmesi için kullanılacak tüm yumurtalar 
hassas dijital terazi ile tartılmış ve bu değerler 
kaydedilmiştir. Yumurta ağırlıklarının ölçülmesi 
işlemi için platform tipi exproof yük hücresi (load-
cell) içeren OIML (International Organization of 
Legal Metrology) standardına sahip sınıf 3 
(minimum doğrulama ölçek aralıkları (minimum 
verification scale intervals) 1 g) seviyesinde Baykon 
marka terazi kullanılmıştır. Ölçülen değerler 6 adet 
7 parçalı göstergeye (seven segment display) sahip 
Baykon marka BX11 An modeli üzerinde 
gözlemlenmiştir. Ayrıca tartılan her yumurtanın, 
ışık kaynağına sabitlenmiş kamera aracılığıyla 20 cm 
mesafeden görüntüsü alınmış ve ilgili yumurta 
görüntüleri etiketlenerek kaydedilmiştir. Ardından 
etiketli 120 adet yumurta görüntüsüne saat yönü 
tersine doğru 30⁰, 100⁰ ve 200⁰ görüntü döndürme 
işlemi uygulanmıştır. Böylece S, M, L ve XL 
sınıflarında olmak üzere toplamda 480 farklı 
yumurta görüntüsüne sahip bir veri seti 
oluşturulmuştur. İkinci aşamada, kaydedilen 
görüntü üzerinden beyaz piksel oranı tespit edilmiş 
olup aynı yumurtanın gramajıyla eşleştirilmiştir. 
Diğer bir değişle gerçek hayattaki sayısal değer olan 
gramaj ile sanal görüntü üzerinden tespit edilen 
beyaz piksel değerleri eşlenmiş ve bu bilgiler YSA ile 
eğitilmiştir. Ağırlık tespiti yapabilmek için elde 
edilen görüntüler kamera aracılığıyla kaydedilmiş 
ve bu görüntüler YSA eğitimlerinde kullanılmak 
üzere ağ eğitim seti oluşturulmuştur. Elde edilen 
görüntüler görüntü işleme algoritmaları ile 
matematiksel değerlere dönüştürülmüş ve bu 
matematiksel değerler yapay sinir ağı yardımıyla 
eğitilmiştir. Şekil 3’te YSA-tabanlı ağırlık tahmin 
uygulamasının eğitim aşamasında kullanılan örnek 
bir görüntü verilmiştir. Şekil 4, Şekil 5 ve Şekil 6’da 
sırasıyla saat yönü tersine uygulanan 30⁰, 100⁰ ve 
200⁰ görüntü döndürme işlemi örnek yumurta 
görüntüleri verilmiştir. 
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Şekil 3. YSA-tabanlı ağırlık tahmin uygulamasının eğitim 
aşamasında kullanılan örnek yumurta 
görüntüsü. 

 

 
 

Şekil 4. YSA-tabanlı ağırlık tahmin uygulamasının eğitim 
aşamasında kullanılan saat yönü tersinde 30⁰ 
döndürülmüş örnek yumurta görüntüsü. 

 

 
 

Şekil 5. YSA-tabanlı ağırlık tahmin uygulamasının eğitim 
aşamasında kullanılan saat yönü tersinde 100⁰ 
döndürülmüş örnek yumurta görüntüsü. 

 

 
 

Şekil 6. YSA-tabanlı ağırlık tahmin uygulamasının eğitim 
aşamasında kullanılan saat yönü tersine 200⁰ 
döndürülmüş örnek yumurta görüntüsü. 

 

YSA üzerinde eğitmek için yumurta görüntüleri elde 
edilmiştir. Yumurta rengi için ise beyaz renkli 
olanlar tercih edilmiştir. Beyaz renkte olan 
yumurtaların tespiti kolaylaştırmak için arka plan 
rengi siyah olarak belirlenmiştir. Böylece siyah ve 
beyaz gibi iki zıt renk kullanılarak görüntü işleme 
algoritmaları ile elde edilen sonuçların güvenliği 
sağlanmış olunmaktadır. Elde edilen yumurta 
görüntülerinin yapay sinir ağları tarafından doğru 
ve objektif olarak yorumlanabilmesi için her 
yumurta görselinin aydınlatması için kullanılan ışık 
kaynağı ve kamera aynı tip ve aynı mesafeden 
uygulanarak etkisi her ürün için sabit tutulmuştur. 
 
Kamera ve fotoğraf makinesi gibi araçlar ile temin 
edilen görüntüler genellikle RGB renk uzayına sahip 
olan renkli görüntülerinden oluşmaktadır. Renkli 
görüntüler Kırmızı (R), Yeşil (G) ve Mavi (B) gibi renk 
kanallarının birleşmesiyle dijital halde 
oluşturulmakta ve saklanmaktadır. Her kanal ayrı 
ayrı değerlendirildiğinde gri seviye görüntü olarak 
adlandırılmaktadır. Ancak bu tek kanal değerleri, gri 
formattaki resmi doğru bir şekilde temsil 
etmemektedir. Sonuç olarak tüm renk kanallarının 
kullanılması ile resme ait öznitelikler ifade 
edilebilmektedir. Literatürde RGB görüntüden gri 
seviye görüntüye dönüşüm için çeşitli yöntemler 
önerilmiştir. Aşağıda bu çalışmada gri seviye 
dönüşümü için kullanılan denklem (3) verilmiştir 
(Prasad vd. 2015).  
 
Gri = (0.3 * R) + (0.59 * G) + (0.11 * B) .      (3) 
 

Uygulamalarda hem işlemcideki işlem yükünü hem 
de hafızada kapladığı alanı azaltmak için RGB kanallı 
renkli görüntüler gri seviye görüntüye 
dönüştürülmektedir. Renkli görüntüden gri seviye 
görüntüye dönüşüm sağlamak için RGB kanallarının 
her bir renk kanalının ayrı ayrı gri seviye görüntü 
olarak değerlendirilmesi yerine bu kanalların belirli 
katsayılar ile çarpılıp toplanması, bütün renk 
değerlerinin bulunduğu gri seviye bir görüntü elde 
edilmesini sağlamaktadır. Aşağıda Şekil 7’de Gri 
seviye yumurta görüntüsü verilmiştir. 
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Şekil 7. Gri seviye yumurta görüntüsü. 

 

Görüntü işleme uygulamalarında filtreler nesne 
tespiti, kenar ve köşe tespiti gibi alanlarda çokça 
tercih edilmektedir. Sunulan çalışmada Gaussian 
filtresi, görüntüyü bulanıklaştırmak amacı ile 
kullanılmıştır. Görüntü üzerinde bulunan toz 
partikülleri ışık parlamaları gibi çok küçük, anlamsız 
oluşumlar bulanıklaştırılarak resim üzerindeki 
olumsuz etkileri giderilmektedir. Gaussian filtresi 
görüntü üzerinde piksel değerlerine matrisler 
aracılığıyla etki eden bir filtredir. Gaussian 
filtresinde 3x3, 5x5, 7x7 ve 9x9 gibi maskeler 
kullanılarak filtreleme işlemi yapılabilmektedir. 
Bulanıklığı artırılması için filtrenin boyutunun 
büyütülmesi veya maskenin daha fazla resim 
üzerinde gezdirilmesi gerekmektedir. Sunulan bu 
çalışmada, Gaussian filtresi için 5x5’lik bir maske 
kullanılmıştır. Aşağıda Şekil 8’de gri görüntü üzerine 
uygulanan Gaussian filtresinden elde edilen 
bulanıklaştırılmış yumurta resmi verilmiştir. 
 

 
 

Şekil 8. Gaussian filtresinden elde edilen              
bulanıklaştırılmış yumurta görüntüsü. 

 
Bulanıklaştırma işleminin ardından resmin siyah 
beyaz formata dönüştürülmesi aşamasına 
geçilmiştir. Siyah ve beyaz bir görüntü 
oluşturmanın ana amacı tespit edilecek olan nesne, 
kenar ya da benzer etmenlerin, YSA tarafından 
matematiksel olarak algılanmasının sağlanmasıdır. 
Tespit edilen optimum eşik değeri belirlendikten 
sonra bu eşik değerinin altında kalan piksel 
değerleri siyah (logic veri tipi için 0) renge ve 

üstünde olan değerler ise beyaz (logic veri tipi için 
1) renge sahip olmaktadır. Aşağıda Şekil 9’da 
bulanıklaştırma işleminin ardından siyah beyaz 
formata dönüştürülmüş yumurta resmi verilmiştir. 
  

 
 

Şekil 9. Siyah beyaz formata dönüştürülmüş örnek 
yumurta resmi. 

 
Öncelikle Siyah beyaz görüntü elde görüntünün 
üzerinde arka ve ön planda bulunan nesneler 
ayrıştırılmaktadır. Ön planda bulunan nesneler 
beyaz renkle, beyaz renkteki nesnenin arkasında 
kalan kısımlar ise siyah renkte gösterilmektedir. Bu 
süreçte beyaz renkte oluşan piksel değerleri 
sayılmaktadır. Elde edilen beyaz piksel değerleri ise 
YSA ile eğitilmektedir. YSA-tabanlı ağırlık tahmin 
sistemi, gizli katmanında Tanjant Sigmoid (Tansig) 
aktivasyon fonksiyonu kullanılan 35 nörona sahip 
çok katmanlı 1-35-1 ileri beslemeli ağ yapısı 
kullanılmıştır. Şekil 10’da YSA-tabanlı tahmin 
sistemi yapısı verilmiştir. 
 

 
 

Şekil 10. Çok katmanlı ileri beslemeli YSA-tabanlı ağırlık 
tahmin sistemi yapısı. 

 
 

4. YSA-Tabanlı Ağırlık Tahmini Sistemi Sonuçları 

Çalışmanın bu bölümünde yumurta görüntüleri 
kullanılarak tasarımı yapılan YSA-tabanlı ağırlık 
sistemi için gerçekleştirilen eğitim ve test 
işlemlerine ait sonuçlar verilecektir. Tasarımı 
yapılan YSA-tabanlı ağırlık sisteminde, eğitim 
aşamasında, eğitim algoritması olarak Levenberg-
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Marquardt algoritması kullanılmıştır. Yumurta 
görüntü veri setinin %70’i (336 adet) eğitim,  %15’i 
(72 adet) validasyon işlemi için ayrılmıştır. Yumurta 
görüntü veri setinin %15’si (72 adet) ise test amaçlı 
kullanılmıştır. Şekil 11’de YSA-tabanlı ağırlık tahmin 
sistemi için gerçekleştirilen eğitim ve validasyon 
işlemine ait performans sonuçları verilmiştir. YSA-
tabanlı ağırlık tahmin sistemine ait eğitim sonucu 
%98.2 ve validasyon sonucu %98.1 olarak elde 
edilmiştir. 
 

 
 
Şekil 11. YSA-tabanlı yumurta ağırlık tahmin sisteminin 

eğitim ve validasyon performansı. 

 
YSA-tabanlı ağırlık tahmin sistemine ait eğitim 
aşamasından sonra test aşamasına geçilmiştir. Bu 
aşamada, 72 adet yumurta test verileri ağa 
yüklenmiş ve sonuçta yaklaşık olarak %97.9 
oranında bir başarı elde edilmiştir. YSA-Tabanlı 
yumurta ağırlık tahmini sistemine ait test sonuçları 
Şekil 12’de sunulmuştur. 
 

 
 
Şekil 12. YSA-tabanlı yumurta ağırlık tahmin sisteminin 

test performansı. 

 

Yumurta ağırlıklarının tahmini için literatürde yapılmış 
bazı çalışmalar ve bu çalışmalardan elde edilen sonuçlar 
Tablo 2’de sunulmuştur. 
 
Tablo 2. Yumurta ağırlıklarının tahmini için literatürde 

yapılmış bazı çalışmalar ve sonuçları 

Çalışma Alan Yöntem 
Başarı 

Oranı % 

Alikhanov vd. 
Regresyon 

Analizi 

Öznitelik 

vektörleri 
94.39 

Dangphonthong vd. 
Görüntü 

işleme 
Boyut tespiti 97.67 

Raoufat vd. YSA-MLP 
Özellik 

çıkartımı 
96 

Çanga vd. MARS 
İç dış kalite 

özellikleri 
- 

Asadi vd. 
Makine 

Görüsü 

Yumurta 

özellikleri 
95 

Arı vd. YSA-MLP Görüntü 96.02 

Bu çalışma YSA-FF 
Piksel 

yoğunluğu 
97.96 

 

Şekil 13’te YSA-tabanlı ağırlık tahmin sistemine ait 
eğitim ve test aşamalarından elde edilen hata 
histogramı ve Şekil 14’te sisteme ait MSE (Mean 
Square Error (Ortalama Karesel Hata)) değerleri 
grafiği verilmiştir.  
 

 
 

Şekil 13. YSA-tabanlı yumurta ağırlık tahmin sisteminin 
hata histogramı. 
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Şekil 14. YSA-tabanlı yumurta ağırlık tahmin sisteminin 

MSE hata değerleri grafiği. 

 
5. Tartışma ve Sonuç 

Günümüzde Dünya nüfusunun artması, besleyici 

özelliği, ekonomik açıdan düşük maliyete sahip 

olması gibi birçok sebepler ile başta unlu mamul 

üretimi ve işlenmiş gıdalar gibi çok farklı 

sektörlerde yaygın bir alanda yumurtanın kullanımı 

gün geçtikçe artmaktadır. Bununla beraber 

yumurtaların ağırlık sınıfının doğru bir şekilde tespit 

edilerek tüketiciye sunulması gerekmektedir. Fakat 

S, M, L ve XL sınıflarında olmak üzere 3 ayrı 

yumurta markasının 4 farklı paketlenmiş ürünleri 

üzerinde hassas terazi ile yapılan güncel ağırlık 

incelemesinde %14.17 oranında sınıflandırma 

hatası tespit edilmiştir. Sunulan bu çalışmada, S, M, 

L ve XL sınıflarında olmak üzere 480 adet yumurta 

görüntüsü kullanılarak YSA tabanlı ağırlık tahmini 

yapılmış ve bu sonuçlara göre yumurta 

sınıflandırma işlemi gerçekleştirilmiştir. Tasarımda 

çok katmanlı ileri beslemeli YSA yapısı 

kullanılmıştır. YSA-tabanlı yumurta ağırlık tahmin 

sisteminden elde edilen sonuçlara göre, YSA-tabanlı 

tahmin sistemi yaklaşık olarak %97.9 oranında bir 

başarı ile yumurta ağırlıklarını tahmin etmiştir. 

Sunulan bu çalışma ile ağırlıklarına göre 

yumurtaların sınıflandırılması işlemi için YSA-tabanlı 

tahmin sisteminin başarılı bir şekilde 

kullanılabileceği gösterilmiştir. İleriki çalışmalarda, 

bu çalışmada sunulan YSA-tabanlı yumurta ağırlık 

tahmin sistemi referans alınarak, yüksek hız ve 

performans sağlayan FPGA (Alan Programlanabilir 

Kapı Dizileri-Field Programmable Gate Array) veya 

GPU (Grafik İşlemci Birimi-Graphics Processing 

Unit) donanımları kullanılarak düşük hata oranına 

sahip gerçek zamanlı yumurta ağırlık ve 

sınıflandırma tahmin sistemi gerçekleştirilebilir. 
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