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Bu ¢aligma, konut fiyatlarimi tahmin etmek i¢in 10 farkli regresyon algoritmasini ve ¢esitli hiper
parametre optimizasyon yontemlerini karsilastrmigtir. Optuna ile optimize edilen Gradyan
Artirma Regresyonu modeli, yiiksek R? (0.6558) ve diisiik RMSE (4469.48) degerleriyle en basarili
model olmugstur. | This study compared 10 regression algorithms and various hyperparameter
optimization methods for predicting housing prices. The Gradient Boosting Regression model
optimized with Optuna emerged as the best, achieving a high R? (0.6558) and low RMSE (4469.48),
demonstrating Optuna's precision and effectiveness in hyperparameter optimization.
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Sekil A: Modellerin dogruluk karsilastirmasi | Figure A: Accuracy comparison of models

Onemli noktalar (Highlights)

»  Optuna, regresyon modellerinde hiperparametre optimizasyonunda hassasiyet ve etkinlik
avantajlart sunmaktadwr. | Optuna provides precision and efficiency advantages in
hyperparameter optimization for regression models.

»  Gradyan Artirma Regresyonu, RMSE ve R? metriklerine gore konut fiyatlarini tahmin
etmede diger modelleri geride birakmigtir. | Gradient Boosting Regressor outperforms
other models in predicting house prices based on RMSE and R2 metrics.

»  Makine ogrenmesi yontemleri, konut fiyati belirleyicilerindeki dogrusal olmayan
etkilesimleri modellemede geleneksel yontemlerden daha yiiksek dogruluk oranlarina
ulasmigtir. | Machine learning methods achieve higher accuracy than traditional methods
for modeling non-linear interactions in house price determinants.

Amag¢ (Aim): Optuna tabanl hiperparametre optimizasyonu kullanarak konut fiyati tahmini igin
en basarili makine 6grenmesi algoritmasim belirlemek. | To identify the most successful machine
learning algorithm for house price prediction using Optuna-based hyperparameter tuning.

Ozgunlikk (Originality): Bu cahsma, ekonomik siirdiiriilebilirlik boyutlarma odaklanarak ii¢
hiperparametre ayarlama stratejisini dahil eden ve 10 farkli denetimli regresyon modelini
karsilastiran bir analiz sunmaktadir. | This study compares 10 different supervised regression
models while incorporating three hyperparameter tuning strategies, highlighting the economic
sustainability aspects of automatic forecasting systems.

Bulgular (Results): Optuna ile optimize edilen Gradyan Artirma Regresyonu, RMSE 4469.48 ve
R?0.6558 ile test setinde en iyi sonuglari elde ederek diger yontemleri geride birakmustir. | Optuna-
optimized Gradient Boosting Regressor achieved the best test results with an RMSE of 4469.48 and
an R2 of 0.6558, outperforming alternatives.

Sonug (Conclusion): Optuna, en verimli hiperparametre ayarlama yontemi olarak one ¢tkmakta
olup, makine 6grenmesi modelleri konut fiyatlarmi tahmin etmede geleneksel yontemlere kiyasla
onemli avantajlar sunmaktadwr. | Optuna stands out as the most efficient hyperparameter tuning
method, and machine learning models offer significant advantages over traditional methods in
predicting house prices.
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Konut fiyatlarinmn etkili bir sekilde tahmin edilmesi, ekonominin sekillenmesinde kritik bir rol
oynamaktadir. Bu ¢alismanin amaci, konut fiyatlarini tahminlemede en iyi performans gosteren
makine 6grenmesi modelini belirlemektir. Bu amagla, 10 farkli denetimli regresyon algoritmasi
kullanilarak ¢esitli modeller egitilmistir. Modellerin performansini optimize etmek amaciyla Grid
Search, Random Search ve Optuna gibi hiper parametre ayarlama ydntemleri uygulanmistir.
Egitim ve test setlerinde elde edilen metrik degerler, modellerin genel performansini
degerlendirmek i¢in kullanilmistir. Arastirma sonuglari, hiper parametre ayarlama yontemlerinin
modellerin genel basarisini etkileyen kritik bir faktor oldugunu géstermistir. Optuna ile optimize
edilen Gradyan Artirma Regresyonu modeli, test veri setinde elde ettigi yiiksek R? degeri (0.6558)
ve disiik RMSE degeri (4469.48) ile konut fiyatlarim1 tahminlemede en basarili model olarak
belirlenmistir. Optuna, hiper parametre optimizasyonunda sagladig1 hassasiyet ve etkinlik ile
diger yontemlere kiyasla belirgin bir iistlinliik sunmustur.

A Comparative Analysis of Machine Learning Techniques for House Price
Prediction with Optuna-Based Hyperparameter Optimization
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Effectively predicting house prices plays a critical role in shaping the economy. This study aims
to identify the best-performing machine learning model for predicting house prices. For this
purpose, various models were trained using 10 different supervised regression algorithms.
Hyperparameter tuning methods such as Grid Search, Random Search, and Optuna were applied
to optimize the performance of these models. Metric values obtained from the training and test
sets were used to evaluate the overall performance of the models. The research results indicate
that hyperparameter tuning methods are a critical factor influencing the overall success of the
models. The Gradient Boosting Regressor model optimized with Optuna was identified as the
most successful model for predicting house prices, achieving a high R? score (0.6558) and a low
RMSE value (4469.48) on the test dataset. Optuna demonstrated a significant advantage in
hyperparameter optimization compared to other methods due to its precision and efficiency.

1. GIRIS (INTRODUCTION)

Konut fiyatlarmin etkili bir sekilde tahmin edilmesi,
ekonominin  sekillenmesinde  kritik  bir  rol
oynamaktadir. Bu 6nemli konunun altinda yatan
sebeplerden  biri, gayrimenkul sektdrindeki
dalgalanmalarin 6nceden tahmin edilebilmesi ve bu
sayede ekonomik istikrarin sdrdirdlebilir  bir
sekilde saglanabilmesidir. Gayrimenkul
piyasasindaki ani ¢alkantilar genellikle ekonomik
dengesizliklere yol agmakta ve bu durum, konut

talebi ile arz1 dengelemede zorluklar yasanmasina
neden olabilmektedir [1]. Bununla birlikte, konut
fiyatlarinin dogru tahmin edilmesi ayn1 zamanda
hiikiimetlerin gayrimenkul piyasasimt daha iyi
diizenleyebilmesi anlamima gelmektedir [2]. Bu
diizenleme, ekonominin strdurlebilir bir biytme
patikasinda ilerlemesine katki saglamaktadir.
Hiklmetler, konut talebi ile arzim1 dengeleyerek,
gayrimenkul sektoriindeki dengesizlikleri dnleyerek
ekonomik istikrar1 koruyabilmektedir [3]. Diger bir
etken, konut iireticilerinin zamaninda ve bilingli

*Corresponding author, e-mail: vahidsinap@gmail.com

DOI: 10.29109/gujsc.1544987


https://orcid.org/0000-0002-8734-9509

Sinap / GU J Sci, Part C, 13(1): 10-28 (2025)

yatinm kararlar1 almasin1 saglamaktir. Konut
fiyatlarinin dogru bir sekilde tahmin edilmesi, konut
projeleri gelistiren sirketlere piyasadaki degisimlere
onceden uyum saglama imk&ni sunmaktadir [4].
Ornegin, bolgesel altyapr projeleri veya kentsel
doniigiim planlart gibi faktorlerin etkisi dnceden
tahmin edilebilirse, sirketler projelerini buna gore
planlayabilir ve rekabet avantaji elde edebilirler.
Konut sadece bir bireyin temel ihtiyacini
karsilamakla kalmayip, aynm1 zamanda bir yatirim
sekli olarak da onemlidir [5]. Bu nedenle, konut
fiyatlariin dogru bir sekilde tahmin edilmesi,
alicilar ve saticilar icin biiylik bir ilgi konusudur [6].
Gergekei fiyat tahminleri, alicilarin  biitgelerine
uygun konut seceneklerini degerlendirmelerine ve
saticilarin  rekabetgi  bir fiyat belirlemelerine
yardimc1 olabilmektedir.

Geleneksel olarak, konut fiyat1 tahmininde
cogunlukla profesyonel degerleme uzmanlarina
basgvurulmaktadir. Bu uzmanlar, gayrimenkul
degerlemesi yaparak, konutlarin piyasa degerini
belirlemeye  yonelik  geleneksel  yodntemleri
uygulamaktadirlar [7]. Degerleme siirecinde
konutun fiziksel oOzellikleri (6rnegin, oda sayisi,
konutun yasina iliskin bilgiler), cografi konumu,
cevresel faktOrler ve benzeri unsurlar dikkate
alimmaktadir. Geleneksel degerleme yontemleri
arasinda sik¢a kullanilan modellerden biri hedonik
regresyon analizidir. Bu model, konut fiyatini
etkileyen c¢esitli  faktorleri inceleyerek, bu
faktorlerin konutun degeri tizerindeki etkisini analiz
etmeyi amaclamaktadir [8]. Ancak, bu geleneksel
yontemlerin  bazi smirlamalart  bulunmaktadir.
Ornegin, hedonik regresyon modeli, baz
durumlarda model varsayimlarinin ihlal edilmesine
duyarli olabilir ve dogrusal olmayan iligkileri
yeterince ele alamayabilir [9]. Ayrica, hedonik fiyat
modeli, model varsayimlari, tahmin ve dogrusal
olmayan sorunlari ¢bzme konusunda yetersiz
kalabilmektedir [10]. Buna ek olarak, konut
fiyatlarin1 tahmin etmek i¢in geleneksel yontemler
genellikle bireysel Oznelliklere dayanir ve bu
durum, degerleme uzmanlarinin Onyargili olma
riskini artirabilir [11]. Bunun yam sira, bu
yontemler, genis veri setlerini islemekte zorlanabilir
ve Ozellikle karmasik, dinamik piyasa kosullarinda
dogru tahminler yapma konusunda simirlamalara
sahiptir [12]. Bu noktada, bagimsiz bir {igiincii taraf
kaynag1 olarak hizmet edebilecek otomatik bir
tahmin sistemi, daha az oOnyargili bir yaklagim
sunabilir.

Otomatik tahmin sistemleri, makine &6grenmesi
veya istatistiksel yontemleri kullanarak, belirli bir
olaym veya durumun gelecekteki olast sonuglarini
tahmin etmeye odaklanan bilgisayar tabanl
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sistemlerdir [13]. Bu sistemler, blylk miktarda
veriyi analiz ederek desenleri tanimlamakta ve bu

desenlere  dayanarak  gelecekteki  olaylan
ongormeye  caligmaktadir. Otomatik  tahmin
sistemleri, blylUk veri setlerini analiz ederek

desenleri belirlemek ve gelecekteki olaylari tahmin
etmek icin makine 6grenmesi tekniklerini kullanir.
Bu nedenle, makine Ogrenmesi tabanli tahmin
sistemleri, otomatik tahmin sistemlerinin daha
gelismis ve veri odakli bir versiyonunu temsil
etmektedir. Makine Ogrenmesi tabanli tahmin
sistemleri, belirli bir algoritma tarafindan 6grenilen
modelleri kullanarak veri setlerinden O6grenme
yetenegine sahiptir [14]. Bu modeller, karmagik
iligkileri ele alarak degisken kosullara uyum
saglayabilmektedir. Otomatik tahmin sistemleri,
biiyiik veri setlerini analiz edebilme, hizl1 6grenme
ve gercek zamanli adaptasyon gibi avantajlar
sunmaktadir.

Makine Ogrenmesi teknikleri, konut fiyat
tahmininde geleneksel yontemlere kiyasla nemli
avantajlar sunmaktadir. Bu teknikler, esnek
modelleme yetenekleri ile One ¢ikmaktadir.
Geleneksel degerleme yontemleri genellikle lineer
iligkileri ele alabilirken, makine 0grenmesi
modelleri karmagik ve dogrusal olmayan iligkileri
daha etkili bir sekilde modelleyebilmektedir [15].
Bu, konut fiyatlarini etkileyen faktorler arasindaki
daha ince ve karmasik iligkilerin anlasilmasini
saglamaktadir. Sehir planlama siireglerinde, altyapi
projelerinin ve kentsel doniistim planlarinin konut
fiyatlar1 iizerindeki etkisini dogru bir sekilde
modelleyerek, kamu yatirimlarinin etkinligini
artirmak miimkiin hale gelebilir. Benzer sekilde,
yatinm analizlerinde, piyasadaki degiskenlerin
karmagsik etkilesimlerini  degerlendirerek daha
ongoriilebilir risk ve getiri analizleri yapilabilir.
Ayrica, makine O0grenmesi modelleri biiyiik veri
setleriyle daha etkili bir sekilde ¢aligabilmektedir
[16]. Konut piyasasindaki ¢esitli degiskenlerin
karmagikligit goz oOniine alindiginda, genis veri
setlerini igsleme yetenekleri, daha kapsamli ve dogru
tahminlere olanak tanimaktadir. Bu modeller, konut
fiyatlarimi etkileyen pek cok degiskeni ayni anda
degerlendirebilmekte ve bu faktorler arasindaki
etkilesimleri ~ analiz ~ edebilmektedir.  Sehir
planlamasinda, genis veri setlerinden elde edilen
Ongoruler, yerel yonetimlerin konut talebine uygun
projeler gelistirmesine yardimci olabilir. Yatirim
analizleri agisindan ise bu modeller, yatirimcilarin
pazar trendlerini daha iyi anlamasini ve daha bilingli
yatirm kararlart1 almasimi saglayabilir. Makine
O0grenmesi  teknikleri, Ogrenme  yetenekleri
sayesinde zaman i¢indeki degisen konut piyasasi
kosullarma uyum saglayabilmektedir. Bu, modelin
giincel ve dinamik verilere dayali olarak surekli
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olarak 1iyilestirilebilmesine olanak tanimaktadir.
Ornegin, makine 6grenmesi modelleri, ani piyasa
degisikliklerine hizli bir sekilde uyum saglayarak,
sehir planlama kararlarinin ve yatirim stratejilerinin
gercek zamanli olarak optimize edilmesine katki
sunabilir. Boylece hem kamu sektériinde hem de
Ozel sektorde daha stratejik ve etkili kararlar
almabilir.

Makine 6grenmesi modellerinin faydalarinin yam
sira baz1 zorluklar1 da bulunmaktadir. Bu modeller,
genellikle karmasik yapilara dayandigi i¢in
anlasilmas1 ve yorumlanmasi zor olabilmektedir
[17]. Modelin igsel mekanizmalarinin seffaflik
eksikligi, karar siireclerinin bilinmezligine yol
acabilir ve bu da giivenilirlik sorunlarina neden
olabilir [18]. Ayrica, makine 6grenmesi modelleri,
genis veri setlerini etkili bir sekilde isleyebilme
yeteneklerine ragmen, veri setlerindeki giiriiltii ve
anlamsiz iliskilerle basa ¢ikma konusunda zorluklar
yasayabilir [19]. Yanllik ve varyans arasindaki
dengeyi bulma siirecinde modelin asir1 6grenme
veya yetersiz Ogrenme egiliminde olmasi,
tahminlerin dogrulugunu etkileyebilir [20]. Bunlara
ek olarak, makine 6grenmesi modelleri, belirli bir
doneme veya baglam icerisindeki gecmis verilere
asir1 bagimhi hale gelebilir [21]. Bu durum,
modellerin gelecekteki beklenmeyen olaylara tepki
verme yeteneklerini sinirlayabilir ve tahminlerin
giivenilirligini azaltabilir.

Makine 6grenmesi teknikleri konut fiyat tahmininde
onemli avantajlar sunsa da kullanimlariyla ilgili bu
zorluklar1 anlamak ve ele almak Onemlidir.
Giuvenilirlik ve genel model performansi agisindan
dengeli bir yaklasim benimsemek, makine
ogrenmesi tabanli tahmin modellerinin etkin bir
sekilde kullanilmas1 ag¢isindan  kritiktir.  Bu
baglamda arastirmanin amaci, konut fiyatlarini
tahminlemede en iyi performans gosteren makine

O0grenmesi  modelinin  tespitini  yapmaktir.
Aragtirmada, Dogrusal Regresyon (Linear
Regression - LR), Ridge Regresyonu (Ridge

Regression - RR), Lasso Regresyonu (Lasso
Regression - LAR), Destek Vektor Regresyonu
(Support Vector Regression - SVR), Karar Agaci
Regresyonu (Decision Tree Regression - DTR),
Rastgele Orman Regresyonu (Random Forest
Regression - RFR), Gradyan Artirma Regresyonu
(Gradient Boosting Regression - GBR), K-En Yakin
Komsu Regresyonu (K-Nearest  Neighbors
Regression - KNN), Cok Katmanli Algilayici
Regresyonu (Multilayer Perceptron Regression -
MLP), ElasticNet Regresyonu (ElasticNet
Regression - ENR) olmak (zere 10 denetimli
regresyon algoritmast  kullanilmistir. Makine
O0grenmesi modellerinin olusturulmasi sirasinda veri
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on isleme asamalar1 ve modellerin performansini
etkileyen durumlar ayrintili ele alinarak alanda
yapilacak gelecekteki arastirmalara bir yol haritasi
cizilmesi hedeflenmektedir. Aragtirmanin bir diger
onemli amaci, Grid Search, Random Search ve
Optuna hiper parametre ayarlama ydntemlerinin
kullanilmasiyla hiper parametrelerin optimize
edilmesi  ve bu optimizasyonlarm  model
performanslari iizerindeki etkilerinin
incelenmesidir. Buna gore, farkli makine 6grenmesi
modellerinin gesitli hiper parametre ayarlar altinda
tahminleme yeteneklerinin, performans
metriklerine dayali olarak objektif bir sekilde
degerlendirilmesi,  arastirmanin  ana  odak
noktalarin1  olusturmaktadir. Ayrica, otomatik
tahmin sistemlerinin  kullaniminin, konut
piyasasindaki dalgalanmalarin 6nceden tahmin
edilmesi ve bu bilgilerin ekonomik istikrarin
sirdiriilebilirligine  nasil  katki  sagladiginin
degerlendirilmesi amaglanmaktadir. Belirlenen
amag ve hedeflere ulagilmasi dahilinde, konut fiyat
tahmininde en etkili ve guvenilir modelin
belirlenmesine yonelik kapsamli bir degerlendirme
elde edilecektir. Arastirma bulgularinin, konut
sektoriindeki paydaslara, hiiklimetlere ve ekonomi
uzmanlarina daha bilingli kararlar almalarinda
rehberlik etme potansiyeline sahip olacagi on
gorulmektedir.

2. ILGILI ARASTIRMALAR (RELATED WORKS)

Bu arastirmada, konut fiyatlarini daha etkili bir
sekilde tahmin etmek icin ¢esitli makine 6grenmesi
algoritmalarinin analizi gercgeklestirilerek
karsilagtirmalari yapilmstir. Konut
fiyatlandirmasindaki trendler, mevcut ekonomik
durumu gostermekte ve dogrudan alicilar ve
saticilarla  ilgili bir konu olarak karsimiza
¢ikmaktadir. Bir evin gercek fiyati birgok faktore
baglidir. Bunlar arasinda yatak odasi sayisi, banyo
sayist ve konum gibi faktorler bulunmaktadir.
Kirsal bolgelerde fiyatlandirma genellikle sehirlere
gore daha diisiiktiir. Ev fiyatlari, otoyola, aligveris
merkezine, stipermarkete, is olanaklarina, iyi egitim
tesislerine gibi faktorlere yakinlikla artmaktadir.
Gayrimenkul sirketlerinin birkag y1l 6ncesine kadar
miilk fiyatm1 manuel olarak tahmin etmeye
calistiklar1 bilinmektedir. Gayrimenkul satig1 yapan
sirketlerde genellikle herhangi bir gayrimenkul
miilkiiniin fiyatim tahmin etmek i¢in o6zel bir
yonetim ekibi bulunmaktadir. Ancak, bu manuel
tahminlerde, alicilar ve saticilar i¢in Onemli bir
kayba neden olacak, ortalama %25 civarinda hata
olusabilmektedir. Bu nedenle, ev fiyatlarinin daha
etkili ve tutarl bir sekilde belirlenmesine yonelik
birgok aragtirma yapilmistir.
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Lu ve digerleri [22] tarafindan gergeklestirilen
arastirmada gelismis bir ev fiyat tahminleme sistemi
Onerilmistir. Bu sistem, ¢esitli 6zelliklere dayal
olarak iyi bir ev fiyat tahmini sunan etkili bir
makine 6grenmesi modeli icermektedir. Bu sayede
ev satin alacaklarin biitcelerine ve Onceliklerine
gore makul bir fiyatin belirlenmesi hedeflenmistir.
Modelin gelistirilmesinde hibrit regresyon teknigi
kullanilmistir. Ayrica, ¢calismada siirli veri seti ve
veri Ozellikleri ile &zellik miihendisligi (feature
engineering) yontemleri incelenmistir. Calismada
olusturulan regresyon modeli ile veri setindeki
Ozniteliklere ~ bagli  olarak  tahminlemeler
gergeklestirilmis ve olusturulan modellerin ev
fiyatlari1 tahminlemede o6nemli bir basari elde
ettigi vurgulanmistir. Bu sekilde, ev piyasasindaki
dalgalanmalara karsi daha direngli ve kullanici
dostu bir tahmin modeli olusturulmustur.

Durganjali  ve Pujitha [23] simiflandirma
algoritmalarimi kullanarak iirettikleri model ile ev
yeniden satig fiyati tahmini gergeklestirmislerdir.
Aragtirmada, evin yeniden satis fiyatinin
tahmininde Lineer Regresyon, Karar Agaci, K-
Means ve Rastgele Orman gibi farkli siniflandirma
algoritmalart kullanilmistir. Ev fiyatii etkileyen
bir¢ok faktor bulunmaktadir. Bu faktorler arasinda
fiziksel 6zellikler, konum ve ekonomik kosullar yer
almaktadir. Cesitli performans metrikleri ile bu
algoritmalarin  farkli veri setleri  (zerindeki
performanst degerlendirilmistir. Sonug¢ olarak,
Rastgele Orman'm egitim verilerine gore en iyi
sonucu verdigi bulunmustur.

Rahadi ve digerleri [24] tarafindan yiiriitiilen bir
arastirma,  Jakarta, Endonezya’daki  konut
fiyatlarini, kavramsal model (conceptual model) ve
anketler kullanarak analiz etmistir. Aragtirmanin
temel amaci ev fiyatim etkileyen faktorleri
siniflandirmaktir. Arastirma sonuglarina gore, her
bir konutun fiyatin1 etkileyen ozelliklerin farklilik
gosterdigi  belirlenmistir. Bu faktorler arasinda
konum, yapisal dzellikler ve ¢evresel kosullar 6ne
¢ikan bagliklar olmustur.

Konut fiyat tahmini ¢aligmalarinda, kullanilan
makine 6grenmesi modelleri kadar veri setlerinde
bulunan konut ozellikleri de 0Oneme sahiptir.
Kurulan  modellerin  daha iyi  performans
verebilmesi icin konut Ozelliklerinin dogru
yorumlanmas1 gerekmektedir. Literatlirde konut
oOzellikleri iizerine bazi degerli arastirmalar
bulunmaktadir.

Konum, ev fiyat1 belirlemede en 6nemli 6zellik
olarak kabul edilmektedir [24-25]. Osmadi ve
digerleri [26] tarafindan yapilan ¢alismalarda, konut
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fiyatlarin1 etkileyen konum ozelliklerinin Onemi
gbozlemlenmistir. Calismada miilkiin ~ konum
ozelliklerinin 6nemi {izerine bir gézlem yapilmustir.
Miilkiin konumu, en yakin aligveris merkezine olan
mesafe veya tepeleri veya sahili gdsteren konum
Ozelliklerini iceren sabit bir konum o6zelligine
ayrilmigtir. Calisma, aligveris merkezine olan
mesafe veya tepeleri veya sahili gdsteren konum
ozellikleri gibi konumsal 6zelliklerin fiyatlandirma
ile yakin iligkiye sahip oldugunu gostermistir.

Ev fiyatim1 etkileyen diger onemli bir 6zellik de
fiziksel veya  yapisal  oOzellikler  olarak
belirtilmektedir [25,27]. Bir evin yapisal ozellikleri
yatak odas1 ve banyo sayisi, kat alani, garaj veya
veranda  olup olmamasi gibi  Ozellikleri
icermektedir. Potansiyel alicilar1 ¢ekmek ve evleri
cazip kilmak igin ingaat firmalar1 da s6z konusu
yapisal Ozelliklere dikkat ederek, potansiyel
alicilarin isteklerini karsilamay1 hedeflemektedirler.
Ball [28] caligmasinda, yapisal Ozelliklerin ev
alacaklar i¢in ne satin alacaklarin1 belirlemede
temel bir diislince olacagini belirtmistir. Rodriguez
ve Sirmans [29] gerceklestirdikleri ¢aligmada,
yapisal Ozelliklerin ev fiyatlarinin artmasinda
onemli bir etkiye sahip oldugunu vurgulamistir.

Cevresel oOzellikler, ev fiyatin1 belirlemede dahil
edilebilecek diger bir faktordiir. Chau ve Chin’e
[27] gore evin igerisinde bulundugu ¢evre halkinin
egitim seviyesinin ve sosyal statiisiniin evin
degerini  genellikle artirdigt  belirtilmektedir.
Owusu-Manu ve digerleri [30] calismalarinda,
benzer yapisal Ozelliklere sahip iki ev arasinda
mahallenin maddi gelir ortalamasina gore ev
fiyatlarinda 6nemli bir artis oldugu tespit edilmistir.

Bu c¢alisma, literatiirdeki konut fiyat tahmin
arastirmalarindan birka¢g 6nemli noktada farklilik
gostermektedir. Ilk olarak, daha dnceki aragtirmalar
genellikle tek bir model veya siirli sayida model
lizerinde yogunlagirken, bu ¢alismada konut fiyat
tahmini i¢in 10 farkli denetimli regresyon
algoritmasinin performans karsilastirmasi
yapilmistir. Ayrica, mevcut literatiiriin aksine, hiper
parametre optimizasyonu icin Grid Search, Random
Search ve Optuna gibi {i¢ farkli yontem sistematik
olarak degerlendirilmis ve bu ydntemlerin model
performanslari tizerindeki etkileri incelenmistir. Bu
yaklasim, sadece en iyi tahmin modelini
belirlemekle kalmamis, ayn1 zamanda hiper
parametre ayarlama stratejilerinin  Onemini de
vurgulamistir.  Literatiirde  genellikle  hiper
parametre optimizasyonunun sinirli sekilde ele
alindigr goriilmektedir. Bu kapsamli degerlendirme,
konut fiyat tahmin modellerinin daha dogru ve
guvenilir sonuclar dretebilmesi icin 6nemli bir
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rehber niteligindedir. Buna ek olarak, arastirma,
otomatik tahmin sistemlerinin konut piyasasindaki
dalgalanmalar1 6ngdérme potansiyelini inceleyerek,
ekonomik istikrarin siirdiiriilebilirligine nasil katki
saglayabilecegini degerlendiren bir perspektif
sunmaktadir. Bu yaklasim, konut fiyat tahmini
calismalarinda ekonomik siirdiiriilebilirlik
boyutunun nadiren ele alinan bir konu olmasi
nedeniyle literatiirde 6nemli bir boslugu doldurmay1
hedeflemektedir. Bu 6zgiin yaklasim, arastirmay1
literatliirdeki diger calismalardan ayirmakta ve
gelecekteki  caligmalara  degerli  bir  temel
olusturmay1 amac¢lamaktadir.

3. MAKINE OGRENMESI (MACHINE LEARNING)

Makine oOgrenmesi, bilgisayar sistemlerinin veri
setlerinden 6grenme yetenegi kazandigi bir yapay
zekd alt alam1 olarak kabul edilmektedir. Bu
alandaki temel kavramlar1 anlamak adina 1959
yilinda Arthur Samuel tarafindan 6nemli bir tanim
yapilmistir. Samuel, makine O6grenmesini, “Bir
programin bir goérevi iyi yapmasini saglayacak

sekilde deneyimden Ogrenmesi” olarak
tanimlamigtir [31]. Bu, makine 0grenmesinin
0ziinli, deneyimden Ogrenme ve adaptasyon

stirecleriyle iliskilendiren Onemli bir tanimdir.
Makine 6grenmesinin temel amacini belirleyen bir
baska tanim Tom Mitchell tarafindan 1997 yilinda
sunulmustur. Mitchell, makine 6grenmesini, “Bir
bilgisayar programimnin belirli bir goérevde
performansint  6lgmek amaciyla bir  gorevi
ogrenmesi” olarak ifade etmistir [32]. Bu, makine
O0grenmesinin odak noktasiin performans artist ve
6grenme siirecinin Ol¢iilmesi oldugunu vurgulayan
bir tanimdir.

Makine 6grenmesi, genel olarak denetimli 6grenme,
denetimsiz 6grenme ve pekistirmeli 6grenme olmak
iizere ilic ana kategori altinda incelenmektedir.
Denetimli 6grenme, makine 6grenmesinin bir alt
dali olup, algoritmaya giris verileri ile c¢ikis
etiketleri arasindaki iligkiyi Ogrenme yetenegi
saglayan bir Ogrenme tiliriidiir. Bu siirecte, bir
model, egitim verileri {lizerinden Ogrenmekte ve
daha sonra bu Ogrenilen bilgileri yeni, dnceden
belirlenmemis verilere uygulayarak ¢ikislar: tahmin
etmektedir. Bu yontem, genellikle bir 6grenme
problemi cercevesinde kullanilmaktadir. Onceden
etiketlenmis bir veri seti kullanilarak model
egitilmektedir. Bu veri setinde her girise karsilik
gelen dogru ¢ikis etiketi bulunmaktadir. Model, bu
giris ve ¢ikiglart kullanarak veri setindeki desenleri
anlamaya c¢aligmaktadir. Denetimli  6grenme,
simiflandirma ve regresyon olmak iizere iki ana
kategoriye ayrilmaktadir. Siniflandirma, bir veri
noktasin1 belirli bir kategoriye atama gorevini
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iistlenirken, regresyon bir veri noktasinin bir degeri
tahmin etme gorevini Ustlenir. Regresyon analizleri
nicel verilerle ¢alisgindan, oOzellikle sayisal
degerlerle ilgilenen durumlar1 kapsamaktadir [33].
Arastirmada da ele alinan durum olarak ev
fiyatlarin1 belirleme siireci diisiiniildiigiinde ev
fiyatlar1, bir dizi faktor tarafindan etkilenebilecek
karmasgik bir konsepttir. Bir regresyon modeli, bir
evin metrekare biiyiikliigli, oda sayisi, bulundugu
semt gibi Ozelliklere dayali olarak bir evin fiyatim
tahmin edebilir.

Egitim asamasinda model bir veri seti kullanilir ve
her ev icin bilinen gergek fiyatlar, modelin
O0grenmesi icin kullanilan ¢ikis etiketleri olarak
kabul edilir [34]. Bu veri setindeki evlere ait
ozellikler (bagimsiz degiskenler) ile fiyatlar
(bagimli  degisken) arasindaki iligki, model
tarafindan 6grenilir. Egitilen model, daha sonra yeni
bir evin  ozelliklerini  kullanarak  tahmin
yapabilmektedir. Ornegin, bir regresyon model,
200 metrekare biylikliigiinde, 3 odali ve sehir
merkezine yakin bir semtte bulunan bir evin fiyatini
tahmin edebilir. Model, bu 6zelliklere dayanarak
benzer 6zelliklere sahip diger evlerin fiyatlarindan
yola ¢ikarak tahminini gergeklestirmektedir. Model,
egitim verileri iizerinden Ogrenirken, belirli bir
kay1p fonksiyonu kullanilir. Bu fonksiyon, modelin
tahmin ettigi ¢ikis ile gercek etiket arasindaki fark:
Olcer. Egitim siireci, bu kayb1 minimize etmeye
calisarak modelin dogrulugunu artirir [35].

Denetimli 6grenmenin genis bir uygulama yelpazesi
bulunmaktadir. Goriintii tanima, dogal dil isleme,
tibbi teshis, finansal tahminler gibi birgok alanda
basariyla kullanilmaktadir. Bu yontem, veri bilimi
ve istatistiksel analizde yaygin olarak benimsenmis
bir aractir [36]. Bu arastirma, konut fiyatlarini
tahminleme baglaminda gerceklestirilmis olup, LR,
RR, LAR, SVR, DTR, RFR, GBR, KNN, MLP ve
ENR olmak (zere 10 denetimli regresyon
algoritmasi kullanilmistir. Bu algoritmalar, konut
fiyatlarin1 belirleyen faktorleri ve bu faktorler
arasindaki  iligkileri modelleme  yetenekleri
nedeniyle  secilmistir.  Denetimli  regresyon
algoritmalarinin konut fiyat1 tahminleme gorevi i¢in
secilmesiyle  her  bir  algoritmanin  konut
piyasasindaki degiskenlikleri yakalama
yeteneklerinin degerlendirilmesi amaglanmaktadir.

3.1.Dogrusal Regresyon (Linear Regression)

LR, bir istatistiksel modelleme teknigidir ve bagimli
degisken ile bir veya daha fazla bagimsiz degisken
arasindaki iligkiyi ifade etmek icin
kullanilmaktadir. LR, veri setindeki bu iliskiyi
temsil eden bir dogrusal fonksiyonun bulunmaya
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calisildigi bir istatistiksel tekniktir [37]. Bu denklem
Esitlik 1°de verilmistir.

Y = ,8() + ,81X1 + ﬁZXZ + ﬁan t+ € (1)

Esitlik 1’deki denklemin igerisinde Y bagimli
degiskeni, X, X5, ..., X, bagimsiz degiskenleri, 5,
B, ..., By, regresyon katsayilari ve € hata terimi yer
almaktadir. LR'nin amaci, regresyon katsayilarini
g6zlemlerle uyumlu hale getirilerek tahmin edilen
degerlerle gercek degerler arasindaki hatayi
minimize etmektir. Bu optimizasyon genellikle en
kiiciik kareler yontemiyle gergeklestirilmektedir.
Algoritmanin igleyisi, veri setindeki gozlemler
arasindaki dogrusal iligkiyi temsil eden en iyi uyan
dogruyu bulmay1 igermektedir [38]. Bu, regresyon
katsayilarmin  tahmin edilmesi ve modelin
egitilmesi siirecini icermektedir. Egitim sonrasinda,
elde edilen model yeni bagimsiz degisken
degerleriyle kullanilarak  bagimli  degiskenin
tahminini yapabilir.

3.2.Ridge Regresyonu (Ridge Regression)

RR, dogrusal regresyonun bir geniglemesi olarak
kabul edilmekte ve regresyon katsayilariin tahmin
edilmesi surecinde bir dizenleme (regularizasyon)
eklenmektedir. Temelde, en Kkucuk kareler
yontemine benzer bir gsekilde c¢alisilmakta, ancak
regresyon katsayilariin agiri uyum (overfitting)
riskini azaltmak ve modelin genelleme yetenegini
artirmak ic¢in ek bir terim eklenmektedir. RR, L2
normu kullanilarak diizenleme uygular ve regresyon
katsayilarinin karelerinin toplamimi sinirlayan bir
terim eklenilerek gerceklestirilir [39].

3.3. Lasso Regresyonu (Lasso Regression)

LAR, dogrusal regresyonun bir tiirevidir ve temel
amaci regresyon katsayilarini tahmin ederken bir
dizenleme yontemi uygulamaktir. LAR, en kiigiik
kareler yontemini kullanir, ancak ayni1 zamanda
regresyon katsayilarinin mutlak degerlerini kontrol
altinda tutarak degisken secimini gergeklestirir.
Lasso'nun belirgin 6zelligi, regresyon katsayilarim
sifira yaklagtirma egiliminde olmasidir. Bu o6zellik,
gereksiz veya diistik etkili degiskenlerin modelden
cikartilmasina olanak tanir. Lasso, bu segici 6zelligi
sayesinde, regresyon modelinin daha basit ve
genellestirilebilir olmasin1 saglar. Algoritmanin
calisma prensibi, hedef degisken ile bagimsiz
degiskenler arasindaki iligkiyi ifade eden bir
denklem Uzerinde diizenlemeli bir terim ekleyerek
gergeklesir. Bu diizenlemeli terim, regresyon
katsayilarin1 kontrol altina alir ve asir1 uymay1
Onler. Lasso, dizenleme parametresi olarak

15

adlandirilan bir katsayr kullanir, bu parametre
arttikca regresyon Kkatsayilari sifira daha fazla
yaklagir ve degisken sec¢imi daha etkili hale gelir
[40].

3.4. Destek Vektdr Regresyonu (Support Vector
Regression)

SVR, dogrusal ve dogrusal olmayan regresyon
gorevlerini gergeklestirmek igin kullanilan bir
O0grenme algoritmasidir. SVR, destek vektor
makinelerinin bir regresyon uygulamasidir ve
ozellikle aykirt degerlere dayanikli bir regresyon
modeli saglar. SVR'nin temel amaci, veri
noktalarinin ¢gogunun bir hiperdizlem (hyperplane)
tarafindan belirlenen bir bolge i¢inde bulunmasimn
saglamaktir. Bu hiperdiizlem, regresyon modelinin
dogrusal veya dogrusal olmayan iliskileri ifade
etmesi amaglanan bir diizlem veya uzaydir.
Algoritma, destek vektorler olarak adlandirilan ve
regresyon modelini tanmimlayan  kritik  veri
noktalarin1  kullanir. Bu  destek  vektorler,
hiperdiizlemle en iyi uyum saglayacak sekilde
secilir. SVR, bu destek vektorleri arasindaki
mesafeyi (margin) maksimize etmeye c¢alisirken,
aynm zamanda aykir1 degerlere kars1 direngli olacak
sekilde tasarlanmuistir [41].

SVR'nin ¢alisma prensibi, bir ¢ekirdek fonksiyonu
kullanarak girdi verilerini yiksek boyutlu uzaya
tasimasidir. Bu sayede, dogrusal olmayan iliskileri
ele alabilir ve daha karmasik veri yapilarini
modelleyebilir.  Cekirdek fonksiyonlari, veri
noktalarimin  orijinal uzayda lineer olmayan
iliskilerini ifade etmektedir [42].

3.5. Karar Agaci Regresyonu (Decision Tree
Regression)

DTR, veri kumesini kullanarak bir regresyon
modeli olusturan bir 6grenme algoritmasidir. Bu
algoritma, veriyi bolme ve smiflandirma iglemlerini
gerceklestiren  bir  aga¢  yapist  kullanir.
Algoritmanin ¢aligma prensibi, veri kiimesini
Ozelliklere gore bdélme ve bu bdlmelerde hedef
degiskenin ortalamasii tahmin etme seklindedir.
DTR, bu bolme islemlerini gerceklestirirken, her bir
bolme noktasinin belirli bir 6zellik degeri ve esik
degeri ile belirlendigi bir yapi olusturur [43].
Algoritmanin temel amaci, veri kiimesini en iyi
sekilde agiklamak ve hedef degiskenin degerini
dogru bir sekilde tahmin etmektir. Esitlik 2°de
DTR’nin formiiliine yer verilmistir.



Sinap / GU J Sci, Part C, 13(1): 10-28 (2025)

M
HOEDY @
Bu formiil incelendiginde f (x), tahmin edilen hedef
degiskenin degerini; M, agactaki terminal digim
sayisini; R, M numarali terminal digiimdeki
bolgeyi; ¢, m numarali terminal diigiimdeki
tahmin edilen degeri ifade etmektedir. I(x € R,),
x girdi verisi R,,, bolgesinde ise 1, degilse 0 degerini
almaktadir.

cm I(x € Ry)

m=1

3.6. Rastgele Orman Regresyonu (Random Forest
Regression)

RFR, bir makine 6grenmesi algoritmasi olarak genis
bir kullanim alanina sahiptir. Bu algoritma, bir dizi
karar agacinin bir araya getirilmesiyle olusturulan
bir topluluk &grenmesi (ensemble) modelidir.
Regresyon problemlerinde her bir karar agaci belirli
bir hedef degiskenin tahminini gergeklestirir.
RFR’nin temel igleyisini anlamak i¢in, her bir
agacin  olusturulma  siirecine  odaklanmak
gerekmektedir. ilk olarak, egitim veri setinden
rastgele orneklemler alinir. Bu 6rneklemler, her bir
agacin egitiminde kullanilacak alt veri setlerini
olusturur. Daha sonra, her bir agag, bu alt veri setleri
iizerinde bagimsiz olarak egitilir. Egitim sirasinda,
her bir karar agaci belirli bir 6zellik alt kiimesi
iizerinde diigiim boliinmeleri yapar. Bu boliinmeler,
her diigiimde en iyi bolunmeyi se¢mek igin belirli
bir 6l¢ii kullanilarak gerceklestirilir. Bu sayede her
agac, veri setindeki desenleri farkli yollarla 6grenir.
Son olarak, her bir agacin tahminleri bir araya
getirilir ve genel tahmin degeri elde edilir. Bu
birlestirme siireci, regresyon problemlerinde
genellikle agag¢ tahminlerinin aritmetik ortalamasini
icerir. Bu yontem, her bir agacin bagimsiz olarak
O0grenmesini ve genelleme yeteneklerini artirarak
modelin performansini artirmaktadir [44].

3.7.Gradyan Artirma Regresyonu (Gradient
Boosting Regression)

GBR, bir hata fonksiyonunu minimize etmek
amaciyla artan gradyan adimlari kullanarak bir
modelin  egitildigi bir regresyon teknigidir.
Baslangigta belirlenen bir model tizerinden gercek
ve tahmin edilen degerler arasindaki hatalarin
karesinin toplamini iceren bir hata fonksiyonu
hesaplanmaktadir. Bu hata fonksiyonunun gradyani
almarak, parametrelerin  degistirilme  yonii
belirlenmekte ve parametreler, gradyanin tersine
dogru kiiciikk adimlarla giincellenmektedir. Yeni
parametrelerle elde edilen modelin performansi
degerlendirilmekte ve bu siireg, hata fonksiyonunun
minimize edildigi bir noktaya ulasana kadar
tekrarlanmaktadir. Matematiksel formiilde, her bir
parametrenin, 6grenme orani ile hatanin tiirevinden
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¢ikartilmasiyla giincellendigi gradyan inis (gradient
descend) adimi ifade edilmektedir. Bu iteratif siireg,
modelin egitim verilerine uyum saglamasi ve
optimize olmasi igin kullanilmaktadir [45]. GBR,
Esitlik 3’te yer alan formiille temsil edilmektedir.

0;

a
= 9] - aa_ej_](QOlgli '"191’1) (3)

Formulde 6;, j. parametreyi; a, 6grenme oranini;

J(6y,64,...,6,), hata fonksiyonunu temsil
etmektedir. Bu formdl, her bir parametrenin,
O0grenme  orant ile  hatanin  tlirevinden

cikartilmastyla giincellendigi gradyan inis adimim
temsil eder. Bu adimlar, hata fonksiyonunu
minimize edecek parametre degerlerini bulmak
Uzere tekrarlanir.

3.8.K-En Yakin Komsu Regresyonu (K-Nearest
Neighbors Regression)

KNN Regresyonu, ornekler arasindaki benzerlik
temelinde ¢alisarak bir tahmin yapma yoOntemini
benimsemektedir. {lk asamada, bir veri setindeki
her bir 6rnek, sahip oldugu 6zelliklere gore uzayda
bir nokta olarak temsil edilir. Tahmin yapilacak yeni
bir 6rnek geldiginde, bu 6rnegin uzaydaki konumu,
mevcut veri setindeki diger 6rneklerle karsilastirilir.
Ozellik uzayindaki benzer &rnekler belirlenerek bu
orneklerin cikis degerleri tahminde
kullanilmaktadir. Bu belirleme islemi Oklidyen
uzaklik metrigi kullanilarak gergeklestirilir. Yani,
iki Ornek arasindaki uzaklik, Ozelliklerine gore
hesaplanir ve bu uzakliklar kullanilarak en yakin k
komsu belirlenir [46]. Matematiksel formiille ifade
edildiginde, N adet 6rnegin bulundugu veri setinde,
4 -inci Ornegin ¢ikis degeri Y, ve j-inci Ornegin
¢ikis degeri Y; olmak iizere, drnegin tahmini su
sekilde hesaplanir (Esitlik 4):

, 1
==

’ @

Y,

1EN

Formilde, Y yeni 6rnegin tahmin edilen ¢ikis
degerini, k ise belirlenen komsu sayisini temsil
eder. N, yeni 6rnege en yakin k komsuyu ifade
eden bir kiimedir.

3.9. Cok Katmanh Algilayic1 Regresyonu
(Multilayer Perceptron Regression)

MLP Regresyonu, bir yapay sinir ag1 modelidir ve
regresyon problemlerini cozmek icin
kullanilmaktadir. Bu algoritma, giris katmani, bir
veya daha fazla gizli katman ve bir ¢ikis
katmanindan olusan bir yapiya sahiptir. Girig
katmaninda  bulunan  noronlar,  Ozelliklerle
iliskilendirilmis veri setinin her bir 6gesini temsil
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eder. Gizli katmanlardaki ndronlar, Ogrenilecek
karmasik iliskileri modellemek i¢in kullanilir. Cikis
katmanindaki ndronlar ise regresyon sonuglarim
iiretir. MLP Regresyonunun, genis bir uygulama
yelpazesi bulunmaktadir [47]. Ozellikle, ev fiyat
tahmininden finansal analize kadar bircok alanda
basartyla kullanilmaktadir. Egitim siireci boyunca
agirliklarin - ve  yanhiliklarin  (bias) optimize
edilmesi, modelin veri setine daha iyi uymasini
saglamakta ve dogru tahminler yapmasina olanak
tanimaktadir.

3.10. ElasticNet Regresyonu (ElasticNet
Regression)

ENR, bir regresyon yontemi olup, hem L1 (Lasso)
hem de L2 (Ridge) ceza terimlerini iceren bir lineer
regresyon turudir. Bu algoritma, 6znitelik secimi
yapabilme 6zelligini saglayan Lasso regresyonunun
avantajlari ile coklu korelasyonlu 6zniteliklerle basa
cikabilme  yetenegini temin eden  Ridge
regresyonunun  avantajlarmmi  birlestirmektedir.
ElasticNet, agirliklar1 giincellemek i¢in hatanin
gradyani ile iki ceza terimini de kullanir. ENR,
belirli bir hiper parametre olan alpha tarafindan
kontrol edilen bir karigim orani kullanarak L1 ve L2
terimlerini birlestirmektedir [48]. Egitim siireci,
modelin genellestirilmis bir performans elde etmesi
amaciyla hatanin minimize edilmesini
amaclamaktadir. ElasticNet regresyonunun
matematiksel formili, belirli bir hiper parametre
olan alpha, cezalandirma terimleri ve model
parametrelerini  igerir. Egitim sirasinda bu
parametreler, veri setine uygun bir sekilde
guncellenir. Bu sayede, ElasticNet, veri setlerindeki
karmagikliklar1 ele alarak etkili bir regresyon
modeli olusturabilir.

4, YONTEM (METHOD)

Bu bélimde, arastirmada kullanilan veri setinin
ozelliklerine, algoritmalarin karsilastirilmasinda
kullanilan performans 6lgiitlerine ve veri hazirlama
stirecine iliskin bilgilere yer verilmistir.

4.1. Veri Seti (Dataset)

Aragtirmada kullanilan veri seti “Housing Prices
Dataset (Konut Fiyatlarnt Veri Seti)” olarak
adlandirilmaktadir ve genis bir veri kiimesini
icermektedir. Bu veri seti, ev fiyatlarmi
tahminlemek, konut piyasasindaki ¢esitli faktorleri
anlamak ve bu faktorlerin ev fiyatlar tlizerindeki
etkilerini degerlendirmek amaciyla kullanilan
popiiler bir acik kaynakl veri setidir. Kaggle
platformundan da erigilebilen bu veri seti, cesitli
makine Ogrenimi modellerini egitmek ve ev
fiyatlarinin belirlenmesinde etkili olan faktorleri
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degerlendirmek  i¢in  bir  kaynak  olarak
kullanilmaktadir. Veri seti 49.841 kayit ve evlerin
ozelliklerini belirten alti 6znitelik icermektedir.
Veri setindeki oOzniteliklere ve agiklamalarina
asagida yer verilmistir:

e SquareFeet: Miilkiin toplam alam (m?).
Bedrooms: Miilkteki yatak odalarmin
sayisl.

Bathrooms: Miilkteki banyolarin sayisi.
Neighborhood: Miilkiin bulundugu
mahalle.

YearBuilt: Miilkiin insa edildigi yil.

Price: Miilkiin fiyati.

Sekil 1’de veri setine ait 1s1 haritas1 verilmistir. Is1
haritasi incelendiginde, mahalle (Neighborhood) ve
insa yili (YearBuilt) 6znitelikleri arasinda belirgin
bir iliski bulunmamaktadir. Ancak, metrekare
(SquareFeet) Ozniteliginin, hedef Ozniteligi olan
fiyat (price) tzerinde giclii bir etkisi oldugu
gozlemlenmektedir. Yapilan 1s1 haritast incelemesi,
ev fiyatlarin1 belirlemede SquareFeet 6zniteliginin
onemli bir faktor oldugunu ortaya koymaktadir.

-10

SquareFeet - -0.00 -0.00 0.01 0.00

-0.8

Bedrooms 1.00 0.01 -0.00 0.00

0.6

Bathrooms 0.01 1.00 0.00 0.00

Neighborhood -0.00 0.00 1.00 -0.00

0.4

YearBuilt 0.00 0.00 0.00 -0.00 1.00

0.2

Price - 0.07 0.03 0.02 -0.00

0.0

YearBuilt

n
£
S
2

©

@

SquareFeet -
Bathrooms
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Sekil 1. Is1 haritas1 (Heatmap)
4.2.Verilerin Hazirlanmas (Data Preparation)

Aragtirma  siirecinde, ev fiyat tahminleme
modellerini olusturmaya baglamadan Once veri
setinin On isleme asamasinda bazi 6nemli islemler
gerceklestirilmistir. 11k olarak, ev fiyatlar1 negatif
degerlere sahip olan kayitlar, bu durumun model
performansini olumsuz etkilememesi amaciyla veri
setinden ¢ikarilmistir. Bu olgu, veri setindeki hatali
veya yanlig etiketlenmis verilerin temizlenmesini
saglamaktadir. Ardindan, veri setinde tekrarlanan
kayitlarin silinmesi islemi gergeklestirilmistir. Bu
adim, veri setindeki tutarsizlik ve gereksiz
karmasiklig1 azaltarak modelin genel performansin
artirmay1 hedeflemektedir. Cografi konumunun ev
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fiyatlarindaki etkisini dogru bir sekilde yakalamak
amaciyla kategorik bir degisken olan mahalle
(Neighborhood) Ozniteliginin kodlanmasi
gergeklestirilmistir. Evin bulundugu mahalle, ev
fiyatlarim1 etkileyen 6nemli bir faktordiir ve bu
bilgiyi modelin daha etkili bir sekilde 6grenmesi
icin sayisallastirmak 6nemlidir. Son olarak, modelin
daha giivenilir ve genelleme yetenegi yiiksek
tahminler yapmasina yardimci olmak amaciyla ev
fiyatlarmin yuvarlanmast islemi
gergeklestirilmistir. Bu adim, fiyatlar1 daha anlamli
ve modelin anlayabilecegi bir formda temsil
etmektedir. Bu 6n isleme adimlari, modelin egitim
verilerini daha saglam ve giivenilir hale getirerek,
ev fiyatlarmi daha dogru bir sekilde tahmin
etmesine olanak saglamaktadir.

3500
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Sekil 2. Fiyat dagilimi (Price distribution)

300000 400000

Veri setindeki fiyat (Price) dagilimi, konut
fiyatlarmin  istatistiksel ozelliklerini  anlamak
amaciyla incelenmistir. Bu baglamda, fiyatlarin
dagilimimi gorsellestirmek i¢in histogram ve
Cekirdek Yogunlugu Tahmini (Kernel Density
Estimate - KDE) kullanilmigtir. Fiyat dagilimi,
Sekil 2’deki grafikte yer aldig1 gibi normal dagilim
Ozelliklerini  gdstermektedir. Grafik, fiyatlarin
cogunlugunun belirli bir aralikta yogunlastigim
ortaya koymaktadir. Normal dagilimi simiile eden
egri, verilerin simetrik ve ¢an seklinde dagildigini
ve bu dagilimin ortalama etrafinda yogunlastigini
gostermektedir. Bu dagilimm normal dagilima
yakin olmasi, konut fiyatlarinin gogunlukla merkezi
bir degere yakin oldugunu, ancak bazi istisnalarin
(6rnegin, liikks konutlar veya kriz sonrasi fiyatlar
gibi) bu dagilimin uglarinda yer aldigim
gostermektedir. Normal dagilimm bu sekilde
sergilenmesi, istatistiksel analizler icin verinin
uygun oldugunu ve ileri diizey tahmin modelleri
gelistirmek icin uygun bir temel olusturdugunu
ifade etmektedir.

4.3.Performans Metrikleri (Performance Metrics)

Regresyon modellerinin  etkin  bir  sekilde
degerlendirilmesi ve olusturulan modeller arasinda
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performans karsilagtirmas: yapilmasini saglamak
amaciyla ¢esitli  performans  degerlendirme
metriklerinin kullanilmasin1 gerektirmektedir. Bu
baglamda, arastirmada tercih edilen metrikler
arasinda Ortalama Mutlak Hata (Mean Absolute
Error — MAE), Ortalama Kare Hata (Mean Squared
Error — MSE), Kok Ortalama Kare Hata (Root Mean
Squared Error — RMSE) ve belirleme katsayist
(coefficient of determination R?) skoru
bulunmaktadir.

MAE, modelin tahminlerinin gercek degerlerden
ortalama sapmasini 6l¢en bir metrik olarak kabul
edilmektedir. Diislik bir MAE degeri, modelin daha
keskin ve dogru tahminler gerceklestirdiginin
gostergesi olarak kabul edilir. Bu metrik, her bir
tahmin hatasinin mutlak degeri alinarak bunlarin
toplandigt ve ardindan ortalama degerinin
hesaplandig1 bir formiille ifade edilir. Bu sayede,
modelin ne kadar yaniltict olmadig1 ve tahminlerin
gergek degerlere ne kadar yakin oldugu
degerlendirilmis olur [49]. MAE’nin formull
Esitlik 5’te gosterilmektedir.

1 n
MAE == %" |y~ il ©)
n i=1

MSE, hatalarin karelerinin ortalamasini temsil eder
ve bu nedenle biiylik hatalarin, kii¢iik hatalara
kiyasla daha fazla agirliga sahip oldugu durumlari
vurgular. Bu metrik, her bir tahmin hatasinin
karesinin alinmasi, bunlarin toplanmasi ve ardindan
ortalama  degerinin  hesaplanmasiyla  elde
edilmektedir. Bu hesaplama ile  modelin
tahminlerinin ger¢ek degerlere ne kadar yakin veya
uzak  oldugunu  degerlendirmek  miimkiin
olmaktadir. MSE, regresyon modelinin
performansin1  Olgerken hatalarin  biyiikliigiiniin
onemli oldugu durumlar i¢in kullanmish bir
degerlendirme kriteridir [50]. MSE’nin formdilii
Esitlik 6’da verilmistir.

1 n
MSE = - Zi_l(yi —¥:)? (6)

RMSE, regresyon modelinin tahminlerinin gercek
degerlere ne kadar yakin veya uzak oldugunu
degerlendirmek ic¢in kullanilan bir performans
metrigidir. RMSE, MSE'nin karekokii olarak
geecmektedir ve bu sayede hatalarin orijinal
biriminde ifade edilmesine olanak tanir. Biiyiik
hatalarin model performansimi daha fazla etkiledigi
durumlar1  vurgulamaktadir. Her bir tahmin
hatasinin karesinin alimmasiyla bunlarim toplanmasi
saglanir. Ardindan ortalama degeri hesaplanarak
karekok alinir. RMSE, regresyon modellerinin hata
diizeyini daha agiklayici bir sekilde ifade etmek igin
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yaygin olarak tercih edilen bir metriktir [51].
RMSE nin formiilii Esitlik 7°de yer almaktadir.

1 n
RMSE = jﬁ Zi_l(yi )2 W)

RZskoru, bagimli degiskenin varyansinin bagimsiz
degiskenler tarafindan ne kadarimin agiklandigini
6lcen bir metriktir. Bir modelin veriyi ne kadar iyi
agikladigini belirlemek i¢in kullanilmaktadir. R?
skoru, 0 ile 1 arasinda bir deger alir, 1'e ne kadar
yakinsa, modelin veriyi o kadar iyi acikladig
anlamma gelir. R? skoru, regresyon modelinin
toplam varyansin ylizde kagini agikladigini ifade
eder. Modelin agiklama giiciine dair bir dlgiidiir ve
ne kadar yiiksekse, modelin basarisi o kadar yiiksek

kabul edilir [52]. Formiilii Esitlik 8’de yer
almaktadir.
RZ — 1 _ Z‘{L:l(yl - s’,l)z (8)

Z?:l(}’i - ¥yi)?

5. DENEYSEL CALISMA VE BULGULAR
(EXPERIMENTAL STUDY AND FINDINGS)

Bu arastrmada, konut fiyatlarin1 tahminleme
amaciyla 10 farkli denetimli regresyon algoritmasi
kullanilmistir. Modeller olusturulurken, veri seti
%80 egitim ve %20 test olmak (zere ikiye
ayrilmigtir. Kullanilan biitiin algoritmalarda rastgele
durum (random state) 42 olarak ayarlanmustir.
Modeller igin en iyi hiper parametre ayarlari, Grid
Search, Random Search ve Optuna yontemleri
kullanilarak belirlenmistir ve bu belirlenen hiper
parametrelere gore performans karsilagtirmalari
gergeklestirilmistir. Grid Search, belirtilen hiper
parametre araliklar1 i¢inden farkli kombinasyonlar
deneyerek en 1iyi performanst veren hiper
parametreleri segmektedir. Grid Search kullanarak
bir  RF  modelinin  hiper  parametrelerinin

ayarlanmasi durumunda, Grid Search belirlenen
hiper parametre araliklar1 i¢inden her bir
kombinasyonu deneyerek birgok farkli RF modeli
olusturmaktadir. Daha sonra bu modelleri belirli bir
metrik kullanarak degerlendirmekte ve en iyi
performansi veren hiper parametre
kombinasyonunu  se¢cmektedir [53]. Random
Search, hiper parametrelerin rastgele segilen
kombinasyonlarini deneyerek modelin
performansini optimize etmeyi amaglamaktadir. Bu
yontem, Grid Search'in aksine, belirli bir hiper
parametre araliginda rastgele 6rneklemeler yaparak
hiper parametre uzaymi daha genis bir sekilde
kesfetmekte ve daha hizli sonuglar elde edilmesine
olanak tanimaktadir. Optuna ise hiper parametre
optimizasyonunda daha gelismis bir ydntem
sunmaktadir. Optuna, bir optimizasyon algoritmasi
kullanarak hiper parametre araligindan en 1iyi
sonuclar1 aramak iizere deneyler yapmaktadir. Bu
yontemde hiper parametrelerin etkilerinin daha hizli
ve etkili bir sekilde degerlendirilmesi i¢in Bayes
optimizasyonu gibi teknikler kullanilmaktadir.
Arastirmada, modellerin performanslarin1  daha
giivenilir bir sekilde degerlendirmek amaciyla bes
katmanli ¢capraz dogrulama yontemi uygulanmistir.
Modellere ait en iyi sonuclar Optuna yontemi ile
belirlenen hiper parametreler ile elde edilmistir.
Buna gore algoritmalarin hiper parametre degerleri
Tablo 1°de verilmistir.

Arasgtirmada kullanilan her bir algoritmanin
performansini degerlendirmek, regresyon
modelinin ne kadar iyi tahmin yaptigin1 6lgmek
amactyla MAE, MSE, RMSE ve R? metrikleri
kullanilmigtir. Tablo 2°de Random Search yontemi
ile, Tablo 3’te Grid Search yontemi ile ve Tablo 4’te
ise Optuna yontemi ile ayarlanmis hiper
parametrelerle elde edilmis modellerin tahminleme
yeteneklerine  dair  performans  dlcumleri
sunulmustur.

Tablo 1. Algoritmalarin hiper parametre ayarlar1 (Hyperparameter settings of algorithms)

Algoritma Parametreler

Deger

LR fit_intercept, normalize, solver, alpha True, False, 'lIbfgs', 0.0001

RR alpha, fit_intercept, normalize 1.0, True, False

LAR alpha, fit_intercept, normalize 1.0, True, False

SVR C, epsilon, kernel, degree Belirlenmis, Belirlenmis, 'rbf', -

RFR n_estimators,  max_features,  min_samples_split, 100, “auto”, 2, 1
min_samples_leaf

GBR n_estimators, learning_rate, max_depth, subsample, 100, 0.1, None, 1.0, 2
min_samples_split

DTR max_depth, min_samples_split, min_samples_leaf, 5, 2, 1, 'squared_error'
criterion

KNN n_neighbors, weights, algorithm 5, 'uniform’, ‘auto’

MLP hidden_layer_sizes, activation, learning_rate, solver, (100, 50), ‘'relu’, ‘constant’,
alpha ‘adam’, 0.0001
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ENR

alpha, 11 ratio, fit_intercept, normalize

0.5, 0.5, True, False

Tablo 2. Random Search ile ayarlanmis hiper parametrelerle modellerin performansi (Performance of models
with hyperparameters tuned with Random Search)

Algoritma  MAE MSE RMSE R?
Egitim  Test Egitim  Test Egitim  Test Egitim Test

LR 4114.88 4078.94 2577.32 2522.21 5102.68 5068.68 0.5519 0.5564
RR 4076.20 4112.98 2542.17 2519.52 5056.96 5067.03 0.5572 0.5574
LAR 411488 4112.88 2577.32 2519.61 5102.68 5067.05 0.5519 0.5575
SVR 6700.79 6634.06 5922.49 5833.70 7909.95 7860.58 0.0101 0.0101
DTR 1972.01 6316.91 8314.29 5428.43 2974.52 7466.34 0.9686 0.0850
RFR 1611.58 4368.61 4086.93 2870.13 2026.32 5453.65 0.9031 0.5034
GBR 4037.82 3787.24 2518.91 2118.19 5120.94 4691.60 0.5680 0.6439
KNN 3662.91 4470.33 2037.68 3041.92 4511.15 5615.21 0.6697 0.4735
MLP 6076.87 6136.66 5350.86 5446.10 7511.67 7611.89 0.0485 0.0392
ENR 5865.44 5799.30 5079.17 4999.94 7246.43 7218.47 0.1541 0.1555

Tablo 3. Grid Search ile ayarlanmis hiper parametrelerle modellerin performansi (Performance of models with
hyperparameters tuned with Grid Search)

Algoritma  MAE MSE RMSE R?
Egitim  Test Egitim  Test Egitim  Test Egitim Test

LR 4196.88 4144.52 2627.36 2592.31 5252.36 5217.10 0.5404 0.5442
RR 4196.89 4172.85 2627.36 2592.32 5252.36 5217.09 0.5404 0.5442
LAR 4196.88 4172.92 2627.36 2592.32 5252.36 5217.10 0.5404 0.5442
SVR 6500.32 6489.20 6035.33 6008.24 7960.58 7842.70 0.0093 0.0094
DTR 1908.91 6127.82 8051.91 5562.17 2907.66 7642.16 0.9487 0.0792
RFR 1657.90 4450.44 4187.77 2953.38 2096.93 5568.70 0.8846 0.4877
GBR 4169.55 3748.67 2594.03 2097.51 5219.95 4692.95 0.5455 0.6230
KNN 3748.51 4581.38 2097.51 3131.61 4692.95 5723.78 0.6230 0.4597
MLP 6259.20 6275.98 5793.25 5835.11 7799.31 7827.44 0.0470 0.0365
ENR 5985.47 5969.61 5173.94 5142.80 7370.64 7348.43 0.1435 0.1449

Tablo 4. Optuna ile ayarlanmig hiper parametrelerle modellerin performansi (Performance of models with
hyperparameters tuned with Optuna)

Algoritma  MAE MSE RMSE R?
Egitim  Test Egitim  Test Egitim  Test Egitim Test

LR 3997.03 3947.16 2502.25 2468.87 5002.25 4968.67 0.5689 0.5728
RR 3997.04 3974.14 2502.25 2468.76 5002.25 4968.66 0.5689 0.5728
LAR 3997.03 3974.16 2502.25 2468.76 5002.25 4968.67 0.5689 0.5728
SVR 6190.78 6170.67 574793 5722.14 7581.51 7564.48 0.0098 0.0099
DTR 1818.01 5836.02 7668.49 5297.30 2769.20 7278.25 0.9986 0.0834
RFR 1578.95 4237.56 3988.35 2812.74 1997.08 5303.53 0.9312 0.5133
GBR 3971.95 3570.16 2471.46 1997.63 4971.38 4469.48 0.5742 0.6558
KNN 3570.01 4363.22 1997.63 2982.49 4469.48 5451.22 0.6558 0.4839
MLP 5961.14 5977.12 5517.38 5557.25 7427.91 7454.70 0.0495 0.0384
ENR 5700.45 5675.82 4927.56 4897.90 7019.66  6998.50 0.1511 0.1525

Tablo 2, Tablo 3 ve Tablo 4’te modellerin hiper
parametre ayarlama yontemlerine gore hem egitim
hem de test veri setlerinde aldig1 skorlar verilmistir.
Modellerin genel performansinin degerlendirilmesi
acisindan test seti daha kritik kabul edilmektedir.
Modelin gercek diinya verileriyle nasil basa
cikabildigini degerlendirmek, modelin genelleme
yetenegini daha iyi yansitmaktadir. Ancak, egitim
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setindeki performans degerleri, modelin veriyi ne
kadar iyi 6grendigini anlamak igin énemlidir. Ideal
durumda, model egitim ve test setlerinde benzer
performans gdstermelidir. Eger model egitim
setinde cok iyi performans sergilerken, test setinde
kotii performans gdsteriyorsa, bu durum asir
uyuma isaret edebilir. Bu nedenle, modelin hem
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egitim hem de test setlerinde iyi performans
sergilemesi hedeflenir.

Aragtirma bulgularina gére Optuna ile hiper
parametreleri ayarlanmis GBR modeli, diger
modeller arasinda test veri seti lizerinde alinan en
yliksek R? degeri ile konut fiyatlarmi belirlemede en
iyl model olarak belirlenmistir (RMSE = 4469.48,
R%=0.6558). LR, RR ve LAR modelleri egitim ve
test  veri  setlerinde  benzer  performans
sergilemektedir. Bahsedilen modeller agisindan R?
degerleri yaklasik olarak %57'dir. Bu deger, hedef
degiskenin varyansmin %57'sinin agiklandigim
gostermektedir. SVR modeli egitim ve test veri
setlerinde diisiik performans gdstermektedir. R?
degeri yaklasik olarak 0'a yakindir, bu da modelin
verilere uygun olmadigi seklinde yorumlanabilir.
Buna ek olarak MAE (6170.67) ve RMSE
degerlerinin (7564.48) yiiksek bulunmasiyla da
daha biiyiik bir tahmin hatasinin olduguna isaret
etmektedir. DTR, egitim setinde olaganiistii
performans gostermektedir (RMSE = 2769.20, R? =
0.9986). Ancak test setinde performans ¢ok ciddi
olciide diismektedir (RMSE = 7278.25, R? =

0.0834). Bu durum modelin potansiyel bir agsiri
uyum durumuna girdigini gostermektedir. RFR,
egitim setinde DTR’ye benzer sekilde yiiksek bir
performans gostermigtir (RMSE = 1997.08, R? =
0.9312). Egitim seti tizerindeki yiiksek R? degeri,
modelin iyi bir genelleme performansi gosterdigine
isaret etmektedir. Ancak, test setindeki performansa
bakildiginda DTR kadar olmasa da modelin
performansinin onemli Olgiide diistiigii
gortlmektedir (RMSE = 5303.53, R? = 0.5133).
Bunlarin yani sira, bulgular, Optuna'nin genel
olarak en yiiksek performansi sagladigini ve diger
yontemlere kiyasla belirgin bir iistiinliikk sundugunu
gostermektedir. Optuna'nin  hiper  parametre
optimizasyonundaki hassasiyeti ve etkinligi,
algoritmalarin performansini artirmada en etkili
yaklagim olarak 6ne ¢ikmaktadir. Buna karsilik,
Random Search en diisiik performansi gosterirken,
Grid Search daha iyi sonuglar elde etmistir ancak,
Optuna'nin sagladigi yiiksek verimliligi
yakalayamamigtir. Grid Search, sistematik bir
tarama ile Random Search'tan Ustliin performans
sergilese de Optuna'min sundugu optimizasyon
avantajlarin1 saglayamamastir.

Tablo 5. Optuna ile hiper parametreleri ayarlanmis modellerin dogrulama veri setinde performansi
(Performance of Optuna hyper-parameterized models on validation dataset)

Algoritma MAE MSE RMSE R?
Dogrulama Test Dogrulama Test Dogrulama Test Dogrulama Test

LR 3983.21 3965.16 2481.19 2456.35 4981.55 4956.16 0.5774 0.5682
RR 3983.21 3965.08 2481.19 2456.32 4981.63 4956.13 0.5774  0.5682
LAR 3983.21 3965.11 2481.19 2456.34 498156 4956.15 0.5774  0.5682
SVR 6211.48 6129.86 5812.46 5631.82 7623.95 7504.55 0.0099 0.0099
DTR 5835.94 5827.88 5340.62 5298.47 7307.95 7279.05 0.0903 0.0685
RFR 4273.26 4208.20 2864.71 2773.79 5352.30 5266.68 0.5120 0.5124
GBR 3991.73 3969.73 2490.29 2465.43 4990.28 4965.31 0.5758  0.5666
KNN 4399.74 4326.71 3029.14 2935.85 5503.76 5418.35 0.4840 0.4839
MLP 6174.98 6037.88 588591 5704.85 7671.97 7553.05 0.0025 0.0029
ENR 5714.81 5636.84 4975.00 4820.79 7053.37 6943.19 0.1525 0.1525

Veri seti, modellerin genelleme yetenegini daha
ayrintili degerlendirebilmek amaciyla egitim (%70),
dogrulama (%15) ve test (%15) olarak yeniden
boliinmiistiir. Daha 6nceki dl¢limlerde en yiiksek
performans degerleri Optuna ile hiper parametre
optimizasyonu gergeklestirildiginde elde edildigi
icin modeller bu ayarlamalarla yeniden test
edilmigtir.  Dogrulama veri seti iizerindeki
modellerin performans sonuclart Tablo 5’te
sunulmustur. Tablo 5’teki degerlendirmeler, Tablo
4’te yer alan test sonuglariyla kiyaslandiginda baz1
modellerin performansinda 6nemli degisimler
oldugu goézlemlenmistir. GBR modeli, dogrulama
veri setinde en iyi performansi sergilemistir (R* =
0.5758, RMSE = 4990.28). Test seti sonuglari ile
karsilastirildiginda, dogrulama veri setindeki
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RMSE degerinin %11.3 oraninda daha yiiksek
oldugu goriilmektedir. Ancak, bu durum modelin
genelleme basarisini hala korudugunu ve veri bolme
yonteminden  kaynaklanan  sapmanin  kabul
edilebilir diizeyde oldugunu gostermektedir. RFR
modeli, dogrulama veri setinde R? = 0.5120 ve
RMSE = 5352.3 skorlariyla egitim ve test veri
setlerine  kiyasla daha diisik performans
gostermistir. Bu disiis, modelin asir1 uyuma yatkin
olabilecegine isaret ederken, RFR’nin genel
anlamda giicli bir tahmin araci olmaya devam
ettigini gostermektedir. Ozellikle test veri setindeki
RMSE degeriyle kiyaslandiginda, dogrulama veri
setindeki RMSE’nin %0.9 oraninda daha yiiksek
oldugu gozlemlenmistir. Genel olarak, GBR modeli
en iyi performansi sergilerken, dogrulama seti
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sonuglar1 Tablo 4°teki test seti sonuglarina goére bazi  siralamanin  biiylik 6l¢iide degismedigini ortaya
modellerde kii¢iik sapmalar oldugunu, ancak genel koymustur.
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Sekil 3. Gergek fiyat degerleri ile tahmin edilen degerlerin karsilagtirmasi (Comparison of actual price values
and predicted values)
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Sekil 4. Modellerin dogruluk karsilagtirmasi (Accuracy comparison of models)

Sekil 3’te gercek satis degerleri ile Optuna ile hiper
parametreleri ayarlanmis algoritmalar tarafindan
tahmin edilen degerlerin karsilastirmasi
bulunmaktadir. Sekil 3 incelendiginde RFR ve GBR
modellerinin, gercek degerlere en yakin tahminleri
urettigi goézlemlenmistir. GBR modelinin tahmin
performansi, diger modellere kiyasla daha kararli ve
dogrulugu yiiksek bulunmustur. Buna karsin SVR
modelinde tahmin edilen degerlerin gercek
degerlerden 6nemli 6lglide sapma gosterdigi dikkat
cekmektedir.

Hiper parametre optimizasyon yontemlerinin
modeller lizerindeki etkisi ise Sekil 4'te R? degerleri
iizerinden degerlendirilmistir. Random Search, Grid
Search ve Optuna yontemleri, modellerin
performansini artirmada farkli derecelerde etkili
olmustur. GBR ve RFR hem egitim hem de test veri
setlerinde yiiksek R? degerleri elde etmistir. Bu
durum, s6z konusu modellerin hem egitim setinde
O0grenme kapasitesinin hem de test setinde
genelleme yeteneginin giiclii oldugunu
gostermektedir. Hiper parametre optimizasyon
yontemleri  arasinda  Optuna,  modellerin
performansini en ¢ok artiran yontem olarak One
cikmigtir. Bunlara ek olarak SVR modeli, hiper
parametre optimizasyon yontemlerinden bagimsiz
olarak diisiik R? degerleri gostermistir.

6. SONUC VE TARTISMA (CONCLUSION AND
DISCUSSION)

Bu arastirmada, konut fiyat tahminlemesinde en

basarili  makine  Ogrenmesi  algoritmasimi
belirleyebilmek amaciyla 10 farkli denetimli
regresyon algoritmasinin performans

karsilastirmalar1 gergeklestirilmigtir. Egitim ve test
setlerinde elde edilen metrik degerler, modellerin
genel performansini anlamak adina detayli bir
degerlendirmeye  tabi  tutulmustur.  Ayrica,
algoritmalarin performansini optimize etmek icin
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Grid Search, Random Search ve Optuna gibi hiper
parametre ayarlama yontemleri kullanilmigtir. Bu
yontemler, her bir modelin hiper parametrelerini en
uygun sekilde ayarlayarak en iyi performansi elde
etmek icin kapsamli bir sekilde uygulanmustir.
Hiper parametre ayarlama sirecleri, modellerin
genel basarilarini etkileyen dnemli bir faktor olarak
degerlendirilmistir.

Optuna ile hiper parametreleri ayarlanmig GBR
modeli, test veri seti lizerinde elde ettigi yiiksek R?
degeri (0.6558) ve diisiik RMSE degeri (4469.48)
ile konut fiyatlarim1 tahminleme konusunda en
basarili model olarak belirlenmistir. Optuna’nin
hiper parametre optimizasyonundaki sagladigi
hassasiyet ve etkinlik, diger yontemlerle
karsilastirildiginda belirgin bir {istiinliik sunmustur.
Grid Search ve Random Search ydntemlerinin
sinirlamalart g6z Oniine alindiginda, Optuna'nin
daha ileri dizeyde performans iyilestirmeleri
sagladigi gozlemlenmistir. Grid Search, hiper
parametre kombinasyonlarini sistematik bir sekilde
tarayarak genis bir arama alani sunmasina ragmen,
belirli bir kombinasyonun optimal oldugunu
garantileyememektedir. Random Search ise hiper

parametreleri rastgele kombinasyonlarla
denediginden, hiper parametrelerin en iyi
kombinasyonlarina  ulasmada  smirli  basart

gostermistir. Buna karsin, Optuna'min Bayesiyen
optimizasyon yaklasimi, hiper parametre alaninda
daha verimli ve hedefe yonelik bir arama yaparak
daha iyi sonuglar elde edilmesini saglamistir.
Optuna, 6nceki deneyimlere dayali olarak her yeni
hiper parametre kombinasyonunu secerken,
performans fonksiyonunun olasiliksal modelini
guncellemekte ve bdylece daha verimli bir arama
slreci saglamaktadir [54]. Optuna'nin TPE (Tree-
structured Parzen Estimator) gibi yontemleri, hiper
parametrelerin dagilimlarin modelleyerek,
performansin yiiksek oldugu bolgeleri
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hedeflemekte ve daha az performans gosteren
bolgelerden kagimmmaktadir [S5]. Bu sayede, hiper
parametre alaninda daha hizli ve etkili bir kesif
stireci gergeklestirilmekte ve model performansini
onemli oOlciide artirilmaktadir. Optuna'min diger
yontemlere kiyasla dstiinliigli, arama alanim
dinamik olarak daraltarak daha hedefe yonelik bir
sekilde hiper parametre se¢imi yapmasindan
kaynaklanmaktadir. Literatiirde Optuna'nin
Ozellikle derin 6grenme modelleri gibi yiiksek
boyutlu hiper parametre alanlarina sahip problemler
icin daha etkili oldugu belirtilmektedir. Ciinkii TPE
algoritmasi, her iterasyonda performansi yiiksek
bolgeleri daha iyi modelleyerek, performanst diisiik
olasilik alanlarmi hizla elemine edebilmektedir
[56]. Ayrica, Optunamin “prune” ozelligi, diisiik
performans gdsteren denemeleri erken durdurma
imkan1 saglayarak zaman ve kaynak israfini
onlemektedir. Bu ozellik, ozellikle yiiksek sayida
hiper ~ parametre ~ kombinasyonu  gerektiren
senaryolarda, diger yontemlere gore Onemli bir
avantaj saglamaktadir [57]. Literatiirde, Optuna'nin
hiper parametre optimizasyon siirecinde dgrenme
orani, aga¢ derinligi veya minibatch boyutu gibi
parametrelerin hassas bir sekilde ayarlanmasinda
etkili oldugu ve bu sayede daha iyi genelleme
performansi elde edildigi gosterilmistir [58]. Bunun
yanm1 sira, TPE, karmasik hiper parametre
etkilesimlerini daha iyi modelleyerek, klasik
Bayesiyen optimizasyon yontemlerinden daha iyi
sonuglar vermektedir [59]. Arastirmada kullanilan
modeller acisindan degerlendirildiginde ise GBR
diger modellere kiyasla daha iyi genelleme yetenegi
gostermis ve tahminlerde daha diisiik hata payima
sahip olmustur. Bu durum, GBR’nin konut
fiyatlarindaki karmagikligi daha iyi 0Ogrenme
yetenegine sahip oldugunu gostermektedir.

SVR modeli, diisiik R? degeri (0.0099) ve yiiksek
RMSE degeri (7564.48) ile test setinde zayif
performans sergilemistir. Bu durum, SVR’nin konut
fiyatlarim1 dogru bir sekilde modelleyemedigini ve
genelleme yeteneginin diisiik oldugunu
gostermektedir. SVR’nin  diigik performans
gostermesi, oOzellikle veri setindeki karmagsikligin
bu modelin 6grenme yetenegini simirladigim
disiindiirmektedir. SVR'nin basarilt bir sekilde
uygulanabilmesi i¢in parametre ayarinin ve kernel
fonksiyonunun dogru se¢ilmesi 6nemlidir.

DTR ve RFR modelleri ise egitim setinde yiiksek
performans gostermelerine ragmen, test setinde
performanslarinda 6nemli diislisler yasamislardir.
Bu durum, bu modellerin asir1 uyuma yatkin
oldugunu ve genelleme yeteneklerinin sinirh
oldugunu gostermektedir. Asirt uyma, bir modelin
egitim setine asir1 derecede uyum saglayarak, bu
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veri kiimesindeki giiriiltii ve rastgele varyasyonlari
O0grenme egiliminde oldugu durumu ifade
etmektedir. Bu durum, modelin egitim verilerine
milkemmel bir sekilde uymasiyla sonuglanirken,
gercek diinya verileri Uzerinde beklenmedik ve kot
tahminlere yol agmaktadir.

DTR ve RFR gibi karar agaci tabanli modeller, veri
setindeki  karmasikligit ~ 6grenme  yetenekleri
nedeniyle asir1 uyma egilimindedir. Ozellikle
egitim setindeki yiiksek performans, modelin veri
setindeki detaylar1 ezberleme kapasitesine isaret
eder. Ancak, test setinde performansin disiik
olmasi, modelin bu ezberlenen bilgileri genelleme
yeteneginin zayif oldugunu gosterir. Karmasik
yapilarin kontrol edilmesi, bu modellerin asir
uyuma egilimini azaltmaya yonelik 6nemli bir
stratejidir. Bu durumu kontrol edebilmek igin
literatlirde birkag strateji ge¢mektedir. Modelin
karmagikligin1 diizenleyen hiper parametrelerin
(max_depth, n_estimators gibi) ayarlanmasi, asiri
uyum egilimini azaltmaktadir. Ayrica, veri
setindeki  guraltiyl  azaltmak ve  gereksiz
karmagikligi onlemek igin Ozellik miihendisligi
(feature engineering) tekniklerinin uygulanmasi
onerilmektedir.

Diger dogrusal modeller olan LR, RR ve LAR
modelleri benzer performans gostermislerdir.
Egitim ve test setlerindeki R? degerleri yaklasik
olarak %57 oldugundan, bu modellerin hedef
degiskenin varyansmin Onemli bir kismim
acikladigi sOylenebilir. Ancak, GBR modeline
kiyasla tahminlerde daha yiiksek hata payina
sahiptirler. Dogrusal regresyon modelleri hedef
degiskenin  dogrusal  bir  kombinasyonunu
modelledigi icin yeterince esnek olmayabilir.
Ancak, bu modellerin genel olarak anlasilir ve
yorumlanabilir olmasi, bazi uygulamalarda tercih
edilmelerine neden olmaktadir [34].

6. GELECEK  ARASTIRMALAR VE

UYGULAMALAR iCIN ONERILER
(RECOMMENDATIONS FOR FUTURE RESEARCH AND
APPLICATIONS)

Aragtirma sonuglari, konut fiyatlarini tahminlemede
en yiksek performansa sahip modelin GBR
oldugunu gostermektedir. Ancak, model segimi
stirecinde dikkate alinmasi gereken onemli faktorler
bulunmaktadir. Bu faktdrler arasinda giivenilirlik ve
genel performansin dengeli bir sekilde ele alinmasi
6nemli bir rol oynamaktadir. Giivenilirlik, modelin
guvenilir sonuglar tretme kabiliyetini icermektedir.
Genel performans ise modelin hem egitim hem de
test veri setlerinde basarili bir sekilde g¢alisma
yetenegini ifade etmektedir. Ozellikle hiper
parametre ayarlama yontemleri bu stregte dnemli
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bir rol Ustlenmektedir. Hiper parametrelerin uygun
sekilde ayarlanmasi, modelin hem egitim hem de
test wveri setlerinde daha iyi genelleme
yapabilmesine ve tahmin performansini maksimize
etmesine olanak tanmimaktadir. Bu c¢alismada
Optuna, hiper parametrelerin optimize edilmesinde
daha verimli ve hedefe yonelik bir arama yaparak

GBR modelinin performansint 6nemli o6lgiide
artirmistir.
Gelecekteki  arastirmalarda, hiper parametre

optimizasyonu siirecinin Otesine gegilerek, farkl
makine 6grenmesi yontemlerinin performanslarinin
kiyaslanmasi ve degerlendirilmesi 6nerilmektedir.
Model performansint artirmak icin “genetik
algoritma” veya “benzetilmis tavlama (simulated
annealing)” gibi evrimsel ve dogadan ilham alan
arama yontemlerinin kullanimi arastirilabilir. Bu
yontemler, Grid Search veya Random Search farkli
olarak, daha karmagsik ve c¢ok boyutlu hiper
parametre alanlarinda daha etkin arama yapabilme
potansiyeline  sahiptir. ~ Ayrica,  modellerin
genelleme yeteneklerini gelistirmek icin “topluluk
(ensembling)” tekniklerinin (Srnegin, bagging,
boosting ve stacking) daha kapsamli bir sekilde
incelenmesi 6nerilmektedir. Bu yaklasimlar, tek bir
modelin sinirlamalarin1 agmak ve daha dengeli ve
giivenilir tahminler elde etmek i¢in farkh
modellerin ~ birlikte  kullanimmi ~ miimkiin
kilmaktadir. Ornegin, konut fiyat tahminleri icin
GBR modelinin yani sira, XGBoost, LightGBM
veya CatBoost gibi diger gelismis yontemlerle
yapilan  topluluk  modellerinin  performansi
degerlendirilebilir. Bununla birlikte, konut fiyat
tahmin modellerinin gelistirilmesinde sadece model
performansini artirmakla smirli kalmamak, ayni
zamanda model agiklanabilirligini de 6n planda
tutmak onerilmektedir. “SHAP degerleri” veya
“LIME”  gibi  agiklanabilirlik  tekniklerinin
kullanimi, model tahminlerinin nasil ve neden
yapildigina dair daha fazla i¢gorii saglayabilir ve bu
da modelin kullanicilar ve paydaslar tarafindan
daha kolay kabul gérmesine olanak taniyabilir. Bu
tir tekniklerin, konut fiyatlarin1 etkileyen temel
faktorlerin daha iyi anlasilmasina katki saglayacagi
ongoriilmektedir. Bunlara ek olarak, cografi konum,
konut oOzellikleri ve piyasa kosullar1 gibi farklh
degiskenlerin modeller tizerindeki etkisinin daha
derinlemesine incelenmesi i¢in “cografi bilgi
sistemleri (Geographic Information System - GIS)”
ile entegre edilen modellerin gelistirilmesi, konut
piyasasinin dinamiklerini daha kapsamli ve dogru
bir sekilde analiz etmeye yardimci olabilir. Bu
yaklasim, bolgesel farkliliklarin ve yerel piyasa
trendlerinin daha iyi anlasilmasina olanak
tanimaktadir.
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Otomatik tahmin sistemlerinin kullanimi ve bu
bilgilerin ekonomik istikrara olan katkisi alanda
degerlendirilmesi gereken dnemli bir konu baglig
olarak one ¢ikmaktadir. Bu tiir sistemlerin konut
piyasasindaki dalgalanmalar1 6nceden tahmin
edebilme potansiyeli, ekonomik planlamada ve
karar almalarda onemli bir rol oynayabilir. Bu
konuda yapilacak daha fazla arastirma, otomatik
tahmin sistemlerinin ger¢ek diinya uygulamalarinda
nasil kullanilabilecegi konusunda daha kapsamli

bilgiler sunabilir. Bu ¢alisma, konut fiyat
tahminleme  konusunda  makine  dgrenmesi
tekniklerinin  6nemini ve  kullanilabilirligini

gostermesiyle gelecekteki arastirmalar igin bir yol
haritas1 ¢izmektedir.
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