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Bu ¢alismada giiniimiizde maden kaynak kestiriminde kullanim yayginligi artmaya baslayan derin sinir
aglari, destek vektér makineleri ve XGBoost yaklagimlari kullanilarak bir demir yataginda tendr
kestirimleri gergeklestirilmistir. Elde edilen sonuglar endiistride yaygin bir sekilde kullanilan krigleme
yontemi ile karsilastirllmistir. Calisma i¢in 6ncelikle demir yatagi katt modeli yapilmig ve bu kati modeli
temsil eden blok model olusturulmustur. Daha sonra girdi olarak kompozitlerin X, Y ve Z degerleri
kullanilmis ¢ikt1 olarak ise tendr degerleri dikkate alinmistir. Yukarida deginilen ti¢ makine 6grenmesi
yaklasimi i¢in modeller ayrt ayr egitilmistir. Yaklasimlarin kendine has parametrelerinin tahmininde
deneme yanilma yontemi tercih edilmistir. Egitilen modeller ile blok model kestirimleri
gerceklestirilmistir. Sonuglar makine 6grenme algoritmalarinin da yaygin kullanilan krigleme gibi
yumusatma ozelliginin bulundugunu gostermektedir. Diger bir deyisle, elde edilen sonuglarin standart
sapmasi kompozitlerin standart sapmasindan disiiktiir. Diger bir 6nemli bulgu da makine &grenme
yontemlerinin veri kiimesi disinda bulunan degerleri tahmin edecek sekilde sonuglar iiretmesidir. Bu
durum konumsal tendr kestirimlerinde istenilen bir 6zellik degildir. Ayrica egitilen modeller genel itibari
ile kompozitlerin ortalamalarma yakin sonuglar ¢ikarsa da Derin Sinir Aglari modeli kompozitlerin
ortalamasindan ciddi sapma gostermistir. Bu durum tim makine 6grenme yaklagimlarinin dogrudan
konumsal kestirimde kullanilamayacagini ve elde edilen sonuglarin dikkatlice incelenmesi gerektigini
gostermektedir.
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ABSTRACT

In this study, grade estimations were performed at an iron deposit using deep neural networks, support
vector machines and XGBoost approaches, which are increasingly common in mineral resource estimation
today. The results obtained were compared with the kriging method, which is widely used in the industry.
To carry out the studies, firstly a solid model of the iron deposit was made and a block model representing
this solid model was created. Then, the X, Y and Z values of composites were used as input and the grade
values were considered as output. Models were trained separately with the three machine learning
approaches mentioned above. The trial-and-error method was preferred in estimating the unique
parameters of the approaches. Block model estimations were performed with the trained models. The
results show that machine learning algorithms also have smoothing effect such as kriging, which is widely
used. In other words, the standard deviation of the results obtained is lower than the standard deviation of
the composites. Another important finding is that machine learning methods can be trained to predict
values found outside the dataset. This is not a desired feature in spatial grade estimations. In addition,
although the trained models generally produced results close to the average of the composites, the Deep
Neural Network model showed serious deviation from the average of the composites. This shows that not
all machine learning approaches can be used directly in spatial prediction and the results obtained should
be examined carefully.
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Giris

Yeryliziinde ¢esitli jeolojik siiregler sonucunda olusan ve
ekonomik bir sekilde ¢ikarilabilen her tiirlii kati olusum
maden kaynagi olarak nitelendirilebilir. Bu olusumlar
genellikle kalite degiskeni (kalorifik deger, kiil, nem vb.) ya
da birim kiitledeki metal miktar1 olarak tanimlanan tendr
degerleri ile karakterize edilir. Metalik maden kaynaklarinda
tendr, olusum sartlar1 geregi konuma bagl degiskenlik
gostermektir.  Tendr degerlerinin  cevher yatagmin
orneklenmemis kisimlardaki degerlerinin tahmin edilmesi ise
“kestirim” olarak adlandirilmaktadir.

Maden kaynag1 kestirimi, madencilik sektoriinde ekonomik
stirdiiriilebilirlik, kaynak yonetimi, risk azaltma, mevzuata
uygunluk, teknolojik ilerlemeler ve c¢evresel etkilerin
azaltilmasi i¢in temel saglayan kritik bir siirectir [1] . Maden
kaynaklarinin tahmininde genellikle sondajlardan elde edilen
veriler kullanilir. Kaynak modelin, sondaj verileri ile uyumlu
olmasi beklenir. Sondaj verileri ile uyumlu bir kaynak model
gergek rezerve en yakin bilgiye ulagilmasini saglar ve bu
sayede madencilik yatinm projelerinin daha gercek¢i ve
verimli olmasma yardimer olur. Bu siire¢, ayni zamanda
maden ¢ikarma siire¢lerinin hassas bir sekilde planlanmasina
olanak taniyarak kaynaklarin verimli ve siirdiiriilebilir
kullanimin1 saglamakla birlikte atiklarin ve gevresel etkinin
en aza indirilmesine yardimci olur. Ayrica giivenilir kaynak
tahmini, finansal ve operasyonel riskleri azaltarak, yatirim
kararlar i¢in saglam bir temel sunar ve proje finansmanimnin
elde edilmesine katki saglar. Kaynak kestiriminde karmagik
jeoistatistiksel yontemlerin ve hesaplamali modellerin
kullanilmasi ayn1 zamanda jeoloji bilimi ve maden
mithendisligindeki ilerlemelere de yon vermektedir. Bunlara
ek olarak kaynak kestirimi gevresel yonetim ve rehabilitasyon
planlamasma yardimeci olarak madencilik faaliyetlerinin
cevresel ayak izinin en aza indirilmesinde 6nemli rol
oynamaktadir.

Jeoistatistik, modern maden kaynagi kestiriminde ¢ok 6nemli
bir rol oynamaktadir. Jeoistatistiksel yontem, drneklenmemis
konumlardaki  ickestirim  (interpolasyon)  degerlerini
modelleyen variogram analizi ve krigleme gibi ileri
matematiksel yontemleri igerir. Siklikla kullanilan bir
matematiksel yontem olan krigleme, temel olarak sondajlar
sonucunda elde edilen analiz verilerinin kullanilmas: ile
ornek toplanmamis kisimlardaki tendr degerlerinin
kestirilmesini saglar. Yontemin temel yaklasimi, igerisinde
barindirdig1 krigleme denklemleri ile 6rneklem degerlerinin
kestirilmek (tahmin edilmek) istenen alan iizerindeki
agirliklarinin yansiz bir sekilde elde edilmesi seklindedir.
Boylece orneklenmemis alanlardaki tendr degerleri
kestirilebilmektedir. Cevher yataklarindan sondajlar ile
toplanan bu veriler genellikle es uzunlukta degildir. Ancak,
krigleme yaklagimi es uzunluklu verilerin kullanilmasini
gerektirir. Bu sebepten bu veriler esit degerlere doniistiiriiliir.
Bu donistiiriilmiis yeni degerler ise kompozit olarak
adlandirilmaktadir. Dontisim islemi yani kompozitleme,
oldukca basit bir sekilde es uzunluktaki araliklar igerisine
diisen  verilerin = uzunluk  agirhiklt  ortalamalarinin
alinmasindan ibarettir.

Mevcut klasik yaklagimlar olan Kkrigleme, ters uzaklik ve en
yakin komsu yontemleri, maden kaynaklarinin konumsal
degiskenligini ve dagilimini anlamak i¢in bir gergeve saglar.
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Ote yandan, sinir aglari, destek vektdr regresyonu ve
evrisimli sinir aglarmi igeren makine 6grenimi teknikleri,
jeolojik veriler igindeki karmagik, dogrusal olmayan iligkileri
ele almak igin giiclii araclar sunar. Bu yontemler, kaynak
tahminlerinin dogrulugunu artirmak igin biiyiik veri kiimeleri
tizerinden egitilmelerine dayanr.

Makine 6grenimi ile jeoistatistik tekniklerin karsilagtirilmast
cesitli nedenler yiiziinden ¢ok 6nemlidir. Krigleme gibi
jeoistatistiksel yontemler, mekansal verileri modelleme ve
niceliksel belirsizlikle gilivenilir tahminler saglama
konularinda basarili sonuglar vermek igin gelistirilmistir.
Buna karsilik, makine &grenimi teknikleri biiyiik veri
kiimelerini yonetmede ve karmasik, dogrusal olmayan
iligkileri modellemede basarilidir. Bu alternatif yaklasimlarin
karsilagtirilmasina yonelik ¢aligmalar halen aktif bir aragtirma
konusudur. Bu c¢alismalar temel olarak sadece makine
O6grenme algoritmalarinin kullanildigi ve makine 6grenme
algoritmalar1 ile klasik yoOntemlerin  karsilastirildigt
aragtirmalar olmak {izere iki ana kategoriye ayrilabilir.
Mevcut c¢alismalar genellikle maden kaynak kestirimine
yonelik olmakla birlikte maden varliklarinin varliginin
bulunmasina yardimci olmak amaciyla da
gerceklestirilmistir. Caligmalara konu olan maden varliklart
genellikle demir, kursun, ¢inko, bakir ve altin gibi metalik
yataklardir. Birinci kategoriye giren yani sadece makine
O0grenme algoritmalarinin  maden kaynak kestiriminde
kullanilabilirligi ~ konusu  demir  yataklar1  bazinda
gosterilmistir [2, 3]. Bu c¢aligmalarin ortak yani, mevcut
caligmada oldugu gibi, Derin Sinir Aglarmin (DSA) demir
yataklarinda kaynak kestirim amaciyla kullanilmig olmasidir.
Ayrica yine klasik yontemlerle kiyas yapilmadan kursun ve
¢inko  varliklarimin  belirlenmesinde de  DSA’nin
kullanilabilecegi belirtilmistir [4]. Benzer sekilde baska bazi
caligmalarda Destek Vektor Makinalari (DVM) ve DSA’nin
maden kaynak kestiriminde ve varliginin modellenmesinde
kullanilabilecegi bildirmistir [5-11]. Ikinci kategoriye diisen ,
makine d6grenmesi ile kiyas yapan ¢aligmalar, temel olarak ti¢
alt gruba ayrilabilir. Bu ¢aligmalardan bazilar1 krigleme gibi
klasik kestirim yontemlerinin daha iyi sonuglar irettigini
belirtmis [12-15], baz1 ¢aligsmalar ise buna zit olarak makine
O6grenme yontemlerinin krigleme yonteminden daha iyi
sonuglar iirettigini belirtmistir [14, 16-21]. Son alt gruptaki
caligmalar ise makine Ogrenmesinin Krigleme gibi klasik
yontemlere bir alternatif olarak kullanilabilecegini
belirtmistir olup kiyas yapmamuglardir [22-26]. Ayrica
makine Ogrenmesi yaklagimlarindan DSA ve DVM’nin
hangisinin daha iyi sonuglar irettigine iliskin birbiri ile
celisen yaymlar da mevcuttur [27-29]. Bu ¢aligmalardan
goriildigi lizere klasik ve yeni gelisen yontemlerden
hangilerinin daha iyi sonuglar tirettigi halen tartismaya acik
bir konudur. Bu sebepten, bu belirsizligin azaltilmasina
yonelik ¢aligmalara ihtiya¢ duyulmaktadir.

Bu calismada, glinlimiizde siklikla kullanilan krigleme
yontemi ile makine 6grenme yontemlerinden olan Derin Sinir
Aglar1 (DSA), Destek Vektor Makinalar1 (DVM) ve eXtreme
Gradient Boosting (XGBoost) kullanilarak bir demir
yataginda kestirimler gergeklestirilmistir. Tiim kestirimlerde
aynt kompozitler kullanilmig ve bu kompozitlerde
koordinatlar1 temsil eden X, Y ve Z degerleri ile Fe tenor
degerleri dikkate almmustir. Kestirimler i¢in yoOntemlerin
dogast geregi farkli adimlar izlenmistir. Ancak makine
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6grenmesinde modellerin egitilebilmesi i¢in girdi olarak X, Y
ve Z degerleri yani kompozit lokasyonlar1 kullanilirken ¢ikti
olarak da Fe degerleri kullanilmistir. Bilindigi {izere,
genellikle, tendr verileri yer yiiziinden agagi dogru yapilan
sondajlardan alinan numuneler {izerinden elde edilmektedir.
Dolayist ile sondajlardan elde edilen verilerin koordinatlart
birbirlerinden farklidir. Girdi olarak kullanilan X, Y ve Z
degerleri esit uzunluklardaki kompozit degerlerinin orta
noktalarinin koordinatlarin1 ifade etmektedir. X degeri
nirengi noktasina gore saga yoniinii, Y degeri yukar1 yoniinii
ve Z degeri ise kompozitlerin kotunu temsil etmektedir. Cikti
olarak kullanilan Fe degeri ise bu koordinatlara tekabiil eden
Demir (Fe) kompozit degerleridir. Onceden belirtildigi gibi,
¢ikti olarak kullanilan Fe kompozitleri sondajlarn farkli
kotlarindan toplanan numuneler iizerinden yapilan kimyasal
analizlere dayanmaktadir. Sonug¢ olarak krigleme, DSA,
DVM ve XGBoost ile elde edilen kestirim sonuglar
karsilastirilmistir. Karsilagtirma igin kompozit degerleri baz
alimmis ve elde edilen ozet istatistiklerin kompozit ozet
istatistiklerinden sapma degerleri kullanilmistir.

Calisma Sahasi ve Yontem

Bu calismada krigleme, DSA, DVM ve XGBoost yontemleri
bir demir yatagindaki Fe tenorlerinin kestirimi agisindan
karsilastirilmustir. ilgili saha Tiirkiye’de bulunmakla birlikte
veri gizliligi nedeni ile tam konumu belirtilmemistir. ilgili
bagka bir calismada sahadaki diisiik tenorlii kisimlar
degerlendirilmis olmakla birlikte bu caligmada sadece
yatagm yiiksek tenorlii kisimlari dikkate alimmistir [21] . Bu
yataga iliskin sondajlar, demir cevheri olusumunu temsil
eden kat1 model ve tendr kestirimlerinin yapildig1 blok model
Sekil 1°de gosterilmistir.
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Sekil 1 Yiiksek tenorli zonu temsil eden katt model (iist) ve
blok model (alt)

Sekil 1°den goriildiigii iizere yliksek tendrlii zon yatagin
ortasinda incelerek birbirleri ile baglantili iki kiime halinde
davranmaktadir. Cevherlesme dogu bati ekseninde yaklagik
olarak 420 m, kuzey giliney ekseninde 400 m civarinda
yayilirken kalinligi degisken olup 30 m ile 110 m arasinda
degismektedir. Cevher derinligi 70 ile 260 m arasinda
degismektedir.

Toplamda 30 adet sondaj yapilmis olup bu sondajlardan
yiiksek tendr olarak tanimlanan kisimlardan toplamda 618
adet veri toplanmistir. Bu veriler karot numunelerinden
yapilan analizlere dayanmaktadir. Belirli araliktaki karotlar
oncelikle ikiye boliinmiis olup, numunelerin bir yarisi sahit
olarak karot sandiginda saklanmig geriye kalan yarisi ise
analize gonderilmistir. Numune araliklari es uzunlukta
degildir. Onceden de belirtildigi iizere, es uzunlukta olmayan
veriler {izerinden jeoistatistiksel analiz ve kestirimler
yapilamayacagindan kompozitleme islemi yapilmistir.
Kompozitleme igleminin temel hedefi esit uzunlukta olmayan
ham  tenér  verilerinin, es  uzunluktaki  verilere
doniistiirilmesidir. Bu doniisiim islemi i¢in asagidaki
formiilasyon kullanilmistir (Denklem (1)).

n
0
B= ZEZIZ
i=1

Burada, f kompozit degerini, O; 6meklem uzunlugunu, K
kompozit boyunu ve Z; degeri karotlar {izerinden toplanan
orneklem degerini gostermektedir. Z; degeri sadece ilgili
araliga diisen verileri kapsamaktadir. Kompozitleme islemi
Ozetle bir sondajda cevher kesen ilk kisimdan baglayip
cevherlesme bitene kadar olan kisimlarin es uzunluklardaki
araliklara boliinmesi ile baglar. Daha sonra bu araliklara
diisen veriler belirlenir ve sonrasinda bu veriler Denklem
(1)’de gosterildigi gibi olusturulur. Bu iglem tiim sondajlar
i¢in tekrarlanir.

€y

Denklem (1)’den de gorildiigi iizere Z; ve O; degerleri
numunelere dayanmaktadir. Ancak Denklem (1)’de yalnizca
K yani kompozit boyu degistirilebilmektedir. Bu deger
genellikle karotlardan toplanan O6rneklemlerin ortalama
uzunluguna esit segilir. Mevcut karot verileri incelendiginde
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ortalama 6rneklem uzunlugunun 1 m oldugu goézlenmistir.
Bu sebepten, mevcut ham verilerin 1 m boyunda
kompozitleri elde edilmistir. Cevherlesme sondajlar bazinda
incelendiginde olduk¢a degiskendir. Bazi sondajlarda
yalnizca 4 m’lik yiiksek tenorlii cevherlesme tanimlanmisken
bu deger baz1 sondajlarda ise yaklasik olarak 60 m’ye kadar
cikmaktadir. Bu durumda sondajlardan toplanan veri sayist
da aynm1 olamamaktadir. Bu say1 sondajda kesilen cevher
kalinhigma gore artmaktadir. Bu sebepten bazi sondajlarda
yalnizca dort adet kompozit veri olusmusken bu say1 diger
sondajlarda 60’a kadar ¢ikmigtir. Olusan toplam kompozit
sayist 635°tir. Kompozitleme sonucu elde edilen veriler ve
ham verilere ait 6zet istatistikler Tablo 1’de verilmistir.
Kompozitleme, maden kaynak kestiriminde olduk¢a yaygin
kullanildigindan bu islem i¢in paket programlar
kullanilmaktadir. Bu ¢alismada kompozitleme igin
NetproMine isimli madencilik yazilim1 kullanilmigtir.

Tablo 1. Ham veriler ve kompozitlere ait 6zet istatistikler

Ham veriler Kompozitler
Veri sayisi 618 635
En diisiik 30,76 30,76
Ortalama 54,45 54,50
Ortanca 56,50 57,60
En yiiksek 61,43 61,43
Standart Sapma 6,84 6,82

Tablo 1°de goriildiigii izere ham ve kompozit degerlerin dzet
istatistikleri oldukca benzerdir. Bu kompozitleme icin
beklenen ve istenen bir durumdur. Veri sayilar1 bakimindan
kompozitlerin sayisinin fazla olmasi 6rnek toplama sikliginin
bazi yerlerde 1 m’den daha yiiksek oldugunu gostermektedir.
Ham veriler ile kompozitler arasindaki kiigiik istatistiksel
farklarm da sebebi bu durumdur.

Yontem

Bu ¢alismada kullanilan krigleme, DSA, DVM ve XGBoost
yontemleri asagida agiklanmusgtir.

Krigleme

Krigleme, jeoistatistiksel bir igkestirim yontemi olup,
Ozellikle maden miihendisligi ve gevre bilimlerinde yaygin
olarak kullanilir. Bu yontem, Giiney Afrikali maden
miihendisi Daniel Krige tarafindan 1950°lerde gelistirilmistir
[30]. Krigleme, belirli bir alanda toplanan 6rnek verilerin
analizine dayanir ve veri noktalari arasindaki mekansal
iliskiyi tanimlamak i¢in variogram kullanir. Variogram, iki
nokta arasindaki mesafe ile bu noktalar arasindaki veri
degerlerinin farkinin karesi arasindaki iliskiyi gosterir.
Krigleme, genel itibar ile tahmin edilecek noktaya en yakin
veri noktalarina daha fazla agirlik vererek tahmin yapar ve bu
agrliklar, variogramdan elde edilen konumsal iliski bilgisine
dayanarak hesaplanir. Her bir tahmin noktasi igin bir deger ve
bu tahminin hata orami saglanir, bu da tahminlerin
giivenilirligini degerlendirmede 6nemli bir rol oynar [30].
Krigleme yontemi oldukca iyi bilindiginden bu caligmada
matematiksel temellerinin verilmesine ihtiya¢ duyulmamaistir.
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Derin Sinir Aglar1 (DSA)

Derin Sinir Aglart (DSA), insan beyninin yapisindan ve
islevinden ilham alan karmasik modellerdir. DSA’lar genel
itibari ile girdiler, ¢iktilar ve bunlar arasindaki iligkinin
modellendigi katmanlardan olusmaktadir. Bu katmanlar her
biri noron olarak adlandirilan islemciler kiimesinden olusur.
Her ndron, girdilerinin agirlikli bir toplamini alip bu toplama
bir yanlilik (bias) terimi ekler ve bir aktivasyon fonksiyonu
kullanarak degerleri isler.  Aktivasyon fonksiyonun en
onemli islevi dogrusal olmayan iligkilerin de modellenmesini
saglamaktir. Boylece, olusan ag yapisi girdi ve ciktilar
arasindaki karmagik iligskilerin modellenmesini saglar [31-
33].

Bir DSA’nin isleyisi temel olarak néronlar {izerinden agirlikli

toplamlarin  olusturulmasi, sonrasinda bu sonuglarin
aktivasyon fonksiyonlar1 ile degerlendirilmesi ve kayip
fonksiyonunun  minimize edilmesine dayanir. Bu

minimizasyon i¢in ileri ve geri yayilma gibi teknikler
kullanilir. Bu adimlar asagida kisaca agiklanmaktadir.
Agirlikli Toplam: Her giris x; karsilik gelen bir agirlik olan

w; ile carpilir. Noron, girdilerinin agirlikli toplamimi
agagidaki gibi hesaplar (Denklem (2)):

n
z= ZWixi +b
i=1

Burada, b yanlilik terimi olup n toplam noron sayisini ifade
eder.

()

Aktivasyon Fonksiyonu: Agirlikli toplam z daha sonra
aktivasyon fonksiyonu olan @(z) islemcisine tabi tutulur.
Onceden de belirtildigi iizere bu aktivasyon islemcisi
dogrusal olmayan iligkilerin modellenmesini saglar. Yaygin
aktivasyon islemcileri asagidaki gibidir (Denklem (3)):

o
Slgmmd(x)(— g e_a)x

_(e¥—e™* 3)
Tanh(x) = 7@" T

ReLu(x) = max(0, x)

Bir DSA’nin egitimi, tahmin edilen ¢ikt1 ile gercek ¢ikti
arasindaki hatayr en aza indirecek sekilde agirliklarin ve
yanlihgmn  belirlenmesiyle  gergeklestirilir. ~ Onceden
belirtildigi lizere, bu siire¢ temel olarak ileri yayilma, kayip
fonksiyonunun degerlendirilmesi ve sonugta geri yayilma
adimlar ile gergeklestirilir.

Ileri Yayilma (forward propagation): Bir gikt: olusturmak igin
girdi verilerinin bir ag {izerinden ileri yonde beslendigi
yaklagimdir.

Kayip Fonksiyonu: Regresyon amaci ile egitilen bir agda
Ortalama Hatanin Karesi (OHK) gibi bir kayip fonksiyonu
kullanarak kayip yani beklenen degerden sapma (hata)
hesaplanir (Denklem (4)):

n
1
OHK == (v = 9. @
i=1
Geri yayilim: Denklem (2)’de gosterilen agirliklarin makul
bir siire icerisinde bulunmasini saglayan adimdir. Genel yap1
olarak ¢ikt1 katmanindaki noronlarin girdi degerlerine gore,
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¢ikt1 katmanindaki néronlarin bir 6nceki katmanla arasindaki
degerlere gore kismi tlirevinin alinarak zincir kuralinin
uygulanmasina dayanir. Boylece katmandaki agirliklar
giincellenerek Denklem (4)’deki OHK degerinin en diisiik
oldugu agirliklar bulunur [34]. Boylece DSA modeli egitilmis
olup yeni girdi degerleri i¢in tahminlerde bulunabilir.

Destek vektor makineleri (DVM)

Destek Vektor Makineleri (DVM), siiflandirma ve
regresyon problemleri i¢in kullanilan denetimli 6grenme
yaklagimlaridir. DVM nin temel hedefi iki sinifi birbirinden
aywran en genis dogrusal koridorun bulunmasidir. Diger
bircok makine dgrenme yaklagimlarinda oldugu gibi amag

fonksiyonunun minimizasyonuna dayanmaktadir. Amag
fonksiyonu ise Denklem (5)’teki gibi tanimlanabilir.
1 n
SIWIP+C ) @+ &) )
i=1

Burada, w agirlik vektorii, C fonksiyonun diizliigi ile kiigiik
sapmalart tolere edildigi miktar arasindaki dengeyi belirleyen
bir diizenleme parametresi olup degeri 0 ile sonsuz
arasindadir, &;ve & ise gergek degerlerden epsilon tolerans
marjma olan mesafeyi temsil eden degiskendir. Diger taraftan
bu  degiskenler = gevsek  degisken  olarak  da
isimlendirilmektedir. Amag fonksiyonu Denklem (6)’daki
kisitlamalara tabidir.

yi—(W-x;+b)<e+;
wW-x;+b)—y; <e+&
§,§i =0

(6)

Burada y; gergek bir deger, x; ozellik vektorii, b sapma ve €
ise toleransi temsil eder.

DVM c¢oziimlemek igin genellikle Lagrange carpanlari
kullanilir ve optimizasyon fonksiyonu dual forma
dontistirtiliir.  Genel itibari ile bir ¢ekirdek fonksiyon
sayesinde veriler herhangi bir doniisiime gerek kalmadan
dogrudan ¢aligilabilir durumda olur. Son olarak da nihai
kestirici fonksiyon ise Denklem (7)’deki gibi yazilabilir;

£60 = ) (@ = aDK (%) + b

=1

Q)

Burada K ilgili ¢ekirdek fonksiyonu, b ise diisey eksendeki
sapma terimini temsil etmektedir [35, 36].

XGBoost

DSA ve DVM gibi eXtreme Gradient Boosting (XGBoost)
yontemi de denetimli Ogrenme ic¢in kullanilan bir
yaklagimdir. XGBoost gradyan artirmaya (gradient boosting)
dayanan bir yontemdir. Verimliligi ve dogrulugu nedeniyle
makine &grenimi yarismalarinda ve pratik uygulamalarda
yaygin olarak kullanilmaktadir [37].

XGBoost temel olarak karar agaglarmma dayanmaktadir.
Yontem oOziinde, her agacin bir Oncekinin hatalarim
diizeltmeye calistigi, sirali bir karar agaclart toplulugu
olusturma yaklagimini benimsemektedir. XGBoost'taki amag
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fonksiyonu, asirt uyumu 6nlemek i¢in bir kayip fonksiyonu
ile bir diizenleme terimini birlestirir. Kayip fonksiyonu
Denklem (8)’deki gibi hesaplanabilir;

n
1
Ly, y) = EZ(M‘ - 9)? (8)
i=1
Burada y; gercek deger, ¥; kestirilen deger, n ise veri

sayisini ifade eder. Diizenleme terimi ise Denklem (9)’daki
gibidir;

T
1
Q) =yT+5leWj2 (9)
j:

T Agagtaki yaprak sayisini, sz J yapragindaki agirligi, y ve
A terimleri ise agir1 6grenmeyi engellemek igin kullanilan
parametrelerdir.

Sonug olarak nihai amag fonksiyonu Denklem (10)’daki gibi
ifade edilebilir:

obj = Z L) + Z 2(f)
i=1 k=1

Burada K agag¢ sayisini ifade eder.

(10)

XGBoost, amag fonksiyonunu minimize etmek igin gradyan
artirma kullanir. Temel yaklasim, 6nceki agaglarin hatalarini
tahmin eden yeni agaglar eklemektir. Model Denklem
(11)’deki gibi giincellenir:

99 =95V + fux) (11)
f, (x; ) iterasyondaki tahmini, y "™ ise iterasyondaki yeni

agacin kestirimini ifade eder.

XGBoost’taki her agac, asagidaki amag fonksiyonunu
minimize etmek i¢in Denklem (12)’de oldugu gibi
olusturulur:

n

1
0bi® = 3" [gifulx) + SR’ + 0 (12)
i=1
1)

Burada, g; = 9 =)L (yi,yl )birinci dereceden gradyan
Y

<hi = 05-(1-1)2L (yi,yl(t'l))) ise ikinci dereceden
gradyandir.

XGBoost bos bir aga¢ yapisinda baglayarak, Denklem
(13)’de gosterilen kazang fonksiyonunu minimize etmek
icin yapraklar1 art arda boler.

1 G2

_ G (G, + Gg)?
Kazang = 3 [

H,+2 Hg+1 H +Hgp+2

11—y (13)
G Vve Ggsol ve sag bolmeler igin gradyanlarin toplami iken
H;ve Hpgsol ve sag bolmeler icin Hessianlarin toplamidir.
Yeni bir gozlem (x) igin nihai tahmin, tim agaglarin
tahminlerinin toplamidir (Denklem (14)):
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K
9= fel® aw

k=1

Bu yaklasim, XGBoost’un yiiksek dogruluk ve saglamlik
elde etmesini saglar [37].

Bulgular ve Tartisma

Krigleme yontemi giiniimiizde iyi bir sekilde anlagildig1 i¢in
krigleme adamlar1 ve bu adimlardaki parametrelerin
belirlenmesi genel kabul goren bir hal almistir. Bu genel
kabul goren adimlar uygulanarak oOncelikle deneysel
variogramlar hesaplanmis, sonrasinda model variogramlar
uyarlanmis, bu variogramlarmn kullanilabilirligi test edilmis
ve sonu¢ olarak bu model variogramlar kullanilarak blok
bazinda kestirimler yapilmistir. Elde edilen variogram modeli
izotrop bir kiiresel modeldir. Bu modelin kiilge etki degeri
1,5, esik degeri 45 ve yapisal uzakligi 120 m’dir. Tarama
kiiresi ise tiim bloklarin tek seferde kestirilmesine yetecek
sekilde 200 m yarigapinda segilmistir. Tiim yapilan krigleme
islemlerinde  NetproMine isimli madencilik yazilim
kullantlmigtir.

Makine 6grenmesine iliskin yontemlerde model dogrulama
adimlari iyi bilinen Krigleme yonteminin aksine genel kabul
goren bir hal almamuistir. Bu sebepten, bu ¢alismada deneme
yanilma yontemi ile model parametreleri belirlenmisgtir.
Makine 6grenmesine yonelik yapilan tiim islemlerde Python
programlama  dili  kullanilarak  yazilan  programlar
calistirilmigtir.  Ayrica makine Ogrenme yaklagimlart
genellikle islem yogun oldugundan giiniimiiz standartlarinda
bir bilgisayar ile kestirimler yapilmistir. Kestirimde
kullanilan bilgisayar 3,00 GHz islem giiciine sahip 13.nesil
Intel bir islemcidir. Bilgisayarda toplamda 32 ¢ekirdek
bulunmakla birlikte 64 GB’lik bir RAM bulunmaktadir. Tiim
yontemlerde yapilan kestirimler egitim islemi bittikten sonra
toplamda 26834 adet blok igin kestirimler birkag saniye
stirmiistiir. Blok boyutlar1 sabit olup X, Y ve Z yonlerinde
sirast ile 10, 10 ve 2 m olarak belirlenmistir.

Derin sinir aglari ile kestirim igin diger yontemlerde oldugu
gibi girdi olarak kompozitlerin X, Y ve Z degerleri
kullanilirken hedef deger (¢iktt) olarak Fe tendrleri
kullanilmigtir Ayrica DSA ve DVM ile kestirimlerde tiim
girdiler normalize edilmistir. Bir¢ok normalizasyon yontemi
bulunmakla birlikte bu ¢alismada Denklem (15)’te verilen
min-maks normalizasyonu kullanilmustir.

T — Tmin

D, = (15)

Tmax — Tmin

Burada; D, normalize edilmis deger, T degisken, 7., Ve
Tmax 1s€ sirast ile degiskenin en diisiik ve en yiiksek
degerlerini ifade eder. Normalizasyon adim1 DSA ve DVM
icin gerceklestirilmis olup, XGBoost i¢in yapilmamustir.
DSA ve DVM i¢in yapilmasmin sebebi ise ilgili
yaklagimlarin normalize edilmis degerler lizerinden daha
hizl1 bir sekilde egitilmesini saglanmasidir. Model egitimleri
ve kestirimler ayni normalizasyon degerleri kullanilarak
yapildigindan kestirim sonuglar1 bu adimdan etkilenmemistir.

912

Bunun sebebi Dbloklara da ayni normalizasyonun
uygulanmasidir. Kestirimler normalize edilmis X, Y ve Z
degerleri tlizerinden yapilmis olup, bloklar kestirimlerden
sonra eski koordinatlarma geri getirilmistir. Fe degerleri igin
herhangi bir normalizasyon uygulanmamistir. Bunun sebebi
ise Fe degerlerinin hali hazirda diisiik degerler olan 30 ile 61
arasinda degismesidir.

Bu islem DSA modelinin kisa siire icerisinde egitilmesini
saglayan bir adimdir. DSA ile yapilan kestirimlerde kompozit
verilerin %70 derin sinir agmni egitmek, %15’ egitimi
dogrulamak ve geriye kalan %151 ise egitilen modelin testi
i¢in kullanilmugtir.

DSA gizli tabakalarinda Tanh aktivasyon fonksiyonu
kullanilmis, ancak Fe tendr degerlerine giden son c¢ikti
tabakasinda ise dogrusal fonksiyon kullanilmistir. Maliyet
fonksiyonunun  minimizasyonunda  gradyan  azaltma
(Gradient descent) yaklasimi kullanilmistir. Kullanilan
maliyet fonksiyonu ortalama karesel hatadir. DSA’nin yapisi
ise koordinatlarin beslendigi ilk tabaka, 15 digiim
noktasimdan olusan iki tabaka ve ¢ikt1 tabakasi olmak {izere
toplamda 4 tabakadan olusmaktadir. Model MSE’si
degerlendirildiginde 1000 optimizasyon adiminda sonra en
diistik degerlere ulasildigi goriilmiistiir. Ayrica egitim, test ve
dogrulama adimlarindaki hedef ve kestirim degerleri
arasindaki korelasyon katsayilarinin ise sirasi ile 0,78, 0,75
ve 0,77 oldugu gozlenmistir. Degerlerin birbirlerine yakin
¢tkmasi modelin genelleme seviyesinin yeterli diizeyde
oldugunu gostermektedir. Boylece egitilen DSA modeli
bloklarin kestirimlerinde kullanilmigtir.

Destek Vektor Makinesi (DVM) ile kestirimde DSA’ya
benzer adimlar uygulanmistir. Girdi olarak kullanilan X, Y ve
Z degerleri ile ¢ikti olan Fe degerleri normalize edilmistir.
DSA dan farkli olarak DVM’ler ¢ekirdek fonksiyonuna
ihtiya¢c duymaktadirlar. Bu ¢aligmada alternatifler arasindan
regresyon amagcl en sik kullanilan Radyal Temelli Cekirdek
fonksiyonu tercih edilmistir. Diger optimize edilmesi gereken
parametreler ise epsilon ve C ceza parametreleridir. Bu
parametrelerin modellenmesi i¢in veri kiimesi %80-%20
egitim ve test olmak tizere iki gruba ayrilmistir.

Yapilan deneme yanilma iglemi sonucunda C 10, epsilon
0,025 ve sigma parametresi ise 0,15 olarak belirlenmistir.
DSA’ya benzer sekilde bloklarin X, Y ve Z koordinat
degerleri girdi olarak kullanilarak Fe degerleri her bir blok
icin kestirilmigtir. Kestirim sonuglarina ve kompozitlere ait
Ozet istatistikler Tablo 2’de verilmistir.

Tablo 2. Kompozitler ve kestirim sonuglari

Kompozit | Krigleme DSA DVM | XGBoost
Veri 236 26835 | 26835 | 26835 | 26835
sayisi
En disik | 30,76 31,0 30,0 31,9 30,8
Ortalama 54,5 55,0 59,8 56,1 53,9
Ortanca 57,6 55,7 58,7 56,4 54,9
En 61,43 61,4 60,0 65,0 64,8
yiiksek
Standart 6,82 4,36 4,20 4,48 5,35
Sapma
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Tablo 2’de goriildiigii iizere tiim yontemler yumusatma
Ozelligi gostermektedir. Diger bir deyisle, elde edilen
kestirim varyanslar1 kompozitlerin varyansindan disiiktiir.

Tablo 3’te gosterilen istatistiklerin karsilagtirilmasi amaciyla
kompozit istatistiklerden sapmalar1 gésterilmistir.

Tablo 3. Kestirimlere ait istatistiklerin  kompozit
istatistiklerinden sapma degerleri.

Yiizdece Krigleme | DSA | DVM | XGBoost
sapma (%)

En diisiik 0.8 -2.5 3.7 0.1
Ortalama 0.9 9.7 2.9 -1.1
Ortanca -3.3 19 -2.1 -4.7
En yiiksek 0.0 -2.3 5.8 5.5
Standart -36.1 -384 | -34.3 -21.6
Sapma

Tablo 2’de goriildigii tizere higbir yontem kompozitler ile
ayni istatistikleri {iretmemistir. Tablo 3’te gosterilen
istatistiki farklarin yiizdeleri incelendiginde tek bir yontemin
tiim diger yontemlere Ustiinliik saglamasi gibi bir durum da
olusmamistir. Her bir yontemin one ¢iktig1 istatistikler
farklidir. Krigleme Ortalama ve en yiiksek deger bazinda
diger yontemlerden 6ne g¢ikarken, XGBoost en diisiik ve
standart sapma bazinda kompozitlere en yakin istatistikleri
tretmis olup, DSA ise ortanca bazinda diger yontemlerden
daha iyi sonug tiiretmistir. Sekil 2’de ise blok model kestirim
sonuglari gosterilmistir.
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Sekil 2 Kestirimler sonucu olugan Fe (%) degerleri a)
Krigleme b) DSA c) DVM d) XGBoost

Sekil 2’de goriildiigli lizere kestirimlerin birbirlerine
benzedigi ve ayrigtifi durumlar vardir. Tim kestirim
yontemleri cevherlesmenin giineydogusunda yiiksek tendrlii
bir kisma isaret etmektedir. Benzer sekilde gilineybati
kisimlarinda ise degiskenligin yiiksek oldugu gorece yiiksek
(%45-60 Fe arasi) kisimlar mevcuttur. Genellikle ayrisan
kisimlar ise yatagin merkezine yakin olan ve en {ist kotlarda
bulunan kisimlarda DSA ve DVM yontemleri gorece diisiik
tendrleri isaret etmektedir. Ayrica sadece DVM ile yapilan
kestirimler yatagin dogu kismindaki sinirlar1 oldukga yiiksek
oldugunu gostermektedir. DVM’nin neden boyle bir sonug
tirettigi bilinmemektedir. Bu duruma dikkatle yaklagmak
gerekmektedir. Tlgili alandaki yiiksek tenorlerin kesinlikle ek
sondajlarla teyit edilmesi elzemdir.

Tablo 3’te goriildiigi tizere makine 6grenme yontemlerinin
bazilarinda kompozitlerde goriilen degerlerin  disinda
kestirim degerleri tespit edilmistir. Bu durumla ozellikle
yatagin sinir kisimlarinda karsilagilmaktadir. Bunun sebebi
ise ilgili kisimlarm egitimde kullanilan X, Y ve Z degerlerinin
disinda kalmasidir. Diger bir bakis agis1 ile yatak sinirlarinda
sondaj bulunmadigindan egitilen modeller ilgili kisimlarda
ekstrapolasyon yapmustir. Bu sebepten bu kisimlardaki
kestirimlere  dikkatli yaklasmak gerekmektedir. lgili
kisimlarin dogrulunun testi igin ek veri toplanmasi tavsiye
edilmektedir.

Giliniimiizde kaynak kestirimi, tendr modellemesi amaci ile
kullanilan makine 6grenme yontemleri kara kutu (black box)
olarak c¢aligmaktadirlar. Diger bir ifade ile elde edilen
sonuglara nasil ve neden varildigi baz1 kurallara bagli olarak
belirlenirken sonuglara varmak igin egitilen modellerin
yorumlamasi oldukga gii¢ olup, genelde miimkiin degildir. Bu
sebepten mevcut jeoistatistiksel yontemlerde oldugu gibi
variograma ait yapisal uzaklik, esik deger ve kiilge etkisi gibi
kavramlardan bahsetmek s6z konusu degildir. Makine
ogrenmesinde, bu kavramlardan s6z edilemeyecegi gibi buna
benzer olan parametreler de bulunmamaktadir. Bu durum,
belirtildigi iizere, makine 6grenme yontemlerinin kara kutu
yapisindan kaynaklanmaktadir. Ayrica makine 6grenmesi
yaklagimlarinda kullanilan parametreler deneme yanilma
yontemi ile belirlenmistir. Bu durum her zaman en uygun
parametre degerlerinin bulundugunu garanti etmemektedir.
Bu ¢aligmada sistematik bir sekilde parametreler taranmis ve
kompozitlerin istatistiklerine en yakin sonuglari veren
parametreler kestirim parametreleri olarak belirlenmistir.

Sonug¢

Maden kaynaklarinin degerlendirmesindeki en Onemli
adimlardan birisi olan tendr kestirimi i¢in giiniimiizde yaygin
olarak krigleme kullanilsa da makine 6grenme algoritmalari
alternatif olarak ortaya ¢ikmaktadir. Makine 0Ogrenme
yontemlerinden DSA, DVM ve XGBoost algoritmalarinin
birlikte degerlendirildigi bir ¢aligma bulunmamaktadir. Bu
calismada ilgili yontemler karsilagtirilmistir. Karsilastirma
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amaci ile bir demir yatagindaki Fe tenorleri belirtilen
yontemler ile kestirilmistir. Kestirimler igin kriglemede
model variogramlar uyarlanirken diger yontemlerde ise
yontemlere 0Ozel parametrelerin  tahminleri yapilmistir.
Makine 6grenmesi yontemlerinin egitilmesinde girdi olarak
kompozitlerin X, Y ve Z degerleri kullanilirken ¢ikt1 olarak
da Fe degerleri kullanilmistir. Bylece egitilen modellerin
blok Fe tendrleri kestirilmistir.

Kestirim sonuglar1 digerlerine her agidan istiinliik saglayan
bir yontemin olmadigimi géstermektedir. Krigleme ortalama
ve en yliksek deger acisindan iistlin goriiniirken, XGBoost en
diisik ve standart sapma acisindan daha iyi sonuglar
tiiretmistir. DSA ise ortanca deger bakimindan en iyi sonucu
tiretmistir. DVM’nin ise digerlerine iistiinlik sagladigi bir
istatistik bulunamamustir.

Krigleme diger tiim yontemlere her agidan {istiinlik
saglayamasa da kaynak kestiriminde bu yontemin yaygin
olarak kullanilmasinin ilk sebebi 1950’lerden giiniimiize
bilinmesi ve bu sebepten konuya asina kisi sayisinin daha ¢ok
olmasidir. Ayrica giinlimiizde alternatif olarak gelisen
makine 6grenmesi yontemleri, bu ¢alismada goriildigi gibi,
her zaman istenen araliklarda yani kompozit degerleri
araliginda sonuglar liretmeyi garanti etmemektedir. Bununla
birlikte elde edilen sonuglarin yorumlanmasi genellikle
miimkiin  degildir. Makine 0&grenme yontemlerinde,
kompozitler iizerinden egitilen modellerin genel Kestirici
olarak beklenen o6zelliklerde sonuglar iiretmesi beklenirken
bu beklenen sonuglarin ulagilacagmni garanti etmemektedir.
Bu duruma 6rnek olarak, DVM ile yapilan kestirimde yatak
sinirlarinda  beklenmeyen yiiksek tenorlii  kisimlar ile
karsilagilmigtir. Ancak yontemin dogasi geregi bu durumun
bir agiklamasinin yapilmasi mimkiin degildir. Bu gibi
sebeplerden makine &grenmesi ile kestirimler giliniimiizde
halen akademik olarak arastirma seviyesinde olup, krigleme
maden kaynak kestiriminde siklikla kullanilmaktadir.

Bu ¢alismadan elde edilen bir diger sonug¢ da bazi kestirim
yontemlerinin  ekstrapolasyon  yaparak  kompozitlerin
bulundugu deger araligi disinda kestirimler iiretmesidir.
Ornegin DSA en diisiik degeri yaklasik olarak kompozit en
diisiik degerlerinden %2,5 daha diisiiktiir. Yani kestirim
degerlerinin en diigiik degeri kompozitlerden daha diigiiktiir.
Benzer sekilde DVM ve XGBoost’da elde edilen kestirim
degerlerinin en yiiksek degerleri de kompozitlerden yaklagik
olarak %5 daha yiiksektir. Bu durum tendr kestirimlerinde
istenmeyen bir durumdur. Bunun sebebi ise hedef olan
kompozit degerleri aralign disindaki bir kestirim degerinin
gercekeiliginin  sorgulanmaya agik bir durum olmasidir.
Krigleme de ise boyle bir durum s6z konusu degildir. Bu
sebepten makine Ogrenmesine dayali yontemlerle yapilan
kestirimlerde mutlak suretle bir uzmanin elestirel bir sekilde
inceleme yapmasi gerekmektedir.

Onceden belirtildigi iizere krigleme ile kestirim adimlari
genel kabul goren bir hal almigtir. Ancak bu genel kabul
gormiis yaklagimlar makine Ogrenmesi ile kestirimlerde
mevcut degildir. Tendr kestirimlerine iliskin yapilan
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calismalarda parametre belirleme yaklagimlar cesitlilik
gostermekle birlikte bu ¢alismada deneme yanilma yontemi
kullanilmistir. Ancak deneme yanilma ydntemi en iyi
parametrenin  belirlendigini garanti etmemektedir. Bu
sebepten konumsal tendr degerlerinin tahmininde makine
o0grenmesine  yonelik temel yaklasimlarin  enddistri
pratiklerinden ve iyi orneklerden yola ¢ikarak daha genel
kabul gdren bir yapiya biiriindiiriilmesi gerekmektedir.

Ayrica ileri donem c¢aligmalarinda kriglemenin dogrusal
olmayan varyasyonlarinin da karsilastirmaya dahil edilmesi
onerilmektedir. Ozellikle c¢arpik dagilima sahip veri
kiimelerinde log-normal Krigleme ve verilerin belirli bir
kritik degeri agma olasiliklarinin belirlenmesi istenmesi
durumunda ise Ayirici (disjunctive) Krigleme gibi dogrusal
olmayan yontemlere bagvurulabilir. Bu ¢aligmaya konu olan
veri kiimesinde konumsal olarak ciddi bir ¢arpik dagilim
gozlenmediginden dogrusal olmayan krigleme yontemlerine
basvurulmamustir.
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