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HIGHLIGHTS

= The functions of growth factors in cellular processes and their analysis using bioinformatics methods

= The use of the Lempel-Ziv distance metric in the FKNN algorithm and the evaluation of classification success

= Presentation of the results of the classification method using the Lempel-Ziv distance and its advantages over the traditional
Euclidean distance

Article Info ABSTRACT
Received : 25.10.2024 Cellular events occur as a result of the activities of proteins. Different amino acid sequences create distinct
Accepted : 25.11.2024 protein structures, which in turn affect the activities in cellular events. Therefore, classifying protein

sequences structurally or functionally is valuable for gaining insights into their roles in cellular events.
Growth factors are proteins involved in processes such as cell proliferation, differentiation, repair, and

DOI: maintenance. The bioinformatics study of growth factors can provide faster results at a lower cost.
. Neurotrophins are a family of growth factors that influence the growth, proliferation, differentiation, and
10.53525/jster.1573661 functions of nerve cells. In this study, the fuzzy classification of NGF and BDNF, which share a common

ancestor and have highly similar protein structures, as well as NT-3, is performed. The performance of the
k-Nearest Neighbors (KNN) algorithm, widely used in bioinformatics, significantly depends on the distance

*Corresponding Author: measure used. For the Fuzzy KNN (FKNN) algorithm, the distance measurements are important for

. ) calculating the degree of fuzziness. In this study, Lempel-Ziv Complexity is proposed as a new distance
Cagm Kander_mr Cavas measure to improve the classification success of the FKNN algorithm. When the Lempel-Ziv distance metric
cagin.kandemir@deu.edu.tr is used in the Fuzzy k-Nearest Neighbors Algorithm, and with data obtained from the Uniprot database,
Phone: +90 232 3019512 the classification performance reaches 83% when the number of neighbors (K) is 12. The highest

classification performance obtained using Euclidean Distance was 75%. At the point where maximum
accuracy was achieved, the algorithm's processing time using Euclidean Distance was 0.0054 ms, while it
was 0.0038 ms when using the Lempel-Ziv distance. The results show that using Lempel-Ziv distance in the
Fuzzy K-Nearest Neighbors Algorithm not only provides faster processing time compared to Euclidean
distance but also significantly improves classification performance. In this context, it is believed that our
approach could contribute significantly to bioinformatics research.

Keywords: Fuzzy K-nearest Neighbor Algorithm, Growth Factor, Lempel-Ziv Complexity,
Neurotrophin, Protein Sequence

148
© 2024 dergipark.org.tr/jster All rights reserved.


https://dergipark.org.tr/en/pub/jster
mailto:berktolga.cifci@ogr.deu.edu.tr
mailto:ramazan.kabadayi@ogr.deu.edu.tr
mailto:cagin.kandemir@deu.edu.tr
mailto:author.email@email.edu.tr

JSTER - VoL.5No.2 (2024)

L(’E\A JOURNAL OF SCIENCE, TECHNOLOGY AND ENGINEERING RESEARCH
!

&)
A=
A7) >)

Bilim, Teknoloji ve Miihendislik Arastirmalari Dergisi

ISSN (Online) 2717-8404
Available online at https://dergipark.org.tr/en/pub/jster

ARASTIRMA MAKALEST

Bulanik K-En Yakin Komsuluk Algoritmasinda Lempel-Ziv
Mesafe Olgiitiiniin Etkisi: Biiytime Faktorlerinin Siniflandirilmasi

Ornegi

Berk Tolga Cifci, **' Ramazan Kabaday1, " Cagin Kandemir Cavas

'Dokuz Eyliil Universitesi, Fen Fakiiltesi, Bilgisayar Bilimleri Boliimii, izmir, Tiirkiye
berktolga.cifci@ogr.deu.edu.tr, Orcid.0000-0001-9779-270X
ramazan.kabadayi@ogr.deu.edu.tr,Orcid. 0000-0002-5114-291X
cagin.kandemir@deu.edu.tr, Orcid.0000-0003-2241-3546

Alint1 / Citation :

Ciftci, B.T., Kabadayi, R., Cavas, C.K. (2024). The Impact of Lempel-Ziv Distance Metric in Fuzzy K-Nearest Neighbor Algorithm: A
Case Study on Classification of Growth Factors, Journal of Science, Technology and Engineering Research, 5(2):148-162. DOI:

10.53525/jster.1573661

ONE CIKANLAR/HIGHLIGHTS

= Biiyiime faktorlerinin hiicresel siireclerdeki islevieri ve biyoenformatik yontemlerle incelenmesi
* FKNN algoritmasinin Lempel-Ziv mesafe metriginin kullanilmasi ve siniflandirma basarilarinin degerlendirilmesi
= Lempel-Ziv uzakhigimin kullanildigr siniflandirma yonteminin sonuglarinin ve geleneksel Oklid uzakligina gére avantajlarinin

ortaya konulmasi.
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Hiicresel olaylar, proteinlerin aktiviteleri sonucunda gergeklesir. Amino asitlerin farkli dizilimleri farki
protein yapiarimin olusmasina neden olur. Yapilarina gore hiicresel olaylardaki aktiviteleri de degisiklik
gosterir. Bu nedenle protein dizilerinin yapisal veya islevsel olarak smiflandirilmasi hiicresel olaylardaki
rolleri hakkinda bilgi edinmek icin olduk¢a degerlidir. Biiyiime faktorleri; hiicreler iizerinde ¢ogalma,

farklilagma, onarim ve bakim gibi bir¢ok siirecte yer alan proteinlerdir. Biiyiime faktérlerinin biyoenformatik

alaninda incelenmesi, diisiik maliyetle daha hizli sonu¢lara ulasiimasint saglayabilir. Nérotrofinler, sinir
hiicrelerinin biiyiimesi, ¢ogalmasi, farklilasmast ve fonksiyonlar: iizerinde etkili olan biiyiime faktorii
ailelerinden biridir. Calismamizda, ortak bir atadan gelen ve ¢ok benzer yiiksek dereceli protein yapisina
sahip olan NGF ve BDNF nin, ayrica NT-3’iin bulanik simiflandirilmast yapilmaktadir. Biyoenformatik
alaminda yaygin olarak kullanilan K-En Yakin Komsuluk (KNN) algoritmasinin performanst onemli élgiide
kullanmilan mesafeye baghdwr. Bulamik KNN (FKNN) algoritmasi i¢in de mesafe olgtimleri, bulaniklik
derecesini hesaplamak igin 6nemlidir. Bu ¢calismada, FKNN algoritmasinin siniflandirma basarisini artirmak
amactyla yeni bir mesafe 6l¢iitii olarak Lempel-Ziv Karmagsikligi onerilmistir. Bulanik K-En Yakin Komguluk
Algoritmasi'nda Lempel-Ziv mesafe metrigi kullanildiginda, Uniprot veri tabanindan alinan verilerle birlikte
FKNN algoritmasinda K komsu sayisimn 12 olmas: durumunda, siniflandirma performanst %83 olarak elde
edilmistir. Oklid Uzakhigi kullamldiginda elde edilen en yiiksek siniflandirma performanst ise %75 'tir.
Maksimum dogruluk oramnt elde ettigimiz noktada Oklid uzakhgin kullandigimizda algoritmamizin ¢calisma
siiresi 0.0054 ms iken Lempel-Ziv uzakhigi kullandigimizda 0.0038 ms’dir. Elde edilen sonuglara gore,
Bulanik K-En Yakin Komsuluk Algoritmasi'nda Lempel-Ziv mesafesinin kullanilmasi, Oklid mesafesine
kiyasla daha hizly bir islem siiresi saglamakla kalmamug, ayni zamanda simiflandirma performansint da 6nemli
olciide iyilestirmistir. Bu baglamda, onerdigimiz yaklasimin biyoenformatik ¢alismalarina onemli
katkilar sunabilecegi diistintilmektedir.

Anahtar Kelimeler: Bulanik k-en yakin komsu algoritmast, biiyiime faktorii, Lempel-Ziv karmasikligi,
norotrofinler, protein sekansi.
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I. GIRIS [INTRODUCTION]

Organizmalarin incelenmesi {izerine yapilan arastirma ve projeler sonucunda zengin biyolojik veriler elde edildi ve artan
bir sekilde elde edilmeye devam ediliyor. Deneysel yontemler, oldukca fazla yogun is giicli, uzun zaman ve maliyet
gerektirdigi icin elde edilen yeni verilerin incelenmesi, yorumlanmasi maliyetli ve zaman alicidir. Biyoenformatik,
deneysel yontemlere gore daha az zaman ve maliyetle verileri incelemeye ve sonuglar elde etmeye olanak saglar.
Biyoenformatik, bilgisayar bilimi yontemleriyle biyolojik verileri depolamak, analiz etmek, modellemek i¢in yontemler
gelistiren disiplinler aras1 bir alandir. Biyoenformatik; veri madenciligi teknikleri, gorsellestirme, makine 6grenimi
teknikleri gibi yontemleri kullanarak verileri verimli bir sekilde analiz etmeyi amaglar. Bu alanda verilerin
siniflandirilmasi da 6nemli bir konu olarak yer alir.

Hiicre icerisinde gerceklesen ¢ogunlukla bircok olay, proteinlerin aktiviteleri sonucu gerceklesir. Ayrica viicuttaki organ
ve dokularm yap1 ve iglevlerinde etkilidirler. Proteinlerin dort farkli yapist bulunmaktadir. Bunlardan birincil yapist,
amino asitlerin dogrusal dizisinden olusur [1]. Proteinler, bir¢ok bilesenden olugsa da farklilasmasini saglayan yan zincir
olarak adlandirilan amino asitlerdir. Amino asitlerin bir araya gelmesiyle beraber ayn1 zamanda farkli baglarla bir araya
gelmeleri cesitli tic boyutlu yapilara katlanmalarina neden olur. Katlanan yapilar da proteinin dogrusal amino asit dizisine
baglidir ve bu yapilar da proteinin islevini belirler [2]. Dolayisiyla yapisal veya iglevsel olarak yapilacak siniflandirma o
proteinin hangi hiicresel olaylarda nasil gérev aldigin1 anlamak agisindan biiyiik 6neme sahiptir. Siniflandirmanin diger
bir 6nemli yan1 da homolojiyi bulmaktir. Homoloji, dizilerin ortak bir atadan geldiklerini dolayisiyla ortak islevsel
yonlerinin oldugunu gosterir.

Biyoenformatik ¢aligmalarinda k-en yakin komsu algoritmast (KNN) yaygin olarak kullanilmaktadir. KNN, etiketli
olmayan verileri, mesafe Ol¢iimii kullanarak en yakin k adet etiketli verilerin siniflarina gore siniflandiran makine
Ogrenmesi algoritmalarindan biridir. K adet en yakin komsudan ¢ogunluk hangi sinif ise yeni deger o sinifa atanir. Ancak
KNN algoritmasi, her komsuya ayni 6nemi verir [3]. Klasik KNN algoritmasinda bir veri, bir sinifa atandiginda verilerin
arasindaki uzaklik durumuna gore bu atama gergeklesir. Bu durumda o sinifa iiyeligin giiciiniin hicbir etkisi yoktur. Etkili
olan yalmizca mesafedir. Bu noktada KNN algoritmasina bulanikligin eklenmesi gerekmektedir. Bulantk KNN
algoritmasi, en basta sinifi bilinmeyen veri ile diger verileri arasindaki mesafeyi hesaplar ve en yakin k adet komsuyu
secer ancak atama islemi mesafeye gore degil, sinifa ait iiyelik derecesine gore yapilir. Algoritma igerisinde elde edilen
iyelik degerleri, sonuctaki siniflandirmaya eslik edecek bir giivence diizeyi saglar. Bu sayede algoritma icerisinde keyfi
atamalar yapilmaz [4].

KNN algoritmasi yukarida da bahsedilen verilere esit 6nem verme durumu nedeniyle bazen istenilen sonuglara ulagsmada
zorluklara neden olmaktadir. Ornegin, etiketli tiim verilere esit dnem verilmesi, mesafe temelli bir siniflandirma
yapilmasina neden olur. Protein dizisi o proteine 6zgiidiir ve proteinin yapisini belirler. Mesafeye gore yapilan bir
siniflandirma, protein dizisinin yapisini goz ardi eder. Bulanik yontem, protein dizisinin yapisi nedeniyle sahip oldugu
sinifin da igleme dahil edilmesini saglayarak siniflandirmanin mesafe ile birlikte proteinin yapisinin da géz Oniinde
bulundurularak yapilmasini saglar. KNN algoritmasinda bulanik yaklasimin kullanildigi ¢alismalar incelendiginde;
proteinin yapisal sinif tahmini [5], protein ¢6ziicii erigebilirliginin tahmini [6], hiicre alt1 konumlarinin tahmin edilmesi
[7], proteinlerin ikincil yapisinin tahmin edilmesi [8], DNA mikro dizi smiflandirmasi [9], gen fonksiyon
siiflandirilmasi [10], gibi konularda bu yaklagimin kullanildig1 gortilmektedir. Farkli ¢alismalarda, KNN’nin biyolojik
ve tibbi verilerin siniflandirilmasinda yaygin olarak kullanilmasina ragmen, heniiz uygulanmamis baska arastirma
alanlarimin oldugunu ve bu alanlarda bulanik KNN ile yapilan deneysel sonuglarda yiiksek tahmin dogruluklari elde
edildigi de goriilmektedir [11]. incelenen bircok calismada bulanik k-en yakin komsu algoritmasinin ¢ogunlukla
proteinlerde tahmin amaciyla kullanildigir goriilmektedir. Kendi ¢aligmamizda bulanik KNN algoritmasi, protein
dizilerinin siniflandirilmasi amaciyla kullanilmaktadir.

KNN, egitim verilerine olan mesafenin hesaplanmasina dayanan bir simflandirma yontemidir. Dolayisiyla KNN
algoritmasinin performansi dnemli 6l¢iide kullanilan mesafeye baghdir [12]. Oklid uzakligi KNN’de kullanilan en yaygin
uzaklik metrigidir. Ayrica farkli ¢aligmalarda, KNN’de, Manhattan, Minkowski, Kosiniis, Hamming, Jaccard,
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Mahalanobis, City Block, Chebyshev uzaklik modellerinin [13]; bulanik KNN’de, Manhattan, Kosiniis, Hamming, City
Block uzaklik modellerinin [14] kullanildig1 goriilmektedir. Mesafe 6l¢iimleri, bulaniklik derecesini hesaplamak igin
onemlidir [15]. Lempel-Ziv, kayipsiz bir veri sikistirma algoritmasidir. Ek olarak Lempel-Ziv karmasiklig1 bir dizideki
farkli yapilarin sayisim vermektedir. Lempel-Ziv, DNA dizilerinin karmasikligin1 incelemek i¢in kullanilmistir [16].
Calismamizda, bulanik KNN algoritmasinda test verisi ile egitim verileri arasindaki mesafeyi 6l¢gmek ve bilgi kaybini
onlemek icin protein sekanslarinin Lempel-Ziv karmasiklik degerlerinin bir tiir mesafe o6l¢iimii olarak kullanilmasi
onerilmektedir.

Sekil 1°de gosterildigi gibi, biiyiime faktorleri, hiicreler lizerinde ¢ogalma, farklilagsma, onarim ve bakim gibi bir¢cok
slirecte yer alan, hiicre yiizeyindeki reseptorlere baglanan proteinlerdir. Biiylime faktorleri, yapisal ve evrimsel olarak
kendi iginde iliskili olan protein ailelerinden olusur. Her bir biiylime faktorii ailesi, farkli fonksiyonel 6zelliklere sahiptir
ve farkli hiicresel faktorleri yalnizea siireclerde rol alirlar. Biiyiime faktorleri, yalnizca onarim gibi siireclerde degil ayrica
programli hiicre 6liimii gibi siireglerde de yer alabilir. Aktiviteleri, hiicre tipine ve organizmanin gelisim asamasina gore
degisir [17]. Biiylime faktorlerinin in vivo c¢alismalar1 kisa yar1 6mre, zayif bir dayanikliga yol acar [18]. Etkili sonug
alabilmek icin yiiksek dozlar gereklidir ve bu da yiiksek maliyete neden olmaktadir [19]. Biiylime faktorlerinin
biyoenformatik alaninda incelenmesi diisiik maliyetle, daha hizli sonuglara ulagilmasini saglayabilir.

Buyume Faktora faktord (| N N J
iyt ’ ®®
Proteinleri
Farklilagsma

=.=»..

\ Apoptozis
®e e
Blylime Faktora o
Reseptoru

Sekil. 1. Biiyiime faktorii (Growth factor)

Norotrofinler (NGF), sinir hiicrelerinin biiyliimesi, ¢ogalmasi, farklilagsmasi, fonksiyonlari iizerinden etkisi olan ve
sinaptik plastisitenin saglanmasinda etkili olan biiyiime faktorii ailelerinden biridir. NGF’ler, biyolojik ve yapisal olarak
birbirlerine benzemektedirler [20]. ilk olarak tiikiiriik bezleri {izerinde yapilan deneyde molekiil saflastiriimas1 sonucu
NGF adi verilen bir protein kesfedilmistir [21]. Daha sonraki deneyler NGF’nin, noéronlarin hayatta kalmasi ve
farklilagmasini destekleyen bir protein oldugunu gostermistir [22]. NGF, sinir hiicrelerinin ulastiginda hayatta kaldigi,
ulasamadiginda 61diigl sinirl miktarda iiretilen bir proteindir [23]. NGF, sempatik ve duyusal néronlarin hayatta kalmasi
ve bakimi igin O6nemliyken; beyinde tiiretilmis sinir hiicresi bilylime faktorii (BDNF), merkezi ve cevresel sinir
sistemindeki noronlarin gelisimi i¢in Onemlidir. Sekil 2’de gosterildigi tizere, NGF’ler, tirozin kirazlar (Trk)
reseptorlerine ve ayrica p75 reseptdriine de baglanabilmektedirler. Ornegin, BDNF, diisiik afinitede p75 reseptdriine
baglanarak hiicre 6liimiine neden olurken yiiksek afinitede TrkB reseptdriine baglanarak hiicrenin yagsamasini saglar,
Uzun Siireli Giiglendirme’ye (Long Term Potentiation) neden olur. NGF’ler farkli reseptor baglantilarinda farkli islevlere
sahiptirler. Bu nedenle yapilariin, baglantilarinin incelenmesi 6nemlidir. Literatiirdeki ¢alismalar NGF ve BDNF’nin
cok benzer bir yiiksek dereceli protein yapisina sahip olduklarimi gostermektedir [24]. “Her iki protein arasinda
maksimum hizalama i¢in amino asit dizilerinde yalnizca birkag¢ bosluk eklenmesi gerekir” [25]. “Amino asit diizeyinde
NGF ve BDNF’nin olgun formlar1 arasinda yaklasik %50 amino asit 6zdesligi mevcuttur” [24]. Calismalar her ne kadar
bu proteinlere dair bilgiler sunsa da hiicresel ve molekiiler islevlerinin hala iyi derecede anlagilmadigini da
gostermektedir [24] [26]. Ayrica ¢alismalar, bu iki ndrotrofik faktoriin farkli gérevlerini ortaya koymasiyla beraber
paralel ve karsilikli rollere sahip olduklarini da gostermektedir [24] [27]. NGF ve BDNF ile ilgili ¢alismalarin molekiiler
biyoloji teknikleri kapsaminda gerceklestirildigi goriilmektedir [24]. Biyoenformatik alani temelinde literatiirde NGF ve
BDNF’nin smiflandirilmasiyla ilgili herhangi bir ¢alisma bulunmamaktadir. Calismada, Lempel-Ziv karmagikliginin
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bulanik kNN algoritmasinda uzaklik metrigi olarak kullanilarak, ortak bir atadan gelen ve yapisal olarak birbirine
benzeyen NGF ve BDNF’nin bulanik siniflandirilmas: yapilmaktadir. Boylelikle bu calisma, makine 6grenmesi
tekniklerinin norotrofinlerin siniflandirilmasinda ilk kez uygulanmasi agisindan bir yenilik sunmaktadir.

p75

% ﬁ{} R

NT4

T

NGF NT3

TrkA TrkB TrkC
Sekil 2. Norotrofinler (NGF)

Il. MALZEME VE YONTEMLER [MATERIALS AND METHODS]

A. Lempel-Ziv karmagsikiigi (Lempel-ziv complexity)

Veri sikistirma, kayipli ve kayipsiz olarak iki tiirdiir. Kayipsiz sikistirma, istatiksel fazlalig1 ortadan kaldirarak bitleri
azaltir. Kayipsiz sikistirma, sikistirilmis verilerin yeniden yapilandirilarak orijinal verilerin elde edilmesini saglayan bir
tekniktir. Bu islem sirasinda higbir veri kaybolmaz. Kayipli sikistirma, daha az 6nemli veya gereksiz bilgileri ortadan
kaldirarak bitleri azaltir. Farkli sikistirma yontemleri bulunmaktadir. Tek gegis sikistirma veya uyarlamali sikistirma,
verileri yalnizca tek geciste sikistirir. iki gegisli sikistirma veya yari uyarlanabilir sikistirma, verileri bir geciste analiz
eder ve daha sonra baska bir geciste sikistirir [28]. Iki gegisli sikistirma algoritmalarindan biri olan Huffmann Kodlamast,
veri igerisindeki en ¢ok kullanilan karakterler iizerine odaklanan bir algoritmadir. Ne kadar ¢ok tekrar eden karakter
varsa o kadar iyi sikistirma gergeklesir. Ancak Huffmann Kodlamasi’nin basarisi, kaynak dizinin dagilimina baglhidir
[29]. Her zaman kaynak dizinin dagilimi sik tekrar eden karakterlerden olusmayabilir. Bu durumda, veri igerisindeki en
cok tekrar eden karakterlerden ziyade tekrar eden yapilara odaklanan sozliikk tabanli ve kayipsiz veri sikistirma
algoritmalarindan biri olan Lempel-Ziv (LZ78) kullanilabilir. Huffman gibi teknikler, bir kerede tek bir sembolii
kodlarken sozliikk tabanli sikistirict olan Lempel-Ziv, bir verideki belirli bir sembol grubunu kodlar [30]. Bu teknik,
Huffman Kodlamasi gibi statik tekniklerin aksine daha verimlidir [31].
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Ornek - 1: CGACATATCAGCTAAGAGTA (Orijinal Uzunluk = 20)

v

CI|G|A|CA|T|AT|CAG|CT|AA|GA|GT|A (Sikistrma degeri = 12)

Ornek - 2: CCGCACGGGTGGCACCTCAG (Orijinal Uzunluk = 20)

v

CICG|ICAICGG|G|T|GG|CAC|CT | CAG (Sikistirma degeri = 10)

Sekil 3. Lempel-Ziv Ornek Gésterimi

Lempel-Ziv algoritmasi, tek gegiste verileri sikistirir ve sikistirilacak veri hakkinda 6nceden herhangi bir bilgiye ihtiyag
duymaz [32]. Temel olarak, bir dizi soldan saga dogru incelendiginde karsilasilan farkli alt dizilerin sayis1 olarak
tamimlanabilir. Lempel-Ziv algoritmasi su sekilde isler: ilgili verinin icerisindeki farkli karakterlerin oldugu bir sozliik
mevcuttur. Algoritma veriyi karakter karakter okur ve sozliikte olup olmadigini kontrol eder. Eger sozliikte yoksa sozliige
ekler. Eger sozliikte varsa, sozliikte olmayan karakterle karsilasana kadar karakter karakter okumaya devam eder ve bu
elde edilenleri bir desen yapilar1 olarak gruplandirmaya baslar. Bu sayede farkli yap1 veya desenler aranir. Son olarak
Lempel-Ziv sikistirma degeri, bulunan farkli yapilarin veya desenlerin sayisina gore belirlenir. Lempel-Ziv, bir veri
sikistirma algoritmasi oldugu kadar ayni zamanda veride bulunan kapilarin ne kadar cesitli oldugunu 6l¢mesi bakimindan
bir karmasiklik dl¢iisiidiir.

Algoritma 1 — Lempel-Ziv
P = ilk girdi karakteri
WHILE okunacak karakter oldugu siirece
C = bir sonraki girdi karakter
IF P+C sozliikte varsa
P=P+C
ELSE
P’nin indeksini yazdir
P + C’yi sozliige ekle
P=C
END WHILE
P’nin indeksini yazdir

Simiflandirma igin kullanilan algoritmalar, sayisal girdiler almak zorundadir. Elde edilen DNA, protein veya enzim gibi
veriler sayisal veriler olmadigi igin bu verilerin algoritmalarda kullanilmasi i¢in sayisala doniistiiriilmesi gerekir. Kimi
zaman bu doniistiirme islemleri verilerde kayiplara neden olabilmektedir. Kayipsiz veri sikigtirma algoritmalari,
biyolojik ¢aligmalardan elde edilen sekanslarin algoritmalarda verimli bir sekilde kullanilmasina olanak saglar. Bu agidan
Lempel-Ziv algoritmasi, sayisal olmayan verileri kayipsiz sekilde sikistirarak sayisal bir sekilde algoritmada
kullanilmasini saglar. Ayrica, 6zellikle calismamizdaki bulanik siniflandirma isleminde protein dizisinin yapisi nedeniyle
sahip oldugu smifin da isleme dahil edilmesini istemedigimiz i¢in Lempel-Ziv sikistirma degeri veya Lempel-Ziv
karmasgiklig1, protein verilerinin yapisini da yansitmig olacaktir.

B. Lempel-Ziv karmasikligina dayali mesafe él¢giimii (Lempel-Ziv complexity based distance measure)
S = ACGAGCTATT ve R = TCCTCTTT seklinde iki dizi verildiginde her iki dizinin LZ karmagikligi ¢(S) = 7 ve ¢(R)
= 5 olarak bulunur.
c(S:A|C|G|AG|CT|AT|T
cR:T|C|ICT|CTT|T
S ve R dizileri iki farkli sirayla birlestirilir:
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S.R=ACGAGCTATTTCCTCTTT
R.S=TCCTCTTTACGAGCTATT

Daha sonra birlestirme sonucu elde edilen iki dizinin Lempel-Ziv karmagikliklart ¢(S.R) = 11 ve ¢(R.S) = 10 olarak
bulunur.

¢(SR)=A|C|G|AG|CT|AT|T|TC|CTC|TT|T
¢(R.S)=T|C|CT|CTT|TA|CG|A|G|CTA|TT

Lempel-Ziv karmagikliklariin farkina dayali olarak iki dizi arasindaki benzerlik derecesini hesaplamak i¢in asagidaki
formiil (1) kullanilir.

max[c(S.R)— ¢(S),c(R.S) - c(R) ] @
max[c(S),c(R)]

d(S,R) =

Bu formiil (1), dizi uzunlugunun mesafe Olciimlerinin hesaplanmasi iizerindeki etkisini ortadan kaldirabilen
normallestirilmis bir mesafe 6l¢iimidiir [33].

Formiile dayanarak S ve R dizilerinin arasindaki Lempel-Ziv mesafesi su sekilde hesaplanir:

%{77;)5] =2=1071428 ?

d(S,R) =

C. Bulanik k-en yakin komsu algoritmas: (Fuzzy k-nearest neighbor algorithm)

Makine 6grenimi teknikleri denetimli 6§renme ve denetimsiz 6grenme seklinde iki alt kategoriye ayrilir. Denetimsiz
ogrenmede tiim veriler etiketli degildir ve algoritmalar, veriler hakkinda daha gok bilgi sahibi olmak i¢in verilerdeki
temel yapiyr modeller. Denetimli 6grenmede, etiketli veri kiimesi kullanilarak algoritmalar, girdi verilerinden ¢iktiy1
tahmin etmeyi 6grenir. K-en yakin komsu algoritmasi (KNN), etiketli olmayan veriyi, mesafe dl¢limleri kullanarak
kendisine en yakin k adet etiketli verilerin siniflarina gore siniflandiran denetimli makine 6grenmesi algoritmalarindan
biridir. K, en yakin komsu sayisini belirleyen dnemli bir parametredir. Sabit bir degeri yoktur ve en etkili sonug igin
algoritma farkli k degerleri i¢in ¢aligtirllmalidir. KNN’de, k adet en yakin komsudan ¢ogunluk hangi sinif ise yeni deger
o siifa atanir. Bu duruma ¢ogunluk oylamasi veya oylama KNN kurali [34] ad1 verilir. Komsu veriler, mesafeye gore
belirlenir ve genellikle Oklid mesafesi kullamlir. Bayes smiflandirici, sinir aglari gibi birgok simiflandirma yéntemi,
egitim ve test veri kiimlerinin ayn1 dagilima sahip oldugu durumlarda ¢ok iyi performans gosterirler. Ancak benzer ama
farkli dagilimlarda performanslari iyi degildir. KNN, verilerin dagilimlarinin ayn1 olmasini gerektirmeyen bir yontemdir
[35]. Klasik KNN, se¢ilen tiim komsulara ayni 6nemi verir. Bu durum, algoritmanin en yakin k komsunun siiflarindan
cogunluk oylamastyla siniflandirmaya karar verirken her komsuya oy i¢in ayn1 agirligi verdigi anlamina gelir. Sonucta
bu 6zellik, KNN’nin k degerine oldukea fazla duyarli oldugunu gosterir [10].
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Sekil 4. Bulanik k-en yakin komsu algoritmasi: belirsizlik, 6rnek 1 (Fuzzy k-nearest neighbor algorithm: uncertanity, example 1)

Klasik KNN’de, bir veri bir sinifa atandiginda, o sinifa iiyeligin giiciiniin hicbir etkisi yoktur. Siif iiyelikleri olmamasi
nedeniyle belirsizliklerle bas edemez. KNN’nin performansini artirmak i¢in bulanik mantiga [36] dayali bulanik k-en
yakin komsu algoritmasi (FKNN) gelistirilmistir. FKNN, sinif iiyeliklerini dahil eder ve rastgele atama yapilmamasini
saglayarak siniflandirmada bir giivence diizeyi saglar [4]. Algoritmanin temelinde, veriyi belirli bir sinifa atamak yerine
veriye sinif liyeligi atamak vardir. Sekil 4, k degeri 5 olmasi karsiliginda bir test verisinin en yakin 5 komsusu alindigini
ve bu 5 komsudan 3 tanesi B sinifina ait oldugu i¢in test verisinin de B siifina ait oldugunu gosterir. Sekil 4°te test verisi
mesafe olarak A sinifindaki verilere daha yakin olsa da ¢cogunluk oylamasi nedeniyle B sinifina atanir. Bu durum da bir
belirsizlik olusturur [10]. Sekil 5, ii¢ test 6rneginin ve komsularinin belirsiz alan olusturdugu bir 6rnektedir. Klasik KNN,
belirsizlikle bas edemeyecegi igin FKNN’nin kullanilmasi gerekmektedir. Klasik KNN’de oldugu gibi FKNN’de de k
degeri 6nemlidir. K degerinin sabit bir deger olmasi, belirsizlikler iceren egitim drneklerinde FKNN’nin performansini
olumsuz bir sekilde etkiler [35].

A Smfi
O BSmf
QO CSmfi
X Simfi Bilinmeyen Test Verisi

Sekil 5. Bulanik k-en yakin komsu algoritmast: belirsizlik, 6rnek 2 (Fuzzy k-nearest neighbor algorithm: uncertanity, example 2)
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Bulanik k-en yakin komsu algoritmasinda belirsizlikle bas edebilmek i¢in her test verisi, en yakin egitim verileri
kullanilarak yeniden temsil edilir. Ornegin sekil 5’teki test noktalarindan biri k degeri 3 oldugunda, digeri k degeri 4
oldugunda ve bir digeri k degeri 5 oldugundaki komsuluklari ile yeniden temsil edilirler. Daha sonra algoritma igerisinde
bu komsuluklarin, siniflara ait {iyelik dereceleri hesaplanir.

Algoritma 2 — Bulanik k en yakin komsu algoritmasi

Algoritma oncesinde; tiim sekanslarin Lempel-Ziv karmasikliklar1 hesaplanir. Bu karmasiklik degerleri, formiil
(1)y’de kullanilarak Lempel-Ziv uzaklik degerleri hesaplanir. Lempel-Ziv uzakliklarindan simetrik matris
olusturulur ve algoritma bu matris lizerinden islemleri gergeklestirir.

Adim 1: Her bir test verisi ile diger tim egitim verileri arasindaki k adet en yakin komsuyu klasik KNN
kullanarak bul.

Secilen k adet komsunun kag tanesinin hangi sinifa ait oldugunu bul.

Simif adedi frekans degerlerini k degerine bol.

Elde edilen degeri k degerine tekrar bol. Son deger (ﬁ)’tir.

Adim 2: Adim 1°de elde edilen (kIVniit) degerini formiil (3)’te kullanarak ilgili sinifin kendi ve diger siniflara ait
iiyelik derecelerini hesapla.

Adim 3: Elde edilen k adet komsularin birbirleri arasindaki Lempel-Ziv uzakliklarini matriste ara.

Adim 4: Adim 2’de elde edilen tliyelik dereceleri ve Adim 3°te elde edilen Lempel-Ziv uzakliklarini formiil (4)
icerisinde kullanarak test verisinin siniflara ait iiyelik derecelerini hesapla.

Adim 5: Hangi smif iiyeligi daha yiiksekse test verisini o sinifa ata.

051+ () 049 egeri=j "
Uj; = , 3
. ( Vi ) * 0.49 aksi halde
kInit

i, en yakin komgunun gergek siniflaridir. j, egitim veri setinden alinan test verilerinin gercek sinif degerleridir. V;, ilgili i
sinifinin en yakin k komsu igerisindeki sayisidir. klnit, toplam komsu degeri olan k’dir. ( kIVniit)’ k adet komsudaki sinif
frekans bilgisinin k degerine oraninin tekrar k degerine orani ile elde edilir. Her sinifa iiyelik bu formiile gore atanur.
T Wit (———57=)
W) = m— (4)

|

¥k ( —7
i=1 ||x—yi |2/(m 1)

I x—1v; |, ilgili test verisinin j. komsudaki Lempel-Ziv uzaklik degeridir. m, agirliklandirma parametresidir. Bu
parametre, bulanik tiyelik degerinin hesaplanmasinda her bir en yakin komsunun agirligin1 belirler. m, 2 olarak
secildiginde her komsunun etkisi, uzakligin tersi ile agirliklandirilir. Ters uzaklik, bir verinin incelenen veriden yakinsa
daha fazla, uzaksa daha az iiyeligini agirliklandirmaya yarar. m, bire yaklastik¢a, yakin komsular uzaktakilerden ¢ok
daha fazla agirliklandirilir; m arttik¢a, komsular daha esit agirlikta olur ve goreli mesafeleri daha az etkiye sahip olur

[4].

I1l. SONUC VE DEGERLENDIRME [CONCLUSION]

Gelistirilen algoritmalarin ger¢ek diinya verilerindeki performansini yansitmasi agisindan dogru degerlendirme
yontemlerinin kullanilmas kritik dneme sahiptir. Istatistiksel tahmin yontemlerinde, bagimsiz bir veri seti, jackknife testi
birgok arastirmaci tarafindan modelin basarisini test etme amaciyla kullanilmaktadir. Jackknife testi, bu
degerlendirmelerde yaygin olarak tercih edilen bir tekniktir ¢ilinkii her bir veri 6rnegini sirasiyla test verisi olarak
kullanarak, modelin her bir veri noktasindaki basarisini objektif bir sekilde Slgmeye olanak tanir. Jackknife testi,
matematiksel olarak kanitlanmig olan daha anlamli sonuglar vermektedir [37-38]. Bu yaklagim, 6zellikle biyoinformatik
alaninda, her protein veya gen dizisinin dogru bir sekilde siniflandirilmasini saglamak ve modelin genel dogrulugunu
giivenilir bir sekilde belirlemek i¢in kullanilir. Bu sayede, algoritmanin overfitting (asir1 uyum) veya underfitting
(yetersiz uyum) gibi problemlere karst daha dayanikli olmasi saglanabilir. Calismamizda, Jackknife testi, her bir sekans
icin algoritma performansini degerlendirmek i¢in kullanilmaktadir; burada her bir sekans, test verisi olarak davranirken
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geriye kalanlar egitim verisi olarak kullanilir. Veri tabanlarindan alinan ndrotrofin sekanslart listesinde bastan sona kadar,
her protein sirayla test verisi olarak gorev yapmaktadir. Calismada, Uniprot veri tabanindan Homo Sapiens i¢in NGF ile
iligkili 15 tane ve BDNF ile iliskili 15 tane sekans alind1. Lempel-Ziv uzakligi ve Oklid uzakligi kullanildiginda bulanik

k-en yakin komsu algoritmasinin sonucu Sekil 6’da gosterilmektedir.

Oklid Uzakhg Kullamldiginda Elde Edilen Sonuglar

Bulanik KNN Algoritmas: Buland KNN Algontmass
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Lempel-Ziv Uzakhigi Kullanildiginda Elde Edilen Sonuglar
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Sekil 6. Lempel-Ziv ile Oklid uzaklig1 arasindaki fark 1 (Difference between Lempel-Ziv and Euclidean distance 1)
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Sekil 7. Lempel-Ziv ile Oklid uzaklig1 arasindaki fark 2 (Difference between Lempel-Ziv and Euclidean distance 2)
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Sekil 8. Lempel-Ziv ile Oklid uzaklig1 arasindaki fark 3 (Difference between Lempel-Ziv and Euclidean distance 3)

Lempel-Ziv
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Sekil 9. Lempel-Ziv ile Oklid uzaklig1 arasindaki fark 3 (Difference between Lempel-Ziv and Euclidean distance 3)

National Library of Medicine’den Homo Sapiens igin 30 adet NGF, 30 adet BDNF ve 7 adet NT-3 sekanslar1 FASTA
formatinda alindi. Calismamizda izoform olanlar1 elenerek o sinifa ait farkli veriler kullanild1 ancak veri sayisini yiiksek
tutmak acisindan birkag adet izoform da kullanildi. 23 adet NGF, 21 adet BDNF ve 6 adet NT-3 seklinde 3 farkli sinif
olarak toplamda 50 sekans algoritmamizda kullanildi. Sonuglart Sekil 7°dedir. 28 adet NGF ve 12 adet BDNF seklinde
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2 farkli sinif olarak toplamda 40 sekans algoritmamizda kullanildi. Sonuglar1 Sekil 8’dedir. 13 adet NGF ve 7 adet NT-
3 seklinde 2 farkli sinif olarak toplamda 20 veri algoritmamizda kullanildi. Sonuglart Sekil 9’dadir.

Calismamizda ilk olarak yapisal olarak birbirine benzeyen iki norotrofin olan NGF ve BDNF sekanslarinin Lempel-Ziv
karmasikliklar1 hesaplanmigtir. Lempel-Ziv karmasikligi, protein verilerinin orijinal yapisini korumaktadir. Bu
karmasikliklara dayali Lempel-Ziv uzaklik degerleri hesaplanmistir. Caligmamizda protein sekanslarinin, bulundugu
konumdaki halini degistirmeden ve herhangi bir bilgi kayb1 olmadan kullanabilmek i¢in Lempel-Ziv karmagsikligina
dayali uzaklik degerleri kullanildi. Uniprot veri tabanindan alinan verilerle birlikte Bulanik K-En Yakin Komsu
algoritmasinda Lempel-Ziv uzakligi kullanildiginda K komsu sayisinin 12 olmasi karsiliginda, siniflandirma performanst
%83 olarak elde edilmistir. Oklid Uzaklig1 kullanildiginda elde edilen en yiiksek siniflandirma performansi ise %75 tir.
Maksimum dogruluk oranim elde ettigimiz noktada Oklid uzakligim kullandigimzda algoritmamizin ¢alisma siiresi
0.0054 ms iken Lempel-Ziv uzakligi kullandigimizda 0.0038 ms’dir.

National Library of Medicine’den alinan verilerde ise su sonuglar elde edilmistir: 50 adet ve 3 farkli sinif olarak (NGF,
BDNF ve NT-3) verilerin, FKNN algoritmamizda kullanilmasi sonucunda Lempel-Ziv uzakligi kullanildiginda ¢aligma
siiresinin 0.020 ms ile 0.035 ms arasinda iken Oklid uzaklig: kullamldiginda ¢aligma siiresinin 0.04 ms ile 0.08 ms
arasinda oldugu goriilmektedir. 40 adet ve 2 farkli sinif olarak (NGF ve BDNF) verilerin, FKNN algoritmamizda
kullanilmas1 sonucunda Lempel-Ziv uzaklig1 kullamldiginda calisma siiresinin 0.007 ms ile 0.012 ms arasinda iken Oklid
uzakligi kullanildiginda ¢alisma siiresinin 0.008 ms ile 0.016 ms arasinda oldugu goriilmektedir. 20 adet ve 2 farkli sinif
olarak (NGF ve NT-3) verilerin, FKNN algoritmamizda kullanilmasi sonucunda Lempel-Ziv uzakligi kullanildiginda
calisma siiresinin 0.0024 ms ile 0.0036 ms arasinda ilen Oklid uzaklig1 kullanildiginda galisma siiresinin 0.0024 ms ile
0.0050 ms arasinda oldugu goriilmektedir.

Bulanik K-En Yakin Komsu (FKNN) algoritmasi, makine 6grenmesi ve veri madenciligi alanlarinda siklikla kullanilan
giiclii bir siniflandirma yontemidir. Protein siniflandirmasinda FKNN, 6zellikle amino asit dizilerinin ikincil yapilarini
tahmin etmek amaciyla etkili bir sekilde uygulanmaktadir. Bu yontem, verilerdeki belirsizlikleri ve diizensizlikleri daha
iyi modelleyebilme kapasitesi sayesinde, geleneksel K-En Yakin Komsu (KNN) algoritmalarina kiyasla {istiin
performans sergileyebilir. FKNN algoritmasi, proteinlerin ikincil yapilarini siniflandirirken, verinin bulanik dogasini
dikkate alarak daha dogru ve giivenilir sonuglar elde edilmesine olanak tanir. Literatiirdeki bircok calisma, FKNN"in
protein siniflandirma problemlerinde basariyla kullanildigini ve siniflandirma dogrulugunu artirdigini gostermektedir.
Proteinlerin ikincil yapisinin tahmin edilmesi i¢in profiller ve Bulanik K-En Yakin Komsu algoritmasinin kullanildigi
yeni bir yontem, Bondugula ve arkadaslari tarafindan 6nerilmis ve pozisyon-agirlikli mutlak mesafe 6l¢iisti kullanilarak
siiflandirma dogrulugu %75.75 olarak elde edilmistir [39]. Mirceva ve arkadaslari [40] tarafindan yapilan ¢alismada ise
Bulantk K-En Yakin Komsuluk algoritmasinda standart olarak Oklid mesafe 6lgiisii kullanildiginda, protein
siiflandirma performansi en yiiksek %79.97 olarak elde edilmistir. Bu g¢alismalar 1s18inda, ¢alismamizda onerilen
yaklagimda ise, FKNN algoritmasinin siniflandirma performansini daha da yiikseltecek yeni bir mesafe metrigi olarak
Lempel-Ziv Karmagikligi kullanilmigtir. Calismamizda 6nerilen algoritmadan elde edilen sonuglara gore, Bulanik K-En
Yakin Komsuluk Algoritmasi'nda mesafe metrigi olarak Lempel-Ziv mesafesi kullamldiginda, Oklid mesafesine kiyasla
daha hizl1 bir ¢alisma siiresi saglandig1 ve ayni zamanda siniflama performansi olarak daha yiiksek sonuglar elde edildigi
gbzlemlenmistir. Bu baglamda, literatiirde yapilan bu ¢aligmalara referans olabilecek sekilde, dnerilen yaklasimimizin
yeni bir bakis acist sundugu ve daha yiiksek siniflama performansi sagladigi ortaya konmustur.

Biyoenformatik, biyolojik verilerin analiz edilmesi ve yorumlanmasinda kullanilan énemli bir alandir. Ozellikle, biiyiik
veri setlerinin islenmesi gerektiginde, veri igsleme siirelerinin kisaltilmasi ve dogru siniflandirma yapilabilmesi 6nemli
bir zorluk olusturur. Bu nedenle, verilerin biiyiikk olmasindan kaynaklanan zorluklari agmak igin gelistirilen gesitli
algoritmalar ve metrikler, bu alanda biiyiik 6nem tasimaktadir. Lempel-Ziv uzaklig1 gibi yeni mesafe Olgiitlerinin
kullanilmasi, biyoenformatik ¢alismalarda algoritma verimliligini artirirken, ayni zamanda islem siirelerini de optimize
etmeye olanak tamimaktadir. Bu tiir yontemler, 6zellikle biiylik ve karmasik veri setlerinde, daha hizli ve daha dogru
analizler yapilmasim saglayabilir. Onerilen yaklasimimizin biyoenformatik ¢alismalarina katki saglayacak potansiyeli
bulunmaktadir. Caligmamizin ii¢ temel katkisi, nerilen yontemin biyoenformatikteki mevcut tekniklerle nasil uyumlu
bir sekilde calistigini ve alani nasil ileriye tasiyabilecegini ortaya koymaktadir. Biyoenformatikte verilerin ¢ok biiyiik
oldugunu diisiinecek olursak biiyiik verilerle ¢alistigimizda siire daha 6nemli bir hale gelir. Sonug olarak Lempel-Ziv
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uzakliginin, biyoenformatik c¢aligmalarinda ve wuzaklik tabanli simiflandirma algoritmalarinda kullanilmasi
Onerilmektedir.

Calismamzin {i¢ ana katkis1 bulunmaktadir. ilk olarak, biyoenformatik alaninda yaygin olarak kullanilan makine
Ogrenimi tekniklerinden biri olan KNN algoritmasinin bulanik versiyonu i¢in Lempel-Ziv Karmagikligi’ nin bir uzaklik
metrigi olarak kullanilmasi Onerilmektedir. Bu yontem, kayipsiz sikistirma ve farkli kaliplarin gesitliligini 6l¢me
agisindan algoritmalarda dnemli iyilestirmeler saglamaktadir. Ikinci olarak, algoritmamizda kullanilan veriler, yiiksek
yapisal benzerliklere sahip olmasinin yani sira, farkli hiicresel islevlerde etkili ve paralel rolleri olan proteinlere ait oldugu
icin, bu verilerin siniflandirilmasi, proteinlerin daha kolay analiz edilmesini ve anlamli sonuglarin elde edilmesini
saglayacaktir. Son olarak, bu calisma, makine 6grenmesi yontemlerinin noérotrofinlerin siniflandirilmasinda ilk kez
uygulanmasiyla alana yenilikg¢i bir yaklagim sunmaktadir.
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