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Anahtar Kelimeler

Tibbi Gériintii Analizi, 0z: Bilisim cag1 ve yapay zekayla beraber bilgisayar bilimi diger bilim dallari ile bir

Evrisimsel Sinir Aglar, arada ytiriitiilmeye baslamistir ve ihtiya¢ dogrultusunda bu ¢alismalar artmaktadur.
Panoramik Radyografi, Radyolojik inceleme alaninda da bilgisayar bilimi 6nemini giin gectikce
Anatomik Yer isaretleri, arttirmaktadir. Panoramik radyografi de bu anlamda énemli alanlardan birisidir.
YOLO Geng hekimlerin ve hekim adaylarinin herhangi bir teshis koyarken klinik tecriibe

yetersizliginin olmasi gibi olumsuz durumlardan dolay1 panoramik radyografiler
icin bir karar destek programi olusturulmasi amag¢lanmistir. Bu ¢alismada, farkh
YOLO (You Only Look Once) modelleri kullanilarak panoramik radyografi
tizerindeki anatomik yer isaretlerinin tespitinin otomatik olarak gergeklestirmesi ve
karsilastirmalar sonucunda en iyi tespit saglayan modele karar verilmesi
saglanmistir. Cesitli internet sitelerinden elde edilen panoramik radyografi
goruntiilerinden olusan veri setlerinin birlesimi kullanilmistir. Toplam 14 anatomik
yer isaretinin otomatik tespiti yapilmistir. Sonugta kullanilan performans metrigine
gore YOLOVS icin 0.790, YOLOvV8 icin 0.802, YOLOv11 icin 0.810 degerlerine
ulasilmistir. Modellerin performans degerleri karsilastirildiginda, anatomik yer
isaretlerinin otomatik tespiti icin en uygun modelin YOLOv11 oldugu sonucuna
varilmistir.

Artificial Intelligence-Assisted Automatic Detection of Anatomical Landmarks in
Panoramic Radiographers

;(,[?é‘i’zg{ ;ir;age Analysis, Abstract: In the era of information technology and artificial intelligence, computer
Convolutional Neural science is increasingly being integrated with other scientific disciplines to meet
Networks, growing demands. Its significance in the field of radiological examinations is
Panoramic Radiography, becoming more pronounced with each passing day. Panoramic radiography stands
Anatomical Landmarks, out as a key area in this regard. To address challenges such as the lack of clinical
YOLO experience among young physicians and medical students, this thesis aims to

develop a decision support system for panoramic radiographs. In this study,
different YOLO (You Only Look Once) models were used to automatically detect
anatomical landmarks on panoramic radiography and to decide on the model that
provides the best detection as a result of comparisons. A combination of datasets
consisting of panoramic radiography images obtained from various websites was
used. A total of 14 anatomical points were automatically detected. As a result, values
of 0.790 for YOLOVS5, 0.802 for YOLOvVS, and 0.810 for YOLOv11 were achieved
based on the performance metric. When the performance values of the models were
compared, it was concluded that YOLOv1l was the most suitable model for
automatic detection of anatomical landmarks.
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1. Giris

Teknolojinin ilerlemesiyle birlikte dis goriintiileme yontemleri ¢esitlenmistir. Panoramik radyografi gibi modern
gorintiileme teknikleri, dis sorunlarinin daha hizli ve etkili bir sekilde teshis edilmesini saglamis, bu da ortodontik
tedavilerde basariy1 artirmistir. Panoramik radyografi, tim agiz ve ¢ene-yiiz bolgesinin kapsamli bir sekilde
goriintiilenmesini saglayan ve bu nedenle vazgecilmez bir arag olarak kabul edilen bir tekniktir. Bu yontem, genis
bir anatomik alani tek bir film tizerinde inceleme firsati sunar. Miidahaleci olmayan yapisi ve tek bir ¢ekimde
ayrintili bilgi saglama kapasitesi, panoramik radyografiyi cagdas dis hekimliginde 6nemli bir ara¢ yapmaktadir [1].

Glinimiizde yapay zekd, tip alaninda ilerlemesini her gecen yil hizla arttirmasiyla beraber radyografik
goriintiilerin okunmasi ve analiz edilmesi konusunda da doktorlarin isini oldukea kolaylastiracak bir yer almay1
basarmistir. Panoramik radyografide yapay zekd yontemlerinin uygulanmasi da gitgide artmaktadir. Yapilan
calismalarin anatomik yer isaretlerinden ¢ok panoramik radyografilerde eksik disi veya ¢lirtimiis olan disi bulmak
tizere oldugu goriilmektedir.

Literatiir taramasinda bu alanda arastirmacilarin yogun bir sekilde calistigi gériilmektedir. Incelenen bazi
¢alismalarda tibbi goriintiilerde yapay zekanin yerine bakildiginda: Michael Tran Duong ve arkadaslari, radyoloji
kursiyerlerine daha iyi 6gretim saglayabilmek icin yapay zekanin nasil gelistirilebilecegine odaklanmay:
amagclamislardir. Radyoloji egitimini arttirmak i¢in yapay zeka ile entegre bir ¢erceve vurgulamislardir. Yalnizca
“Yapay Zeka ile Arttirilmis Radyoloji” konusuyla kalmayip “Hassas Tip Egitimi” olarak bilinen egitimin de yapay
zeka ile sekillendirilebilecegini savunmuslardir. Ayrica “Yapay Zeka Destekli Hassas Tip Egitimi” konusunun
kursiyer ve egitmenlere 6gretim etkilesimlerinin yani sira genel is akisi verimliligi ve teshis dogrulugunu
gelistirmeyi 6greterek daha iyi hasta sonuclarina yol acacagi goriisiindedirler [2]. Selma Giizel ve arkadaslari,
panoramik dis rontgenlerine dayali bir otomatik dis algilama ve etiketleme sistemi sunmuslardir. Dis tespiti ve dis
etiketleme asamalariyla nihai amaglar1 postmortem (6lim sonrasi) ve antemortem (6lim Oncesi) dis
radyografilerinin karsilastirilarak o6liileri belirlemek olmustur. Sistemde 6nce dis bolgeleri belirlenip algilama
modiili her bolge i¢in ayr1 ayr1 ¢alismaktadir. SVM (destek vektér makinesi) tarafindan siniflandirilan modeller
en uygun atlas tabanli modele gore etiketlenir. Maliyet fonksiyonuna gore optimum model se¢imi yapilmaktadir.
Sonug olarak uygulanan algoritmanin panoramik radyografik goriintiilerde disleri tespit etme ve etiketleme
konusunda umut verici oldugu anlasilmaktadir [3]. Li ve arkadaslari, Goriintii yer isareti tespiti alandaki basarilara
ragmen, anatomik isaretler arasindaki ortiili veya agik iligkileri yakalamak ig¢in yiiksek dereceli yapisal
modellemelerin yeterince kullanilmadigin1 6ngérmiisler ve ¢alismalarinda dogru anatomik yiiz ve tibbi (6rnegin
el, pelvis) yer isareti tespiti i¢in topolojiye uyum saglayan yeni bir derin grafik 6grenme yaklasimi olan Derin
Uyarlanabilir Grafik (Deep Adaptive Graph - DAG) sunmuslardir. Onerdikleri yéntem, hem yerel gériintii
ozelliklerinden hem de kiiresel sekil 6zelliklerinden yararlanarak grafik sinyalleri olusturmaktadir. incelenen tiim
veri kiimelerinde 6nceki son teknoloji yaklasimlarla karsilastirdiklar niceliksel sonuglar, hem saglamlik hem de
dogruluk agisindan iistiin performans gostermistir [4]. Iki boyutlu gériintiilerde manuel yer isareti tespiti tibbi
uzmanliga baghdir ve siire¢ zaman almaktadir. Bu nedenle Shoaleh Shahidi ve arkadaslari, goriintii kaydina dayal
olarak konik 1sinl1 bilgisayarli tomografi goriintiileri tizerindeki kraniyofasiyal yer isaretlerinin (kafatasi noktalari
- landmarklar) otomatik lokalizasyonunu yapabilen bir yazilim liretmek ve dogrulugunu degerlendirmek i¢in bir
calisma yapmislardir. Manuel(gozlemci) ve otomatik algilama yontemleri arasindaki her goriintiideki her bir
doniim noktasinin koordinat mesafelerindeki farklar1 hesaplamislar ve ortalama hatalar olarak rapor etmislerdir.
Sistemin giivenilirlik katsayis1 0,89 iken gozlemcilerin giivenilirlik katsayis1 0,87 olarak belirlenmistir ve bu
¢alismanin dogrulugunun kabul edilebilir oldugunu gostermektedir [5].

Radyografi alaninda YOLO ile yapilan bazi ¢alismalara bakildiginda ise: Ayyildiz ve arkadaslari, YOLOv5'in
periapikal radyografilerde disleri tespit etmek ve numaralandirmak tizere egitilebilecegi hipotezini dogrulamak
icin calismalarda bulunmuslardir. Yaptiklar1 calisma sonucunda modeli egitip precision (kesinlik), recall
(duyarlihik) ve F1 skorlarini sirasiyla 0,9548, 0,9882 ve 0,9712 seklinde bulmuslar ve bu da periapikal
radyografilerdeki dislerin tespitinde YOLOv5 ile son derece iyi sonuglar elde edildigini gostermistir. Dis
hekimlerinin radyografik muayene siiresini hizlandirabilecegi ve deneyimsiz dis hekimlerinin YOLOv5 kullanarak
hata oranini azaltabilecegi sonucuna varilmistir [6]. Ras$i’c arkadaslariyla birlikte gelismis YOLOv8 kullanarak alt
¢enedeki radyolusent lezyonlar1 otonom bir sekilde tespit edip segmentlere ayirabilen derin 6grenme modeli
gelistirmek i¢in c¢alismalar yapmistir. Veri tabanini gelistirmek icin radyografik goriintiiler lizerinde geviri,
Olcekleme, dondiirme, yatay cevirme ve mozaik efektleri gibi tekniklerle artirma islemleri uygulamislardir.
Artirma yapilmadan elde edilen precision, recall, mAP@50(Mean Avarage Precision) ve mAP@50-95 degerleri
sirasiyla %76, %75,5, %75,1 ve %48,3 olarak kaydedilirken, artirma teknikleriyle bu degerler sirasiyla %100,
%94,5, %96,6 ve %72,2'ye ylkselmistir. Sonuglara bakildiginda, siirekli evrimi ve cesitli tibbi alanlara
entegrasyonu ile derin 6grenme modelinin, hasta bakiminda devrim yaratma potansiyeline sahip oldugunu
belirtmislerdir [7]. Widiasri ve arkadaslari, dental implant planlamasini basitlestirebilecek ve hizlandirabilecek 2
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boyutlu ve gri tonlamali konik 1s1nl1 bilgisayarli tomografi goriintiilerine dayal alveolar kemik ve mandibular
kanal tespiti i¢cin otomatik ve es zamanli bir sistem 6nermislerdir. Bu sistemde YOLOv4'iin etkili bir versiyonu olan
Dental-YOLO'yu, diisiik ve yiiksek 6lceklerde iki olgekli 6zellik haritalariyla tamitmislardir. Sistem performansi
ortalama %99,46 hassasiyete ulasmistir. Sonuglar, Dental YOLO tespit sisteminin dental implant cerrahisi ve
cerrahi oncesi tedavi planlamasi icin yararli olabilecegini diisiindiirmiistiir [8]. Zeren, ekibiyle beraber
¢alismasinda, proksimal femoral kiriklarin tespiti icin veri artirma teknikleri kullanilarak 820'ye ¢ikardigi 410 X-
151n1 goriintisiini kullanarak YOLOv4 algoritmast ile egitim gerceklestirmistir. Modelin egitimi sonucunda %90,33
dogruluk oraniyla ¢ok tatmin edici sonuglar elde edilmistir. Model, ii¢ kat daha hizl, ortalama 1,4 saniyelik bir
tespit siiresiyle hiz agisindan doktorlari geride birakmistir. Yapay sinir aglarinin proksimal femoral kiriklari dogru
bir sekilde belirleyebilecegi gosterilmistir [9]. Almufareh ve arkadaslari, MRI'da (Manyetik Rezonans
Gorilintiileme) beyin kanserlerini siniflandirmak ve tespit etmek icin en son derin 6grenme mimarilerinden
yararlanan iki dnemli nesne tanimlama cercevesi olan YOLOv5 ve YOLOv7'nin kapsamli bir analizini ele
almislardir. Beyin tiimdri veri seti, menenjiyomlar, gliyomlar ve hipofiz tiimérleri dahil olmak {izere ti¢ ayr1 sinifi
kapsamaktadir. Tiim kategoriler i¢in duyarlilik (recall) puanlari siirekli olarak 0,78 esigini asmistir. Bu bulgular,
YOLO modellerinin beyin tiimorlerini hassas bir sekilde tespit etme potansiyelini dogrulamistir [10]. Lu,
arkadaslariyla gerceklestirdigi calismada, fetal ultrason goriintiilerinde kardiyak anatomik yapi konumu ve
segmentasyonu icin YOLOX tabanli derin 6rnek segmentasyon sinir ag1 6nermislerdir. Dort odacikli gériiniimiin
13 tip anatomik yapisi i¢cin 6nerilen modelin ilk 6rnek segmentasyon yontemi oldugunu séylemislerdir. Calisma
sonucunda ortalama 0,835 dogruluk elde etmislerdir. Uyguladiklar1 yontem tahmin hizi agisindan en iyi
performansi elde etmistir [11].

Anatomik yer isaretleri, incelenen bolgenin anatomik olusumlarinin neler oldugunu gosteren yer isaretleridir.
Panoramik radyografide anatomik yer isaretlerinin tespit edilmesi, teshis, tedavi planlamasi ve izleme dahil olmak
iizere cesitli tibbi uygulamalar i¢in ¢ok dnemlidir. Bu ¢alismada da panoramik radyografilerdeki anatomik yer
isaretlerinin yapay zekanin bir alt dali olan derin 6grenme yonteminin modellerinden YOLO versiyonlarinin
kullanilarak belirlenmesi, elde edilen sonuglara gére en iyi modele karar verilerek dis hekimleri i¢in hem dogru ve
optimum bilginin saglanmasi hem de zamandan tasarruf edilmesi planlanmistir.

Bu calismanin ana katkilar su sekilde sunulabilir:

- Arama motorlar1 yardimi ile panoramik radyografi goriintiilerinden yeni bir veri seti olusturulmustur.

- Olusturulan veri setinde, en kritik 14 anatomik yer isareti, bu alanda uzman dis hekimi tarafindan
etiketlenmis ve model egitimine hazir hale getirilmistir.

- Goriinti ¢cogullama yoéntemlerinin performansa etkisi incelenmistir.

- Goriinti cogullama ve YOLOv11 derin 68renme modeli destekli 6nerilen yontem ile en basarili sonug elde
edilmisgtir.

Calisma bilgilerine daha ayrintili bir sekilde yer verilmesi i¢in ikinci boliimde, kullanilan yontemler ve materyaller
kapsamli bir sekilde agiklanmis, tercih edilme nedenleri ve énemleri belirtilmistir. Ugiincii boliim, yapilan
arastirmalar sonucunda elde edilen bulgular1 detaylandirmaktadir. Dérdiincii ve son bdliimde ise bu bulgularin
sonuglari ve tartismalari lizerinde durulmustur.

2. Materyal ve Metot

Bu calismanin ydntem ve metot béliimii esasen iki ana asamadan olusmaktadir. ilk asama, veri setinin
hazirlanmasiyla ilgili siirecleri kapsamaktadir. ikinci asamada ise, panoramik radyografilerdeki anatomik yer
isaretlerinin otomatik olarak tespitini saglamak amaciyla uygun derin 6grenme yonteminin secilmesi ve
yapilandirilmasi gerceklestirilmistir.

2.1. Veri Seti Olusturma

Veri seti olusturmak, bir derin 6grenme projesinin temel adimlarindan biridir ve basarili sonuglar elde etmek i¢in
onemlidir. Veri seti olustururken, projenin hedeflerine uygun ve giivenilir verileri toplamak ve diizenlemek
kritiktir. ilk adim, projenin amacina uygun verileri tamimlamak ve kaynaklarini belirlemektir. Daha sonra,
belirlenen kaynaklardan veri toplanmali ve gerekli 6n isleme adimlari uygulanmalidir. Bu 6n isleme adimlari, veri
temizleme, eksik degerlerin doldurulmasi ve veri formatlarinin standartlastirilmasi gibi islemler olabilmektedir.

Calisma icin c¢esitli internet sitelerinden elde edilen panoramik radyografi goriintiilerinden olusan veri setlerinin

birlesimi kullanilmistir. Proje i¢in gerekli olan panoramik radyograf goriintiilerinin paylasilmasi konusunda etik
problemler yasanabildiginden isim olarak paylasilan veriler de anonim olarak degistirilmistir.
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2.1.1. Etiketleme Yoéntemleri
Veri etiketleme bilindigi lizere, bir veri setindeki 6érneklerin dogru bir sekilde siniflandirilmasi veya kategorize
edilmesi islemidir. Etiketleme yontemlerini su sekilde siralamak miimktindiir:

Manuel Etiketleme: Insanlarin miidahalesini gerektirir ve genellikle el ile veya otomatik etiketleme
algoritmalariyla gergeklestirilir. El ile etiketleme, insanlarin veri drneklerine bireysel olarak etiket eklemesiyle
gerceklesir ve bu yontem ytiksek kaliteli, hassas etiketler elde etmek i¢cin yaygin olarak kullanilir ama bu yontem
daha fazla zaman gerektirir.

Otomatik Etiketleme: Genellikle makine 6grenimi veya yapay zeka algoritmalar1 kullanilarak gerceklestirilir ve
biiylik miktarda veriyi hizh sekilde islemesine karsin, el ile etiketlemeye gore daha diisiik dogruluk oranlarina
sahip olabilmektedir.

Yar1 Otomatik Etiketleme: Manuel ve otomatik etiketleme ydntemlerinin bir kombinasyonudur. Otomatik
etiketlemeye gore daha ytliksek dogruluk saglarken, manuel etiketlemeye gore daha az zaman kaybina neden olur.
Kitle Kaynakli Etiketleme: Birden fazla insan etiketleyicinin, genellikle ¢evrimici platformlar araciligiyla veri
etiketleme goérevini tamamlamasidir. Genis veri setleri icin etiketleme siirecini hizlandirir. Dikkatli bir
degerlendirme ve dogrulama gerektirir.

Anatomik yer isaretlerinin bir uzman tarafindan belirlenmesi ve gosterilmesi gerektiginden etiketleme
asamasinda uzmanlardan yardim alinmistir. Etiketleme araci olarak MakeSense kullanmistir. MakeSense, bir
manuel etiketleme aracidir ve insan dogrulugu, hassasiyeti gerektiren gorevlerde miikemmel sonuglar
vermektedir. Ayni zamanda goriintii anotasyon projelerinde esneklik ve kontrol sunmaktadir. Bu nedenle, detayli
ve dogru etiketleme gerektiren bu projede MakeSense tercih edilmistir.

2.1.2. Veri On isleme ve Arttirma

islenecek veri seti iizerinde veri setinin cesitliligini ve kapsamim genisleterek modelin daha etkili sekilde
6grenmesini saglayan veri boyutlandirma ve veri arttirma islemleri gergeklestirilmistir.

Yeniden Boyutlandirma
Veri artirma islemi yapilmadan once, gorsellerin boyutlar kiiciiltiilmiistiir. Orijinal veri setlerinde yer alan

gorsellerin ¢ozlintirligi 2976 x 1536 pikseldir. Ancak, bu gorseller 640 x 640 piksellik boyutlara indirilmistir.
Ornek bir yeniden boyutlandirma islemi Sekil 1 ile sunulmustur.

Sekil 1. Orijinal gorsel ve boyutlandirilmig hali

Veri Arttirma

640 x 640 piksellik panoramik goriintiilerin egitim veri seti lizerinde Roboflow ile veri artirma islemleri
gerceklestirilmistir. Bu islemler flip (¢cevirme / tam asag1 dondiirme), 90° rotate (90° cevirme) ve saturation %25
(%25 doygunluk ayar1)dir. Veri artirma islemlerinin ardindan toplamda 767 yeni goriintii olusturulmustur.

Etiketlenen Anatomik Yer isaretleri

Etiketleme islemi i¢cin 767 adet goriintii kullanilmistir. Egitim icin 706, validation (dogrulama) i¢in 40 ve test icin
21 gorinti bulunmaktadir. Veri kiimesinden her bir gézlem bir panoramik goériintii ve birbirinin simetrigi 7
bolgeden olusan 14 yer isareti konumlarindan olusmaktadir.
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1. Pterigomaksiller fisstir 11. Nazal kavitenin tabani 22. Koronoid proses
2. Maksillanin posterior sinin 12. Anterior nazal spina 23. Ramusun posterior siniri
3. Titber maksilla 13, insiziv foramen 24, Angulus mandibula
4, Maksiller siniis 14, Sert damak / nazal kavitenin tabam 25. Hiyoid kemik
5. Maksiller siniisiin tabam 15. Maksillanin zigomatik prosesi 26. Mandibulamn inferior sinin
6.Maksiller sintisiin medial sinin 16. Zigomatik ark 27. Mental foramen
/ nazal kavitenin lateral sinirt 17. Artikiiler eminens 28, Mandibular kanal
7. Orbita tabam 18. Dis kulak yolu 29, Servikal vertebralar
8. infraorbital kanal 19. stiloid proses 30. Epiglot
9. Nazal kavite 20. Mandibula Kendili
10. Nazal septum 21. Sigmoid ¢entik

Sekil 2. Anatomik yer isaretlerinin bdlgesel ayrimi

Projede tespit etmek icin kullanilan 7 yer isareti ve simetrikleri asagida érnek gorsel tizerinde gosterilmistir.

Sekil 3. Etiketlenen yer isaretlerinin drnek goriintii iizerinde gésterimi

Sekil 3 ile gosterilen yer isaretlerinin isimleri sirasiyla asagidaki gibidir:

Ust Sar1 Bélge: Mandibula kondili
Mor Bolge: Koronoid proses

Mavi Bolge: Tliber maksilla

Yesil Bolge: Mandibular kanal
Turuncu Boélge: Mental foramen
Kirmizi Bélge: Angulus mandibula
Alt Sar1 Bolge: Hiyoid kemik

Gorsellerin etiketlenmesi uzun zaman aldigindan anatomik yer isaretlerinin hepsinin etiketlenmesi yerine secilen,
7 yer isareti simetrigi olmak tizere, 14 yer isareti kullanilacak modellerle tespit edilmek iizere ele almmistir.

2.2. Onerilen Yontem

Calisma i¢in kullanilacak YOLO modellerinin optimale yakin parametrelerle egitilip en iyi sonug¢larin alinmasi i¢in
genel bir yontem Onerilmistir. Rastgele Arama Yontemi ile random (rastgele) bir sekilde farkh
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hiperparametrelerin denenmesi ve optimale yakin parametrelerin model i¢cin uygulanmasi 6nerilen yéntemin
temelini olusturmaktadir. Yontem sema halinde Sekil 4 ile daha net anlasilmaktadir.

Derin 6grenme, dogal dil isleme, konusma tanima, nesne tanima gibi ¢esitli alanlarda kullanilan, ¢ok katmanlh
yapay sinir aglarini temel alan bir yapay zeka yontemidir ve makine 6grenmesinin bir alt dahdir. Geleneksel
makine 6grenmesi yontemlerinden farkl olarak, derin 6grenme sistemleri verileri (resimler, videolar, sesler ve
metinler) dogrudan kodlanmis kurallar olmadan otomatik olarak analiz edebilir, bu verilerden 6grenebilirler [58].
Derin 6grenmede model se¢imi, problemin ¢6ziim siirecinde kritik bir rol oynar. Problemin 6zelliklerine uygun
olarak sec¢ilen model, ¢6ziimiin etkinligini artirabilir.

Bu ¢alismada, otomatik panoramik radyograf analizi i¢in yenilikei bir yaklasim dnerilmistir. Bu yaklasim, gesitli
YOLO modellerinin (YOLOv5, YOLOv8, YOLOv11) tibbi gorseller iizerindeki instance segmentation (6rnek
segmentasyonu) basarisinin kiyaslanmasi ve en uygun modele karar verilmesidir. Model, tek kanall1 gri tonlu
gorintiileri giris olarak kullanmaktadir. Egitim siire¢lerini hizlandirmak amaciyla, tiim modeller 640 x 640 piksel
boyutundaki goriintiilerle egitilmistir. Uzmanlar tarafindan manuel olarak belirlenen 30 panoramik anatomik yer
isaretinden, 14’ bu model araciligiyla otomatik olarak elde edilmistir.
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Sekil 4. Onerilen yontemin sematik gosterimi

2.2.1. YOLO (You Only Look Once) Modeli

YOLO (You Only Look Once,), ESA tarafindan dgrenilen 6zellikleri kullanarak videolarda, canli yayinlarda veya
goriintiilerde belirli nesneleri hizli ve verimli bir sekilde tanimlayan, 6zellikle nesne tespiti (object detection) i¢in
kullanilan gercek zamanli bir nesne algilama algoritmasidir. YOLO'nun temel ¢alisma prensiplerinden biri,
goriintii Uizerinde "sadece bir kez" islem yaparak hem nesne siniflandirmasi hem de nesne konumlandirmasi
yapabilmesidir. Model, Evrisimsel Sinir Aglar1 (Convolutional Neural Networks- CNN) temel alinarak
gelistirilmistir ve nesne tespitini, goriintiiyi tek bir islemde analiz ederek yapar. Normalde, derin sinir aglarinda
tahminler yapmak i¢in tam bagh (fully connected) katmanlar kullanilir. Ancak, YOLO bu katmanlar yerine 1x1
evrisimleri verimli bir sekilde kullanarak, 6zellik haritasindaki bilgileri sikistirir ve daha az karmasiklikla tespitler
yapar. Bu sayede, gercek zamanli uygulamalarda yiiksek performans sunar. YOLO, tam da bu nedenden "sadece
bir kez bakiyorsunuz" anlamina gelir.

Geleneksel nesne tespiti yontemlerinden farkl olarak, YOLO goriintiiyli gridlere béler ve her grid hiicresi i¢in
potansiyel nesne tespiti yapar. Model, her grid hiicresinde bir nesne olup olmadigini, nesnenin sinifini ve siir
kutusu (bounding box) koordinatlarini tahmin eder. Bu model, hiz ve dogrulugun bir arada gerektigi uygulamalar
icin oldukc¢a uygundur. Nesneleri tespit etmek icin tek bir CNN kullanarak goriintiideki tiim nesneleri eszamanli
olarak analiz etmesi, modeli diger iki asamali modellerden (6rnegin R-CNN) daha hizli hale getirir. Bu nedenle,
YOLO hem bilgisayarla gérme (computer vision) hem de derin 6grenme uygulamalari i¢in popiler ve etkili bir
tekniktir [12]. YOLO’'nun tiim versiyonlari a¢ik kaynaklidir ve bu da onu arastirmacilar ve gelistirici toplulugu i¢in
erisilebilir hale getirir. Bu agik yapy, is birligini, iyilestirmeyi ve ¢esitli uygulamalarin gelistirilmesini tesvik
etmektedir [13].
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Omurga Seyrek Tahmin

Girdi 6 ] s

Sekil 5. YOLO model mimarisi [12]
2.2.2. Rastgele Arama Yontemi (Random Search) ile Hiperparametre Optimizasyonu

Rastgele arama yontemi, hiperparametre ayarlama siireglerinde kullanilan bir optimizasyon teknigidir. Bu
yontem, bir modelin performansini optimize etmek i¢in hiperparametrelerin rastgele kombinasyonlarini belirli
bir aralikta veya kiimede deneyerek en iyi sonu¢ veren kombinasyonu bulmaya c¢alismaktadir.
Hiperparametrelerin her biri icin bir aralik veya olasi degerler kiimesi tanimlanir. Parametreler bu aralik veya
kiimeden rastgele secilir. Her deneme icin hiperparametre kombinasyonlar1 bagimsiz olarak olusturulur. Rastgele
secilen hiperparametrelerle model egitilir. Performans metrikleri (6rnegin dogruluk, F1 skoru) 6lciilerek en iyi
kombinasyon belirlenir.

Yontem kolayca uygulanabilir oldugundan ve hiperparametre alaninda daha az deneme yaparak iyi sonuglara
ulasabildiginden avantajlidir. Diger taraftan, yontemin rastgele dogas1 geregi, bazi 6énemli hiperparametre
kombinasyonlari denenmeyebilir. Her zaman en iyi kombinasyonu bulamayabilir.

Egitim sonucunda en iyi degerlerin alinmasi icin dncelikle baz1 hiperparametreler Rastgele Arama Yontemi ile
diizenli araliklarla degistirilip alinan sonuglar karsilastirilmis ve buna goére en iyi sonuglarin alindigi
hiperparametre degerlerine karar verilmistir. Bu degerler belirlenirken alt ve {ist sinir olarak genelde kullanilan
optimum aralik baz alinmistir. Epoch icin [40,70] araligi, batch size igin [16,64] aralifi, learning rate igin
[0.001,0.1] aralhig1 belirlenmistir. Denemeler yapilarak en uygun epoch degeri 60, en uygun batch degeri 32,
learning rate orani 0.01 olarak secilmistir.

2.2.3. Calisma i¢cin Kullanilan Degerlendirme Metrikleri

Calisma YOLO modelleri ile anatomik yer isaretleri lizerinde instance segmentation (6rnek segmentasyonu)
oldugu icin elde edilen sonuclarda hem nesneyi i¢ine alan box (kutu) degerlendirme metrikleri hem de mask
(maske) degerlendirme metrikleri goéz 6niinde bulundurulmus ve iki ele alis sekline gore degerlendirmeler
yapilmistir. Box (kutu) hesaplamalar1 yalnizca nesnenin sinirlarini belirleyen kutulari hesaba katarken, mask
(maske) hesaplamalari nesnenin tam seklini yakalamaya ¢alismaktadir. Bu nedenle, kutu ve maske tespiti icin
dogruluk oranlari ve metrikler farkli olabilmektedir.

Genelde, maske tespiti i¢cin daha diistik degerler goriilebilir ¢linkii maske tespiti daha karmasik bir gérevdir. Kutu
dogru yerlestirilse bile, nesnenin seklini dogru tahmin etmek, 6zellikle karmasik nesnelerle calisirken, daha zor
olmaktadir. Iyi bir kutu (box) basar tespit orani, dogru konumlandirilmis nesnelerin oldugunu ve bu nesnelerin
sekil (mask) dogrulugunu da olumlu yénde etkileyecegini gostermektedir. Ancak bazen sekil tespiti dogru
olmasina ragmen, kutular yanlis yerlestirilebilmektedir. Bu nedenle box ve mask basari tespit sonuglarini beraber
degerlendirmekte fayda vardir. Ayrica iki konuyu ayn1 anda ele almak modelin hangi yonlerinin gii¢lii, hangi
yonlerinin zayif oldugunu belirlemekte yardimci olabilmektedir.

Tim bu faktorler goz 6niinde bulunduruldugunda proje kapsaminda analiz edilmesi gereken degerlendirme
metrikleri box precision (BP - kutu kesinlik), box recall (BR- kutu duyarlilik), box mAP50 (BmAP50), box mAP50-
95 (BmAP50-95), mask precision (MP - maske kesinlik), mask recall (MR - maske duyarlilik), mask mAP50
(MmAP50), mask mAP50-95 (MmAP50-95), box F1 (BF1), mask F1 (MF1), speed (¢ikarim hiz1) olarak ele
alinmistir.
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3. Bulgular

Bu béliimde 6nerilen 3 modelin (YOLOv5, YOLOv8, YOLOv11) panoramik radyografi gorselleri tizerinde anatomik
yer isareti tespiti konusunda elde ettikleri basar1 degerleri ve kayiplar degerlendirilip karsilastirilmaktadir.

203 Total Images View All Images =

TRAIN SET VALID SET TEST SET

142 Images 40 Images 21 Images

Dataset Split

Preprocessing Auto-Orient: Applied
Resize: Stretch to 640x648

Augmentations No augmentations were applied.

Sekil 6. 203 goriintiiniin 6n isleme adimlar:

767 Total Images View All Images

Dataset Split | —
TRAIN SET &5 VALID SET TEST SET

706 Images 40 Images 21 Images

Preprocessing Aute-Orient: Applied
Resize: Stretch to 648x648

Augmentations Qutputs per training example: 5
Flip: Horizontal
90° Rotate: Clockwise, Counter-Clockwise

Saturation: Between -25% and +25%

Sekil 7. Arttirma islemleriyle olusan 767 goriintii

Sekil 6.da gosterildigi gibi 203 goriintiiden olusan ve Sekil 7.de gosterildigi gibi ¢esitli augmentation (arttirma)
islemlerinin yapilmasiyla olusturulan 767 goriintiiden olusan 2 farkli veri seti lizerinde karar verilen
hiperparametreler ile 2 farkli modelleme islemleri yapilmis ve elde edilen degerler en sonda karsilastirilarak
gerekli degerlendirmeler yapilmistir.

3.1. YOLOVS5 ile Segmentasyon Sonuglari
YOLOVS5, bilgisayarla gorii uygulamalarinda gii¢lii nesne tespiti ve segmentasyon performansiyla bilinen bir
modeldir. Bu bdliimde, YOLOV5 icin elde edilen performans metriklerini ve egitim sirasinda kaydedilen énemli

sonuglari incelenmektedir. Modelin tespit dogrulugu, mask (maske) ve box (kutu) agisindan dogruluk degerleri,
farkli kayiplar acgisindan analizi detayli olarak tablolar ve grafikler halinde sunulmaktadir.
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203 Goriintii ile Elde Edilen Degerler

Tablo 1. YOLOv5 203 Gorinti kutu i¢in elde edilen degerler

Siniflar P R mAP50 mAP50-95 F1
Tumu 0.649 0.642 0.622 0.236 0.644
Coronoid 0.683 0.575 0.594 0.134 0.622
Foramenmentale 1.000 0.000 0.006 0.001 0.000
Hyoidbone 0.488 0.889 0.779 0.265 0.628
Mandibularangle 0.578 1.000 0.989 0.409 0.732
Mandibularcanal 0.953 1.000 0.995 0.586 0.974
Mandibularcondyle 0.458 0.825 0.690 0.189 0.586
Tubermaxilla 0.381 0.208 0.306 0.068 0.268

Tablo 1 ile goriildiigl iizere box (kutu) tespiti acisindan modelin tiim siniflarina bakildiginda istenen degerler
alinamamistir. Siif bazinda bakildiginda yalnizca Mandibularcanal sinifinin kesinlik ve duyarlilik degerleri
istenen seviyededir. Diger siniflara bakildiginda modelin dogru pozitif degerleri bulamadig1 (Hyoidbone),
giivenilirliginin artirilmas1 (Mandibularcondyle) ve dogrulugunun iyilestirilmesi gerektigi (Mandibularangle),
yeterli etiketleme olmadig ve sinif dengesizliginin oldugu (Foramenmentale) anlasilmaktadir.

Tablo 2. YOLOv5 203 Gortintii maske icin elde edilen degerler

Siiflar P R mAP50 mAP50-95 F1
Timi 0.587 0.533 0.490 0.141 0.556
Coronoid 0.300 0.200 0.143 0.028 0.240
Foramenmentale 1.000 0.000 0.045 0.006 0.000
Hyoidbone 0.449 0.796 0.674 0.218 0.572
Mandibularangle 0.605 0.950 0.918 0.286 0.738
Mandibularcanal 0.769 0.800 0.684 0.164 0.382
Mandibularcondyle 0.472 0.812 0.689 0.211 0.596
Tubermaxilla 0.515 0.175 0.278 0.071 0.260

Tablo 2 ile mask (sekil) i¢in elde edilen sonug¢lara bakildiginda kutu tespiti bazinda yapilan modellemeden farkh
olmadig1 hatta degerlerin daha da diisiik oldugu gériilmektedir. Ozellikle mAP50 ve mAP50-95 degerlerinin diisiik
olmasi modelin giivenirliginin az oldugunu gostermektedir ki bu durum da sekillerin istenen seviyede tespit
edilememesinden kaynaklanmaktadir.

203 goriinti ile egitim siiresi 0.058 o6l¢iiliirken 767 goriintii ile 0.575 dlciilmiistiir. Genel olarak egitim stiresiyle
beraber hem box hem mask tespitleri agisindan model incelendiginde, veri setinin yeteri kadar biiylik
olmamasindan kaynakli, diisiik basar1 oranlar elde edildiginden aradaki egitim siiresi farki géz ardi edilmistir.
Bunun neticesinde veri arttirimi islemleri yapilarak modellerin egitilmesine karar verilmistir.

Arttirma islemi Sonrasi Olusan 767 Goriintii ile Elde Edilen Degerler
Mevcut 203 goriintiiden olusan veri seti iizerinde 3 farkli augmentation islemleri yapilip sonugta 767 veri elde
edilmistir. Veri setinin biiytikliigli arttikca model basarisinin da dogru orantili bir sekilde artacagi géz oniinde

bulunduruldugundan YOLOv5 modeli basta olmak iizere YOLOv8 ve YOLOv11 modellerinin egitimlerinde de
artirma islemi sonrasi1 767 goriintiiden olusan veri seti kullanilmistir.
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Tablo 3. YOLOv5 767 Goriintii kutu i¢in elde edilen degerler

Siniflar P R mAP50 mAP50-95 F1
Timi 0.847 0.853 0.832 0.390 0.848
Coronoid 0.826 0.838 0.783 0.241 0.830
Foramenmentale 0.532 0.525 0.442 0.120 0.526
Hyoidbone 0.841 0.870 0.857 0.401 0.854
Mandibularangle 0.980 0.988 0.986 0.506 0.982
Mandibularcanal 0.995 1.000 0.995 0.696 0.996
Mandibularcondyle 0.968 0.975 0.970 0.530 0.970
Tubermaxilla 0.785 0.775 0.788 0.236 0.778

Tablo 3 ile tahmin edilen kutu icin elde edilen sonug¢lara bakildiginda Mandibularange, Mandibularcanal ve
Mandibularcondyle yer isareti bodlgelerinin hem recall (duyarlilik) hem de precision (kesinlik) degerlerinin
oldukca yiiksek, F1 skorlarinin da ayni sekilde yiiksek oldugu goriilmektedir. Bu da modelin bu anatomik bolgeleri
dogru ve istikrarl bir sekilde tanmimlayabildigini gostermektedir. Foramenmentale ise precision ve recall agisindan
en diisiik degere sahip anatomik yer isareti bolgesi olmustur. Bu da modelin bu bélgeyi tespit ederken zorlandigim
gostermektedir.

Tim bolgeler agisindan bakildiginda genel olarak F1 skoru iyi sonu¢ vermistir ancak, mAP50-95 degerlerine
bakildiginda modelin genel tespit hassasiyetinin iyilestirilmesi gerektigi goriilmektedir.

Tablo 4. YOLOv5 767 Gorintii maske icin elde edilen degerler

Siiflar P R mAP50 mAP50-95 F1
Timi 0.787 0.795 0.760 0.289 0.790
Coronoid 0.705 0.717 0.658 0.153 0.710
Foramenmentale 0.450 0.450 0.372 0.096 0.448
Hyoidbone 0.821 0.852 0.817 0.346 0.834
Mandibularangle 0.943 0.950 0.920 0.381 0.944
Mandibularcanal 0.870 0.875 0.858 0.260 0.872
Mandibularcondyle 0.988 0.996 0.994 0.576 0.990
Tubermaxilla 0.734 0.725 0.702 0.211 0.728

Tablo 4’ teki gibi mask icin elde edilen sonuc¢larda da yine simiflara gore bakildiginda Mandibularange,
Mandibularcanal ve Mandibularcondyle yer isareti bolgelerinin hem recall (duyarlilik) hem de precision (kesinlik)
degerlerinin nispeten en yliksek, F1 skorlarinin da ayni sekilde yliksek oldugu goriilmektedir. Modelin bu
anatomik bolgeleri dogru ve istikrarli bir sekilde tanimlayabildigini gosterir demek miimkiindiir. Yine
Foramenmentale, precision ve recall agisindan en diisiik degere sahip anatomik yer isareti bolgesi olmustur. Bu
da modelin bu bolgeyi tespit ederken zorlandigini géstermektedir.

Genel karsilastirma yapildiginda modelin box yaklasiminda daha iyi bir sonug verdigi agiktir. Bunun sebebi mask
(sekil) tahmininin box (sekil etrafinda bir kutu) tahmininden ¢ok daha hassas detaylara sahip olmasi ve tahmin
edilirliginin bu sebeple zor olmasidir. Ayrica, bu durum modelin konumlandirma konusunda basarili oldugunu,
ancak sekil segmentasyonu konusunda gelistirilmesi gerektigini ortaya koymaktadir.
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Sonug¢lardan Elde Edilen Grafikler
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Sekil 9. YOLOv5 maske tespiti i¢in elde edilen metrikler arasi iliskiler
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Sekil 8’ de Box tespiti i¢cin elde edilen metriklerin degerleri grafik iizerinde gosterilmektedir. Mavi kalin ¢izgiyle
gosterilen deger tiim siniflarin ortalamasini belirtmektedir.

Grafiklere bakildiginda mavi ¢izginin genel olarak basarili sonuclar elde ettigi ama turuncu cizgiyle belirtilen
Foramenmentale sinifinin istenen sonugclari alamadigi gézlemlenmektedir.

Ozellikle F1 - Confidence (F1 -Giiven) grafigine bakildiginda Foramenmentale degeri géz ardi edildiginde
sonuclarin gayet basarili oldugu soéylenebilmektedir. Precision - Confidence (Kesinlik - Giiven) grafigine
bakildiginda yine Foramenmentale sinifi géz ardi edildiginde diger siniflarin oldukca yiiksek performans
sergiledigi ve hatta kirmizi, mor ve kahverengi ile gosterilen Mandibularange, Mandibularcanal ve
Mandibularcondyle siniflarinin 1’e yakin degerlerde ilerledigi goriilmektedir. Ayni durum Recall - Confidence
(Duyarlilik - Giiven) grafigi icin de gecerliligini korumaktadir.

Mandibularcondyle siniflarinin 1’e yakin degerlerde ilerledigi goriilmektedir. Ayni durum Recall - Confidence
(Duyarlilik - Giiven) grafigi icin de gecerliligini korumaktadir.

Sekil 9’ da Mask tespiti i¢in elde edilen metriklerin degerleri grafik tizerinde gosterilmektedir. Grafiksel olarak
box tespiti sonuglarina benzer sonuglar elde edildigi gortilse de ayrintili bakildiginda tiim grafiklerde daha az
basari orani oldugu acikca gosterilmektedir.
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Sekil 10. YOLOvV5 kayip degerleri
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Sekil 11. YOLOv5 karmagiklik matrisi
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Sekil 10’ da modelin box kayip (box_loss), segmentasyon (mask) kayip (seg_loss), object detection (nesne tespiti)
kayip (obj_loss) ve siif tespitindeki kayip (cls_loss) degerlerinin egitim sirasindaki skorlar1 gosterilmektedir.
Kayip degerlerinin zamanla azalmasi ve ortalama olarak diisiik degerler almasi model acgisindan olumlu
yorumlanmaktadir. Sekil 11’ de ise YOLOVS5 i¢in Confusion (karmasiklik) matrisi ile her bir sinifin True (gergek)
degerleri olma oranlari1 gosterilmis ve dogruluk 1’e yaklastikca renk koyulagsmistir. Confusion matrixe gore
bakildiginda en iyi degeri alan sinif yine Mandibularcanal’dur.

3.2. YOLOv8 ile Segmentasyon Sonug¢lari

YOLOvV8, nesne tespiti ve segmentasyon gorevlerinde gelistirilmis bir model yapisi sunarak, daha yiiksek
hassasiyet ve hiz hedeflemektedir. Bu boliimde, YOLOv8 ile yapilan deneylerin sonuglari karsilastirmali olarak
analiz edilmektedir. Yine modelin kutu ve maske agisindan dogrulugu, F1 skorlar1 ve mAP degerleri iizerinde
durulmaktadir. Sonuglar tablo ve grafikler halinde gosterilmektedir. Egitim sonucunda en iyi degerlerin alinmasi
icin 6ncelikle bazi hiperparametreler Rastgele Arama Yontemi ile diizenli araliklarla degistirilip alinan sonuglar
karsilastirillmis ve buna gore en iyi degerlerin alindig1 hiperparametre degerlerine YOLOv8 modeli i¢in karar
verilmistir. Epoch icin [40,70] aralifi, batch size i¢in [16,64] aralifl, learning rate i¢in [0.001,0.1] araligi
belirlenmistir. Denemeler yapilarak en uygun epoch degeri 70, en uygun batch degeri 32, learning rate orani 0.01
olarak se¢ilmistir.

Arttirma islemi Sonrasi Olusan 767 Goériintii ile Elde Edilen Degerler

Tablo 5. YOLOv8 kutu icin elde edilen degerler

Siniflar P R mAP50 mAP50-95 F1
Tami 0.844 0.860 0.840 0.423 0.850
Coronoid 0.798 0.793 0.781 0.246 0.794
Foramenmentale 0.543 0.562 0.492 0.112 0.552
Hyoidbone 0.821 0.889 0.856 0.478 0.852
Mandibularangle 0.983 1.000 0.995 0.504 0.990
Mandibularcanal 0.981 0.988 0.987 0.776 0.984
Mandibularcondyle 0.990 1.000 0.995 0.605 0.994
Tubermaxilla 0.794 0.787 0.774 0.241 0.788

Tablo 5’ te tahmin edilen kutu i¢in elde edilen sonuglara bakildiginda yine Mandibularange, Mandibularcanal ve
Mandibularcondyle yer isareti bolgelerinin hem recall (duyarlhilik) hem de precision (kesinlik) degerlerinin
oldukca yiiksek, F1 skorlarinin da ayni sekilde yiiksek oldugu goriilmektedir. Bu da modelin bu anatomik bolgeleri
dogru ve istikrarl bir sekilde tanimlayabildigini gostermektedir. Foramenmentale ise precision ve recall agisindan
en diisiik degere sahip anatomik yer isareti bolgesi olmustur. Tiim bolgeler agisindan bakildiginda genel olarak
F1 skoru iyi sonu¢ vermistir ancak, mAP50-95 degerlerine bakildiginda yine modelin genel tespit hassasiyetinin
iyilestirilmesi gerektigi goriillmektedir.

Tablo 6. YOLOv8 maske icin elde edilen degerler

Siiflar P R mAP50 mAP50-95 F1
Timu 0.818 0.792 0.786 0.327 0.802
Coronoid 0.669 0.637 0.596 0.147 0.652
Foramenmentale 0.572 0.487 0.431 0.111 0.524
Hyoidbone 0.814 0.796 0.853 0.385 0.802
Mandibularangle 0.975 0.988 0.989 0.443 0.980
Mandibularcanal 0.909 0.912 0.924 0.372 0.910
Mandibularcondyle 0.995 1.000 0.995 0.619 0.996
Tubermaxilla 0.791 0.725 0.716 0.216 0.754

547



Panoramik Radyograflarda Anatomik Yer isaretlerinin Yapay Zeka Destekli Otomatik Tespiti

Tablo 6 ile gorildiigii tizere mask i¢in elde edilen sonuglarda da yine siniflara gére bakildiginda Mandibularange,
Mandibularcanal ve Mandibularcondyle yer isareti bolgelerinin hem recall (duyarlilik) hem de precision (kesinlik)
degerlerinin nispeten en yiliksek, F1 skorlarinin da ayn sekilde yiiksek oldugu goriilmektedir. Modelin bu
anatomik bolgeleri dogru ve istikrarli bir sekilde tanimlayabildigini gosterir demek miimkiindiir.

Genel karsilastirma yapildiginda modelin box yaklasiminda daha iyi bir sonug verdigi aciktir. Bunun sebebi mask
(sekil) tahmininin box (seKkil etrafinda bir kutu) tahmininden ¢ok daha hassas detaylara sahip olmasi ve tahmin
edilirliginin bu sebeple zor olmasidir. Ancak, YOLOv8 segmentasyon konusunda daha basarili oldugu i¢in sekil
degerleri YOLOv5’e gore daha iyi sonu¢ vermistir. Ama mAP50-95 degerlerine bakildiginda tespit hassasiyetinin
artirllmasi gerektigi goriilmektedir.

Sonuclardan Elde Edilen Grafikler
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Sekil 12. YOLOv8 kutu tespiti icin elde edilen metrikler arasi iliskile

Sekil 12’ de Box tespiti icin elde edilen metriklerin degerleri grafik iizerinde gosterilmektedir. Mavi kalin ¢izgiyle
gosterilen deger tiim siniflarin ortalamasini belirtmektedir. Grafiklere bakildiginda mavi ¢izginin genel olarak
basarili sonuglar elde ettigi ama turuncu ¢izgiyle belirtilen Foramenmentale sinifinin istenen sonuglari alamadigi
gozlemlenmektedir.

Ozellikle F1 - Confidence (F1 -Giiven) grafigine bakildifinda Foramenmentale degeri goz ardi edildiginde
sonuclarin gayet basarili oldugu séylenebilmektedir. Hatta optimum seviyenin uzun bir siire korundugu da
gozlemlenmektedir. Precision - Confidence (Kesinlik - Gliven) grafigine bakildiginda yine Foramenmentale sinifi
goz ardi edildiginde diger siniflarin oldukga yiiksek performans sergiledigi ve hatta kirmizi, mor ve kahverengi ile
gosterilen Mandibularange, Mandibularcanal ve Mandibularcondyle siiflarinin YOLOvV5 sonuglarina gére 1’e daha
yakin degerlerde ilerledigi goriilmektedir.
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Sekil 13. YOLOv8 maske tespiti i¢in elde edilen metrikler arasi iligkiler

Sekil 13 ile maske tespiti icin elde edilen metriklerin degerleri grafik {izerinde gosterilmektedir. Grafiksel olarak
box tespiti sonuglarina benzer sonuglar elde edildigi goriilse de yine mask i¢in ayrintih bakildiginda tiim
grafiklerde biraz az basar1 orani oldugu acik¢a gosterilmektedir. Ama basarili tespitin seviyesini uzun siire
korumasinin mask icin de saglanabildigi g6zlemlenmektedir. Bu durum YOLOv8 modelinin segmentasyon i¢in
oldukca giiclii bir model oldugunun kaniti niteliginde sayilmaktadir.

troin/box_loss troln/seq_loss troinfcls_loss train/dfl_loss
25 ] 37 —a— sulls 2.25 4
smooth 41
2.00 1
2.0 1 3.
175
15 2 1.50 5
1.25 A
1
T T T T T T T T 1'00 -l T T
0 25 50 0 25 50 0 25 50 0 25 S0

Sekil 14. YOLOv8 kayip tespiti

Sekil 14 ile modelin kaybinin hizli bir sekilde azaldigi, bounding box tahminlerinin hizla gelistirildigini
gosterilmektedir. Segmentasyon kaybinin hizla diisiip, yavaslayarak dengelendigi, modelin segmentasyon
maskelerini 6grenmeye basladig), siire¢ boyunca daha hassas hale geldigi goriilmektedir. Sinif tespitindeki kayip
hizla azalip sabit bir noktaya yaklasmakta, modelin sinif tahminlerinde giderek daha az hata yaptigini
gostermektedir. Bounding box koordinatlar1 (dfl_loss - mesafe alan kaybi) ise modelin bounding box'larin
konumunu daha hassas sekilde tahmin etmeye basladigini gostermektedir.
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Sekil 15. YOLOv8 karmasiklik matrisi

Sekil 15’ te YOLOvS i¢in Confusion (karmasiklik) matrisi ile her bir sinifin True (gercek) degerleri olma oranlar
gosterilmis ve dogruluk 1’e yaklastik¢a renk koyulasmistir. Confusion matrixe gore bakildiginda en iyi degeri alan
siniflar Mandibularcanal, Mandibularange ve Mandibularcondyle’ dir.

3.3. YOLOv11 ile Ornek Segmentasyon Sonuglari

YOLOv11, daha yeni optimizasyon teknikleri ve model iyilestirmeleri iceren gelismis bir model siirtimiidiir. Bu
boliimde, YOLOv11l'in genel performansini detaylandirilmakta ve modelin yer isaretlerinin tespiti
senaryolarindaki basarimi degerlendirilmektedir.

Onceki modellerde oldugu gibi aym hiperparametreler Rastgele Arama Yoéntemi degistirilip sonuglar
karsilastirilmis en iyi degerlerin alindig1 hiperparametre degerlerine YOLOv11 modeli i¢in karar verilmistir. En
uygun epoch degeri 60, batch degeri 32, learning rate orani 0.01 olarak se¢ilmistir.

Arttirma islemi Sonrasi Olusan 767 Goriintii ile Elde Edilen Degerler

Tablo 7. YOLOv11 kutu i¢in elde edilen degerler

Siniflar P R mAP50 mAP50-95 F1
Timi 0.855 0.839 0.832 0.433 0.846
Coronoid 0.817 0.800 0.830 0.287 0.806
Foramenmentale 0.689 0.500 0.493 0.143 0.578
Hyoidbone 0.826 0.889 0.857 0.464 0.854
Mandibularangle 0.949 0.975 0.966 0.505 0.960
Mandibularcanal 0.983 0.988 0.980 0.779 0.984
Mandibularcondyle 0.980 0.988 0.987 0.589 0.982
Tubermaxilla 0.739 0.738 0.709 0.263 0.736
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Tablo 7 incelendiginde tahmin edilen kutu i¢in elde edilen sonuglara bakildiginda yine Mandibularange,
Mandibularcanal ve Mandibularcondyle yer isareti bolgelerinin hem recall (duyarlilik) hem de precision (kesinlik)
degerlerinin oldukea yiiksek, F1 skorlarinin da ayni sekilde ytliksek oldugu goriilmektedir. Bu modelin bu anatomik
bolgeleri dogru ve istikrarl bir sekilde tanimlayabildigini gostermektedir. Foramenmentale ise precision ve recall
acisindan en diisiik degere sahip anatomik yer isareti bolgesi olmustur yani model bu bélgeyi tespit ederken

zorlanmistir.

Tiim boélgeler acisindan bakildiginda genel olarak F1 skoru iyi sonug¢ vermistir, mnAP50-95 degerlerine bakildiginda
diger modellere gore daha yiiksektir ama modelin zorlayici esik degerlerinde hala geride kaldig:

Panoramik Radyograflarda Anatomik Yer isaretlerinin Yapay Zeka Destekli Otomatik Tespiti

soylenebilmektedir.
Tablo 8. YOLOv11 maske icin elde edilen degerler
Siniflar P R mAP50 mAP50-95 F1
Timu 0.823 0.800 0.795 0.330 0.810
Coronoid 0.683 0.662 0.650 0.169 0.672
Foramenmentale 0.681 0.450 0.462 0.124 0.270
Hyoidbone 0.793 0.852 0.786 0.359 0.820
Mandibularangle 0.963 0.988 0.980 0.439 0.974
Mandibularcanal 0.921 0.925 0.941 0.375 0.920
Mandibularcondyle 0.981 0.988 0.987 0.598 0.984
Tubermaxilla 0.740 0.738 0.759 0.248 0.738

Tablo 8 incelendiginde modelin box yaklasiminda daha iyi bir sonug verdigi aciktir. Bunun sebebi mask (sekil)
tahmininin box (sekil etrafinda bir kutu) tahmininden ¢ok daha hassas detaylara sahip olmasi ve tahmin
edilirliginin bu sebeple zor olmasidir. Ancak, segmentasyon konusunda YOLOv8’e goére biraz daha iyi sonug
vermistir. Ama mAP50-95 degerlerine bakildiginda tespit hassasiyetinin hala artirilmasi gerektigi gortiilmektedir.

Sonuclardan Elde Edilen Grafikler
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Sekil 16. YOLOv11 kutu tespiti icin elde edilen metrikler arasi iliskiler
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Sekil 16’ da Box tespiti i¢cin elde edilen metriklerin degerleri grafik tizerinde gosterilmektedir. Mavi kalin ¢izgiyle
gosterilen deger tiim siniflarin ortalamasin belirtmektedir. Grafiklere bakildiginda mavi ¢izginin genel olarak
basarili sonuclar elde ettigi ama turuncu ¢izgiyle belirtilen Foramenmentale sinifinin istenen sonuglar1 alamadigi
gozlemlenmektedir. Ayn1 zamanda 6nceki model grafikleriyle kiyaslandiginda grafiklerdeki ortalamay1 gésteren
mavi ¢cizginin YOLOv8deki gibi basarili degerde uzun siire kaldig1 soylenememektedir.

F1 - Confidence (F1 -Giiven) grafigine bakildiginda Foramenmentale degeri goz ardi edildiginde sonugclarin genel
olarak basarili oldugu soéylenebilmektedir. Precision - Confidence (Kesinlik - Giiven) grafigine bakildiginda
kirmizi, mor ve kahverengi ile gosterilen Mandibularange, Mandibularcanal ve Mandibularcondyle siniflarinin
oldukca yiiksek degerler aldig1 ama diger siniflar i¢in ayni seyin sdylenemeyecegi aciktir. Ayn1 durum Recall -
Confidence (Duyarlilik - Giiven) grafigi icin de gecerliligini korumaktadir.
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Sekil 17. YOLOv11 maske tespiti icin elde edilen metrikler arasi iliskiler

Sekil 17’ de Mask tespiti icin elde edilen metriklerin degerleri grafik lizerinde gosterilmektedir. Grafiksel olarak
box tespiti sonuclarina benzer sonuglar elde edildigi goriilse de mask i¢in ayrintili bakildiginda tiim grafiklerde
daha az basar1 orani oldugu agiktir.
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Sekil 18. YOLOv11 Loss (kayip) degerleri

Sekil 18’ deki grafik degerlerinde modelin (box_loss) kaybinin azaldigi, bounding box tahminlerinin gelistirildigini
gosterilmektedir. Segmentasyon kaybinin (seg_loss) belirgin sekilde iyilestigi, ancak bu kaybin hald nispeten
yliksek oldugu soylenebilmektedir. Sinif tespitindeki kayip (cls_loss) nesneleri dogru siniflandirmada stirekli bir
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ilerleme kaydetmistir. Bounding box koordinatlar1 (dfl_loss - mesafe alan kaybi) ise modelin bounding box
sinirlarini giderek daha iyi 6grendigi goriillmektedir.
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Sekil 19. YOLOv11 Confusion Matrix

Sekil 3.19’da YOLOv11 i¢in Confusion (karmasiklik) matrisi ile her bir sinifin True (gerg¢ek) degerleri olma oranlari
gosterilmis ve dogruluk 1’e yaklastik¢a renk koyulagsmistir. Confusion matrixe gore bakildiginda en iyi degeri alan
siniflar Mandibularcanal, Mandibularange ve Mandibularcondyle’ dir.

3.4. Egitilen Modellerin Karsilastirilmasi

Bu bdliimde YOLOv5, YOLOv8 ve YOLOv11l modellerinin sonuglari farkli degerlendirme metrikleri agisindan
karsilastirilmaktadir. Her modelin dogruluk, hiz ve islem kapasitesi gibi dnemli faktorler dikkate alinarak
performans analizi yapilmistir. Ayrica, segmentasyon ve nesne tespiti gorevlerinde elde edilen metrikler

tizerinden modellerin gii¢lii ve zayif yonleri incelenmistir. Bu karsilastirma, her modelin belirli veri kiimesi ve
uygulama senaryolar1 i¢in ne kadar uygun oldugunun daha net anlasilmasi icin yapilmistir.

Tablolar Bazinda Modellerin Karsilastirilmasi

Tablo 9. Tiim modellerin kutu tespiti icin F1, mAP50, mAP50-95 degerleri

Model F1 mAP50 mAP50-95 Egitim Suiresi
YOLOv5 0.848 0.832 0.390 0.705
YOLOv8 0.850 0.840 0.423 0.625
YOLOv11 0.846 0.832 0.433 0.528

Tablo 9 degerlerine bakildiginda box tespiti icin F1 metriginde en basarili skora YOLOv8'in sahip oldugu
goriilmektedir. Bu YOLOv8'in daha dengeli bir performans sundugunu gostermekteyken 6te yandan YOLOVS5 ve
YOLOv11 de olduke¢a yakin performans sergilemislerdir. Ayn1 zamanda mAP50 degerinde de yine YOLOv8
digerlerinden daha yiiksek performans gostermistir. mAP50-95 degerinde YOLOv11 6ne ¢ikmakta ve bu sonuca
gore YOLOv11'in daha karmasik senaryolardaki kutu tespiti i¢cin performans sundugu séylenebilmektedir. Sonug
olarak, YOLOv8 genelde 6n plana ¢ikarken YOLOv11 egitim siiresinin digerlerinden diisiik olmasi ve mAP50-95
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degerinden dolay1 tercih edilebilir seviyede gériinmektedir. YOLOv5 dengeli bir performans sergiledigi halde diger
modellerden geri kalmaktadir.

Tablo 10. Tiim modellerin maske tespiti i¢cin F1, mAP50, mAP50-95 degerleri

Model F1 mAP50 mAP50-95 Egitim Siiresi
YOLOv5 0.790 0.760 0.289 0.705
YOLOv8 0.802 0.786 0.327 0.625
YOLOv11 0.810 0.795 0.330 0.528

Tablo 10 degerlerine bakildiginda mask tespitinde F1 metriklerinde en basarili skora sahip olan model YOLOv11
oldugu goriilmekteyken YOLOvVS8 az farkla onu takip etmektedir. mAP50 metrigi icin en iyi performansi sergileyen
YOLOv11, mAP50-95 metriginde de dne ¢giktig1 gézlemlenmektedir. Az farkla YOLOv8 de onu takip etmektedir.
Egitim siiresi olarak da yine YOLOv11 avantajli gériinmektedir. Sonucta mask tespiti icin YOLOv11 modelinin daha
basarili oldugu ve tercih edilebilir oldugu gézlemlenmektedir.

Grafiksel Olarak Modellerin Karsilastirilmasi

Bu kisimda YOLOv5, YOLOv8 ve YOLOv1l modellerine ait degerlendirme metrikleri grafikler seklinde
karsilastirlmis ve en iyi model ortaya konulmustur. Sekil 20, Sekil 21, Sekil 22 ve Sekil 23’ te karsilastirilan
grafikler bakildiginda YOLOv8'in genel olarak tiim degerlerde stabil ve basarili degerler aldigin1 gostermektedir.
YOLOv11'in de yine yiiksek degerlere ulastig1 ama bazi siniflarda fazla dalgalanmalar yasandig1 gériilmektedir. Bu
durum dalgalanma olan siniflarda daha az giivenli tahminler yapildigini géstermektedir. Diger yandan YOLOv8
egrisinin daha piiriizsiiz ve az dalgali olmas1 modelin daha tutarli oldugunu géstermektedir. YOLOv11 ise bu
tutarliliga sahip olmadig1 goriilmektedir.

YOLOvS YOLOWE YOoLOv11

Sekil 20. Kesinlik degerlerine gore model grafikleri

Rascall-Gonfibancs Curve . Recal-Cosfdencs Curve . Recal-Confdencs Cufve
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Sekil 21. Duyarlilik degerlerine gére model grafikleri
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Sekil 22. Kesinlik - Duyarlilik degerlerine gére model grafikleri
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Sekil 23. F1 degerlerine gére model grafikleri

Ornek Goriintii Etiketlemeleri ile Modellerin Karsilagtiriimasi

Bu boéliimde her bir model icin drnek goriintii lizerinde segmentasyon isleminin her sinif iizerindeki basarimlari
karsilastirilmaktadir.

tul:ermcxlllo 0 O P '

4
tubermaxilla ? .36 bermaxilla O.36

Ad . !

mcndlbulcrccnc man db |Q,—anc| 6_77

S o . - A%

Sekil 24. YOLOv5 6rnek goriinti tizerinde etiketlenen bolgelerin gosterimi
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Sekil 24’ te YOLOvVS5 ic¢in 6rnek bir goriintii lizerinde anatomik yer isaretlerinin tespitindeki basarimlari
gosterilmektedir. Bu goriintiiye bakildiginda Mandibularcondyle 0.69, Coronoid 0.58, Tubermaxilla 0.30 ve 0.36,
Mandibularcanal 0.77, Mandibularangle 0.56 ve 0.60, Hyoidbone 0.74 ve 0.67 degerlerini almis, Foramenmentale
ise tespit edilememistir.
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Sekil 25. YOLOv8 6rnek goriinti lizerinde etiketlenen bolgelerin gosterimi

Sekil 25’ te YOLOv8 igin 6rnek bir goriintii lizerinde anatomik yer isaretlerinin tespitindeki basarimlari
gosterilmektedir. Bu goriintiiye bakildiginda Mandibularcondyle 0.90 ve 0.86, Coronoid 0.77 ve 0.69, Tubermaxilla
0.82 ve 0.83, Mandibularcanal 0.87 ve 0.91, Mandibularangle 0.73, Hyoidbone 0.80 degerlerini almis,
Foramenmentale ise yine tespit edilememistir.
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Sekil 26. YOLOv11 6rnek goriintii iizerinde etiketlenen bolgelerin gosterimi

Sekil 26’ da YOLOv11 igin 6rnek bir goriinti lizerinde anatomik yer isaretlerinin tespitindeki basarimlari
gosterilmektedir. Bu goriintiiye bakildiginda Mandibularcondyle 0.64 ve 0.76, Coronoid 0.39 ve 0.57, Tubermaxilla
0.57 ve 0.69, Mandibularcanal 0.84 ve 0.83, Mandibularangle 0.74 ve 0.74, Hyoidbone 0.73 ve 0.79,
Foramenmentale 0.31 ve 0.27 degerlerini almistir.

Modellerin hepsi bir arada degerlendirildiginde YOLOv8'in tespit degerlerinin yliksek oldugu gézlemlenmektedir.
Diger taraftan YOLOv11 gorsel lizerinde daha fazla tespitte bulunabilmis ve Foramenmentale diger modellerde
bulunamazken YOLOv11 ile tespit edilebilmistir. Fakat bu gorseller yiizlerce goriintii arasindan yalnizca birini
ifade ettiginden modeller hakkinda net bilgi, elde edilen tablolar ve grafikler tarafindan saglanmaktadir.

Nihai Sonug¢
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Grafikler, modelin egitim siirecini, loss (hata) degerlerindeki diisiisii ve optimizasyon davranisini anlamak igin
onemliyken tablolar, egitim siireci tamamlandiktan sonra, modelin gercek performansini 6lgen nihai metriklere
odaklanmaktadir.

Grafiklere bakildiginda, YOLOv8 daha avantajli gériinmektedir. Bu, modelin daha hizli ve kararh bir sekilde loss
degerlerini azaltarak optimize oldugunu ve egitim sirasinda daha iyi bir 6grenme kapasitesine sahip oldugunu
gostermektedir. Tablolara bakildiginda ise, YOLOv11'in 6zellikle mAP50-95 gibi farkl esiklerde daha yiiksek
dogruluk géstermesi ve mask tespitindeki tistiinliigli, modelin farkli gérevlerde daha iyi genellestigini ve 6zellikle
mask tespiti gibi detayl analizlerde daha basarili oldugunu ortaya koymaktadir.

Hem metriklere hem de grafiklere bakarak tutarlilik ve genel performans istenirse, YOLOv8 biraz daha dengeli bir
model olarak degerlendirilmektedir. En yiiksek dogruluk metrikleri ve kisa egitim siiresiyle listiin olan model ise
YOLOv11'dir.

4. Tartisma ve Degerlendirme

Panoramik radyografi, disler, c¢eneler, g6z ¢ukurunun st kismi, maksiller siniisler, mandibula ve
temporomandibuler eklem gibi genis bir bélgeyi kapsayarak tiim bu yapilarin birlikte goriintiillenmesini saglar. Bu
nedenle, medikal goriintiilleme ac¢isindan 6nemli bir klinik ve arastirma aracidir [14]. Ancak, anatomik isaretlerin
tanimlanmasi genellikle zor ve zaman alic1 bir stirectir, bu yiizden otomatik yontemlerin gelistirilmesi biiyiik 6nem
tasir. Farkli radyografi tiirleri tizerinde otomatik anatomik isaret tespiti ile ilgili calismalar yapilmis olsa da
panoramik radyografi gortintiileri izerindeki arastirmalar daha siirhdir.

Bu ¢alismanin amaci, panoramik anatomik yer isaretlerini otomatik olarak dogru ve giivenilir bir sekilde tespit
etmektir. YOLOvV5, YOLOv8 ve YOLOv11 modelleri kullanilarak Cesitli internet sitelerinden elde edilen panoramik
radyografi goriintiilerinden olusan veri setlerinin birlesimi kullanilmistir. Egitim icin gériintiiler, daha hizli ve
etkili deneyler saglamak amaciyla 2976 x 1536 boyutundan 640 x 640’a kiiciiltiilmiistiir. Toplamda 14 anatomik
noktanin otomatik olarak tespit edildigi ¢calismada, ortalama F1 performans degerleri sirasiyla su sekilde elde
edilmistir: YOLOv5 modeli i¢in 0.790, YOLOv8 modeli i¢cin 0.802, YOLOv11 modeli i¢in 0.810. Uygulanan 3 farkh
modelin egitimi sonucunda elde edilen degerlerin kiyaslamasi ve basari oranlarinin géz 6niinde bulundurulmasi
sonucunda Panoramik Radyografi goriintiilerinde anatomik yer isareti tespitinin derin 6grenme ile otomatik
yapilmasi i¢in en uygun modelin YOLOv11 olacagi kararina varilmistir.

Onerilen yaklasim, doktor adaylarinin panoramik radyografiler iizerindeki anatomik yer isaretlerini daha dogru
bir sekilde tespit etmelerini ve uzman doktorlarin yorgunluk ve yogunluk gibi faktoérlerden kaynaklanabilecek
hatalar1 minimuma indirmeyi hedeflemektedir. Olabildigince optimum sonuna ulasabilmek adina g¢alismalar
gerceklestirilmistir. Sonug olarak, yeterince yliksek basari oranlarina ulasilmis olsa da daha fazla veri kullanilarak
¢ok daha iyi sonuglarin elde edilmesinin, mevcut degerlere bakildiginda kaginilmaz oldugu gorilmektedir. Ayni
zamanda yapilan ¢alismada anatomik yer isaretlerinin bir kismi kullanildigindan, ilerleyen ¢alismalarda tiim yer
isaretleri ile modellerin egitilmesi tavsiye edilmektedir.
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