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Oz

Veri madenciligi, biiyiik 6lgekli veriler arasindan onceden bilinmeyen, nitelikli bilgilerin kesfedilmesi
stirecidir. Bu siire¢ farkly adimlardan olusmaktadir. Bu siirecin ilk adimi verilerin toplanmast ve on igleme
asamasidir. Simiflandirma algoritmalarimin  performansini arttirmak i¢in giris verilerine, on isleme
yontemleri uygulanmaktadir. Veri én isleme yontemleri icerisinde yer alan oznitelik agirliklandirma
yontemleri, veri madenciligi alaninda biiyiik onem tasimaktadir. Bu c¢alismada yeni bir oznitelik
agirhiklandirma  yontemi  gelistirilmistir.  Onerilen agirliklandirma  yontemi k-harmonik ortalamalar
algoritmast kullanilarak gelistirilmistiv. Bu agirliklandirma yéontemi ile dogrusal olarak ayrilamayan veri
setini, dogrusal ayrilabilir veri setine doniistirmek hedeflenmistir. Agrliklandirma isleminden sonra elde
edilen oznitelikler ii¢ farkl simflandirma algoritmast ile simiflandrildi. Gelistivilen algoritma medikal veri
setlerine uygulanarak basarisi degerlendirilmistir. Veri seti olarak dogrusal olarak ayrilabilir olmayan
dagihma sahip veri setleri tercih edilmistir. Onerilen yontemin basarisini test etmek icin, siniflandirma
dogrulugu, duyarlilik, ozgiilliik, ortalama mutlak hata, ortalama karesel hata karekokii, kappa degeri ve
ROC egrisinin altinda kalan alan (AUC) degerlerinden yararlanimistir. Deneysel sonuglar, onerilen
yontemin literatiirdeki mevcut yontemlere gore daha iyi sonuglar verdigini gostermistir. Medikal tani igin
onerilen sistem yararl bir tibbi karar destek araci olarak hizmet verebilir.

Anahtar Kelimeler: Oznitelik agwhiklandirma; k-harmonik ortalama tabanh oznitelik agirliklandirma; Veri
madenciligi; Veri on igleme.
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Yeni bir veri onisleme metodu: k-Harmonik kiimeleme tabanl oznitelik agirliklandirma

Giris

Veri madenciligi, veri tabanlarindan 6nceden
bilinmeyen, nitelikli bilgilerin kesfedilmesi
stirecidir  (Olson ve Delen, 2008). Veri
madenciligi cesitli asamalardan olugmaktadir.
Bu asamalar Sekil 1°de sunulmustur. Veri
se¢imi asamasindan sonra On isleme asamasi
gelmektedir. Bu asamada normalizasyon,
Oznitelik sec¢imi, eksik verilerin tamamlanmasi
ve Oznitelik agirhiklandirma  gibi  farkli
yontemler uygulanmaktadir. Bu veri 6n igleme
yontemleri genellikle smiflandirma
algoritmalarmimn performansint arttirmak icin
girig verilerine uygulanmaktadir. Bu
yontemlerden biri olan 6znitelik agirliklandirma
ile dogrusal olarak ayrilamayan bir veri seti,
dogrusal  olarak  ayrilabilir  veri  setine
doniistiirilmektedir (Polat ve Gunes 2006).

Oznitelik agirhklandirma yontemleri genellikle
kiimeleme yontemleri kullanilarak
gelistirilmektedir. Kiimeleme yontemi, veriler
arasindaki benzerlik kriterine gore veriyi
gruplara bdlme islemidir. Kiimeleme sonucunda
elde edilen kiimelerin kendi iglerinde homojen,
kendi aralarinda ise heterojen bir yapida
olmalar1 beklenir. Literatiirde yaygin olarak
kullanilan kiimeleme yontemleri sunlardir: k-
ortalama (MacQueen, 1967), k-harmonik
ortalama (Zhang ve Hsu 1999), k-medoids
(Kaufman ve Rousseeuw 1987) ve bulanik c-
ortalamalar (Bezdek, 1981). Literatiirde farkli
kiimeleme yontemleri kullanilarak gelistirilen
Oznitelik agirliklandirma ydntemleri mevcuttur.
Polat ve Giines (2006), veri 6n islemi yontemi
olarak k-en yakin komsu algoritmasi tabanli bir
ozellik agirliklandirma yontemi gelistirmistir.
Gelistirilen bu yontem tibbi veri setlerine
uygulanmstir. Tahir ve digerleri (2007), k-NN
ve Tabu arama algoritmalarini igeren melez bir
Oznitelik agirliklandirma yontemi Onerdi. Sun
(2007), RELIEF algoritmasmna dayanan ve
tekrarlamali RELIEF olarak isimlendirilen bir
agirliklandirma  yontemi  6nerdi. Polat ve
Durduran (2011) eksiltici kiimeleme temelli
agirliklandirma isimli yeni bir agirliklandirma
yontemi  onerdi. Onerilen ydntem trafik
kazalarin1 tespit etmek i¢in uygulanmustir.

Calismada etkili sonuglar elde edilmistir. Unal
ve digerleri (2014), bulanik c-ortalama tabanli
bir agirhklandirma yontemi onerdi. Onerilen
yontem ile smiflandirma performanst Snemli
Olcilide arttirilmagtir. Genel olarak
agirliklandirma  yontemleri  ile  basarilt
sonuglarin elde edildigi goriilmektedir.

Literatiirde ozellikle k-ortalamalar algoritmasi
kullanilarak gelistirilen agirliklandirma
yontemleriyle iyi sonuglar elde edilmistir
(Giines ve digerleri 2010, Polat ve Durduran
2012). K-ortalamalar yontemi etkili olmakla
beraber bazi dezavantajlar1 da olan bir
yontemdir. En 6nemli dezavantaji ise baglangi¢
asamasinda merkez degerlere karst olan
duyarliligidir. K-ortalamalar algoritmasindaki
bu problemden dolay1 alternatif yontemler
gelistirilmistir. Bu yontemlerden birisi de k-
harmonik  ortalama  (KHO)  kiimeleme
algoritmasidir. KHO, her bir veri noktasindan
merkezlere, mesafelerin harmonik ortalamasini
kullanir. K-ortalamalar algoritmasindan farkl
olarak, KHO algoritmasi baslangi¢ nokta
secimine karsi duyarsizdir. Bu yoniiyle KHO
algoritmasinin 6znitelik agirliklandirma amaglt
kullanilmast ~ durumunda, etkili  sonuglar
verecegi Ongoriilmiistiir. Onerilen yontem k-

harmonik ortalama tabanl Oznitelik
agirliklandirma (khmFW) olarak
isimlendirilmigtir. khmFW  algoritmast ile
dogrusal olarak ayrilamayan veri setini,

dogrusal ayrilabilir veri setine doniistiirmek
hedeflenmistir. Onerilen yontem, bu amact
gerceklestirmek icin birbirine daha yakin veri
noktalarini bir araya getirmektedir.

Aragtirmacilar  gelistirdikleri ~ ydntemlerin
etkinligini test etmek icin ortak kullanima agik
olan veri setleri tizerinde deneyler yapmaktadir.
Bu amagla kullanilan veri tabanlarindan biri de
UCI makine 6grenme deposudur (Bache ve
Lichman 2013). Bu ¢alismada 6nerilen yontem
bu veri tabanindan alinan kalp hastalig1 veri seti
ve BUPA karaciger bozukluklar1 veri setleri
iizerinde test edildi. Bu veri setleri dogrusal
olarak ayrilabilir olmayan dagilima sahiptir.
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Sekil 1. Veri madenciligi asamalar

Makalenin organizasyonu su sekildedir. Metot
baslikli boliimde, bu c¢alismada kullanilan
yontemler hakkinda bilgiler verilmistir. Ayrica
Onerilen yontemin yapist ve c¢aligma sekli
hakkinda bilgiler bu béliimde verilmistir.
Deneysel Tasarim baslikli boliimde,  veriler
hakkinda bilgiler ve degerlendirme asamasinda
kullanilan performans degerlendirme O6lgiitleri
hakkinda bilgiler sunulmugtur. Bulgular ve

Tartisma bolimde, deneysel sonuglar ve
tartisma  boliimi  sunulmustur. Ayrica bu
bolimde literatiirdeki mevcut ydntemlerle

karsilagtirmali analizler yapilmistir. Elde edilen
sonuglar hakkinda genel bir bilgi Sonuglar
boliimiinde sunulmustur.

Metot

K-harmonik ortalama algoritmasi

K-ortalama algoritmasindan farkli olarak, KHO,
baslangigtaki ¢dziime dayanmaz. K-ortalama
kiimeleme algoritmas:1 veri noktalarinin her
birine esit agirlik verir. KHO algoritmasi ise bir
harmonik ortalama ile her bir veri noktasina
dinamik agirlik verir. Harmonik ortalama,
merkeze yakin olmayan bir veri noktasma
biiyiik bir agirlik atarken, merkeze yakin veri
noktasina kii¢iik bir agirlik atar.

Bu nedenle, KHO algoritmas:1 k-ortalamalar
kiimeleme algoritmasina  gore  baglangi¢
degerlerine daha az duyarlidir.

K-ortalamalar algoritmasi ile
karsilastirildiginda, belli durumlarda kiimeleme
sonuglarinin kalitesini artirir (Zhang ve Hsu
1999). KHO algoritmasinin formiilizasyonu
asagida verilmistir (Zhang ve Hsu 1999).

X = (xq, ..., %), veri kiimesi; C = (cy, ..., Ci),
kiime merkezleri; m(cj|xi), ¢; merkezine ait
veri noktast orantisint tanimlayan {yelik
fonksiyonu; w(x;): sonraki iterasyonlarda
x;’nin, merkez parametrelerini tekrar
hesaplamada ne kadar etkisi oldugunu
tanimlayan  agirlik  fonksiyonudur. KHO
algoritmasi asagida verilmistir.

1. Baslangic merkezleri rastgele segilir.

2. Amag¢ fonksiyonu degeri Denklem 1
kullanilarak hesaplanir.
N
k
KHO(X,C)=Zk—1 1

burada p bir girdi parametresidir.
3. Veri noktast x;’nin, merkez deeri ¢; ye
iyeligi Denklem 2 kullanilarak hesaplanir.
llxi =gl
(C'/xi) e ——

' Tl =gl

m(cj/xi) € [0,1]
4. Veri noktasi x;’nin agirhik degeri w(x;),
Denklem 3 kullanilarak hesaplanir.

@
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_ Bl gl

w(x;)
(Seallei =’ 3
5. Uyelik ve agirhk degerlerine bagli olarak
yeni merkez degeri Denklem 4 kullanilarak
hesaplanir.
B YN, m(cj/xi). w(x;).x;

E >V om(ci/x). wix) “)
6. 2-5 adimlari, durdurma kriterleri saglanana
kadar tekrar eder. Durdurma kriteri, 6nceden
belirlenmis bir iterasyon sayisina ulasma veya
ama¢ fonksiyonunun (KHO(X,C)) Onemli
6l¢iide degismesidir.
7. x;’yi, kiime j’ye en biiyiik m(cj|xi) degeri ile
atayin.

K-harmonik ortalama tabanh éznitelik
agirhklandirma (khmFW)

Bu calismada KHO tabanli yeni bir Oznitelik
agirliklandirma (khmFW) yontemi
gelistirilmistir. khmFW yontemi asagidaki gibi
calisir: Oncelikle kiime merkezleri, k-harmonik
ortalama yOntemiyle bulunur. Sonrasinda
kiimelere gore Ozniteliklerin ortalama degerleri
hesaplanir. Sonraki agamada iki oran elde edilir.
Bu oranlardan ilki merkez deger/ortalama
degerdir. Diger oran ise ortalama deger/merkez
degerdir. Veri kiimesindeki her veri bu
oranlardan biriyle carpilir. Eger veri degeri
merkez degerden biiylikse, kiiciikk degere sahip
oran ile carpilir. Eger veri degeri merkez
degerden kiiciikse, biiyiik degere sahip oran ile
carpilir. Eger veri degeri merkez degere esit ise
1 ile carpilir. Sonu¢ olarak agirliklandirilan
verinin merkez degere yaklagsmasi saglanir.
Sekil 2’de, khmFW yonteminin akis semasi
verilmistir.

Onerilen yontemin daha iyi anlagilmasi icin
Sekil 3’de m ornek ve n tane Oznitelige sahip
bir veri seti lizerinde khmFW ydnteminin
calisma mantign aciklanmistir. Ornekte, f;
Ozniteligine ait degerlerin agirliklandirmasi
sunulmustur. Sekilde fi, f5, f3, ..., fn Oznitelik
isimlerini ifade etmektedir. 1 numarali boliimde
oOznitelikler ve degerleri verilmistir. 2 numarali
bolimde ise KHO kiimeleme yonteminin

uygulanmasi sonucunda, siniflara ayrilma iglemi
yapilmaktadir.

4‘
yiikle

Her ozniteligin kiime
merkezlerini hesaplamak igin
k-harmonik kiimeleme
algoritmastm kullan

Her 6zniteligin ortalama
degerlerini hesapla

|
Agirhik katsayisim igin 2 oran hesapla
oran=(Ortalama deger / Merkez deger)
veya

oran=(Metkez degéri Ortalama deger)

!

Agrikclatsayisi= 5V Opilk degeri> Merkez - 12T Agirhk katsaysi=
.. S . - — .
minimum(oran) degen maksimum(oran)

Orlalamald?ger = Merkez deger

Agrhk ketsayisi= 1
Agirhkdandinbm Sznitelik degeri =
(Oznitelik degeri) x (Agihk katsayisi)

Agirthklandinlmiy zniteliklerin
elde edilmesi

Sekil. 2. khmFW yontemi ile oznitelik
agirliklandirma

khmFW  ile  aguliklandirma  katsayilari
hesaplanmis ve bulunan degerler Oznitelik
degerleri ile c¢arpilmistir. 3 numarali alanda
Ozniteligin yeni degerleri sunulmaktadir. wcl ve
wc2 agirliklandirma katsayilar asagidaki gibi
hesaplanmaktadir. Ornek olarak x; ve x,
smiflart  verilsin. x; smifina bagli olarak
agirliklandirma katsayisinin (wcl)
hesaplanmasi Denklem 5 ve 6’ya gore yapilir.

Y. a
oy === )
y
kq b
wcl = — veyawcl = — veyawcl =1 6)
b kq

Buradax = 1,2,..,y, f; Ozniteligine ait
degerlerdir. Ornegin Sekil 3’de 2 numarali
alanda x; smifina bagll f; Ozniteligine ait
degerler a,ve as’tir. y, x; smfinda ilgili
Oznitelikte ka¢ deger oldugunu gosterir. kq
ortalama 6znitelik degeridir. [, KHO kiimeleme
yonteminin uygulanmasi sonucunda x; sinifinda
ilgili 6znitelige ait merkez degerini ifade eder.
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wcl agirliklandirma katsayisidir. Eger 6znitelik
degeri merkez degerden kiigiik ise degeri biiyiik
olan wcl, Eger Oznitelik degeri merkez
degerden biiyiik ise degeri kiiciik olan wcl
kullanilir. Eger 6znitelik degeri merkez degere
esit ise wel = 1 denklemi kullanilir. x, sinifina
bagl olarak agirliklandirma katsayisinin (wc2)
hesaplanmasi1 Denklem 7 ve 8’e gore yapilir.

a; by €1
a; b; €2
as bg C3
a, b, Cm

. Oznitelik

- @z by .. €3 x3 Agirhiklandirma
k-harmonik || a3} by .. €3 1
ortalama ___ @

a; X wey

az X wee
as X wey

[ >-(“wc2
Sekil. 3. khmFW ile bir oznitelige (f1) ait
degerlerin agirliklandirilmasi

b
fy = 25 7)
k, L,
we2 =—vewc2=—vewc2=1 (8)
L, k,

Buradax =1,2,...,b, f, Ozniteligine ait
degerlerdir. Omegin Sekil 3’de 2 numarah
alanda x, smifina bagl f; Ozniteligine ait
degerler a,ve a,’dir. b, x, smifinda ilgili
Oznitelikte kac deger oldugunu gosterir. k,
ortalama  Oznitelik  degeridir. [, KHO
algoritmasinin  uygulanmasi sonucunda x,
smifinda ilgili Oznitelige ait merkez degerini
ifade eder. wc2 agirliklandirma katsayisidir.
Eger Oznitelik degeri merkez degerden kiigiik
ise degeri biiylik olan wc2, Eger 6znitelik degeri
merkez degerden biiyiik ise degeri kiiciik olan
wc2 kullanilir. Eger oznitelik degeri merkez
degere esit ise we2 = 1 denklemi kullanilir.

Smiflandirma algoritmalari
a) Lojistik Regresyon

Lojistik regresyon yonteminin amaci, bagimli
degiskenler ile bagimsiz degisken arasindaki
iligkiyi arastirmaktir. Diger bir ifadeyle amag,
uygun sayida degisken ile agiklayic1 degiskeni
ve sonu¢ degiskenler arasindaki bagintiyi
tanimlayan  kabul edilebilir bir model
olusturmaktir. Bu yontemde bagimli degiskenin
stirekli olmast gibi bir varsayim
bulunmamaktadir, genellikle bagimli degiskenin
iki veya daha cok deger aldigi durumlarda
kullanilmaktadir (Freedman, 2009).

b) Karar Agact

Karar agaclar, smiflandirma problemlerinde
sik¢a kullanilir. Bunun nedeni, yapilandirilmasi
ve anlasilmasinin diger algoritmalara nazaran
daha kolay olmasidir. Karar agaglari,
siniflandirma asamasinda ardigik bir yaklagim
kullanir. {lk asamada agac olusturulur. Ikinci
asamada ise bu agaca veriler tek tek
uygulanarak siniflandirma iglemi yapilir. Karar
agaclart icin gelistirilen birgok algoritma
bulunmaktadir. Bilinen algoritmalar ID3, C4.5
ve C5’ dir. Entropi degerine bagli olarak
hesaplanan C4.5 algoritmas1 Quinlan (1993)
tarafindan gelistirilmistir.

c) Ileri Beslemeli Yapay Sinir Aglart (IBYSA)

Yapay sinir aglari, insan beyninin bilgi igleme
yonteminden yararlanarak gelistirilmis bir
matematiksel sistemdir (Alpaydin, 2014). Bu
calismada sinir ag1 modellerinden ileri beslemeli
sinir ag1 kullanilmugtir. Ileri beslemeli yapay
sinir aglarinda temel olarak 3 farkli katman
bulunur. Bu katmanlar sirasiyla; aga sunulan
verileri tutan giris katmani, hesaplamalarin
yapildigi, hedeflenen sonuca gore kendisini
egiten gizli katman ve ¢ikis degerlerini gdsteren
¢ikis katmanidir.
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Deneysel Tasarim

Veri Setleri

Bu calismada Onerilen yOntemin basarisini
degerlendirmek igin 2 farkli veri seti {izerinde
caligmalar yapilmistir. Veriler UCI makine
Ogrenmesi veri tabanindan alinmistir (Bache ve
Lichman 2013). Bu veri setleri kalp hastaligi ve
karaciger bozukluklar1 ile ilgili verilerden
olusur. Bu veri kiimeleri ile ilgili 6zet bilgiler
asagida verilmistir.

Statlog kalp hastalig1 veri seti 270 adet veriden
olusmaktadir (Bache ve Lichman 2013). Veriler
saglikli kisilerden ve kalp rahatsizligt olan
hastalardan alimmistir. Bu verilerin 120 tanesi
saglikli kisilere, 150 tanesi ise hastalara aittir.
Bu wveri setindeki Oznitelikler sirasiyla su
sekildedir. Yas, cinsiyet, dinlenme halinde kan
basinci, gogiis agrist tipi ( toplam dort degerden
olusur: 1, 2, 3 ve 4), serum kolestrol (mg/dl),
dinlenme halinde elektrokardiyografi (EKG)
sonuglar (toplam {i¢ deger: 0,1 ve 2), aglik kan
sekeri (iki deger: 0 ve 1), Oldpeak: ST
(maksimum=6.2, minimum=0), Ulagilan
maksimum kalp atis orani, Flourosopy ile
boyanmis ana damarlarmm sayisi (toplam 4
deger: 0,1,2 ve 3), peak egzersizin ST
parcasinin egimi (toplam 3 deger: 1,2 ve 3),
egzersizin neden oldugu anjin (iki deger: 0 ve
1), Thal; 3=normal, 6=fixeddefect;
7=reversabledefect (toplam 3 deger).

BUPA karaciger bozukluklar1 veri seti 6
Oznitelik ve iki siniftan olusan 345 6rnek igerir
(Bache ve Lichman 2013). Bu verilerin 200
tanesi karaciger bozuklugu olmayan saglikli
kisilere aittir. Kalan 145 tane veri ise karaciger
bozukluguna sahip hasta bireylere aittir. Veri
seti 6 Oznitelikten olugsmaktadir. Toplanan veri
orneklerinin ilk 5 Ozniteligi kan testi sonuglart
olup, son Oznitelik giinliik alkol tiiketimini
icerir. Veri kiimesinde bulunan Oznitelikler
sirastyla su sekildedir: mcv: ortalama eritrosit
hacmi, sgpt: alaminaminotransferaz, alkphos:
alkalin fosfataz, gammagt: gamma-
glutamiltransferaz, sgot:
aspartataminotransferaz, icecekler: Bir giinde

icilen alkollii i¢eceklerin yarim litre esdeger
sayisidir.

Degerlendirme Olgiitleri

Biitiin deneyler Intel(R) Core™ i7-2670QM
(2.2 GHz) ve 8 GB RAM ozelliklerine sahip bir
bilgisayarda MATLAB platformunda
gerceklestirildi. Biitiin deneylerde egitim ve test
verileri 10-kere capraz dogrulama kullanilarak
belirlendi. Sonuglarin giivenirliligi i¢in deneyler
10 defa tekrar edilmis ve elde edilen degerlerin
ortalamalar1 hesaplanmigtir.

Onerilen yonteminin basari performasi, 7 farkli
performans degerlendirme kriteri ile test
edilmistir.  Bunlar sirasiyla; smiflandirma
dogrulugu (DO), duyarlilik oran1 (SE), 6zgiilliik
orani (SP), ortalama karesel hata (OKH),
ortalama karesel hata karekokii (RMSE), kappa
degeri ve ROC egrisinin altinda kalan alan
(AUC) degerleridir. Testin hasta ve saglam
olarak toplam dogru tani oranma siniflandirma
dogrulugu denir. Testin, gercek hastalar
icerisinden hastalar1 ayirma yetenegi, Duyarlilik
olarak ifade edilmektedir. Testin, gercek saglam
kisiler icinden saglam kisileri ayirma yetenegi
ise Ogzgiillik olarak ifade edilmektedir.

Denklem 9, 10 ve 11°de bu 3 Olgiitiin
denklemleri sunulmustur.
DO = DP + DN 100 )
“DP+YP+YN+DN”
=— 9 10
SE = 55y ¥100% (10)
DN
=— 9 11
SP YP+DNX100/0 (11)

Burada, Dogru Negatif (DN) saglikli verilerin
dogru smiflandirilma sayisini, Dogru Pozitif
(DP) hastalikli verilerin dogru smiflandirilma
sayisini, Yanlis Pozitif (YP) hastalikli verilerin
yanlis siniflandirilma sayisini ve Yanlis Negatif
(YN) saglikli verilerin yanlis smiflandirma
sayisini ifade etmektedir.

OKH, gerc¢ek ve tahmin edilen veri degerlerinin
farkinin, gercek degere boliinditkten sonra her
bir sonug icin ylizde olarak toplanmasiyla elde
edilen degerlendirme olgiitiidiir. OKH’nin sifir
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degerine yakin olmast yoOntemin basarill
oldugunu ve yoéntem ile elde edilen sonucun
istenen degere kuvvetli bir bigimde yaklastigini
ifade eder.

RMSE, model tahminleri ile lgiim degerleri
arasindaki hata oranimi belirlemek amaciyla
kullanilan bir degerlendirme olgiitidiir. RMSE
degerinin sifir degerine yaklagsmasi modelin
tahmin kabiliyetinin artmasi anlamina gelir.
RMSE, Denklem 12°de goriildiigi gibi

hesaplanmaktadir.
1 N
72—y
k=1
Burada N kayit sayisi, y degeri k zamaninda

gergeklesen degeri, u degeri k zamani igin
tahmin edilen degeri ifade etmektedir.

RMSE = (12)

Performans degerlendirme kapsaminda, Kappa
istatistik degeri de kullanilmistir. Bu deger iki
ya da ikiden c¢ok degerlendiricinin yapmisg
olduklar1 degerlendirmeler arasindaki uyumu
hesaplamada kullanilmaktadir (Peker, 2016).
ROC egrileri, testler arasinda giivenilir bir
kargilagtirma olanagi saglamasi agisindan
siklikla tercih edilmektedir. Bir tani testi igin
ROC altinda kalan alan (AUC), 0.50 ile 1.00
arasinda degerler almaktadir. Bu alanin biiyiik
olmasi, tanmi testinin iyi bir ayrim yetenegine
sahip oldugunu gosterir.

Bulgular ve Tartisma

Onerilen yontemin 2 farkli veri setine
uygulanmasi ile elde edilen sonuglar asagida
sunulmaktadir.  Oncelikle veri setlerindeki
Oznitelikler khmFW yontemi ile
agirliklandirildi. Sekil 4 ve Sekil 5’de her veri
tabani i¢in orijinal ve aguilikli 6rneklerin iki
smifa dagilimi goriilmektedir. Bu sekillerde
temel bilesen analizi algoritmasinin
uygulanmasindan sonra elde edilen en iyi ii¢
temel bilesen ile olusturulan orijinal ve
agirliklandirilmig drneklerin iki sinifa 3 boyutlu
dagilimi sunulmustur. Sekillerde de goriildiigi
gibi orijinal veri setinin farklilastirma yetenegi,
khmFW  yontemi ile 6nemli  Olgiide
gelistirilmistir. Sonraki asamada elde edilen

agirhikli  Oznitelikler  farkli  simiflandirma
yontemleri ile smiflandirilmistir. Smiflandirma
asamasinda IBYSA, lojistik regresyon ve karar
agaglar1 algoritmalart kullamlmistir. IBYSA
algoritmasinda iterasyon sayist 1000 olarak
belirlenmistir. Yapilan deneylerde iyi sonuglar
verdigi i¢in Ogrenme katsayisi ve momentum
katsayis1 degerleri sirasiyla 0.5 ve 0.1 olarak
belirlenmistir. Gizli katman néron sayist 15
olarak belirlenmis ve gizli katman aktivasyon
fonksiyonu  olarak  sigmoid  fonksiyonu
kullanilmigtir. Sinir aginda egitim algoritmast
olarak geri yayilimli algoritma tercih edilmistir.
Lojistik regresyon algoritmasinda diizenleme

yontemi  olarak  Ridge (L2)  ydntemi
kullanilmigtir.  Karar agaci1  olarak C4.5
algoritmasi kullanilmugtir.
o Saghkl
* Hasta
g 100
% 50
2 oy
f; 50

100 -200

0 200

1.temel bilegen

temel bilesen 100 200

®
Sekil. 4. Kalp hastalig1 veri setine oznitelik
khmFW algoritmasinin uygulanmasi

Onerilen 6znitelik agirhiklandirma ydénteminin
bagarisin1 degerlendirmek icin farkli acilardan
bir¢ok deney yapilmistir. Kalp hastalig: veri seti
icin elde edilen sonuglar Tablo 1°de
sunulmaktadir. Tabloda gériildiigii gibi, IBYSA,
lojistik ~ regresyon  ve  karar  agaclar
yontemlerinin uygulanmasi ile sirasiyla %88.51,
%89.62 ve %83.33 siniflandirma dogrulugu elde
edilmigtir. Orjinal veri setine ayni yontemlerin
uygulanmas: ile sirastyla %80.74, %83.7 ve
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%76.6 siniflandirma dogrulugu elde edilmistir.
Sonu¢ olarak hem agirliklandirilmis verilerle
hem de orjinal verilerle Lojistik Regresyon
yontemi  daha iyi sonuglar  vermistir.
Agirliklandirilmis  verilerle  elde  edilen
sonuglarin ise her durumda orjinal verilerle elde
edilen  sonuglardan  daha iyi  oldugu
goriilmektedir. Dogruluk orant digindaki diger
performans degerlendirme Olgiitlerinde  de
agirlikli verilerle daha iyi sonuglarin elde
edildigi goriilmektedir.

BUPA karaciger bozukluklar: veri seti i¢in elde
edilen sonuglar Tablo 2’de sunulmaktadir. Bu
veri seti i¢in, IBYSA, lojistik regresyon ve karar
agaclart yontemlerinin uygulanmasi ile sirastyla
%85.79, %280.86 ve %83.18 smiflandirma
dogrulugu elde edilmistir. Orjinal veri setine
ayn1 yontemlerin uygulanmasi ile sirasiyla
%69.27, %68.11 ve %68.69 smiflandirma
dogrulugu elde edilmistir. Agirlikli verilerle
elde edilen sonuglarin ise her durumda orjinal
verilerle elde edilen sonuglardan daha iyi
oldugu goriilmektedir. Dogruluk orani disindaki
diger performans degerlendirme 6lgiitlerinde de
agirlikli verilerle daha iyi sonuglarin elde

agulikli verilerle hem de orjinal verilerle
IBYSA yéntemi daha iyi sonuglar vermistir.
Onerilen yontem ile elde edilen sonuglarin, daha
once yapilan galigmalarla karsilastirmali analizi
Tablo 3 ve Tablo 4’de sunulmaktadir. Bu
tabloda dogruluk oranmi disinda ozgiillik ve
duyarlilik degerleri de karsilagtirilmigtir. Kalp
hastaligt veri seti icin karsilagtirmali analiz
Tablo 3’de  sunulmaktadir. Bu  tablo
incelendiginde, diger arastirmacilar tarafindan
genel olarak %82-%88 araliginda degisen
dogruluk degerleri elde edilmistir. Onerilen
metot ile aym veri seti icin %89.62
smiflandirma  dogrulugu elde  edilmistir.
Karaciger  bozukluklart  veri seti igin
karsilastirmali analiz Tablo 4’de sunulmaktadir.
Tablo incelendiginde diger arastirmacilar
tarafindan genel olarak %60-%85 araliginda
degisen dogruluk degerleri bulunmusken, bu
calismada %385.79 siniflandirma dogrulugu elde
edilmistir. Ayrica her iki veri seti lizerinde elde
edilen sonuglar incelendiginde dogruluk orani
digindaki diger  basar degerlendirme
olgiitlerinde de diger caligmalara gore daha iyi
sonuglarm elde edildigi goriilmektedir.

edildigi goriilmektedir. Sonug¢ olarak hem
Tablo 1. Kalp hastalig1 veri seti icin elde edilen sonuclar
OZNITELIKLER OLCUTLER iBYSA LoJisTiK REGRESYON KARAR AGACT
Dogruluk 80.74 83.70 76.66
L OKH 0.194 0224 0.274
Orijinal Oznitelikler gy rep 0.399 0352 0.461
Kappa 0.610 0.668 0.527
AUC 0.875 0.900 0.744
Dogruluk 88.51 89.62 83.33
) OKH 0.144 0.106 0.166
Agirhikh Oznitelikler RMSE 0.327 0.321 0.408
Kappa 0.766 0.790 0.658
AUC 0.896 0.891 0.826

Tablo 2. Karaciger bozukluklar1 veri seti icin elde edilen sonuclar

OZNITELIKLER OLCUTLER iBYSA LOJiSTiK REGRESYON KARAR AGACT
Dogruluk 69.27 68.11 68.69
OKH 0.340 0.415 0.367

Orijinal Oznitelikler RMSE 0.484 0.458 0.502
Kappa 0.358 0.329 0.340
AUC 0.721 0.718 0.665
Dogruluk 85.79 80.86 83.18
OKH 0.222 0.191 0.190

Agirlikl Oznitelikler RMSE 0.317 0.437 0.379
Kappa 0.707 0.612 0.651
AUC 0.934 0.810 0.874
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o Saglikh
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() 1.temel bilesen

Sekil. 5. BUPA veri setine khmFW
algoritmasimin uygulanmast

2. temel bilegen 5o

Deney asamasinda son olarak onerilen 6znitelik
agirliklandirma yonteminin etkisini daha iyi
gozlemlemek  icin  literatiirdeki  mevcut
caligmalarda kullanilan yontemlere khmFW
agirliklandirma  yontemi de dahil edilerek
sonuglardaki degisimler gozlemlendi. Kalp
hastaligi veri seti i¢in 3 ¢aligmada kullanilan
smiflandirma algoritmalar: ile deneyler yapildi.
Kahramanli ve Allahverdi (2008), bulanik
yapay sinir algoritmasini kullandi.
Subbulakshmi ve ark. (2012) kalp hastalig1
verilerini  asir1 6grenme  makineleri  ile
siniflandirdi.  Mantas ve Abellan (2014)
calismasinda Credal C4.5 olarak
isimlendirdikleri kesin olmayan olasiliklara
dayali bir karar agact yapist kullandilar.
Karaciger bozukluklari veri seti igin 2 ¢alismada
kullanilan  smiflandirma  algoritmalar1  ile
deneyler yapildi. Savitha ve ark. (2012)
siniflandirict  olarak  tamamen  karmasik
degerlikli radyal tabanli sinir ag1 kullandilar.
Mantas ve Abellan (2014) daha once de
belirtildigi  gibi  Credal C4.5 olarak
isimlendirilen bir karar agaci yontemi ile
verileri siniflandirdi. Elde edilen sonuglar Tablo
5’de sunulmaktadir. Tabloda Yoéntem 1 olarak

belirtilen kisim yazarlarin Onerdigi yontemle
elde ettikleri sonuglardir. Yontem 2 ile belirtilen

ise  Oznitelik  agiliklandirma  yontemi
uygulandiktan sonra elde edilen sonugtur.
Tabloda gorildigi gibi Oznitelik
agirliklandirma yonteminin sonuglara etkisi
olumlu olmustur. Ozellikle de karaciger

bozukluklar veri setinde dogruluk orani 6nemli
Olgiide artmugtir.

Tablo 5. Literatiirdeki mevcut yontemlere khmFW
yonteminin uygulanmasi

VERI SETi YAZARLAR YONTEM 1 YONTEM 2
Kahramanli ve 86.80 89.50
Allahverdi (2008)
< Subbulakshmi ve 87.50 88.80
Kalp Hastalig ark. (2012)
Mantas ve Abellan 80.33 84.25
(2014)
Savitha ve  ark. 74.60 80.21
Karaciger (2012)
Bozukluklar: Mantas ve Abellan 64.53 72.65
(2014)
Sonuglar
Bu calismada siniflandirmada basart

performansinin iyilestirilmesine yonelik olarak
yeni bir veri 6n isleme yontemi 6nerilmektedir.
Bu kapsamda 2 veri seti lizerinde Onerilen
yontemin etkisi arastirildi. Onerilen yoéntemde
veri setlerindeki  Ozniteliklerin  varyansim
azaltmak  icin  khmFW  bir  Oznitelik
agirliklandirma yontemi olarak Onerilmistir.
Siniflandirma  algoritmasi  olarak  IBYSA,
Lojistik Regresyon ve Karar Agaci algoritmalart
kullanilmigtir.

Onerilen yontem ile kalp hastalig: veri seti ve
BUPA karaciger bozukluklar1 veri setleri i¢in
sirastyla %89.62 ve %85.79 dogruluk oranlari
elde edilmistir. Bu sonuglar literatiirde ayni
veriler ilizerinde yapilan bir¢ok ¢aligmadan daha
yiiksektir. Onerilen agirhiklandirma yontemi ile
veri madenciligi islemlerinde siiflandirma
algoritmasmin basarisinin arttirilmast miimkiin
olmustur. Bu agirliklandirma yontemi ile farkli
problemler icin daha iyi ¢Oziimlerin elde
edilmesi saglanabilir.
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Tablo 3. Kalp hastalig1 veri seti i¢in literatiirdeki mevcut yontemlerle karsilastirmali analiz

YAZARLAR

YONTEM

BASARI
DEGERLENDIRME

Duch ve ark. (2001)

Sahan ve ark. (2005)

Ozsen and Gunes (2008)
Kahramanli ve Allahverdi
(2008)

Ozsen ve ark. (2009)

Tian ve ark. (2009)

Polat ve Gunes (2009)

Subbulakshmi ve ark. (2012)
Ahmadi ve ark. (2012)

Mantas ve Abellan (2014)
Yang ve ark. (2013)

Onerilen yontem

k-en yakin komsu algoritmasi, k=28, 7 oznitelik (10-kere ¢apraz
dogrulama)

k-en yakin komsu algoritmasi, k=28, Manhattan (10-kere ¢apraz
dogrulama)

Oznitelik agirlikli  yapay bagigiklik sistemi (10-kere gapraz
dogrulama)

Melez benzerlik olgiitii ile yapay bagisiklik sistemi (10-kere ¢apraz
dogrulama)

Bulanik yapay sinir ag1 (10-kere ¢apraz dogrulama)

Cekirdek tabanli yapay bagisiklik —sistemi (5-kere ¢apraz
dogrulama)

Eliptik tabanli sinir ag1 (%50-%25-%25 egitim-dogrulama-test
verileri)

RBF ¢ekirdek f-skor oznitelik segme ve en kiigiik kareler destek
vektor makineleri (%50-%50 egitim-test verileri)

Asirt 6grenme makineleri (%70-%30 egitim-test verileri)
Gelistirilmis melez genetik algoritma — Cok katmanl algilayici sinir
ag1 (%75- %25 egitim-test verileri)

Kesin olmayan olasiliklara dayali karar agaci (Credal C4.5)

(10-kere ¢apraz dogrulama)

Bulanik smif — etiket destek vektor makineleri (y; - SVM) ve
bulanik destek vektor makineleri (F-SVM)

khmFW + Lojistik Regresyon

DO: 84.60-85.60
DO: 82.20-83.40

DO: 82.59
DO: 83.95

DO: 86.80; SE: 93; SP:
78.5
DO: 85.93

DO: 82.45

DO: 83.70; SE: 83.92;
SP: 83.54

DO: 87.50

DO: 86.30; SE: 84.5;
SP: 83.2

DO: 80.33

DO: 85.19

DO: 89.62; SE: 94.56;
SP: 88.4

Tablo 4. Karaciger bozukluklari veri seti igin literatiirdeki mevcut yontemlerle karsilastirmali analiz

YAZARLAR YONTEM BAS.AR] .
DEGERLENDIRME
Lee ve Mangasarian (2001) Indirgenmis destek vektér makineleri (10-kere gapraz dogrulama) ~ DO: 70.33

Polat ve ark. (2007)
Al-Obeidat ve ark. (2011)

Savitha ve ark. (2012)
Yang ve ark. (2013)

Lopez ve ark. (2014)
Mantas ve Abellan (2014)

Ozsen ve Yucelbas (2015)
Ozsen ve Gunes (2008)

Li ve ark. (2011)

Onerilen yontem

Bulanik yapay bagisiklik sistemi (10-kere ¢apraz dogrulama)

Pargacik siirii optimizasyonu tabanli melez bir yontem (PSOPRO)
(10-kere gapraz dogrulama)

Tamamen karmagik degerlikli Radyal tabanli sinir agi (10-kere
¢apraz dogrulama)

Bulanik simif — etiket destek vektor makineleri (y; - SVM) ve
bulanik destek vektor makineleri (F-SVM)

Mahalanobis destek vektor makineleri

Kesin olmayan olasiliklara dayali karar agaci (Credal C4.5)
(10-kere gapraz dogrulama)

Elips-Yapay bagisiklik sistemi (5-kere ¢apraz dogrulama)

Melez benzerlik olgiitii ile yapay bagisiklik sistemi (10-kere
capraz dogrulama)
Bulanik tabanli lineer olmayan doniistiirme metodu + Destek
Vektor Makineleri
khmFW +IBYSA

DO: 83.38; SE: 80.95;
SP: 78.57
DO: 69.31
DO: 74.60
DO: 74.78

DO: 72.17
DO: 64.53

DO: 85.59; SE: 90.10;
SP: 81.05
DO: 60.57
DO: 70.85

DO: 85.79; SE: 91.20;
SP: 82.04
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A Novel Data Pre-processing Method:
K-Harmonic Means based Feature
Weighting

Extended abstract

Data mining is the analysis of data for relationships
that have not previously been discovered (Olson &
Delen, 2008). Data mining involves various stages.
One of the most important is the data pre-processing
stage. In this stage, different methods such as
normalization, feature selection, completion of
missing data and feature weighting are applied.
Data pre-processing methods are applied to input
data in order to improve the performance of the
classification  algorithms.  Feature  weighting
methods included in data pre-processing methods
are of great importance in the field of machine
learning. With weighting methods, a linearly
inseparable dataset is converted into linearly
separable datasets (Polat & Gunes, 2006).

Feature weighting algorithms are usually developed
by using clustering methods. In the literature,
researchers are presented different methods on this
subject. In particular, successful results have been
obtained with k-means clustering based on
weighting methods (Giines & Ark, 2010, Polat &
Durduran, 2012). The k-means method is an
effective  method although it also has some
disadvantages. The most important disadvantage is
its sensitivity to the central values in the initial
stages. Alternative methods have been developed
because of this problem associated with the k-means
algorithm. One of these methods is use of the k-
harmonic  means  clustering  algorithm.  The
algorithm uses the harmonic mean of the distance to
the centre from each data point. Unlike the k-means
clustering  algorithm, the k-harmonic means
clustering algorithm is insensitive to the selection of
the starting point. This being the case, it is expected
that it will provide effective results when used for
feature weighting. The recommended weighting
method is entitled khmFW and, in conjunction with
the khmFW algorithm, its aim is to convert the
linearly inseparable dataset into linearly separable
datasets. In order to achieve this, the recommended
weighting method aggregates data points which are
closer to each other.

In order to test the effectiveness of a computer-aided
medical diagnostic system which they developed,
researchers are conducting experiments on datasets
that are open to common use. One of the databases
used for this purpose is the UCI machine learning
repository [3]. The proposed system used in this
study has been tested on a heart disease dataset and
a BUPA liver disorders dataset obtained from this
database. These datasets have a distribution which
cannot be separated linearly.

The features obtained after the feature weighting
process were then classified using a different
classification algorithm method. In order to test the
performance of the proposed method, classification
accuracy, specificity, sensitivity, mean absolute
error, root mean square error, kappa value and
AUC values under the ROC curve have been used.
The experimental results show that the proposed
method gave better results compared to existing
methods described in the literature. The proposed
system can serve as a useful medical decision
support tool for medical diagnosis.

With the proposed method, accuracy rates of
89.62% and 85.79% were obtained for the heart
disease data set and the BUPA liver disorders data
set, respectively. These results provide better results
than many studies on the same data in the literature.
With the proposed weighting method, it is possible to
increase the success of the classification algorithm
in data mining operations. With this weighting
method, better solutions can be obtained for
different problems.

Keywords: Feature weighting; k-harmonic means
based feature weighting; Data mining; Data pre-
processing.
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