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BAZI DENETIMLiIi OGRENME ALGORITMALARININ R
PROGRAMLAMA DIiLi iLE KIYASLANMASI

COMPARISON OF SOME SUPERVISED LEARNING
ALGORITHMS R PROGRAMMING LANGUAGE

HEKOTOPBIE KOHTPOJIUPYEMOI'O OBYYEHUA
AJITOPUTMOB HA A3BIKE IIPOI'PAMMUWPOBAHMUSA R ITO
CPABHEHMUIO C

Yusuf Murat KIZILKAYA”-Ayse OGUZLAR™

0z

Yapay zekad bilgisayarlarin insanlarin diisiince sistemlerini taklit ederek
karmasik problemlere ¢oziim iiretebilme yeteneklerine verilen addir. Makine
Ogrenmesi ise yapay zekdnin onemli bir alt dalidir. Makine Ggrenmesi, cesitli
gorevlerin 6grenilmesi, mantiksal ve ikili ¢ikarimlar yoluyla otomatik hesaplama
yontemlerini kapsayan bir siire¢ olarak ele alinabilir. R yazilimi pek ¢ok istatistiksel
hesaplamanin yani sira makine 6grenmesi algoritmasinda ki basarisiyla da 6n plana
¢ikmaktadir. Bu ¢aligmada R yaziliminin siniflandirma amaciyla kullandigi gesitli
makine Ogrenmesi algoritmalarinin performanslar1 karsilagtirilmistir. Bu amagla,
UCI Makine Ogrenme Havuzundan, elde edilen gercek verilere cesitli makine
O0grenme algoritmalart uygulanmis ve siniflandirma algoritmalar1 birkag kriter
kullanilarak karsilagtirilmistir. Hesaplanan kriterlerden olan; kesinlik, dogruluk,
duyarlilk ve F olciiti hareketle, siniflandirma tekniklerinin kiyaslanmasi
yapilmigtir. Yapilan karsilagtirmalar sonucunda, {i¢ kriterde en iyi siniflandirmay1
yapan Lojistik Regrasyon algoritmasinin diger algoritmalara gére daha basarili
oldugu goriilmiistiir. Tiim odlgtitlerden en iyi ikinci performansi gosteren algoritma
Navie Bayes algoritmasi olmustur.

Anahtar Kelimeler: Makine Ogrenmesi, Denetimli Ogrenme, R
Programlama, Lojistik Regresyon, Navie Bayes.

ABSTRACT
Avrtificial intelligence is given to computers' ability to imitate people’s thought
systems and produce solutions for complex problems. Machine learning is an
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important subdivision of artificial intelligence. Machine learning can be viewed as a
process involving the learning of various tasks and automatic calculation methods
through logical and binary inferences. R programming comes to the forefront with
its success in machine learning algorithm as well as many statistical calculations. In
this study, the performances of various machine learning algorithms used by R
programming for classification purposes are compared. For this purpose, various
machine learning algorithms have been applied to real data obtained from UCI
Machine Learning Pool and classification algorithms have been compared using
several criteria. The calculated criteria are; precision, accuracy, sensitivity, and
classification techniques based on the F-measure. As a result of these comparisons,
it is seen that Logistic Regulation algorithm, which makes the best classification in
the three criteria, is more successful than the other algorithms. The algorithm that
has the second best performance of all criteria has been the Navie Bayes algorithm.

Key words: Machine Learning, Supervised Learning, R programming,
Logistic Regression, Navie Bayes.

AHHOTALIMA

HckyccTBeHHBIN HMHTEIUIEKT JAeT CIIOCOOHOCTh KOMITBIOTEPOB IMOJPaKaTh
CHCTEMaM MBIIUICHUA JIOJCH W BBIPA0OTaTh PEIICHUS] CIOXKHBIX MPOOJIEM.
MamvHOBeA€eHHE  SIBIACTCST  BaXXHBIM  TOAPA3JCICHUEM  HCKYCCTBEHHOIO
MHTEJUIEKTa. MalllMHOBEIEHHE MOYKHO PacCMaTpHUBaTh KaK IPOLECC, BKIFOYAOIIUN
W3yYEHHUE pa3IN4YHBIX 3a7ad U aBTOMAaTHYECKHX METOJOB pacdueTa MOCPENCTBOM
JIOTUYECKHX W JIBOMYHBIX BBIBOJOB. R-IIporpaMMmupoBaHHE BBIXOJUT Ha IEPBBIN
IUIaH C €r0 yCIIEXOM B ajJIrOpPUTME MAIIMHHOTO OOy4YEeHHs, a TakXe BO MHOTHX
CTaTUCTUYECKUX pacdeTax. B 3ToM Mccile0OBaHUM CPABHUBAKOTCS XapaKTEPUCTUKU
pa3IMYHBIX aIrOpUTMOB MAaIIHHHOTO o0yd4eHus, UCIIOIIb3YyEMBIX
nporpaMMupoBanreM R st neneit kmaccudukanuu. C 3TOW LENbl0 pa3iuvHbIe
peanbHbIE aNrOPUTMBl MAalIMHHOTO OOY4YeHHs OBUTM TPUMEHEHBl K peajbHBIM
naHHbIM, noiydeHHbIM u3 UCI myna MammHHOrO OOy4YeHHs, M ajJrOpUTMBI
KJaccuuKanuu ObUIM COIMOCTAaBJICHBI IO HECKOJBKUM KpUTEPHsM. BrruncieHHble
kputepuu: CpaBHHUBAJINCh TOYHOCTh, TOYHOCTH, UYBCTBUTENBHOCTb U METOJIBI
Kinaccupukanuu Ha ocHoBe F-mepwl. B pesynbrate 3THX cpaBHEHWI BHIHO, YTO
QITOPUTM JIOTUCTUYECKOM PETYJISIIUU, KOTOPBIN JAeNaeT JyqlIylo KiacCU(pUKALHIO
0 TpeM KpUTepHsM, Oojiee YCHEIIHbIM, YeM JIPYTHe alTOPUTMBI. AJITOPHUTM,
KOTOPBIA UMEET BTOPYIO JYUIIYIO MPOU3BOJAUTEILHOCTh 110 BCEM KPUTEPHUSIM, OBLI
anroputMoM HausHoro baiieca.

KioueBble cjioBa: MamnHHOE OOY4YEHHE, KOHTPOJIHpYeMOro oOydyeHws,
nmporpammupoBaHue Ha R, noructuueckas perpeccusi, Hanpnslii baiiec.

1.Giris

Makine Ogrenmesi, insanlar tarafindan kolaylikla anlagilabilecek, basit
siniflandirict ifadeler liretmeyi amaclar. Bunu yaparken de arka planda istatistiksel
yontemleri kullanir (Michie, Spiegelhalter ve Taylor, 1994:3). Makine &grenmesi
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sayesinde; insan tarafindan yapilmaya kalkisildiginda ¢ok uzun siirede yapilabilecek
veya insanlar tarafindan hesaplamanin imkansiz bir hal alabilecegi bir durum,
bilgisayarlar tarafindan ¢ok kisa siirede kolaylikla yapilabilmektedir. Makine
O0grenmesini gliniimiizde popiiler hale getiren en 6nemli unsur siiphesiz ki bilgisayar
teknolojilerinde meydana gelen ilerlemelerdir. Bu sayede artik ihtiya¢ duyulan
veriler rahatlikla depolanabilmekte, rahatlikla erisilebilmekte ve analiz i¢in
kullanilabilmektedir.

Makine Ogrenmesi sayesinde, Onceki tecriibelere veya Ornek veri setlere
dayanan bir islemi optimize etmek icin bilgisayarlar programlanabilir. Istenen
smiflandirmalar bilgisayarda kisa siirede ve etkili bir sekilde yapilabilir, bu siirecler
sonunda bir model olusturulur ve bu model gelecege yonelik Ongdriilerde
bulunabilir, denetim amaciyla kullanilabilir.

Makine O&grenmesi tiim {i¢ farkli yontemle calisabilmektedir. Bunlar;
denetimli (gdzetimli) 6grenme, denetimsiz (gbzetimsiz) dgrenme ve yari denetimli
ogrenmedir.

Denetimli 6grenme; sisteme egitim veri seti ve test veri setinin yiiklenmesi,
veri setinde her bir veri i¢in gerekli etiketlenmenin yapilmasi ve bu sayede girdi
veri seti ile ¢ikt1 veri seti arasinda iligki kurulmasit mantigina dayanir. Temel amag
sonuclart bilinen veri setinden yapilan siniflandirmadan hareketle sonuclari
bilinmeyen veri setine dair etkili tahminler yapabilmektir (Aydin ve Ozkul,
2015:38).

Denetimsiz 6grenme de ise kullanicinin sisteme herhangi bir miidahalesi
yoktur. Sadece girdi verileri sisteme verilir ancak herhangi bir isaretleme yapilmaz.
Sistem otomatik olarak kesifler yapar, iliski agin1 ortaya koymaya calisir (Alpaydin,
2010:11).

Elde az sayida etiketlenmis veri buna karsin ¢ok daha fazla sayida
etiketlenmemis veri varsa denetimli 6grenme de denetimsiz 6grenme de yetersiz
kalabilir. Bu durumda en ideal yontem az sayidaki etiketlenmis veriden hareketle
etiketlenmemis veriler hakkinda bilgi sahibi olmaya calismak, onlar
siniflandirmaktir. Bu yonteme de yar1 denetimli 6grenme denir. Denetimli 6grenme
ile arasinda ki en temel fark eldeki etiketlenmis veri kiimesidir. Denetimli
ogrenmede etiketlenmis veri sayisi fazla, tahmin edilmek istenen veri sayisi azken
yar1 denetimlide tam tersi bir durum s6z konusudur.

2.Literatiir

Makine Ogrenmesinin ¢ok genis bir kullanim alani oldugundan, literatiir
tarandiginda hemen her konuda makine 6grenmesine dair ¢aligmalarla kargilagmak
miimkiindiir. Hangi alanda olursa olsun yapilan bu ¢alismalarin en biiyiik 6zelligi
belli bash siniflandirma yontemlerinin 6n plana ¢ikmasidir. Sagbas ve Balli (2016)
yaptiklar1 ¢alismada akilli telefonlarn algilayicilar1 iizerine 6 farkli makine
Ogrenmesi algoritmasini test etmis, Random Forest algoritmasmin digerlerinden
daha iyi sonug verdigini ortaya koymustur.

Sevindi, yapmis olduga calismada, Tiirk¢e film yorumlarindan hareketle
duygu yoniinii tespit etmeye ¢alismig, makine 6grenmesi yontemlerinden C4.5 karar
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agaci, Navie Bayes ve Destek Vektor Makineleri (Support vector Machines-SVM)
algoritmalarin1 kullanmustir. Yapilan calismada en iyi sonucu 0,8258 ile SVM
siniflandiricisi vermistir (Sevindi, 2013).

Makine Ogrenmesi ulasim tiirii tespitinde de siklikla kullanilan bir arag
olmustur. Lara ve digerleri (2012) yaptiklar1 ¢alismada Lojistik Regresyonun insan
eylemelerini tanimlamada en iyi siniflandirict oldugunu ortaya koymustur.

Wu ve digerleri (2009) yaptiklart ¢alismada Karar Agaclar1 C4.5 ile Destek
Vektor Makinelerinin performanslarin1 kiyaslamig, Karar Agaclarinin daha iyi
sonug verdigini ortaya koymustur.

Firmalarmin basarisizliklar1 iizerine yapilan calismalarda da makine
ogrenmesinin kullanildig1 goriilmektedir. Charitou ve digerleri (2004) yaptiklart
calismada lojistik regresyonun diger siniflandiricilardan daha iyi sonuglar verdigini
ortaya koymustur.

3.Simiflandirma Teknikleri

Literatiirde denetimli makine 6grenmesinde kullanilan pek ¢ok siniflandirma
teknigi mevcuttur. Ancak bu c¢alisma kapsaminda s6z konusu tekniklerden sadece
lic tanesi kiyaslama amaciyla kullanilmistir. Bu teknikler asagida ayrintili bir
sekilde agiklanacaktir,

3.1.Navie Bayes

Bayes Teoremini temel alan olasilifa dayali bir siniflandirma yontemidir.
Navie Bayes Siniflayicida test verisinden hareketle sistem 0grenmeyi gerceklestirir
ve en yiiksek orana sahip olan 6rnegi ilgili sinifa dahil eder.

C bir simfi gosterirken, ¢ bilinen bir sinifin etiketi, x=(x1, X2, X3, ... Xm)
degerleri ise gozlemlenen nitelikler olmak iizere; x test verisinin ait oldugu simifi
tahmin edebilmek i¢in Bayes Teoremi ile olasilik hesaplanir;

p(C = cjlx = x) = BE=LeE=ACe)

plX=x)
En yiiksek olasilik ile sinifi tahmin edilir. X=x durumu; X1;=X:"Xo=x"Xs=.....=Xx

ifade eder. p(X=x) siniflar arasinda degisme gdstermezse ihmal edilir ve (1)
no’lu denklem asagidaki gibi degisir.

pC =cPlX =x) =p(C=cjlp(X =x|C=¢)

(C=c¢j) ve p=(X=x|C=cj) 6grenme verilerinden tahmin edilir. X; ler birbirlerine
kosullu olarak bagimsizdir. Bu durumda (2) no’lu denklemin alacag sekil asagidaki
gibi olur.

p(€ = ¢jlx = x) = p(C = ) [T p(Xi = x1|C = ¢j)

®)

Navie Bayes algoritmasi olarak adlandirilan (3) no’lu denklem kullanilarak
test orneklerini hesaplamak ve egitim verilerinden hareketle tahminlerde bulunmak
daha kolaydir (Chandra vd; 2007).
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3.2.Karar Agaclar

Karar agaclar1 genellikle egitim ve test siirecinin hizli olmasi ve elde edilen
sonuglarin kolay yorumlanabilmesi nedeniyle ¢ok sik kullanilan bir siniflandirma
teknigidir (Wu ve Banzhaf; 2010). Karar agaglan ile siniflandirma iki adimda
gerceklesir; once aga¢ olusturulur daha sonra siiflandirma kurallart elde edilir
(Kaya ve Yildiz, 2014;93). Karar agaclar1 kokler ve dallardan olusan bir yapidir.
Cok farkli karar agaclar algoritmalar1 vardir, kullanilan algoritmalar agacin yapisini
belirler. En yaygin algoritmalardan birisi de C4.5’tir ve bu ¢alismada da C4.5
algoritmasi kullanilmastir.
D veri tabam ve C sinif olmak tizere; D={t1to,.......... ,ta} her bir kayit t; ile temsil
edilmekte; C{C4,C,,....,Cn} ise m adet siniftan olugan siniflar kiimesini temsil etsin.
Burada tiim Cj'ler ayr1 bir siniftir ve her bir sinif kendisine ait kayitlar1 igerir. Yani,
Ci={ti|=C;j, 1<i<n ve ti € D}, dir. Veritabanindaki her bir kayit i¢in alanlar ise
{A1,A,,...An} ‘den olussun. Bu tanima ilaveten her bir kayit C={C1,Cs,...Cn}
siiflarindan birine ait ise karar agaci s0yle tanimlanabilir: Her bir diigiim A; alam
ile isimlendirilir. Kok diiglim ile yaprak arasindaki diiglimler birer siniflandirma
kuralidir.

3.3. Lojistik Regresyon
Lojistik regresyon bagimsiz degiskenleri veri iken kategorik bagimli degiskenlerin
olas1 sonuglarini tahmin amactyla kullanilir. m nitelikli n 6rnekleri i¢in k siniflarini
olugu durumda; son smif haric j smifinin olasiligi asagidaki bagmtidan
hesaplanabilir (Sagbas ve Balli, 2016;379)

s exp(xibj)
P] (x1) = E_;Ifz_._"exp':.rz’iji
(4)

Son siifin olasiligy;
1—- Bl Pi(xi) =

Q)
ifadesi ile elde edilir.

4. Smiflandirma Basan Olciitleri
Denetimli 6grenme tekniklerinin kullanildigi siniflandirma problemlerinde, model
performansini degerlendirebilmek i¢in en ¢ok kullanilan yontemlerden biri, hedef
niteligin siniflarma ait gercek ve tahmin degerlerinin bir arada gosterildikleri
kontenjans tablosundan hareketle hesaplanan degerlerdir. Asagida bu tablo ve
tablodan hareketle hesaplanan basar1 Olgiitleri gosterilmistir (Balaban ve Kartal,
2015).

1
Ef:_: explxibjl+1
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Tablo 1. Kontenjans Tablosu

DURUM | GERCEK
POZITIF | NEGATIF | TOPLAM
POZITIF Dogru Yanlis tPoz
Pozitif Pozitif
__ | (dp) (yp)
=z NEGATIF | Yanlis Dogru tNeg
E Negatif Negatif
T (yn) (dn)
= TOPLAM poz neg m

4.1. Dogruluk
Modelin basarilt olup olmadigini gosteren en basit ve en sik kullanilan 6lgiit
dogruluktur. Dogruluk, dogru siniflandirilmis 6rnek sayisinin toplam 6rnek sayisina
oranidir. Dogruluk oranimin 1’den ¢ikarilmasiyla da hata orani hesaplanir. Hata
orani yanlis siniflandirilmis 6rnek sayisinin toplam 6rnek sayisina oranidir.

Dogruluk (ACC) = ‘“’;“”
(6)
Hata oran1 (ERR) =1 - ACC
(")
4.2. Duyarhhk
Dogru smiflandirilmis pozitif 6rnek sayisinin, toplam pozitif 6rnek sayisina
oranidir.

Duyarlilik (TPR) = £
pos
(8)

4.3. Kesinlik
Dogru siniflandirilan pozitif drneklerin toplam pozitif tahmin edilen 6rneklere
oranidir.

Kesinlik (PPV) = 22
tPoz
(9)
4.4. F-olciitii
Kesinlik ve duyarlilik 6lgiitlerinin harmonik ortalamasidir. Her iki 6l¢iitii bir arada
ele alma imkani tanir.

ey 2+PPV+TPR
F —élgiitii(F) = ———
PPV+TER

(10)
5. Uygulama
UCI Makine 6grenme havuzundan (makine 6grenme algoritmalarinin ampirik
analizi i¢in kullandig1 veri tabanlari, alan teorileri ve veri setlerinin bir koleksiyonu
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UCI 1987'de David Aha ve UC Irvine'deki diger lisansiistii 6grenciler tarafindan bir
ftp arsivi olarak olusturuldu. O zamandan beri, diinya capinda Ogrenciler,
egitimciler ve arastirmacilar tarafindan makine 6grenme veri setlerinin birincil
kaynag1 olarak yaygin bir sekilde kullanilmaktadir) elde edilen veriler, R
programlamada denetimli makine 6grenmesi algoritmalarindan, Lojistik Regresyon,
Karar Agaglar1 C4.5 ve Navie Bayes kullanilarak siniflandirma yapilmistir. Veri seti
olarak, Cortez ve Silva (2008) tarafindan derlenmis olan, 6grenci performansi
kullanilmigtir. Bu veri setinde Portekiz deki iki farkli liseye ait &grencilerin
demografik bilgileri, okulla ilgili bilgileri, aileleriyle ilgili bilgileri ve basar1
durumlar1 yer almaktadir. Verilerden hareketle 6grencilerin cinsiyetleri ve basari
durumlan arasindaki iliskiye dair makine O6grenmesi algoritmalarmin bagarilari
kiyaslanmstir.

R programlama dili agik kaynak kodlu olan bir yazilimdir. R da yer alan hazir
paketler kullanilarak istenilen analizler yapmak miimkiinken, programlama diline
hakim olanlar tarafindan istenilirse ihtiyaca yoOnelik paketler de
olusturulabilmektedir. Analiz kapsaminda, Karar Agaci igin “partykit” paketi,
Lojistik Regresyon i¢in R ile varsayilan olarak yiiklenen “stats paketinde glm()”
fonksiyonu ve Navie Bayes i¢in de “e1071” paketi kullanilmistir. Veri seti {igte ikisi
egitim, tigte biri test olarak bdliinmiis, elde edilen sonuglar asagida 6zetlenmistir.

Tablo 2. Basan olgiitleri

Simiflayict | Dogruluk | Duyarhlik | Kesinlik | F-8liitii
Navie

0.74 0,88 0,71 0,79
Bayes
Lojistik
Regresyon 0.79 0,80 0,82 0,81
Pfarar 0.71 0.90 0,68 077
Agagclari

Dogruluk dlgiitiine gore en iyi simiflandirmay1 Lojistik Regresyon algoritmasi
yapmis, Lojistik Regresyonu Navie Bayes algoritmasi takip etmistir.

Duyarlilik olgiitine gore en iyi simflandirmayr Karar Agaglann C4.5
algoritmas1 yapmis, bunu Navie Bayes takip etmistir.

Kesinlik 6l¢iitiine gore en iyi siniflandirmay1 Lojistik Regresyon, daha sonra
Navie Bayes algoritmas1 yapmustir.

Kesinlik ve duyarlilik dlciitlerinin harmonik ortalamasi olan ve her iki dl¢iitii
aynt anda degerlendirmek ic¢in kullanilan F-6l¢iitii incelendiginde; en iyi
siniflandirmay1 Lojistik Regresyon algoritmasinin yaptigi goriilmiistiir.

Hangi basan olciitii ele alimirsa alinsin genel olarak yiiksek bir basari ile
algoritmalarin siniflandirma yaptigi goriilmektedir. En iyi siniflandirmayr dort
olgiitten ticlinde Lojistik Regresyon vermistir. Dikkat ¢eken bir baska unsursa Navie
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Bayes her ne kadar higbir dlgiitte en iyi siniflandirmay1 yapamamis olsa da tiim
basar1 Olciitleri gosteriyor ki en iyi ikinci siiflandirmay1 yapan algoritma Navie
Bayestir.

5.Sonug¢
Bu calismada UC Irvine Makine Ogrenmesi veri deposundan alinmis olan,
Polonya’daki ogrencilere ait reel veriler {iizerinde c¢esitli denetimli makine
Ogrenmesi algoritmalarinin smiflandirma basarilar test edilmistir. Model basarim
Olciitleri olarak; dogruluk, kesinlik, duyarlilik ve F-6lgiitli kullanilmigtir.
En basarili smiflandirma algoritmas1 olarak Lojistik Regresyon karsimiza
cikmaktadir. Lojistik Regresyonun en yiiksek sonucu verdigi basari 6l¢iitii ise; 0,90
ile “duyarlilik” olmustur.
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