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ÖZET

Günümüzde kalite dünya pazarında rekabetin ana unsurlarından biri haline gelmiştir. İşletmeler artık ürün ve süreçlerin kalite tasarım, kontrol ve iyileştirme çalışmalarına daha fazla önem vermekte, bu çalışmaları da tüm çalışanların katılımıyla gerçekleştirmektedir. Sonuç olarak müşteri memnuniyetinin kazanılmasıyla birlikte maliyetlerin düşürülmesi, verimlilik ve kârlılığın artırılması istenmektedir. Kalite iyileştirme çalışmalarında sıklıkla sahadan, müşteriden ve üretimden veriler toplamak yoluyla çeşitli analizler yapılmaktadır. Bu analizlerde, özellikle karışık tipte ve çok sayıda girdi ve çıktı değişkenine sahip büyük miktardaki veri kümeleri için giderek daha fazla veri madenciliği (VM) yaklaşımları kullanılmaktadır. Ancak VM, kalite iyileştirme çalışmalarında bulunanlar tarafından hâlâ yeterince tanınmayan ve kalite iyileştirmeye olası katkıları yeterince araştırılmamış bir alandır. Bu çalışmada, öncelikle VM süreci tanımlanmış ve ardından 1997-2007 yılları arasını kapsayan literatürden seçilen, imalat sektöründe belirli kalite iyileştirme problemlerine uygulanmış VM çalışmaları değerlendirilmiştir. Kalite iyileştirme problemlerinden süreç ve ürün kalitesinin tanımlanması, kalitenin tahmini, kalitenin sınıflandırılması ve kalite parametrelerinin optimizasyonu üzerinde durulmuştur. Çalışmada ayrıca, en yaygın kullanılan ve etkili VM tekniklerinden karar ağaçlarının bir döküm fabrikasında döküm hatalarına neden olan değişkenleri ve seviyelerini belirlemek amacıyla yapılan uygulamaya yer verilmiştir. 
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THE USAGE OF DATA MINING TECHNIQUES FOR QUALITY IMPROVEMENT 

IN MANUFACTURING INDUSTRY

ABSTRACT

Quality is a major requirement of competition in today’s world markets. Organizations give much more importance to quality design, control and improvement of products and processes, and accomplish these with the participation of all employees. As a result, it is aimed to achieve customer satisfaction along with reduction in cost and increase in productivity and profitability. In quality improvement (QI) studies, a variety of analyses are performed by collecting data from the field, customer and manufacturing. In these analyses, an increasing number of data mining (DM) approaches are being used, especially for large datasets with too many and mixed type of input and output variables. However, DM is still not widely known and utilized by people practicing QI, and there is no sufficient research into the possible contributions of it to QI. In this study, first of all, the DM process is defined, and then selected DM applications on certain QI problems in manufacturing industry, published in 1997-2007, are examined. Among the QI problems, the followings are studied: description of product and process quality, prediction of quality, classification of quality, and optimization of quality parameters. Moreover, a case study is presented, which utilizes a commonly used and effective DM technique called decision trees for identifying influential process variables and their levels that cause casting defects in a casting company. 
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1. GİRİŞ
Bankacılık, sağlık, sigortacılık, pazarlama ve borsa gibi çeşitli başarılı uygulama alanları bulunan veri madenciliği (VM)’nin yakın bir zamanda kullanılmaya başlanılan uygulama alanlarından biri de imalat endüstrisidir. VM bu endüstrilerde; kalite kontrol  ve iyileştirme, lojistik, müşteri ilişkileri yönetimi gibi farklı amaçlar için kullanılabilmektedir. Bu amaçlardan biri olan kalite kontrol ve iyileştirme çalışmaları, imalat sürecine ait verilerin toplanıp analiz edilerek kalite üzerinde etkili değişkenlerin ve bu değişkenlerin hangi değer aralıklarında kaliteli/hatalı ürün oluşumunu etkilediğinin belirlenmesini içermektedir. Söz konusu bu çalışmalar Şekil 1’den de görüldüğü üzere ürünün ve imalat sürecinin tasarımında, imalat sırasında ve müşteri kullanımında yapılabilmektedir. 

Bu çalışmada, ürün ve süreç tasarımında kalite parametrelerinin optimizasyonu ele alınmıştır. Aynı zamanda, hataya yol açan temel nedenleri anlama ve kalitenin tahmini/sınıflandırılması çalışmaları üzerinde durulmuştur. Şekilde yer alan kalite izleme, süreç kontrol gibi diğer kalite kontrol ve iyileştirme etkinlikleri ise her biri ayrı ayrı geniş bir inceleme gerektirdiğinden dolayı çalışma kapsamı dışında bırakılmıştır. Çalışma kapsamında yer alan ve kalite işleri olarak adlandırdığımız kalite kontrol ve iyileştirme etkinlikleri şu şekilde sınıflandırılmıştır:
i. Süreç ve ürün kalitesinin tanımlanması:
· Kaliteyi belirgin bir şekilde etkileyen değişkenlerin belirlenmesi
· Kalite üzerinde etkili değişkenlerin önem derecelerine göre sıralanması

· Veri içinde doğal olarak gruplanan düşük, orta ve yüksek kaliteli ürünlerin ve düşük/yüksek kaliteli ürünleri birbirinden ayıran olası etkenlerin belirlenmesi 

ii. Kalitenin tahmini
· Çeşitli girdi değişkenler ile sürekli değerlerle ölçülen kalite karakteristiklerinin arasındaki ilişkinin modellenmesi ve bu model yardımıyla kalite karakteristiklerinin değerlerinin tahmin edilmesi
iii. Kalitenin sınıflandırılması
· Çeşitli girdi değişkenleri kullanılarak kategorik değerlerle ölçülen kalite karakteristiklerinin sınıflandırılması ve modellenmesi

· Hataların sınıflandırılması

iv. Parametre optimizasyonu
· Kaliteyi en iyileyen süreç/ürün parametre değerlerinin belirlenmesi
Literatürde 1997–2007 yılları arasında yayınlanmış ilgili makaleler araştırılmıştır. Bu araştırmada, belli VM işleri için kullanılan VM teknikleri, uygulanan süreç ve kalite problemi, kullanılan verilerin özellikleri ve yazılımlar, uygulama sonuçları gibi konularda bilgi toplama amaç edinilmiştir. Toplanan bilgiler değerlendirilerek kalite iyileştirme alanında çalışanlara yol gösterecek bulgular edinilmiştir. Taranan yayınlar ve bunların değerlendirmesi ile ilgili detaylar Köksal vd. (2008) tarafından yayınlanan kapsamlı bir teknik raporda sunulmuştur. Bu makalede, söz konusu çalışmadan elde edilen önemli bulgular özet halinde sunulmakta ve gerçekleştirdiğimiz tipik bir uygulamaya yer verilmektedir. 
Literatürde yer alan ve yazarların gerçekleştirmiş olduğu çalışmalardan yola çıkarak öncelikle ilgili VM süreçleri ve teknikleri tanıtılacaktır. Daha sonra gelişmiş otomatik veri toplama ve kaydetme sistemlerine sahip olması nedeniyle uygulamalarda sıklıkla karşılaşılan elektronik parça imalatı endüstrisinde yapılmış olan uygulamalara ilişkin bilgilere yer verilecektir. Ek olarak, VM’nin bu endüstrinin dışında kalan metal parça imalatı, demir çelik endüstrisi, hadde endüstrisi gibi diğer endüstrilerdeki uygulamalarından da örnekler verilecektir. Son olarak yazarların bir döküm süreci için gerçekleştirdiği kalite analizi sunulacaktır.  
2. VERİ MADENCİLİĞİ SÜRECİ, İŞLERİ VE TEKNİKLERİ
Literatürde VM için yapılmış çeşitli tanımlar mevcuttur. Fayyad’a göre VM ‘önemli ilişkilerin ve örüntülerin çok açık görülmediği karışık bir gözlem verisinden daha önceden bilinmeyen bir bilgiyi çıkarmak için birçok kısma ayrılmış birleştirilmiş analitik teknikler kümesidir’ (Paolo 2003). Yine literatürde yapılan bir diğer tanım ise, ‘VM, açık ve faydalı sonuçlar elde etmek amacıyla başlangıçta bilinmeyen örüntü ve ilişkileri bulmak adına büyük miktardaki verilerin seçimi, incelenmesi ve modellenmesi sürecidir’ (Paolo 2003). Bu çalışmada kalite iyileştirmede VM, literatürde yer alan tanımlardan da yola çıkarak kalite verisi içinde saklanmış olan ve daha önceden bilinmeyen faydalı ve yenilikçi bilgilerin ortaya çıkarıldığı bir süreç olarak ele alınmıştır. Bu süreç aşağıda da görüldüğü üzere 1. Veri hazırlama, 2. Veri önişleme, 3. Keşifsel veri madenciliği, 4. Tahminleyici modeller ve/veya optimizasyon, 5. Değerlendirme ve yorum olmak üzere beş temel adımdan oluşmaktadır (Çizelge 1). Uygulamalar bu adımların herhangi bir basamağından başlayabilmekte ve diğer adımları ihtiyaca göre birden fazla tekrarlayabilmektedir. Süreçte yer alan adımlar ve kullanılan tekniklere ilişkin detaylı bilgiler için Köksal v.d. (2008) çalışmasından yararlanılabilir.
Çizelge 1. Kalite İyileştirmede Kullanılan Veri Madenciliği İşleri ve Teknikleri 
	VM İşleri
	VM  Alt İşleri
	Yaygın Kullanılan VM Teknikleri

	Veri Hazırlama


	
	Verisi Toplanacak Değişkeni Belirleme, Tablo Haline Getirme, Örneklem Alma 

	Veri Önişleme


	Veri Temizleme
	Kayıp/Aykırı/Eksik/Tutarsız Veriyi Silme veya Yerine Uygun Değer Koyma

	
	Veri Dönüştürme

	Düzeltme, Normalleştirme, Logaritmasını Alma, Merkeze Getirme, Kategorik Veriyi Sayısal Hale Getirme

	
	Veri İndirgeme 
	Boyut İndirgeme 
	ÇDR, ANOVA, KA, YSA, YKT, GA

	
	
	Veri Sıkıştırma
	TBA, DD, ÖD


	
	Kesikleştirme ve Hiyerarşik Yapı Oluşturma
	ÖD, KA, DA, k-Ortalama, BS, NA

	Keşifsel Veri Madenciliği


	Kümeleme
	k-Ortalama, Değiştirilmiş k-Ortalama, MÇB, Bulanık c-Ortalama, Toplayan Metotlar, KDH, TBA, ANOVA

	
	Özetleme
	Nokta-Dağılım Grafiği, OLAP

	
	Birliktelik Kurallarını Çıkarma


	Apriori

	Tahminleyici Modeller ve Optimizasyon
	Sınıflandırma
	GDM, NBS, KA (C4.5, C5.0, ID5R), YSA (RBF, KDH, VKÖ), GA, YKT, DVM, BKT

	
	Tahmin
	ÇDR, DOR, ZSA, YYM, KA (CART), YSA (ÇKP-GYA, ÇKP-LM, RBF, BA), VDD, ANFIS

	
	Optimizasyon
	YYM, TM, YSA (ÇKP-GYA, RBF, USA), GA, AP, BT, BM

	Değerlendirme ve Yorumlama
	
	Görsel Araçlar (çubuk diyagramı, pasta şeması, saçılım diyagramı vb.), Karar Tablosu, Karar Haritası, Karar Atlası


ÇDR: Çoklu doğrusal regresyon, ANOVA: Varyans analizi, KA: Karar ağaçları, YSA: Yapay sinir ağları, YKT: Yaklaşık küme teorisi, GA: Genetik algoritmalar  , TBA: Temel bileşenler analizi, DD: Dalgacık dönüşümü, ÖD: Öznel değerlendirme, DA: Diskriminant analizi, BS: Bileşik sınıflandırıcılar, NA: Nesne ayrıştırma, MÇB: Medoidler çevresinde bölme, KDH: Kendini düzenleyen haritalar, OLAP: Çevrimiçi analitik işleme , Apriori: Önsel , GDM: Genel doğrusal modeller, NBS: Naif Bayes sınıflandırıcı, RBF: Radyal baz fonksiyon, VKÖ: Vektör kuantalamalı öğrenme , DVM: Destek vektör makinaları, BKT: Bulanık küme teorisi, R: Regresyon, DOR: Doğrusal olmayan regresyon, ZSA: Zaman serileri analizi, YYM: Yanıt yüzeyi metodu, ÇKP: Çok katmanlı perseptronlar, GYA: Geri yayılım algoritması, LM: Levenberg Marquart , BA: Bayes ağları, VDD: Vakaya dayalı düşünce, ANFIS: Ağ yapılı bulanık sonuç çıkarım sistemi, TM: Taguchi metodu, USA: Uyarlanabilir sinir ağları, AP: Ardışık programlama, BT: Benzetilmiş tavlama, BM: Bulanık mantık
VM sürecinin temel adımlarında, VM’nin farklı disiplinleri bir araya getiren bir yaklaşım olması nedeniyle çok çeşitli teknikler kullanılabilmektedir. Bu tekniklere örnek olarak OLAP gibi veri tabanlarından veri özetlemede kullanılabilecek teknikleri, k-ortalama gibi verileri benzerliklerine göre kümelemede kullanılabilecek teknikleri, regresyon gibi değişkenler arasındaki ilişkileri modellemede kullanılabilecek istatistiksel teknikleri,  yapay sinir ağları ve genetik algoritmalar gibi optimizasyonda kullanılabilecek teknikleri verebiliriz. Literatürde bu teknikler farklı kriterler göz önünde bulundurularak sınıflandırılabilmektedir. Bu çalışmada; birlikteliği belirleme, sınıflandırma, kümeleme gibi bilgiye ulaşma şekli dikkate alınarak sınıflandırma yapılmıştır (benzeri bir sınıflandırma Dunham (2003) tarafından verilmiştir). Bu sınıflandırma sonucunda bir teknik birden fazla sınıfta yer alabildiği gibi bazı teknikler ise bu çalışma kapsamında ele alınmadığından dolayı hiçbir sınıfta yer almamaktadır. Bu çalışmada sadece kalite iyileştirme amaçlı kullanılmış teknikler ile şu ana kadar kullanılmamış fakat gelecekte kullanılabilecek teknikler dikkate alınmıştır.

3. İMALAT SEKTÖRÜNDE VERİ MADENCİLİĞİ UYGULAMALARI

  VM’nin kalite iyileştirme amaçlı kullanımında diğer VM çalışmalarında da görüldüğü gibi bazı zorluklarla karşılaşılmaktadır. Karşılaşılan zorluklardan birisi süreç verisi ve kalite verisi gibi, veri tabanlarının ayrı ayrı tutulması ve analizler için bunların birleştirilmesi gerektiğidir. Bir diğeri, halen kâğıt üzerinde tutulan verilerin yaygın olması ve bunların elektronik ortama taşınmasının zorluğudur. Ayrıca, Rokach ve Maimon (2006) tarafından da belirtildiği gibi kalite verileri genellikle az sayıda, dengelenmemiş (hatalı az, hatasız çok gibi) ve karışık tipte (sürekli ve kategorik veriler bir arada) olmaktadır. VM tekniklerinin büyük veri kümeleri üzerinde daha başarılı sonuçlar verdiği düşünülürse bu tarz veriler üzerindeki uygulamaların eleştirilmesi ve daha uygun yöntemlerin geliştirilmesi gerekmektedir. Ancak yarı iletken endüstrisi gibi bazı endüstrilerde diğerlerine kıyasla büyük veri kümeleri elde edilebilmektedir ve bu endüstride başarılı uygulamalar mevcuttur (Pham ve Afify 2005, Wang v.d. 2007a). Ek olarak, VM sonucunda elde edilen bilgilerin yorumlanması ve uygulamaya konulması zor olabilmektedir (Kusiak 2006, Harding v.d. 2006, Wang v.d. 2007a).   
Uygulamalarda kullanılan verinin yapısını incelersek, %37 ile en fazla olarak deney tasarımı verisinin kullanıldığı görülmüştür. Bu veri toplama yöntemiyle elde edilmiş verilerin gözlem sayıları 9 ila 1323 arasında değişmektedir. İkinci olarak %28 ile, sayıları 27 ila 16381 arasında değişen eş zamanlı olarak toplanmış gözlem verileri gelmektedir. Ancak gözlem verilerinin bir kısmı kayıt verileri ile birleştirilip üretim ve kalite verisi olmak üzere farklı veri tabanlarında da tutulabilmektedir. Bu tarz geçmiş veriler tüm veri kümelerinin %20’sini oluşturup gözlem sayıları 27 ile 58076 arasında değişmektedir. Son olarak uygulamalarda %15 oranında benzetim verisinin kullanıldığı görülmektedir. Bu tarz veriler genellikle geliştirilmiş olan algoritmanın performansını test etmek amacıyla kullanılmaktadır. Kolay bir veri toplama yöntemi olması nedeniyle gözlem sayıları diğer toplama yöntemlerinin çok çok üzerindedir. 
Uygulamalarda Neuro Shell Predictor, Qnet for Windows, Neural Works Predict, Professional II/Plus 2000, Rosetta 2005, Fuzzy TECH gibi çeşitli programlar kullanılmıştır. Sinir ağları için Matlab NN Toolbox yaygın olmakla birlikte C, C++ ve Visual Basic gibi programlama dillerinin de kullanıldığı görülmüştür. Uygulamalarda ayrıca SPSS, Minitab, SAS ve Statistica gibi paket programları da kullanılmıştır. 
Uygulamalarda sıklıkla kullanılan sektörlerden biri olan bilgisayar ve elektronik parça imalatı üzerinde yapılan çalışmalar öncelikle ele alınmıştır. Bu sektörde yapılmış olan ürün ve süreç kalitesinin tanımlanması çalışmalarına bakarsak, düşük kaliteli silikon parçalarının nedenlerini araştıran çalışmaların yapıldığı görülmektedir (Gardner ve Bieker 2000, Skinner v.d. 2002). Bu çalışmalarda sırasıyla KDH ve hiyerarşik kümeleme tekniklerinden yararlanılmıştır. Benzer şekilde, KA ve birliktelik analizlerinden yararlanarak hatalı silikon parçalarının nedenleri araştırılmıştır (Bertino v.d. 1999). KDH (Karim v.d. 2006), hiyerarşik kümeleme (Baek v.d. 2005), KA ve YSA (Hsu ve Chien 2007) kullanılarak silikon kalitesini iyileştirme çalışmaları gerçekleştirilmiştir. Hiyerarşik kümelemeden yararlanarak makinelerle silikon parça kalitesi arasındaki ilişki incelenmiştir (Hu ve Su 2004). Yarı iletken endüstrisinde k-ortalama kullanılarak hataların ve üretim sürecindeki sapmaların olası nedenleri araştırılmıştır (Chien v.d. 2007). Daha iyi süreç koşullarının oluşturulması için çalışmalar yapılmıştır (Kang v.d. 1999). 
Diğer sektörlerde olduğu gibi bilgisayar ve elektronik parça imalatı sektöründe de ürün ve süreç kalitesini tanımlama çalışmalarını sıklıkla kalite tahmini çalışmaları takip etmektedir. Bu çalışmalarda genellikle YSA tekniklerinden yararlanılmaktadır. Yapılmış olan çalışmalardan örnekler verilirse, kimyasal buhar çökeltme işleminde YSA’dan (Chen 2007), nokta kaynak işleminde genelleştirilmiş regresyon sinir ağlarından (Tseng 2006), plastik optik fiber üretiminde parametrik ve parametrik olmayan ZSA, YSA ve VDD’den (Kim ve Lee 1997) yararlanarak kalite tahmin modelleri kurulmuştur. Silikon bileşik üretim işleminde parametre ayarlarını belirlemek için YSA kullanılmıştır (Li vd. 2003a). Yine YSA’dan yararlanarak baskılı devre levhası imalatı sürecindeki sebep-sonuç ilişkileri ortaya konurken (Shi vd. 2004), ÇDR ve bulanık uyarlamalı ağ kullanılarak silikon yonga plakası üretimindeki torna işleminde yüzey pürüzlülüğü ve kesme parametreleri arasındaki ilişki modellenmiştir (Jiao vd. 2004).
Ürün ve süreç kalitesini tanımlama çalışmalarını takip eden bir diğer kalite işi kalitenin sınıflandırılmasıdır. Bütünleşmiş elektrik devresi imalatında YKT (Kusiak 2000) ve KA’dan (Maimon ve Rokach 2001, Rokach ve Maimon 2006) yararlanarak sınıflandırma çalışmaları gerçekleştirilmiştir. YSA ayrıca baskılı devre levhası imalatı (Kusiak ve Kurasek 2001) ve anakart montajında (Huang vd. 2006) kullanılmıştır. KA ise daha iyi süreç koşullarının oluşturulması (Kang v.d. 1999), ürün kalitesinin iyileştirilmesi (Baek vd. 2005, Chien vd. 2006, Chien vd. 2007, Li vd. 2006) çalışmalarında kullanılmıştır. KA, YSA ve entropi ağlarından faydalanarak transformatör demir kayıplarını doğru sınıflandırma yüzdesi artırılmıştır (Georgilakis ve Hatziargyriou 2002).   
Literatürde tanımlanan VM süreçlerinde yer almayan fakat yapılan çalışmalar incelendiğinde karşılaştığımız bir diğer kalite işi parametre optimizasyonudur. Genellikle kalite tahminini takip eden bu iş kapsamında hedeflenen kalite düzeyini verecek süreç/ürün parametrelerinin en iyi düzeyleri belirlenir. YSA, GA ve TM bu amaçla sıklıkla kullanılan tekniklerdir. Bilgisayar ve elektronik parça imalatından örnekler verilirse, YSA kullanılarak iyon implantasyon işleminde çoklu yanıtların eş zamanlı optimizasyonu gerçekleştirilmiştir (Hsieh ve Tong 2001). Çoklu kuvantum kaynağı ve çığ fotodiyotlarının parametrik optimizasyonunda GA’dan yararlanılmıştır (Kim vd. 2001). Hung (2007) tel şerit tasarımı parametrelerinin optimizasyonunda TM’yi YSA ve GA ile birleştirerek uygulamıştır.
VM’nin literatürde ayrıca metal parça üretimi, plastik imalatı, cam imalatı, kâğıt üretimi, gıda ürünleri imalatı ve kimya endüstrisi gibi çeşitli endüstrilerde uygulaması bulunmaktadır. Bu endüstrilere ilişkin örnekleri incelersek, paketleme imalatında ÖD, GA, KDH ve KA’dan yararlanarak alüminyum folyo kalitesi üzerinde etkili değişkenler belirlenmiştir (De Abajo 2004). Kalıp halindeki metal parçaların birleştirilmesi sırasında aracın iskeletindeki boyutsal değişimleri kontrol etmek için korelasyon analizi, maksimal ağaç metodu ve TBA’dan yararlanılmıştır (Lian v.d. 2002). Silikon astar üretiminin polimerleşme işleminde (Chiang vd. 2002) ve plastik enjeksiyon kalıplama işleminde (Özçelik ve Erzurumlu 2006) kalite değişkenlerinin belirlenmesinde ANOVA kullanılmıştır. Bükme yün eğirme işleminde ÖD, ÇDR ve gri üstün analizinden faydalanarak önemli değişkenler seçilmiştir (Yin ve Yu 2006).    
Yukarıda belirtilen endüstriler içerisinde özellikle metal parça imalatı endüstrisinde çok sayıda kalite tahmini çalışması yapılmıştır. ÇDR, DOR ve YSA kaynak işlemindeki üst bilye genişliğini (Kim vd. 2003), YSA ve YYM ile birlikte kalıp yüzeyindeki pürüzlülüğün hata değerini tahmin etmede kullanılmıştır (Erzurumlu ve Öktem 2007). Galvenizlenmiş çeliğin mekanik özelliklerinin (Ordieres Mere vd. 2007), çelik levha üretiminde kaliteyi etkileyen değişkenlerin (Deng ve Liu 2002), tornalama işleminde yüzey pürüzlülüğünün (Lin ve Wang 2000), parmak freze kesme işleminde yüzey pürüzlülüğünün (Tsai vd. 1999) tahmininde ÇDR ve YSA’dan yararlanılmıştır. YSA ayrıca metal asal gaz kaynağı işlemi (Tay ve Butler 1997), çelik kaynak işlemi (Cool vd. 1997, Vasudevan vd. 2002, Vasudevan vd. 2005), lazer kaynak işlemi (Olabi vd. 2006), çelik döküm işlemi (Perzyk vd. 2005), döküm işlemi (Batmaz 2007), CNC tornalama işlemi (Suneel vd. 2002) gibi farklı işlemlerde de kalite tahmin amaçlı kullanılmıştır. YSA metal parça imalatı dışında ise, plastik enjeksiyon kalıplama işlemi (Sadeghi 2000, Shen vd. 2007, Kurtaran vd. 2005, Özçelik ve Erzurumlu 2006), ısıl sprey işlemi (Guessema vd. 2004), plazma sprey işlemi (Wang vd. 2007b), propandan propana oksidatif dehidrojenasyon (Holena ve Baerns 2003), etilen proliz işlemi (Zhou vd. 2006) gibi farklı endüstrilerde uygulanmıştır.  
Sınıflandırma çalışmaları incelendiğinde; alüminyum kaplama işlemi (Baek vd. 2002), kalıp halindeki metal parçaların montajı (Lian vd. 2002), döküm işlemi (Bakır vd. 2006), yüksek hassasiyetli üretim (Huang ve Wu 2005) ve otomobil montajında (Wang 2007) KA’dan yararlanıldığı görülmektedir. Benzer şekilde, YSA yardımıyla hadde endüstrisinde (Cser vd. 2001), alüminyum folyo üretiminde (De Abajo vd. 2004), basınçlı döküm işleminde (Krimpenis vd. 2006), kesme işleminde (Lee ve Dornfeld 2007), öngermeli beton kazığı üretiminde (Tam vd. 2004) ve bir enerji santralinde (Tan vd. 2007) sınıflandırma çalışmaları gerçekleştirilmiştir. Bunlara ek olarak, plastik enjeksiyon kalıplama işleminde hata belirleme ve teşhisi için YSA ve DVM’den yararlanılmıştır (Ribeiro 2005). Sarimveris vd. (2006) tarafından yapılan çalışmada ise YSA ve BKT kullanılarak kâğıt üretiminde ürün kalitesini sınıflandırma modeli kurulmuştur. 
Çok sayıda sürecin kalite parametrelerinin optimizasyonu GA’dan yararlanarak yapılmıştır (öğütme (Brinksmeier vd. 1998), nokta kaynak (Tseng 2006, Hamedi vd. 2007), makine işleminde kesme (Cus ve Balic 2003), yonga levha üretimi (Cook vd. 2000) ve plastik enjeksiyon kalıplama (Shen vd. 2007, Kurtaran vd. 2005)). YSA da bu amaçla çok kullanılan tekniklerdendir (sıcak hadde endüstrisi (Cser vd. 2001), metal asal gaz kaynağı (Tay ve Butler 1997, Meng ve Butler 1997), çelik üretimi (Liu vd. 2004), sinterleme (Zhang vd. 2007) ve polimerizasyon (Chiang vd. 2002)). Ek olarak, lazer kaynak işleminin (Olabi vd. 2006) ve kesme işleminin (Lee ve Dornfeld 2007) optimizasyonu TM kullanılarak gerçekleştirilmiştir.    
3. DÖKÜM SÜRECİNDE UYGULAMA ÇALIŞMASI
Bu bölümde Türkiye’de bulunan bir döküm firmasından elde edilen veriler kullanılmıştır. Süreç parametreleri ve hata tipleri arasındaki ilişki KA teknikleri ile modellenerek hata üzerinde etkili değişkenler belirlenmeye çalışılmıştır. Döküm sürecinin akışı Şekil 2’de gösterilmiştir. Bu akış içerisinde her bir evrede yapılan parametre ayarları çok çeşitli hata tiplerinin gözlemlenmesine neden olabilmektedir.

Şekil 2.  Döküm Sürecinin Akış Şeması 

Uygulamada öncelikle yüksek hata yüzdeleri gösteren bir ürün çeşidi seçilmiştir. Firmadan bu ürünün 2006 yılının ilk beş ayına ait süreç ve kalite verileri alınmıştır. Elde edilen veriler maça, kalıplama ve ergitme gibi birbirini takip eden 3 alt imalat sürecinde gözlemlenmiştir.  Firma bu verileri sadece üretim sürecini izleyebilmek için toplamakta olup bazı parametre değerlerini saatlik, bazılarını günlük ya da haftalık tutmaktadır.  Firma tarafından her parti için ayrı ayrı, örnekleme yoluyla parametrelerinin değerleri bir veya birkaç kez ölçülmektedir. Bu nedenle, her bir partiye ait ortalama değerler, o partide üretilen tüm parçaların süreç değerleri olarak kabul edilmiştir. Haftalık tutulmakta olan veriler için, ilgili haftada üretilmiş tüm ürünler için aynı değer kullanılmıştır. Üretim sonrasında, hatalı ürünler için atılmasına sebep olan en baskın hata tipi tutulmaktadır. 10 farklı hata tipi tutulmakta olup bu çalışmada bunlardan diğer hata tiplerine göre belirgin bir şekilde daha fazla hata yüzdesine sahip ve firmanın iyileştirme yapmak istediği 2 tanesi dikkate alınmıştır. Bu durumda çıktımız 1, 2 ve 0 olarak kodlanmış 3 düzeyden oluşan nominal bir değişkendir. Bunlardan 1; birinci tip hatayı,  2; ikinci tip hatayı, 0 ise; bu iki hatanın da gözlemlenmediği durumları temsil etmektedir. 36 adet sürekli ölçekte girdi değişkeni kullanılmış ve veriler 809 adet hatalı üründen elde edilmiştir. 
Çalışmada, en yaygın olarak kullanılan VM tekniklerinden biri olan ve sonuçları kullanıcılar tarafından kolayca anlaşılabilen KA teknikleri uygulanmıştır. KA, ağaç şeklindeki yapılar olup değişkenlerin hangi aralıkta değer almaları durumunda hataya sebep olabileceklerini kurallar şeklinde gösterebilen tekniklerdir. CART (Sınıflandırma and Regresyon Ağaçları), CHAID (Ki-Kare Otomatik Etkileşim Sezimleyici), Kapsamlı CHAID, C5.0, QUEST (Çabuk, Yansız, Verimli İstatistiksel Ağaç) gibi KA algoritmaları bulunmaktadır. Bu çalışmada, SPSS’in veri madenciliği yazılımı olan Clementine 10,1 programı kullanılarak C4,5’in gelişmiş bir versiyonu olan C5,0 algoritması uygulanmıştır. 
Mevcut veri, modeli kurmak ve test etmek için iki parçaya ayrılmıştır. Verinin %70’i modeli kurmada, %30’u ise test etmede kullanılmıştır. Modelin doğruluğunu arttırmak için destekleme (boosting) metodundan yararlanılmıştır. Veri ezberleme (overfitting)’den kurtulmak adına her bir dal düğümünde en az 5 tane kayıt bulunmasına izin verilerek model sadeleştirilmiştir. Elde edilen modelin doğruluğu %92,15 olarak bulunmuştur. Test verisinde ise bu oran %91,93 olarak gözlemlenmiştir. Sonuç olarak kurulan model hem modeli kurmada kullanılan veride hem de test verisinde iyi performans göstermiştir.  
Çizelge 2. Tahmin Edilen Değerler İçin Güven Matrisi 
	Model verisi
	0
	1
	2

	0
	33
	0
	5

	1
	0
	162
	16

	2
	0
	25
	345

	Test verisi
	
	
	

	0
	15
	0
	1

	1
	0
	50
	5

	2
	0
	12
	140


(Satırlar elde edilen, sütunlar tahmin edilen değerleri göstermektedir)
Çizelge 2’de modelin her bir düzeyi doğru tahmin edebilme oranlarını gösteren güven matrisi yer almaktadır. Elde edilen bir KA modeli Şekil 3’te gösterilmiştir. Model 9 tane değişkeni etkili değişken olarak bulmuştur ve bu 9 değişkenin yer aldığı 10 adet kural çıkarmıştır. Örneğin, aşağıda ikinci tip hata için elde edilen bir kural görülmektedir. Parantezin içindeki sayılar kuralın koşul kısmını yerine getiren kayıt sayısını ve kuralın doğruluk (güvenilirlik) yüzdesini göstermektedir. Bu kural bize X22 değişkeni 14,35’in altında değer alırken X8 değişkeninin 35’in üstünde ve X30 değişkeninin de 1,88’in üstünde değer alması durumunda ikinci tip hatanın gözlemleneceğini söylemektedir. Kuralın koşul kısmı 586 gözlemden oluşan model verisinin 268’ini içine almaktadır ve bu 268 gözlemin hepsinde de ikinci tip hata görülmüştür. 
Kural 1: (268; %100)

EĞER X22 <= 14.35 VE X8 > 35 VE X30 > 1.88 İSE Y=2
Şekil 3. Bir KA Modeli

[image: image1.png]Cy

Node 0
Categoy % n
000 6485 38
1000 30375178
2000 63440370

Total__100.000 586

= 14350 »14.350
Node 1 Node 8
Categoy % n Categoy % n
mooo0 7261 22 mo000 5654 16
1000 0000 0 m1000 62898178
2000 92.739 281 2000 31.449 89
Total __ 51.708 303 Total  48.294 283
8 a7
<= 35,000 > 35000 <= 4200 »4.200
Node 2 Node 3 Node @ Node 12
Categay % n| | categoy % n Categoy % n Categoy % n
0000 100000 17| |Woo00 1748 & 0000 6eEE7 1B mooo0 0000 o
mi000 0000 of [Wi000 0000 O 1000 41B7 1 m1000 68340177
2000 0000 o0 w2000  os25228 2000 29167 7 2000 31660 82
Total 2001 17| | Total _ 48.805 286 Total 4008 24 Total 44198 250
a0 35
<= 1880 »1.880 <0088 > 0088 <1218 3218
Nade 4 Nade 7 Nade 10 Node 11 Node 13 Node 18
Categoy % _ n| | Categoy %  n| | Catgoy % n Categoy %  n| | Categoy %  n| | Categoy % n
o000 27778 5| |Wooo0 0000 0| [MO000 0000 O (W000O 100000 16| (W0.000 0000 0| (Woooo 0000 O
mi000 0000 0| [Wi000 0000 Of [W1000 12500 1| [W1000 0000 of [W1000  7s111169| (M1oo0 23520 &8
2000 72272 2000 100000268 | (M2000 87500 7| (W2000 0000 0| (2000 24889 56| (M2000 76471 28
Total 3072 Total 46734268 | | Total 1385 8| | Total 2730 16| | Total 38396225 | | Total 5802 34
2
<= 23.000 > 23000 <= 305,000 > 308,000
Node 5 Node & Node 14 Nade 15
Categoy %  n| | _Categoy % Category % Categoy % n
mo000 0000 0| |Woo00 100000 & mo000 0000 0| [Woooo  0ooo O
mi000 0000 of [Wi000 0000 O mi000 11411 1| [Wi000  7r77E 168
2000 100000 13| (M2000 0000 o 2000 83839 8| (M2000 22222 48
Total 2218 13| | Total 0853 5 Total 1536 9| | Tol 36860216
g
<= 15,050 > 15,950
Nade 16 Nade 17
Categoy % n| | categoy % n
mo000 0000 0| [Woooo 0000 o

mi000 22222 4| [W1000 82828164
2000 77778 14| (M2000 1772 34
Total 3072 18] | Toal 33788198




Elde edilen sonuçlar firmanın kalite ve süreç yetkililerine sunulmuştur. Bazı kurallar ve kurallarda yer alan değişkenler anlamlı bulunurken, bazıları beklenmedik ve ilgi çekici bulunmuştur. Ayrıca, modelde bulunan parametrelere ait eşik değerlerin süreç optimizasyonunda faydalı olabileceği belirtilmiştir. Sonuç olarak, firma elde edilen güçlü kurallarda yer alan  parametrelerin en iyi düzeylerini bulabilmek için kontrollü deneyler yapmaya karar vermiştir. Bu bağlamda, karar ağaçları analizinin, optimizasyon amacıyla istatistiksel deney tasarımında yol gösterici olduğu söylenebilir.
5. SONUÇ

Çalışmada veri madenciliği yaklaşımlarının imalat endüstrilerinde kalite iyileştirmede kullanımını ortaya koymak ve yeni uygulamaları teşvik etmek amacıyla öncelikle VM süreci ve teknikleri tanımlanmıştır. Literatürde 1997 – 2007 yılları arasında yayınlanmış çalışmalar tanımlanan VM süreci ve seçilen kalite iyileştirme işleri dikkate alınarak özetlenmiştir. Literatür çalışması, VM çalışmalarının imalat sektöründe hemen her alanda yapılmakta olduğunu göstermektedir. Çalışmada ayrıca bir döküm sürecinde uygulanan VM çalışması örnek olarak sunulmuştur. Uygulamada sonuçları kullanıcılar tarafından kolayca anlaşılabilen ve bu özelliğinden dolayı firmalar tarafından daha fazla kabul görebilecek KA teknikleri kullanılmıştır. 
Mevcut durumda kalite iyileştirme problemleri, alışılmış istatistiksel ve yönetim yaklaşımları (altı sigma, istatistiksel proses kontrolü gibi) ile ele alınmaktadır. Ancak problemlere ilişkin toplanan veriler yüksek hacimli olduğunda ve/veya çok sayıda değişken içerdiğinde ve/veya bu değişkenler karışık tipte olduğunda veri analizi mevcut yaklaşımlar ile etkili bir şekilde yapılamamaktadır. Gerek literatürde yer alan çalışmalar gerekse bu çalışmada aktarılan benzer uygulamalar, VM yaklaşımlarının bu durumları da içeren kalite kontrol, iyileştirme, süreç optimizasyonu ve ürün tasarımı gibi alanlarda başarılı olabildiğini göstermektedir. Yine de bu uygulamaların yeterince yaygın ve kabul görmüş olduğunu söylemek mümkün değildir. VM tekniklerinin çoğunun yazılım ve uzman desteği gerektirmesi; kalite, süreç ve ürünler ile ilgili verilerin VM analizlerine uygun şekilde tutulmaması (bilgi sistemi altyapısı ile ilgili eksiklikler) uygulamaların az olmasının en önemli nedenleri olarak düşünülebilir. VM uygulamaları, veri toplama ve analizi için uygun yazılım ve yetişmiş insan gücü desteği ile daha çok sayıda endüstri kuruluşunun kalite iyileştirme çalışmalarına hız ve etkililik kazandırabilir. Akademik çalışmalar özellikle kalite verilerinin az sayıda, dengesiz ve karışık tipte olduğu durumlar için daha etkili analiz ve çözüm yöntemleri geliştirme, elde edilen sonuçların yorumlanması ve değerlendirilmesini kolaylaştırma doğrultusunda ilerleyebilir.

İmalat sektörü dışındaki kuruluşlarda da kalite iyileştirme ve kontrol amaçlı benzer ya da farklı yeni uygulamalar olması kaçınılmaz gözükmektedir. Örneğin, müşteri servis verilerinin daha etkili analizi yoluyla müşteri memnuniyetinin artırılmasında veri madenciliğinin yeni dallarından Metin Madenciliği, eİş ortamında kalitenin iyileştirilmesinde Ağ Madenciliği gibi yaklaşımlar daha yaygın kullanılabilecektir. 
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