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Bu ¢alismada Genetik Algoritma (GA) ve Destek Vektor Makinelerinden (DVM) olusan melez
bir yontemin CUDA (Compute Unified Device Architecture-Birlesik Hesaplama Aygit
Mimarisi) tabanli hiz optimizasyonu gergeklestirilmistir. Makine &grenmesinde, gelistirilen
yontemlerin yiiksek dogruluk degerlerinde basar1 vermesi hedeflenir. Ayrica Onerilen
algoritmanin sonuglar1 bulurken hizli bir sekilde ¢alismasi da yine hedeflenen bir durumdur. Bu
caligmada, ozellikle gercek zamanli uygulamalarda 6nemli bir parametre olan hiz parametresi
dikkate alinmakta ve verilerin hizli bir sekilde siniflandirilmasi igin yeni bir GPU (Graphic
Processing Unit-Grafik Islemci Birimi) teknolojisi kullanilmaktadir. Bunun igin grafik
islemciler {izerinde programlama yapmamizi saglayan CUDA programlamadan yararlanilmustir.
Siniflandirma algoritmasi olarak genetik algoritmayla optimize edilmis destek vektdr makinesi
kullanilmustir. Deneyler 384 CUDA c¢ekirdeginden olusan NVIDIA GeForce 940MX ekran
kartina sahip bir bilgisayar iizerinde gerceklestirilmistir. Biiyiik 6lgekli veri kiimeleri iizerinde
yapilan deneylerde, CUDA programlamanmn sonuglar {izerinde pozitif etkilerinin oldugu
goriilmiistiir. Bu sekilde makine 6grenmesi uygulamalarinda siniflandirma asamasinda grafik
islemciler ile gercek zamanli uygulamalar i¢in hizli bir sistemin altyapisi olusturulabilir.

A GPU accelerated hybrid GA-SVM for large scale datasets: Cu-
GA-SVM

Abstract

In this study, CUDA based speed optimization of a hybrid method consisting of Genetic
Algorithm and Support Vector Machines has been performed. In machine learning, it is aimed
to achieve high accuracy values from the developed methods. It is also a target for the proposed
algorithm to work quickly while finding the results. In this study, speed parameter which is
indispensable especially in real time applications is taken into consideration and a new GPU
technology is used to classify the data quickly. Therefore, CUDA programming, which allows
us to program on graphics processors of which importance and use are increasing in recent
years, has been benefited from. Support vector machine optimized by genetic algorithm has
been used as the classification algorithm. The experiments have been performed on a computer
with NVIDIA GeForce 940MX graphics card, which consists of 384 CUDA core. Experiments
performed on large scale data sets have shown that CUDA programming has positive effects on
the results. In this way, the infrastructure of a quick system for real-time applications can be
created by using the graphics processors in the classification phase of the machine learning
applications.

1. GIRiS INTRODUCTION)

Teknolojideki gelismelere bagli olarak, kullanilan veri setleri ¢ok biiyiik boyutlara ulasmis ve giin
gectikge biliylimeye devam etmektedir. Bu verileri analiz etmek igin ¢ogunlukla makine &grenmesi
yontemleri kullanilmaktadir. Biiyliyen veri kiimelerinin analizini, makine 6grenmesi yontemleri ile makul
bir slirede tamamlamak icin 6zellikle de son yillarda GPU programlama teknolojilerinin énem kazandig
goriilmektedir.
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Son yillarda 6zellikle de NVIDIA firmasinin GPU programlama i¢in ciddi yatirimlar yaptigini sdylemek
miimkiindiir. Gelistirilen teknolojiler ile yiiksek hesaplama giiclerine ulasiimaktadir. Ornegin su anda baz1
NVIDIA grafik kartlar1 toplamda 1790 GFlops hesaplama giicii saglayan 2 GPU igermektedir. Intel i7
dort ¢ekirdekli iglemcisi i¢in bu deger yaklagik 50 GFlops’dur.

Literatiirde veri madenciligi algoritmalarinin hizlandirilmasia yoénelik sunulmus ¢alismalar mevcuttur.
Lo ve arkadaslar1 [1], bir paralel karar agac1 onerdiler. Gelistirilen algoritmada GPU hesaplamalar i¢in,
CPU ise akis kontrolii i¢in kullamilmistir. Sonug olarak, onerilen paralel karar agaci1 geleneksel karar
agacindan 5~55 kat daha hizlidir. Xavier ve arkadaslar [2], BLAS'n (Basic Linear Cebir Subprogrami)
bir CUDA uygulamasi olan CUBLAS"Y kullanarak sinir agmmn geri yayilimimin paralel egitimini
anlatmaktadir. Farkli gizli néron sayilarina gére CPU ve CUDA uygulamalarini karsilastirdilar ve klasik
bir CPU iizerinde seri yliriitmeye karst GPU'nun performansini bildirdiler. Bhimani ve arkadaslar [3], k-
ortalamalar kiimeleme algoritmasinin MPI, OpenMP ve CUDA f{izerinde paralel uygulanmasini gelistirdi.
Sonug olarak kiiciik veriler i¢in OpenMP en iyi performanst gosterirken; daha biiyiik veriler icin CUDA
en iyi hizlanmay1 saglamistir. Zhang ve arkadaslar1 [4], biiyiik veri kiimesindeki k-ortalamalar kiimeleme
algoritmasini paralel hale getirmek i¢in MPI kullanarak bir ¢éziim 6nerdi. Catanzaro ve arkadaslari [5]
GPU kullanarak ikili bir DVM siniflandiriciy1 egitmek ig¢in bir yontem onermislerdir. Map-reduce
tekniginin kullanildigi calismada, Libsvm yazilimiyla karsilastirildiginda belirgin hiz artist bildirilmistir.
Cao ve arkadaglar [6], bir kiime sisteminde MPI ile uygulanan bir Paralel Sirali Minimal Optimizasyon
algoritmasi gelistirmistir. Ting He ve arkadaslar1 [7], CUDA islevlerini kullanarak sinir aglarini egitmek
icin GPU standart yeteneklerini kullandilar ve GPU {izerinde matris ¢arpimlarinin ve vektor islemlerinin
¢ogunu yaparak CPU'ya kiyasla 5.21X'lik bir hizlanma faktorii elde ettiler. Wang ve arkadaslar1 [8], en
yakin komsu bolimleme (NNP) yonteminin CUDA tabanli optimizasyonunu gerceklestirdiler. NNP
yontemi, geleneksel sinir ag smiflandiricilarini gelistirmek i¢in kullanilan yiiksek performansli bir
yaklagimdir. Bununla birlikte, NNP modelinin yapim siireci, 6zellikle biiyiik veri setleri i¢in ¢ok zaman
alan bir islemdir ve bdylece uygulama alanimi sinirlandirmaktadir. CUDA tabanli optimizasyon ile
performans agisindan iyi sonuclar elde edilmistir. Krawczyk [9], dengesiz veri setlerinin siniflandirilmasi
i¢in agir1 6grenme makinesini kullanmig ve hiz optimizasyonu i¢in CUDA kullanmugtir. Farkli veri setleri
tizerinde yapilan ¢alismada hiz agisindan ortalama 10X basar1 elde edilmistir. Singh ve arkadaslar1 [10],
GPU tabanl bir k-en yakin komsu algoritmasi gelistirdi. Farkli veri setleri lizerinde yapilan ¢alismada hiz
acisindan ortalama 10X basar elde edilmistir. Arslan ve arkadaglar [11], biiylik veri kiimeleri i¢in GPU
tabanli paralel bir DVM algoritmas: gelistirdi. Onerilen yontem ile hiz performansi agisindan etkili
sonuclar elde edilmistir. Ayrica sezgisel optimizasyon algoritmalarinin [12, 13] hizlandirilmasinda ve
dalgacik dontisiimii [14-16] gibi 6nemli algoritmalarin hizlandirilmasinda da CUDA’nin kullanildigi ve
basarili sonuglarin elde edildigi goriilmektedir.

Bu calismada bir GPU programlama tiirii olan CUDA ile genetik algoritma ve destek vektor
makinelerinden olugsan melez bir yontemin hizlandirilmasi amaglanmigtir. Makalenin organizasyonu su
sekildedir: Bolim 2’de bu g¢aligmada kullanilan metotlar hakkinda bilgiler sunulmustur. Bolim 3’te
metotlarin hizlandirilmasina yonelik CUDA tabanli ¢6ziim Onerileri ve uygulamalara yer verilmistir.
Boliim 4’te elde edilen sonuglar hakkinda bilgiler verilmistir.

2. MATERYAL VE METOT (MATERIAL AND METHOD)
2.1. Destek Vektor Makinesi Algoritmasi (Support Vector Machine Algorithm)

DVM algoritmasi, siniflandirma ve regresyon problemlerinin ¢éziimii i¢in gelistirilen bir algoritmadir. Bu
algoritma Lagrange carpanlari denklemlerini temel almaktadir. Bu algoritma, veri noktalarimi en iyi
sekilde farkli siniflara ayiran optimum ayirici diizlemin bulunmasimi hedeflemektedir. Destek vektor
makinelerinin, dogrusal ve dogrusal olmayan iki durumu s6z konusudur. Dogrusal DVM, dogrusal olarak
ayirt edilebilen problemlere uygulanmaktadir. Dogrusal DVM vyapist Sekil 1(a)’da verilmistir.
V1, V2, - ) Veri seti, z;e(—1,1) sinif etiketleri ve b esik degeri olsun. DVM algoritmasinda veri,
g(x) = wTy + b = 0 hiper diizlemi ile ayrilmaktadir.

wly, +b > +1, eger z; = +1 (sinif 2) 2.1
wly, +b < —1, eger z; = —1 (sif 1) 2.2
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gx) =wly+b =0 hiper diizleminin alt ve {iist tarafinda kalan noktalar Denklem 2.1 ve 2.2
kullanilarak hesaplanmaktadir.
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Sekil 1. DVM ’'nin geometrik sunumu (a) Dogrusal DVM (b) Dogrusal olmayan DVM [17]

Dogrusal olarak ayirt edilme durumu olmadiginda verinin daha yiiksek boyutlu bir uzaya taginmasi bir
¢Oziim olarak diisiiniilebilir. Dogrusal olmayan destek vektdr makinelerinin dayandigi temel teori budur.
DVM bu islemleri gergeklestirmek i¢in ¢ekirdek fonksiyonlarini kullanmaktadir. Bu durumda a boyutlu
bir veri kiimesi, b > a olacak sekilde b boyutlu yeni bir veri kiimesine taginmaktadir. Bu DVM yapisi
Sekil 1(b)’de sunulmustur. DVM i¢in gelistirilen ¢ok sayida g¢ekirdek fonksiyonu bulunmaktadir. Bu
calismada radyal tabanli ¢ekirdek fonksiyonu kullanilmistir. Bu fonksiyonun denklemi denklem 2.3’te
sunulmustur.

iyl
K(yiy;)=e 2 23

2.2. Genetik Algoritma (Genetic Algorithm)

GA, optimizasyon problemlerinde kullanilan sezgisel bir algoritmadir. Bu algoritma mutasyon, kalitim,
caprazlama ve se¢im gibi evrimsel biyolojideki tekniklerden ilham alinarak gelistirilmistir. Genetik
algoritma, arama uzayi bilylik olan ve ayrica degisken sayisi ¢ok fazla olan, ¢ok boyutlu problemlerde
basarili sonuglar verebilmektedir. Genetik algoritmanin iglem adimlar1 asagida verilmistir [18].

1. Baslangi¢ popiilasyonunu rastgele olarak iiret.

2. Popiilasyon i¢indeki tiim kromozomlarin amag fonksiyonu degerlerini hesapla.
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Tekrar ireme, ¢aprazlama ve mutasyon operatorlerini uygula.

3

4. Olusturulan her yeni kromozomun amag fonksiyonu degerlerini bul.

5. Amag fonksiyonu degerleri kétii olan kromozomlar popiilasyondan ¢ikar.
6

3-5 arasindaki adimlar tekrar et.

2.3. Melez GA-DVM algoritmasi (Hybrid GA-SVM algorithm)

Etkili bir DVM modeli olusturmak i¢in, modelin parametrelerinin (C ve y) dnceden secilmesi gerekir. C
parametresi, egitim hatasin1 asgariye indirme ve DVM modelinin karmagikligi arasindaki odiinlesim
(tradeoff) maliyetini belirler. Daha biiyiik bir C degeri ile, egitim 6rneginin tahmini dogrulugu daha
yiiksektir. Bununla birlikte, bu durum fazla egitim problemine neden olabilir. RBF ¢ekirdek
fonksiyonunun y parametresi, girdi alanindan yiiksek boyutlu 6znitelik alanina kadar dogrusal olmayan
bir haritalama tanimlar. y degeri RBF fonksiyonunun seklini etkiler. Dolayisiyla, parametreler (C ve v),
DVM modelinin verimlilik ve genelleme performansi iizerinde giiglii bir etkiye sahiptir. Giiniimiizde,
parametrelerin se¢imi esas olarak deneyimlere bagli olup olgun teori yonlendirmesinden yoksundur.
Literatiirde agirlikli olarak, Grid (1zgara sistem) arama teknigi kullanilmaktadir. Bununla birlikte, grid
algoritmasi zaman almaktadir.

Farkli alanlardaki ilgili arastirmalara gére, GA'nin parametrelerin belirlenmesinde daha iyi bir se¢im
oldugu kanitlanmistir [19, 20]. Bu sekilde, DVM modelinin tahmin performansini artirabilir. Bu nedenle,
bu ¢alismada DVM modelinin en uygun parametreleri icin GA tercih edildi. Bu algoritmada uygunluk
fonksiyonu olarak ortalama karesel hata degeri kullanilmistir. GA-DVM yonteminin kaba kodu,
Algoritma 1’de goriilebilir.

Algoritma 1. GA, DVM parametrelerini asagidaki adimlarla optimize eder.
Popiilasyon biiyiikliigii ve iterasyon sayisi gibi GA'nin baglangi¢ parametrelerini belirleyin.
C ve y parametrelerinin kodlama araligin1 belirleyin. Kromozom iiretmek i¢in ger¢ek sayi
kodlamasi tercih edildi.
Ortalama Karesel Hata (MSE), uygunluk fonksiyonu (fitness function) olarak belirlendi.
repeat
Rulet secimi (Roulette selection), elit strateji (elite strategy) ile isbirligi i¢inde kullanilir.
Capraz (crossover) ve mutasyon (mutation) operatorleri, bir ¢ocuk popiilasyonu (child
population)olusturmak i¢in kullanilir.
if uygunluk kabulse then

En iyi bireysel ve optimal ¢6ziimii iiret

else
Se¢me, ¢apraz Ve mutasyon operatdrlerini galistir
end if
until (durdurmu kriteri saglandi mi?)

2.4. CUDA Programlama (CUDA Programming)

Bu boliimde CUDA programlama ve donanim modellerine genel bir bakis sunulmaktadir. CUDA paralel
programlama; standart programlama diline paralellik katarak, bir uygulamanin birden fazla islemci
¢ekirdegi ve es zamanli is parcaciklari lizerinde ¢alistirilabilmesini saglar. CUDA programlama hakkinda
daha fazla ayrint1 i¢in liitfen (NVIDIA [21]) kaynagina bakilabilir. Sekil 2, bir yazilim CUDA blogunu bir
donanim CUDA c¢oklu igslemcisine esleme yapan CUDA programlama modelini tasvir etmektedir. Coklu
islemciye bir dizi dbek atanabilir ve bunlar CUDA programlama ortami tarafindan dahili olarak zaman
paylasimlidir. Her ¢oklu islemci, CUDA cihazinin ¢ozgii (warp) boyutuna dayali olarak, bir 6bek (block)
iginde mevcut is parcgaciklarini bir zaman paylasimiyla ¢alistiran bir dizi islemciden olusur. Her ¢oklu
islemcide ayrica kiigiik bir paylagimli bellek (shared memory), bir grup 32-bit saklayici, doku (texture) ve
tim islemcilerin icerisinde bulunan sabit hafiza (constant memory) 6n bellekleri bulunur. Coklu
islemcideki islemciler, ayn1 komutlari istediginiz zaman farkli veriler {izerinde yiiriitiir. Bu, CUDA'y1 bir
SIMD modeli yapar. Coklu islemciler arasindaki iletigim, ¢oklu islemci ig¢indeki tiim islemcilerin
erigebildigi cihaz genel bellegi yoluyla olur. Bir 6begin is parcaciklari arasinda senkronizasyon
miimkiindiir. Obekler arasinda senkronizasyon yalnizca ¢ekirdek sinirlarinda miimkiindiir.
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CUDA API (Uygulama Programlama Arayiizii), C dilinin bir uzantis1 olarak kodlanabilen bir dizi
kiitiiphane fonksiyonu saglar. Bir derleyici CUDA cihazi igin ¢alistirilabilir kod olusturur. CPU bir
CUDA cihazin1 ¢ok ¢ekirdekli es islemci olarak goriir. Kod, CUDA islemcilerinde zaman paylagimli
olarak, is parcaciklar1 paralel olarak ¢ozgii boyutu yiginlarinda ¢alhisirken yiiriitiir. Her is pargacigi,
hesaplamasi i¢in bir dizi 6zel kayit kullanabilir. Bir is parcacigi yigin1 (6bek adi verilir) belirli bir
zamanda bir ¢oklu islemcide caligir. Her 6begin is pargaciklari, az miktardaki ortak paylasilan hafizaya
erigebilir. Senkronizasyon engelleri, bir 6begin tiim is pargaciklari icin mevcuttur. Bir dbekler grubu, tek
bir ¢oklu islemciye atanabilir ancak bunlarin yiiriitiilmesi zaman paylasimlidir. Mevcut paylasilan bellek
ve kayitlar, ¢oklu islemciyi zaman paylasimlayan tiim 6bekler arasinda esit olarak boliniir. Bir cihazdaki
yiiriitme, y18in olarak grid/izgara olarak bilinen bir takim 6bekler olusturur.

Her bir is parcacigi, ¢ekirdek adi verilen tek bir komut kiimesini ¢alistirir. Is parcaciklar1 ve bloklara,
calisirken is parcaciginda erisilebilecek benzersiz bir kimlik verilir. Bunlar, bir is parcaciginin gekirdek
gorevini verinin bir parcasi tizerinde gergeklestirmek i¢in SIMD yiiriitme ile sonuglanacak sekilde
kullanilabilir. Algoritmalar, genel bellek vasitasiyla veri paylasan ve her bir ¢ekirdek sonunda
yuriitiimlerini senkronize eden ¢oklu ¢ekirdekleri kullanabilir.

CUDA Donanim Modeli

Coklu islemcili CUDA cihan EE
Chazin Genel Bellegi E

11111 1 1

EEEEEEE - B
e i

A

Cekirdek cagrim nedeniyle birden fazla blok iceren kilavuz

CUDA Programlama Modeli

Sekil 2. Cok iglemcili haritalama blokunu gésteren CUDA donanim modeli (iistte) ve programlama
modeli (altta).

Bu calismada CUDA programlama i¢in NVIDIA GeForce 940MX grafik kart1 kullanilmistir. Bu grafik
kartinda 384 CUDA ¢ekirdegi vardir. CPU performansin1 degerlendirme icin ayni bilgisayarin islemcisi
kullanilmustir. Bu islemci Intel (R) Core (TM) i7-7500U, 2.70 GHz ve 8 GB RAM o6zelliklerindedir.

Calisma kapsaminda bir¢ok ¢ekirdek fonksiyonu yazilmistir. Bunun yaninda performans optimizasyonu
igin bir takim optimize edilmis CUDA kiitiiphaneleri de kullanilmistir. Bu kapsamda cuBLAS
kiitiiphanesi kullanilmistir. NVIDIA cuBLAS Kkiitiiphanesi, standart temel dogrusal cebir altyordamlarinin
(BLAS) hizli bir GPU hizlandirilmis uygulamasidir.

3. GA-DVM ALGORITMASININ CUDA TABANLI GERCEKLESTIRiIMi (CUDA-BASED
IMPLEMENTATION OF GA-SVM ALGORITHM)

Gergeklestirilen calisgmada Matlab, C, CUDA bir arada galigmaktadir. Paralel programlama bu asamada
matris-vektor carpimlarinin hesaplama karmasikligini diigiirmek i¢in kullanilmistir. Matris olusturulmast,
vektor-vektor atama ve ¢arpim gibi islemlerin timii hesaplama karmasikligina neden olur. Bu noktada
CUDA ile bu islemlerin hizlandirilmasi saglanmistir. Gergeklestirilen ¢alismada, CPU {izerinde sirali
calisgan DVM algoritmasi icerisinde kullanilan 6grenme ve test fonksiyonlar1 paralel hale getirilmistir.
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Sistem, GPU’da en az hafiza alam1 kullanacak sekilde tasarlanmistir. GPU optimizasyonu yapilarak
paralellestirilen GA algoritmasi islemi Sekil 3°de verilmistir.

CPU e GPU
igin parameter
baslaima - M Blok x N Thread
Initialization)
I
i Kernel Call » llk popiilasyonu
e Kernel Refurn olusiur
. Kemel Call . Uszunlk
T ! Kernel Remurn fonsiyonuny

e i hesapla

Iglem Bitti (Eniyi Evet

Kezmel Return

r

i T Sonlandir 7

i i Hawr

! d Kernel Call o

i L Kezmel Return Ralet segimi
; i Kernel Call .

i 0 F Cﬂmﬂm
i . Kernel Refurn Mutasyon

i : Kemel Call ad

i i_ Eernel Fefurn Elit coziimler
; i Kernel Call

i ! " Yeni popiilasyon

Sekil 3. GPU Destekli GA Algoritmast

GPU optimizasyonu yapilarak paralellestirilen DVM siniflandirma islemi ise Sekil 4’de verilmistir.
Sekilde ¢ekirdek fonksiyonun hesaplanmasini hizlandirmak igin kullanilan CUDA ¢ekirdek fonksiyonu
da verilmistir.
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GPU CPU

cekirdek fonksiyonunun CUDA tabanl (Slave) (Master)
planmasi

Baslangi¢ Ayarlari
_device_ cudafloat RBFKemelCUDA (int a0, int al, cudafloat *
samples, int n_samples, int num_dimensions, cudafloat * Giris Test Verileri
kernel_args)

{ GPU'ya Test Verileri Kopyala

cudafloat sum_variable=0;
- < GPU’ya Model Dosyasini Kopyalama

for (int i=0; i< num_dimensions;i++) { - |
esapla

cudafloat n0_i=samples [n_samples*a0+i];

K
cudafloat n1_i=samples [n_samples*al+i]; fix)= 5‘#9‘!+ b}

cudafloat _difference=n0_i - nl_i;

cudafloat _difference_sq= _difference*_difference;

sum_variable+=_difference_sq;

} CPU’ya sonugclari kopyalama

.c.ljdaﬂoat a=kernel_args|[0]; 1

return cuda_pow(e, -1*(sum_variable/2*a*a)

Cikti

Sekil 4. GPU destekli DVM Siniflandirmast
3.1. CUDA Uygulamalar ve Deneysel Sonuclar (CUDA Applications and Experimental Results)

Bu caligmada gelistirilen CUDA yazilimi ile CPU tizerinde ¢alisan LIBSVM yazilimlar ile elde edilen
sonuglar karsilagtirilmistir. Deneyler biiyiik veri setleri tizerinde gergeklestirilmistir. Bu veriler UCI
makine 6grenme veri setleri sitesinden alinmistir. Deneylerde ¢ekirdek fonksiyonu olarak radyal tabanli
gekirdek fonksiyonu kullanmilmustir. Calismada kullanilan veri setleri hakkinda bilgiler Tablo 1°de
sunulmaktadir.

Tablo 1. Veri setleri ve ozellikleri

Veri Seti  Egitim Ornekleri Sayist Test Ornekleri Sayisi Oznitelik Sayist  Simf Sayisi

ADULT 32651 16281 123 2
WEB 49749 14951 300 2
MNIST 60000 10000 780 10
USPS 7291 2007 256 10

Bu veri setleri ilizerinde yapilan deneyler neticesinde elde edilen sonuglar Tablo 2 ve Tablo 3’te
sunulmaktadir. Sonuglar, 10 farkli deney sonucu elde edilen degerlerin ortalamasindan olusmaktadir.
Tablo 2’de farkli veri setleri i¢in elde edilen dogruluk oranlari sunulmaktadir. Bu testte her li¢ yontem de,
tiim veri kiimelerinde birbirine ¢ok yakin bir performans sergilemektedir.

Tablo 2. Farkli DVM algoritmalari ile 4 farkl veri kiimesi i¢cin elde edilen dogruluk oranlar

Veri seti DVM Egitim Dogrulugu Test Dogrulugu
LIBSVM 85.85% 85.12%

ADULT GA-DVM 86.38% 86.05%
Cu-GA-DVM 86.24% 86.12%

WEB LIBSVM 99.51% 99.02%
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GA-DVM 99.75% 99.68%
Cu-GA-DVM 99.66% 99.57%
LIBSVM 99.60% 98.12%
MNIST GA-DVM 99.88% 98.56%
Cu-GA-DVM 99.88% 98.61%
LIBSVM 99.98% 95.77%
USPS GA-DVM 99.99% 96.15%
Cu-GA-DVM 99.99% 96.50%

Sonuglarin grafiksel sunumu asagida Sekil 5’de verilmistir.

Dogruluk Orani (%)

100 -

95 A

90 -

85 A

80 -

75 -

ADULT

Cu-GA-SVM

WEB

Cu-GA-SVM

MNIST

Cu-GA-SVM

USPS

Cu-GA-SVM

Sekil 5. Farkli DVM algoritmalari ile 4 farkii veri kiimesi i¢in elde edilen dogruluk oranlar

Hiz parametresi dikkate alinarak gergeklestirilen deney sonuglar1 ise Tablo 3°de verilmistir.

Tablo 3. DVM algoritmasi icin GPU-CPU hiz karsilagtirmast

. . Egitim Hizlanma Test Zamani Hizlanma
Veri Seti DVM Zan%am (s) | (Speed Up) (s) (Speed Up)
LIBSVM 30.50 10.11
ADULT GA-DVM 60.22 22.14
Cu-GA-DVM 10.16 5.92X 0.745 30.52X
LIBSVM 600.42 20.26
WEB GA-DVM 1005.10 35.16
Cu-GA-DVM 66.28 15.16X 0.84 41.85X
LIBSVM 160.12 27.85
MNIST GA-DVM 215.60 38.22
Cu-GA-DVM 65.05 3.31X 0.64 455X
LIBSVM 3.5 1.82
USPS GA-DVM 4.2 2.16
Cu-GA-DVM 2.1 2X 0.08 27X

Tablo 3’den de goriilecegi gibi GA-DVM algoritmasinda CUDA ile ciddi oranda hizlanma saglanmistir.
Egitim verileri lizerinde gergeklestirilen deney sonuglar1 dikkate alindiginda; ADULT veri setinde 5.92X,
WEB veri setinde 15.16X, MNIST veri setinde 3.31X ve USPS veri setinde 2X hizlanma saglanmustir.
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Test verileri lizerinde gergeklestirilen deney sonuglar1 dikkate alindiginda ise; ADULT veri setinde
30.52X, WEB veri setinde 41.85X, MNIST veri setinde 45.5X ve USPS veri setinde 27X hizlanma
saglanmistir. Elde edilen sonuglarin grafiksel sunumu ise Sekil 6’da verilmistir.
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Sekil 6. 4 farkiy veri kiimesinin egitim ve test verileri icin harcanan zaman degerleri

Tablo 1 ve Tablo 3’deki veriler incelendiginde, veri setindeki veri sayisi arttikca CUDA’nin olumlu
etkisinin de arttig1 goriilmektedir. Ornegin en biiyiik 6rnek sayisina sahip olan MNIST veri setinde
45.5X’lik bir basar elde edilmisken, en diisiik 6rnek sayisina sahip olan USPS veri setinde 27X’lik bir
basar1 elde edilmistir. Genel olarak veri boyutu arttikca CUDA programlamanin hiz optimizasyonu
agisindan olumlu etkisi de artmaktadir.

Cu-GA-DVM algoritmasinin  basarili sonuglar vermesinin nedenleri arasinda yapilan cesitli
optimizasyonlar bulunmaktadir. Yapilan optimizasyon ¢aligsmalarindan bazilari agagida sunulmustur.

1. Paralellestirilebilen kod pargalarinin CUDA {izerinde gergeklestirilmesine dikkat edilmistir. Seri
olmasi gereken islemler ise CPU fizerinde ¢alistirilmigtir.

2. CUDA ile islenecek verilerin bir seferde GPU iizerine alinmasi ve GPU iizerinde tiim islemler
yapildiktan sonra CPU’ya aktarilmasi saglanmaistir.

3. Paylasimli bellek (shared memory) kullanimi, hesaplamalar esnasinda bellek erisimini gokga
kullanan fonksiyonlarda énemli derecede performans artis1 saglamistir.

4. SONUC (CONCLUSION)

Son yillarda, simiflandirma problemleri i¢in daha verimli ¢oziimlerin getirilmesi iizerine yogun olarak
calisilmaktadir. Biiyiik boyutlardaki veri kiimelerini yorumlamak ve anlamlandirmak icin yogun
hesaplamali islemler gerekir. Paralel programlama teknikleri ile zaman alan islemlerin desteklenmesi
hesaplama maliyetini azaltir ve uzmanlarin isini kolaylastirir. Bu ¢aligmada son yillarda 6nemi gittikge
artan GPU programlama ile ilgili bir ¢alisma yapilmistir. Bu kapsamda biiylik 6l¢ekli verilerin
siiflandirilmasi i¢in genetik algoritma ile optimize edilmis destek vektor makinesi kullanildi. Bu
yontemin bir GPU programlama ¢esidi olan CUDA Programlama ile hizlandirilmasi amaglanmustir.
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CUDA is pargacig1 hiyerarsisini ve bellek hiyerarsisini temel almaktadir. Gergeklestirilen ¢aligmadan da
goriilecegi iizere GA ve DVM gibi yogun is yiikiiniin oldugu mimarideki ¢alismalar i¢in ve binlerce
kiigiik pargaya boliinebilen sorunlar icin CUDA ¢ok uygun goziikmektedir. Calismadan elde edilen bir
diger sonug ise CUDA, en ¢ok kullanilan programlama dillerinden C’nin avantajini iyi kullanarak tim
kodun bastan yazilmasina gerek duymaz. Sadece hesaplama agisindan islem yiikii cok olan parcacik i¢in
bir CUDA kodu yazabilir ve mevcut koda entegre edilerek gerekli hizlanma saglanabilmektedir.
Uygulamadan ¢ikarilabilecek bir diger sonu¢ ise CUDA ile uygulama gelistirirken, dikkate alinmasi
gereken 6nemli noktalardan biri, tim uygulamalarin CUDA aygiti lizerinde iyi dl¢ceklenemeyecegidir. Bu
noktada sonuglara gore gelecekteki calismalarda, bellek kullanimi ve daha fazla paylasimli bellegin
kullanilmasi i¢in kodun optimizasyonuna dogru ilerleyecektir.
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