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OzeT

Cok degiskenli desen analizi (CDDA) klinik verilerin incelenmesi i¢in yaygin olarak kullanilan giiglii bir tekniktir.
CDDA uygulamalarinda genellikle makine 6grenmesi yontemleri kullanilmaktadir. Kolektif 6grenme
algoritmalar1 ¢cok sayida makine 6grenmesi metodunu bir araya getirilerek siniflama performansini arttirmaktadir.
Kadinlarda en sik goriilen ikinci kanser tiirii olan serviks kanseri diisiik gelirli ilkelerde 6nemli bir liim nedenidir.
[k evrelerinde belirti gdstermeyen serviks kanseri erken teshis edildiginde tamamen tedavi edilebilmektedir. Bu
calismada rastgele ormanlar, asir1 rassal agaglar ve Adaboost kolektif 6grenme yontemleri kullanilarak hastalarin
serviks kanseri riskini gesitli risk faktorlerinden faydalanarak farkli tarama yontemleri agisindan tahmin eden bir
CDDA uygulamasi yapilmistir. Asirt rassal agaclar algoritmasindan Hinselmann, Schiller, sitoloji ve biyopsi
tarama yontemlerinin hastalarin serviks kanseri olmasi riskini tahmin basarisi sirasiyla %99, %96, %97 ve %97
olmustur.

Anahtar Kelimeler: Kolektif 6grenme algoritmalari, Rastgele ormanlar, Asiri rassal agaglar, Adaboost, Klinik
karar destek sistemleri

Application of Ensemble Learning Based Multivariate Pattern
Analysis On Clinical Decision Support Systems

ABSTRACT

Multivariable pattern analysis (MVVPA) is a powerful technique that is used widely to examine clinical data.
Machine learning methods are generally used in MVVPA applications. Ensemble learning algorithms increase the
classification performance by combining a large number of machine learning methods. Cervical cancer that is the
second most common cancer type in women is a major cause of death in low-income countries. Cervical cancer,
which has no symptoms in its initial stages, can be completely cured if it is diagnosed early. In this study a MVPA
application is performed that uses random forests, extremely randomized trees and Adaboost ensemble learning
methods to estimate the risk of cervical cancer of the patients by using the various risk factors for different
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screening strategies. Prediction performance of the extremely randomized trees for the cervical cancer risk was
99%, 96%, 97% and 97% for the Hinselmann, Schiller, citology and biopy screening methods.

Keywords: Ensemble learning algorithms,Random forests,Extremely randomized trees,Adaboost,Clinical decision
support systems

|. GiRris

linik karar destek sistemleri (KKDS), doktorlara hastaya ait tibbi verileri kullanarak verecegi

kararlar konusunda yardim eden bilgisayar sistemleridir. Hastaya 6zgii veriler ile uygulanan
KKDS’nin teshis koyma, Onleyici bakim, hastalik yonetimi ve recetelendirme konularinda sagladig:
destekle hasta sonuglarini iyilestirdigi ve bakim maliyetlerini disiirdiigii yapilan ¢alismalarla
gosterilmistir [1]. KKDS’nin tasarimi ve uygulamasinda matematiksel modelleme, oriintii tanima ve
biiyiik veritabanlarinin istatistiksel analizi teknikleri ile birlikte Bayes modellemesi, karar agaclari,
yapay sinir aglart gibi makine 0grenmesi algoritmalar1 da yaygin olarak kullanilmaktadir. Saglik
hizmetlerinde {iretilen biiyiik hacimli veriler nedeniyle hekim uygulamalarini, hastalik yonetimini ve
kaynak kullammmimi iyilestirmek icin veri madenciligi yontemlerine duyulan ilgi her gegen giin
artmaktadir [1, 2].

Bu calismada serviks kanserinin teshis edilmesine yonelik bir KKDS calismast yapilmistir. Serviks
kanseri, anormal hiicrelerin serviks tizerinde kontrol dis1 biiyiimesi ile meydana gelir. Kotli huylu bir
timor olan serviks kanserinin goriilme sikligi meme kanserinden sonra ikinci siradadir [3]. Giiniimiizde
serviks kanserini teshis etmek i¢in kullanilan ¢ok sayida tarama ve teshis yontemi vardir. Ornegin,
sitoloji, kolposkopi ve biyopsi tarama yontemleri serviks lezyonlarini tespit etmek i¢in kullanilmaktadir.
Dusiik gelirli ve gelismekte olan iilkelerde kaynaklar kisithidir ve hastalar genellikle diisiik problem
farkindalig1 nedeniyle rutin taramalara baglilik gostermemektedir. Bu nedenle hastaligin teshisindeki en
iyi tarama yontemini ve her hastanin risk durumunu tespit etmek biiyiik 6nem tasimaktadir [4]. Serviks
kanserine yonelik gelistirilen KKDS ile hangi metabolitlerin istatistiksel éneme sahip oldugu ve
hastaligin smiflandirilmasinda basarili oldugu [3], hastalarin yasam periyotlarini etkileyen faktorlerin
belirlenmesi [5] ve serviks kanserinin teshisi ile iliskili faktorlerin bulunmasi [6] konularinda
arastirmalar yapilmustir.

Cok degiskenli desen analizi (CDDA), klinik verilerin analizi i¢in klasik istatistik uygulamalara dayali
tek degiskenli yontemlere gore daha giiclii bir tekniktir. Genellikle makine 6grenmesi yontemleri ile
gergeklestirilen CDDA klinik teshis uygulamalarinda yaygin olarak kullanilmakta ve basarili sonuglar
tiretmektedir [7, 8]. CDDA algoritmalar1 hastalardan toplanan klinik tarama verilerinden faydalanarak
gelistirilen tahmin modelleri olarak kullanilirlar. Bountris ve digerleri [7] serviks kanserinde teshis
dogrulugunu arttirmak i¢in klasik ve yardimci yontemlerin sonuglarimi birlestirdikleri CDDA
calismasinda yapay sinir aglarin1 kullanmislardir. Gelistirdikleri bu KKDS ile %89,4 duyarlilik, %97,1
belirlilik ve %89,4 pozitif tahmin dogruluguna ulasmislardir. Mayr ve digerleri [9] yaptiklar1 calismada
timor morfolojisi ve mikrosirkiilasyon verilerinin birlikte kullanilmasinin ileri serviks kanserli
hastalarda lokal yetmezlik tahmininde her bir parametrenin tek bagina kullanilmasindan daha dogru
tahmin potansiyeline sahip oldugunu gostermislerdir.
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Kolektif 6grenme, ¢ok sayida 6grenme algoritmasinin belirli bir problemi ¢6zmek iizere bir araya
getirilmesidir. Buradaki amag¢ tek bir 6grenme algoritmasindan elde edilecek tahmin dogrulugunu
arttirmak ve varyansi azaltmaktir. Kolektif 6grenmenin bagging ve boosting olmak iizere iki farkl
uygulama sekli vardir. Bagging yontemi veri setindeki rastgele alt 6rnekler {izerinde ¢alisan ¢ok sayida
O0grenme algoritmasindan elde edilen bireysel tahminlerin nihai bir tahmin olusturmak igin
toplanmasidir. Boosting yontemindeyse dgrenme algoritmalari pes pese ¢alistirilmaktadir. Ogrenme
algoritmasinin kullanacagi egitim seti, bir onceki algoritmanin performansina gére hata yapilan
orneklere oncelik verilerek belirlenmektedir [10, 11].

Bu calismada, kolektif 6grenmeye dayali CDDA ile serviks kanserinin teshisi i¢cin bir KKDS
gelistirilmistir. Hastalardan klinik olarak elde edilen 32 risk faktorii kullanilarak 4 farkli tarama yontemi
(Hinselmann, Schiller, sitoloji ve biyopsi) igin kanser riski tahmin edilmistir. Bu amagla Kkolektif
Ogrenme algoritmalarindan bagging yontemini kullanan rastgele ormanlar ve asiri rassal agaglar ile
boosting yontemini kullanan Adaboost ile siniflama yapilmis ve elde edilen siniflama dogruluklar
karsilastirilmastir.

Bu ¢aligmanin ikinci bdliimiinde kullanilan veri setinin 6zellikleri verilmistir. Ayni1 zamanda ¢alismada
kullanilan kolektif 6grenme algoritmalart tanitilmistir.  Ugiincii bolim KKDS’nin detaylar1 ve
parametreleri ile ¢aligmadan elde edilen deneysel sonuglara ayrilmistir. Dordiincii boliimde ise elde
edilen sonuglar yorumlanarak yapilan ¢alismanin 6nemi degerlendirilmistir.

Il. MATERYAL VE YONTEM

A. VERI

Bu calismada Caracas Universitesi Hastanesi’nden toplanan serviks kanseri verileri kullanilmustir [4].
Bu veri seti 858 hastaya ait demografik veriler, aligkanliklar ve tibbi ge¢cmis kayitlarina iligskin 32 farkli
risk faktoriine ait 6zellikler icermektedir. Bu 6zellikler arasinda yas, cinsel es sayisi, hamilelik sayisi,
sigara i¢ilip icilmedigi, hormonal dogum kontrolii yontemlerinin kullanilip kullanilmadigi, kullanildiysa
kac¢ yil devam ettigi, rahim ici cihaz kullanip kullanilmadigi, cinsel yolla bulasan enfeksiyon gecirilip
gecirilmedigi, gecirildiyse sayisi ve tiirii gibi hastaya ait detayli bilgiler bulunmaktadir. Veri seti hedef
degiskenler olarak serviks kanseri teshisinde kullanilan 4 farkli tarama yontemi agisindan hastanin
kanser riski tasiyip tagimadigi bilgisini de igermektedir. Bu tarama yontemleri Hinselmann, Schiller,
sitoloji ve biyopsidir. Hinselmann yontemi asetik asit kullanilarak, Schiller ise liigol iyodin kullanilarak
yapilan kolposkopidir.

B. KOLEKTIF OGRENME ALGORITMALARI

Rastgele ormanlar ¢ok sayida karar agacinin bir araya getirilmesi ile olusturulan bir kolektif 6grenme
yontemidir. Rastgele orman igerisindeki her bir agag birbirinden bagimsiz olarak giris verisi igerisinden
rastgele orneklenmis vektorlere bagli olarak sonug liretir. Bu rastgele drnekleme her agac icin esit
dagilima sahip olacak sekilde yapilir. Ormandaki agaglarin sayisini arttirmak belirli bir noktaya kadar
sistemin performansini arttirmaktadir. Rastgele bir ormanin bagsarimi ormanda yer alan her bir agacin
giiciine ve agaclar arasindaki iliskiye baghdir. Agagtaki diiglimleri ayirmak icin egitimde kullanilan
Ozelliklerin rastgele se¢ilmesi hata oranimi disiiriir. Rastgele ormanlar giris verisinde bulunan

955



giiriiltiilere kars1 da dayaniklidir. Tiim agaglardan gelen siniflama sonuglar1 oylama yontemi ile bir araya
getirilir ve en ¢ok oy olan sinif ¢ikis olarak belirlenir [12].

Ekstra agaclar olarak da bilinen asir1 rassal agaglar danismanli siniflama ve regresyon problemlerinde
kullanilan aga¢ tabanli bir kolektif 6grenme algoritmasidir. Asir1 rassal agaglardaki rassallik agac
diiglimlerinin boliinmesi sirasinda rastgele ormanlarla kiyaslandiginda bir adim daha ileri gider. Bu
yontemde aga¢ diigiimleri boliiniirken hem 6znitelik hem de esik degeri se¢iminde giiglii bir rassallik
kullanilmaktadir. Rastgele ormanlardaki gibi giris 6zelliklerinin rastgele bir alt kiimesi kullanilir fakat
diigiimlerin boliinmesi sirasinda en ayirt edici esik degerini aramak yerine giris verisindeki her 6zellik
icin rastgele bir esik degerleri atanir. Bu rastgele olusturulmus esik degerlerinin en iyisi diigiimlerin
boliinmesinde kullanilir. Bu uygulama yanliligi bir miktar arttirmakla birlikte modelin varyansini
diistirmeyi saglar [13].

Adaboost (Adaptive Boosting) algoritmasi simiflama performansini arttirmak igin zayif 6greniciler de
denilen ¢ok sayida 6grenme algoritmasinin pes pese calistirilmasidir. Sistemin ¢ikis1 zayif 6grenicilerin
¢ikiglarinin agirlikli ortalamasi ile elde edilir. AdaBoost algoritmasinda sonra gelen zayif 6grenciler
once c¢alisan O6greniciler tarafindan yanlis siniflandirilan 6rneklere 6ncelik vererek uyarlanmaktadir.
Algoritmanin her bir tekrarinda egitim O6rneklerinin her birine Wi, W, ... Wn agirliklart uygulanir.
Baslangicta bu agirliklarin hepsi wi = 1/N olarak ayarlanir. Boylece algoritmanin ilk tekrarinda zayif
Ogreniciler orijinal veri seti lizerinde calisirlar. Algoritmanin her tekrarinda 6rnek agirliklart ayri ayri
degistirilir ve 0grenme algoritmasi yeniden agirliklandirilmig verilere tekrar uygulanir. Bir 6nceki
adimdaki model tarafindan yanlis tahmin edilen egitim 6rnekleri agirliklar: arttirilirken dogru tahmin
edilen o6rneklerin agirliklar1 azaltilir. Algoritma calistikga tahmin edilmesi zor 6rneklerin agirliklar:
giderek artar. BOylece sonraki her bir zayif 6grenci, onceki 6grenici tarafindan gozden kagirilan
orneklere odaklanmaya zorlanir [14]. Bu ¢alismada zayif 6grenici olarak karar agaglart ve siniflama
algoritmasi olarak orijinal Adaboost yonteminin gelistirilmis bir versiyonu olan Adaboost-SAMME.R
yontemi kullanilmistir [15]. Modelin giincellenmesinde sinif etiketleri yerine agirliklandirilmis sinif
olasiliklarii kullanan bu yontemde zayif 6grenicilerin performansinin rastgele tahminden (1/2) daha
yiiksek olmasi gerekmektedir. Yanlis siniflandirilmis 6rneklere Adaboost’a gore daha yiiksek agirlik
degerleri atayan bu yontemin ikili siniflama problemlerinde orijinal Adaboost algoritmasina gore daha
yiiksek performans sergiledigi gosterilmistir [16].

I1l. BULGULAR VE TARTISMA

Bu calismada rastgele ormanlar, asir1 rassal agaclar ve Adaboost kolektif 6grenme algoritmalar
kullanilarak gerceklestirilen CDDA ile hastalarin serviks kanseri riski tahmin edilmigtir. Tiim 6grenme
algoritmalar1 Python scikit-learn kullanilarak gerceklestirilmistir [17].

Toplam 858 hastaya ait 32 6zellik igeren veri setinde pek ¢ok hasta bazi sorulara mahremiyet nedeniyle
cevap vermemistir. Bu nedenle veri setinden eksik bilgileri bulunan hastalara ait kayitlar ¢ikarilmistir.
Veri setindeki saglikli ve kanser hastasi siniflarinin dagilimlar1 dengesizdir. Bu nedenle verilere sinif
dagilimlan esit olacak sekilde oversampling uygulanmistir. Iki adet risk faktdriinde ¢ok fazla eksik
deger oldugundan bunlar veri setinden ¢ikarilmistir. Sonugta 668 hastaya ait 30 6zellik ve 4 farkli hedef
tarama yontemi kullanilmustir.
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Tiim 6grenme algoritmalarmin performansi 10-kat ¢apraz dogrulama yontemi ile dogruluk, duyarhlik,
belirlilik ve AUC performans odlgiitleri kullanilarak degerlendirilmistir. Ogrenme algoritmalarinin
parametreleri deneysel olarak en yiiksek bagarim gosteren degerler olarak segilmistir.

Rastgele ormanlar algoritmasini kullanarak yapilan ikili siniflama isleminde ormandaki agag sayis1 10,
diigiimlerdeki boliinmenin kalitesini O6lgmek iginse Esitlik (1)’de wverilen ‘gini’ fonksiyonu
kullanilmigtir. Burada j siif sayisi, t o digiimdeki orneklerin alt kiimesi, P(i|t) ise digim alt
kiimesinden i sinifinin se¢ilme olasiligidir.

gini(t) =1 - ¥, P(il) )
Rastgele ormanlarin olusturulmasinda en iyi diigiim ayrimini ararken kullanilacak 6zellik sayis1 toplam
ozellik sayisina esit olarak secilmis ve egitim i¢in kullanilan drneklere bootstrap islemi uygulanmustir.
Tablo 1 rastgele orman algoritmasindan 10-kat ¢apraz dogrulama sonucunda egitim ve test verileri igin
elde edilen ortalama siniflama sonuglarini gostermektedir. Parantez iginde verilen rakamlar standart
sapmay1 belirtmektedir.

Tablo 1. Rastgele orman algoritmasindan elde edilen siniflama sonuglar

Egitim Test
Dogruluk Kesinlik Hassasiyet AUC  Dogruluk Kesinlik Hassasiyet AUC
1,00 0,99 1,00 1,00 0,99 0,97 1,00 1,00

Hinselmann = . 600y (£0.00) (£0.00) (£000) (£002) (£003) (£000) (+001)
soniller 099 099 09 100 0% 0% 0% 09
(£0,00) (£0,00) (£0,00) (£000) (£003) (£0.04) (£0.03) (£002)
st 0% 098 097 100 097 094 08 093
£0,00) (0,01) (*001) (000) (£003) (£0,12) (£0,10) (£0,04)
099 099 0909 100 097 098 095 098
Biyopsi

(£0,00) (£0,00) (£0,00) (£0,00) (£0,01) (£0,03) (£0,03) (x0,01)

Asiri rassal agaclarin egitiminde rastgele ormanlar yonteminde kullanilan parametrelere benzer sekilde
agac sayist 10 olarak belirlenmistir. Diigimlerdeki bdliinmenin kalitesini 6lgmek igin ise ‘gini’
fonksiyonu kullanilmigtir. Tablo 2’de asir1 rassal agaglardan 10-kat ¢apraz dogrulama ile elde edilen

dogruluk, kesinlik, hassasiyet ve AUC performans Olgiitlerinin ortalama ve standart sapmalar

verilmistir.
Tablo 2. Aswr1 rassal agaglar algoritmasindan elde edilen performans degerleri
Egitim Test
Dogruluk Kesinlik Hassasiyet AUC  Dogruluk Kesinlik Hassasiyet AUC
Hinselmann 1,00 0,99 1,00 1,00 0,99 0,99 1,00 1,00
(0,000 (£0,000 (£0,00) (£0,000 (£0,01) (0,02) (0,000 (+0,01)
Schiller 1,00 0,99 1,00 1,00 0,96 0,97 0,95 0,98
(0,000 (£0,00) (£0,000 (£0,00) (+0,02) (£0,03) (£0,03) (£0,02)
Sitoloji 1,00 0,99 0,99 1,00 0,97 0,94 0,84 0,92
(£0,00) (0,000 (£0,00) (£0,000 (£0,02) (0,060 (x0,10) (£0,05)
. . 1,00 0,99 1,00 1,00 0,97 0,97 0,95 0,98
Biyopsi

(£0,00) (0,000 (£0,00) (£0,000 (x0,01) (£0,02) (£0,04) (£0,02)
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Adaboost algoritmasi uygulanirken egitimde temel 6grenici olarak karar agaci kullanilmig ve egitimin
sonlanmasi i¢in kullanilacak maksimum temel 6grenici sayisi 100 olarak belirlenmistir. Bu parametreler
kullanilarak Adaboost algoritmasiyla 10-kat capraz dogrulama sonucunda bulunan siniflama basarimina
ait ortalama ve standart sapma degerleri Tablo 3’te gdsterilmistir.

Tablo 3. Adaboost yonteminin siniflama basarimi

Egitim Test
Dogruluk Kesinlik Hassasiyet AUC  Dogruluk Kesinlik Hassasiyet AUC
1,00 0,99 1,00 1,00 0,99 0,99 1,00 1,00

Hinselmann = . 601y (£ 0.01) (£0.01) (£000) (£0.04) (£005) (£001) (+002)
sciller 100 099 100 100 09 097 0% 098
(£0,02) (£0.01) (0,04 (£000) (£0.03) (£0,05) (£004) (=0,03)
Sitoloji 100 099 099 100 _ 0907 004 084 092
©0,01) (£0,01) (£0,04) (*0,00) (002 (0,11) (£008) (0,07
100 099 100 100 097 097 095 098
Biyopsi

(£0,01) (£0,01) (£0,04) (£0,000 (£0,02) (x0,06) (+0,04) (+0,03)

Calismada kullanilan kolektif 6grenme yontemlerinin performansi 10-kat ¢apraz dogrulama ile test
verilerinden elde edilen dogruluk olciitiine gore Sekil 1°de verilen grafik ile karsilagtirilmstir.

Hinselmann Schiller Sitoloji Biyopsi

1,050

1,000

0,950

luk

0,900

Dogru

0,850

0,800

0,750

m Rastgele Ormanlar  m Asiri Rassal Agaclar m Adaboost

Sekil 1. Test verileri tizerinde kolektif 6grenme algoritmalarinin basarimi

Bu ¢alismadan elde edilen sonuglar ayn1 veri setini kullanarak yapilmig ve serviks kanseri riskini 4 farkli
tarama yontemi agisindan siniflandiran literatiirdeki tek ¢alisma olan Wu ve Zhou’nun [18] ¢aligsmasi
ile kiyaslanmigtir. Tablo 4’te bu ¢caligmadaki en yiliksek performansi gosteren agir1 rassal agaglar yontemi
ile elde edilen dogruluk sonuglari, Wu ve Zhou’nun [18] calismasinda kullandiklar1 destek vektor
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makineleri (DVM), 6zyinelemeli eleme yontemini kullanan DVM (DVM-RFE) ve temel bilesen analizi
yontemini kullanan DVM (DVM-PCA) yontemleri ile karsilastirilmistir. Tablo4’teki degerlerden de
goriilebilecegi gibi bu c¢alismada kullanilan asiri rassal agaglar yontemi DVM yoOntemi ve onun
tiirevlerine gore 4 farkli tarama tiiriiniin hepsi i¢in serviks kanseri riskini belirlemede daha yiiksek
basarima sahiptir.

Tablo 4. Bulgularin diger ¢calismalaria kiyaslanmasi

Hinselmann Schiller Sitoloji Biyopsi
Astrt rassal agaglar 999,30 996,00 996,86 997,33
(Bu ¢calisma)

D[;/SI}/I %93,97 %90,18 %92,75 %94,13
DVIS;}?FE %93,69 %90,18 %92,37 %94,03
DV'EE]DCA %93,79 %90,18 %92,46 %94,03

V. SoNuC

Bu c¢alismada cesitli risk faktorleri kullanilarak 4 farkli tarama teknigi acisindan hastalarin serviks
kanseri riski tagiyip tasimadigi tahmin edilmistir. Kolektif 6grenme metotlarindan rastgele ormanlar,
asirt rassal agaclar ve Adaboost algoritmalar1 bu amagla 10-kat capraz dogrulama yontemiyle
egitilmistir. Calismadan elde edilen ikili siniflandirma sonuglarina gore rastgele ormanlar ve asir1 rassal
agaclar algoritmalar1 bir birine ¢ok yakin siniflama performans: gostermistir. Bununla birlikte agiri
rassal agaclarin basariminin Hinselmann ve Schiller yontemleri i¢in biraz daha yiiksek oldugu
goriilmiistiir. Bu ¢calismada Adaboost algoritmasi en diisiik siniflama bagarisina sahip yontem olmustur.
Asin rassal agaclar algoritmasindan Hinselmann, Schiller, sitoloji ve biyopsi tarama yontemleri igin
hastalarin serviks kanseri olmasi riskinin tahmin basarisi sirasiyla %99, %96, %97 ve %97 olmustur.
Bu dogruluk oranlar1 siiflandirma kesinligi ve hassasiyetinden elde edilen yiiksek performans ile
birlikte degerlendirildiginde asir1 rassal agaglar yonteminin hastalarin serviks kanseri riskinin
degerlendirilmesinde doktorlara yardimci bir KKDS olarak kullanabilecegini gostermistir.
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