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Ozet— Literatiirdeki bircok siniflandirici  yontemi en yiiksek smiflandirma  dogruluguna ulasilmasi icin
kullanilmaktadir. Kisitlanmis Boltzmann makinesi gozetimsiz 6grenmenin yapildigi bir yapay sinir agi olmasinin yant
sira, Oznitelik elde etmekte kullanilan 6grenen bir bilesen olarak 6nem kazanmigtir. Caligmamizda Bernoulli tipli
kisitlanmis Boltzmann makinesi ve farkli siiflandiricilar kullanilarak olusturulan bes farkli is hattinin basarimlari
kiyaslanmaktadir. Bu is hatlarinda sirasiyla lojistik regresyon, karar agaci, Gauss saf Bayes, Ada Boost ve rasgele
orman siniflandirict kullanilmistir. Siniflandirma sonucu degisiklikleri, bu smiflandiricilarin elde ettigi tek basina
smiflandirma sonuglarina kiyasla is hatlar1 kullanilarak gozlemlenmistir. Deneysel sonuglar, MNIST el yazisi rakam
tamima veri kiimesi kullanilarak elde edilmistir. Bu deneylerde kisitlanmig Boltzmann makinesinin {istiin
parametrelerinin iki farkli diizeni kullanilmistir. Bu sonuglara gore, tek basina smiflandiricinin  siniflandirma
dogrulugunun deneylerdeki is hatlari kullanimi sayesinde daha iyi hale geldigi goriilmiistiir. En yiiksek basarim
%97,19'luk bir simflandirma basar1 oramyla elde edilmistir. Onerilen is hatt1 tasarimim kullanan modeller ilgili bireysel
smiflandirict ortalama basarimlarimi en az %1 ila en ¢ok %33 arasinda iyilestirmistir. Makalede tartismaya da yer
verilmektedir.

Anahtar Kelimeler— kisitlanmig Boltzmann makinesi, siniflandirma, makine 6grenmesi, elyazisi, rakam tanima.

Performance Evaluation of Classification Pipelines Builded
with Restricted Boltzmann Machine and Several Classifiers

Abstract— Many classification methods in the literature are used to achieve the highest classification accuracy. The
restricted Boltzmann machine is an artificial neural network with unsupervised learning, however it is gained
importance as a learning component to extract attributes. In our study, we compared the performances of five different
pipelines builded with the Bernoulli-type restricted Boltzmann machine and different classifiers. Experiments have been
carried out on these pipelines by using logistic regression, decision tree, Gaussian naive Bayes, Ada Boost, and random
forest classifier, respectively. The classification resultant changes were observed through the use of pipelines compared
to the stand alone classification results obtained by these classifiers. Experimental results were obtained with the use of
MNIST handwriting digit recognition data set. In these experiments, two different orders of hyper parameters of the
restricted Boltzmann machine were used. According to these results, it was seen that the classification accuracy of the
stand alone classifier became better through the use of pipelines in the experiments. The highest performance was
achieved with a classification success rate of 97.19%. Models using the proposed pipeline design have improved the
average performance of related invidividual classifiers from at least 1% to at most 33%. Discussions are also included.

Keywords— restricted Boltzmann machine, classification, machine learning, handwriting, digit recognition.

1. GIiRIS (INTRODUCTION) yiizii tespiti ve kimlik dogrulama iizerinde oldukca fazla

calisilmig, makine oOgrenmesini kullanarak ¢oziilmeye
Giintimiizde makine ogrenmesi hayatimizin  birgok calisilan problemlerin oldugu alanlardir. Biiytik veri ile
alaninda kullanilmaktadir. Ozellikle nesne tamma ve Salisilirken ham veriden anlamli bilgiye (knowledge)
takibi yoluyla giivenlik sistemlerinin olusturulmasi, el ~ ulasilmasi yoluyla gergek hayat problemlerinin ¢oziimiine
yazisi tanima, ses pargasindan konusma analizi, insan yonelik yaklagimlar kullanilmaktadir. Veri analizi ve
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smiflandirma  bu isin daha yiliksek dogrulukla
basarilmasini saglamaktadir. Son yillarda, birlesik olasilik
dagilimini temel alan 6rnekleme, tahmin ve ¢ikarsamaya
dayanan c¢ozlimler giiniimiiz biiyiik veri ortamlarinda
karsilagilan bdyle problemlerin ¢dziimiinde kullanilmaya
baslanmistir. Bu agidan olasiliksal ¢izgesel modeller,
rasgele degiskenler arasindaki bagimsizlig1 agik¢a ortaya
koyabilmeleri ve biiyiik birlesik dagilimlar i¢in giiclii bir
cikarsama yapabilmeye imkan tanimalari nedeniyle
onemlidirler. Markov Rasgele Alan1 (Markov Random
Field, MRA), uzamsal veya iligkisel alandan olusan
problemlerin  modellenmesinde  kosullu  olasilig
kullanmaktadir. Cizge (graph) fikrinden yola ¢ikilarak
diigimlerdeki kosullu olasiliga dayali eslestirmelerden
yararlanilmstir. Literatiirde siklikla ~ karsilasilan
Boltzmann Makinesi bdyle bir MRA temel alinarak
olugturulmus, bazi diigiimleri "gizli" baz1 diigiimleri ise
"goriiniir'" olarak verilen ve bu diigiimlerin degiskenleri
temsil ettigi bir ¢izge yapisindaki Yapay Sinir Agidir
(Artificial Neural Network, YSA). Buna benzer bazi
olusturucu modeller (generative models) giiniimiiziin yeni
trend konusu olan derin 6grenme mimarileri arasinda yer
almaktadir. Derin 6grenme mimarilerinde YSA'lar bir
veya birden fazla gizli katmani olan aglar olarak
tasarlanmaktadir. Derin 6grenmede, dznitelikler (features)
veriden  otomatik  olarak elde edilirler, elle
belirlenmelerine veya hesaplanmalarina gerek duyulmaz.
Boylece farkli siniflandirma gorevleri i¢in etkin olarak
ilgili makine Ogrenmesi yontemi kullanilabilir. Derin
o0grenmede katmanlarin bir siradiizeni ile ¢aligilmakta iist
iste yigilan (stacked) katmanli bir yap1 sayesinde rasgele
olusturulan Oznitelikler kullanilarak O0grenme
gerceklesmektedir.  Siniflandirma  goérevine dair  bir
maliyet fonksiyonunun eniyilemesi bu Ozniteliklerin
o0grenme fazi boyunca dereceli olarak rafine bir hale
getirilmesi yoluyla yapilmaktadir. Derin Inang Aglari
(Deep Belief Networks, DiA), Evrisimli Yapay Sinir Ag1
(Convolutional Artificial Neural Network, EYSA) ve
Kisitlanmig Boltzmann Makinesi (Restricted Boltzmann
Machine, KBM) gibi derin 6grenme mimarileri dogrudan
veriden Oznitelik elde etmeyi saglamakla beraber, daha
fazla sayida ek ag katmami ve sinir diglimiini
kullanmalart  nedeniyle = daha  yiiksek  hesapsal
karmagikliga da neden olmaktadirlar [1,2].

Literatiirde birgok smiflandirma ve regresyon yontemi
bulunmaktadir. Bunlardan en sik kullanilanlar k-Enyakin
Komsuluk (k-Nearest Neighbor, k-EK), Karar Agaglar
(decision trees, KA), Rasgele Orman Smuflandirict
(random forest classifier, ROS), Gauss Saf Bayes
(Gaussian Naive Bayes, GSB) smiflandirici, Ada Boost
smiflandirict ve Lojistik Regresyon Siniflandirict (LRS)
yontemi olarak bilinmektedir. Bunlar yogunlukla elle
belirlenmis Oznitelikleri kullanmaktadirlar. Karakog vd.
calismasinda [3] belirtildigi gibi, elle modellemesi
yapilmig bir yoldan 0&znitelik elde edilmeyen derin
Ogrenme  mimarilerinde,  basit  islemler  veriye
uygulanirken kullanilan parametrelerden en uygun olanini
O6grenme s6z konusudur. Bu bakis acisiyla, verinin
problemi ne kadar iyi temsil ettigi, parametre sayisi ve
bunlart giincellemek i¢in izlenecek ¢esitli stratejiler Gnem
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kazanmaktadir  [3]. Daha yiiksek siniflandirma
dogruluguna ulagmak i¢in topluluk smiflandirmasi
(ensemble classification) yaklasimlarina
basvurulabilmektedir. Bu yolla birden ¢ok 06grenim
yontemi birlestirilerek belirli durumlar i¢in daha iyi
sonuglar elde edilmesi miimkiin olmaktadir. Bireysel
olarak kullanilan 06grenme yOntemlerini iyi ydnde
gelistiren bir c¢abadir [1]. Literatiirdeki caligmalarda
sunulan test sonuglarina gore herhangi bir siniflandiricinin
basarimi kiyaslamali olarak degerlendirilebilmektedir.
Calismamizda da nesnel basarim Oolgiitleri bu nedenle
kullanilarak kiyaslama yapilabilir deneysel sonuglar
ortaya konulmustur.

Calismamizda KBM'nin Bernoulli tipli KBM olarak
kullanildigt ve bu yolla ayirt edici 0Ozniteliklerin
ogrenildigi, cesitli topluluk siiflandirmasi
yaklagimlarinin olusturuldugu is hatlarinin (pipeline)
simiflandirma  basarimlarinin ~ degerlendirmesi ~ ve
kiyaslanmasi iizerinde caligilmigtir. Bu amagla Bernoulli
tipli KBM ve LRS, Bernoulli tipli KBM ve sirasiyla KA,
ROS, GSB ve Ada Boost siniflandiricilartyla ayri ayri
kurulan bes adet farkli is hatt1 literatiirde sik¢a kullanilan
makine Ogrenmesi veri kiimesi iizerinden sinanmistir.
Sinama sonuglari, enformasyon teorisindeki nesnel
Olgiitlere uygun elde edilmis ve deneysel sonuglarda yer
almaktadir. Calismamizin ana katkisi, bdyle is hatlari
kurularak  smiflandirma  dogrulugunun ne sekilde
iyilestirilebilecegini nesnel degerlerle karsilastirmali bir
bicimde acikca ortaya koyabilmesidir.

Makalenin organizasyonu su sekildedir. ikinci boliimde
Bernoulli tipli KBM, KA, ROS, GSB, Ada Boost ve LRS
siniflandiricilart hakkinda temel bilgiler verilmektedir.
Uclincii béliimde yapilan deneylerde kullamlan is hatti
tasarimma  deginilmektedir. ~ Dordiinci  boliimde
deneylerde kullanilan veri kiimesinin detaylarina yer
verilerek, is hattinda kullanilan farkli simiflandiricilarla
elde edilen deneysel sonuglar karsilagtirmali olarak
verilmektedir. Besinci bolimde deneysel sonuglarin
degerlendirilmesi iizerinden c¢alismanin ana katkisina
dayanan tartigmaya ve varilan sonuglara  yer
verilmektedir.

2. TEMEL BIiLGILER (BASIC KNOWLEDGE)

Literatiirde bir¢ok siniflandirici ve regresyon yonteminin
olusu, bunlardan biri ile elde edilen sonucun digerleri ile
kiyaslanmasi yoluyla en iyisinin segilmesinin makine
Ogrenmesi i¢in yiiksek dogrulukta smiflandirma ve
cikarsama yapilmasinda dnem arz ettigini gostermektedir.
Boltzmann Makinesi (kisitlanmamus hali) ikili diigiimlerin
bulundugu katmanlardan olusur, bunlar arasinda tam
baglantilar mevcuttur ve hi¢ bir kisitlama s6z konusu
degildir. Kisitlanmig Boltzmann Makinesi (KBM),
gozetimsiz 6grenme (unsupervised learning) i¢in bir YSA
modeli olarak ortaya ¢ikmstir, fakat glinlimiizde daha ¢ok
Oznitelik elde etmek igin 6grenen bir bilesen olarak hem
gozetimli 6grenme (supervised learning) algoritmalar1 ve
siiflandiricilar i¢in hem de derin 6grenme mimarilerinin
olusturulmasinda kullanilmaktadir. KBM, Boltzmann
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enerji fonksiyonuna yapilan kisitlamalar nedeniyle bu
ismi almigtir. Caligmamizda kullanilan Bernoulli tipli
KBM sayesinde gozetimsiz 6n egitim asamast
gergeklestirilerek farkli siniflandiricilara buradan elde
edilen 6znitelikler girdi olarak verilmistir. Bernoulli tipli
KBM, olasiliksal bir modeli temel alarak gozetimsiz
bicimde Oznitelik 6grenen bir yapidir. Bu yapida girdiler
ya ikili (binary) yapida ya da 0 ila 1 aras1 degerlerdedir,
boylece "agik" konuma getirilecek 6zel bir dznitelige dair
olasilik  belirlenmis olur. KBM, veri kiimesindeki
gizlenmig haldeki bilginin temsilini ortaya cikartmakta
oldukea basarilidir. Bernoulli tipli KBM kullanilarak veri
kiimesindeki oznitelikler kolaylikla elde edilebilmekte,
boéylece ham sinyallerden O6zniteliklere 6nceden tanimli
olmayan (elle iserctlenmemis) otomatik bir eslestirme
yapilabilmektedir. Bu agidan, log-dogrusal MRA olan
KBM sayesinde birgok derin 6grenme mimarisi de
olusturulabilmektedir [4]. En popiiler egimli yaklagiklama
(gradient approximation) modellerinden birisi de Zit
Iraksama (Contrastive Divergence) olarak bilinmektedir.
Ozellikle, 6rnekleme siirecini hizlandirmak igin CD-1
(k=1) yaklagiklasma sayesinde bir adimlik islem ile
ogrenme KBM'larinda oldukg¢a sik kullanilir [5].
KBM'larinda ikili diigiimlerin iki katmani mevcuttur.
Birincisi "goriniir", ikincisi "gizli" diiglimlerin oldugu
katmandir. Bu agidan, KBM'larin1 iki pargali (bipartite)
¢izge olarak gorebiliriz [6]. Gorliniir katman, disaridan
girdi olarak alinan veriyi temsil ederken, gizli katman ise
Ogrenme yetenegini artirmaktadir. Gizli katmandaki
diigiimlerin digart ile iligkisi yoktur. Bernoulli tipli KBM
icin gizli katmandaki diigiimler Bernoulli olasilik
dagilimina uygun tipte diigimlerdir. Goriiniir katmandaki
diigiimler birbirleri ile baglanti kurmamakta, fakat gizli
katmandaki diigiimlerle yonsiiz simetrik tam baglantilar
kurmaktadirlar. Kurulan modele gore, olasiliksal ikili tipte
olan (i) adet "goriniir" ve (j) adet "gizli" birimin belirli
bir durumuna dair enerji fonksiyonu asagidaki Esitlik 1
‘deki gibi verilir [7]:

gorunur  gizli

0--Y

[

gorunur gizli

Enerji(v,h wyvh - > av,—->bh 1
i=1 j=1

burada v, € {01} “gérimir" ve h; {01} “gizli"
birimleri igin & model parametresini gosterirken, a, ve

b, ise swasyla "gorinir" ve "gizli" birimlere dair

yanlilik (bias) terimlerini gosterir. Buradaki w; terimi de

iki katman arasindaki baglantilarin agirlik matrisini
gostermektedir. Buna gore; "gorinir" ve "gizli" birimler
kosulsal olarak bagimsizdirlar, ayrica goriiniirden-goriiniir
birimlere veya gizliden-gizli birimlere bir baglanti s6z
konusu degildir. KBM egitildigi zaman, goriiniir diigiim
etiketi i¢in veri dagilimimi temsil eden Ornekleri
olusturabilir. Bunun yan1 sira, Gauss veya Bernoulli tipli
olasiliksal goriiniir diigiimler de diger katmanda bulunur.
KBM'lar1 ¢izge biciminde gosterilebilirler. Baska
olasiliksal dagilim tipli diigiimler de literatiirde mevcuttur
[5]. KBM, O(2°) adet girdi bdlgesini O(N) parametre
kullanarak temsil edebilir. Burada b, seyrek gosterimde
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sifirdan farkli degerdeki elemanlar: ifade eder. Ayrica,
b=N oldugunda yogun bir KBM modeli olusturulmus
anlamma gelir [6]. Bunun yan sira ¢alismamizda
kullanilan KBM tabanli 6grenme algoritmasinin kendi
karmagikligi 6grenilen bilesen sayist d olmak kaydiyla
O(d?) olarak bulunabilir. Boylece modeldeki fiistiin
parametrelerin (hyperparameter) veriye uygun
ayarlanmas1 gerekmektedir. KBM icin bazi iistiin
parametreler olarak gizli katmandaki birim say1si, goriiniir
katmandaki birim sayisi, agirlik giincellemesindeki
O0grenme orant ve Ogrenme adim sayist parametreleri
literatiirdeki ¢aligmalarda verilmektedir. Bir KBM'dan
veri elde etmek istenildiginde, bu katmanlardan birinin
bulundugu rasgele bir durumdan baslanir ve Gibss
orneklemesi kullanilarak igleme devam edilir [7]. Boylece
bir katmandaki tim digimler diger katmandaki
diigimlerin su anki durumlarma kosut olarak
giincellenmis olur ve denge durumuna ulasilana kadar bu
islem devam ettirilir. Bu konu hakkindaki daha detayli
bilgilere Hinton vd. [2], Bengio vd. [6] ve Bengio [7]
calismalarindan ulasilabilir.

Karar Agaclarinda (KA), Oznitelikler her bir bolim
(partition) i¢in rasgele dagitilmaktadir. Bu yolla, en iyi
olarak bulunan bolim ayni egitim verisi kullanilsa da
degisebilmektedir. KA gozetimli 6grenme yapar. Bl ve
yonet tipi aga¢ yapili bir veri modelidir. KA
siiflandiricilart igin, i¢ karar diiglimleri ve ug yapraklar
mevcuttur. Verilen her bir girdi i¢in her diigiimde uygun
denetim iglemi yapilarak sonucuna gore dallardan biri
secilir. Bir KA i¢in karar siireci kok diigiimden baslayip
bir yaprak diigiime varana kadar 6zyineli olarak siirer. Bir
bolimden sonraki tiim dallar1 g6z oniine aldigimizda, bir
dala diisen ornekler ayni sinifa aitlerse o bolim saf bir
boliimdiir. Boylece boliim saf oldugu i¢in tekrar bdlmeye
gerek kalmaz ve hangi smifa uygunsa o smifta
etiketlenmis bir yaprak elde edilmis olur [8].

Rasgele Orman Siniflandirict (ROS), karar agaglarinin
cuvali (bagged decision trees) seklinde olusturulur.
Egitim kiimesindeki drnekler yer degistirme usuliine gore
almirlar.  Agaglar bireysel siniflandiricilar  arasindaki
korelasyonu azaltacak bir bigimde olusturulurlar. Agac
olusturmada en iyi bdlme noktasinin (split point) se¢imi
yerine Ozniteliklerin rasgele bir alt kiimesi her bir boliim
icin ele alinip incelenir. Ada Boost (Adaptive Boosting)
smiflandirici, uyarlanir bir yiikseltme sayesinde zayif
O0grenme  algoritmasinin  smiflandirma  basarimini
artirmaktadir.  Bir  topluluk  algoritmasidir.  Veri
kiimesindeki agirliklandirilmis 6rneklerle ¢alisir. Bunlarin
ne kadar iyi veya kotii siniflandirilabileceklerine bakar.
Bunlara ne kadar onem verecegi veya vermeyecegine
bagli olarak sonu¢ modelini olusturur. Topluluktaki
smiflandiricilarin egitiminden sonra, oylama yoluyla bir

smiflandirma  birlestirmesine  gidilir. Ada  Boost
algoritmasinin  birgok stirimii  vardir, c¢alismamizda
kullanilan  siirimde, model egitiminde  Ornekler

secilmektedir. Bu se¢im igleminde olasiliklar hataya bagh
olarak degistirilmektedir. Kiimenin biliyiik olmasi
gerekmez, fakat yeterince Ornek mevcut olmalidir.
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Basaris1 veriye baghdir, giiriiltiilii ve aykiri verilerden
etkilenir [8].

Gauss Saf Bayes (GSB) simiflandirici, Bayes teoremini
temel alan olasiliksal bir siniflandiricidir.  Hesapsal
etkinligi ve yiksek dogru siniflandirma basarimi
nedeniyle siiflandirma agisindan literatiirdeki
caligmalarda tercih edilir olmustur. Daha karmasik
algoritmalara gore daha iyi sonuglar verebilmektedir [9].
Siniflandirmay1 temsil eden bir ¢izgesel model kullanilir.
Islem sonunda, Kkatliterim (multinomial) dagiliml
degiskene uygun olarak farkli siniflardan biri secilir.
Siniflarin  olasiliklarint  hesaplamada Bayes kuralini
kullanir. Bunun yani sira, 6nsel (prior) olasiliklarina
dayanarak smif olabilirligini gdzlenebilirlerin olasiligt
olarak belirtir. Boylece, Onsel olasilikla veriden gelen
bilgiyi birlestirip, bir gozlenebilir degiskenin gézlenmesi
sonrasinda sonsal (posterior) olasiliklar1 hesaplar. Bu
yolla, en az hata i¢in sonsal olasilig1 en yiiksek olan sinifi
secerek smiflandirma  karart verilir. Cok degiskenli
dagilim girdiler arasindaki bagimliliklar yok sayilarak tek
degiskenli birden fazla dagilima bu yolla indirgenmis
olur. Konuyla ilgili detayli bilgilere Alpaydin'in
kitabindan [8] ulasilabilir.

Lojistik regresyon, bir istatistiksel yontem olarak veri
kiimesi analizinde kullanilabilecek bir tahmin yontemidir.
Bu yonteme dayanan smiflandirici igin iki kategorili
(binary) bagimli (sonug) degisken, 0 veya 1 seklinde
kesikli (discrete) bir degiskendir. Bu degisken ile
bagimsiz degiskenler arasindaki iliskiyi tanimlayabilmeyi
amaclar. Boylece bagimli degisken olarak ifade edilen
belirli gruplara iiye olma durumunu en iyi agiklayan
bagimsiz degiskenler kombinasyonu belirlenebilir [10].
Bir bagimli (sonug) degisken igin yapilan analizde
kullanilan birgok dagilim fonksiyonu bulunur. Lojistik
regresyon olarak adlandirilmasindaki kasit, literatiirde en

¢ok kullanilanlardan  biri olan lojit doniisiimi
kullanmasidir [11]. Bu yolla ilgilenilen bagiml
degiskenin  karakteristigine = dair  olasihigm  lojit

doniistimiinii tahminleyerek uygun katsayilarla (standart
hata ve anlamlilik diizeyleri) bahsedilen iliskinin ortaya
konulmasiyla ilgili gruplara (¢ok smnifli durumda)
simiflandirma yapilir. Lojistik regresyonu kullanirken, y
bagimli degiskeni ve X bagimsiz degiskeni olmak iizere
7(X)=E(y\X) esitligine uygun o6zel bir bigimde

E(y\X) =f, + fix
ederiz [11]:

olarak bu regresyonu soyle ifade

eﬂo +pix

= 1+ eﬂo +pix

7(X) (2)

Burada £, ve f, modelin uygun katsayilardir. Buna dair
lojit doniisiim ile asagidaki esitlik elde edilir [11]:

_| 7
9(x) —L_ﬂ(x)} (3)
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Lojistik  regresyonda, veri kiimesinden &rneklerin
degerlerinin gozlemlenmesine dair olabilirligin
(likelihood) en biiyiiklemesini (maximization) saglayan
parametrelerin secilmesi sayesinde, hatalar kareleri
toplaminin en az hale getirilmeye calisildigi ¢oklu
regresyonda yapildiginin aksine bir olaymm olma
(gerceklesmesi)  olasiiginin  en  biiyiiklemesiyle
tahminleme yapilmasina dayanan siniflandirma dogruluk
oran1  elde edilmis  olur. Calismamizda, L2
regiilarizasyonu kullanilarak cezalandirmaya (penalty)
uygun bicimde smf agirliklart Lojistik Regresyon
Smiflandirict (LRS) tarafindan belirlenmistir. Burada
regiilarizasyon, hesapsal olarak L1 regiilarizasyonuna
gore daha etkindir. Bu yolla, katsayilarin asir1 uygunluk
(overfitting) gostererek ezberlemeye neden olmasina da
engel olunur. Fakat aykir1 degerlere kars1 da pek giirbiiz
(robust) oldugu soéylenemez. LRS, tiim egitim Grnekleri
iizerinden calisarak ele alinan eniyileme probleminin
ama¢ fonksiyonu degerini hesaplar. Burada bire karsi
hepsi (one-vs-rest) semasma uyulmakta, bdylece bu
eniyileme problemi tiim siniflar i¢in iki kategorili
smiflandiricilara ayrigtirilmis olmaktadir [10,11].

Ugiincii boliimde yukarida anilan gesitli simflandiricilarin
KBM ile bir is hatti olusturacak sekilde bir araya
getirilmesi mimari yonden sistemin modiiler yapisiyla
agiklanmaktadir.

3. 1S HATTI SiSTEM TASARIMI (SYSTEM DESIGN OF
PIPELINE)

Calismamizda bes ayri is hatti, benzer veri akisi ve
calisma mantigma sadik kalacak bigimde asagida
detaylar1 verilen is hatti sistemi ve buna ait siniflandirici
modilii ile kurulan alt tiplerine uygun olarak
olusturulmustur. Is hatt1 sistemi temel iki modiilden
olusmakta, elde edilen siniflandirma sonucunun basarimi
nesnel Olciitlerle tespit edilmektedir. Bu modiiller
sirastyla, KBM modiilii ve siniflandirici tipini igeren
siniflandirici modiildiir. Bu is hatt1 sistemine veri
kiimesinin belirli bir boliimii egitim verisi ve bir bolimii
test (smama) verisi seklinde verilerek, Oncelikle
Ozniteliklerin elde edilmesi islemi igin KBM modiilii'ne
gonderilerek bu verilerin Onislemden (preprocessing)
gecirilmesi  saglanmaktadir. KBM modiilii tarafindan
gozetimsiz bir bigimde oOznitelikler 6grenilmekte ve
boylece en uygun 6znitelik kiimesi elde edilmektedir. Bu
Oznitelik kiimesi daha sonra diger modill olan
smiflandirict modiilii'ne gegirilerek uygun siniflandirma
yapilmakta, smama islemi yoluyla test asamasina dair
siniflandirma sonuglar ilgili sinif etiketleri seklinde elde
edilmekte ve bu sonuglarin veri kiimesindeki etiketlere ne
derecede uyumlu olup olmadig1 sistemin toplam
siniflandirma dogruluk basarisi olarak tespit edilmektedir.
Asagidaki Sekil 1 'de is hatt1 sisteminin mimari tasarimi
sematik olarak gortilmektedir.
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Sekil 1. Onerilen Is Hatt1 Sisteminin Yapis1 Ve

Siiflandirict Modiil Alt Tipleri
(The structure of proposed pipelining system and classification module
sub-types)

Bu is hatt1 sisteminin deneylerde kullanilacak 6znitelik
kiimesini olusturan modiilii olan KBM i¢in istiin
parametrelerin ¢esitli degerleri deney veri kiimesi ile
denenerek en iyi sonuglar elde edilmistir. KBM i¢in {istiin
parametreler olarak; 6grenme orani, 6grenme adim sayist
ve gizli katmandaki birim sayis1 ¢aligmamizdaki ig hatti
sistemine verilmektedir. Ustiin parametrelerin farkli iki
diizeni icin farkli iki deney ayni veri kiimesi iizerinden
bes farkli is hattinin her biri i¢in gergeklestirilmistir.
Sistemde  ilgili  deneylerde LRS igin  gerekli
regiilarizasyon giicii katsayist degeri sabit bir deger olarak
alinmistir. Ayrica, deneylerde topluluk siniflandirmasina
dayanan Ada Boost igin yiikseltmenin durdurulacagi en
fazla kestirimci sayist parametresi ve ROS i¢in ormandaki
agac say1si parametresi sabit bir deger olarak atanmuistir.

4, DENEYSEL
RESULTS)

SONUCLAR  (EXPERIMENTAL

Literatiirdeki siniflandiricilarin bagarimin1  6lgmek igin
bir¢ok yol vardir. Bunlardan enformasyon teorisinde olup
en ¢ok ragbet goren bazi Olgiitlerden olan kesinlik
(precision), anma (recall), F1-skoru ve dogruluk basgarisi
(accuracy rate) Olgiitleri ¢aliymamizda kullanilarak
basarim degerlendirmesi yapilmistir. Bu Olgiitlere en
temelde iki siif iizerinde calisan bir siniflandirici igin
bakildiginda, bir drnegin bir sinifa dahil olup olmamasina
siiflandiric1 art1 ve eksi isaretli olarak karar veriyorsa,
burada zaten art1 olan bir 6rnek i¢in siniflandirici da arti
olarak karar vermisse buna dogru arti (true positive, TP),
tam tersine buna eksi olarak karar vermisse yanlis eksi
(false negative, FN) olgiisii olarak ifade edilir. Bu bakis
acistyla, smiflandirict eksi igaretli bir drnek igin arti
demisse bu yanlis arti (false positive, FP) olur. EKsi
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demigse bu Ol¢ii dogru eksi (true negative, TN)
olmaktadir [8], [12]. Bu bakis agisina gore,

Kesinlik = [TP/QTPMFP\) ifadesiyle oransal olarak
verilirken, bir diger 6lgiit olan Anma = ‘TP‘/QTPMFN ‘)

olarak verilmektedir. Ayrica bu 6lgiitlerin yani sira,
Dogruluk Basarisi=([TP|+TN|)/(TP|+|FP|+TN| +|FN|)
olarak verilir. F1-skoru ise kesinlik ve anma'nin harmonik
ortalamasi olarak ifade edilir. Bu olciitlere uygun olarak
Alict Isletim Egrisi (Receiver Operating Characteristics,
ROC) cizilebilmekte ve bu egrinin altinda kalan alan
(Area Under Curve, AUC) hesaplar1 yapilarak hem gorsel
bicimde hem de nesnel olarak sayisal degerlerle
siniflandiricilart igeren is hatti bagarimlari ¢aligmamizda
kiyaslanmaktadir. Hem ROC hem de AUC agisindan
coklu simniflarla gosterim tercih edilmistir. Asagidaki
tablolar; ortalama kesinlik, ortalama anma, ortalama F1-
skoru ve ortalama dogruluk bagarist degerleri her bir
ishattiyla  (her bir smiflandiriciyla) ¢alismamizda
kullanilan Modifiye/Karistirilmis NIST (Mixed National
Institute of Standards and Technology) elyazisi rakam
tanima (digit recognition) [13] (MNIST) orijinal veri
kiimesi {iizerinden yapilan deneylerden elde edilen
sonuglarla olusturulmustur. Boylece ¢aligmamizdaki
cesitli simiflandiricilarin tek baslarma (stand alone)
kullanimlarindaki elde ettikleri siniflandirma basarimlari
ile i3 hattinda bireysel modiil olarak kullanimlar
sayesinde ortaklasa ¢alistiklari KBM modiiliiniin onlara
sagladigr basarim iyilestirmesi agik¢a ortaya konulmus
olmaktadir.

Calismamizda scikit-learn (version 0.18.1) isimli makine
Ogrenmesi ve veri madenciligi kiitiiphanesine [14], [15]
ait fonksiyonlar kullanilarak oOnerilen is hattina dair
tasarimin gerceklenmesi igin Python dili kullanilmus,
boylece c¢alismamizdaki deneyler i¢in kullandigimiz
uygulama yazilimi olusturulmustur. MNIST  veri
kiimesinde altmis bin 6rnek egitim kiimesi i¢in, on bin
ornek ise test kiimesi i¢in ayrilmistir. Her biri normalize
edilmis, s1gdig1 ¢er¢eveye ortalanmis elyazisi bigimdeki 0
ila 9 arasi rakamlar1 gosteren goriintiilerden olusmaktadir.
Veri kiimesindeki veri noktalart her bir rakam igin
yaklasik uniform bi¢imde dagitilmis, bu nedenle siniflar
arasi dengesizlik olusmamistir. Bu veri kiimesinde 0 ila 9
arast sif etiketleri verilmig, her bir rakam 28x28
biiyiikliigiinde gri tonlu ham piksel yogunluk (parlaklik)
degerleri olarak 0 ila 255 arasi degerler almaktadir. Bu
degerler isaretsiz 8-bit tamsay1 seklindedir. Her bir rakam
goriintiisii i¢in her bir Oznitelik vektorii 784-boyutlu
olarak tasarlanmigtir. Calismamizda Bernoulli tipli KBM
kullandigimiz igin, bu 6znitelik vektoriiniin icerdigi 0 ila
255 arast degerleri Olgeklendirerek O ild 1 araligina
indirgeyecek Onislem yapmamiz gerekmistir. Bu
Onislemden sonra ilgili is hattinin ilk modili olan
KBM'na bu degerler aktarilmigtir. KBM bu vektor
yapisint kullanarak Oznitelikleri elde etmistir. Yapilan
deneylerde KBM igin iki farkli {istiin parametre diizeni
olusturularak kullanilmigtir. Bunlar sirasiyla Tablo 1'de,
KBM igin 1 no'lu iistiin parametre diizeni (UPDI1) ve 2
no'lu {istin parametre diizeni (UPD2) seklinde
verilmektedir. Deneylerdeki is hatlarinda kullanilan KBM
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agmm hem egitimi hem de test asamasinda gizli
katmanindaki diigimlerin (birimlerin) sayilar1 Tablo 1'de
verilmistir. Hem egitim hem de test asamalarinda KBM
istiin parametre diizenlerinden sadece secilen bir tanesi
kullamlmstir. lgili simflandiricinin is hatt1 icerisinde
kullammi  sirasinda  scikit-learn  kiitiiphanesinde
smiflandiriciya ait varsayillan degerler kullanilmustir.
Siniflandiricilarin azami adim sayilar1 veya model agac
derinlikleri UPD1 veya UPD2'nin 6grenme adim sayisina
uygun olarak belirlenmistir. Tablo 2'den Tablo 6'ya kadar
sirastyla KBM+LRS, KBM+KA, KBM+GSB, KBM+Ada
Boost ve KBM+ROS seklinde kurulan bes farkli is hattina
ait nesnel deney sonuglar1 10 sinif iizerinden alian (0 ila
9 rakamlarmin siniflar1) ortalama o&lglim  sonuglari
bi¢iminde bagarim 6Slgiitleri cinsinden verilmektedir.

Tablo 1. Kisitlanmis Boltzmann Makinesi i¢in iki farkli

listlin parametre diizeni
(Two different orders of hyper parameters for restricted Boltzmann
machine)

Ustiin parametre diizenleri
Ustiin parametre ismi 1 nolu iistiin 2 nolu iistiin
parametre parametre
diizeni (UPD1) | diizeni (UPD2)
Ogrenme orani 0,01 0,06
Ogrenme adim sayis1 40 100
Gizli katmandaki birim 200 100
sayisl

Tablo 2. KBM ve LRS kullanan is hattinin bagarim

degerlendirmesi
(Performance evaluation of pipeline builded with restricted Boltzmann
machine and logistic regression classifier)

Bagarim 6l¢iitleriyle nesnel kiyaslama
. UPDI UPD?2
Olgiit ismi Tek basina kullanan kullanan
LRS ) KBM+LRS KBM+LRS
sumflandinic siniflandirict smiflandirict
Kesinlik 0,91 0,93 0,96
Anma 0,92 0,93 0,96
F1-skoru 0,92 0,93 0,96
Dogruluk 0,9153 0,9332 0,9575
Basarisi

Tablo 3. KBM ve KA kullanan is hattimin basarim

degerlendirmesi
(Performance evaluation of pipeline builded with restricted Boltzmann
machine and decision tree classifier)

Bagarim 6l¢iitleriyle nesnel kiyaslama
. UPDI UPD2
Olgiit ismi T ek}lzaAsma kullanan kullanan
KBM+KA KBM+KA
simflandirict siniflandirict smiflandirict
Kesinlik 0,88 0,91 0,91
Anma 0,88 0,91 0,91
F1-skoru 0,88 0,91 0,91
Dogruluk 0,8753 0,9119 0,9137
Basarisi
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Tablo 4. KBM ve GSB kullanan ig hattinin bagarim

degerlendirmesi
(Performance evaluation of pipeline builded with restricted Boltzmann
machine and Gaussian naive Bayes classifier)

Bagarim 6lg¢iitleriyle nesnel kiyaslama
.. UPDI UpPD?2
Olgiit ismi Tek basina kullanan kullanan
GSB KBM+GSB KBM+GSB
simflandirici smiflandirict smiflandirict
Kesinlik 0,69 0,85 0,89
Anma 0,55 0,85 0,89
F1-skoru 0,51 0,85 0,89
Dogruluk | gea7 0,8465 0,8396
Basarisi

Tablo 5. KBM ve Ada Boost kullanan is hattinin basarim

degerlendirmesi
(Performance evaluation of pipeline builded with restricted Boltzmann
machine and Ada Boost classifier)

Basarim 6l¢iitleriyle nesnel kiyaslama
UPDI UPD?2
o P T Tek basina kullanan kullanan
Olgitismi | 0 Hoost | KBM+Ada | KBM+Ada
smiflandirict Boost Boost
suflandirict smiflandirict
Kesinlik 0,72 0,83 0,77
Anma 0,72 0,83 0,77
F1-skoru 0,71 0,83 0,77
Dogruluk 0,7165 0,8333 0,7671
Basarisi

Tablo 6. KBM ve ROS kullanan is hattinin bagarim

degerlendirmesi
(Performance evaluation of pipeline builded with restricted Boltzmann
machine and random forest classifier)

Bagarim 0l¢iitleriyle nesnel kiyaslama
. UPDI UPD?2
Olgiit ismi Tek basmna kullanan kullanan
ROS KBM+ROS | KBM+ROS
simflandinicr siniflandirict smiflandirici
Kesinlik 0,97 0,97 0,97
Anma 0,97 0,97 0,97
F1-skoru 0,97 0,97 0,97
Dogruluk 0,9680 0,9658 0,9719
Bagsarisi

Yukaridaki Tablo 5 haricindeki Tablo 2 ila Tablo 6'ya
kadar olan diger tablolardan goriilecegi gibi is hattinda
kullanilan KBM'nin 2 no'lu istiin parametre diizeni
(UPD2) sayesinde elde edilen sonuglar, ilgili is hattinda
kullanilan geleneksel siniflandiricinin (LRS, KA, GSB,
ROS) tek basina (is hattt olmaksizin) elde ettigi
siiflandirma basarimina gore ve is hattinda KBM'nin 1
no'lu iistiin parametre diizeni (UPD1) kullanildiginda elde
edilen basarim degerine gore daha iyi sonuglar vermistir.
Tablo 5'de bunun tersi bir durum soz konusu olmakta, bu
sefer ilgili is hattinda  kullanilan  geleneksel
siiflandiricinin  (Ada Boost) tek basina elde ettigi
simiflandirma bagarimi KBM'nin 1 no'lu parametre diizeni
(UPD1) sayesinde daha iyi hale getirilmektedir. Bu bakis
acistyla, bu c¢aligmanin temel iddiast olan geleneksel
siniflandiricilarin bagsarimlarinin KBM kullanilan bir is
hattiyla daha iyi hale getirilebilecegi, KBM'in UPDI
diizeninin veya UPD2 diizeninin sinerjik olarak ilgili
smiflandiriciyla birlikte kullamildigr is hatti i¢in yapilan
cesitli deneyler sayesinde, geleneksel siniflandiricinin tek
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basma elde ettigi basarimina nazaran KBM kullanan isg
hattinin daha yiiksek bagsarim degerlerine ulastigi nesnel
Olgiitlere dayamilarak kanitlanmig olmaktadir. Burada
KBM'nin parametrelerinin en iyi duruma getirilmesi ile
Ozniteliklerin daha uygun bir sekilde elde edilmesi ve
smiflandirictya bu en uygun sonucun aktarilmasi rol
oynamaktadir. Oznitelik elde edici ne kadar iyiyse
(basariliysa)  smuflandiricinin @ isi  de o kadar
kolaylagmaktadir. Sinif etiketlerinin verilen
Ozniteliklerden yeni bir 6znitelik olarak elde edilmesi en
iyi durumda miimkiindiir, fakat neredeyse miikemmele
yakin bir smiflandirici i¢in 6znitelik elde etmeye bile
gerek kalmayabilir, gergek hayatta bu iki olgu arasinda bir
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denge vardir [12]. Calismamizda KBM modiilii 6znitelik
elde edici olarak c¢alisarak cesitli smiflandiricilarin
siiflandirma isini kolaylastirip, kurulan is hatti sayesinde
basarimlarint iyilestirip artirmaktadir. Sekil 2 'de
calismamizda kullanilan ¢esitli siniflandiricilarin egitim
verisi ile egitildikten sonra tek baglarina (stand-alone)
calistirildiklarinda test verisini kullanarak elde ettikleri
nesnel basarim sonuglari ROC grafikleri ve AUC
degerleriyle verilmektedir. Asagidaki Sekil 3'den Sekil
T'ye kadar ilgili grafiklerde, ROC egrisi grafigi seklinde
ve AUC degerleriyle sunulan sonuglar test verileri ile
yapilan deneyler sonucunda elde edilmistir.
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Sekil 2. Tek basina siniflandiricilarin bagarimlarinin ROC ve AUC ile nesnel sonuglari (a) LRS, (b) KA, (¢) GSB, (d)

Ada Boost, (e) ROS.

(Objective performance results obtained with ROC and AUC for performance of different stand-alone classifier, (a) logistic regression, (b) decision
tree, (c) Gaussian naive Bayes, (d) Ada Boost, (e) random forest classifier)
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UPD2

Alici isletim Egrisi (ROC)
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(b)

Sekil 3. KBM ve LRS kullanan is hattinin basariminin ROC ve AUC ile kiyaslama sonuglar1 (a) UPD1, (b) UPD2.
(Benchmarking results obtained with ROC and AUC for performance of pipeline builded with restricted Boltzmann machine and logistic regression
classifier, (a) hyper parameters' order#1, (b) hyper parameters' order#2)
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Sekil 4. KBM ve KA kullanan is hattinin basariminin ROC ve AUC ile kiyaslama sonuglar1 (a) UPD1, (b) UPD2.
(Benchmarking results obtained with ROC and AUC for performance of pipeline builded with restricted Boltzmann machine and decision tree
classifier, (a) hyper parameters' order#1, (b) hyper parameters' order#2)
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Sekil 5. KBM ve GSB kullanan is hattinin basarimimin ROC ve AUC ile kiyaslama sonuglar1 (a) UPDI, (b) UPD2.
(Benchmarking results obtained with ROC and AUC for performance of pipeline builded with restricted Boltzmann machine and Gaussian naive
Bayes classifier, (a) hyper parameters' order#1, (b) hyper parameters' order#2)
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Sekil 6. KBM ve Ada Boost kullanan is hattinin basariminin ROC ve AUC ile kiyaslama sonuglar1 (a) UPD1, (b)

UPD2.
(Benchmarking results obtained with ROC and AUC for performance of pipeline builded with restricted Boltzmann machine and Ada Boost
classifier, (a) hyper parameters' order#1, (b) hyper parameters' order#2)
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Sekil 7. KBM ve ROS kullanan is hattinin basariminin ROC ve AUC ile kiyaslama sonuglari (a) UPDI, (b) UPD2.
(Benchmarking results obtained with ROC and AUC for performance of pipeline builded with restricted Boltzmann machine and random forest
classifier, (a) hyper parameters' order#1, (b) hyper parameters' order#2)

Olusturulan is hatlar1 egitim verileri ile egitilmis ve
sonrasinda test verileri ile is hattinin ¢alistirilmasi yoluyla
deney sonunda nesnel o6lgiit degerleri (kesinlik, anma,
dogruluk basarisi, yanlis arti orani, dogru arti orani)
hesaplanmigtir. Sekil 6 'daki grafikte 1 no'lu iistiin
parametre diizenindeki (UPD1) KBM'nin, Sekil 3, Sekil
4, Sekil 5 ve Sekil 7'deki grafiklerde ise 6zellikle 2 no'lu
iistiin parametre diizenindeki (UPD2) KBM'nin is hattinin
simiflandirma dogrulugunu ve AUC degerini iyilestiren
yondeki etkisi gozlemlenmektedir. AUC degeri 1.00
degerine ne kadar yakinsa o kadar dogru bir siniflandirma
yapildigi  anlagilmaktadir. Aym1  bakis  agisiyla,
grafiklerdeki egrilerin sol iist kdseye (upper left corner)
yaklagmasi da olduk¢a dogru bir siniflandirmanin ilgili is
hattt kullanimiyla yapildigini kanitlamaktadir Sekillerde
ozellikle Ada Boost smiflandiricinin  kullanildign i
hattinin ~ siniflandirma  dogruluk basariminin KBM
kullanimiyla diger siniflandiricilara gore dramatik bir

bicimde daha iyi bir iyilestirme sagladigi egrilerin sol {ist
koseye daha ¢ok yakinlagmasindan ve AUC degerlerinden
goriilmektedir. Buna en yakin iyilestirilmis bagarima
sahip ikinci is hattt ise KBM+GSB bilesiminden olusan is
hattidir.  Bunu daha iyi ifade etmek igin bagarim
degerlendirmesindeki  dogruluk basarist1  oranlarinin
verilen 0 ila 1 araligindaki degerleri 0 ild 100 araligina
ilgili degerlerin 100 ile g¢arpilmasi yoluyla dogrudan
doniistiiriilmiistir. Yizdelik oran cinsinden tek basina
Ada Boost simiflandiricisinin Tablo 5'teki dogruluk
basaris1 degeri %71,65 iken, KBM sayesinde UPDI
kullanimiyla %83,33 degerine yiikselerek yaklasik %12
basarim iyilestirmesi saglanmistir. Ayrica tek basina GSB
siniflandiricinin bagsarimi Tablo 4'de dogruluk basarist
olarak %55,37 iken, KBM sayesinde UPD2 kullanimi ile
yaklasik %33 basarim iyilestirmesi saglanarak %88,96
degerine ulagsmistir.
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Bu bagarim iyilestirme sonuglari ¢aligmamizda 6nerilen is
hatt1 tasarimina dayanan modelin olduk¢a basarilt
oldugunu nesnel degerlerle ve grafiklerle agik¢a ortaya
koymaktadir.

5. SONUCLAR (CONCLUSION)

Ozniteliklerin elde edilmesi ve temsili, bu 6znitelikleri
kullanacak smiflandiricinin =~ siniflandirma  basarimini
dogrudan etkilemektedir. Daha anlamli bir bilgiye
ulastiracak  Ozniteliklerin  biiylik hacimli  verilerden
secilebilmesi hem hesapsal maliyet hem de karmasiklik
acisindan zor bir problemdir. KBM bu zor problemi
olduk¢a makul siire zarfinda gorece az bir karmasiklikla
¢ozebilmektedir. En uygun 6zniteliklerle olusturdugumuz
is hatt1 akisinda siniflandiricilarin bireysel
karakteristiklerinin elde edilen sonuglara etki ettigi
gozlemlenmistir. Ozellikle topluluk siniflandirmasina
dayanan Ada Boost smiflandiricisinda ve olasiliksal
altyapisiyla dikkat ¢eken GSB siniflandiricisinda bu etki
oldukca net bir bicimde sayisal deney sonuglarmndan
goriilmektedir. Is hatinda KBM igin {istiin parametre
diizenlerinden 2 no'lu diizeni (UPD2) kullandigimizda
Ada Boost diginda tim siniflandiricilarin - basarimi
artarken, Ada Boost basarimi 2 no'lu diizen
kullanildiginda diigmiistiir. Buna ragmen aynmi veri
kiimesiyle tek basina Ada Boost siniflandiricisinin elde
ettigi basarimdan daha iyi bir basarim ilgili is hattiyla
(KBM+Ada Boost) elde etmek ancak 1 no’lu diizen
(UPD1) kullanimi ile miimkiin olmustur. Genel bakisla,
KBM'in farkli siiflandiricilarla is hattinda olusturdugu
sinerji sayesinde, bircok geleneksel smiflandiricinin tek
basina olan basariminin iyilestirilmesi yoluyla, KBM'nin
2 no'lu diizeninin (UPD2) 1 no'lu diizenine (UPD1) gére
LRS, KA, GSB ve ROS kullaniminda daha avantajli ve
yiiksek basarimli bir is hattt kurulmasmma yol actigi
goriilmiistiir. Basarim degerlendirmesi ylizdelik oran
cinsinden ifade edildiginde, dogruluk basarisi oranlarinin
yukaridaki tablolarda verilen 0 ila 1 araligindaki degerleri
0 ilda 100 araligina ilgili degerlerin 100 ile ¢arpilmasi
yoluyla dogrudan dondstiiriilmektedir. Boylece en yiiksek
dogrulukta bir smiflandirma deneylerimizde 2 no'lu
parametre diizenindeki KBM ve ROS igeren is hatt1 ile
yiizdelik oran olarak %97,19 dogruluk basarisi ile elde
edildigi gorilmistir. Genel olarak basarimlara tablo ve
grafiklerden bakildiginda; KBM ve LRS, KBM ve KA,
KBM ve GSB, KBM ve Ada Boost, KBM ve ROS igeren
farkli is hatlariyla ortalama basarim agisindan %1 ila %33
oraninda dogruluk basarisinda iyilestirme saglandig:
goriilmektedir. Bu degerler sirasiyla, deneydeki herhangi
bir is hattinin basarimini gosteren ilgili tablodaki en
yiiksek ve en diisiik dogruluk basar1 orani arasindaki fark
alinarak Tablo 6'daki degerler i¢in %1 bulunmus ve Tablo
4'deki degerler igin %33 olarak bulunmustur. Buna gore,
bireysel (tek basina) simiflandiricilara gére Onerilen is
hatt1 tasarimiyla elde edilen kombinasyonlarla daha
yiiksek bagarimli bir siniflandirma islemi yapildigi acikca
ortaya ¢ikmaktadir.

Sonraki calismalarimizda iki bilesenli (modiilli)
kombinasyonlar yerine ii¢lii veya dortlii kombinasyonlarla
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is  hatti olusturulmas: ve
diizenlerinin  verilen  veri
olmadiginin  otomatik  bi¢imde
belirlenmesi iglemi denenecektir.

farkli Ustiin  parametre
kiimesine uygun olup
programatik  olarak
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