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Öz: Bu çalışma, Van Yüzüncü Yıl Üniversitesi kampüs florasında yayılış gösteren Brassicaceae 
(Hardalgiller) familyasına ait bitki türlerinin, yapay zekâ tabanlı görüntü tanıma sistemleri 
kullanılarak doğru ve etkili bir biçimde teşhis edilmesini amaçlamaktadır. Bitki taksonomisi, 
biyolojik çeşitliliğin korunması, tarımsal verimliliğin artırılması ve ekosistem dinamiklerinin 
anlaşılması açısından büyük öneme sahiptir. Biyolojik çeşitliliğin teşhisinde kullanılan 
geleneksel yöntemler, morfolojik varyasyonların manuel olarak değerlendirilmesi, söz konusu 
alandaki uzmanlığa duyulan gereksinimden dolayı teknoloji ile entegrasyonunu zorunlu hale 
getirmiştir. Morfolojik benzerlikler yansıtan familyaların başında gelen Brassicaceae 
familyasında da tür içi ve türlerin gelişim aşamalarındaki benzerliklerin yanında çevresel 
faktörlerin sebep olduğu fenotipik plastisite de teşhis sürecini karmaşıklaştırmaktadır. 
Bundan dolayı peyzaj çalışmaları ile şekillenen kampüs yerleşkesinden toplanan bitki 
örneklerinin yaprak, çiçek, meyve ve gövde özelliklerinin yansıra morfolojik varyasyonları 
kapsayacak şekilde mevsimsel ve gelişimsel aşamalar dikkate alınarak üretilen yüksek 
çözünürlüklü görüntüleri ile genel ağdan alınan görsel materyallerin toplamından ortaya 
çıkan veri kümesi tür düzeyinde sınıflandırma doğruluğunu sağlamak için transfer öğrenme 
teknikleriyle modelin eğitiminde kullanılmış ve derin öğrenme algoritmaları ile analiz 
edilmiştir. Sonuçta, üretilen yapay zeka modelinin ortalama olarak %90’ın üzerinde bir 
doğrulukla tür teşhisi yapabildiği görülmüştür. 
 
Anahtar Kelimeler: Bitki taksonomisi, Brassicaceae, derin öğrenme, görüntü tanıma, tür 
teşhisi, yapay zeka. 
 

AI-Assisted Identification of Brassicaceae Species Distributed in  
Van Yüzüncü Yıl University Campus 

	
Abstract: This study aims to accurately and effectively identify plant species belonging to the 
Brassicaceae family found across the Van Yüzüncü Yıl University campus flora, using artificial 
intelligence-based image recognition systems. Plant taxonomy is of great importance for the 
conservation of biodiversity, enhancing agricultural productivity, and understanding 
ecosystem dynamics. The traditional methods used in diagnosing biodiversity, which rely on 
the manual assessment of morphological variations and require expertise in the field, have 
made their integration with technology essential. The identification process is further 
complicated in the Brassicaceae family, which is known for its morphological similarities, due 
to intra-species resemblances, similarities across developmental stages, and phenotypic 
plasticity caused by environmental factors. Therefore, a dataset was created from high-
resolution images of plant samples collected from the landscaped campus grounds. These 
images were produced to capture morphological variations by considering seasonal and 
developmental stages, focusing on leaf, flower, fruit, and stem characteristics, and were 
supplemented by visual materials obtained from the internet. This combined dataset was used 
to train the model with transfer learning techniques and analyzed with deep learning 
algorithms to ensure accurate species-level classification. Consequently, the resulting AI 
model was observed to identify species with an average accuracy of over 90%. 

 
Keywords: Plant taxonomy, Brassicaceae, deep learning, image recognition, species 
identification, artificial intelligence.
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GİRİŞ 
Bitki taksonomisi; bitki çeşitliliğini tanımlamayı, bu çeşitliliğin nedenlerini, sonuçlarını araştırmayı ve elde 

edilen verileri işleyerek bir sınıflandırma sistemi oluşturmayı hedefler (Haider, 2018). Taksonomik çalışmalar, doğru 
tür tanımlaması, ekolojik izleme ve biyolojik çeşitliliğin korunmasının desteklenmesi için esastır (Farnsworth vd., 
2013). Ancak bitki tanımlama, deneyimsiz kişiler için zorlu ve hatta göz korkutucu olabilir. Birçok kişi ikili anahtar 
kullanmaktan hoşlanmaz ve tanımlamak istedikleri bitkiye benzeyen bir resim bulana kadar rehber kitabın 
sayfalarını tek tek incelemekten yorulur (Mangold vd., 2013). Aynı zamanda bitkilerin geleneksel anahtarlarla 
tanımlanması karmaşık, zaman alıcı ve belirli botanik terimlerinin kullanılması nedeniyle uzman olmayanlar için 
zordur ve bu durum, tür bilgisi edinmek isteyenler için bir bariyer oluşturmaktadır (Wäldchen vd., 2018). Tür 
tanımlama sürecinin ve ilgili görevlerin otomatikleştirilmesi taksonomiye olan ilginin artmasına yol açmıştır. Dijital 
kameralar ve taşınabilir bilgisayarlar gibi ilgili teknolojilerin gelişimi ve yaygınlığı teşhisleri daha doğruya 
yaklaştırmıştır (Cope vd., 2012; Unger vd., 2016; Wäldchen vd., 2018). Son yıllarda yapay zekâ (AI), özellikle derin 
öğrenme (DL) algoritmalarındaki hızlı gelişmeler, bitki tanıma ve sınıflandırma sistemlerinde dönüştürücü 
ilerlemelere olanak sağlamıştır. (Reyes vd., 2015; Ghazi vd., 2017). Geleneksel görüntü işleme yöntemleriyle 
karşılaştırıldığında, derin öğrenmenin otomatik sınıflandırma ve özellik çıkarımını kolaylaştırdığını, daha iyi tanıma 
doğruluğu sağladığını söylemek mümkündür (Eunice vd., 2022). Bu kapasiteden faydalanılabilmesi için hedef bitki 
ile ilgili tüm dijital birikim kullanılması gerekmektedir. Bu bazen bir resim olabileceği gibi bitkinin gelişim 
aşamalarında çekilen binlerce fotoğraftan da oluşabilir (Bonnet vd., 2020). 

Dünyada ve ülkemizde birçok uygulama ile görüntü işleme teknikleri etkin olarak kullanılmaktadır. Ancak 
çalıştığımız familya olan Brassicaceae (Hardalgiller) familyasına ait özel bir uygulama bulunmamaktadır. Dolayısı ile 
dünya üzerinde 4000'den fazla türü ve tarımsal açıdan önemli türleriyle [(örneğin, Brassica oleracea L. 
(lahana), Brassica napus L. (kolza)] bilinmekle birlikte moleküler biyolojinin faresi olarak 
nitelendirilen Arabidopsis thaliana (L.) Heynh. (fenotu) türünü içeren Brassicacea familyası polimorfizm açısından 
oldukça zengindir (Warwick vd., 2006; Al-Shehbaz, 2012; Meinke vd., 1998; Koch vd., 2010). Ortaya konan çalışma 
ile Brassicaceae familyasının teknoloji temelli teşhisine katkı sağlamak hedeflenmiştir. 

 
MATERYAL ve YÖNTEM 

Çalışma kapsamında, Van Yüzüncü Yıl Üniversitesi yerleşkesinde (38°34'17.6"N 43°17'17.9"E) gerçekleştirilen 
arazi çalışmaları neticesinde tespit edilen Brassicaceae (Hardalgiller) familyasına ait 26 taksonun (Tablo 1), 
morfolojilerinin kapsamlı bir şekilde çoklu ortamlarda fotoğraflanarak kaydedilmiştir. Arazi çalışmalarında elde 
edilen bitki örneklerinin tür teşhisleri, alan uzmanlarının görüşleri doğrultusunda ve temel bir başvuru kaynağı olan 
'Flora of Turkey and the East Aegean Islands' (Davis, 1965-1985; Davis vd., 1988; Güner vd., 2000) eseri referans 
alınarak doğrulanmıştır. Ayrıca, mevcut literatür ve dijital arşivlerden alınan yüksek kaliteli görseller de veri 
kümesine entegre edilmiştir. Bu görseller veri kümesine dahil edilmeden önce lisans uygunluğu kontrol edilmiş, 
Creative Commons (yeniden kullanılabilir) açık lisanslar kapsamında paylaşılmış olanların model eğitiminde 
kullanımına gayret gösterilmiştir.  Çalışmamızda kullanılan materyalin çoklu kaynaktan ve çoklu ortamlardan 
alınarak modele entegre edilmesi, analitik iş akışlarının optimize edilmesi, algoritmaları iyileştirerek model 
performansını ve veri güvenilirliğini artırmıştır (Perez vd., 2017). 

Toplanan tüm görsel veriler, düzenli bir şekilde depolanmak ve kolay erişilebilir kılmak üzere bulut tabanlı bir 
depolama çözümü olan Google Drive (Google Inc., 2012) platformuna yüklenmiştir. Verilerin daha sistematik 
depolanması adına her bir Brassicaceae türüne özel ayrı klasörler oluşturulmuştur. İlgili türe ait araziden toplanan 
tüm görseller ilgili türün klasörüne yüklenerek veri yönetimi ve sonraki aşamalarda kolaylık sağlanmıştır. Bu tür bir 
veri yönetim stratejisi, genel sistem performansını iyileştirmede önemli bir faktör olmuştur (Rachakatla vd., 2022). 

Veri kümesinin oluşturulması sürecinde, teşhis edilen her bir takson için yaklaşık 300 adet görüntü toplanmıştır 
(Tablo 2). Bu görüntüler, metodolojik çeşitliliği yansıtacak şekilde akıllı telefon kameraları, profesyonel fotoğraf 
makineleri ve çevrimiçi olarak indirilen düşük ve yüksek kalitedeki fotoğraflardan tedarik edilmiştir. Toplam 
verilerin boyutu ve her tür için görsel örnek sayısı; derin öğrenme modelinin etkili bir şekilde eğitilebilmesi için 
gerekli olan kritik faktörlerdir. Veri kümesinin sınırlı büyüklüğü ve sınıflar arasındaki dengesizlik potansiyelini ele 
almak ve modelin genelleme yeteneğini güçlendirmek amacıyla, veri artırma yoluna gidilerek verilerin miktarı, bir 
türün uygulama tarafından tanınacak miktarına ulaştırılmıştır. Böylece yeterli ve dengeli sınıf örnekleri, modelin 
aşırı öğrenmeden kaçınmasına ve sınıflar arasında ayırt edici özellikleri öğrenmesine olanak sağlamıştır (Perez vd., 
2017). Makina öğrenmesi ve derin öğrenmede kullanılan farklı görsel kaynaklar ve veri çeşitliliği; veri kümesinin 
oluşturulmasında kullanılan farklı görsel kaynaklar (akıllı telefon kameraları, profesyonel kameralar, internet 
kaynaklı yüksek ve düşük kaliteli fotoğraflar), kendine özgü avantajlar ve karakteristik özellikler getirerek veri 
çeşitliliğine farklı şekillerde katkıda bulunmuştur. Akıllı telefon kameralarıyla elde edilen görüntüler, genellikle arazi 
çalışmalarının dinamik koşullarında (değişken ışık, erişim zorluğu vb.) hızlı ve yaygın veri toplama olanağı 
sağlamıştır. Profesyonel kameralarla çekilen görüntüler ise yüksek çözünürlük, üstün optik kalite, kontrollü 
diyafram/enstantane/ISO ayarları ve makro lenslerle elde edilen detaylı morfolojik özellikler (tohum, çiçek yapısı, 
trikomlar) açısından öne çıkmaktadır. Genel ağ ortamından temin edilen yüksek kaliteli fotoğraflar ise genellikle 
bitkinin bütününü kapsayan, standart botanik protokollerine uygun, iyi aydınlatılmış, arka planı kaldırılmış veya 
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nadir de olsa belirli organlara odaklanmış örnekler içermektedir. Bu üç kaynağın kombinasyonu, veri kümesine; 
ölçek, pozisyon, aydınlatma, arka plan karmaşıklığı, odak derinliği ve görüntü kalitesi açısından zengin bir varyasyon 
spektrumu kazandırmıştır. Bu yaklaşım, derin öğrenme yöntemlerinde model eğitiminin farklı kaynaklardan alınan 
çoklu görsellerle olmasının tavsiye edildiği öncü çalışmalarla da örtüşmektedir (Goëau vd., 2020). Hedef türlerin 
otomatik teşhisi için derin öğrenme modellerinin görüntü sınıflandırma yeteneklerinden yararlanan bir sistem 
geliştirilmiştir. Bu sistemin temelini, belirli bitki türlerine ait görsellerden oluşan kapsamlı bir veri kümesi ve bu veri 
üzerinde eğitilmiş bir sinir ağı, modeli oluşturmaktadır. Görsellerin analize hazır hale getirilmesi kritik bir ön adım 
olup, bu amaçla titiz bir veri önişleme süreci uygulanmıştır.  

 
Tablo 1. Çalışmada kullanılan taksonların (bitki türlerinin) listesi. 

No Bilimsel Adı (Takson) Aile (Familya) 
1 Alyssum alyssoides (hezelotu) Brassicaceae 
2 Brassica elongata (uzun şalgam) Brassicaceae 
3 Brassica oleracea (lahana) Brassicaceae 
4 Brassica rapa (kolza) Brassicaceae 
5 Camelina microcarpa (tarla ketenteresi) Brassicaceae 
6 Capsella bursa-pastoris (çobançantası) Brassicaceae 
7 Chorispora tenella (kokar külünk) Brassicaceae 
8 Crambe orientalis (akyumak) Brassicaceae 
9 Descurainia sophia (sadırotu) Brassicaceae 
10 Draba verna (çırçırotu) Brassicaceae 
11 Eruca vesicaria (roka) Brassicaceae 
12 Hirschfeldia incana (nadasturpu) Brassicaceae 
13 Isatis tinctoria (çivitotu) Brassicaceae 
14 Lepidium draba (diğnik) Brassicaceae 
15 Lepidium perfoliatum (gübreotu) Brassicaceae 
16 Neslia paniculata (çıngılhardal) Brassicaceae 
17 Noccaea perfoliata=Thlaspi perfoliatum (giyle) Brassicaceae 
18 Raphanus sativus (turp) Brassicaceae 
19 Rapistrum rugosum (kediturpu) Brassicaceae 
20 Rhamphospermum arvense =	Sinapis	arvensis=Mutarda arvensis (hardal) Brassicaceae 

21 Rorippa amphibia (göl çakandura) Brassicaceae 
22 Sinapis alba (mamanık) Brassicaceae 
23 Sisymbrium altissimum (ergelenotu) Brassicaceae 
24 Sisymbrium loeselii (bülbülotu) Brassicaceae 
25 Strigosella africana (keçeteresi) Brassicaceae 
26 Thlaspi arvense (ekindağarcığı) Brassicaceae 

 
Tablo 2. Derin öğrenme modeli veri seti dağılım tablosu. 

Veri Seti 
Bileşeni 

Takson 
Sayısı 

Sınıf Başına 
Görsel 
(Ort.) 

Toplam 
Orijinal 
Görsel 

Veri Artırma 
(Augmentation) 

Nihai 
Görsel 
Sayısı 

Veri Seti 
Oranı (%) 

Eğitim Seti 
(Train) 26 ~300 6240 uygulandı (~5 kat 

genişletme) 31536 80% 

Doğrulama Seti 
(Validation) 26 ~300 780 uygulanmadı (orijinal 

veri) 780 10% 

Test Seti (Test) 26 ~300 780 uygulanmadı (orijinal 
veri) 780 10% 

Genel Toplam 26 Takson - 7.800 orijinal 
görsel - 33.096 

görsel 100% 

Bu süreç kapsamında (Şekil 1), görseller ilk olarak gri tonlamaya dönüştürülmüş, ardından görüntüdeki yüksek 
frekanslı gürültüyü baskılamak amacıyla Gauss bulanıklığı uygulanmıştır (Gonzalez vd., 2018). Sonrasında, nesneyi 
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arka plandan ayırmak için Otsu eşikleme algoritması kullanılmıştır (Otsu, 1979). Segmentasyon sonucunda bitkinin 
bulunduğu bölgeler korunurken, arka plan beyaz renge dönüştürülmüş ve bu şekilde ön işlemden geçirilmiş görseller 
kaydedilerek veri kümesi içindeki tutarlılık artırılmıştır. 

 
Şekil 1. Veri önişleme süreci [Resim: Brassica rapa, (Kreuzhage, 2021)]. 

 
Çalışmada veri sızıntısını (data leakage) önlemek ve modelin nesnel performansını doğru ölçebilmek amacıyla, 

veri artırma işleminden önce orijinal veri kümesi rastgele olarak %80 eğitim, %10 doğrulama (validation) ve %10 
test seti olacak şekilde üç bağımsız alt kümeye ayrılmıştır. Veri artırma (data augmentation) teknikleri (döndürme, 
kaydırma, yakınlaştırma, aynalama, parça kaydırma ve gürültü ekleme) yalnızca eğitim veri setindeki görsellere 
uygulanmıştır. Modelin eğitimi sırasında hiperparametre optimizasyonu ve aşırı öğrenmenin (overfitting) kontrolü 
doğrulama veri seti ile gerçekleştirilmiştir. Eğitim sürecinden tamamen izole edilen test veri seti ise modelin nihai ve 
yansız (unbiased) performans değerlendirmesinde kullanılmıştır. 

Model mimarisi ve eğitim aşamasında, hesaplama açısından verimliliği ve mobil uygulamalardaki başarısıyla 
bilinen MobileNetV2 mimarisi tercih edilmiş ve transfer öğrenme yöntemi uygulanmıştır (Sandler vd., 2018). Veri 
sızıntısını önlemek ve model performansını nesnel bir şekilde ölçebilmek amacıyla orijinal veri kümesi üç bağımsız 
bölüme ayrılmıştır: Modelin öğrenme süreci için %80 eğitim, eğitim sırasındaki hiperparametre optimizasyonu 
için %10 doğrulama (validation) ve modelin daha önce hiç görmediği veriler üzerindeki nihai başarısını ölçmek 
için %10 test seti kullanılmıştır. Model, kategorik çapraz entropi (categorical crossentropy) kayıp fonksiyonu ve 
Adam optimize edici (Kingma vd., 2015) kullanılarak, 70 devir (epoch) boyunca eğitilmiştir (şekil 2). Veri artırmanın 
sağladığı çeşitlilik sayesinde aşırı öğrenme (overfitting) etkili bir şekilde engellenmiş, test kümesi üzerinde %90'ın 
üzerinde doğruluk (accuracy) elde edilmiştir (şekil 2).  
 

 
Şekil 2. Modelin gösterdiği performans metrikleri. 

 
Sunulan grafikler (Şekil 2), Brassicaceae bitki türlerinin (Tablo 1) sınıflandırılması için eğitilen MobileNetV2 

modelinin 70 devir boyunca gösterdiği performans metriklerini ortaya koymaktadır. Doğruluk (accuracy) grafiği, 
hem eğitim hem de doğrulama setlerinde belirgin bir artış eğilimi sergilemektedir. İlk devirlerde yaklaşık %20-30 
seviyelerinde başlayan doğruluk, modelin öğrenme kapasitesi arttıkça kararlı bir şekilde yükselmiş ve 70. devir 
sonunda %90'ın üzerinde bir yakınsama noktasına ulaşmıştır.  

Eş zamanlı olarak Kayıp (loss) grafiği, modelin optimizasyon sürecindeki davranışını yansıtmaktadır (Prechelt, 
2012). Başlangıçta yüksek seviyelerde (~1,5) seyreden kayıp değerleri, özellikle ilk 20 devir boyunca belirgin bir düşüş 
göstermiş ve sonraki devir'larda bu azalma eğilimi daha yavaş ancak istikrarlı şekilde devam etmiştir. Kayıp 
eğrilerinin 70. devir itibarıyla 0.5 seviyesinin altına inmesi, modelin sınıflandırma hatasının minimize edildiğine 
işaret etmektedir (Goodfellow vd., 2016).  
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Eğitimin bu ileri aşamalarında modelin eğitim kaybı (loss) istikrarlı bir şekilde azalmaya devam etmektedir 
(0,1229'dan 0,0979'a). Paralel olarak, eğitim doğruluğu (accuracy) da artış göstermekte (0,9567'den 0,9651'e), 
modelin eğitim veri kümesi üzerinde öğrenmeyi sürdürdüğünü ve daha karmaşık örüntüleri yakalayabildiğini 
göstermektedir. Ancak, asıl önemli gösterge, modelin daha önce görmediği veriler üzerindeki performansını 
yansıtan teşhis geçerliliği doğruluğu (val_accuracy) ve teşhis geçerliliği kaybıdır (val_loss). Burada dikkat çekici olan, 
teşhis geçerliliği doğruluğunun eğitim doğruluğuna kıyasla önemli ölçüde yüksek olmasıdır (Son devirde sırasıyla 
~%96,51 ve ~%98,94). Bu durum, modelin mükemmel bir genelleme yeteneği sergilediğine işaret eder; eğitim 
verilerini ezberlemek (overfitting) yerine, temel sınıflandırma örüntülerini etkili bir şekilde öğrenmiştir.  

Model, teşhis geçerliliği doğruluğunda (val_accuracy) bir iyileşme olduğunda sürekli kaydedilmektedir ("saving 
model to best modelverynew 2,h5"). Bu strateji, en iyi genelleme performansına sahip modeli korumak için yaygın 
olarak kullanılır. Loglarda görülen önemli sıçramalar (Örn., Devir 68: val_accuracy 0,98785'ten 0,98990'a yükselmiş 
ve model kaydedilmiştir), modelin belirli devirlerde önemli öğrenme adımları attığını göstermektedir. Ayrıca, 
doğrulama kaybının (val_loss) son devirlerde oldukça düşük seviyelere (0,0346) inmesi ve genel olarak azalma 
eğiliminde olması, modelin doğrulama verilerindeki örnekleri doğru sınıflandırdığının bir diğer göstergesidir.  

Bu eğitim logları, Brassicaceae familyası türlerinin görüntü tabanlı teşhisi için geliştirilen derin öğrenme 
modelinin son derece başarılı bir eğitim sürecinden geçtiğini ortaya koymaktadır. Model, özellikle doğrulama veri 
kümesi üzerinde ulaştığı yaklaşık %98,99 gibi bir doğruluk oranı ve düşük doğrulama kaybı ile, bu zorlu 
sınıflandırma probleminde iyi bir genelleme yeteneği sergilemektedir. Bu performans, bitki tanıma alanında derin 
öğrenmenin potansiyelini vurgulamaktadır.  

Eğitilmiş modelin kullanıcı erişimine açılması için, sunucu tabanlı bir API geliştirilmiştir. Bu API, Flask mikro 
web çerçevesi kullanılarak oluşturulmuş (Grinberg, 2018), CORS (Cross-Origin Resource Sharing) desteği ile 
yapılandırılmıştır. Kullanıcıdan gelen görseller, sunucu tarafında yüklenerek, önceden yüklenmiş TensorFlow/Keras 
modeline beslenmektedir. Model tarafından yapılan sınıflandırma sonucu (bitki türü ismi ve olasılık) JSON 
formatında istemciye geri döndürülmektedir. Flask sunucusu, Ubuntu'da Nginx ile yayına alınmış, API, genel erişime 
açık bir alan adında barındırılmıştır. Ardından model genel erişime açık bir alan adı (domain) üzerinden hizmet 
vermeye başlamıştır. 

 

 
Şekil 3. Geliştirilen uygulamanın 
arayüzü. 

 
Son kullanıcıların bu sınıflandırma yeteneğini mobil cihazlarından kolayca kullanabilmesi amacıyla, Android 

işletim sistemi için bir istemci uygulaması geliştirilmiştir. Uygulama, çapraz platform geliştirmeye olanak tanıyan 
React Native çerçevesi kullanılarak oluşturulmuştur (Meta, 2023). Uygulama içinde, kullanıcıya bitki görüntüsünü 
cihazının kamerasıyla anında çekme veya galerisinden seçme imkânı sunan bir arayüz tasarlanmıştır (şekil 3). 

Seçilen veya çekilen görüntü, uygulama tarafından geliştirilen Flask API'sine iletilmekte; API'den dönen JSON 
yanıtı ayrıştırılarak, tanımlanan bitki türünün adı kullanıcı arayüzünde görüntülenmektedir (Şekil 4) 
 
SONUÇLAR ve TARTIŞMA 

Bu çalışma, derin öğrenme yönteminin, Brassicaceae familyasına ait bitki türlerinin (Tablo 1) morfolojik 
tanımlanmasında yüksek doğruluk (>%90) ve sağlamlık sergilediğini ortaya koymaktadır. Elde edilen bulgular, 
özellikle çok kaynaklı ve çok ortamlı zenginleştirilmiş veri kümeleriyle eğitilen modellerin, bitkilerin ince taneli 
sınıflandırılmasında geleneksel yöntemlere kıyasla istatistiksel olarak anlamlı üstünlük sağlayabileceğini 
göstermektedir. Bu başarının büyük ölçüde, akıllı telefon, profesyonel kameralar ve dijital arşivlerden sağlanan 
görsellerin sentezlenmesiyle oluşturulan heterojen veri kümesinin sağladığı görsel çeşitliliğine (ışık, kaynak, arka 
plan, mevsim vb.) bağlı olduğunu düşünüyoruz.  



Y.	DEMİR,	V.D.	/	Bağbahçe	Bilim	Dergisi	13(2)	2026:	87-93	

	

92	

Çalışmanın çıktıları, bu teknolojinin biyoçeşitlilik izleme, dijital herbaryum oluşturma ve taksonomik envanter 
çalışmalarında dönüştürücü bir rol üstlenebileceğine işaret etmektedir. Nitekim, Pl@ntNet (Joly vd., 2014) ve Flora 
Incognita (Mäder vd., 2021) gibi platformların küresel ölçekte ulaştığı başarı (30M+ kullanıcı, 50M+ görüntü), bu 
metodolojinin toplumsal kabulünü ve bilimsel katkı potansiyelini teyit etmektedir. Özellikle Türkiye gibi bitki 
çeşitliliği konusunda zengin ortamlarda, bu teknolojinin TÜBİVES (Türkiye Bitkileri Veri Servisi) ile entegre edilmesi, 
nadir endemik türlerin izlenmesi ve koruma stratejilerinin geliştirilmesinde kritik bir araç haline gelebilir (Bakis vd., 
2011). 

 

 
Şekil 4. Arayüzde beliren, tanımlanan 
bitki türünün adı ve teşhis doğruluğu 
yüzdesi. 

 
Mevcut modelin performansı sınırlı tür sayısı (26 takson) ve coğrafi kapsam (Van YYÜ yerleşkesi) ile kısıtlıdır. 

Gelecek çalışmalarda; 
• Veri kümesinin Türkiye florasındaki 600+ Brassicaceae türünü kapsayacak şekilde genişletilmesi, 

• Transfer öğrenme (transfer learning) ve etki alanı uyarlaması (domain adaptation) teknikleriyle (Wang vd., 
2018) modelin farklı ekolojik bölgelere adapte edilmesi planlanmaktadır. 

Derin öğrenme tabanlı tanıma sistemleri, botanik taksonomi ve koruma biyolojisinde yüksek ölçeklenebilirlik, 
düşük maliyet ve hız avantajlarıyla geleneksel yöntemleri tamamlayıcı bir paradigmadır. Bu çalışma, bu potansiyelin 
Türkiye biyoçeşitliliği bağlamında uygulanabilirliğini ortaya koyarken, gelecek araştırmalar için de metodolojik bir 
çerçeve sunmaktadır. 
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