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Tani koyma amagli yapilan tibbi calismalarda jacknife, bootstrap ve ¢apraz
gecerlilik yontemlerinin kullanimi

Giilhan OREKICI TEMEL?, Semra ERDOGAN!

OZET

Saglik bilimlerinde veriler analiz edilirken drneklem grubu icindeki homojen olmayan dagilim yapisinin olmasi sik karsilasilan bir
durumdur. Bu sekildeki veri yapisi parametrik testler igin gerekli olan veri setinin dagilim varsayimlarini saglayamamasina neden
olacaktir. Bu gibi durumlar ile karsilasildiginda verinin orijinal yapisi bozulmadan, ayni veri setinin yeniden érnekleme yéntemleri
kullanilarak Uretilip analize tabi tutulmasi daha etkili sonuglar saglayacaktir. Literatiirde, Jacknife, Bootstrap ve capraz gecerlilik
olmak Uzere ug farkh yeniden érnekleme yéntemi kullaniimaktadir. Yeniden érnekleme ydntemleri karsilastirildiginda Jackknife
yonteminde verilerin normal dagihim varsayimi vardir. Ayrica bootstrap yénteminde drneklemin secilme sekli, verinin yerine koyma
yontemine gore yapiimaktadir. Ydntemler bilgisayar teknolojisini ilerlemesi ve istatistik paket programlarinda bu modillerin yer
almasindan dolay! giderek daha popller hale gelmistir. Birgok istatistik paket programinin siniflama ve modelleme amagli
algoritmalarina bu yéntemler girmistir. Bu nedenle uygulamada bu yontemleri kullanmak kaginilmazdir.

Anahtar Kelime: Yeniden Ornekleme, Jackknife, Bootstrap, Capraz Gegerlilik

The usage of jacknife, bootstrap and cross-validation methods in the medical studies for

diagnostics

ABSTRACT

In medical sciences, the status of no homogeneous distribution within the sample group is encountered often during data analyses.

That kind of data characteristic causes that the data set cannot assure distribution hypotheses that are necessary for the parametric

tests. In case of the presence of these situations, processing and analyzing the same data set using resampling methods without

disturbing the original status of the data offer more powerful results. In the literature, three distinct resampling methods, i.e. Jackknife,

Bootstrap and cross-validation, are used. When these methods are compared, there is normal distribution assumption in Jackknife

method. In Bootstrap method, the sample is selected according to data replacement method. Resampling methods have increasingly

been popular through the advances in computer technology and the availability of these modules within statistical packet software.

These methods are included in classification and modeling algorithms of many statistical packet programs. Therefore, it is inevitable

to use these methods in practice.
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GIRIS

Ornekleme yontemi, bilimsel bir arastirmanin vazgegilmez asamalarindan birisidir. Orneklem
buyukluginin yeterli buyuklikte olmamasi, yeterli blyklikte oldugu halde uygun érnekleme
yonteminin kullaniilmamasi, calismaya alinacak olan bireylerin seciminin dogru ve givenilir bir
sekilde yapilmamasi, arastirmanin bilimsel bir temele dayanmadiginin bir gdstergesidir (1).
Orneklemenin en 6nemli 6zelligi, populasyona iliskin gecerli ve tutarli tahminlere ulasmak igin
ornekleme hatasinin minimum olmasini saglamaktir. Bu kosullar saglandiginda, 6rneklemin
populasyonu en iyi sekilde tahmin ettigi soylenebilmektedir. Fakat parametrik tahmin etme
yontemleri, 6rneklem sayisi az oldugunda giivenilir sonuglar vermemekte, ayni zamanda parametrik
yontemlerin varsayimlarini da bozabilmektedir.

Son yillarda, verilerin parametrik yontemlerle degerlendirilmesinin uygun olmadigi durumlarda
yeniden 6rnekleme yontemleri kullanilmaya baslanmistir (2).
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Bununla birlikte, saglik bilimlerinden elde edilen
veriler analiz edilirken veri setinin yeterli
buyuklikte olmamasindan ya da veriler
arasindaki iliskilerden kaynakli olarak (tekrar
edilebilirlik 6zelliginden) veri seti yetersiz

kalabilmektedir. Yeniden ornekleme
yontemlerinin  temeli, teorik dagilimlara
dayanmakta ve ayni orneklem igerisinden

yeniden dérnekler segmeye bagl olmaktadir. Bu
secim islemi ya orijinal verinin yerini, sirasini ya
da iliskisini degistirerek verinin yerine koyulmasi
ya da koyulmamasi esasina gore yapilmaktadir.

Siniflama ve modelleme amagh yapilan
calismalar ileri istatistiksel yontemlerin konusu
icerisine girmektedir (3). Siniflama amacl
yaptlan calismalarda, modelin basarisi egri
altinda kalan alan ya da modelin diagnostik
dogruluk istatistikleri ile  dlculmektedir.
Modelleme amach yapilan calismalarda ise
regresyon Kkatsayisi istatistik agidan anlamli bir
modelin yorumlanmasinda 6énem tasimaktadir.
Son yillarda geleneksel yontemlere alternatif
olarak gelistirilen yeni yontemlerde regresyon
katsayisl, diagnostik dogruluk orani, egri altinda
kalan alan hesaplanmasi elde edilirken yeniden
ornekleme yaklasimi siklikla kullaniimaktadir (4-
8).

Bu calismanin amaci, yeniden 0Ornekleme
yontemlerini  tanitmak ve bu yoOntemleri
karsilastirmaktir.

GENEL BILGILER

Yeniden o6rnekleme yontemlerinin  temeli
permitasyon test ydntemine dayanmaktadir.
Permitasyon test yontemi, randomizasyon test,
yeniden randomizasyon test ya da exact test
olarak da  adlandiriimaktadir.  Aslinda
permitasyon test istatistiksel anlamlilik
testlerinin bir tipidir. Bu test klasik istatistikte
oncl olan R. A. Fisher tarafindan 1930’larda
ortaya atilmistir. Fisher permitasyon testi, ornek
ortalamalari arasindaki gézlenen farkliligin olup
olmadiginin belirlenmesi seklindeki deneme
planinda kullanmaktadir. iki grubun ortalamasi
karsilastirildiginda verinin sirasi ve grubu, yerine
koymama yaklasimi kullanilarak degistirilip
birinci, ikinci ve daha fazla permuitasyonlar
olusturularak bu sekilde veriyi yeniden
orneklemektedir (9). Sonucta her permitasyonda
tesadifi  olarak istatistiksel  analizlerin
gerceklestirilebilecegini gostermektedir.

Literatlirde, Jacknife, Bootstrap ve capraz

gecerlilik olmak Gzere U¢ farkh yeniden
ornekleme yontemi kullaniimaktadir.

Jackknife Yontemi

Jackknife  yeniden  Ornekleme  yOntemi
istatistiksel yanhliklari ortadan kaldirmak
amaciyla ilk olarak 1956’da Quenouille

tarafindan kullanilmistir. Daha sonra hipotez
testleri ve gliven araligi olusturmak icin 1958’de
Tukey tarafindan da genellenmistir (10-11).

Bu prosedir genellikle veri setinde asir ug
degerlerin varliginda kullaniimaktadir. Jackknife
yontemi her asamada bir obje ya da bireye ait
veriyi disarida birakarak ayni testin tekrar
edilmesidir. Bu nedenle bu yontem birini disarida
birak (leave one out) yontemi olarak da
isimlendirilmektedir. Bu sekilde bu ydntem
biaslar1 azaltmada etkilidir (2).

Yontemin temel manti§i, veri setinde her bir
g6zlem degeri bir kez disarida birakilarak geride
kalan goOzlemlerden &rneklem istatistikleri
hesaplanmaya dayanmaktadir. Veri setindeki her
bir gozlem disarida birakilarak sahte gozlem
degerleri (pseduevalues, sozde degerler) elde
edilir. Sahte gozlenen degderler bir gesit veri
transformasyonu olarak bagimsiz ve ayni
dagihma sahiplermis gibi dustnulebilir.

Kabul edelim ki parametresini tahmin etmek
istiyoruz. 1 birey sayisini gostermek Uzere
i=1,2,..,n olan bir veri setinin de genel ortalamasi
olsun. Jackknife yonteminin her asamasinda bir
obje ya da bireyin gozlem degeri silindiginden j.
veri silindiginde 6rneklem ortalamasi Denklem-
1’deki gibi hesaplanmaktadir (2, 10-11).

_ 1 n )
5 = X, (1)

n—15

j verinin gercek gozlem degerine karsilik bu
yontemde sahte gozlem degeri
hesaplanacagindan bu sahte gdzlem degeri
Denklem 2’deki gibi hesaplanmaktadir.

xj=n§~(n—1)§_j 2)

Her gdzlem degeri icin bu sekilde s6zde degerler
hesaplanir. Bu cercevede parametresi icin
istatistikleri tahmin etmek istedigimizde s6zde
degerler Denklem 3’deki gibi hesaplanmaktadir.
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6; =n6-m-d; 3

S0zde degerlerin ortalamasi Denklem 4’deki,

varyansi da  Denklem 5’deki gibi
hesaplanmaktadir.
A 1 N o~ %
=— 36 (4)
n;-1
z (0] -6")?
\,ar(@,*):J:]— (3)
(n=1)

™%

® nin ornekleme hatasi ise sozde degerlerin
ornekleminin varyansindan elde edileceginden
Denklem 6’daki gibi hesaplanmaktadir.

D ~x ~x 9
o vad) 500

Var(0 )= JZIH(D D

(6)

Benzer bir yaklasimla guven dizeyi icin sdzde

degerlerin gliven arahgi Denklem 7’de
verilmektedir (2, 10-11).
N ~= ~ &
T (0;-6 ¥
Nk j=1 -
Fty /o (7)
a/2n-1 n(n—1) ]
Bootstrap Yontemi

Yontem ilk olarak 1979 yilinda Bradley Efron
tarafindan Jacknife yontemine alternatif olarak
ortaya atilmistir. 1993 yilinda da Efron ve
Tibshirani tarafindan gelistirilmistir. Bootstrap
metodu standart sapma, given araligi gibi
istatistiklerde ve parametrik olmayan tahminleme
problemlerinde kullanilan basit ve guvenilir bir
yontemdir. Yontemin temel manti§gi herhangi
biyuklikteki mevcut veri setindeki gozlemlerin
sansa bagli olarak yer degistirerek yeniden
orneklenmesi ile yeni veri setleri olusturulmasina
dayanmaktadir (12-16). Boylece mevcut veri
setinden mumkdin olabildigince fazla miktarda
bilgi alinabilmektedir. Yontemde ilk olarak
orijinal 6rneklemden yerine koyma yontemi ile
ornek secilerek bir bootstrap 6rneklemi
olusturulur. Ardindan bu sekilde cok sayida
bootstrap ~ Orneklemler  olusturulur.  Bu

orneklemler ile tahmin edicinin gliven arahigi ve
testin istatistik anlamhgi hesaplanir.

Istatistikte cogu zaman incelenen parametrelerin
normal dagilim varsayimina dayanilarak tahmin
edilebilmesi s6z konusu olurken bu ydntemde
veri setinden iadeli 6rneklem alinarak
parametreler dagihm varsayimindan bagimsiz
olarak da tahmin edilebilmektedir. Eksik ve/veya
kiguk veri setleri dahi istatistiksel ¢ikarsama
yapmak i¢in kullanilabilmektedir (17).
Literatlirde, 6rnekleme dagihminin varsayimina
gore parametrik ve parametrik olmayan bootstrap
yontemleri, orneklerin alinis sekline veya tahmin
edicilerin hesaplanma yontemlerine gore basit,
cift, agirlikh, tekrarlamali, dogal, ardisik ve
bunun gibi pek cok bootstrap yontemi yer
almaktadir (13). Bu calismada standart sapma ve
given araligi tahminlerine ait formulasyonlar,
parametrik olmayan bootstrap yontemlerine gére
verilmektedir.

Populasyon parametresinin tahmin edicisinin
hesaplanmasinda, populasyondan n hacimlik bir
orneklem alinir ve bu 6rneklem populasyonun en
Iyi tahmin edicisi olarak kabul edilir. Bu nedenle,
bu 6rneklem populasyon gibi kabul edilerek her
defasinda iadeli segimle her bir gdzlemin
ornekleme girme sansi 1/n alinarak n hacimli
bootstrap drneklem veri setleri olusturulmaktadir.
Bu islem istenildigi kadar tekrarlanarak B adet
bootstrap gozlemler veri seti olusturulur (13).
Kabul edelim ki B Bootstrap se¢im sayisi olmak
tizere (1= 12,...,B) Bootstrap tahminleri elde
edilsin (&, ,i =1, B ). Bu tahminler daha sonra
ortalama ve varyansin hesaplanmasinda
kullaniimaktadir (12-16).

Her bootstrap 0Orneklem grubunun tahmin

ortalamasi  olmak Uzere bitiin tahminlerin
ortalamasi Denklem 8, standart sapmasi ise
b= L 328 3)
B Bic 1
| 2.5 3
§'=——3(6, -6, 9)

Denklem 9’daki gibi hesaplanmaktadir (12-16).
Guven arahgi ise glven dizeyi icin Denklem

3 - 1 2 - - 5
0%2,,,5=0%2,,|—S@ -6,)* (10
al? nrl\(n_]-;(: R:l L )
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10°da verilmektedir.

Manly 1997°de yaptigi simulasyon calismasi
standart sapma hesaplamasi yapabilmek icin 100-
200 arasi bootstrap érnekler olusturmak yeterli
oldugunu gostermektedir (18).

Capraz Gegerlilik Yontemi

1948’de Kurtz tarafindan basit capraz gecerlilik
(cross validation) yontemi Onerilmistir (19).
Kurtz’un basit capraz gecerlilik teknigini Mosier
1951 de gelistirerek cift capraz gecerlilik olarak
gelistirmistir (20). Daha sonra da Krus ve Fuller
tarafindan 1982°de c¢oklu capraz gecerlilik
teknikleri gelistirilmistir (21).

Modelin dogrulugun test edildigi capraz
gecerlilik yonteminde veri baslangicta test ve
egitim verisi olarak tesaduffi olarak ayrilir. Egitim
verisi modelin kurulumu (egitimi) asamasinda
kullanthir. Test verisi model kurulumunda
kullanilmaz modelin dogrulugu bu yeni veri seti
Uzerinde test edilir (22).

Basit gecerlilikte; veri setinin %5-%33’10k bir
kismi test verisi olarak ayrilir ve modelin
o6grenme asamasinda bu kisim kullaniimaz.
Geriye kalan kisim tzerinde model kurulur ve
gercek  degerler ile tahmin  degerleri
karsilastirilarak modelin dogrulugu hesaplanir.
Ciftli capraz gecerlilik ve coklu capraz gecerlilik
veri setinin sinirh sayida olmasi durumunda
kullanilir. Modelleme asamasinda bitln veri
setinin kullanimina bu ydntemler olanak saglar.
Veri seti tesadufi olarak iki esit parcaya ayrilir.
Bu parcalardan biri egitim verisi digeri test verisi
olarak ikiye ayrilir. Bu sekilde bir dogruluk
hesaplamasi yapilir daha sonra test verisi ile
egitim verisi yer degistirilerek bir dogruluk
hesaplamasi yapilir ve dogruluk degerlerinin
ortalamasi alinarak modelin dogruluk orani
hesaplanir. Bu algoritma cift capraz gecerlilik
olarak tanimlanir.

Her verinin bir kez egitim bir kez de test verisi
olarak kullanabilecegi gecerlilik yontemlerinin
genellenmis hali olan c¢oklu capraz gecerlilik
yontemidir. Bu yontemde ise veri n adet esit
gruba ayrihir. Bir grup test olarak geriye kalan (n-
1) grupta egitim verisi olarak kullantlir. Ve bu
durum n kez tekrar eder. Yine dogruluk
degerlerinin  ortalamasi alinarak  modelin
dogruluk orani belirlenir (23).

SONUC VE ONERILER

Uzerinde calistlan 6rneklem grubu icindeki
homojen olmayan dagilim yapisinin olmasi ile
veri setinin dagilim varsayimlarini
saglayamamasi, veri setindeki  6rneklem
hacminin kucukligi gibi kisithhiklar uygulama
asamasinda siklikla karsilastlan durumlardir.
Verinin orijinal yapisi bozulmadan, ayni veri
setinin ~ yeniden  drnekleme  yontemleri
kullanilarak retilmesi veri setinin basarili bir
sekilde kullanilabilmesine olanak saglayacaktir.
Yontemler karsilastirildiginda Jackknife yontemi

verilerin ~ normal  dagilim  varsayimini
gerektirirken, Capraz Gecerlilik ve Bootstrap
yonteminde normal dagihim  varsayimi

gerektirmez. Ayrica Bootstrap yodnteminde,
Jackknife ve Capraz Gegerlilik yontemlerinden
farkli olarak drneklemin secilme sekli, yerine
koyma yontemine gore yapilir. Ayni obje ya da
bireye secilme sansini taniyan yerine koyma
yontemi ile 6rnekleme yapma, yerine koymadan
yapilan 6érneklem se¢cme bicimine gore daha
dogru sonuclar vermektedir (10,11,17,21).
Jackknife yonteminde tekrarlarin sayisi érnek
genisligi (n-1 kez) ile ilgilidir. Fakat Capraz
Gegcerlilik ve Bootstrap yontemlerinde 6rnek
genisligine iliskin bir kisitlama yoktur.
Dolayisiyla, orijinal veri setinin bircok kez
cogaltilabiliyor olmasi bu iki yontemin
avantajidir (10,11,17,21).

Saglik bilimlerinde siniflama amach yapilan
calismalar, daha c¢ok belirli bir hastaligin tanisinin
konulmasinda etkili olan parametrelerin, risk
faktorlerinin istatistiksel olarak modellenerek
belirlenmesi seklinde yapilmaktadir. Bu tir
siniflama metotlari ileri istatistik teknikler
kullanmay1 gerektirir. Bilgisayar teknolojisinin
ilerlemesi, istatistik paket programlarinin
siniflama ve modelleme amacli kullandiklari
algoritmalarin ~ da  yeniden  0Ornekleme
yontemlerinden herhangi birini kullantyor olmasi
bu yontemlerin giderek daha popdler hale
gelmesine neden olmustur (24-26).

Yeniden Ornekleme yontemlerini  kullanan
siniflama  yontemleri de literatlirde yer
almaktadir. Bunlardan en yaygin kullanilanlari
CART, MARS, Boosting Tree ve Random Forest
yontemleridir (26-29). Bu yontemlerden CART
ve MARS yontemleri algoritmalarinda Capraz
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Gegerlilik yontemini kullanirken, Boosting Tree
ve Random Forest yontemleri ise Bootstrap
ornekleme yontemlerini kullanmaktadir. Ayrica
siniflama amagl olarak egri altinda kalan alan
hesaplamalari da yapilmaktadir ki burada
yeniden o6rnekleme yontemlerinden Jacknife
yeniden O6rnekleme yontemini kullanan MRMC
ROC analizi karsimiza ¢ikmaktadir (6).

Sonu¢ olarak saglik alaninda yapilan
calismalarda da yeniden drnekleme yontemleri
ile veri setini yeniden insa ederek siniflama
basarilarini artiran ileri istatistik yontemlerinin
kullaniimasi kaginiimazdir.
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