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Ozet: Hastalarin kanser alt-tiirlerini heniiz ameliyat olmadan
kesin dogrulukla tespit edilebilmek, tani ve tedavi masraflarinin
azaltilmasini saglayacaktir. Bu c¢alismanin amaci, over ya da
akciger kanseri oldugu tespit edilen bir hastanin kanser alt-tiriini
tespit edebilecek belirli sayidaki biyoisaretin makine 6grenmesi
yontemleriyle bulunmasidir. Bu amagla, mRNA gen ekspresyon ve
protein seviyesi bilgileri kullanilarak kisitli sayida 6z-nitelik
secilmis, bu 6z-niteliklerle g6zetimli makine 6grenmesi metotlari
egitilmis, bu modeller ile yeni gelen bir hastanin kanser alt-tiirii
tahmin edilmistir. Destek vektdr makineleri ve rastgele orman
algoritmalari, yeni kanser hastalarinin kanser alt-tirlerini
ortalama %87 ile %95 arasinda degisen dogruluk dereceleriyle
siniflandirabilmistir. mRNA gen ekspresyon verisi protein seviyesi
verisine gore, her iki kanser tiliriinde de daha basarili
siniflandirma sonuglari saglamistir.
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Abstract: Accurate identification of cancer subtypes of patients
before their surgery will decrease diagnostic and treatment costs.
The goal of this study is the identification of a limited number of
biomarkers, which can predict subtypes of cancer patients who
were diagnosed as lung or ovarian cancer, by using machine
learning methods. For this purpose, a limited number of features
were selected by using gene expression and protein level data,
then supervised machine learning methods were trained with
selected features, cancer subtype of a new patient was predicted
by using these models. Support vector machines and random
forest algorithms can classify cancer subtypes of new patients
with the average accuracies of 87% - 95%. mRNA gene expression
data provided the better classification results compared to the
protein level data.
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1. Giris

Glinumizde kanser tanisti konulan
hastalara, sahip olduklar1 kanser alt-
tiriine ve safhasina gore doktorlar
tarafindan uluslararasi kilavuzlara gore
secilen  tedaviler = uygulanmaktadir.
Ameliyat sonrasi patologlar tarafindan
hastaya teshis konulmakta fakat hastanin
sahip oldugu kanser alt-kategorisi her
zaman kolaylikla tespit edilememektedir.
Hastay1 ameliyat etmeden dnce, kanser
alt-kategorisinin tespiti veya olasi yasam
stiresinin tahmin edilmesi gibi
durumlarin belirlenmesi, su anda klinik
diizeyde yaygin olarak uygulanabilir
degildir. Bu nedenle gelistirilecek olan
islemsel bir yontem, patologa 6n bilgi
vererek daha dogru tani koyma olanagi
saglayabilir. Kanser hastasina 06zel
bilgiler, hasta ameliyat edilmeden once
basit ve kolaylikla uygulanabilir kan
testleri ile tespit edilebilirse, hem
hastanin yasam kalitesini diisiirmeden
gerekli tedavi programlari o hastaya 6zel
olarak dizayn edilebilir; hem de ameliyat,
patolojik  inceleme gibi islemlerin
maliyetleri diisiirtilebilir. Bu amaglarla
son yillarda gelistirilen bazi kanser tani
testleri (6rnegin MammaPrint, OncoType

vb.)  klinik  diizeyde kullanilmaya
baslanmistir [1,2]. Fakat birden fazla
kanser biyoisaretinin (biomarker)

kanserli dokudaki seviyelerini 0Olgerek
uygulanan bu testler hala 100% oraninda
giivenirlige sahip degildir. Bu alanda
bulunacak yeni biyoisaretler, kanser
tanis1 koymada, hastaligin gidisatini ve
hastanin olas1 yasam siiresini tahmin
etmekte cok blytiik katki
saglayacaklardir.

Bu alandaki islemsel analiz ihtiyac1 goz
oniine alinarak bu g¢alismada, hastalik
tanist icin klinige gelen bir hastanin
kanser alt-kategorisini tayin edebilecek

belirli sayida biyoisaretin makine
O6grenmesi  yontemleriyle  bulunmasi
hedeflenmistir. Yakin zamanda bu

amagla genel kullanima ag¢ilan bir¢ok
kanser tiiriine ait ¢cok sayida hasta verisi

bulunmaktadir. Ornegin, hastalarin
genom bilgilerine bakilarak belirli gen
bolgelerindeki mutasyon durumuna gore
kanser tlrleri otomatik olarak
siniflandirilabilmektedir. Daha detaylh
analizler i¢in mutasyon, transkriptom
diizeyindeki mRNA ve protein seviyesi,
DNA kopya sayis1 ve metilasyonu gibi
veriler kullanilabilir. Yakin zamanda
yapilan bir calisma DNA metilasyonu,
protein, mikro-RNA ve gen ekspresyon
verilerini kullanarak over kanseri alt-

tirlerini tanimlamis; bu alt-tiirlerin,
hastanin  yasam siresi, kanserin
tekrarlamasi, alinan tedavi tiri gibi
klinik faktorlerle olan iliskisini

arastirmistir [3]. Yine birden fazla veri
tiriinii  kullanan kapsamli bir bobrek
kanseri c¢alismasinda, yeni alt-tiirleri
birbirinden ayirt edebilen biyoisaretler
ve sinyal yolaklarn kesfedilmistir [4].
Baska bir calisma ise, gogiis kanserinin
histolojik evresini gen ekspresyon verisi
kullanarak tespit etmeyi amaglamis; I. ve
III. evreleri 0.97 AUC ile ayirt etmeyi
basarmistir [5]. Benzer bir ¢alisma,
protein ve antikor seviyesi verilerini

kullanilarak agresif kolon
kanserlerindeki  biyoisaretleri  tayin
etmeye calismistir [6]. Diger bir

calismada ise, mutasyon ve protein
verileri kullanilarak akciger kanseri alt-
gruplarina ayrilmistir [7]. Yakin zamanda
gerceklestirilen bir calismada etkin hale
gecmis yolaklarin tespiti icin mRNA
ekspresyon ve protein etkilesim aglari
kullanilmis; noéroepitelyal dokulara ait
kanser tirlerini ayirt edebilmek igin
destek vektor makinalar1 kullanilarak
%68’lik bir dogruluk derecesi elde
edilmistir [8]. Baska bir calisma RNA-
sekanslama  ve RPPA  verilerini
kullanarak farkli (kanserli ve saglikli)
doku oOrneklerini karsilastirmis; saglkli
ve hastalikli dokularda ekspresyonlari
korelasyon gosteren gen ve proteinleri
analiz etmistir [9]. Yakin zamanda
yapilan bir ¢alismada rahim agz kanseri
hastalarindan alinan DNA, RNA ve
protein Orneklerinin genom analizi
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yapilarak, bu kanserin molekiler alt-
gruplarmin profilleri ¢ikarilmistir [10].
Prostat kanserinin alt-gruplarini tespit
etmek amaciyla RNA-sekanslama verisi
iizerinde gozetimsiz kiimeleme
yontemleri uygulamis yakin tarihli bir
calisma da bulunmaktadir [11]. Saghkli
bireyleri meme kanseri teshisi konulan
kisilerden ayirt etmek igin, derin
o6grenme tekniklerini RNA-sekanslama
verisi lizerinde uygulayan yakin tarihli
baska bir ¢alisma mevcuttur [12]. Yakin
zamanda yapilan tiim bu g¢alismalardan
anlasildig1 lizere, genom diizeyindeki
farkli veri tiirleri kullanilarak hastalik
evresi, tekrar etme durumu, alt-tiirleri,
hastanin yasam siiresi gibi bir¢ok klinik
faktor, islemsel yontemlerle tahmin
edilmeye calisilmaktadir.

Kanser Genom Atlasi Projesi (The Cancer
Genome Atlas Project - TCGA), 32 farkh
kanser tiriinden hastalara ait,
demografik, mutasyon, metilasyon,
mRNA ve protein ekspresyon vb. gibi
farkli biyolojik verileri igeren bir
arastirma projesidir [13]. Bu degerli veri
tabaninda baz1 kanserler icin hastanin
kanser alt-tirleri verilirken, bazi1 kanser
tiirleri i¢in ise hastalarin yasam stiresi
gibi daha detayll  bilgiler de
paylasimistir.  TCGA projesinin genel
amaci geg¢ teshis edilen veya uygun tedavi
bulunamadigl i¢in hastanin kaybiyla
sonug¢lanan kanser tiirlerinin birbiriyle
olan benzerliklerini genis bir hasta
toplulugu {izerinde arastirabilmektir.
Saglikli bireylerin o6l¢iimlerinin kanser
hastalariyla karsilastirilmasi ¢ogunlukla
DNA-dizi analizleriyle yapilirken; mRNA
ve protein ekspresyon gibi daha maliyetli
deneyler c¢ogunlukla sadece kanser
hastalarinin érnekleri i¢in uygulanmistir.
Akciger kanseri hem diinyada hem de
Tirkiye’de erkekler arasinda en sik
gorillen kanser tiiriiyken; over kanseri
kadinlar  arasinda  goriilme  siklig
Tiirkiye’de dérdiincii sirada yer alan ve
teshisi oldukea ge¢ yapilabilen bir kanser
tiridir [14].

Bu makalenin amaci, TCGA veri
tabaninda kanser alt-tiiri daha 6nceden
tanimlanmis, mRNA gen ve protein
ekspresyon verileri paylasilmis, akciger
ve over kanseri hastalarinin kanser alt-
tiriini  tahmin edebilecek yeni akill
biyoisaretleri bulmaktir [7,15]. Bu
amagla, transkriptom diizeyindeki mRNA
ifadesi (RNA-sekanslama) ve protein
seviyesi (Reverse Phase Protein Array -
RPPA) bilgileri iizerinden kisith sayida
0z-nitelik (mRNA, protein) secimi
yapilacak, bu 0Oz-niteliklerle egitilen
gozetimli makine 68renmesi yontemiyle,
yeni gelen bir hastanin kanser alt-
kategorisi tahmin edilmeye calisilacaktir.

Literatirde RNA-sekanslama verisini
farkli amaglar dogrultusunda analiz eden
bircok calisma olmasina ragmen, ayni
hasta grubundan alinan RNA-sekanslama
ve RPPA verilerini karsilastirmali olarak
analiz ederek kanser alt-tilirlerini tespit
edebilecek biyoisaret calismalari bilgimiz
dahilinde bulunmamaktadir. Bu
calismanin 06zgiin degeri, hastalardan
allnan mRNA ve protein seviyesi
bilgilerini karsilastirarak, hangi kanser
alt-tiirtine sahip oldugunu tespit etme
isleminde daha 1iyi sonu¢ verecek
biyoisaretlerin bulunmasidir. Bulunacak
biyoisaretlerin sayisinin kisith olmasi,
gelistirilecek  klinik tam1 testlerinde
kullanilabilmeleri i¢in maliyetlerin daha
diisik olmasin saglayarak, medikal
alanda 6zgiin bir katki sunabilecektir.

2. Materyal ve Metot

Bu c¢alismada kullanilan  biyolojik
verilerin analizi ve uygulanan makine
O6grenmesi algoritmalarinin detaylar1 bu
boliimde agiklanacaktir.

2.1. Veri 6n-isleme

Calismamizda kullanilacak olan over
(0v) ve akciger (LUSC) Kkanseri
hastalarina ait mRNA gen ekspresyonu
ve protein seviyesi bilgileri, “TCGA
Assembler” yazilimi ve “R-Bioconductor”
yazillm  ortami  kullanilarak  lokal
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sunucuya kaydedilmistir [16]. TCGA
projesi RNA-sekanslama verisi icin gen
ekspresyon analizini iki asamada
gerceklestirmistir. ~ Oncelikle her bir
mRNA sekansinin tiim genom iizerinde
toplam kac¢ defa yapistigini hesaplamak
icin RPKM (“reads per Kkilobase per
million”) yontemi uygulanmistir [17].
Sonra bulunan toplam yapisma sayilari
iizerinden her bir genin ekspresyonunu
kestirebilmek i¢in, RSEM yontemi
uygulanmistir [18]. Bu calismamizda
genom bazinda kestirimi yapilmis bu gen
ekspresyonlar1 lokal sunucuya kayit
edilmistir. Bu calismada kullanilacak olan
her iki veri tiiriinde (RNA-sekanslama ve
RPPA) ortak olarak o6rneklemi olan
hastalar secildiginde, sadece kanser
hastalarina ait 6rneklere ve bu hastalarin
kanser alt-tiirlerine ait etiketlemelere
ulasilabilmistir. Ham verileri, gozetimli
bir 6grenme algoritmasinda
kullanabilmek i¢in, temel veri temizligi
ve normalizasyonu yapilmigtir. Oncelikle,
tiim hasta orneklerinde tamamen eksik
olan (sifir degerine sahip) mRNA
Olglimleri silinerek, ham veri iginde
Olciimii  yapillamayan mRNA verileri
temizlenmistir. iki kanser tiiriinde bu
eksik mRNA o6lciimleri, toplam mRNA
sayisinin %2’si kadardir. Sonraki adimda,
mRNA ifadesi o6l¢iimleri logaritmik
diizeye (logz) c¢evrilmistir. Sonrasinda
satir ve siitun bazinda normalizasyon
yapilarak, tim mRNA ifadeleri z-puani
(“z-score”) olarak temsil edilmistir.

Boylelikle farkl hastalara ait mRNA ifade
orneklerinin hepsi, 0-ortalama ve 1-
standart sapma ile gdsterilebilmistir.
Protein seviyesi 6l¢limleri icin benzer bir
yontem uygulanarak, ham veriler z-puani
olarak temsil edilmigtir. Gozetimli
6grenme modeli bu z-puam verileri
kullamilarak  egitilecektir. ~ Ogrenme
modelini anlaml bir sekilde egitebilmek
icin hem mRNA ifadesi hem de protein
seviyesi bilgisi olan hasta o6rnekleri
secilmistir. Bu nedenle hasta
orneklerinin toplam sayisinda bir azalma

meydana gelse bile, 6grenme modeli igin
istatiksel olarak yeterli sayida hasta
ornegi bulunmaktadir. Olusturulan bu
veri setinde, akciger kanseri i¢in toplam
112, over kanseri i¢in ise 202 hasta verisi
bulunmaktadir. Tiim bu siniflandirma ve
veriyi temizleme islemlerinden sonra
kullanilacak hasta verisinin buytikligi ile
ilgili bilgiler Tablo 1'de verilmistir.
Akciger kanserinin “Classical” alt-tiirtine
(TCGA’da  %36’lik  o6rneklem) sahip
hastalarin, ¢ogunlukla yiiksek miktarda

sigara icen erkek hastalar olduklari
bilinmektedir. “Primitive” alt-tliriine
sahip  hastalar (TCGA'da  %15’lik

orneklem) hizli hiicre ¢ogalmalarina ve
kisa yasam siirelerine sahiptirler. “Basal”
alt-tiirtine sahip hastalar (TCGA’da
%25’lik 6rneklem) fenotip olarak kolay
ayirt edilebilirler. “Secretory” alt-tiiriine
sahip hastalarda (TCGA’da %Z24’lik
orneklem) bagisiklik sisteminde gorev
alan genlerin  degisiklige ugradig
gozlenmistir.

Over kanserinde ise “Immunoreactive”
alt-tiirtine sahip hastalarin (TCGA’da
%29’'luk orneklem) bagisiklik sistemi

zaylf tepkiler verirken, T-hiicreleri
kemokin ligandlar1  aktif haldedir.
“Proliferative” alt-tiirtine sahip

hastalarda (TCGA’da %28’lik érneklem)
hiicre ¢ogalmas1 ile ilgili genlerde
degisiklik gozlenir. “Differentiation” alt-
tiiriine sahip hastalarda (TCGA’da
%25’lik 6rneklem) yumurtalik tiiplerinin
salgilamasiyla ilgili genlerde daha olgun
dizeye erismis bir degisiklik gdzlenir.
“Mesenchymal” alt-tiiriine sahip
hastalarda (TCGA’da %18’lik 6rneklem)
stroma dokularda olusan yapilanmalar
ile ilgili degisiklikler gozlenir.

2.2. Gozetimli 6grenme metodu

Transkriptom diizeyindeki mRNA verisi
ve protein seviyesi bilgileri lizerinden
ayr1 olarak en anlamli 6z-nitelikler
(biyoisaret) secilerek, gozetimli 6grenme
modeline sinirli sayidaki bu 6z-nitelikler
girdi olarak verilecektir. Bu bilissel
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yontem dort temel asamadan olusur
(Sekil 1). Detaylar1 asagidaki bolimlerde
aciklanan 6grenme ve sinama yontemi
rastgele secilen hasta érnekleri icin 500
defa (500-kath c¢apraz dogrulama)
tekrarlanir. Sonug¢ olarak, hesaplanan
ortalama dogruluk yiizdesi, her bir
algoritmanin genel 6ngorii performansi
olarak sunulmustur. Yapilan testler

sonucu en yiiksek dogruluk yiizdesini
elde eden o6grenme algoritmasi ve
optimal 6znitelik sayis1 (N), genel dngori
modeli olarak secilecektir. Secilen bu N-
Oznitelik, tanimlanan siniflandirma
problemi i¢in tahmin edilen biyoisaret
setini olusturur.

Tablo 1. TCGA veri tabanindan indirilen ve veri temizligi, normalizasyonu yapilan kanser

hastalarina ait verilerin sayisal dokiimii

. s Toplam Toplam Toplam
Kanser tipi Alt-Tar hasta sayisi mRNA ifadesi  protein seviyesi
Akciger Basal 28 20218 (gen) 186 (protein)
Akciger Classical 38 20218 (gen) 186 (protein)
Akciger Primitive 18 20218 (gen) 186 (protein)
Akciger Secretory 28 20218 (gen) 186 (protein)
Over Differentiated 50 20131 (gen) 175 (protein)
Over Immunoreactive 59 20131 (gen) 175 (protein)
Over Mesenchymal 36 20131 (gen) 175 (protein)
Over Proliferative 57 20131 (gen) 175 (protein)
Oznitelik Secimi
2

Gen ifadesi Protein seviyesi

(mRNA) (RPPA)

Epitim Seti —* | & ®
%70 N ‘/
" oot T-Test Analizi
Hasta 6rneklerinin
ayrilmasi ) l N - dznitelik l
%% 3 B}
Test Seti Makine Ogrenmesi I

Ongorii
Modeli

~ Dogruluk ™
- Yiizdesi

Sekil 1. islemsel yéntemin temel ¢calisma asamalari
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2.2.1. Hasta érneklerinin ayrilmasi
Hastanin kanser alt-tiiriinii tahmin
etmeyi saglayan model go6zetimli
makine o0grenmesi yontemiyle
olusturulacagi icin, var olan hasta
ornekleri (alt-tiirleri icinde dengeli bir
oranda) egitim (%70) ve test (%30)
amacl olarak rastgele iki boliime ayrilir.
Secilen her bir egitim veri seti icin
asagida aciklanan iki asamali 6grenme
teknigi uygulanir.

2.2.2. Oz-nitelik se¢imi

Insan genomundaki yaklagik 20000
genin, kanser hastalarindaki mRNA
seviyeleri TCGA  veri tabaninda
bulunmaktadir. Makine  6grenmesi
yontemine en belirleyici olan
oznitelikler girdi olarak verilmelidir.
Aksi takdirde bu kadar biiytik boyutlu
bir veri wuzayinda, bir modelin
egitilebilmesi  icin gereken hasta
orneklem sayis1 yeterli olmayacaktir.
Islemsel yontemin ilk asamasi, en
onemli “N” tane 6zniteligin secilmesidir.
Bu amagla istatiksel bir yontem olan ¢-
testi yontemi uygulanmistir. Bu yontem
birbirinden bagimsiz olarak 6rneklenen
iki grubunun ortalamalarinin
birbirinden farkli olup olmadigini analiz
etmektedir. Orneklem  ortalamasi
birbirinden en farkli olan “N” tane
Oznitelik, en anlaml olarak secilecektir.
Bizim kanser hastalarimiz kendi iginde
dort ayri alt-tiire ayrilmistir. Her bir
hasta grubunu (alt-tiir) diger ti¢ grupla
karsilastirabilmek i¢in; drnegin “Basal”
grubundaki hastalar1 bir siif olarak
alirken, “Classical”, “Primitive” ve
“Secretory” gruplarindaki tiim hastalar

da diger smif olarak alimir. R-
Bioconductor  icindeki  “genefilter”
kiitiiphanesinin “rowttests” fonksiyonu
kullanilarak t-test analizi

gerceklestirilmistir. Analiz sonucunda ¢-
istatistik puanina gore belirleyici olan
“N” tane mRNA ya da protein secilmistir.
Buradaki N degeri 500-katli ¢apraz
dogrulama deneyleriyle (5 sefer
tekrarlanarak) 10 ile 100 arasinda

degisen bir aralikta belirlenmistir.
Ciinkii  bu Oznitelik sayis1  kisith
tutularak, daha sonra gelistirilecek olan
klinik tani testlerinde az sayidaki mRNA
ve proteinin kontrol edilmesi
saglanacagindan, tani kitinin maliyeti de
diisiik  tutulacaktir. Segilen bu N-
Ozniteligin mRNA gen ifadesi ya da
protein seviyesi degerleri (z-puani) bir
sonraki asamaya girdi olarak verilir.

2.2.3. Makine 6grenmesi metotlar:
Secilen N-0znitelik kullanilarak bir
6grenme modeli olusturulur. Amag, bir
sonraki asamada gelecek olan yeni hasta
verisinin, kanser alt-kategorisini basarili
bir sekilde tahmin edebilmektir.
Ogrenme islemi gozetimli bir model
olarak yapilacag: i¢in, en az iki hasta
sinifi tanimlanmalidir. Hastanin kanser
alt-tiirtinii bulmak i¢in toplam dért sinmif
tanimlanir ve her bir hasta sinifin1 diger
ii¢ siniftan ayirt edebilecek bir makine
6grenmesi modeli egitilir. Veri tiirtine
(mRNA / protein) goére segilen N-
Ozniteligin, egitim veri setindeki z-
puanlari makine O6grenmesi
algoritmasina girdi olarak verilir.

e Destek vektor makineleri

Destek  Vektéor Makineleri (DVM)
siiflandirma  ve  Orinti  tanima
problemlerini ¢cozebilmek icin
gelistirilmis istatiksel 0grenme
modeline dayanan  bir = makine

ogrenmesi yontemidir [19]. iki simiftan
olusan bir problemde, DVM’ler iki sinifi
birbirinden ayirabilecek optimal
diizlemi bulmay1 hedefler. Bu amagla iki
sinifin  birbirine en yakin 6rnekleri
destek vektorleri igin smir olarak
belirlenir, sonrasinda ise bu destek
vektorleri arasindaki uzaklig
olabildigince artiracak tim olas1
diizlemler hesaplanir. Eger iki sinifin
ornekleri uzayda dogrusal vektorler ile
ayirt edilemeyecek durumdaysa, n-
boyutlu  girdi  vektorii  c¢ekirdek
fonksiyonlar1 kullanilarak, N-boyutlu
ozellik vektoriine doniistiiriliir. Boylece
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daha ylksek bir boyuta doniistiiriilen
girdi vektord, artik dogrusal diizlemler
ile kolaylikla ayrilabilir bir hale gelir. Bu
calismada, R-Bioconductor icinde yer

alan “e1071” kiitiiphanesinin DVM
fonksiyonlari (svm, predict)
kullanilmistir.  DVM  parametreleri

varsayilan degerler olarak birakilmistir.

e Rastgele orman algoritmasi
Rastgele Orman (RO) algoritmasi agag
tabanli olan ve rastgelelik o6zelligi
eklenmis bir torbalama yodnteminin
gelismis halidir [20]. Temel olarak, aga¢
tizerinde bir digim ayrilacagi zaman,
tim degiskenlerin arasindan rastgele
olarak m-tane degisken secilerek bu
ayrim uygulanir. Her bir aga¢ gercek bir
veri setinden degistirmeli alt-6rnekler
alinarak olusturulur ve olusturulan
agaclarda budama uygulanmaz. RO
algoritmasinin uygulanmas1 igin iki
temel parametre vardir: 6znitelik sayisi
(m), toplam agac¢ sayist (ntree). Bu
calismada, R-Bioconductor iginde yer
alan “randomForest” kiitiiphanesinin
fonksiyonlar1 (randomForest, predict)
kullanilmigtir.  Algoritmanin  temel
parametrelerinden sadece toplam aga¢
parametresi 2000 olarak artirilmistir, m
ise toplam smif sayisi (m=2) olarak
varsayilan degeriyle kullanilmistir.

Yukarida  6zetlenen  iki = makine
O6grenmesi algoritmasi, verilen egitim
hasta  verisi  lizerinde egitilerek
kendilerine ait siniflandirma
modellerini olustururlar. Bu asamanin
ciktisi, farkh algoritmalar ile
olusturulmus iki ayr1 siniflandirma
modelidir.

2.2.4. Ongérii modeli

Egitilen her bir modelin tahmin
yetenegi, daha 6nce modelin egitilmesi
asamasinda hi¢ kullanilmamis olan, test
veri kiimesinde smanir ve dogruluk
ylizdesi hesaplanir. iki simiftan olusan
siniflandirma  probleminin  basarim

sonuglar1 Tablo 2’deki gibi bir karisiklik
matris olusturularak hesaplanir.

Tablo 2. Karisiklik matrisi

Ongériilen Simif

Sinif 1 Sinif 2

Gergek Yanlis
Dogru Suuf 1 Pozitif Negatif
Suf qufz | Yanhs | Gergek
Pozitif | Negatif

Dogruluk yiizdesi DVM, RO yontemleri
ve mRNA, protein verileri izerinde ayr1
olarak hesaplanmistir.

DY = GP + GN (1)
" GP+YP+YN+GN
Sonuglarin degerlendirmesinde

kullanilan diger bir metrik de “ROC”
egrisi ve altinda kalan alani temsil eden
“AUC” degeridir [21]. ROC egrisi bir
6grenme modelinin farkl esik degerleri
icin duyarlilik (hassasiyet) ile segicilik
(6zgullik) arasindaki iligkisini temsil
etmektedir. ROC egrisinin y-ekseninde
DPO (Dogru Pozitif Oran), x-ekseninde
ise YPO (Yanlis Pozitif Oran) yer

almaktadir (Denklem 2).
DPO = G
o GP 14/—PYN 2)
"~ YP+GN

ROC egrisinin altinda kalan toplam alan
ise AUC olarak hesaplamir. Ornegin iki
siniftan  olusan  bir  siniflandirma
probleminde AUC degeri 0.5 degerinden
diistik bir degere sahipse, o modelin
yararsiz oldugu kabul edilir. Modelin
AUC degeri 1.0 degerine yaklastikea,
ayirt etme performansi da miikemmele
yaklasmaktadir. Bu ¢alismada, ROC
egrisi cizilmesi ve AUC hesabi i¢cin R-
Bioconductor i¢inde yer alan “ROCR” ve
“cvAUC” kiitliphanelerinin cesitli
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fonksiyonlar1 (prediction, performance,
cvAUC) kullanilmistir.

Kanser hastalarina ait toplam dért farkh
alt-tiir (sinif) bulundugundan, birden
fazla ikili siniflandirici model
olusturulmas1 gerekir. Bu nedenle
calismada “one against all” (OAA)
yontemi uygulanmistir. Ornegin  S1
sinifindaki hastalar1 diger {i¢ siniftan
ayirmak i¢in, yine iki siniftan olusan bir
model olusturulur. Bu model S1
sinifindaki hastalar1 pozitif 6rnek olarak
alirken; S2, S3 ve S4 sinifindan gelen
tim hastalarn da negatif 6rnek olarak
kabul eder. Dolayisiyla dort siniftan
olusan bir veri setinde, bu sekilde dort
ayri ikili siniflandirma modeli
olusturulur. Tiim bu dogruluk yiizdeleri
ve AUC hesaplamalari 500-kath capraz
dogrulama ile tekrarlanir; sonug olarak
ortalama dogruluk ytzdesi, ortalama
AUC degeri ve ROC egrileri rapor edilir.

3. Bulgular

Akciger kanseri icin alt-tiiri bilinen
toplam 112 hasta bulunmaktadir. Bu
hastalara ait toplam 20218 mRNA gen
ifadesi ve 186 protein seviye verisi
vardir. Over kanserinde alt-tiirii bilinen
toplam 202 hasta bulunmaktadir. Bu
hastalara ait toplam 20131 mRNA gen
ifadesi ve 175 protein seviye verisi
vardir. Siniflandirma algoritmalar1 dort
kanser alt-tiiriinii birbirinden ayirt
edebilmek icin birbirinden bagimsiz
olarak egitilmigtir. Burada iki siniftan
fazla sayida sinif icin éngorii yapilacagi
icin, “one against all” (OAA) yontemi
uygulanarak ortalama dogruluk
yluzdeleri ve ortalama AUC degerleri
hesaplanmistir.

Akciger  kanseri hastalarinin  alt-
tiirlerine  gore smiflandirilmasinda,
mRNA gen ekspresyon verisi icinden
toplam 50-6znitelik secilmis, protein
verisi icinden ise 40-0znitelik secilerek
algoritmalar  egitilmistir. ~ Sekil 2
algoritmalarin  en  anlamli  RNA-

sekanslama ve RPPA 0z-nitelikleriyle
egitildiginde ortaya ¢ikan dogruluk
yluzdeleri sonuglarin1 6zetlemektedir.

Buna gore, mRNA ekspresyon
verisinden secilen 0z-niteliklerle
makine 0grenmesi algoritmalari
egitildiginde, protein seviyesi

verilerinden secilen 6z-niteliklere gore,
farkl alt-tiirleri %3,3 ile %19,7 arasinda
degisen bir aralikta daha yiiksek
dogruluk ytizdeleri ile siniflandirmistir.
Sekil A1 RNA-sekanslama verileri ile
siniflandirma yapildiginda, ROC egrileri
ve ortalama AUC degerleri ile elde
edilen sonuglar1 gostermektedir. Benzer
sekilde Sekil A2 ise RPPA verileriyle
elde edilen ROC egrileri ve ortalama
AUC degerlerini gostermektedir. DVM
ve RO algoritmalarinin RNA-sekanslama
verisinden secilen 0z-niteliklerle
egitildiginde, RPPA’dan secilenlere gore,
farkh alt-tiirler icin %12,5 ile %27
arasinda degisen daha yliksek AUC
degerleri ile simiflandirma yaptiklar:
gorilmiistiir.

Kanser Alt Tipi[ BasalT|Classical [l Primitive llSecretory

100+

90+ T T

a0+ ! l

DY

704

RnaSekans_DVM RnaSekans RO RPPA_DVM RPPA_RO
Algoritmalar ve Veri Tipleri

Sekil 2. DVM ve RO algoritmalarinin akciger
kanserinin alt-tiirlerini siniflandirma
performanslari

Bu sonuclardan yola ¢ikarak, uygulanan
0z-nitelik se¢gme yonteminin ve farklh
veri kaynaklarinin, akciger kanserinin
alt-tiirlerini siniflandirma problemine
degisik oranlarda katki sagladigl
goriilmektedir. Iki égrenme
algoritmasinin (DVM ve RO) ortalama
dogruluk ytlizdeleri ve AUC degerleri
birbirine olduk¢a yakindir.
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Kullanilan veri tipleri incelendiginde ise,
RNA-sekanslama verisinin tim akciger
kanseri alt-tirlerini simiflandirmada,
RPPA verisine gore daha basaril
sonuglar elde ettigi gozlenmistir. Kanser

alt-tiirlerine  bakildiginda ise, DVM
algoritmas1 en  yiiksek  dogruluk
yuzdesini (%91) ve ortalama AUC

degerini (%89) “Classical” alt-tiirii icin

RNA-sekanslama verisini kullanarak
elde etmistir. Ote yandan RO
algoritmasi, en yiliksek degerleri

“Classical” (%89 dogruluk ytzdesi, %87
ortalama AUC degeri) ve “Secretory”
(%89 dogruluk yiizdesi, %83 ortalama
AUC degeri) alt-tiirleri i¢in yine RNA-
sekanslama verisini kullanarak elde
etmistir.

Kanser Alt Tipi 1Dy rolferative

1 :
T

2

RnaSekans_DVM  RnaSe

ekans_| RPPA_DVM
Algoritmalar ve

Veri Tipleri

Sekil 3. DVM ve RO algoritmalarinin over
kanserinin alt-tiirlerini siniflandirma
performanslari

RPPA_RO

Over kanseri hastalarinin alt-tiirlerine
gore smiflandirilmasinda, mRNA verisi
icinden 50-6znitelik alinmis, protein
verisi icinden ise 10-6znitelik secilerek
makine O6grenmesi algoritmalari
egitilmistir. Sekil 3 algoritmalarin en

anlamli RNA-sekanslama ve RPPA
oznitelikleriyle egitildiginde  over
kanseri icin elde ettikleri dogruluk

yluzdeleri sonuclarin1 gostermektedir.

Algoritmalarin RNA-sekanslama
verisinden secilen 0z-niteliklerle
egitildiginde,  protein  verilerinden

secilenlere gore, farkl alt-tiirleri %3,3
ile %11,8 arasinda degisen bir aralikta
daha ylksek dogruluk yiizdeleri ile
siniflandirdiklar goézlenmistir. Sekil A3
RNA-sekanslama verileri ile
siniflandirma yapildiginda, ROC egrileri

ve ortalama AUC degerleri ile elde
edilen sonuglar1 gostermektedir. Sekil
A4 ise RPPA verileriyle elde edilen ROC
egrileri ve ortalama AUC degerlerini

gostermektedir. DVM ve RO
algoritmalarinin RNA-sekanslama
verisinden secilen 0z-niteliklerle

egitildiginde, RPPA’dan secilenlere gore,
farkli alt-tiirler icin %7,5 ile %19,5
arasinda degisen daha yiiksek AUC
degerleri ile siniflandirma yaptiklar:
gorilmistiir.

Over kanseri alt-tirlerini siniflandirma
sonuclart  incelediginde, uygulanan
Oznitelik  se¢gme  yonteminin  bu
siniflandirma problemine ek bir katki
sagladifi soylenebilir. ki &grenme
algoritmasinin ~ ortalama  dogruluk
yluzdeleri ve AUC degerleri birbirine
yakindir.  Kullanilan  veri tipleri
incelendiginde, RNA-sekanslama
verisinin over kanserinin tiim alt-
tirlerinin siiflandirma probleminde
protein seviyesi verisine goére daha
basarili bir performans gosterdigi
soylenebilir. Kanser alt-tiirlerine
bakildiginda ise, kullanilan makine
O0grenmesi algoritmasindan bagimsiz
olarak ozellikle RNA-sekanslama verisi
icin “Mesenchymal” alt-tlriiniin daha
basarih  (ortalama %94 dogruluk
yuzdesi, %87 AUC degeri) bir sekilde
diger alt-tirlerden ayirt edildigi
gorulmustiir.

4. Tartisma ve Sonug¢

Son yirmi yilda makina 6grenmesi
yontemleri  bircok  farkli  alanda
uygulanirken [22,23] son on yilda
Destek Vektér Makinalar1 [24] ve
Rastgele  Orman [25] O0grenme
algoritmalari biyolojik verilerin
analizinde de siklikla kullanilmaya
baslanmistir.

Sunulan bu calismada ise, akciger ve
over kanserlerinin alt-tiirlerini
birbirinden ayirt etmeyi saglayacak ve
klinik tam1 kitlerinde kullanilabilecek
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sinirli  sayida biyoisaret olabilecek
mRNA ya da protein tespit edilmeye
calisilmistir. mRNA ekspresyon
Olciimlerini sunan RNA-sekanslama ve
RPPA verileri karsilastirildiginda, RNA-
sekanslama verisi her iki kanser
tiriinde de daha basarili siniflandirma
sonuglart saglamistir. DVM ve RO
6grenme algoritmalariin siniflandirma
performanslari birbirine oldukea
yakindir. Ogrenme algoritmalar1 mRNA
ekspresyon verisinden elde edilen 6z-
nitelikleri  kullandiklarinda;  akciger
hastalarinin kanser alt-tiirleri ortalama
%87 ile %91 arasinda degisen bir
dogruluk yiizdesiyle siniflandirilirken,
over Kkanseri icinse %87 ile %95
arasinda degisen bir basariya
ulasmislardir. ROC analizi sonuclari
detaylica incelendiginde, akciger
kanserinin alt-tiirlerinin tespiti igin
protein seviyesi verisi kullanildiginda
ozellikle “Primitive” ve “Secretory” alt-
tirleri igin AUC degerlerinin, rastgele
tahmin kabul edilen 0.5 degerine yakin
sonuglar verdigi gérilmiistiir. Ozellikle
bu alt-tiirleri daha basaril
siniflandirabilmek icin protein seviyesi
yerine mRNA ekspresyon verisi tercih
edilmesi, daha tutarli sonuglar elde
edilmesini saglayacaktir.

Bu ¢alismada kullanilan akciger kanseri
ornekleri skuamé6z hiicreli akciger
kanseri hastalarina ait oldugundan,
literatiirde bu tiir ile ilgili yapilan
calismalar incelenmistir. Bir¢ok calisma
akciger kanserinin alt-tiirlerini (Basal,
Classical, Secretory, Primitive) kendi
olusturduklar1 hasta gruplari iizerinde
farkli kiimeleme yontemleriyle tespit
etmekte ve bu alt-tiirlerin hastalarin
yasam  slrelerine olan etkilerini
arastirmaktadir [26-28]. Wilkerson ve
arkadaslarinin yaptig calismada
“Consensus” kiimeleme ydntemiyle 382
akciger kanseri 6rnegi icinden dort alt-
tiiri ayirt edilebilen 208 genin mRNA
Olciimlerinin  olusturdugu  6znitelik
vektoriiniin, tek c¢ikarimh  ¢apraz

dogrulama (“one-leave-out cross
validation”) yontemiyle ortalama %96
dogruluk derecesiyle siniflandirma
yapabildigi belirtilmistir [29]. Makalede
sunulan c¢alisma ile literatiirdeki
calismanin [29] sonuglari
karsilastirildiginda, DVM ve RO
algoritmalarinin tlim alt-turler
lizerindeki ortalama performansinin
%89 dogruluk derecesine ulastigl
goriilmektedir. Iki calismada kullanilan
hasta gruplarinin, biyolojik deney
yonteminin, makine O0grenmesi
yontemlerinin, capraz dogrulama
tekniginin ve 6znitelik sayilarinin farkl
oldugu  disiiniildiigliinde; sunulan
calismanin akciger kanseri igin RNA-
sekanslama verilerini kullanarak
literatiirdeki calismalarla benzer
basarimlara ulasabilecegi sdylenebilir.

Literatiirdeki over Kkanseriyle ilgili
calismalarda da dort alt-tiir kiilmeleme
yontemleri ve istatiksel analizlerle
tespit edilmis; bu alt-tiirlerin hastalarin
yasam siirelerine olan etkileri ve farkl
calismalarda belirlenen alt-tiirlerin ne
Olciide ortistigl incelenmistir [30-34].
Leong ve arkadaslarnt farkli deney
platformlarini farkli hiicre tiirleriyle
(taze dondurulan / FFPE)
kullanmiglardir [35]. Bu makalede
sunulan dort farkli over alt-tiiriind, taze
dondurulan hiicrelerde (TCGA’da da bu
hiicre érnekleri kullanilmistir) Leong ve
arkadaslar1 %88-100 arasinda degisen
ortalama dogruluk dereceleriyle
siniflandirmigtir. Calismalarinda 42 ile
48 arasinda degisen sayidaki genin
6lclimlerini, ilk defa mikro-array tabanlh
olmayan bir deney yontemiyle 6lgerek
farkli  bir deneysel Kkarsilastirma
yapmislardir. Makalede sunulan ¢alisma
ile literatirdeki bu g¢alismanin [35]
sonuglart  karsilastirildiginda,  baz
deney platformlar1 (Tagman ve
Fluidigm) icin RNA-sekanlasma ile elde
edilen smiflandirma basarimlarinin
(DVM ve RO algoritmalarinin ortalama
%89 dogruluk derecesi) ayni diizeyde
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oldugu goriulmektedir. Illumina ve
Nanostring teknolojileri kullanilarak
%96 ile %100 arasinda hesaplanan
dogruluk derecelerinin ise, bu
yontemlerin sinanmasinda kullanilan
ornek sayisinin oldukca az sayida (17 ve
28 ornek) olmasindan kaynaklandigi
diistiniilmektedir. iki calismada
kullanilan hasta gruplarinin, o6rnek
sayllarinin, deney  platformlarinin
oldukea farkli olmasi nedeniyle, sunulan
calismanin over kanseri icin RNA-
sekanslama verilerini kullanarak
literatiirdeki ¢calismalardan daha yiiksek
basarimlara ulasabilme potansiyeli
oldugu diisiilmektedir.

Bundan sonraki arastirmalarda, akciger
ve over Kkanserlerinin alt-tiirlerinin
tedavisi igin gelistirilecek olan yeni
ilaglarin, bu g¢alismada bulunan yeni
biyoisaretleri ~de  dikkate alarak
gelistirilmesi, uygulanacak tedavinin
etkisinin artirilmasina yardimeci olabilir.
Gelecekte bu ¢alismanin devami olarak,
tespit edilen yeni Dbiyoisaretlerin
gelistirilecek kanser tani kitlerine dahil
edilebilmesi i¢in; yeni alinan RNA-
sekanslama hasta verileri tUzerinde
islemsel analizlerinin yapilmasi,
sonrasinda ise hiicre deneyleri ile
tasdikinin saglanmasi amag¢lanmaktadir.
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EKkler

Ek A. ROC analizi sonuglari
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Sekil A1l. DVM ve RO algoritmalarinin akciger Kkanserinin alt-tiirlerini siniflandirma
performanslarinin RNA-sekanslama verisi {lizerinde, ROC egrileri ve ortalama AUC ile
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Sekil A2. DVM ve RO algoritmalarinin akciger kanserinin alt-tiirlerini siniflandirma
performanslarinin RPPA verisi lizerinde, ROC egrileri ve ortalama AUC ile hesaplanmasi
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Sekil A3. DVM ve RO algoritmalarinin over kanserinin alt-tiirlerini
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Sekil A4. DVM ve RO algoritmalarinin over Kkanserinin alt-tiirlerini
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