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Öz: Yüksek çözünürlüklü uydu görüntülerinin sınıflandırılmasıyla oluşturulan arazi örtüsü-arazi kullanımı (AÖ/AK) 

envanterleri, hem kent ölçeğinde hem de peyzaj ölçeğindeki planlama uygulamalarının yürütülmesi açısından önem 

taşımaktadır. Avrupa'da alan kullanım planlaması kapsamında hazırlanan kent atlasları, peyzaj ölçeğindeki Natura 2000 ve 

CORINE veri setlerine dayanan haritalar, uydu görüntülerinin yüksek doğrulukla sınıflandırılması ile oluşturulmaktadır. 

Sınıflandırma tekniklerinden kontrollü ve kontrolsüz sınıflandırmanın yanı sıra, güncel bir yöntem olan obje tabanlı sınıflama 

da etkin olarak kullanılmaktadır. Bu çalışmanın materyali olarak, 2013 yılına ait Aydın kentsel yerleşim merkezi sınırındaki 0.5 

m yersel çözünürlüğe sahip Worldview Ortoready Pansharpened uydu görüntüsü ve görüntünün yorumlanmasında Google 

Earth Pro yazılımının geçmiş görüntüleri arasında aynı yılı kapsayan hava fotoğrafları kullanılmıştır. Kentsel alan kullanımlarını 

örnekleyecek düzeyde seçilen çalışma alanı, kontrollü ve obje tabanlı sınıflandırma tekniği ile sınıflandırılarak, sınıflandırma 

sonuçları karşılaştırmalı olarak değerlendirilmiştir. Doğruluk analizi sonuçlarına göre, kontrollü sınıflandırma için hesaplanan 

ortalama doğruluk değeri %82.79, obje tabanlı sınıflandırma için hesaplanan ortalama doğruluk değeri %92.52 olarak elde 

edilmiştir. 

Anahtar Kelimeler: piksel tabanlı sınıflandırma, obje tabanlı sınıflandırma, kentsel alan kullanımları 

The Comparison of Pixel and Object-based Classification for Land Use/Land Cover Mapping 

Abstract: The classification of high resolution satellite images enable planners and researchers to classify land use/land cover (LULC), which are 

important in terms of carrying out the planning applications both at city and landscape scale. For conducting different landscape analysis, LULC plays a 

significant role for numerous applications, such as urban growth analysis, deforestation, etc. Urban atlases provided by European initiatives, 

Coordination of Information on the Environment (CORINE) and various thematic maps are based on the classification of high resolution satellite 

images. As a current method, object-based classification is also used effectively in remote sensing researches. The materials of this study are Worldview 

ortoready pansharpened satellite image with a local resolution of 0.5 m environs the urban settlement of Aydin dated 2013, and the satellite images 

belong to the same year acquired from Google Earth Pro software. The research area representing urban green space, barren land, road, building, 

agricultural field, and shadow was chosen to classify urban LULC by supervised classification and object based classification in a comparative way. The 

results of the accuracy analysis demonstrate that the object-based classifier achieved a high overall accuracy (92.52%), whereas the most commonly 

used decision rule, namely maximum likelihood classifier, produced a lower overall accuracy (82.79%). This research shows that the object-based 

classifier is a significantly better approach than the classical pixel classifiers. 

Keywords: supervised classification, object based classification, land use/land cover 

GİRİŞ 

Avrupa Çevre Ajansı (AÇA)’nın belirlediği kriterler ve 

sınıflandırma sistemi doğrultusunda AÇA’ya üye tüm 

ülkelerde, arazideki çevresel değişimlerin belirlenmesi, doğal 

kaynakların rasyonel biçimde yönetilmesi ve çevre ile ilgili 

politikaların oluşturulması amaçlarına yönelik olarak, aynı 

temel verilerin toplanması ve standart bir veri tabanının 

oluşturulmasına yönelik çalışmalar yürütmektedir. CORINE 

(Coordination of Information on the Environment-Çevresel 

Bilginin Koordinasyonu) sınıflarına göre alansal değişimin 

izlenmesinde oluşturulan veri tabanı, üçüncü düzeyde analiz 

yapmak için yetersizdir. Örnek olarak, 1990 yılına ait veri 

seti incelenmiş ve “kentsel yeşil alanlar” sınıfının alansal 

miktarının yer gerçeğine oranla çok sınırlı olduğu 

gözlemlenmiştir. Sınıflandırma doğruluğu %85’in altında 

olarak belirtilmiş olmasına rağmen ileri düzeyde bir değişim 

analizi yapmak mümkün değildir. Bu nedenle kentlere ait 

kentsel alan kullanım sınıflarının oluşturulmasında güncel 

görüntü tekniklerinin kullanılması, yapılacak çevresel 

analizlerin de doğruluğu açısından önemlidir (Camps-Valls 

ve ark., 2014; Li ve ark., 2017; Maggiori ve ark., 2017). 

Uydu görüntüleri yardımıyla kentsel alan kullanımlarının 

sınıflandırılmasında farklı algoritmalara (obje tabanlı en yakın 

komşuluk, destek vektör makineleri, karar ağacı analizleri 

gibi) dayanan yöntemler kullanılmaktadır (Cristianini ve 

Shawe-Taylor, 2000; Melgani ve Bruzzone, 2004; Tzotsos ve 

Argialas, 2008; Ustuner ve ark., 2017). Çözünürlüğü 2.5-4 

metre arasındaki Ikonos veya Quickbird gibi yüksek 

çözünürlüklü görüntüler, bugüne kadar kent paternini tüm 

detayları ile gösteren haritaların üretilmesini sağlamıştır. 

Geleneksel sınıflandırma yöntemleri, görüntüdeki spektral 

bilgi veya renklere dayanan piksel yaklaşımlarını (Bayes 

teoremi veya yapay sinir ağları) benimsemektedir 

(Schowengerdt, 2012). Ancak bu sınıflandırmada, üretilen 

haritalardaki sınıfların doğruluğu sınırlıdır. Bir diğer ifadeyle, 
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uydu görüntülerinin mekânsal çözünürlüğünün artması ile 

içerdikleri zengin bilgi içerikleri, piksel tabanlı 

sınıflandırmada tutarsız sonuçlar gösterebilmektedir. Bu 

nedenle günümüzde, piksellerin yanında anlamlı nesneler ve 

karşılıklı ilişkilerle görüntünün sınıflandırılmasını sağlayan 

obje tabanlı sınıflandırma tekniği kullanılmaktadır (Blaschke 

ve ark., 2004; Blaschke, 2010; Dingle Robertson ve King, 

2011; Whiteside ve ark., 2011; Duro ve ark., 2012). Renk, 

doku, sıklık ve komşuluk gibi belirli özellikleri referans alan 

obje tabanlı sınıflandırma,  benzer spektral özelliklere sahip 

piksellerin gruplandırılarak görüntüde anlamlı nesnelerin 

oluşturulması temeline dayanmaktadır. 

Bu çalışmanın amacı, Aydın kent merkezinde, kentsel alan 

kullanımlarını örnekleyecek düzeyde seçilen test alanını, 

kontrollü ve obje tabanlı sınıflandırma tekniği ile 

sınıflandırılarak, sınıflandırma sonuçları karşılaştırmalı olarak 

değerlendirmektir. Obje tabanlı sınıflandırmada, eCognition 

Developer 9.0 yazılımı kullanılarak segmentasyon 

aşamasında çoklu çözünürlük algoritmasından 

(Multiresolution Segmentation) faydalanılmıştır. Segmentasyon 

aşamasında, ölçek değerinin doğru belirlenebilmesi için çok 

sayıda deneme yapılmış ve sınıflandırmanın başarısı kontrol 

edilmiştir.  

MATERYAL ve YÖNTEM 

Bu çalışmanın materyalini, 2013 yılına ait Aydın kentsel 

yerleşim merkezi sınırındaki 0.5 m yersel çözünürlüğe sahip 
Worldview Ortoready pansharpened uydu görüntüsü ve 

görüntünün yorumlanmasında Google Earth Pro yazılımının 

geçmiş görüntüleri arasında aynı yılı kapsayan hava 

fotoğrafları oluşturmaktadır. Çalışma alanı, UTM koordinat 

sistemine göre 37°49’-37°51’K ve 27°48’-27°50’D arasında 

yer almaktadır ve yaklaşık 1.500 hektar alan kaplamaktadır 

(Şekil 1). 

 

Şekil 1. Çalışma alanı 

Kentsel alan kullanımlarını örnekleyecek düzeyde seçilen 

test alanında; konut, yol, tarım alanı, kentsel yeşil alanlar ve 

diğer açık alanlar olmak üzere toplam 5 sınıf bulunmaktadır. 

Piksel tabanlı sınıflandırma için ArcMap 10.5 yazılımı, obje 

tabanlı sınıflandırma için ise eCognition Developer 9.0 

yazılımı kullanılmıştır. Segmentasyon aşamasında çoklu 

çözünürlük algoritmasından (Multiresolution Segmentation) 

faydalanılmıştır. Çalışmanın yöntem akış şeması Şekil 2’de 

sunulmuştur. 

Yapılan işlemlerin doğruluğunu test etmek amacıyla, piksel 

değerlerinin referans olarak kabul edilen haritalar veya 

araziye ait yer gerçekleri ile istatistiksel olarak 

karşılaştırılması yapılmaktadır. Hata ölçüsünü belirlemek için 

hata matrisi kullanılmaktadır. Hata matrislerinden elde 

edilen sınıflar arası doğrulukların belirlenmesinde, Kappa (K) 

katsayısı kullanılmaktadır (Cohen, 1960; Campbell, 1996). 

 
r : Hata matrisindeki satırların sayısı 

xii : Satır i ve sütün i’deki gözlemlerin sayısı  

xti : Satır i’deki toplam gözlem 

xit : Sütün i’deki toplam gözlem 

N : Matriste içerilen toplam gözlem sayısı 
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Şekil 2. Yöntem akış şeması (Rahman ve Saha, 2008’den 

değiştirilerek) 

Doğruluk analizinde genel doğruluk, tüm doğru atanmış 

piksel sayısı/tüm pikseller sayısını; kullanıcı doğruluğu, bir 

sınıfa ait doğru sınıflandırılan piksel sayısı/o sınıftaki toplam 

piksel sayısını; üretici doğruluğu ise bir sınıfa ait doğru 

sınıflandırılan piksel sayısı/bir sınıftaki olması gereken gerçek 

piksel sayısını ifade etmektedir (Congalton, 1991; Jensen, 

2005). 

BULGULAR ve TARTIŞMA 

Kontrollü sınıflandırma yöntemine göre, sınıflandırmanın 

kullanıcı tarafından belirlenmesinde referans alınabilecek 

hava fotoğrafları, çeşitli haritalar ya da arazi sörveyleri 

kullanılabilir (Mather, 1987). Bu yöntemin uygulanmasında, 

2013 yılına ait hava fotoğraflarından yararlanılarak her bir 

sınıflandırma alanı için 100 adet test alanı seçilmiştir. 

Maksimum benzerlik algoritması ile kullanılarak oluşturulan 

kontrollü sınıflandırılmış görüntü Şekil 3’de sunulmuştur. 

Sınıflandırma sonucunda tarım alanları ile kentsel yeşil 

alanların benzer spektral özelliklere sahip olması nedeniyle 

karışmış olduğu görülmektedir. Aynı durum, yol ile açık 

alanlar sınıfı için de geçerlidir. 

 
Şekil 3. Kontrollü sınıflandırma sonucu  

Obje tabanlı sınıflandırmanın ilk aşaması segmentasyondur. 

Segmentasyon, benzer spektral özelliklere sahip piksellerin 

gruplandırılarak, mekânsal karakteri farklı objelere 

bölünmesi işlemidir (Ryherd ve Woodcock, 1996; Baatz ve 

ark., 2004; Kalkan, 2011). Komşu piksellerin bir araya 

getirilmesi ile belirli poligonların veya görüntü nesnelerinin 

oluşturulması için bu aşamada çok sayıda test yapılmıştır 

(Şekil 4). 

 Çoklu çözünürlük algoritmasının (Multiresolution 

Segmentation) uygulanmasında, şekil, yoğunluk ve ölçek 

parametrelerinin doğru belirlenmesi önemlidir (Benz ve ark, 

2004). Yapılan testler sonucunda, sınıflandırma ölçeği olarak 

50, şekil ve yoğunluk parametreleri için sırasıyla 0.1 ve 0.5 

değerleri kullanılmıştır. Sınıflandırma sonucu Şekil 5’de 

sunulmuştur.
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Şekil 4. Örnek bir test alanına ait segmentasyon ölçek değerleri: 20 (sol üst), 50 (sağ üst), 70 (sol alt), 100 (sağ alt). (Mavi 

renkteki çizgiler objelerin ayrılma sınırlarını göstermektedir) 

 

Şekil 5. Obje tabanlı sınıflandırma yöntemi ile sınıflandırılmış görüntü 
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Doğruluk analizinin yapılması amacıyla sınıflanmış görüntü 

üzerinden toplam 198 kontrol noktası belirlenmiştir. Bu 

çalışma kapsamında, kontrollü sınıflandırma ve obje tabanlı 

sınıflandırma sonucu oluşturulan görüntülere ait doğruluk 

analizi sonuçları Çizelge 1’de sunulmuştur. 

Çizelge 1. Doğruluk analizi sonuçları 

 

Kontrollü Sınıflandırma (KS) Obje Tabanlı Sınıflandırma (OTS) 

Sınıf Adı 

(KS) Üretici 

Doğruluğu (%) 

(KS) Kullanıcı 

Doğruluğu (%) 

(OTS) Üretici 

Doğruluğu (%) 

(OTS) Kullanıcı 

Doğruluğu (%) 

Tarım alanı 70.32 85.33 89.01 92.05 

Açık alan 70.27 78.79 91.89 77.27 

Konut 65.85 84.38 92.68 95.00 

Yol 87.87 87.88 93.93 91.18 

Gölge 91.76 96.30 96.47 97.62 

Kentsel yeşil alan 94.73 73.47 92.10 94.59 

Toplam doğruluk (%) 82.79 92.52 

Kappa (K) 0.82 0.92 

Doğruluk analizi sonuçları incelendiğinde, kontrollü 

sınıflandırma için hesaplanan ortalama doğruluk değeri 

%82.79 iken, obje tabanlı sınıflandırma için hesaplanan 

ortalama doğruluk değeri %92.52’dir. Kontrollü 

sınıflandırmada, gölge alanlar hem üretici hem de kullanıcı 

doğruluğunun en yüksek olduğu sınıfa karşılık gelmektedir. 

Tarım alanı ve açık alanların üretici doğruluğu yaklaşık %70 

iken, kentsel yeşil alanların doğruluk değeri %94.73’tür. 

Obje tabanlı sınıflandırma için elde edilen doğruluk değerleri 

genel olarak %90’ın üzerindedir. Gölge alanların doğruluk 

değerleri kontrollü sınıflandırmada olduğu gibi en yüksek 

olmakla birlikte, üretici doğruluğu en yüksek ikinci sınıf 

yoldur (Şekil 6). 

 

 

Şekil 6. Her iki sınıflandırmaya ait üretici ve kullanıcı doğruluğu değerleri (%) 

SONUÇ 

Yüksek çözünürlüklü uydu görüntülerinin sınıflandırılmasıyla 

oluşturulan arazi örtüsü-arazi kullanımı (AÖ/AK) 

envanterleri, hem kent ölçeğinde hem de peyzaj ölçeğindeki 

planlama uygulamalarının yürütülmesi açısından önemlidir. 

Doğru sınıflandırma tekniklerinin kullanılması, özellikle 

çevresel izleme ve değişim çalışmalarının yürütülmesinde 

etkilidir (Chen ve ark., 2012; Hussain ve ark. 2013; Yu ve 

ark., 2016). Avrupa'da alan kullanım planlaması kapsamında 

hazırlanan kent atlasları, peyzaj ölçeğindeki Natura 2000 ve 

CORINE AÖ veri setlerinin kombinasyonuna dayanan 

haritalar, uydu görüntülerinin yüksek doğrulukla 

sınıflandırılması ile oluşturulmaktadır.  
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Avrupa Çevre Ajansı’na üye tüm ülkelerde, erişilebilir bir 

CORINE veri tabanı oluşturulmuştur. Türkiye’de kentlere 

ait arazi kullanımı sınıflarını CORINE’in tüm düzeylerinde 

mevcut gösteren veri tabanında özellikle ikinci ve üçüncü 

düzey sınıflarda hatalar olduğu tespit edilmiştir. Kentlere ait 

arazi kullanımı sınıflarının belirlenmesinde, yüksek 

doğrulukla sınıflandırılmış verinin kullanılması, yapılacak 

peyzaj analizi çalışmalarının doğruluğu açısından da büyük 

önem taşımaktadır.  

Bu çalışma kapsamında yapılan doğruluk analizi sonuçları 

incelendiğinde, kontrollü sınıflandırma için K değeri 0.82 

iken, obje tabanlı sınıflandırma için hesaplanan K değeri 

0.92’dir. Kontrollü sınıflandırma ve obje tabanlı sınıflandırma 

sonucunda, obje tabanlı sınıflandırmanın doğruluğunun daha 

yüksek seviyede olduğu görülmüştür. Gölge alanların 

sınıflandırma doğruluğu her iki sınıflandırmada da çok 

yüksek çıksa da, bu alanlar sınıflandırma açısından sorun 

yaratmaktadır (Zhou ve ark., 2009; Zhu ve Woodcock, 

2012). Farklı algoritmalar geliştirilerek, bu alanların 

sınıflandırmadan otomatik olarak çıkarılmasına yönelik 

çalışmaların yapılması ileride yapılacak diğer çalışmalar için 

de katkı sağlayacaktır. 

Güncel olarak yapılan çalışmaların çoğunda, yüksek 

mekânsal çözünürlük ve yüksek spektral çözünürlüğe sahip 

görüntüler için arazi kullanımının belirlenmesinde obje 

tabanlı yaklaşımın yüksek doğrulukta sonuçlar verdiği 

gözlemlenmiştir (Plat ve Rapoza, 2008; Kalkan ve Maktav, 

2010; Tehrany ve ark., 2013; Yu ve ark., 2016). Ayrıca, bu 

sınıflandırma ile yapılan hatalar ya da hatalı sınıf atamaların 

hızlı bir şekilde düzeltilebileceği belirtilmiştir.   

Yüksek doğruluk gösteren AÖ/AK’nın sınıflandırılması; 

kentsel planlama çalışmalarında, peyzaj analizlerinde, 

çevresel değişim ve izleme çalışmalarında altlık veri olarak 

kullanılmaktadır. Bu nedenle, uzaktan algılama çalışmalarında 

tercih edilen sınıflandırma yöntemleri arasında obje tabanlı 

sınıflandırma genellikle yüksek doğrulukta sonuçlar ürettiği 

için tercih edilebilir. 
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