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Ozet

Bir metnin sinifina metnin hangi ozelliklerine bakilarak
karar verilebilir? Siniflandirma probleminin tiiriintin (metnin
yazarini, yazarin cinsiyetini, yazarin ruh halini, metnin
konusunu, metnin olumlu ya da olumsuz ifadeler icerdigini
tanima) bu soruya verilecek cevaba etkisi nedir? Bu sorulara
cesitli  cevaplar vererek, metin dosyalarimin otomatik
swniflandirilmast igin uzun zamandir ¢alismalar stirmektedir.
Bu ¢alismada cesitli tiirdeki 6 adet Tiirkge siniflandirma veri
kiimesi  iizerinde 17 adet ézellik  grubunun  etkisi
incelenmigtir.  Cikarilan ozellik gruplarmma érnek olarak;
ciimle, kelime, ek sayilari, ngramlar, kelimeler, kelime
gruplart ve sakli anlam indeksi verilebilir. Tiirkce icin
bugiine kadar yapilmis en kapsamli karsilastirma ¢alismast
sunulmustur. Sonuglarda n-gramlarin genel olarak diger
temsil yontemlerinden daha basarilhi  sonuglar tirettigi
goriilmiistiir.

Anahtar kelimeler: Dogal Dil j§leme, Metin Smiflandirma,
Metin Ozellikleri, Metin Temsil Yontemleri

Abstract

Which features are the most important for text classification
tasks? How does the type of text classification problem
(authorship  attribution, gender identification, mood
identification, topic identification, sentiment analysis) affect
the answer of this question? By giving various answers to
these questions, the automatic text classification studies are
ongoing for a long time. In this study, 17 text representation
methods are compared over 6 different Turkish text
classification tasks. Frequencies of the words, stem words,
word phrases, n-grams, tokens, and word clusters, Latent
Semantic Indexing are examples of the extracted text
features. To the best of our knowledge, the most
comprehensive study for Turkish text classification is
presented. In general, n-grams were produced more
successful results than the other text representing methods.
Keywords: Natural ~ Language  Processing, Text
Classification, Text Categorization, Text Features, Text
Representation Methods

1. Giris

Bir metnin yazari, konusu, yazariin cinsiyeti, yazariin ruh
hali otomatik olarak tahmin edilebilir mi? Bu soruya cevap
arayan caligsmalar otomatik metin simiflandirma adiyla
anilmaktadir. Bu ¢aligmalarda 6nceden sinifi belli metinlerin
cesitli Ozelliklerinin incelenmesiyle yeni gelen bir metnin
hangi sinifa ait oldugu tahmin edilmektedir. Ancak bunun
yapilabilmesi  i¢cin  metinlerin  hangi  &zelliklerinin
incelenecegine diger bir deyisle metinlerin nasil temsil
edilecegine de karar vermek gerekir. Bununla birlikte,
siniflandirma probleminin tiiriiniin (yazar, konu, cinsiyet vb.)
temsil yontemine etkisinin olup olmadigi da ayr1 bir
arastirma konusudur.

Literatiirde c¢esitli metin smiflandirma problemleri igin
birgok basarili ¢alisma yapilmustir. Bunlara &rnek olarak
yazar tanima [1, 2], metin konusunu belirleme [3, 4], e-posta
siniflandirma [S], metnin yazarinin cinsiyetini belirleme [1]
verilebilir. Bu c¢aligmalarda her problem tiirii icin cesitli
metin temsil yontemleri Onerilmistir. En ¢ok kullanilan
yontemler; kelime / kelime grubu frekanslari [3], ngram
frekanslar1 [5, 6], kelime kiimeleme [3], sakli anlam
indeksleme [7] ve fonksiyonel kelimelerdir [8].

Bununla birlikte literatiirde farkli problem tiirleri i¢in, metin
temsil  yontemlerinin  detayli  bir  karsilastirilmast
bulunmamaktadir. Bu c¢alismada, bu boslugu doldurmak
amactyla literatiirdeki bircok yontem ve kendi Onerdigimiz
(cok boyutlu dlgekleme ile anlamsal uzay [9], sinif bilgisine
dayali kelime kiimeleme) yontemler, cesitli veri kiimeleri
iizerinde karsilagtirilmistir.

Veri kiimesi olarak yazidan ruh hali tanima, film
yorumlarinda yonelim tespiti, kose yazarlarini tanima,
yazarin cinsiyetini tanima, siirin yazarini tanima, haberin
tiiriinii tanima olmak {izere toplam 6 metin siniflandirma
koleksiyonu {iizerinde c¢aligilmistir. 2. bolimde bu veri
koleksiyonlar1 tanitilmistir. 3. bdliimde karsilastirilan metin
temsil yontemleri detayli olarak anlatilmistir. 4. boliimde
deneysel sonuglarda her bir veri koleksiyonu iizerinde hangi
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metin temsil yonteminin (metin Ozellikleri) daha basarili
oldugu, genelde en basarili yontemler tartisilmistir. Son
boliimde ise sonuglar tartigilmistir.

2. Veri Kiimeleri

Bu boliimde farkli uygulama alanlarina ait cesitli veri
kiimeleri tanitilacaktir. Tablo 1’de ¢alismada kullanilan veri
kiimeleri verilmistir.

Tablo I: Calismada kullanilan veri kiimeleri

Veri Siuf | Top. Her Ort. Ort. Rast.
kiimesinin say. orn. bir kelime | ciimle | Basari
ismi say. sif. say. say. %
orn.
say.
Ruh hali 4 157 38- 247,1 | 28,1 25,48
40
Film 3 105 35 49,3 4,8 28,57
yorumlari
Kose yazari | 18 630 35 398,5 | 453 5,56
Cinsiyet 2 105 50- 377 54 52,38
55
Haberler 5 1150 | 230 204,8 | 17 20
Siir 7 140 20 79,5 7,4 14,29

Tablo 1’in son siitunundaki rastgele basar1 yiizdesi verilerin
hepsinin en ¢ok Ornegi olan sinifa atandifinda elde edilen
dogru smiflandirma yilizdesidir. Kullanilan veri kiimelerine
www.kemik.yildiz.edu.tr/?id=28  adresinden erisilebilir.

Veri kiimelerinin her birinin nasil olusturuldugu ve simf
bilgilerinin icerikleri asagida anlatilmstir.

Ruh hali: Cesitli blog sitelerinden toplanan ve elle blog
yazarinin ruh halinin etiketlenmesiyle olusturulmustur. 4
sinif igermektedir. Simif etiketleri neseli, hiiziinlii, sinirli,
karisik seklindedir.

Film Yorumlari: Cesitli sinema sitelerinden filmlere yapilmis
yorumlarin  toplanmasiyla ~ ve  begeni  yonleriyle
etiketlenmesiyle olusturulmustur. 3 siif icermektedir. Siuf
etiketleri pozitif, negatif, tarafsiz seklindedir.

Kése Yazarlari: Cesitli gazetelerin web sayfalarindan 18 adet
kose yazarmin 35’er kdse yazisinin toplanmasiyla ve yazar
isimleriyle etiketlenmesiyle olusturulmustur. Sinif etiketleri
yazarlarin isimleridir.

Cinsiyet: 5’er adet erkek ve kadin kdse yazarinin 50-55’ser
kose yazisinin toplanmasiyla ve yazarlarinin cinsiyetleriyle
etiketlenmesiyle olusturulmustur. Erkek ve kadin olmak
iizere 2 sinif etiketi icermektedir.

Haberler:  Gazetelerin  kategorilere  ayrilmis  haber
sayfalarinda 5 farkli konuda toplanmis 1150 haber iceren bir
veri kiimesidir. Smf etiketleri Ekonomi, Magazin, Saglik,
Siyasi, Spor seklindedir.
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Siir: 7 saire ait 20’ser siirin toplanmasi ve sair adlariyla
etiketlenmesiyle olusturulmustur. Sinif etiketleri sairlerin
isimleridir.

3. Karsilastirllan Metinlerin Temsil Yontemleri

Bu bolimde literatiirde siklikla kullamilan ve bizim
6nerdigimiz metin temsil yontemleri anlatilmaktadir.

3.1. Frekans Hesaplamalarinda Kullanilan Metotlar

Bu bolimde anlatilacak olan Kelime Kokleri, Kelime
Tiirleri, Ngramlar, Fonksiyonel Kelimeler, Kelime Ekleri,
Kavram Genellestirme 6zellik gruplart i¢in frekans
hesaplamasinda kullanilmak iizere TF, TFIDF, binary, log,
normalizel ve normalize2 olmak tizere 6 farkli metot
kullantlmigtir [10]. 1 indisli &zelligin j indisli metnindeki
TFIDF degeri Esitlik 1°deki gibi hesaplanir.

TFIDF (i, j) = TF (i, j)-1 & M

Esitlik 1°de TF(i,j), i indisli 6zelligin, j indisli metninde yer
alma sayisidir. Toplam metin sayist 7R ile, icinde en az bir
kere i Ozelligi gegen metin sayist TR(i) ile gosterilmistir.
Ornegin i 6zelligi “gr” 2gramu ise, TF(i,j), “gr” ifadesinin j
metninde yer alma sayist olacaktir. i 6zelligi “isim” kelime
tiri ise TF(ij); j metninde gegen isim tiirlindeki kelime
sayis1 olacaktir.

Binary(i,j): i indisli 6zellik j indisli metin yer aliyorsa degeri
1, yer almiyorsa 0’dir.

Log(i,j): Esitlik 2 ile hesaplanir.
Log (i, j) = log, (TF (i, j) +1) )

Normalizel (i,j): TF(ij)’leri, metindeki toplam kelime
sayistyla normalize edilmesiyle Esitlik 3’teki gibi hesaplanir.

o TG
NIG, j) = — 3)
[ZTF(LJ‘)Z]
J
Normalize2(i,j): TF(ij)leri, kelimenin toplam gegis
sayistyla normalize edilmesiyl.e. Esitlik 4’teki gibi hesaplanir.
N2, j) =—""L— )

1/2
[ZTF(i,j)z]

3.2. Sayilar Ozellik Grubu

Metinleri igerdikleri noktalama isaretleri sayilari, kelime
sayilar1, ciimle sayilari, devrik climle sayilari, harf sayilari,
ek sayilari, ciimlelerdeki ortalama kelime ve harf sayilari,
kelimelerdeki ortalama harf ve ek sayilariyla ifade eden 19
adet 0zellikten olusan dzellik grubudur.

3.3. Kelime Kokleri

Metinlerin  igerdikleri  kelimelerle ifade edildikleri,
literatiirde en yaygin kullanilan 6zellik grubudur. Metinler
tiim metinlerde en az bir kere gecen farkli kelime sayisi
boyutlu bir uzayda ifade edilir. Tirkce gibi eklemeli
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dillerde, kelimelerin kendilerini kullanmak farkli kelime
sayisin1 ¢ok fazla arttirmaktadir. Ornegin insan, insanlk,
insanliga, insanligim kelimeleri farkli kelimeler olarak ele
alinirsa metinlerin ifade edildikleri uzayin boyutu ¢ok bilyiik
olmaktadir.

Literatlirde bu probleme ¢oziim olarak sadece kelime
koklerinin kullanilmasi dnerilmektedir [11]. Bu sayede hem
aynt anlama isaret eden kelimelerin birlestirilmesi
(boylelikle metinler aras1 benzerligin daha iyi ifade edilmesi
saglanmakta), hem de 6zellik boyutunun azaltilmasiyla islem
karmagiklifinin - azaltilmas1 saglanmaktadir. Kelimelerin
koklerinin bulunmasi i¢in Zemberek [12] kiitiiphanesi
kullantlmistir.

3.4. Kelime Tiirleri

Metinleri igerdikleri kelimelerin tiirlerinin (isim, sifat, zamir,
edat vb.) frekanslartyla ifade eden 6zellik grubudur.
Kelimelerin tlirlerinin bulunmasinda Zemberek
kullanilmigtir. Toplam 15 tane kelime tiirii vardir. Buna goére
her metin igerdigi isim, sifat, vb. tlirlindeki kelime sayilarryla
ifade edilmektedir.

3.5. Harf ve Kelime Ngramlari

Metinlerin igerdikleri ngramlar ile ifade edildigi ozellik
grubudur. Ngramlar N boyutlu karakter ya da kelime
cergeveleridir. Ornegin “gitmek” metni igin:

Harf 2 gramlar1: gi — it — tm — me — ek
Harf 3 gramlar1: git — itm — tme — mek seklindedir.

Metinlere ait 2 ve 3 harf gramlari, 2°li kelime ngramlari
cikarilmistir. Cok seyrek frekans matrisleri {iretiyor olmalari
sebebiyle, daha biiyilk pencere boyutuna sahip ngramlar
kullanilmamustir.

3.6. Fonksiyonel Kelimeler

Fonksiyonel kelimeler esasen tek baglarina anlamlari
olmayan, ancak yazarlarin {sluplarinin belirlenmesinde
onemli olduklar1 disiiniilen bagla¢ ve edat tiiriindeki
kelimelerdir [8] (ve, daha, gibi, de, icin vb.). Metinler bu
ozellik grubunda, o©nceden belirlenmis 620 fonksiyonel
kelimeyle ifade edilmektedirler.

3.7. Kelime EKleri

Metinlerin igerdikleri kelimelerin aldiklar1 eklerin tiirlerine
gore ifade edildikleri 6zellik grubudur. Tiirk¢e eklemeli bir
dil oldugundan anlamin olugmasinda eklerin dnemi biiyiiktiir.
Kelimelerin eklerinin belirlenmesinde Zemberek
kullanilmistir.  Zemberek toplam 126 farkli ek tiiri
¢ikarmakta ve dolayisiyla metinler bu 126 ek tlirlini
icermelerine gore sayisallastirilmaktadirlar.

3.8. Kelime Kiimeleme

Bu 0zellik grubunda, metinlerde gecen yakin anlamli
kelimeler birlestirilip tek bir kiime, tek bir 6zellik haline
getirilmektedir [3]. Bu sayede hem boyut sayis1 azaltilmakta
hem de benzer anlama sahip kelimeler tek bir kavram olarak
kullanildigindan metinler arast iliskilerde artmaktadir.

Temall Derleme Makale

Ornegin hayvan kavramina ait kelimeler (at, kedi, deve vb.)
ayni kiimede yer alirlarsa, sadece “at” kavramini igeren ve
sadece “kedi” kavramini igeren iki metin ayni Ozellige
“hayvan” sahip olacaklardir. Bir kelime kiimesinin bir
metindeki frekansi, kiime igindeki kelimelerin o metindeki
gecis sayilariin toplamidir.

Kelime kiimelerinin belirlenmesinde 4 kaynak kullanilmistir:
TF matrisi, TFIDF matrisi, Cooccurance (birlikte gegme)
matrisi ve sif bilgisi. TF ve TFIDF matrisi 3.1. boliimde,
Cooccurance (birlikte ge¢gme) matrisi 3.9. boliimde, simif
bilgisi 3.14. boliimde anlatilmistir. Kelimelerin bu kaynaklar
kullanilarak kiimelenmesi i¢in 3 algoritma kullanilmigtir.

1. Hiyerarsik Kiimeleme: Her bir adimda birbirine en ¢ok
benzeyen iki kiimenin birlestirildigi algoritmadir [13].
Baglangigta her bir Ornek ayr1 bir kiimeyi ifade eder.
Kiimelerin birbirine benzerliklerinin o6lgiilmesinde 3 yol
izlenmektedir. A) En Yakm: Kiimeler birbirine en yakin
elemanlar1 kadar yakindir. B) Ortalama: iki kiimenin her bir
elemaninin diger kiimenin her bir elemaniyla arasindaki
mesafelerin ortalamasi ile yakihik olciilir. C) En uzak:
Kiimeler birbirine en uzak elemanlar1 kadar yakindir.

2. K-means: Veri dagilimmi en iyi temsil edebilecek kiime
merkezlerini bulunmaya c¢alisir [14]. Baslangigta kiime
merkezleri rastgele atanir. Kiime merkezlerinin kendi
kiimelerindeki  elemanlara  olan  ortalama  mesafesi
iterasyonlar ilerledikce azalir.

3. SOM: Bu algoritmada veri dagilimimi en iyi temsil
edebilecek kiime merkezlerini bulunmaya caligir. Kiime
merkezleri baslangicta yine rastgele atanir. Buna ek olarak
merkezler birbirlerine rastgele baglanirlar. Her bir kiime
merkezinin giincellenmesinde ona bagli olan diger kiime
merkezleri de giincellenir. Bu sayede hem verileri ifade
edecek kiime merkezleri hem de verinin topolojisi
bulunmaktadir [15].

3.9. Birlikte Ge¢cme Matrisi

Birlikte gecme matrisi metinlerdeki farkli kelime sayisi
boyutlu simetrik bir matristir. Matrisin i,j hiicresinin degeri,
i. kelime ile j. kelimenin egitim metinlerinden kaginda
birlikte gegtigini ifade etmektedir. Birlikte ge¢me matrisi
kelime kiimelemede (B6liim 3.8) ve anlamsal uzayda (B6lim
3.12) kullanilmaktadir.

3.10. Kelime Filtreleme

Her metinde gecen kelimelerin ayirt ediciligi azdir. Buna
karsin ¢ok az metinde gecen kelimeler de gereksiz yere boyut
sayisini arttirabilirler. Bu nedenlerle metinlerin ifadesinde
kullanilan  kelimeler, frekansa dayali bir filtreden
gecirilmiglerdir.  Kelimeler belirlenen minimum ve
maksimum gegis sayilarina gore filtrelenmistir.

3.11. Sakli Anlam indeksleme

Bu yontem, sinif bilgisini kullanmadan metin-kelime matrisi
(A4) tuzerinde Esitlik 5’teki Tekil Deger Ayristirma (Singular
Value Decomposition) islemini yaparak metinlerin boyut
sayisini azaltir [7].
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mxk
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Bu islem sonunda S matrisinde, dzvektorlerin dzdegerleri
diagonalde biiyiikten kiiglige siralanmis olur. Secilen boyut
(k) adedi isleme alinarak, A matrisi m*n’lik bir matristen
(m—->metin sayisi, n> farkli kelime sayist), m*k’lik (k>
metinlerin yeni boyut sayis1) bir matrise doniistiirtiliir. Tekil
Deger Ayristirma  igin  JAMA  kiitiiphanesi  [16]
kullanilmustir.

3.12. Anlamsal Uzay

Bu o6zellik grubunda, metinlerin anlamsal bir uzaydaki
koordinatlar1 bulunmaktadir [17]. Bunun i¢in 6nce metinleri
olusturan kelimelerin anlamsal wuzaydaki koordinatlar
bulunup, daha sonra, metinlerin koordinatlari; igerdikleri
kelimelerin koordinatlarinin ortalamasi almarak
hesaplanmaktadir.  Kelimelerin =~ sayisal ~ koordinatlari,
kelimelerin birbirlerine anlamsal yakinliklartyla uyumlu
olarak bulunmaktadir. Buna gore birbirine anlamsal olarak
yakin 2 kelimenin bulunan koordinatlari arasindaki Oklid
mesafesi de kiiglik olmaktadir. 2 kelimenin birbirine
anlamsal yakinliginin 6l¢iitii olarak Harris’in [18] yaklasimu
kullanilmistir. Buna goére 2 kelime ne kadar c¢ok birlikte
kullaniliyorsa birbirlerine anlamsal olarak o kadar yakindir.
Kelimelerin bu yakinliklarin1 6lgmek igin birlikte gegtikleri
metin sayilart hesaplanmis ve Bolim 3.9°da anlatilan
Birlikte Gegme Matrisi’ne yazilmstir.

Literatlirde aralarindaki 2’1i uzakliklar bilinen kavramlarin
bu uzakliklarla uyumlu koordinatlarinin bulunmasi igin Cok
Boyutlu Olgekleme (Multi Dimensional Scaling) [19]
yontemi kullanilmaktadir. Bu yontem uzakliklar {izerinde
calistigindan bir yakinlik 6lgiitii olan Birlikte Gegme Matrisi
Esitlik 6’daki gibi tersine ¢evrilerek uzaklik o6lgiitiine
doniistiirilmiistiir.

dis(i, j) = ——— ©)

simi, j)

Esitlik 6’da, dis(i,j); i. ve j. kelimeler arasindaki uzakligi,
sim(i,j) ; 1. ve j. kelimelerin birlikte gectikleri metin sayisini
gdstermektedir. Bu yeni matrise Cok Boyutlu Olgekleme
uygulanarak kelimelerin koordinatlar1 bulunmustur. Cok
Boyutlu  Olgekleme igin MDSJ Kiitiiphanesi  [20]
kullanilmistir. Metinlerin koordinatlar1 ise daha Once de
belirtildigi gibi icinde gegen kelimelerin bu anlamsal
uzaydaki koordinatlarinin ortalamasi alinarak bulunmustur.

3.13. Kavram Genellestirme

Kelimelerin anlamlarmma gore hiyerarsik bir yapida
diizenlendikleri Wordnet, Conceptnet gibi birgok calisma
mevcuttur. Tiirkce igin ise benzer yapida hazirlanmis Tiirkge
Wordnet [21] bulunmaktadir. Bu 6zellik grubunda, bu hazir,
sabit, egitim kiimesinden bagimsiz veri kaynaklari, kelimeleri
bir iist kavramlartyla ifade etmede kullanilmistir. Bu sayede
kelime kiimelemede oldugu gibi, hem metinlerin boyut sayisi
indirgenmis, hem de metinlerin igerdikleri kavramlar daha
anlamsal bir sekilde ifade edilmis olmaktadirlar.

Kelimeleri bir iist kavramlariyla ifade etme (genellestirme)
islemi igin 2 veri kiimesi kullamlmistir. ilki Tiirkge
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Wordnet’ten c¢ikarilmis 15018 adet kavram-iist kavram
ikilisidir. Ikincisi ise Zemberek’in kiitiiphanesinden alinan
ozel isimler listesidir. Eger bir kelime kavram-—iist kavram
ikilileri listesinde kavramlar i¢inde yer aliyorsa onun yerine
karsilik gelen iist kavram kullanilmistir. Eger bir kelime 6zel
isimler listesinde yer aliyorsa onun yerine “insan” kavrami
kullanilmastir.

3.14. Simif Bilgisiyle Kelime Kiimeleme

Bizim Onerdigimiz bu yontemde, oncelikle kelimelerin her
siniftaki frekanslari bulunarak kelimeler sinif sayist boyutlu
bir uzayda birer noktaya doniistiiriilmektedir. Daha sonra
kelimeler, bu boyutlar1 iizerinde 3.8. boliimde anlatilan
kiimeleme metotlartyla simif sayist  adet  kiimeye
ayrilmaktadir. Bu islem sonunda her bir kelime sinif sayisi
adet kiimeden birine ait olmaktadir. Metinler ise, sinif sayisi
adet kiimenin frekanslariyla ifade edilmektedirler. Bir
kiimenin bir metindeki frekansi, o kiimede bulunan tim
kelimelerin o metindeki frekanslarinin toplamidir. Bu sayede
metinler kelime sayis1 adet boyut yerine, siif sayisi adet
boyutla ifade edilmis olmaktadir.

4. Deneysel Sonuclar

Bolim 2°de tanitilmis olan 6 veri kiimesi i¢in, Bolim 4’te
anlatilan Ozellik gruplarinin ¢esitli konfigiirasyonlariyla
arfPler iiretilmistir. Ozellik gruplarmin her birinin cesitli
konfigiirasyonlar1  bulunmaktadir. Tablo 2’de o6zellik
gruplarinin (metin temsil yontemlerinin) adlar1 ve yazinin
bundan sonraki kisminda kullanilan kisaltmalar1 verilmistir.

Tablo 2: Ozellik gruplarinin isim ve kisaltmalar

L(lsaltm Agiklama
Say Sayilar Ozellik Grubu (Boliim 3.2)
2G Harf 2 gramlar1 (B6liim 3.5)
3G Harf 3 gramlar1 (Boliim 3.5)
K2G Kelime 2 gramlar1 (Boliim 3.5)
KE Kelime ekleri (Bolim 3.7)
KT Kelime Tiirleri (Boliim 3.4)
FK Fonksiyonel kelimeler (Boliim 3.6)
KGI Kavram genellestirme isim tabanli (B6lim 3.13)
KGO Kavram genellestirme 6zel isim tabanli (Bolim
4.13)
KK Kelime kokleri
Hiyerarsik kelime kiimeleme (kiime benzerlikleri
KKHAL ortalamaya gore) (Bolim 3.8)
Hiyerarsik kelime kiimeleme (kiime benzerlikleri
KKHCL en uzak elemanlara gore) (Boliim 3.8)
KKHSL Hiyerarsik kelime kun}eleme fknume benzerlikleri
en yakin elemanlara gore) (Bolim 3.8)
KKK Kmeans ile kelime kiimeleme (Bo6liim 3.8)
KKS SOM ile kelime kiimeleme (Boliim 3.8)
Birlikte gegme matrisi tabanli anlamsal uzay
MDS (Bolim 3.12)
LSI Sakl1 Anlam Indeksleme (Boliim 3.11)
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Tablo 3’te kelime Tiirleri, 2 gram, 3 gram, Fonksiyonel
kelimeler, kelime 2 gramlari, kelime ekleri, kavram
genellestirme isim, kavram genellestirme &zel isim, kelime
kokleri olmak iizere toplam 9 6zellik gruplarinin her biri igin
kullanilan 6 frekans hesaplama ydntemi ve yazinin bundan
sonraki  bolimlerinde  kullanilacak  olan  kisaltmalari
verilmistir.

Tablo 3: Frekans hesaplama i¢in kullanilan yontemler

Temall Derleme Makale

kaydedilmistir. Sonug tablolarinda (Tablo 5-10), kullanilan 5
algoritmadan en yiiksek performansa sahip olanimnin adi ve
bagar1 yiizdesi verilmistir. Ozellik sayis1 101 olan kayitlarda
orijinal 6zellik sayis1 5000’1 astigindan bilgi kazancina gore
ozellik secimi yapilmistir. arff dosya formatinda smf bir
ozellik olarak yer almaktadir. Buna gore 6zellik sayis1 d olan
bir veri kiimesinde, d-/ adet Ozellikle sif etiketi tahmin
edilmektedir.

4.1. Siir Veri Kiimesi Denemeleri

Yontem A'clklama - - Tablo 5’te bir siirin yazarini tahmin etme problemi iizerinde
. Bir ka'lvram metinde gegiyorsa 1 yaptigimiz denemeler verilmistir.
Binary | gecmiyorsa 0 (Bdliim 3.1)
Log Esitlik 2. Tablo 5: Siir veri kiimesinde her bir dzellik grubunun
N1 Esitlik 3. en basarili oldugu konfigiirasyon ve basari ylizdeleri,
N2 Esitlik 4. rastgele basar1 % 14,29
Bir k i indeki geci = =
T kavramin bir metindeki gegis Ozellik Konfi Ozellik | Basar1
TF sayisi (Bolim 3.1) .. .. .
— Grubu giirasyon | sayis1 | yiizdesi | Siniflandirict
TFIDF Esitlik 1. .
3G Binary 101 75,29 | NB
Tablo 4’te kelime kiimelemede, KKHAL, KKHCL, KKHSL, KKHCL | Snf 8 67,86 | INN
KKK, KKS olmak iizere toplam 5 metodun her biri i¢in 2G NI 1670 63,86 | SVM
kelimelerin kiimelenmesinde kullanilan 4 matrisin isimleri ve KKK Snf 8 62,29 |RF
kisaltmalar1 verilmistir. Say 20 5329 |RF
Tablo 4: Kelime Kiimeleme i¢in kullanilan matrisler KGI Binary 1829 |48 NB
KGO Binary 1672 43,71 |NB
Yontem Agiklama KKS Snf 8 41,86 |NB
Kelime kiimele Birlikte gegme matrisine LSI 51 41,71 RF
Cooccurance iorle (B?(l}'}m ?.8 ve lL;5b9]) _ _ KK Binary 441 40,57 |NB
elime kiimele sinif bilgisine gore
Snf (Boliim 3.14) FK N1 410 36,14 |RF
Kelime kiimele TF matrisine gére (Bolim KE TF 102 33,57 |NB
mTF 3.8) KT Log 16 32,29 |SVM
Kelime kiimele TFIDF matrisine gore KKHAL mTFIDF | 51 30,71 |RF
mTFIDF (Boliim 3.8) KKHSL | Snf 8 29,14 | INN
Kelimelerin  kiimelenmesinde kiime sayis1 50 olarak MDS 21 28,71 1SVM
belirlenmistir. LSI ve MDS i¢in metinlerin ifade edilecegi K2G TFIDF 21 18,86 | C45

boyut sayist 50 olarak belirlenmistir. MDS’te ve birlikte
gecme matrisinin kullanildigi her ydntemde yakinliktan
uzakliga gegis icin Esitlik 6 kullanilmistir. Say 6zellik grubu
icin degisken bir parametre kullanilmamuistir.

Uretilen tiim metin temsil yontemleri WEKA [22] ile birlikte
kullanilabilmeleri igin arff formatinda kaydedilmistir. Sonug
olarak 6 veri kiimesi her biri igin ( 9%6 ) + ( 5*4 ) + 3 (LSI,
MDS, Say) =77 arff, toplamda 77*6 = 462 arff {iretilmis ve
her arff {izerinde 5’li g¢apraz gegerlemeyle WEKA
kiitiphanesinde yer alan 5 adet siniflandiricinin (en yakin
komsu-1NN, karar agaci-C4.5, destek vektdr makineleri-
SVM, Naive Bayes-NB, Random Forest-RF) performansi
Olciilmistiir. Ozellik gruplarinin siniflandirma
performanslarin1 gosteren tablolardaki (Tablo 5-10) tim
degerler 5’li capraz gegerlemenin ortalama degerleridir.

Uretilen arff’lerin 6zellik sayis1 (boyutu) 5000°den fazla
olanlarda zaman ve hafiza problemlerinden otiirli 6zellikler
once InfoGain [23]’lerine gore siralanmig daha sonra en
yiiksek IG’e sahip 100 ozellik segilerek arff bu haliyle

Tablo 5 incelendiginde bir siirin yazarini tahmin etmede en
basarili metin temsil yonteminin (6zellik grubunun)
3gramlar’t binary olarak kodlamak (3G-Binary) oldugu
goriilmektedir. Veri kiimesi igin iretilen tekil 3gramlarin
sayist 5 bin’i gegtiginden Ozellik se¢imi yapilmig ve bilgi
kazancina gore en iyi 100 adet 3gram metinlerin temsilinde
kullanilmigtir. 7 saire ait 20’ser siirle elde edilen sonuglara
gore bir siirin yazart % 75,29’luk dogrulukla tahmin
edilebilmektedir. En basarili 2 yontem (3G-Binary, KKHCL-
Snf) arasinda oldukga biiyiik bir fark bulunmaktadir.
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4.2. Kose Yazar1 Veri Kiimesi Denemeleri

Tablo 6’da bir kdse yazisinin yazarini tahmin etme problemi
iizerinde yaptigimiz denemeler verilmistir.

Tablo 6: Kbse Yazari veri kiimesinde her bir 6zellik
grubunun en basarilt oldugu konfigiirasyon ve basari
ylizdeleri, rastgele basar1 % 5,56

Ozellik | Konfi Ozellik | Basari

Grubu giirasyon | sayis1 | yiizdesi | Stiflandirici
2G Log 3817 93,78 SVM
3G Log 100 86,76 SVM
KK Binary 800 85,68 SVM
FK Log 534 81,49 SVM
KGI Log 470 79,78 SVM
KGO Log 448 79,68 SVM
Say 20 73,4 RF
KKK Snf 19 65,49 RF
LSI 51 63,59 RF
KKHCL | Snf 19 63,17 RF
KE Log 114 61,05 SVM
MDS 51 56,41 |NB
K2G Binary 427 53,94 |NB
KKS mTFIDF |43 53,87 RF
KT Log 16 50,51 NB
KKHAL | mTFIDF |51 47,17 SVM
KKHSL | Co 51 35,14 RF

Tablo 6 incelendiginde bir kése yazisin yazarini tahmin
etmede en basarili metin temsil yonteminin (6zellik
grubunun) 2gramlar’1 Log olarak kodlamak (2G-Log) oldugu
goriilmektedir. 18 kdse yazarimin 35°ser yazistyla elde edilen
sonuglara gore bir kdse yazisinin yazart % 93,78’lik
dogrulukla tahmin edilebilmektedir. En basarili 2 yontem
(2G-Log, 3G-Log) arasinda biiyiik bir fark bulunmaktadir.

Siirlerin yazarlarimin dogru tahmin yiizdesi % 75,29 iken,
kdse yazilarimin yazarlarinin yiizdesi % 93,78°dir. Ustelik
kose yazari veri kiimemizde 18 yazar(sinif) varken, siir veri
kiimemizde 7 sair (siif) vardir. Smf sayisinin artmis
olmasina ragmen, basariin da artmis olmasi beklenmedik bir
durumdur. Bu duruma 2 aciklama getirilebilir. flki simiflara
ait 6rnek sayilaridir. Veri kiimelerinde sairlere ait 20’ser siir
varken, kOse yazarlarina ait 35’er ornek vardir ki bu kose
yazarlarinin daha basarili tahmin edilebilmesine olanak
saglamig olabilir. Ikinci aciklama ise siirlerde, kose
yazilarindan ¢ok daha fazla s6z sanatina bagvuruluyor
olmasidir. Ve eger bir sairin iislubu kullandigi s6z sanati
tiirlerine gore belirlenebiliyorsa ve ¢ikarilan dzelliklerde bu
s6z sanatlart yer almadigindan siirlerin yazarlarini kdse
yazarlar1 kadar iyi tahmin edemiyor olabilir.
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4.3. Haberler Veri Kiimesi Denemeleri

Tablo 7’de bir haber metninin konusunu tahmin etme
problemi iizerinde yaptigimiz denemeler verilmistir.

Tablo 7: Haberler veri kiimesinde her bir 6zellik
grubunun en basarili oldugu konfigiirasyon ve basari
yiizdeleri, rastgele basar1 % 20

Ozellik | Konfi Ozellik | Basar1

Grubu giirasyon | sayist | yiizdesi | Siniflandirict
2G NI 3698 94,54 SVM
KK NI 864 92,63 RF
KGO Log 719 91,13 RF
KGI N1 724 90,85 RF
3G N1 101 90,47 RF
MDS 51 89,84 |RF
KKK Snf 6 87,51 RF
KKHCL | Snf 6 87,25 RF
KKS mTFIDF | 47 81,63 |RF
LSI 11 73,48 RF
KKHAL | mTFIDF 51 73,44 RF
KE Log 120 68,02 SVM
K2G TFIDF 101 65,84 |RF
FK N1 534 62,61 RF
Say 20 57,08 RF
KT Log 16 56,21 SVM
KKHSL | Co 51 47,06 C45

Tablo 7 incelendiginde bir haberin tiiriinii tahmin etmede en
basarili metin temsil yonteminin (6zellik grubunun)
2gramlar’ Esitlik 3’teki gibi normalize edip kodlamak (2G-
N1) oldugu goriilmektedir. 5 haber tiirline ait 230’ar haber
metniyle elde edilen sonuglara gore bir haberin tiiri
%94,54°1ik dogrulukla tahmin edilebilmektedir. En basarili
2 yontem (2G-N1, KK-N1) arasinda kiigiikk bir fark
bulunmaktadir.

4.4. Cinsiyet Veri Kiimesi Denemeleri

Tablo 8’de bir kdse yazisinin yazarmnin cinsiyetini tahmin
etme problemi iizerinde yaptigimiz denemeler verilmistir.

Tablo §: Cinsiyet veri kiimesinde her bir 6zellik
grubunun en basarili oldugu konfigiirasyon ve basari
ylizdeleri, rastgele basar1 % 52,38

Ozellik | Konfi Ozellik | Basari

Grubu glirasyon | sayist | yiizdesi | Siniflandirict
2G Binary 101 99,62 SVM

3G Log 101 98,67 INN

LSI 51 98,1 RF

KK Binary 101 95,81 SVM

KGI Binary 95 95,81 SVM

KKK Snf 3 95,62 INN
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KGO TFIDF 93 95,43 SVM
KKHSL | Snf 3 95,24 C45
KKHCL | Snf 3 93,52 INN
K2G TFIDF 83 87,62 NB
FK Log 42 81,14 SVM
Say 20 79,24 RF
KE Log 11 77,33 NB
KKS mTF 49 76,57 SVM
KKHAL | Co 6 71,05 INN
MDS 6 70,67 NB
KT N1 3 64,19 NB

Tablo 8 incelendiginde bir metnin yazarinin cinsiyetini
tahmin etmede en basarili metin temsil yonteminin (6zellik
grubunun) 2gramlar’t binary olarak kodlamak (2G-Binary)

Temall Derleme Makale

Tablo 9 incelendiginde bir filme yapilan yorumun negatif,
pozitif ya da ndtr oldugunu tahmin etmede en basarili metin
temsil yonteminin (6zellik grubunun) kelime koklerini
Kmeans ile Sinif bilgisine gore kodlamak (KKK-Snf) oldugu
goriilmektedir. 3 gruba ait 35’er yorumla elde edilen
sonuglara gore bir yorumun yonii %96,38’lik dogrulukla
tahmin edilebilmektedir. En basarili 2 yontem (KKK-Snf,
3G-Binary) arasinda biiyiik bir fark bulunmaktadir.

4.6. Ruh Hali Veri Kiimesi Denemeleri

Tablo 10’da bir yazinin yazildigi anda yazarmimn iginde
bulundugu ruh halini tahmin etme problemi iizerinde
yaptigimiz denemeler verilmistir.

Tablo10: Ruh Hali veri kiimesinde her bir 6zellik
grubunun en basarili oldugu konfigiirasyon ve basari
yiizdeleri, rastgele basar1 % 25,48

oldugu goriilmektedir. Veri kiimesi igin iiretilen tekil Ozellik K_f’nﬁ Ozellik Bf‘sarl'
2gramlarin sayis1 5 bin’i gegtiinden ozellik se¢imi yapilmig Grubu glirasyon | sayist | ytizdesi | Simiflandirict
ve bilgi kazancina gore en iyi 100 adet 2gram metinlerin 3G Binary 101 85,23 NB
temsilinde kullanilmistir. Her bir cinsiyetteki yazarlara ait KKK Snf 5 80,67 INN
50-55’ser yazi il.e elde edi.le.n fonugla.ra gé}re bir metn%n KKHCL | Snf 5 78.73 INN
yazarinin cinsiyeti % 99,62 gibi yiiksek bir dogrulukla tahmin
edilebilmektedir. En basarili 2 yontem (2G-Binary, 3G-Log) KGI TFIDF 100 67,29 RF
arasinda kiiciik bir fark bulunmaktadir. LSI 6 66,21 |RF
_ o _ KK Binary |10l |6498 |NB
4.5. Film Yorumlar Veri Kiimesi Denemeleri KGO Binary 101 64.19 NB
Tablo 9’da bir filme yapilmig yorumun duygusal yoniini 2G N1 101 61,63 RF
tahmiq .etme problemi {izerinde yaptigimiz denemeler K2G TFIDF 101 56,84 45
verilmistir.
KKHAL | mTF 51 54,94 RF
KKS Snf 5 49,73 RF
Tablo 9: Film Yorumlari veri kiimesinde her bir FK N1 534 48,49 RF
6zellik grubunun en basarili oldugu konfigiirasyon ve MDS 51 46,76 RF
bagari yiizdeleri, rastgele basar1 % 28,57 KE Log 118 45.83 RF
Ozellik | Konfi Ozellik | Basari KT Log 16 41,12 |RF
Grubu giirasyon | sayisi yiizdesi | Siniflandirict KKHSL | Co 6 39,26 RF
KKK Snf 4 96,38 INN Say 20 38,06 |RF
3G Binary 101 88,76 NB
KKHCL | Snf 4 75.81 SVM Tablo' 10 incel?qdigind§ bir blog yazarinin blog.yazﬂdlgl
andaki ruh halini tahmin etmede en basarili metin temsil
LSI 6 75,62 RF yonteminin (6zellik grubunun) 3gramlar’it binary olarak
KKS Snf 4 65,14 SVM kodlamak (3G-Binary) oldugu gériilmektedir. Veri kiimesi
KGI Binary 21 64,76 NB icin iretilen tekil 3gramlarin sayist 5 bin’i gectiginden
2G Binary 93 59,62 NB 6(ziellil; secimi ya'plllm.ls ve bi}igi (l;azzli(nclina 1g('jre en i};i 103
adet 3gram metinlerin temsilinde kullaniimigtir. ru
KGO T.F 21 54,86 NB halinin her birine ait 38-40’ar blogla elde edilen sonuglara
KK Binary 23 54,29 SVM yazarin ruh hali % 8523’lik dogrulukla tahmin
KKHAL | mTFIDF 6 52,57 C45 edilebilmektedir. En basarili 2 yontem (3G-Binary, KKK-
FK Log 54 48,76 RF Snf) arasinda biiyiik bir fark bulunmaktadir.
K2G TFIDF 6 48,19 A5 4.7. Deneme Sonuclarinin Birlikte Degerlendirilmesi
KE N1 10 46,86 SVM o
MDS ) 46,29 NB Sonuc ta'tu)l'olarl (5-10) en basarili smlﬂandlrlcﬂa{ yoniinden
incelendiginde (siniflandiricilarin tablolarin son siitunlarinda
KKHSL | Co 51 46,1 NB yer alma sayilar1) Tablo 11°deki sonuglar elde edilmistir.
KT Binary 16 44,19 C45 Tablo 11°deki sayilar siniflandiricinin 102 (17 6zellik grubu
Say 20 38,48 NB * 6 veri kiimesi) arff dosyasi {izerinde kaginda en basarili

algoritma oldugunu géstermektedir.
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Tablo 11: En Basarili siniflandiricilari dagilimi 102
arff dosyas1 i¢inde kag kere en bagarili olduklari

Tablo 13: Ozellik gruplarmnin ortalama ve her veri
kiimesindeki basari siralamalari (17 6zellik grubu
arasinda, 6 veri kiimesinde ortalama kaginci

Siiflandirict Ka¢ kere olduklarr)
en basarili
oldugu ~
-
RF 39 Ortalama g 5 - 5| =
SVM 24 Basar1 A 2 E| £
NB 23 Ozellik |Swralamas | = | & |8 |2 |EE| 5
INN 9 Grubu |1 ur | M s @) [N -
C45 7 2G 3,5 3 0 [ 1 7 s
3G 2,2 1 |2 5 2 2 1
Tablo 11 incelendiginde en basarili siniflandiricinin Random FK 10,5 11 |4 14 11 11 12
Forest (RF) oldugu, onu Destek Vektdr Makineleri (SVM) ve K2G 12,3 17 |13 13 10 12 9
Naive Bayes (NB)’in takip ettigi géﬁilmekt.edir. En yakin KE 12,5 12 111 12 13 13 14
komsu (INN) ve karar agaclar1 (C4.5) algoritmalarinin pek
e : KGI 5 6 |5 4 5
basarili olamadiklar1 goriilmektedir.
KGO 6,3 7 |6 3 7 8 7
Tablolar (5-10) Ozellik gruplarinin en basarili olduklari KK 5,7 10 |3
konfigiirasyonlar yoniinden incelenmesiyle (ikilinin tablolarin KKHAL | 12,7 14 116 |11 15 10 10
11k2 s1.1tu'nun.(.1a yer alma S?iyllal:l) ilgili sonuglar ‘Tabulo 12 c}e KKHCL | 5.8 > 10 18 9 3 3
verilmistir. Ornegin 2G ozellik grubu, 6 veri kiimesinin
iiciinde N1 ile, ikisinde Binary ile birinde ise Log ile en KKHSL | 14,7 15 |17 17 8 15 16
basarili olmustur. KKK 4,7 4 |8 7 6 1 2
. KKS 10,2 8 14 19 14 5 11
Tablo 12: Ozellik gruplarimin en iyi olduklari KT 15.3 13 115 16 17 16 15
konfiglirasyonlar LSI 6.7 9 |9 |10 |3 |4 5
Ozellik MDS 12,8 16 [12 |6 16 14 13
Grubu En iyi oldugu Konfigiirasyon ve Sayilari Say 12,2 5 7 15 12 17 17
2G 3 N1, 2 Binary, 1 Log
3G 3 Binary, 2 Log, 1 N1 ;l)"ablo1 lg "incicll.indiglijnde kullanllzlin 36G v;r(i} kiimesi igig en
- 3N 3 Log agartlt 3 ozellik grubunun sirastyla 3G, ve KKK oldugu
goriilmektedir.
K2G 5 TFIDF, 1 Binary
KE 4 Log, I N1,1TF Harf 2gramlar1 (2G) film yorumlar: ve ruh hali veri kiimeleri
KGI 3 Binary, 1 Log, 1 N1, 1 TFIDF haricinde ¢ok basarili sonuglar elde etmistir. Harf 3gramlar
KGO 2 Binary, 2 Log, | TF, 1 TFIDF (3G) ise habe.rler harlc?lnde ¢ok Pasarlll sonuglar e}de
- etmistir. Fonksiyonel kelimeler en yiiksek basarilarini kose
KK 5 Binary, 1 N1 yazarlarii tanimada gostermislerdir. Diiz metinlerdeki
KKHAL | 4 mTFIDF, I mTF, 1 Cooccurance iislubun belirlenmesinde fonksiyonel kelimelerin etkin bir
KKHCL 6 Snf sekilde kullanilabilecegi buradan goriilmektedir. Kelime
KKHSL 4 Co. 2 Snf 2gramlar1 (K2G), Kelime tiirleri (KT) ve kelime ekleri (KE)
; hicbir veri kiimesinde basar1 gosterememislerdir. Kavram
KKK 6 Snf . . . L .
genellestirmenin ~ basarilt  sayilabilmesi  icin  kelime
KKS 3 Snf, 2 mTFIDF, 1 mTF koklerinden (KK) daha bagarili sonuglar tiretmesi gereklidir.
KT 4 Log, 1 Norml1, 1 Binary Buna gore kavramlarin bir iist kavramlariyla ifade edilmesi

Tablo 12’ye gore K2G ozellik grubunun TFIDF ile, KK
ozellik grubunun Binary ile agirliklandirilmasi, kelime
kiimeleme yaparken ise KKHCL ve KKK metotlarinda Snf
kullanilmas: daha iyi sonuglar tiretmistir.

Ozellik gruplarinin genel olarak ne kadar basarili olduklari
incelemek i¢in Tablo 5-10’1arda 6zellik grubunun her bir veri
kiimesinde en basarili kaginci olduklar: (1-17 arast) yazilmig
ve bu sayilarin ortalamalar1 alinmistir. Elde edilen sonuglar
Tablo 13’te verilmistir.
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(KGI), siir, film yorumlart ve ruh hali veri kiimelerinde
kelime koklerinden (KK) daha iyiyken, 6zel isimlerin insan
kavramina doniistiiriilmesi (KGO) sadece siir veri kiimesinde
kelime koklerinden daha iyi sonuglar iiretebilmistir. Kelime
kokleri (KK) siir ve film yorumlar: haricinde basarilidir.

Kelime kiimeleme metotlar1 (KKHAL, KKHCL, KKHSL,
KKK, KKS) arasinda en basarilis1 kmeans ile kiimeleme
(KKK) olmustur. Tablo 12’deki degerlere bakildiginda
KKK’nin en iyi Snf'ile birlikte galistig1 géziikmektedir.
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Anlamsal uzaylarda LSI, MDS’e gore olduk¢a basarill
sonuglar tiretmistir. 6 veri kiimesinde, MDS’in LSI’dan iyi
oldugu sadece 1 veri kiimesi (haberler) bulunmaktadir. Bu
veri kiimesini digerlerinden ayiran 6zelligi her bir sinifa ait
¢ok sayida 6rnegin olusudur. Buna gére MDS ile iyi sonuglar
almak icin Ornek sayisinin ¢ok oldugu veri kiimelerinin
kullanimi 6nerilebilir. Sayilar (Say) dzellik grubu siir ve kose
yazar1 veri kiimeleri haricinde ¢ok kotii sonuglar almustir.

Sonuglar veri kiimelerinin tiirlerine gore incelenmesiyle
Tablo 14 elde edilmistir.

Tablo 14: Veri kiimelerinde en bagarili sonuglar alan

konfigiirasyonlar
2 |z | |°® 2
2 = - =R & 2
£ 5 | E |2 | B2 2 | JE
4 M O S 5| = = B
5 s | £ |3 |24|R |RE
> ) ) & o & O o g
Ruh hali | 247.1 | 28,1 | 2548 [ 8523 | 101 | 3G-
Binary
Film 493 | 48 | 28,57 | 96,38 | 4 KKK-
yorumlari Snf
Kose 398,5 | 453 | 4,76 93,78 | 3817 | 2G-Log
yazari
Cinsiyet 377 54 52,38 | 99,62 | 101 2G-
Binary
Haberler 204,8 | 17 20 94,54 | 3698 | 2G-N1
Siir 79,5 7,4 14,29 | 75,29 101 3G-
Binary

Tablo 14 incelendiginde, en yiiksek basar1 elde edilen veri
kiimesi yazarin cinsiyetini belirledigimiz veri kiimesidir. En
zor veri kiimesinin siirlerin yazarlarini bulma oldugu
goriilmektedir. Bununla beraber tiim veri kiimelerinde en az
% 75’lik bir basar1 elde edilmis olmasi otomatik metin
siniflandirma konusunda ¢ok ¢esitli gorevlerde basarinin
yakalandigini gostermektedir.

En basarili metin temsili yontemlerine bakildiginda, harf
ngramlarinin basaris1 goze carpmaktadir.

Ngramlarin agirliklandirilmasinda oldukga popiiler olan TF
ve TFIDF yerine Binary, Log ve NI agirliklandirma
yontemlerinin daha basarili olduklari goriilmektedir.

Metinlerin boyutlartyla basar1 oranlari birlikte
incelendiginde, kisa metinlerde de uzun metinlerde de yiiksek
basarilarin elde edilebildigi goriilmiistiir.

5. Sonuglar ve Tartisma

Siniflandirma  uygulamalarinda 6rneklerin nasil  temsil
edilecegi performansa en ¢ok etki eden parametredir. Bunun
dogal sonucu olarak uygun ozelliklerin se¢imi siniflandirma
performansini arttirmaktadir. Bu c¢aligmada ¢esitli tiirdeki
metin siniflandirma problemleri igin Ozellik gruplarinin
performansa etkileri aragtirilmigtir.

Temall Derleme Makale

Kullanilan 6 farkli metin veri kiimesinin her biri ig¢in 17
ozellik grubunun c¢esitli konfigiirasyonlarindan olusan 77
farkli temsil yontemi denenmis ve bu islem sonucu olusan
462 (6*77) adet arff dosyast 5 adet simiflandirma metoduyla
simiflandirilmistir. Siniflandirma performanslart 5°1i capraz
gecerleme ile Sl¢lilmiistiir.

Ayrimtilart 5.béliimde verilen sonuclara gore genel olarak n-
gramlarin diger metin temsil yontemlerinden daha basarili
oldugu goriilmiigtiir. Ngramlarin her tiirlii dile uygulanabilir
olmasi, herhangi bir dile 6zel 6n islem gerektirmiyor olmasi
ngramlarin  diger olumlu yanlar1 olarak sayilabilir.
Ngramlarin agirliklandirilmasinda oldukga popiiler olan TF
ve TFIDF yerine Binary, Log ve N1 agirliklandirma
yontemlerinin daha basarili olduklar: goriilmistiir.

Tarafimizdan gelistirilmis olan sif bilgisine dayali kelime
kiimeleme yontemi, Film Yorumlar1 veri kiimesinde en
basarili temsil yontemidir. Film yorumlar1 veri kiimesi,
Internet {izerindeki kullanict yorumlarn olumlu ya da
olumsuz sekilde etiketlenmesi tizerine bir veri kiimesidir ki
bu konu giinlimiizde ticari degeri yiiksek oldugundan oldukca
sicak bir arastirma alanidir.

Gelecek caligmalar olarak anlamsal uzayda yakinliktan
uzakliga doniisimde yeni yontemlerin kullanilmas1 ve
yontemlerin  Ingilizce ~metinler {izerinde  denenmesi
diisiiniilmektedir.

6. Tesekkiir

Ozellik ¢ikarinina ve deneylerin calistirilmasina biiyiik emek
harcayan Feruz DAVLETOV, Arslan TORAYEW, Umit
CIFTCI, Burhanettin IRMIKCI’ye ve degerli yorumlarryla
calismamiza katkida bulunan Kemik Dogal Dil isleme Grubu
(www.kemik.yildiz.edu.tr) {iiyelerine tesekkiir ederiz. Bu
calisma, bir Ericcson sirketi olan Bizitek’in 3110278 no’lu
TUBITAK-TEYDEB projesi kapsaninda desteklenmistir.
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