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Ozet

Veri madenciliginin gorevlerinden biri olan
siniflandirma probleminin ¢6zimu igin gelistiril-
mis 6nemli makine 6grenimi algoritmalarindan
biri Destek Vektér Makineleri'dir. Literatlrde
Destek Vektor Makineleri’'nin diger birgok tekni-
ge gore daha basarili sonuglar verdigi kanitlan-
mistir. Destek Vektdr Makineleri'nin uygulan-
mas! surecinde c¢ekirdek fonksiyonu segimi ve
parametre optimizasyonu 6nemli rol oynamak-
tadir. Bu galismada, gekirdek fonksiyonu segim
sureci rassal blok deney tasarimi temeline otur-
tulmustur. Cekirdek fonksiyonun segiminde tek
degiskenli varyans analizinden (Univariate ANO-
VA) vyararlaniimistir. Sonug olarak en basarili
performansa sahip ¢ekirdek fonksiyonunun
radyal tabanli fonksiyon oldugu kanitlanmistir.

Anahtar Kelimeler: Veri madenciligi, Destek
vektor makineleri, Cekirdek fonksiyonu segimi,
Rassal blok deney tasarimi, Tek degiskenli var-
yans analizi

Kernel Function Selection for the Solution of
Classification Problems via Support Vector
Machines

Abstract

One of the most important machine learning
algorithms developed for to accomplish classifi-
cation task of data mining is Support Vector
Machines.  In the literature, Support Vector
Machines has been shown to outperform many
other techniques. Kernel function selection and
parameter optimization play important role in
implementation of Support Vector Machines. In
this study, Kernel function selection process was
ground on the randomized block experimental
design.  Univariate ANOVA was utilized for
kernel function selection. As a result, the re-
search proved that radial based Kernel function
was the most successful Kernel function was
proved.

Keywords: Data Mining, Support Vector Machi-
nes, Kernel Function Selection, Randomized Block
Experimental Design, Univariate ANOVA
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1. Girisg

Makine 6grenimi ve veri madenciligi literatiiriinde, siniflandirma probleminin ¢6-
ziimine iliskin yapilan ¢alismalar dnemli yer tutmaktadir. Ozellikle, bankacilik ve
sigortacilik (riskli gruptaki misterilerin tahmin edilmesi), tip (hastalik teshisi), biyo-
loji (canh tdrlerinin siniflandiriimasi), kimya (belirli bir hastalik icin ilacin etkilerinin
belirlenmesi), sosyal medya (spamlerin saptanmasi), endistriyel iretim sistemleri
(ortaya cikan kusurlu tGrtnlerin belirlenmesi) gibi alanlarda siniflandirma problem-
leriyle sik¢a karsilasilmaktadir. Dolayisiyla, son yillarda siniflandirma problemleri-
nin ¢6zimda, makine 6greniminin 6nemli ¢calisma alanlarindan biri olmustur.

Siniflandirma problemlerinin ¢d6zimu igin gelistirilen makine 6grenimi algoritmasi-
nin seciminde dikkat edilecek en 6nemli kriterlerden biri, algoritmanin genelleme
performansidir. Genelleme performansi, egitim verisi, bagimsiz niteliklerin sayi-
si/yapisi, model secimi ve parametre secimi gibi faktorlere baglidir. Tim bu fak-
torler géz oninde bulunduruldugunda, veriden hem gizli hem de anlamli enfor-
masyonun ¢ikarilmasi ve dogru bilgiye ulasma, algoritmanin genelleme basarisiyla
dogru orantilidir. Diger bir deyisle, algoritmanin genelleme performansi ne kadar
iyiyse elde edilen enformasyon da o kadar gercekci olacaktir.

Son yillarda, siniflandirma problemlerinin ¢6zimu igin gelistirilmis en basarili ma-
kine 6grenimi algoritmalarindan biri Destek Vektdr Makineleri’dir. Destek Vektor
Makineleri, bircok siniflandirma probleminin ¢éziimiinde basariyla uygulanmis ve
genelleme performansi yiksek ve etkin makine 6grenimi algoritmalarindan biri
olarak literatlirdeki yerini almistir.

Destek Vektor Makineleri’nin en dnemli avantaji, siniflandirma problemini kareli
optimizasyon problemine donustirip ¢ozmesidir. Boylece problemin ¢dziimiine
iliskin 6grenme asamasinda islem sayisi azalmakta ve diger teknik/algoritmalara
gore daha hizli ¢6zime ulasiimaktadir (Osowski, Siwekand ve Markiewicz, 2004).
Teknik bu 6zelliginden dolayi, 6zellikle biylk hacimli veri setlerinde biiylik avantaj
saglamaktadir. Ayrica optimizasyon temelli oldugundan siniflandirma performan-
si, hesaplama karmasikligi ve kullanislilik agisindan diger tekniklere gére daha ba-
sarilidir (Nitze, Schulthess ve Asche, 2012).

Cesitli veri setleri icin siniflandirma probleminin ¢éziimiine iliskin Destek Vektor
Makineleri’nin uygulanmasi siirecinde gekirdek fonksiyonu seg¢imi ve parametre
optimizasyonu 6nemli rol oynamaktadir. Literatlrdeki uygulamalarda genellikle
daha iyi sonuclar verdigi diisiincesi ile radyal tabanli ¢ekirdek fonksiyonun kulla-
nildig gérilmustir. Ancak bu yaklasimla, uygulamada kullanilan veri seti igin daha
iyi performansa sahip baska bir cekirdek fonksiyonu yok mu? sorusu ortaya ¢ik-
maktadir. Dolayisiyla tek bir cekirdek fonksiyonu ile Destek Vektor Makineleri’nin
performansina iliskin genel bir yargiya varmak oldukga gligtir.
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Bircok calismada DVM’nin uygulanmasi silrecinde c¢ekirdek fonksiyonu secimi icin
literatlirdeki calismalar dikkate alinmis ve radyal tabanli fonksiyonun kullanildigi
goralmdistir. Ancak radyal tabanli ¢ekirdek fonksiyonun her alandaki problemin
¢6zUm{ i¢in uygun olup olmadig bilgisi bulunmamaktadir. Cekirdek fonksiyonla-
rinin performansi veri setlerine ve probleme gore degiskenlik gdsterebilmektedir.

Bu nedenlerle calisma;

“H1: DVM'nin siniflandirma performanslari izerinde veri setlerinin istatistiksel
olarak anlaml bir etkisi vardir.”

“H2: DVM'’nin siniflandirma performanslari bakimindan g¢ekirdek fonksiyonlari
arasinda istatistiksel agidan anlamli bir farkhlik vardir. “ olmak Uzere iki arastirma
hipotezi temeline oturtulmus ve hipotezlerin gerceklenip gerceklenmedigi arasti-
rilmistir.  Siniflandirma probleminin ¢6ziim sireci istatistiksel tekniklerle destek-
lenmistir.

2. Destek Vektor Makineleri

Destek Vektor Makineleri (DVM), yapisal risk minimizasyonu prensibine gore ¢ali-
san dis bikey optimizasyona dayali makine 6grenmesi algoritmalaridir. S6z konu-
su algoritma, veriye iliskin herhangi bir birlesik dagilim fonksiyonu bilgisine ihtiyag
duymadig icin dagilimdan bagimsiz 6grenme algoritmalaridir (Soman, Loganathan
ve Ajay, 2011).

DVM, oriintd tanima ve siniflandirma problemlerinin ¢6zimu icin Vapnik tarafin-
dan gelistirilmistir (Cortes ve Vapnik, 1995). DVM’in temelleri istatistiksel 6gren-
me teorisine diger bir ifadeyle Vapnik-Chervonenkis (VC) teorisine dayanmaktadir
(Li, Li, Li, Shyr, Xie ve Li, 2009). Sekil 1’'de DVM’nin ag yapisi verilmistir.

Bz e

m R :

vapn Bivmes
0 s L ey

Sekil 1. DVM’nin Genel Yapisi
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Sekil 1’de verilen ag yapisi incelendiginde, K(x;, %;) cekirdek fonksiyonlarini ve o

Lagrange c¢arpanlarini gostermektedir. Cekirdek fonksiyonlari yardimiyla girdilerin
ic carpimlari hesaplanmaktadir. Lagrange carpanlari ise agirliklari gostermektedir.
DVM'’de bir 6rnege iliskin ¢ikti degeri, girdilerin i¢ carpimlari ile Lagrange carpanla-
rinin bagimsiz kombinasyonlarinin toplamina esittir.

DVM’de amag, siniflari birbirinden ayiracak optimal ayirma hiper diizleminin elde
edilmesidir. Baska bir ifadeyle, farkh siniflara ait destek vektérleri arasindaki uzak-
g1 maksimize etmektir.

DVM iki sinifli ve ¢ok sinifli siniflandirma probleminin ¢ézimd igin gelistirilmis ma-
kine 6grenmesi algoritmalaridir. Calismada 2-sinifli siniflandirma problemi tizerine
odaklanildigindan, bu bélimde iki sinifli DVM’nin matematiksel yapisi aciklanmis-
tir.

DVM, veri setinin dogrusal olarak ayrilip ayrilamama durumuna gore temel olarak
ikiye ayrilmaktadir. Dolayisiyla ¢alismanin bu bélimiinde dogrusal ve dogrusal
olmayan DVM olmak (izere iki kisimda ele alinmistir.

2.1. Dogrusal Destek Vektér Makineleri
Her x; 6rnegi, p adet nitelige sahip girdi, y; € {1,-1} orneklerin ait oldugu sinifi
temsil eden cikti ve x €[] yiiksek boyutlu girdi vektérii olmak tzere; (xi,yl.)

ikililerinden olusan n hacimli bir egitim kiimesi S verildiginde, farkh siniflara ait
ornekleri birbirinden en iyi sekilde ayiracak,

wx+b ()]

dogrusal hiper dizleminin bulunmasina yardimci olan denetimli 6grenme algorit-
malari sinifina ait makine 6grenimi algoritmasidir (Soman vd., 2011). Burada w,
hiper diizlemin normali ayni zamanda agirlik vektéri ve b sabit olarak tanimlan-
mistir.

Sekil 2. 2-Sinifli Veri Setini Ayiran Farkl Diizlemlere iliskin Ornekler
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Veri setini ayiran dizlemlere iliskin geometrik gésterim Sekil 2’de verilmistir. Se-
kilde goraldugi gibi farkh siniflara ait 6rnekleri birbirinden ayiran bircok dogrusal
duzlem bulunabilir. Ancak DVM, farkli siniflara ait destek vektorleri arasindaki
uzakligi maksimize eden ayirma hiper diizleminin bulunmasini amaclar

-1 sinifi Destek vektorleri

Sinir dizlemleri

+1 sinifi

Sekil 3. DVM igin 2-Sinifli Problem Ornegi

2-sinifli ve iki boyutlu bir siniflandirma problemi icin dogrusal DVM’nin geometrik
gosterimi Sekil 3’te verilmistir. Destek vektorleri, ayirma hiper dizlemine en yakin
olan her iki sinifa da ait 6rnekler olarak ifade edilir ve Sekil 3'te gosterilmistir. S6z
konusu destek vektorleri, ait oldugu sinifin sinirini belirler ve ayirma hiper diizle-
mine paralel bir dizlem Uzerinde yer alir (Burges, 1998). Destek vektorlerinin
Uzerinde bulundugu ve kesikli cizgilerle gosterilmis diizlemlere sinir diizlemleri
denir. Sinir diizlemlerinin tam ortasindan gecgen ve her iki diizleme de esit uzaklik-
ta bulunan dizlem ise hiper diizlem olarak ifade edilir.

Dogrusal DVM veri setinin dogrusal ayrilma ve belirli bir hata ile dogrusal ayrilma
durumuna gore ikiye ayrilmaktadir. izleyen kisimda dogrusal ayrilma ve belirli bir
hata ile dogrusal ayrilma durumlarina gére DVM’nin isleyisi aciklanmistir.

2.1.1. Dogrusal Ayrilma Durumu

Egitim veri setinin dogrusal olarak ayrilabilme durumunda DVM, en buyik sinira
sahip ayirma hiper dizlemini bulmaya calisir. S6z konusu ayirma hiper diizleminin
bulunabilmesi icin veri setindeki tim orneklerin,

flx,) ={w. ;) + b= +1, y; = +1 (2)

flx;) ={w.x)+b= -1, ¥y =—1 (3)
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esitsizliklerini saglamasi gerekir (Soman vd., 2011). Bu esitsizlikler, Esitlik 4’te
verildigi gibi tek bir esitsizlikte birlestirilebilir.

Vi igin y, (<w, xi>+b)—l >0 4)

Bir hiper diuzlem, w normali ve orijinden dik uzakhgi b1/Iw | olan, w.x+b=0
dizlemidir (Scholkopf ve Smola, 2002).

Esitsizlik 2 ve 3 dikkate alindiginda, sirasiyla, w normali ve orijinden dik uzakhgi
- b|/w| ©an H, :<w,xl.>+b:+1 diizlemi ile w normali ve orijinden dik

uzakhig -1 - b|/|w| olan H, =<w,xl.>+b =—1 duzlemi paralel diizlemlerdir.

Dolayisiyla H; ve H, sinir diizlemleri hiper dizleme esit uzaklikta yer almaktadir.
H1 ve H2 sinir diizlemleri arasinda herhangi bir egitim 6rnegi yer almamaktadir
(Burges, 1998). Ancak, dizlemlerin Gzerinde var olan egitim 6rnekleri destek vek-
torleridir ve hiper dizleme en yakin olan egitim 6rnekleridir. Ayirma hiper dizle-
mi, her iki sinifin destek vektorleri arasindaki uzakhgi diger bir ifadeyle siniri mak-
simum yapan ve sinirin ortasindan gegen diizlemdir. Bir egitim 6rneginin hiper
dizleme uzakhg

VEit b
d(w, b:x) =% (5)

olmak Uzere, sinir degeri (p) Esitlik 6’da verilmistir (Gunn, 1998).

(w.b) = min |{w. x;) + b nin |{w. ;) + b|
PR ) = Mily=—a\ ™ wr=i{ " w]
L (ming o [(w) + bl + ming, _,lw) +b) = ©
=Wl min,,__. (w.x min, .. (W% = Twi
Burada ||w , agirlik vektord olarak adlandirilan w normal diizleminin normudur.

Dolayisiyla hiper diizleme en yakin olan 6rneklerin hiper diizleme olan ters uzakhgi
sahip oldugu agirlik vektoriinlin normuna esit olmak zorundadir (Gunn, 1998;
Schélkopf ve Smola, 2002). Bu teoremden yola cikarak, egitim 6rneklerini en iyi
sekilde ayiran hiper dizlem,

1
P(w) = EIIWII2 (7)
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esitligini en klgulkleyen dizlemdir. Esitlik 7'nin en kigilklenmesi, probleme iliskin
VC boyutunun (st sinirinin en kiigliklenmesi anlamina gelmektedir. Boylece VC
boyutunun en kiigliklenmesiyle modelin yanlis siniflandirma olasihgl da dusdrile-
cektir (Somanvd., 2011).

Bu bilgiler 1si8inda, Esitlik 7’deki en kiiglikleme tipindeki optimizasyon problemi
Esitlik 4’teki kisit altinda kareli optimizasyon problemi olarak Esitlik 8 de verildigi
gibi formiile edilmektedir (Cortes ve Vapnik, 1995; Fletcher, 2009).

min o [w

Vi igin y, (<w, xl.>+b)—1 >0 (8)

Esitlik 8'deki optimizasyon probleminin ¢dzllmesi sonucunda, siniflara ait destek
vektorleri arasindaki uzakligi maksimize edecek optimal ayirma hiper diizlemi elde
edilir (Gunn, 1998; Cortes and Vapnik, 1995).

DVM'’de optimal ayirma hiper dizleminin bulunmasi icin kareli optimizasyon prob-
leminin ¢6zimiinde Lagrange carpanlarindan yararlanilir. Lagrange carpanlari en
kiicikleme tipindeki problemi dual probleme donistiirerek problemin daha kolay
¢Ozllmesine imkan verir (Gunn, 1998). Problemin ¢ézimiinde kullanilan Lagrange
fonksiyonu Esitlik 9’da verilmistir.

1 X c
Lp{w,b, ) =E||w||2 - Z o; [y; ({w. x;) +b)] +z ot (9

i=1

Bu esitliklerde a;20 olmak lizere, her bir a; Lagrange ¢arpani olarak ifade edilir. L,
w agirhk vektorii ve b sabitini en kiiglikleyen ve negatif olmayan dual degisken
o;'yi en blylikleyen bir fonksiyondur (Burges, 1998).

Lagrange fonksiyonunun w ve b’ye gore kismi tirevler alinarak Esitlik 10 ve
11’'deki Karush-Kuhn-Tucker (KKT) kosullari elde edilir.

Ly (W.b, ) Zﬂ Eﬂ
BT L, yiegx; =0 = w = L FilixE (10)
alL. {wb c:} -
e z o = (11)

-
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Elde edilen esitlikler Lagrange fonksiyonunda ilgili yerlere koyularak problem en
blylkleme tipindeki dual Lagrange problemine (L, (a)) doniistr. S6z konusu prob-
leme iliskin model Esitlik 12’de gosterilmistir.

4] 4] 4]

1
Max LD{L'I} = LD{W_. C{-b) = 05 +E C{i_l.'xj Vi }r] ‘:Xi. XJ :’
i=1 i=1 j=1
st Z v =0 we v (12)
i=1

Optimal hiper dizlemin belirlenmesi igin, Esitlik 12’de verilen model ¢ozilerek
dual Lagrange Lp (a)'yi maksimum yapan o; degerleri elde edilir. «; Lagrange car-
panlarindan sifirdan biliylik deger alan egitim ornekler “destek vektorleri” olarak
ifade edilir. Optimal ayirma hiper dizlemi, sifirdan biyik deger alan bu Lagrange
carpanlari ile belirlenir (Gunn, 1998; Burges, 1998).

o;'nin ¢6zimdi ile optimal hiper dizlemin Esitlik 13 ve 14’te verilen agirhk vektori
w ve b sabit parametreleri belirlenir.

W'=Y 13)
i=1
1

b* =—E{w*,x5} (14)

Sonug olarak elde edilen hiper diizeleme bagli olarak siniflandirici Esitlik 15'te
verilmistir.

f(x) = sgn({w*,x;) + b*) = sign (Z Vi oy (%% }) (15)

i=1

Ayrica Esitlik 15’'teki siniflandiriciya alternatif olarak, algoritmanin gercek degerler
Uretmesinden dolay! Esitlik 16’da verilen siniflandiricinin kullanimi daha uygun
olmaktadir (Gunn, 1998).

-1 g —1
fix) =h{{w.x)+b*')=hEl={z —-1=z=+1 (16)
+1 241
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2.1.2. Belirli Bir Hata ile Dogrusal Ayrilma Durumu

Veri setinin belirli bir hata ile dogrusal olarak ayrilma durumu, veri setinin girilti-
IU veri icermesi, cok boyutlu olmasi veya karmasik yapisindan kaynaklanmaktadir
(Li vd., 2009). Belirli bir hata ile dogrusal ayrilma durumunda iki sinifli veri setini
ayirmak icin gevsek sinir (soft margin) yaklasimi kullanilmaktadir.

Bu duruma iliskin DVM’nin geometrik yapisi Sekil 4’te gosterilmistir. Sekilden de
goraldugi Uzere, gevsek sinir yaklasiminda modele, bir 6rnegin yanlis siniflandir-
mas! durumunda ait oldugu karar sinirina olan uzakliginin élcisi olan &i aylak de-
giskeni (Cortes and Vapnik, 1995; Burges, 1998) eklenir.

S6z konusu durum icin ayirma hiper diizleminin bulunabilmesi icin veri setindeki
tim orneklerin 17 ve 18’deki esitsizlikleri saglamasi gerekir (Cortes and Vapnik,
1995).

f(xi):<w’xi>+b2+l_§i’ yi=+1 (17)
f(x)=wx)+b<-1+¢&, y i=-1 (18)
(=)

Sekil 4. 2-Sinifli Problem igin Belirli Bir Hata ile Dogrusal Ayrilabilme Durumu

Yanhs siniflandirma olasiligini diistirmek igin dogrusal ayrilma durumundaki doni-
simler yapilarak problem, Esitlik 19’da verilen kareli optimizasyon problemine
donisur (Cortes ve Vapnik, 1995; Scholkopf ve Smola, 2002).

N
Min > wl +CZEl (19)
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st oy (wx)+b)-14+520 5=0

Modeldeki C katsayisi, Lagrange carpaninin alabilecegi Ust sinir degerini gosteren
ceza parametresini ifade etmektedir. Lagrange ¢arpani o) C ceza parametresine
esit olmasi durumunda destek vektorleri ayirma hiper dizlemi Gzerinde yer al-
maktadir (Katagiri ve Abe, 2006).

Dogrusal ayrilabilme durumunda oldugu gibi Esitlik 19’daki optimizasyon proble-
mine iliskin modelin ¢6zlilmesi sonucunda, siniflara ait destek vektorleri arasindaki
uzakligi maksimize edecek optimal ayirma hiper diizlemi elde edilir. Bu siiregte
kareli optimizasyon probleminin ¢éziimiinde Esitlik 20’de verilen Lagrange fonksi-
yonundan yararlanilir (Cortes ve Vapnik, 1995).

Lp{w,b,t:{,r, £) =
1 ] n 141
S lhwll? + CZ 5i- Z Iy, (%) +5) — 1+ 5] —Z nh (Q0)

Esitlik 12’deki Lagrange fonksiyonundan farkli olarak burada her bir r;, §’nin pozitif
deger almasini garanti eden Lagrange parametreleridir (Demirci, 2007). Lagrange
fonksiyonunun w, b ve §; degiskenlerine gore kismi tiirevler alinarak Karush-Kuhn-
Tucker (KKT) kosullari elde edilir. Elde edilen esitlikler Lagrange fonksiyonunda
ilgili yerlere koyularak problem en biyitkleme tipindeki dual Lagrange problemine
(Lp (o)) donlistir. S6z konusu probleme iliskin,

I

4] 4]
Max Lp(c) = Lp(w.b,ari) = ) o+ Z ooy ¥ (%)

i=1 i=1 j=1

b | b=

11
5L Z gy, =0 ve O0=wm=C (Z1)
i=1

modelinin ¢6zimi sonucunda elde edilen hiper diizleme bagl olarak elde edilen
siniflandirici Esitlik 22’de verilmistir (Burges, 1998).

f(x)=sign(w",x,+b) = Sign(z Yl <x(i)x(j)>) (22)
i=1
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2.2. Dogrusal Olmayan Destek Vekt6ér Makineleri

Dogrusal olmayan DVM, veri setinin dogrusal bir fonksiyonla tam veya belirli bir
hata ile ayrilamamasi durumunda kullanilan algoritmalardir. Gergek yasam prob-
lemlerinde bir veri setinin hiper dizlem ile dogrusal olarak ayrilmasi ¢cogunlukla
miimkin degildir. Dolayisiyla siniflari ayirma islemi, ayirma egrisinin tahmin edil-
mesiyle mimkiin olmaktadir. Ancak uygulamada egrinin tahmin edilmesi oldukga
zordur.

Veri setinin dogrusal ayrilamama durumunun geometrik gosterimi Sekil 5'te ve-
rilmistir. Bu durumda p-boyutlu girdi vektori x’in P-boyutlu 6zellik vektéri @’ye
donisturulmesi gerekmektedir (Cortes ve Vapnik, 1995).

Sekil 5. 2-Sinifli Problem i¢in Dogrusal Ayrilamama Durumu

p-boyutlu girdi vektori x’in P-boyutlu 6zellik vektort @’ye dondstirilebilmesi igin
optimal ayirma dizleminin 6zellik uzayinda tanimlanabilmesi gerekir. Bu amaci
gerceklestirmek icin dogrusal olmayan haritalama yaklasimindan yararlanilir (Bu-
suttil, 2003).

“Dogrusal olmayan haritalama”, orijinal girdi uzayi x’in bir Hilbert uzayi olan daha
ylksek boyutlu F 6zellik uzayina déndstirilerek dogrusal ayriminin gerceklestiril-
mesi icin kullanilan bir yaklasimdir (Suykens, 2002). “Hilbert uzayi” pozitif skaler
carpima sahip ve 6geleri fonksiyonlardan olusan tam i¢ carpim uzaylari olarak
ifade edilmektedir (Cakar, 2007).

Dogrusal olarak ayrilamayan iki boyutlu bir veri seti icin dogrusal olmayan harita-
lama yaklasiminin geometrik olarak agiklamasi Sekil 6’da verilmistir. Dogrusal
olmayan haritalama yaklasimi ile iki boyutlu veri seti ¢ boyutlu 6zellik uzayina
tasinarak veri setinin dogrusal ayrimi saglanmistir.
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Sekil 6. Dogrusal Olmayan Haritalama Yaklagimi Ornegi

Sekil 6’da, iki boyutlu girdi vektori (x.,x,) ve (¢ boyutlu dzellik uzayr (z,,2;.2;)
olmak uzere, fonksiyonlarin 6zellik uzayi,
O:R*=R® (n,%,) (2.2, 2. )= (x3Zx, x,,%3) (23)

esitligi ile gosterilmektedir. Ozellik uzayinda haritalanmis girdi vektérlerinin ig
carpimlari Esitlik 24’teki gibi elde edilir (Soman vd., 2011).

= l[xizx'i2 + 23, X K%, +x:2x':2:]l2 (24)

Boylece veri seti iki boyutlu uzaydan t¢ boyutlu uzaya tasinarak haritalama islemi
gerceklestirilmis olur (Soman vd., 2011). Sonug olarak, dogrusal olmayan DVM igin
ozellik uzayinda tanimli ayirma hiper dizlemine bagl olarak siniflandirici karar
fonksiyonu,

f(x) = sign({w*,x;) + b*) = sign (Z Vi 0 {m{xl},m(xjjhj (25)

i=1

esitligi ile ifade edilir.
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3. Uygulama

Siniflandirma problemlerinin Destek Vektor Makineleriyle ¢6zimi ve en iyi gekir-
dek fonksiyonunun se¢imi icin, literatiirde en sik kullanilan 11 adet veri seti secil-
mistir. Bu veri setlerine UCI (Machine Learning Repository) makine 6grenimi veri
tabani sisteminden ulasilmistir. S6z konusu veri setleri farkh siniflandirma algo-
ritmalarinin uygulanmasi ve performanslarinin karsilastirimasinda “bir kriter”
olarak kabul edilmektedir (Huang ve Wang, 2006). Calismamizda 12. veri seti
olarak Turkiye’deki 6zel bir bankanin kredi verileri kullaniimistir.

Sonug olarak ¢alismada, dordi bankacilik, gl tip, birer adet bilgisayar sistemleri,
fizik, kimya, biyoloji ve hukuk olmak tzere yedi farkh alandaki siniflandirma prob-
lemlerine iliskin veri setlerine yer verilmistir.

Ayrica literatlirde birgok gekirdek fonksiyonu tanimlanmistir. Ancak her g¢ekirdek
fonksiyonu Destek Vektér Makinelerinde kullanimi uygun olmamaktadir. Dolayi-
siyla, DVM’nin uygulanmasinda g¢ekirdek fonksiyonunun segimi kritik rol oynamak-
tadir. Uygulamada, DVM icin radyal tabanli, polinomiyal, lineer ve sigmoid cekir-
dek fonksiyonlari kullaniimaktadir.

Tablo 1. Calismada Kullanilan Veri Setleri Ve Ozellikleri

Nitelik Sayisi

No  Veri Seti Ornek Sayisi Sinif Sayisi
Kategorik  Sayisal

1 Australian Credit Approval-Statlog 690 8 6 2
2 Bank 4521 9 7 2
3 German Credit-Statlog 1000 20 2
4 Hearth Disease-Statlog 270 6 7 2
5 lonosphere 351 34 2
6 Pima Indian Diabets (PIM) 768 - 8 2
7 Spambase (Spam) 4601 - 57 2
8 Wisconsin Breast Cancer-WBC-orijinal 699 - 10 2
9 Glass 214 - 9 6
10  Iris Plant (Iris) 150 - 4 3
11  Wine 178 - 13 3
12  Tiirkiye kredi verisi (Turkiye) 167 13 4 2

DVM algoritmasinin uygulanmasinda, cekirdek fonksiyonlarinin optimal hiper pa-
rametre degerlerinin belirlenmesinde grid arama yontemi kullaniimistir.  Yonte-
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min uygulanmasinda her bir parametre igin alt sinir, Ust sinir ve belirli bir aralik
degeri belirlenir. Parametre degerleri sinir degerleri icinde belirlenen aralik kadar
atlayarak her bir deger noktasi icin algoritmaya iliskin bir siniflandirma performan-
si belirler. En iyi siniflandirma performansini veren parametre degerleri optimal
hiper parametre degerleri olarak belirlenir. Lineer, radyal tabanh (C,y), polinomiyal
(C,y,a,d) ve sigmoid (C,y,a) olmak tizere doért cekirdek fonksiyonu icin calismamiz-
da belirlenen parametre deger araliklari Tablo 2’de verilmistir. S6z konusu gekir-
dek fonksiyonlarina iliskin C ceza parametresinin alt siniri 0,0001 ve Ust siniri 5000
olarak belirlenmistir. Parametrelere iliskin artis araliklari 1 olarak alinmistir. An-
cak bu aralik logaritmik artisi gdstermektedir. Ornegin, alt sinir 20** (0,0001) de-
gerinden baslarsa bir sonraki parametre degeri 22 (0,0002441406) olarak alin-
maktadir. Diger parametre degerleri icin benzer sekilde yorumlanabilir.

Tablo 2. Grid Arama i¢in Belirlenen Parametre Deger Araliklar

Parametreler ~ Alt Ust Aralik
Sinir Sinir
c 0.0001 5000 [2-12 1, 21%]
- 0.001 500 [2-% 1,2°]
- 0.0001 50 [2-12,1,26]
d 1 3 1

“DVM’nin siniflandirma performanslari lzerinde veri setlerinin istatistiksel olarak
anlamli bir etkisi var mi?” ve “cekirdek fonksiyonlari arasinda DVM’nin perfor-
manslari agisindan farklilik var mi?” sorularina yanit bulmak ve sonucunda, en iyi
cekirdek fonksiyonun secimini gerceklestirmek amaciyla rassal blok deney tasarimi
diizenlenmistir. Tablo 3’te verilen deney tasarimi tablosundan da gorilecegi gibi,
12 farkl veri seti bloklar olarak ele alinmis ve dort farkli ¢ekirdek fonksiyonu igin
DVM’nin siniflandirma performanslari elde edilmistir. Cizelgede siniflandirma
performanslari “SP” ile gdsterilmistir. Boylece performanslar arasinda anlaml bir
fark olup olmadigi ve fark anlamliysa bu farkin, g¢ekirdek fonksiyonlarindan mi
yoksa veri setlerinden mi kaynaklandigi arastiriimistir.
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Tablo 3. Gekirdek Fonksiyonlarinin Performanslarinin Karsilagtirilmasi igin Olusturulmus
Rassal Blok Deney Tasarimi

Rassal Cekirdek Fonksiyonlari
Bloklar
Deney Linear Radyal Tabanli Polinomiyal Sigmoid
Tasarimi
1 SPy SPy, SPy3 SPy4
2 SPyy1 SP,, SPy3 SPys
E
=7
[}
(%)
g 12 SPlZl SPlZZ SF)123 5P124

Rassal blok deney tasarimi g¢alismalari icin analizlerde parametrik testlerden tek
degiskenli varyans analizi (Univariate ANOVA) kullanilmistir. Ancak parametrik
testlerin uygulanabilmesi i¢in verinin normal dagihma uymasi gerekmektedir.
Algoritmalarin siniflandirma performanslari bir olasilik degerini gosterdiginden, bu
degerlerin normallik varsayimini saglamasi beklenemez. Bu sikintiyi gidermek
amaciyla literatiirde, olasilik veya ylizde ile temsil edilen veriler icin ArcSin (agi)
donlisimindn kullaniimasi 6nerilmektedir (Fernandez, 1992). ArcSin donisiim
formli Esitlik 26’da verilmistir.

Déniisiim degeri=0=sin‘ ™" (\/5) (26)

Donlisim degeri, performans degerinin karekokiiniin ArcSinisiline esittir. Sonug
olarak bu asamada, elde edilen performans degerlerine ArcSin dontsimi uygu-
lanmis, boylece veriler analize hazir hale getirilmistir. Ayrica, en iyi ¢ekirdek fonk-
siyonun se¢imi ve en iyi indirgeme algoritmasinin se¢imi asamalarinin gergeklesti-
rilmesi igin Tukey ikili karsilastirma testinden yararlaniimistir (Conagin, Barbin ve
Demétrio, 2008). Tukey testi ile genelleme performansi en yiksek ¢ekirdek fonk-
siyonunun belirlenmesi amaglanmistir.
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4. Sonuglar

Calismada DVM performanslarinin elde edilmesinde, DVM icin 6zel olarak gelisti-
rilmis ve parametre optimizasyonunda grid arama yontemini kullanan DTREG
programi kullanilmistir. Ayrica, calismada yer verilen istatistiksel analizler igin IBM
SPSS 20 paket programi kullaniimistir. istatistiksel testler % 95 giiven diizeyine
gore yapilmistir.

4.1. DVM Siniflandirma Performanslari

Bu kisimda, grid arama yontemi kullanilarak dért ¢ekirdek fonksiyonu icin elde
edilen optimal hiper parametre degerleri ve DVM algoritmasinin siniflandirma
performanslari ayrintili olarak agiklanmistir. 12 veri seti icin dort ¢ekirdek fonksi-
yonuna iliskin DVM algoritmasinin siniflandirma performanslari Tablo 4’te goste-
rilmistir.

Tablo 4’teki DVM performanslari degerlendirildiginde, Australian credit (% 88,52),
German credit (% 79,40), Pima Indian diabet (% 78,13), ionosphere (% 94,32),
bank (% 89,60), Turkiye kredi (% 100) ve glass (% 95,46) egitim verileri icin en iyi
siniflandirma performansina sahip ¢ekirdek fonksiyonunun radyal tabanl gekirdek
fonksiyonu oldugu gorilmektedir.

Lineer c¢ekirdek fonksiyonu, hearth disease (% 87,40) ve spambase (% 94,60) egi-
tim veri setleri igcin daha basarili siniflandirma performansina sahiptir.

Iris egitim veri seti igin lineer ve polinomiyal ¢ekirdek fonksiyonlari % 98 siniflan-
dirma dogruluyla en yiksek siniflandirma performansina sahip fonksiyonlar olarak
belirlenmistir. Polinomiyal ve sigmoid ¢ekirdek fonksiyonlarinin Wisconsin breast
ve wine egitim veri seti igin sirasiyla % 97,66 ve % 100 siniflandirma dogrulugu ile
en iyi siniflandirma performansina sahip ¢ekirdek fonksiyonlari oldugu goérilmek-
tedir.

Elde edilen sonuclardan yola cikarak, egitim veri setleri icin radyal tabanli ¢ekirdek
fonksiyonun genel olarak daha basarili siniflandirma performansina sahip oldugu
soylenebilir. Ancak cekirdek fonksiyonlari icin DVM’nin siniflandirma performansi
algoritmanin genelleme basarisina baglidir. Dolayisiyla hangi ¢ekirdek fonksiyonun
daha basarili siniflandirma performansina sahip oldugunu soyleyebilmek icin test
verisi icin elde edilen siniflandirma performanslarina bakmak daha dogrudur.
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Tablo 4. Cekirdek Fonksiyonlarinin DVM Performanslari Ve Parametre Degerleri

Cekirdek fonksiyonlarina iliskin parametre
Veri Cekirdek degerleri Egitim  Test Ortalama
Setleri fonksiyonlari C y Degree Coef (%) (%) (%)
Linear 0,1 - - - 86,20 86,20 86,2
Radial 0,1 0,435603 - - 88,52 86,47 87,495
Austaralian
] Polinomial 0,25763 0,03684 3 0,215444 87,77 87,09 87,43
Credit Sigmoid 0,39789 0,16681 - 0,02154 86,20 86,17 86,185
Linear 0,39789 - - - 78,60 76,50 77,55
Radial 41,01832 0,003327 - - 79,40 76,90 78,15
German Polinomial 0,199474 0,003327 3 12,91549 78,80 76,70 77,75
Credit Sigmoid 25,06597 0,011081 - 0,46416 76,90 77,00 76,95
Linear 50 - - - 72,90 61,22 67,06
Radial 12,56605 15,02665 - - 95,46 73,37 84,415
Polinomial 1,34876 4,516 3 4,64159 91,6 72,00 81,8
Glass Sigmoid 50 0,122583 - 0,21544 64,00 62,6 63,3
Linear 0,103702 - - - 87,40 83,7 85,55
Radial 0,79370 0,03684 - - 86,67 8519 85,93
Hearth
) Polinomial 25,06595 0,01107 3 0,00464 85,93 84,07 85
disease Sigmoid 0,19947 0,12258 - 0,02154 84,81 84,07 84,44
Linear 0,383166 - - - 77,99 77,21 77,6
Radial 1,64183 0,12258 - - 78,13 77,73 77,93
Pima Indian
Polinomial 0,1 0,011072 3 10 77,99 76,95 77,47
Diabet
Sigmoid 25,06595 0,03684 - 1 77,99 77,08 77,535
Linear 1 - - - 87,59 81,15 84,37
Radial 1 0,1 - - 94,32 91,30 92,81
lonosphere Polinomial 1 0,1 1 0,01 87,23 84,06 85,645
Sigmoid 1 0,1 - 0,01 80,85 79,71 80,28
Linear 1502,6652 - - - 98 96,7 97,35
Radial 1,1071732  1,3572 - - 97,3 97,3 97,3
Iris Plant Polinomial 3,684032 50 1 0 98 98 98
sigmoid 40,7886 0,12258 - 0,07743 97,3 97,3 97,3
Linear 10 - - - 94,60 92,82 93,71
Radial 10 0,01 - - 93,45 94,00 93,725
Spambase Polinomial 10 0,01 1 0,01 92,50 92,30 92,4
Sigmoid 10 0,01 - 0,001 88,33 87,54 87,935
Linear 0,199473 - - - 99,99 96,01 98
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Wine Radial 0,22901 0,4 - - 99,99 97,20 98,595

Polinomial 0,1 1,3572 3 0,0000 100 97,20 98,6

Sigmoid 12,5660 0,12258 - 0,0000 100 98,3 99,15
Wisconsin Linear 0,09629 - - - 97,22 96,93 97,075
Breast Radial 0,397897 0,4078 - - 97,22 97,07 97,145
Cancer Polinomial 25,06596 0,12258 1 1 97,66 97,07 97,365
(WBC) Sigmoid 0,1 0,40788 - 0,21544 97,66 97,66 97,66

Linear 100 - - - 89,33 85,50 87,415

Radial 100 0,01 - - 89,60 89,85 89,725

§ Polinomial 100 0,01 1 0,001 89,33 85,50 87,415

Ban

Sigmoid 100 0,01 - 0,001 85,82 82,60 84,21

Linear 0,09321 - - - 97,01 86,83 91,92

Radial 0,806234 0,15590 - - 100 89,82 94,91
Turkiye

Polinomial 0,06787 1,35721 1 0,0000 97,01 86,23 91,62
Kredi verisi

Sigmoid 3,684 0,03684 - 4,64159 91,02 89,82 90,42

192

Test verileri icin ¢ekirdek fonksiyonlarinin siniflandirma performanslari incelendi-
ginde, glass (% 73, 37), hearth disease (% 85, 19, Pima Indian diabet (% 77, 73),
ionosphere (% 91,30), spambase (% 94,00), bank (% 89,85) ve Turkiye kredi (%
89,82) veri setleri i¢in radyal tabanl g¢ekirdek fonksiyonunun en iyi performansa
sahip ¢ekirdek fonksiyonu oldugu gézlemlenmistir.

Polinomiyal cekirdek fonksiyonun Australian credit (% 87,09) ve Iris (% 98) veri
setinde daha basarili sonuglar verdigi gérilmektedir. German credit (% 77), wine
(% 98,3) ve WBC (% 97,66) veri setleri icin sigmoid cekirdek fonksiyonunun daha
basarili siniflandirma performansina sahip oldugu belirlenmistir. Sonuc¢ olarak
hem egitim hem test verisi icin 12 veri setinin yedisinde radyal tabanli cekirdek
fonksiyonu daha basarili siniflandirma performansina sahiptir.

Egitim ve test verileri icin DVM’nin siniflandirma performanslarinin ortalamasi
dikkate alindiginda wine ve WBC veri setleri icin sigmoid cekirdek fonksiyonu,
diger 10 veri seti i¢in radyal tabanh ¢ekirdek fonksiyonu en iyi siniflandirma per-
formansina sahip ¢ekirdek fonksiyonlari oldugu goérialmustdr.

Sonug olarak elde edilen siniflandirma performanslari incelendiginde radyal taban-
I cekirdek fonksiyonun genel olarak daha basarili sonuglar verdigi kanisina varila-
bilir. Ancak sadece elde edilen sonuglardan bu kaniya varmak sakincal olabilir.
Dolayisiyla algoritmanin siniflandirma performanslari agisindan gekirdek fonksi-
yonlari arasinda farklilik olup olmadigi konusunda kesin bir yargiya varabilmek igin
istatistiksel olarak test edilmesi gerekmektedir.
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4.2. En lyi Cekirdek Fonksiyonunun Belirlenmesi

Cekirdek fonksiyonlari arasinda algoritmanin siniflandirma performansi bakimin-
dan istatistiksel agidan bir farklilik olup olmadigini belirlemek igin,

“HO: DVM'nin siniflandirma performanslari bakimindan ¢ekirdek fonksiyonlari
arasinda istatistiksel agidan anlamh bir farklilik yoktur. “ hipotezi test edilmistir.

Ayrica veri setlerinin, dort ¢ekirdek fonksiyonu igcin DVM’nin siniflandirma perfor-
mansi lzerinde etkisi olup olmadigini belirlemek igin,

“HO: DVM'nin siniflandirma performanslari (zerinde veri setlerinin istatistiksel
olarak anlaml bir etkisi yoktur. “ hipotezi kurulmus ve test edilmistir.

Her iki hipotezin test edilmesi amaciyla Tek Degiskenli Varyans Analizi ve paramet-
rik olamayan karsiligi Friedman Siralamali iki Yonli Varyans Analizi kullanilmistir.
Boylece, veri setlerinin siniflandirma performansi Gzerinde etkileri séz konusuysa
bu etkiler yok edilerek, ¢ekirdek fonksiyonlarinin karsilastirilmasi agisindan daha
saghkli sonuglara ulasiimistir. Cekirdek fonksiyonlarinin ve veri setlerinin algorit-
manin siniflandirma performansi tzerindeki etkilerinin belirlenmesine iliskin tek
degiskenli varyans analizi ve Friedman iki yonli varyans analizi sonuglari Tablo 5'te
verilmistir.

Tablo 5. Siniflandirma Performanslari Uzerinde Gekirdek Fonksiyonlarinin ve Veri Setle-
rinin Etkilerinin Belirlenmesine iliskin Elde Edilen Analiz Sonuglari

Tek Degiskenli Varyans Analizi

Kaynak Tip3K.T. sd F P
Model 1,678° 14 59,689 0,000
Etkilesim etkisi 54,934 1 27355,085 0,000
Veri setleri 1,654 11 74,867 0,000
Cekirdek fonksiyonu ,024 3 4,036 0,015
Hata ,066 33

Toplam 56,679 48

a R Squared =,962 (Adjusted R Squared = ,946)

p <0,05

Tek degiskenli varyans analizi sonuglari incelendiginde modelin istatistiksel olarak
anlamli oldugu (p=0,000 < 0,05) bulunmustur. Diger bir deyisle, cekirdek fonksi-
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yonlari ve veri setlerinin DVM’nin siniflandirma performanslari izerinde istatistik-
sel olarak anlamli etkisi oldugu kanitlanmistir. Veri setleri ve ¢ekirdek fonksiyonla-
rinin ana etkilerine bakildiginda, cekirdek fonksiyonlari ve veri setleri icin p anlam-
ik degerlerinin 0,05’ten kiicik oldugu goriilmektedir. Dolayisiyla, siniflandirma
performanslari bakimindan her bir veri seti ve ¢ekirdek fonksiyonlari kendi iginde
istatistiksel olarak farklilik gostermektedir.

DVM’nin siniflandirma performanslari bakimindan séz konusu farkhlklarin hangi
¢ekirdek fonksiyonlari arasinda oldugunu belirlemek icin Tukey testinden yararla-
nilmistir. Yapilan analizler sonucunda elde edilen sonuclar Tablo 6’da 6zetlenmis-
tir.

DVM’nin siniflandirma performansi bakimindan radyal tabanli cekirdek fonksiyo-
nunun (p<0,05) lineer ve sigmoid ¢ekirdek fonksiyonlarindan istatistiksel olarak
farkhlik gosterdigi kanitlanmistir. Ortalama fark sonuglarina gore radyal tabanli
¢ekirdek fonksiyonun siniflandirma performansinin diger iki ¢ekirdek fonksiyonuna
gore daha basarili oldugu soylenebilir.

Tablo 6. Cekirdek Fonksiyonlari Arasindaki Farkliliklarin Belirlenmesi icin Elde Edilen
Analiz Sonuglan

Cekirdek fonksiyonlarinin  Tukey Testi

ikili Karsilastirmalarn Ort. Farklar Std. Hata p

Lineer-radyal tabanh - 0,057 0,018 0,004
Lineer-polinomiyal -0,025 0,018 0,176
Lineer-sigmoid -0,04 0,018 0,830
Radyal tabanli-polinomial 0,031 0,018 0,095
Radyal tabanli-sigmoid 0,053 0,018 0,007
Sigmoid-polinomiyal -0,021 0,018 0,251

Ek olarak, polinomiyal tabanli cekirdek fonksiyonu ile radyal tabanli ¢ekirdek fonk-
siyonu arasinda istatistiksel bir farklilik bulunmamistir. Dolayisiyla her iki ¢cekirdek
fonksiyonunun siniflandirma performanslarinin birbirine benzer oldugu soylenebi-
lir. Ayrica, dort cekirdek fonksiyonu performanslarina gére homojen gruplara
ayrilmistir.  Tablo 7’de cekirdek fonksiyonlarinin yer aldigi alt homojen gruplar
gosterilmektedir.
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Tablo 7. Gekirdek Fonksiyonlarinin Yer Aldigi Alt Gruplara iliskin Sonuglar

Alt gruplar
Cekirdek fonksiyonlari N 1 5
lineer 12 1,0483
sigmoid 12 1,0522
Tukey HSD™ polinomiyal 12 1,0736 1,0736
radyal 12 1,1050
p ,518 ,331

P" 0,05.

Cekirdek fonksiyonlarinin yer aldigi alt gruplarin p=0,05 oldugu icin homojen grup-
lar oldugu goriilmektedir. Bu sonuglara gore lineer ve sigmoid ¢ekirdek fonksiyon-
larinin siniflandirma performanslari bakimindan benzerlik gosterdigi ve radyal
tabanl ¢ekirdek fonksiyonun bu gruptan tamamen farkli sonuglar verdigi yargisina
varilmaktadir. Polinomiyal ¢ekirdek fonksiyonu her iki grupta da yer almaktadir.
Tim analizler ve algoritmanin siniflandirma performanslari dikkate alindiginda,
polinomiyal cekirdek fonksiyonu, radyal tabanl cekirdek fonksiyonuna gore daha
kot diger iki ¢ekirdek fonksiyonuna gore daha iyi siniflandirma performansina
sahiptir. Sonug olarak, DVM’nin performansi igin en iyi ¢ekirdek fonksiyonun rad-
yal tabanl cekirdek fonksiyonu oldugu gorilmektedir.

Bu calismada, grid arama yontemi ile her bir veri setine iliskin en iyi cekirdek fonk-
siyonu olarak belirlenen radyal tabanh gekirdek fonksiyonu ve polinomiyal g¢ekir-
dek fonksiyonu icin elde edilen optimal hiper parametre degerleri ve siniflandirma
performanslari Tablo 8’de 6zetlenmistir.

Tablo 8’deki sonuglar dikkate alindiginda, radyal tabanli ¢ekirdek fonksiyonu igin C
ceza parametresinin degerinin veri setlerine gére 100 ile 0,1 arasinda degistigi
gbzlenmistir. Polinomiyal tabanli ¢ekirdek fonksiyonu icin ise C parametresi 0,06
ile 25,06 arasinda deger almaktadir. Gamma parametresinin deger araligl radyal
tabanl cekirdek fonksiyonu icin 0,003 ile 15,02 iken polinomial fonksiyon igin
0,003 ile 100 arasinda degismektedir.

Bu sonuclardan yola ¢ikarak, polinomial ¢ekirdek fonksiyonu icin gamma paramet-
resinin degerleri radyal tabanh fonksiyona gore farkh veri setleri icin daha fazla
degiskenlik gosterdigi sdylenebilir. Radyal tabanli ¢ekirdek fonksiyonu icin de C
ceza parametresinin degerleri daha fazla degiskenlik géstermektedir. Ayrica poli-
nomial ¢ekirdek fonksiyonu icin a katsayisi degerlerinin s6z konusu veri setleri icin
Oile 12,91 arasinda degistigi gozlenmistir.

NiSAN 2014

195



196

Tablo 8. Radyal Tabanli ve Polinomiyal Cekirdek Fonksiyonlarinin Optimal Hiper
Parametre Degerleri ve Genelleme Performanslari

Radyal Tabanl Polinomiyal
Veri Setleri C Test C Test
¥ %) ¥ (gam- & (katsa- %)
(gamma) ma) y1)
Australian credit 0,1 0,435603 86,47 0,25763 0,03684 0,215444 87,09
German 41,01832 0,003327 76,90 0,199474 0,003327 12,91549 76,70
Glass 12,56605 15,02665 73,37 1,34876 4,516 4,64159 72,00

Hearth disease 0,79370 0,03684 85,19  25,06595 0,01107 0,00464 84,07

Pima Indian  1,64183 0,12258 77,73 0,1 0,011072 10 76,95
Diabet

lonosphere 1 0,1 91,30 1 0,1 0,01 84,06
Iris 1,1071732 11,3572 97,30 3,684032 50 0 98,00
Spambase 10 0,01 94,00 10 0,01 0,01 92,30
Wine 0,22901 0,4 97,20 0,1 1,3572 0,0000 97,20
WBC 0,397897 0,4078 97,07 25,06596 0,12258 1 97,07
Bank 100 0,01 89,85 1,35721 0,01 0,001 85,50
Turkiye kredi 0,806234 0,15590 89,82 0,06787 100 0,0000 86,23

5. Tartisma ve Oneriler

Bu calismada literatlirden farkh olarak, ¢ekirdek fonksiyonu secim siireci rassal
blok deney tasarimi temeline oturtulmustur. Rassal blok deney tasarimiyla veri
setlerinin farkhliklarindan dogacak DVM performanslari izerindeki etkilerinin yok
edilmesi amaclanmistir. Boylece ¢ekirdek fonksiyonlarinin performanslari arasin-
da farklihk olup olmadigi veri setlerinin etkileri arindirilarak belirlenmistir. Sonug
olarak en basarili performansa sahip ¢ekirdek fonksiyonunun radyal tabanl fonk-
siyon oldugu ve polinomiyal cekirdek fonksiyonu ile performanslari arasinda bir
farkhlik olmadigi kanitlanmistir. Ancak polinomiyal ¢ekirdek fonksiyonunun algo-
ritmanin uygulanmasinda ¢6ziim zamani agisindan maliyetli oldugu gézlemlenmis-
tir. Ornegin, radyal tabanli ¢cekirdek fonksiyonu ile 690 érnekli bir veri seti icin 1
dk gibi bir zamanda ¢6ziime ulasilirken, polinomiyal ¢ekirdek fonksiyonu ile 5 saat
30 dk gibi bir zaman diliminde ¢6ziime ulasilmaktadir. Dolayisiyla, DVM’de radyal
tabanl gekirdek fonksiyonun kullanilmasi hem ¢6ziim zamani agisindan hem de
performans basarisi acisindan daha avantajli oldugu kanitlanmistir.

Sonug olarak bu g¢alisma, arastirmacilara siniflandirma siireclerinde yararlanabile-
cekleri istatistiksel bakis agisiyla desteklenmis 6nemli ipuglari saglamaktadir.
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