BORSA ENDEKSi HAREKETLERININ MAKINE OGRENME ALGORITMALARI iLE
TAHMINI?

Hakan PABUGCCU?

Oz

Finansal zaman serilerinin barindirdigi belirsizlik, kaotik hareketler yaninda dogrusal olmayan
dinamik yapi, tahminleri oldukg¢a gliclestirmektedir. Borsa endekslerinin politik degisimler,
ekonominin genel gérinimu, yatinnmcilarin beklenti ve yatirim tercihleri ve diger endekslerin
hareketleri gibi bircok makroekonomik faktérden etkilenmeleri, endeks tahminlerini olduk¢a zor
ancak bir o kadar da gekici kilmaktadir. Borsa endeksi hareketleri ve gelecege doniik tahminler
tiretmede makine 6grenme algoritmalarinin basarili olduklari bilinmektedir. Bu ¢calismada BIST 100
endeksi hareketlerinin yéniiniin tahmin edilmesi problemi ele alinmistir. Ug farkli makine 6grenme
algoritmasi olan yapay sinir aglari, destek vektor makineleri ve naive Bayes siniflandirici algoritmasi
kullanilmis ve performanslari karsilastirilmistir. Borsa endeksi tahminleri igin kullanilan on teknik
gosterge modeller igin girdi olarak kullaniimistir. Veri seti 2009-2018 periyodunu kapsayan ginliik
kapanis degerlerini icermektedir. Analiz sonuglari, her ¢ modelin de borsa endeks hareketlerini
yakalamada kullanilabilir oldugunu, yapay sinir agi algoritmasinin ise daha iyi bir siniflandirici
oldugunu gostermistir.
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PREDICTING STOCK MARKET MOVEMENT BY USING MACHINELEARNING
ALGORITHM

Abstract

In addition to the uncertainty and chaotic movements of the financial time series, the nonlinear
dynamic structure makes the forecasts very difficult. The fact that the stock market index are
affected by the political changes, the general outlook of the economy, the investors' expectations
and investment preferences, and the movements of other indexes, make the index estimates quite
difficult but attractive. It is known that the machine learning algorithms are successful in estimating
stock index movements and their future values. In this study, the problem of forecasting the
direction of BIST 100 index movements is discussed. Three different machine learning algorithms,
artificial neural networks, support vector machines and naive Bayes classifier were used and their
performances were compared. Ten technical indicators were used as inputs for the models. The
data set consists of ten-year daily closing price values covering the 2009-2018 period. Analysis
results show that the models can be used to capture stock market index movements, whereas
artificial neural network algorithm is a better classifier.
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1. Girig

Zaman serileri analizlerinde engellerle karsilasilan, en ¢ok zorlanilan uygulamalarin basinda
borsa endeksi ve endeks hareketlerinin tahmin edilmesi gelmektedir. Yatirnmcilarin hisse
senetlerine yatirim yapmadan 6nce faydalandiklari temel ve teknik analiz olmak Gzere iki tir analiz
vardir. Temel analiz ile yatirimcilar hisse senedinin gercek degeri, politik iklim, sanayi ve
ekonominin performansi gibi gostergeleri dikkate alarak yatirim yapip yapmayacaklarina karar
verirler. Teknik analizde ise, gecmis degerler ve islem hacimleri gibi piyasa hareketleri ile
olusturulan istatistiklerin kullanilarak hisse senetlerinin degerlendirilmesi saglanir. Teknik
analistler, bir hisse senedinin gergek degerini 6lgmeyi denemezler, bunun yerine gelecekte nasil
davranacagini gosterebilecek kaliplari ve egilimleri tanimlamak igin hisse senedi grafiklerini
kullanirlar. Malkiel ve Fama (1970) tarafindan ileri siriilen etkin piyasalar hipotezine gore, hisse
senedi fiyatlarinin bilgi agisindan verimli oldugu, bunun da alim satim verilerine dayanarak hisse
senedi fiyatlarinin tahmin edilebilecegi anlamina gelmektedir. Buradan hareketle borsa endeksi
hareketleri igin glivenli ve gegerli tahminlerin Uretilmesi etkin pazar stratejilerinin gelistirilmesi igin
ciddi 6nem arz etmektedir (Leung vd., 2000). Boylece yatirimcilar potansiyel piyasa risklerine ve
spekilatorlere karsi korunma firsatina sahip olurlar.

Finansal zaman serilerinin dinamik, dogrusal olmayan, karmasik ve kaotik yapisi dogru
tahminler Gretme noktasinda engeller olusturmaktadir (Abu-Mostafa ve Atiya, 1996). Ayrica, borsa
endeksleri politik degisimler, ekonominin genel gérinimu, yatirimcilarin beklenti ve yatirm
tercihleri ve diger endekslerin hareketleri gibi bircok makroekonomik faktorden etkilenmektedir
(Tan vd., 2007). Finansal zaman serilerinin geleneksel yontemlerle analiz edilmesi yaninda, yapay
zeka ve makine 6grenme algoritmalari ile analizi, son yillarda oldukg¢a poptler olmustur. Buradan
hareketle, BIST 100 endeksinin hareketlerinin yoniiniin tahmin edilmesi ve kullanilacak olan
makine 6grenme algoritmalarinin performanslarinin karsilastiriimasi bu c¢alismanin temel
hedefidir. Tahmin icin kullanilacak ve performanslari karsilastirilacak olan modeller makine
6grenme algoritmalarindan yapay sinir aglari (YSA), destek vektor makineleri (DVM) ve naive Bayes
(NB) siniflandirici algoritmasidir. Modeller icin girdi olarak on teknik gosterge secilmistir.

Finansal piyasalarda dogrusal olmayan iliskinin var oldugu ve bu iliskiyi ortaya ¢ikarmak igin sinir
aglari gibi makine 6grenme yontemlerinin etkin bir sekilde kullanilabildigi bir¢ok ¢alisma tarafindan
genis capta kabul gérmustir. Bu galismanin da makine 6grenme teknikleri kullanilarak finansal
zaman serileri tahminlerine katki saglayacagi degerli sonuglar liretecegi disltiniilmektedir. Finansal
zaman serileri tahminleri icin gerceklestirilmis bazi secilmis ¢alismalari ikinci bélimde asagidaki
sekilde 6zetlemek miamkinddr.

Calisma bes boliimden olusmaktadir. ilk bélimde teorik olarak ana temanin incelendigi giris,
ikinci bolimde ilgili literatlir arastirmasi, lglinci boélimde veri seti ve kullanilan yéntem
sunulmaktadir. Dérdiinci bolim arastirmanin bulgularini besinci bolim ise sonug ve Onerileri
icermektedir.

2. Literatiir Ozeti

Borsa tahmini igin literatlirde ¢ok fazla arastirma bulunmakla birlikte, bunlarin énemli bir
bolimi gelismis (lkeler icin yapilan galismalardan olusmaktadir. Bu calismalarda, hisse senedi
getirilerinin yaninda borsa endeksi hareketleri yoninin tahmini ¢ok cesitli yontemlerle tahmin
edilmeye calisiimistir. Bu yontemlerin basinda YSA ve DVM gelmektedir. YSA, Kara vd. (2011);
Kimoto vd. (1990); Olson ve Mossman (2003) gibi ¢alismalarla, DVM ise Hsu vd. (2009); Huang vd.
(2005); Kumar ve Thenmozhi (2005) gibi ¢alismalarla borsa tahminlerinde givenilir sonuglar
Uretme noktasinda basarisini ispatlamistir. Borsa hareketlerinin tahmini igin literatirdeki segilmis
¢alismalari su sekilde 6zetlemek mimkundiir:

Finansal zaman serilerinin tahmin edilmesi icin 6nemli kaynaklardan biri olan Cao ve Tay (2001)
destek vektor makineleri ve geri beslemeli sinir aglari tahminlerinin performanslarini
karsilastirmaktadir. Calisma DVM’ni finansal zaman serilerinde uygulayan ilk calismalardan olmasi
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nedeniyle 6nemlidir. DVM’nin YSA modeline kiyasla, gerek parametre secimi gerekse tahmin hata
oranlari bakimindan daha uygulanabilir ve iyi sonugclar Urettigi belirtilmistir. Tay ve Cao (2001)’'de
DVM ile elde edilen finansal zaman serileri tahminlerinin giiclinlin arttirilmasi icin 6z diizenleyici
haritalar yardimiyla iki asamali bir yéntem 6nerilmis ve tek basina DVM tahminlerine oranla daha
glcli tahminler Gretilmistir. Chen vd. (2003)’de gelismekte olan Asya Ulkelerinin en hizli biiylyen
finansal borsalarindan biri olan Tayvan Borsasi'nin piyasa endeksindeki getiri yonini tahmin
etmislerdir. Fiyat hareketinin yonine dair tahminlerin yonlendirdigi ticaret stratejilerinin daha
etkili olabilecegi ve daha yuksek karlara yol agabilecegi fikrinden hareketle yapilan bu ¢alismada,
olasiliksal sinir agi tarihsel verilerle egitildikten sonra endeks hareket yoninu tahmin etmek igin
kullanilmistir. Sinir ag1 tahminlerinin istatistiksel performansi 6lgiimustir. Ampirik sonuglar,
olasiliksal sinir ag1 tabanli yatinm stratejilerinin, geleneksel yatirim stratejilerinden daha yiksek
getiri elde ettigini gostermistir. Kim (2003)'de ise DVM, YSA ve durum temelli muhakeme (case-
based reasoning) yontemlerinin finansal zaman serileri tahminleri igin karsilastirmali analizi
yapilmistir. DVM’nin en iyi tahmin yontemi oldugu belirtilmistir. Thawornwong ve Enke (2004)
¢alismalarinda borsa endekslerinin yoniinG farkhh tahmin modelleri ve farkli degisken
kombinasyonlari deneyerek arastirmislardir. Tahmin modellerine adim adim eklenen degiskenlerin
tahminler Gzerinde iyilestirme yapip yapmadiklarini izlemislerdir. Sonuglar sinir ag modellerinin
geleneksel tahmin yontemlerine gore daha duslik riskli ve ylksek getirili tahminler (irettigini ortaya
koymustur. Enke ve Thawornwong (2005) cok sayida finansal ve ekonomik degiskenin yordama
kapasitelerini degerlendirmek icin veri madenciligi ve makine 6grenme ydntemlerini
kullanmiglardir. Siniflandirma igin sinir agi modelleri, gelecekteki degerlerin etkili bir tahminini
saglama yetenekleri agisindan incelenmistir. Cesitli modellerin genelleme yetenegini gelistirmek
icin capraz dogrulama teknigi kullanilmistir. Sonuglar, siniflandirma modelleri tarafindan
yonlendirilen ticaret stratejilerinin, satin alma ve tutma stratejisinden daha yiksek riskli karlar
sagladigini gostermistir. Kara vd. (2011)'de finansal zaman serilerinin tahmininde karsilasilan
zorluklardan bahsedilmis, YSA ve DVM tahmin performanslari karsilastiriimistir. Orneklem olarak
istanbul borsasi ulusal 100 endeksi verileri kullanilmistir. Deneysel sonuglar ise YSA performansinin
%75,7 DVM performansinin ise %71,52 oldugunu gostermistir. Patel vd. (2015a) Hindistan borsasi
ginlik kapanis verileri ve bu verileri kullanarak kategorik hale getirdikleri yeni veri setinin
davranisini DVM, YSA, NB ve random forest algoritmalarini kullanarak arastirmiglardir. Random
forest algoritmasi en iyi tahmin modeli olarak belirlenmistir. Yine, Hint borsalarina ait iki endeksin
on yillik veri seti kullanilarak Patel vd. (2015b) tarafindan yapilan ¢alismada, iki asamali bir endeks
tahmin modeli dnerilmistir. ilk asamada destek vektdr regresyonu ikinci asamada ise yapay sinir
agl ve random forest algoritmalari kullanilmis ve sonuglar tartisilmistir. Zhong ve Enke (2017)'de
Standard & Poors 500 endeksinin glinliik hareketlerinin agiklanmasi ve tahmin edilebilmesi igin 60
ekonomik ve finansal gosterge kullanmislardir. Temel bilesenler analizi gibi Gg farkh yontem ile
gostergeleri azaltip boyutlara indirgemisler ve YSA ile tahminler yapmislardir. Farkli yontem
kombinasyonlari ile elde ettikleri sonuglari karsilastirmiglardir. DVM ve veri zarflama analizi ile
Cin’de faaliyet gosteren bankalara ait finansal veriler kullanilarak banka etkinliklerinin
degerlendirildigi Chen vd. (2018)’de bankalarin énemli bir kisminin istenilen etkinlik seviyesine
ulasamadigi belirlenmistir.

Literatlirde ¢ok sayida calisma makine 6grenme yontemlerinin finansal zaman serileri
tahminlerinde kullanildigini gostermektedir. Bu galismalarla ilgili kapsamli incelemeler Atsalakis ve
Valavanis (2009); Chun ve Kim (2004) ve Vanstone ve Finnie (2009) ¢alismalarinda yer almaktadir.

Literatlir arastirmasi ile Tirkiye icin glincel veri setleri ve makine 6grenme algoritmalari
kullanilarak borsa tahminine iliskin Kara vd. (2011) ve diger birkag¢ ¢alisma disinda énemli sayida
calismaya rastlanmamistir. Ayrica; YSA, DVM ve NB siniflandirma algoritmalarinin birlikte
kullanilmasi ile performanslari karsilastirma imkani dogmaktadir. Bu nedenlerden dolayi, bu
calismanin amaci Tirkiye icin en giincel borsa verisi kullanilarak hem yatirimciya yol géstermek
hem de makine Ogrenme yontemlerinin finansal zaman serisi tahmin performanslarini
degerlendirmektir.

Uluslararast Iktisadi ve Idari Incelemeler Dergisi
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3. Veri Seti ve Yontem

Calismada BIST 100 endeksinin negatif ve pozitif yonli hareketlerinin tahmin edilebilmesi icin
tg farkl makine 6grenme algoritmasi kullanilmistir. Bu algoritmalara girdi olarak Kara vd. (2011)’de
kullanilan on teknik gosterge girdi olarak secilmistir. Teknik gostergeler endeks kapanis fiyatlar
kullanilarak yazar tarafindan ayri ayri hesaplanmistir. Borsa endeksi verisi ise 2009-2018 Araligini
kapsayan gilinliik kapanis fiyatlarindan olusmaktadir. Veri seti T.C. Merkez Bankasindan alinmistir.
Veri analizinde iliskilerin 6grenildigi egitim asamasi igin 10 kath ¢apraz dogrulama (Ten-fold cross
validation) yontemi kullaniimistir. Model se¢imi ve performanslarin karsilastirilabilmesi icin ¢ok
sayida istatistik kullanilmistir. Yontemlerin daha iyi tahminler tretebilmesiigin egitim siirecinde her
bir yontemin kendine 6zgl parametreleri degistirilerek en iyi tahmin modeli arastirilmistir.
Kullanilan teknik gostergeler igin su tanimlamalari yapmak mimkiindir.

Hareketli ortalamalar (MA-WMA): Hareketli ortalama ve agirlikh hareketli ortalama ilgili Grinan
belli zaman araligindaki fiyat degisimlerinin ortalamasini ifade eder. Hareketli ortalamalar egilimin
genel yonini gosterir. Teknik analizde ¢ok sik kullanilan en basit gostergedir. Bu ¢alismada 14
ginlik hareketli ortalamalar kullaniimigtir.

Momentum: Fiyat degisimlerinin ne kadar guglii oldugu ve var olan trendin ne kadar devam
edecegi hakkinda bilgi veren gostergedir.

Stokastik %K-%D ve Larry Williams %R: Bu gostergeler trend icermeyen stokastik géstergelerdir.
Secilen bir donem ic¢in kapanis fiyatlarini glinlik en yiiksek ve en dislk seviyelere gére olgen,
fiyatlarin doniim noktalarini belirleyen gostergelerdir.

Goreceli Glg Endeksi (RSI): Bir momentum gizgisinin belirlenmesindeki en temel sorun, belirli
bir zaman dilimindeki bazi degerlerde goriilen keskin artis ya da dususlerdir. Bu keskin artig ya da
diisisler momentum gizgisinin ani degisimine neden olabilir. RSI bu degisimleri en aza indirecek
dizlestirme islemini gergeklestirir.

Tablo 1: Segilen Teknik Gostergeler ve Formiilleri

Gostergeler

Formiil

Basit 14 glnlik hareketli ortalama (MA)

Co+ Coq + -+ Cpa/14

Agirhkh 14 giinltk hareketli ortalama (WMA)

(M) *C+(—1) % Cog + -+ C_yy
m+Mm-1)+-+1)

Momentum (Mom) Ce— Cin
Stokastik K% (K%) Cy — LLi_p £ 100
HH;_p —LL¢—p

Stokastik D% ( D%)

Zin:_o1 Kt—i%/
n

Goreceli gli¢ indeksi (RSI)

100

100 ST Upey/m)/ S Dwes/)

MACD(Hareketli Ortalamalarin Uyumu/Uyumsuzlugu)

2
MACD(n);—; +—— * (DIFF,

+1
— MACD(n),_)
.‘, H, —
Larry William’s R% (LW) n— C +100
Hn - Ln
A/D (Birikim/Dagihm gostergesi) Hy—Ciy
He — Lt
CCl (Emtia kanal endeksi) M; — SM;
0.015D,

Kaynak: Kara vd. (2011).

*C, kapanis fiyati, L, en diisiik fiyat ve H; en yiiksek fiyat. DIFF.: EMA(12), — EMA(26).. EMA Ustel
hareketli ortalama, EMA(K): EMA(K)_; + a * (C; — EMA(K)(_,), « diizeltme faktéri. LL; sont giin igin
minimumlarin minimumu, HH; son t giin icin maksimumlarin maksimum degeri. My = (Hy + Ly + Cy)/3,
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SM; = QLo Mi—i+1/n), D¢ = Qit1IMi_jr1 — SM¢l/n), Up, ve Dwy sirasiyla t zamanindaki yukari ve asagi
yénlii fiyat degisimlerini ifade etmektedir.

Hareketli Ortalamalarin Uyumu/Uyumsuzlugu (MACD): iki farkli hareketli ortalama arasindaki
iliskiyi gosteren ve piyasa katihmcilarinin sik kullandigi orta vadeli gostergedir. Asiri alim satim
bolgelerinin belirlenmesini saglar.

Birikim/Dagilim gostergesi (A/D endeksi): Fiyatlardaki degisimin ne kadar yiiksek islem hacmiyle
gerceklesirse o kadar gl¢li olacagindan hareketle bir trendin var olup olmadigini ve var olan
trendin surip sirmeyecegini arastirir.

Emtia kanal endeksi (CCl): Fiyatlarin istatistiksel ortalamadan ne 6l¢lide saptiginin tespiti igin
kullanilan bir gostergedir. Tablo 1'de on teknik gosterge ve formiilleri yer almaktadir.

3.1. Yapay Sinir Aglari

Yapay sinir aglari biyolojik sinir hiicresinin bir similasyonudur. Girdi ve ¢ikti birimleri arasindaki
iliskilerin tespiti ve tahmini igin bazi aktivasyon fonksiyonlarini kullanir. YSA, finansal modellemede
siklikla kullanilan basarili bir tahmin modelidir. Borsa endeksi hareket yonlerinin tahmin edilmesi
icin bu arastirmada Ug¢ katmanli ileri beslemeli model kullaniimistir. Girdi katmaninda on sinir
hiicresi, gizli katmanda alti sinir hiicresi ve ¢ikti katmaninda iki sinir hicresi kullanilmistir. Girdi
katmanindaki her sinir hiicresi bir teknik gostergeyi temsil etmektedir. Cikti katmaninda ise iki adet
sinir hiicresi {0-1} ile etiketlenmistir. YSA parametreleri ve mimarisi deneysel olarak belirlenmistir.
Tablo 2’de YSA igin kullanilan parametreler ve kullanim dizeyleri sunulmaktadir. YSA ile ilgili
finansal tahminler konusunda ayrintili bilgi icin asagidaki kaynaktan® faydalanilabilir.

Tablo 1: Egitim siirecinde kullanilan parametre ayarlari

Parametre Kullanilan diizey
Gizli katman néron sayisi (n) 5,..,50

iterasyon (ep) 250, 500,...,2000
Momentum sabiti (mc) 0.1,0.2,..,0.9
Ogrenme orani (Ir) 0.1,0.2,0.3

3.2. Destek Vektor Makineleri

Siniflandirma, karakter tanima, regresyon ve zaman serileri gibi uygulama alanlari olan bir
algoritmadir. Siniflandirmada yapisal risk minimizasyonuna dayali olarak Vapnik (1995) tarafindan
gelistirilmis cok glicli bir algoritmadir. Temel fikri en uzun siniflara sahip bir hiper dizlem
tanimlamak, pozitif ve negatif 6rnekler arasindaki ayrimin marjinin maksimize edilmesidir. DVM,
Vapnik, (1995)’de ikili siniflandirmalarda yapisal risk minimizasyonu ilkesinin bir uygulamasi olarak
ortaya ¢ikmigtir. DVM algoritmasi istatistiksel 6grenme kuraminda genellemenin ve yapisal
karmasiklik ile deneysel risk arasindaki degis tokusun nasil yapilacagi ¢alismalarindan dogmustur.
DVM, noktalari desen uzayinda ya da daha ylksek boyutlu bir uzayda iki ayrik yarim uzaya atayarak
siniflandirir (Khemchandani vd., 2009). DVM’nin ana fikri, pozitif ve negatif 6rnekler arasindaki
ayrim marjinin maksimize edilecegi sekilde karar ylzeyi olarak bir hiper diizlem olusturmaktir (Xu
vd., 2009). Orneklerin bir egitim kiimesi icin, x; € R% girdi vektérleri ve karsihigi olan y; € {1, —1}
goriintli kiimesi ile nesneleri iki sinifa dahil ederek nasil siniflandiracagini égrenir. iki sinifli bir
siniflandirma problemi igin; x; € Rd(i =1,2,...,N) girdivektorlerive y; € {1,—-1} (i = 1,2, ..., N)
karsilik kiimesi oldugu varsayilsin. Burada (1) ve (-1) iki sinifi ifade etsin. Burada amag ikili bir
siniflandirici olusturmak veya mevcut Orneklerden, daha 6nce goériilmemis bir 6rneklemdeki
birimleri yanlig siniflandirma olasihgl disuk olan bir karar fonksiyonu turetmektir. DVM, giris
vektorlerini x; € R yiiksek boyutlu bir 6zellik alanina ®(x;) € H haritalar ve en uygun ayirma

! patel, J., Shah, S., Thakkar, P., ve Kotecha, K. (2015a). Predicting stock and stock price index movement us-
ing Trend Deterministic Data Preparation and machine learning techniques. Expert Systems with Applica-
tions, 42(1), 259-268.
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hiper diizlemini olusturur. Hiper dizlem ile H uzayindaki her bir sinifin en yakin veri noktalari
arasindaki mesafe maksimize edilir. @ Haritalamasi H i¢ ¢arpim uzayinda tanimlanan K (x;, x;)
cekirdek fonksiyonlari tarafindan gergeklestirilir. Elde edilen siniflandirici ; katsayilarini belirlemek
icin esitlik 1 de verilen karar fonksiyonu ve kuadratik programlama problemine dayalidir (Hua ve
Sun, 2001).

f(x) = sgn(EiL, yiey. K (x,x;) + b) (1)
Kuadratik problem ise Esitlik 2’deki gibi tanimlanir:

Maks. 52y a; = 1/2 5010 X a0y K (x,x) ,0 S a; < ¢

Zlivzl a;y; = 0i= 1,2, ,N (2)

Burada c; marjin ile siniflandirma hatalari arasindaki dengeyi kontrol eden dizenleme
parametresidir. DVM’de yaygin kullanilan polinomial ve radyal tabanli olmak lizere iki adet ¢ekirdek
fonksiyon vardir.

Polinomial fonksiyon: K(xi,xj) = (x;mx; + 14 (3)
Radyal tabanli fonksiyon: K(xi,x]-) = exp(—y”xi - x]-||2) (4)

Tahminin basarisi icin ¢ekirdek fonksiyonu secimi oldukca dnemlidir. ilgili fonksiyonlarin
parametrelerinin belirlenmesi belli bir yéntem olmamakla birlikte cok sayida deneme yapilarak en
iyi parametre setleri belirlenmektedir. Bu ¢alismada kullanilan DVM modeline iliskin ¢ekirdek
fonksiyonu ve parametre kiimeleri Tablo 3’'te sunulmaktadir.

Tablo 2: Egitim siirecinde kullanilan parametre ayarlari

Parametre Diizey (polinomiyal) Diizey (radial tabanl)
Cekirdek fonksiyonu derecesi(d) 1,2,3,4

Cekirdek fonksiyonu Gamma Katsayisi (y) 0,0.1,0.2,..5.0
Diizenleme parametresi (c) 1,10, 100 1,10, 100

3.3. Naive Bayes

Naive-Bayes siniflandirma algoritmasi sartli olasilik kurallari Gzerine insa edilmis makine
6grenme algoritmalarindan bir tanesidir. Hesaplama ve kullanim kolayligi ve dolayisi ile diger
makine 6grenme yontemlerine gére uygulama icin daha az zamana ihtiya¢ duymasi yoninden diger
yontemlere gore Ustunlik gosterir. Egitim igin ayrilan veri seti izerinden 6rneklerin hangi siniflara
dahil oldugunu 6grenir ve test verisi icindeki gozlemler icin sinif tahminlerini gergeklestirir. Bu
surecte olasiliklarin tahmini icin Bayes teoremi kullanilir. Bayes teoremi sonsal (posterior) P(C|X)
olasiliklarin, P(C), P(X|C) ve P(X) olasiliklari kullanilarak hesaplanmasini saglar. Bayes teoremi su
sekilde ifade edilebilir (Esitlik 5).
po)P(X|C)

P(X)

P(C1X) = (5)

Burada; P(C|X), X olayi gerceklestiginde C olayinin meydana gelmesi icin hesaplanan sonsal
olasiliktir. Bu ¢alismada P(C), borsa hareketleri (yikselis/dlsus) sinifina dahil olma olasiligi ve X ise
test verisini ifade eder. P(X|C) C olayinin gerceklesmesi durumunda X olayinin gerceklesmesinin
kosullu olasiligini gosterir. Sarth olasilik egitim verisi kullanilarak tahmin edilir. Naive Bayes
siniflandirici algoritmasinin isleyisi su sekilde 6zetlenebilir (Patel et al., 2015a):

Ci1,Cy, ..., G, olmak lzere m sinif ve test verisinin gerceklesme olayr X verilsin. Bayes
siniflandirici, Bayes teoremini (Esitlik 6) kullanarak test verilerini en yiiksek olasilikh bir sinifa
siniflandirir.

P(X|Cy)P(cn

P(CiIx) = A=LL

(6)

International Journal of Economic and Administrative Studies



Hakan Pabuccu 185

Ay, Ay, ..., Ay, gibi cok 6zellikli bir veri seti igin P(X|C;) olasiliklarini hesaplamak oldukga giic ve
zahmetli bir is olacaktir. Hesaplamalari kolaylastirmak igin sinif kosullu bagimsizlik varsayimi (Naive
assumption) yapilir. Bu varsayim, 6zelliklerin degerlerinin digerlerinden kosullu olarak bagimsiz
olduklarini ifade eder. Yani, 6zellikler arasinda bagimlilik iliskisi yoktur(Esitlik 7).

P(X|C;) = [Tk=1 P (x| C;) = P(x11C;) * P(x2|C;) * ... x P(x,|C;) (7)

Burada, x; X olayii¢in A, 6zelliginin aldig1 degerdir. P(x;|C;) nin hesaplanmasi kategorik veya
stirekli olmasina gére degisiklik gosterir. Eger A, kategorik ise, P(x;|C;), Ay 6zelligi igin egitim veri
setinde x;, degerini alan C; sinifinin gozlem sayisinin, egitim veri setindeki C; sinifinin tim goézlem
sayisina bolimudur. Eger A, strekli ise, Gauss dagilim fonksiyonu veri setine ayarlanir ve P(x;|C;)
Esitlik 8 ile hesaplanir.

1 —(x—
fop,0) = =G /2 (®)
POl Cy) = f (e ey 0c,) (9)

Burada, u,, o, sirastyla ortalama ve standart sapmayi ifade etmektedir. X G6zleminin sinifi C;
olarak tahmin edilir.

4. Ampirik Bulgular

Galismanin bu boélimunde YSA, DVM ve NB modellerine iliskin yapi, parametre ve ulasilan
tahmin sonuglari sunulacaktir. Tablo 4’de modeller igin girdi setlerini olusturan teknik géstergelere
ait bazi tanimlayici istatistikler sunulmaktadir.

Tablo 3: Gostergelere iligskin 6zet istatistikler

Gosterge Minimum Maksimum Ortalama Standart sapma
MA 34706.677 118348.507 74514.625 17339.498
WMA 34482.403 119403.421 74601.188 17314.628
Mom -16792.68 10920.66 318.826 3671.642

K% 14.08 80.193 51.864 14.501

D% 4.023 74.37 51.742 10.755

RSI 18.016 88.366 53.443 12.617

MACD -3586.069 2491.367 184.149 1137.383

Lw -85.92 -19.807 -48.136 14.501

A/D -0.67 1.166 0.503 0.144

cCl -3356314565 16672664177 -7233062.423 297394750.298

Modellerin basarilarini test etmek ve birbirleriyle karsilastirabilmek igin siniflandirma basarilari
yaninda, F istatistigi ve ROC istatistigi hesaplanmistir. F istatistigi, dogru pozitif (DP), yanlis pozitif
(YP), dogru negatif (DN) ve yanls negatif (YN) istatistikleri kullanilarak Esitlik (10)-(13) ile
hesaplanmaktadir (Patel et al., 2015a):

DP

Kesinlikposz = m (10)
L DN
Kesinlikpegarip = o (11)
. DP
Hassasiyetyoiti = 5o~ (12)
. DpP
Hassasiyet, i = PevP (13)

Kesinlik, negatif ve pozitif kesinligin agirhkh ortalamasi iken hassasiyet pozitif ve negatif
hassasiyetin agirlkli ortalamasidir. F istatistigi Esitlik (14) ile hesaplanmustir.

__ 2xKesinlikxHassasiyet

(14)

Kesinlik+Hassasiyet
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Tahmin edilen modellerin parametreleri deneyler sonucunda belirlenmistir. Her ti¢c model i¢in
veri seti normalize edilmistir. En iyi siniflandirma performansina sahip olan ¢ YSA modeli
parametreleri Tablo 5’te sunulmaktadir.

Tablo 4: En iyi lic YSA modeline iliskin parametreler

Model Ir (6gr. ep mc (momentum n(gizli katman sinir Siniflandirma
orani) (iterasyon) sbt) hicre sayisi) performansi.

1 0.1 500 0.2 6 0.9914

2 0.1 500 0.6 10 0.9879

3 0.3 500 0.2 6 0.9841

YSA modeli icin Tablo 2’de belirtildigi gibi cok sayida parametre icin denemeler yapilmis ve en
diisik hata orani ile tahminler tGreten modeller belirlenmistir. En iyi YSA modeli olarak 6grenme
orani 0,1; momentum sabiti 0,2 ve tek gizli katmanda alti sinir hiicresi olan ag belirlenmistir. Ayrica
ag 500 iterasyonda egitilmis ve test verisi Uzerinde siniflandirma performansi 0,9914 olarak
hesaplanmistir. Tim tahmin modellerinin egitim seti i¢in hesaplanan ortalama mutlak hata (MAE)
0,01 diizeyinin altinda gergceklesmistir. Bu sebeple asagida sunulan siniflandirma performanslari ve
hata istatistikleri test verisine ait istatistiklerdir. Modellerin secimi yapilirken de test verisi
Uzerindeki basarilari karar kriteri olmustur. ilk iic model birbirine yakin siniflandirma
performanslari géstermistir.

YSA modeline benzer sekilde, veri seti DVM modeli igin normalize edilmis ve Tablo 3’te belirtilen
parametreler ve dizeyleri belirlenmistir. Kullanilan gekirdek fonksiyonuna goére polinomiyal ve
radyal tabanl olmak Uzere tUger model tespit edilmistir. Polinomiyal ¢ekirdek fonksiyonlu DVM
modeli radyal tabanh gekirdek fonksiyonlu modele gore daha iyi bir siniflandirma performansi
gostermistir. Tablo 6’da sunulan alti model arasinda polinomiyal ¢ekirdek fonksiyonlu modeller ilk
iki sirayi, radyal tabanl cekirdek fonksiyonlu model ise lglinci sirayr almistir. DVM modellerinde
diizenleme parametresi (c) icin 100 degeri en uygun deger olarak belirlenmistir.

Tablo 5: En iyi i¢ DVM modeline iligkin parametreler

Cekirdek fonk. d y c Perf.
1 Polinomiyal 2 - 100 0.9905
2 Polinomiyal 3 - 100 0.9896
3 Polinomiyal 1 - 100 0.9839
4 Radyal tabanl - 0.1 100 0.9871
5 Radyal tabanh - 2.0 100 0.9798
6 Radyal tabanl - 3.0 100 0.9751

NB algoritmasi ile yapilan siniflandirmada stirekli verilerin kullanilmig olmasindan dolayi Gauss
dagihm fonksiyonu kullaniimistir. NB algoritmasinin siniflandirma basarisi 0,9042 olarak
hesaplanmistir. Diger modellerde oldugu gibi 10-kat c¢apraz dogrulama ile egitim
gerceklestirilmistir. NB algoritmasi icin kesinlik ve hassasiyet istatistikleri kullanilarak F istatistigi
hesaplanmis ve tablo 7’de gorildugi gibi modeller karsilastiriimistir.

Tablo 7: Modellerin karsilagtiriimasi

DP YP ROC F-ist.. Perf.
YSA 0,991 0,009 0,998 0,991 0,991
DVM 0,991 0,009 0,991 0,991 0,990
NB 0,904 0,097 0,968 0,904 0,904

Tablo 7'de en iyi YSA, DVM ve NB modelleri karsilastiriimistir. F istatistigi iki model igin de ayni
degeri almistir. Ancak ROC istatistigi YSA icin 0,998 DVM icin 0,991 olarak hesaplanmis ve NB igin
0,904 de kalmistir. ROC istatistigi genellikle siniflandirma problemlerinde kullanilan bir istatistiktir.
ROC egrisi altinda kalan alanin 1 degerine yakin olmasi tahminin basarili oldugunun bir
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gostergesidir. Siniflandirma performansi acgisindan da YSA modeli 0,9914 ile en iyi siniflandirma
algoritmasi olarak tespit edilmistir.

Dogru siniflandirilan érneklere iliskin hesaplanan degerler ise Tablo 8'de sunulmaktadir. YSA
modeli toplamda 20 goézlemi yanhs siniflandirirken, DVM 22, NB ise 223 gozlemi yanlis
siniflandirmistir.

Tablo 6: Gozlemlerin siniflandirilmasi

YSA DVM NB
Siniflar 0 1 0 1 0 1
0 1070 16 1076 10 971 115
1 4 1239 12 1231 108 1135

5. Sonug

Borsa hareketlerinin tahmini, etkin stratejiler gelistirmek icin olduk¢a 6nemli olmasi yaninda bir
o kadar karmasik ve tahmin edilmesi gii¢ bir yapiya sahiptir. Borsa endeksi hareketlerinin tahmini
icin kullanilan modellerin tahmin basarisi kullanilan degiskenlerin temsil kabiliyetine ve modellerin
dogru ve iyi tanimlanmis parametre kiimelerine sahip olmasi ile yakindan iliskilidir.

Yapilan analizler sonucunda li¢ modelin finansal zaman serisi tahminleri icin kullanilabilecegi
ancak tahmin hata oranlarinin farkli oldugu tespit edilmistir. Hesaplanan istatistikler YSA'nin en iyi
tahmin modeli oldugunu géstermektedir. YSA modelinin parametre segiminin zorlugu kullanimini
zorlastirsa da dogru secimlerin performansi ciddi sekilde arttirdigi, literattirdeki birgok ¢alisma ile
dogrulanmistir. DVM icin ise deneysel hatalarin degil yapisal hatalarin minimize edilmesi, yerel
minimumlara takilmadan kiresel minimumlarin yani en uygun ¢ozliimlerin elde edilebilmesi ve
parametre se¢cimin daha kolay yapilmasi modelin basarisinin nedenlerinden olarak gosterilebilir.
NB algoritmasinin kullanim kolayligi daha hizli sonug Gretmesi gibi 6nemli 6zellikleri algoritmanin
tercih edilmesinin nedenlerindendir. YSA ve DVM performansina erisemese de NB algoritmasinin
da iyi sonuglar elde edebilecegi agiktir.

Bu calisma ile YSA, DVM ve NB algoritmalari kullanilarak borsa endeksi hareketlerinin tahmini
ve yatinmcilara al-sat pozisyonu almada yardimci bir tahmin modeli ortaya konmustur. Bu calisma
icin kaynak teskil eden calismalarda ulasilan sonuclara gore ¢ok daha iyi bir basari performansi
yakalanmistir. Ornegin Kara vd. (2011)’de en yiiksek test tahmin performansi 0,62 ile 0,83 degerleri
arasinda gercgeklesmistir.

Son olarak elde edilen sonuglar makine 6grenme yontemlerinin finansal zaman serisi tahminleri
konusunda umut verici oldugunu gostermektedir. Modellerin tahmin performanslarinin
iyilestirilebilmesi icin diger makine 6grenme veya geleneksel yontemlerle birlikte kullanimlarinin
da faydali olacagi dustintilmektedir. Finansal gostergelerin yaninda makroekonomik degiskenlerin
de girdi olarak kullanilmasi tahmin performanslarini etkileyebilir. Ayrica, veri setinin genisletilmesi
ile her yil icin ayri bir tahmin yapilip sonuglarin karsilastirilmasi, ilgili yillardaki veri setinin
davranisina gore (kriz olup olmamasi gibi) modellerin basarilarinin incelenmesi ve sirekli veri
setinin belli bazi kurallar olusturularak kesikli veri haline dénistirilip analizlerin gergeklestiriimesi
dnemli sonuglari ortaya cikaracaktir. Ongériilebilir risklerin maksimum sekilde sisteme dahil
edilmesi ile elde edilecek tahminlerin yatirnmcilara yol gostermesi bakimindan 6énemli oldugu
disiiniilmektedir. Ongérilemeyecek risklerin de her zaman var olacagi diisiiniildigiinde ise hatasiz
bir tahminin olmayacagi aciktir. Yapilan tahminlerin kagit Gzerinde kalmadan yatirimci veya
konunun paydaslari ile paylasiimasi, hem arastirmaci hem de yatirimcilar icin faydal olacaktir.
Ayrica calismanin giktilarinin programlama dillerinden bir tanesi ile uzman bir sistem olarak
tasarlanip, siirdirilebilir ve dinamik bir sistem tasarlanabilir. Bu sistem ile yatirimcilara karar alma
noktasindan ciddi danismanlik hizmetleri sunulabilir.
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PREDICTING STOCK MARKET MOVEMENT BY USING MACHINE LEARNING

Extended Abstract

Aim: The most challenging application of time series analysis is the estimation of the stock index
and index movements. Although there are a lot of studies in the literature for stock market
estimation, a significant portion of these studies are made for developed countries. Especially for
Turkey, it is observed that a limited number of studies for emerging markets. Producing valid and
reliable estimates for stock market movements is of great importance for developing effective
market strategies. Thus, investors have the opportunity to protect against potential market risks
and speculators.

The dynamic, non-linear, complex and chaotic structure of financial time series creates barriers to
accurate estimates. In addition, stock market indices are affected by many macroeconomic factors
such as political changes, the general outlook of the economy, investors' expectations and
investment preferences and other indices. As a result of the literature research, very few studies
have been found by using actual data and machine learning algorithms for Turkey. Thus, it is the
main objective of this study to estimate the direction of the movements of the BIST 100 index and
to compare the performance of the machine learning algorithms to be used. The models to be used
for estimating and comparing their performances are machine-learning algorithms: i. Artificial
neural networks (ANN) ii. Support vector machines (SVM) and iii. Naive Bayes (NB).

Methods: Three different machine learning algorithms were used to estimate the negative and
positive movements of the BIST 100 index. As an input to these algorithms, ten technical indicators
were used as input as declared in Kara et. Al. (2011). The stock market data consist of the closing
prices covering the period 2009-2018. The data set was obtained from the Republic of Turkey
Central Bank. In order to train the algorithms, ten-fold cross validation method used. Numerous
statistics on classifications were used to evaluate model performances. In order to produce better
estimates of the methods, the best estimation model was investigated by changing the specific
parameters of each method in the training process.

Findings: As a result of the analysis, it was determined that all three models could be used for
financial time series estimations but the estimation error rates were different. Calculated error
statistics show that ANN is the best estimation model. Many studies show that the performance of
ANN and SVM is higher than other methods. Although the difficulty of selecting parameters for the
ANN model makes it difficult to use, it is seen that the correct choices significantly improve
estimation performance. Minimization of structural errors with SVM, global minimums without
having to be placed on local minimums and making parameter selection easier can be shown as
reasons of the success of the model. Although Naive Bayes classifier has a lower performance it
has other advantages such as ease of use and ease of selecting parameter.

Conclusion: Finally, the results show that machine learning techniques are promising in terms of
financial time series estimates. In order to improve the predictive performance of the models,
other machine learning or their use with traditional methods are also considered to be useful. It
will be beneficial for both the researcher and the investor to share the estimates with the
stakeholders of the investor or the subject without being on paper. It would be present valuable
results that using another macroeconomic variables. With this study, the estimation of stock
market index movements by using ANN, DVM and NB algorithms and a helpful prediction model
to take the buy-sell position to the investors are presented. According to the results obtained in
other studies related to the subject, a better performance was achieved. For example, Kara et al.
(2011), the highest test estimation performance was between 0,62 and 0,83.
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