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0z

Son yillarda ézellikle akilli telefonlarin ve giyilebilir cihazlarin
gelismesiyle birlikte aktivite tamma alanindaki c¢alismalar hiz
kazanmigtir. Aktiviteler temel olarak yiiriime, kosma gibi basit
aktiviteler ve yemek yeme, uyuma, dis fircalama gibi karisik aktiviteler
olmak tizere ikiye ayrilmaktadir. Bu derleme ¢alismasinda aktivite
tanima konusu ile ilgili makaleler degerlendirilmis ve aktivite tanimada
kullanilan sensorler, aktivite cegitleri, uygulama alanlari, aktivite
tanima i¢in kullanilan cihazlar, veri toplama islemi, egitim yéntemleri,
siniflandirma algoritmalari ve kaynak tiiketimi konular: detayli olarak
incelenmistir. Yapilmis calismalarin mevcut durumu ortaya konmus ve
kullanilan farkli yéntemler karsilastirilmistir. Daha sonra agik veri
setleri paylasilmis ve literatiirdeki derin 6grenme yéntemleri kullanan
yenilik¢i ¢coziimlerden bahsedilmistir. Son olarak, bu alanda hala agtk
olan noktalardan bahsedilmis ve ileride ¢alisma yapilabilecek konular
onerilmistir.

Anahtar kelimeler: Aktivite tanima, Akilli telefon, Giyilebilir cihaz,
Derin 6grenme, Veri seti, Derleme

Abstract

In recent years, the research on activity recognition has gained speed
especially with the development of smart phones and wearable devices.
Activities could be categorized into two main groups. simple activities
such as walking, running and complex activities such as eating, sleeping,
brushing teeth. In this survey paper, articles about activity recognition
are examined thoroughly. Sensors and devices used in activity
recognition, types of daily activities, application areas, data collection
process, training methods, classification algorithms and resource
consumption are mentioned in details. The state of the art is elaborated
and the existing methods are compared to each other. Later, open data
sets are mentioned and studies offering innovative solutions using latest
approaches such as deep learning methods are introduced. Finally, still
open issues on this area are presented and future work has been
discussed.

Keywords: Activity recognition, Smartphone, Wearable device,
Deep learning, Dataset, Survey

1 Giris

Akill telefon insanlarin hayatina yillar énce girmis ve bir¢cok
kolaylik saglamistir. Piyasada bir¢ok akilli telefon tireticisi ve
isletim sistemi mevcuttur. 2016 yilinin {igiincii ceyreginde akilli
telefon isletim sistemlerinin marketteki pay dagilimlar
Android %86.8, i0S %12.5, Windows Phone %0.3 olarak
belirlenmistir [1]. Akilll telefonlarin hayatimiza kolaylik
saglamalarinin nedenlerinden biri entegre edilmis sensorleri
olmasi ve bu sensdrlerin olusturdugu uygulama alanlardir.
Marketteki akilli telefonlarin %99.3 [1] bolimiinii olusturan
Android ve iOS isletim sistemi bulunan telefonlarda ivme 6lger,
jiroskop, yakinlik 6lcer, GPS, barometre, miknatis olger vb.
cesitli sensorler bulunmaktadir.

Akilli telefonlar ile birlikte gelisen bir diger 6nemli teknoloji
iiriinii ise giyilebilir cihazlardir. Giyilebilir cihazlar, kisinin spor
aktivitelerini takip edebilen, saglik durumunu izleyebilen, akilli
saat, eldiven, gozliik vb. cihazlardir. Bu cihazlarin lizerinde de
ivmedlcer, jiroskop, kalp atis hiz1 o6lcer gibi sensorler
bulunmaktadir.

Akilli telefon, akilli saat ve diger giyilebilir cihazlarin giinliik
kullanim siiresi 2010 senesinde 0.4 sa. iken 2015 senesinde
2.8 sa.’te ulagsmistir [2]. Bu cihazlarin kullanildig1 alanlardan
birisi de aktivite tanimadir. Aktivite tanima, kiginin ytirtime,
oturma, kosma gibi gilinlik aktivitelerinin bazi cihaz ve
sensorler  kullanilarak  otomatik  tanminmasi  olarak
nitelendirilmektedir. Aktivite tanima c¢alismalar1 1980°li

yillarda baslasa da sensoérlerin, giyilebilir cihazlarin ve akilh
telefonlarin gelismesiyle 6nemli derecede hiz kazanmistir.
Aktivite tamima i¢in daha oOnce goriintii bazli ydntemler
kullanilsa da [3],[4], glinlimiizde sensor kullanarak bu islemi
yapmak daha tercih edilir olmustur. Goérinti bazh
yontemlerde, kullanicinin devaml kamera ile goriintiilenmesi
ve hareketlerinin gercek zamanli izlenmesi gerekmektedir. Bu
yontem tasinabilirlik, kullanici mahremiyeti, fiyat ve
uygulanabilirlik agisindan cazip degildir. Basit sensorlerin
kullanilmasi aktivite tanima i¢in kamera kullaniminin meydana
getirdigi dezavantajlar1 azaltmaktadir. Aktivite tanima igin
kullanilan sensorleri iki farkli sinif altinda toplayabiliriz.
Disariya monte edilen harici sensorler ve tasinabilir cihazlarin
icine entegre edilebilen dahili sensérler. Harici sensorler (pasif
kizil oOtesi sensorli, mikrofon, termal kameralar), ayni
kameralar gibi, ortamda sabit yerlerde konumlanir ve
kullanicinin hareketlerini inceler. Bu yontemin kullanim
alanlariigin akilli evler, akilli ofisler vb. genellikle kapali alanlar
[5],[6] 6rnek olarak verilebilir. Cihazlardaki dahili sensoérler ise
aktivite tanimayi, diger yontemlere gore, daha kolay ve
uygulanabilir hale getirmistir. Kullanicilar akilli telefonlars,
akilli saatleri ve giyilebilir cihazlar1 hep yanlarinda tasidiklar
icin, bu cihazlardaki dahili sensorleri aktivite tanima igin
kullanmak ¢ok uygundur. Yapilan c¢alismalarda ¢ogunlukla
ivmedlcer, jiroskop ve GPS sensoérleri kullanilmistir. Bu yontem
kullanish ve verimli olmasimmin yaninda pil tiketimi,
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kisisellestirilmis aktivite tanima gibi zorluklar1 beraberinde
getirmektedir.

Aktivite tanima uygulamalari 6zellikle saglik hizmetlerinde [7]
[8] ve akilli ortamlarda [6] kullanilmaktadir. Bu makalede
aktivite tanima alaninda yapilmis ¢alismalar incelenmistir. Bu
calismanin  amaci  literatiirdeki mevcut  ¢alismalari
degerlendirirken geleneksel yontemler ve yeni yaklasimlar
arasindaki benzerlikleri ve farklar1 ortaya koymaktir.
Karsilasilan zorluklar ve ¢oziimler incelendikten sonra
calismalarin mevcut durumu gosterilmektedir. Daha sonra bu
konuda gelecekte yapilabilecek ¢alisma firsatlarindan
bahsedilmektedir.

Literatiirde aktivite tanima alaninda yapilan ¢alismalar:
inceleyen ve degerlendirme yapan birka¢ derleme ¢alismasi
bulunmaktadir. Bunlardan en detayh inceleme yapanlardan
birisi [9] calismasidir. Bu derlemede aktivite tanima yapan
makaleler incelenmis ve mevcut ¢calismalar cihaz, siniflandirma
algoritmasi, egitim yontemi, taninan aktiviteler, kullanilan
ozellikler, kullanilan sensoérler, kaynak tiiketimi, gercek
zamanl geribildirim, cihaz oryantasyon ve konumdan bagimsiz
aktivite tanima, 6rnekleme frekansi gibi ¢ok farkli agilardan
karsilastirilmistir. Bir diger derleme ¢alismalar1 [10] ve [11] ise
kullanilan sensorler, 6zellikler ve siniflandirma algoritmalari,
cihaz oryantasyon ve konumunun etkileri [10] gibi farkh
acilardan inceleme ve degerlendirme yapmistir. Bu
derlemelerin odak noktalari sadece akilli telefonlardir. Derleme
[12]'de ise sadece giyilebilir cihazlarla aktivite tanima yapan
makaleler incelenmis ve harici sensdrler, 6rnekleme frekansi,
siniflandirma algoritmalar1 gibi acilardan degerlendirme
yapilmistir. Derleme [13], makalelerdeki aktivite tanima i¢in
kullanilan yaklasimlar1 degerlendirmis ve bunlar1 ¢ikarma
esasli (mining based), mantik esash (logic based) ve ontoloji
esasli (ontology based) diye ayirmistir. Basit aktivitelerin
yaninda karisik aktiviteleri de ele almistir. Derleme [14] ise
makaleleri sadece smiflandirma algoritmalarina gore
degerlendirmistir ve digerlerine goére dar kapsamli bir
calismadir.

Yapilan derleme ¢alismalarindan farkl olarak, bu makalede
sadece akilli telefonlarla degil, giyilebilir cihazlarla da aktivite
tanima yapan makaleler incelenmektedir. Bu makalede ¢ogu
derlemede eksik olan cihaz oryantasyonu ve konumdan
bagimsizlik, veri toplamanin hangi cihazlarla, kisilerle nasil
yapildig1 ve kisilerin 6zellikleri, kullanilan araglar, egitim i¢in
kullanilan pencere boyutu, elde edilen sonuglar ve sonug
hesaplamak i¢cin kullanilan metrikler, kaynak tliketimi
acilarindan degerlendirmeler yapilmistir. Bu derleme ¢aligsmasi
sonucunda su katkilarda bulunulmaktadir:

e Akl telefonlarla giyilebilir cihazlarin aktivite
tanimada kullanilmasinin beraber incelenmesi,

e  Aktivite tanima islemi i¢in kullanilan pencere boyutu,
ornekleme frekanst ve smiflandirma algoritma
cesitliliklerinin incelenmesi,

e  Aktivite tanima islemi i¢in veri toplama sirasinda
tercih edilen cihaz oryantasyon ve konum bilgileri,

e  Aktivite tanimada agik veri setlerinin listesi,

e Aktivite tanima Tlzerine yapilan derin 06grenme
calismalarinin incelenmesi ve sunulmasi.

Makalenin geri kalan yapisi su sekildedir: 2. boliimde aktivite
tanima problemi, 3. béliimde dahili sensor kullanarak aktivite
tanimak icin uygulanan genel yontemler, 4. b6liimde zorluklar,

sorunlar ve uygulanan ¢déziimler, 5. boliimde aktivite tanima
calismalarinda kullanilan agik veri setleri, 6. boliimde klasik
¢cozlimler, 7. boliimde yeni nesil ¢oziimler ve son boliimde ise
acik noktalar ve gelecek i¢in ¢alisma firsatlari anlatilmaktadir.

2 Aktivite tanima

Aktivite tanima iizerine ¢alisan arastirmacilar, kullanicinin
ylriime, kosma gibi fiziksel aktivitelerinin yani sira yemek
yeme, araba kullanma, yemek pisirme gibi karisik aktivitelerini
tanima Ulzerine odaklanmigslardir. Tanima islemi i¢in temel
olarak Sekil 1'de verilen goriintii bazli veya sensdér bazli
yaklasimlar tercih edilir.

Uygulanabilirligi, fiyat problemi olmamasi ve giinliik hayatta
kullanilan akilli telefonlarda mevcut olmasi sebebiyle dahili
sensorler aktivite tanimak icin tercih edilmektedir. Goriintii
bazli [4] ve harici sensor [5] kullanilarak aktivite tanimasi
yapan ¢alismalar bu makalenin kapsami disindadir.

' Alktivite
Tansma

iﬁnrun'lu ‘ Sensdr
bazh bazh

Harici Dakili
sensirler | | sensdrler
Sekil 1: Aktivite tanima i¢in kullanilan yaklasimlar.

2.1 Sensorler

Akilll telefon ve giyilebilir cihazlarda bir¢ok dahili sensér
mevcuttur. Akilli telefonlardaki sensorleri su sekilde
siralayabiliriz [15]: ivme olger (accelerometer), jiroskop
(gyroscope), miknatis dlgcer (magnetometer) [20], yakinhik
algilayicl (proximity sensor) [22], 151k sensorii (light sensor)
[22], basingolcer (barometer), 1s1 6lcer (thermometer), nemlilik
sensori (air humidity sensor), adim sayic1 (pedometer), kalp
atis hiz1 olger (heart rate monitor), parmak izi sensoérii
(fingerprint sensor), G sensor, GPS, mikrofon (microphone),
kamera (camera), pusula (compass), bluetooth, NFC. Giyilebilir
cihazlardaki sensorleri de su sekilde siralayabiliriz [16]: ivme
6lcer, jiroskop, miknatis 6lger, GPS, kalp atis hiz1 dlger, sicaklik
sensOrii (temperature sensor). Bu sensdrlerin icinde aktivite
tanima i¢in sik¢a kullanilan sensorler ivmedlger, jiroskop,
miknatis dlger, GPS ve mikrofondur.

fvmeslcer x, y ve z olmak {izere 3 eksende cihazin (dolayisiyla
kisinin) ivmesini 6lger. Bu sensor yardimi ile kisinin yiirtime,
kosma, oturma gibi farkli aktivitelerine ait ériintiileri ¢ikarmak
miimkiindiir. Bunun getirdigi zorluk ise telefonun konumuna
ve oryantasyonuna bagli olmadan aktivite tanimaktir. Bazi
calismalar, [17]-[20] gibi, telefon oryantasyonundan bagimsiz
aktivite tanima ¢alismasi yapmistir ve %91.5+5.5 civari
oraninda dogruluk elde edebilmislerdir. [17],[18] gibi
calismalar cihaz konumundan (pantolon cebi, bel, tisort cebi
gibi) bagimsiz aktivite tanima yapabilmistir.

Yapilan ¢alismalarda, cihaz oryantasyon ve konumundan
bagimsiz aktivite tanima igin o6zellikle iki yontem tercih
edilmistir. Biri oryantasyondan bagimsiz ivmedlger sensor veri
ozelliklerini kullanmak [17],[19], digeri ise ivme Oolger ile
jiroskop ve miknatis Olceri beraber kullanmaktir [18],[20].
Jiroskop x, y ve z eksenleri etrafinda telefonun doniisiinii 6l¢er.
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Jiroskop sensorii kullanarak telefonun oryantasyonunu da
hesaba katmak miimkiin hale gelmektedir.

GPS sensori kullanicinin konumunu bulmaya yardim eder ve
neredeyse tiim akilli telefonlarda mevcuttur. GPS sensorii
yardimi ile kullanicinin gevresi, konumu hesaba katildiginda
yapilabilecek aktiviteler sinirl hale geldigi icin daha iyi tanima
basarisi elde etmek miimkiin hale gelmektedir. GPS sensorii
kullaniminin  getirdigi dezavantajlar ise i¢ mekanlarda
kullanilamamasi1 ve enerji tiiketiminin yliksek olmasidir.
inceledigimiz calismalardan sadece [21]'de GPS sensérii
kullanilmistir.

Jiroskop ve manyetometre gibi ek sensor kullaniminin, sadece
ivmeodlcer sensorii  kullanarak elde edilen tanima
basarilarindan daha iyi sonug verdigi gézlemlenmistir [22].

2.2  Aktiviteler

Aktivite tanima problemindeki aktiviteleri basit ve karisik
olmak tizere ikiye ayirabiliriz. Bunlar1 aksiyon ve aktivite diye
ayiran ¢alismalar da vardir [23]. Basit aktiviteler yiirtime,
oturma, kosma gibi belirli aksiyonlardan olugsmaktadir. Karisik
aktiviteler ise bir¢ok basit aktivitenin bilesiminden olusur.
Ornegin yemek pisirme karisik aktivitesi yiiriime, ayakta
durma, egilme gibi basit aktivitelerden olusmaktadir. incelenen
calismalarda tanimlanan basit aktiviteler sunlardir: yiiriime,
tempolu kosma (jogging), merdiven cikma, diisme, merdiven
inme, oturma, ayakta durma, kosma, yatma, ziplama, yavas
ylirtime, oturarak rahatlama (sit relax), ytirtiyen merdiven ile
ctkma, ytirtiyen merdiven ile inme, asansor ile ¢cikma, asansor ile
inme, bisiklet siirme, araba siirme, telefon kullanicida degil,
telefonu tutma, gezinme (strolling), yukari ttrmanma (climb up),
asagi inme (climb down), motosiklet ile harekette (moving by
motorbike), araba ile harekette (moving by car), tren ile
harekette (moving by train). Calismalarda tanimlanan karisik
aktiviteleri de su sekilde siralayabiliriz: yemek pisirme, temizlik
yapma, ilag kullanma, stipiirme, elleri ytkama, bitki sulama,
uyuma, yeme, kisisel bakim, calisma, ders c¢alisma, ev igi,
sosyallesme, spor, hobi, iletisim araglari (mass media), yolculuk
(travelling), tahtaya yazma, kisisel bilgisayar kullanma,
projektor kullanma, ders anlatma, oynama, dis fircalama, banyo
yapma, yliz ylize gériisme, goriintilii konferans, telefon
konferans, anlik mesajlasma, alisveris yapma, otoblise binme.

2.2.1 Basit aktiviteler

Basit aktiviteler taninmasi daha kolay olanlardir ve
calismalarda en ¢ok ilgi gérenlerdir. Calismalarin ¢ogu yiiriime,
kosma, oturma, merdiven ¢ikma ve merdiven inme gibi
aktiviteleri tanima iizerine yogunlasmislardir. Bu aktiviteler
icin en iyi elde edilen dogruluk orani ise ivmedlger, jiroskop ve
miknatis dlger kullanarak %97'dir [20]. Sadece ivme 6lcer ile
elde edilen en iyi dogruluk oram ise %95.8'dir [19]. Sikca
karistirllan aktivitelere 6rnek olarak merdiven inme ve
merdiven ¢ikma gosterilebilir [24]. Makale [9] buna ¢6ziim
olarak basingdlcer sensoriiniin  kullanilmasini  tavsiye
etmektedir.

2.2.2 Karisik aktiviteler

Karisik aktiviteler, basit aktivitelerden olusmaktadir ve
taninmalar1 daha zordur. Genellikle sadece ivmedlger sensorii
kullanilarak taninmalari miimkiin degildir. Karigik aktivite
tanimak icin kullanicinin kendi hareketlerini takip eden
sensorlerin disinda ¢evresi hakkinda bilgi veren GPS, mikrofon
ve/veya benzer sensorler de gerekmektedir. Makale [21]

ivmedlger ve GPS kullanarak %93.44 dogruluk orani elde
etmigtir.

2.3 Uygulama alanlan

Aktivite tanima uygulamalarinin kullanilabilecek alanlar1 basta
saghik hizmetleri olmak iizere akilli ortam, giivenlik ve
benzerleridir [13]. Akilli ev, akilli ofis, akilli simf gibi
ortamlarda [5],[6] potansiyel kullanim senaryolar1 sunlar
olabilir: evden ¢ikildig1 tespit edildiginde klimanin kapatilmasi,
odada bir siire hareket algilanmazsa 1siklarin kapatilmasi veya
kisinin uyudugu tespit edilirse televizyonun kapatilmasi.
Aktivite tanima, saglik alaninda [7],[8] aktivite izleme (activity
tracking), yardimli yasam (assistive living) [25] ve saghk
denetleme (well-being monitored) [26] uygulamalarinda
kullanilabilir. Bu alanda kullanim senaryolar1 evde
yaslinin/¢ocugun diisme tespiti veya masada uzun sire
hareketsiz oturulmasi durumunda hatirlatma yapilmasi
olabilir.

Issiz bolgelerde meydana gelebilecek ara¢ ¢arpmalari,
bayilmalar kisinin yere diismesine [83] ve zamaninda yardim
gelmedigi icin kalic1 hasarlara veya 6liimiine yol agabilir. Bu
nedenle akilli telefon yardimi ile kisinin distiiginiin ve
hareketsiz kaldiginin anlasilarak ilgili otoritelere ve/veya
kisinin yakinlarina haber verilmesi can kaybin1 &nlemek
acisindan olduk¢a 6nemlidir. Bununla birlikte aktivite tanima
yontemleri kisilerin ulasim tiirlerinin tespit edilmesini [82]
mimkiin kilmaktadir. Bu sayede biiyiik sehirlerde sehrin
hareketliligi incelenerek yeni ulasim gilizergahlarinin
olusturulmasi, kalabalik/1ss1z bolgelerde giivenlik
6nlemlerinin alinmasi saglanabilir.

Ozellikle akill saatlerin yayginlasmasi ve birden fazla algilayici
tirinin aynm1 anda kullanilmasi ile birlikte karmasik
aktivitelerin [84]’te izlenmesi ve algillanmasi miimkiin hale
gelmistir. Dis fircalanmasi, evde temizlik yapilmasi, bulasik ve
¢amasir yitkanmasi, araba kullanilmasi, arabaya binme ve inme
durumlarinin tespiti sayesinde Kkisilerin glin igerisinde
bulunduklar1 durumu anlama ve bu durumlar 6zelinde ¢6ziim
tiretilmesi istenmektedir. Ornegin kisinin arabayi park ettikten
sonra aragtan inmesi ve tekrardan aracini alarak yola devam
ettigi zaman aralifinda aracin park halinde oldugu otomatik
olarak tespit edilebilir [85]. Ev temizligi yapan sirketlerin
calisanlarinin ev igerisinde yaptig1 islerin analiz edilmesi
karmasik aktivitelerin taninmasi ile miimkiin hale
gelebilecektir. Ev icerisindeki iitii, bulasik yikama, yer siipiirme,
cam silme vb. detayli aktiviteler takip edilip kayit altina
aliabilecektir [86]. Ote yandan detayll aktivite takibi
hastalarin egzersizlerini yapip yapmadiklarini, ne kadar siire
calistiklarini, ylriytis siirelerini ve tempolarim izlemek
acisindan oldukea énemlidir.

3 Aktivite tanima icin genel yontem

Akilli telefonlardaki ve giyilebilir cihazlardaki dahili sensorleri
kullanarak aktivite tanima i¢in izlenen adimlar genelde benzer
yapidadir. Adimlar1  sirasiyla  su  sekilde yazabiliriz:
sensorlerden ham verinin toplamasi, verinin (6n) islenmesi,
veriden oOnemli o6zelliklerin ¢ikartilmasi, veriyle egitim
yapilmasi ve siiflandirma.

3.1 Aktivite tanima mimarileri

Aktivite tanima, telefon, giyilebilir cihazlar [27] ve/veya sunucu
lzerinde verinin ¢evrimici/¢cevrimdisi islenmesi sonucunda
gerceklesir. incelenen makalelerden ¢ogu sunucu olmaksizin
aktivite tanima yapmaktadir. Egitilmis model telefona ytiklenir,
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gercek zamanh olarak sensor verileri okunur, islenir, 6zellik
cikartilir ve smiflandirma yerelde (in-situ processing) yapilir.
Sunucunun kullanildigi ¢calismalarda ise sunucuyu veri toplama
[24], veri isleme [21] veya siniflandirma yapmak [21] i¢in
kullanmaktadirlar. Kaynak tiiketici islemlerin yiikini
sunucuya devretmek avantajli olsa da siirekli ag erisimine
ihtiya¢ duymak biiyiik bir dezavantajdir. Diger yandan sadece
veri toplama asamasinda, farkli kisilerden ve cihazlardan
toplanan verilerin ortak sunucuya yiiklenmesi veri toplama
isini kolaylastirmaktadir [24]. Ancak, toplanan verilerin boyutu
¢cok biiyik ise verinin USB/Bluetooth vb. c¢evrimdis
yontemlerle merkezi sunucuya aktarilmasi daha uygun
olacaktir [28],[20].

3.2 Platformlar

Bu calismada platformlar iki sekilde ele alinmistir. Bunlar veri
toplanirken kullanilan cihazin platformu ve egitilmis modelin
test edildigi cihazin platformudur.

Veri toplanirken ¢ogu makalede Android isletim sistemi
calistiran telefonlar [18],[21] olmak iizere, lizerinde Symbian
calisan Nokia N95 [29], iOS isletim sistemi bulunan iPhone
akilli telefonlar1 [17] ve baz1 giyilebilir cihazlar [30]
kullanilmistir. Android cihazlarin daha ¢ok tercih edilmesinin
sebepleri arasinda {icretsiz olmalari, piyasada yaygin
bulunmalari, kolay programlanabilir olmalari ve uygulamalarin
arka plan servisi olarak c¢alistirilabilmeleri gosterilebilir [24].
Akilli telefonlarda veri toplamak i¢in tercih edilen yontem
telefona 6zel uygulama yazilmasidir. Uygulama, aktiviteye
baslamadan 6nce hangi sensérlerin kullanilacagina, 6rnekleme
frekansinin  secilmesine, hangi aktivite yapilacaginin
secilmesine olanak saglamaktadir [18],[20],[24], [28],[31],[32].
Giyilebilir cihazlarda veri toplamak i¢in kullanilan bir yéntem
ise sensor verilerinin cihazda yerel tutulmasi ve daha sonra
kablo ile bilgisayara aktarilmasidir.

3.3 Veritoplama

Platform ve mimari se¢ildikten sonraki adim sensdrlerden ham
verinin toplanmasidir. Veriler ilgili cihazin lizerinde belirlenen
sensorlerden alindiktan sonra eger aktivite tanima modeli
telefonun kendisinde ¢evrimici egitilecekse (online training)
veriler yerel hafizada tutulabilir [31]. Eger aktivite tanima
modeli telefon disinda baska ortamda (bilgisayar gibi)
cevrimdis egitilecekse (offline training) sunucuya aktarilir.

Veri toplanirken bir diger 6nemli se¢cim drnekleme frekansidir.
Ornekleme frekansi saniyede verinin toplanma hizidir.
Incelenen makalelerin ¢cogu sabit 6rnekleme frekansi secmistir
ve c¢ok azi ise [18],[33] dinamik olarak 6rnekleme frekansi
kullanmay1 onermistir. Tablo 1'de hangi c¢alismanin hangi
érnekleme frekansini sectigi goriilmektedir. Ornekleme hizinin
ylksek olmasmin dogrulugu olumlu etkiledigi ama enerji
tiiketimini olumsuz etkiledigi makale [33]'te vurgulanmistir.

Toplanan verilerin sayisinin ve cesitliliginin de egitim igin
onemi vardir. Egitim verisinin ¢ok olmasinin ve gesitliliginin
fazla olmasinin dogrulugu olumlu yonde etkiledigi makale [29]
ve [31]'de belirtilmistir. Makale [29]'da deney sonrasinda
bulunan sonuca goére 100 egitim verisine kadar dogruluk
artmistir ve ondan sonra ise sabit kalmistir.

Karisik aktivite tanima icin, fiziksel sensor verileri disinda
zaman-aktivite  bilgilerini  iceren  anket  verilerinin
kullanilmasinin olumlu etkileri oldugu makale [30]da
belirtilmistir. Bu ¢calismada yemek yeme, sosyallesme, hobi gibi
karisik aktivite tanima sonuglarinda, sadece sensor verisi

kullanarak bulunan Kkesinlikten, %25, %18 ve %6 daha iyi
kesinlik elde edilmistir. Ama zaman-aktivite anket verisini
kullanmanin olumlu etkisi aktiviteye gore degismektedir ve
sadece bazi aktiviteler i¢in Kesinlik konusunda olumlu etki
yarattigl gorilmistiir.

Tablo 1: Kullanilan 6rnekleme frekanslari.

Ornekleme frekansi Kullanan makaleler

12 Hz/s [23]

16 Hz/s [21]

20 Hz/s [24],[36]

25 Hz/s [8]

32 Hz/s [29],[32],[36]

40 Hz/s [19]

50 Hz/s [17],[341,[35],[371,[38]

100 Hz/s [20],[33],[34],[39]
32 6rnek/dakika (0.5 Hz/s) [30]
Uyarlamali 6rnekleme
(adaptive sampling) [71,[18],[33]
M/D [22],[28],[31],[40],[41]
Not: M/D = Mevcut degil.

Tablo 1 incelendiginde karisik aktivite tanima yapan
calismalarin daha diisiik frekansta veri topladiklar: gorilebilir
[21],[23],[30]. Karisik aktiviteleri taniyabilmek i¢in uzun
aralikll (biiyiik pencere boyutu) sensor verisinin incelenmesi
gerekmektedir. Dolayisiyla uzun stireli verilerle karisik aktivite
tanimak icin egitim yapildiginda, 6rnekleme frekansinin diisiik
olmasinin sonucu ¢ok olumsuz etkilemedigi sonucuna
varilabilir. Disiik frekans kullanan [21] ve [23] numaral
calismalar en iyi karigik aktivite tanima basarisina ulasan
calismalardir. Diger yandan, yiiksek frekansta veri toplayan
calismalar en iyi basit aktivite tanima basarisin1 elde eden
calismalardir [20],[34],[35]. Basit aktivitelerin ¢ogu kisa siireli
aksiyonlardan olustugu i¢in kii¢iik pencere boyutu tercih edilir.
Verilerin toplanma frekans1 ne kadar ytiksekse o kadar iyi
dogruluk elde edilebilmektedir.

3.4 Ozellik gikartma

Veriler toplandiktan sonra verinin tamamini aktivite tanima
icin kullanmak yerine, sadece énemli 6zelliklerini ¢ikartip onun
uzerinde islem yapmak hiz ve enerji tiiketimi agisindan
O6nemlidir. Makale [21]'de bulunan sonuca goére 15 o6zellik
kullanildiginda algoritmanin ¢alisma siiresi 20 ms'den az
olmaktadir. 150 6zellik kullanildiginda ise 50 ms civarinda
gerceklesmektedir. Makale [33]'te 6zellik sayisini azaltmanin
enerji kullanimini azalttigy, ayirt edici o6zellik sayisin
arttirmanin  ise  dogrulugu artirdigzi makale [34]'te
soylenmektedir.

Ozellikler temel olarak zaman alaninda (time domain) ve/veya
frekans alaninda (frequency domain) elde edilmektedir [87].
Zaman alanindaki 6zellikler sensor eksen verilerinin zamana
gore degisiminden olusur. Calismalarda kullanilan bazi zaman
alanindaki ozellikler sunlardir: ortalama (average ve/veya
mean), standart sapma (standard deviation), ortalama mutlak
fark (average absolute difference), degisiklik (variance),
standart degisiklik (standard variance), egiklik (skew), basiklik
(kurtosis), daginti (entropy), ortak degisiklik (covariance),
minimum deger, maksimum deger, mutlak minimum deger,
mutlak maksimum deger, kare ortalamalarinin kékii (root mean
square). Frekans alaninda kullanilabilecek bazi 6zellikleri ise su
sekilde siralayabiliriz: hizli fourier dontisiimti
(fast fourier transform) katsayilari, FFT katsayilari ortalamasi,
FFT katsayilart toplami, ilk FFT katsay! degeri, FFT katsayilari
enerjisi, FFT katsayilart bilgi degeri, spektral etekler (spectral
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roll-off), spectral flux. Calismalarin ¢ogu, zaman alanindaki
ozellikleri kullanmistir. Frekans alaninda 6zellikleri bulmanin
sayisal anlamda daha karisik oldugu makale [22] ve [32]'de
vurgulanmistir. Tablo 2'de, incelenen makalelerin kullandig:
ozellik alanlar1 gosterilmistir. Baz1 makalelerin hem zaman
alanindaki hem de frekans alanindaki o6zellikleri kullandig1
goriilmektedir. Makale [33]'e gore 50 Hz'de toplanmis sadece
zaman alanindaki 6zellikleri kullanmak yerine 16 Hz'de
toplanmis zaman ve frekans alanindaki dzelliklerin bilesimini
kullanmak daha fazla enerji tiiketir. Hangi makalenin hangi
ozelligi cikartip kullandigi bu ¢alismanin kapsami disindadir.
Makale [19]'da ivmedlgerin x ve z eksenlerinden cikartilmis
ozelliklerin dogrulugu daha ¢ok etkiledigi belirtilmistir.

Tablo 2: Kullanilan 6zellik alanlari.

Zaman Frekans M/D
[71,8], [17],[18],
[19],[20],[21], [8],[20],[22],
[22],[24],[28], [29],[33], [23],[31],[30],
[291,[32],[33], [341,[351,[37], [36],[40]
[341,[35],[37], [38],[39]

[38L.[39],[41]

Karisik aktivite tanima c¢alismalarindan hi¢ birisi frekans
alaninda 6zellik kullanmamistir. Sadece basit aktivite tanima
calismalar1 frekans alanindaki ozellikleri kullanmislardir.
Frekans alanindaki 6zellikler hi¢cbir makale tarafindan tek
basina kullanilmamistir, zaman alanindaki 6zelliklerle beraber
kullanilmistir.

Secilen alanda 6zelliklerin ¢ikartilmasi i¢in veriyi belirli siireli
pencerelere ayirmak gerekir. Bu yontem literatiirde kayan
pencere teknigi (sliding window technique) [42],[43] olarak
adlandirilmaktadir. Cogu calisma %50 oranda pencereleri
ortlistiirse de makale [22] bunun dogruluga ¢ok etkisinin
olmadigini yazmaktadir. Pencere boyutunun, basit aktivite
tanima dogruluguna ¢ok az etki ettigi makale [18]'de
belirtilmistir. Dolayisiyla kii¢lik pencere boyutu ile baslayip
aktiviteye gore dinamik pencere boyutu segmek 6nerilmistir.
incelenen makalelerdeki kullanilan cesitli pencere boyutlari
Tablo 3'te gosterilmistir.

Tablo 3: Kullanilan pencere boyutlari.

Pencere Boyutu Kullanan Makaleler

1s [17],[18],[21],[36],[38]
2s [18],[29]
2.56s [20],[34],[351,[37]
3s [22]
4s [18],[36]
5s [8]
75s [19]
8s [18],[32]
10's [7],[24]
12s [18]
16s [18]
60s [23]
3600 s [23]
M/D [28],[301,[31],[331,[391,[40],[41]

Karisik aktivite tanimada, veriyi pencerelere ayirarak ozellik
cikartmak yerine veriyi bolmeden o6zellik ¢ikartarak islem
yapildiginda dogrulugun olumlu (%26 daha iyi) etkilendigi
makale [18]'de vurgulanmaktadir. Ancak ilgili makalede biitiin
veri kullaniminin nasil yapildigiin detay: verilmemistir.

Tablo 3 incelendiginde karisik aktivite tanima yapan
calismalarin daha wuzun pencere boyutu kullandiklar

goriilebilir [18],[23]. Karisik aktiviteler genelde birkag¢ basit
aktiviteden olustugu i¢in biiyiik pencere boyutundaki verinin
incelenmesi gerekmektedir. Basit aktiviteleri tanimak igin
calismalar kiigcliik pencere boyutu kullanmislardir. En ¢ok 1
saniye ve 2.56 sn. uzunlugundaki pencere boyutlar1 tercih
edilmigtir. 2.56 sn.'lik pencere boyutu kullanan [34],[35],[37]
numaral ¢calismalar 50 Hz 6rnekleme frekansi kullanmislardir.
Bu da saniyede 128 o6rnek ile egitim yapilmasi veya basit
aktivite tanimaya calisilmasi anlamina gelir. [20] ve [34]
numaral ¢alismalar 100 Hz 6rnekleme frekansi ile 2.56 sn.’lik
pencere tercih etmislerdir. Bu da saniyede 256 6rnek tlizerinde
islem yapmak anlamina gelir. Sonug olarak, en iyi basit aktivite
tanimas1 yapan c¢alismalarin saniyede islem yaptifi Ornek
sayisinin (125, 128, 200 256, 300) yiiksek oldugu belirtilebilir
[8],[19],[20],[24],[34].

3.5 Egitim
Veriler toplanip énemli 6zellikler ¢ikarildiktan sonraki adim,
aktivite tanima modelini olusturmak icin egitim yapmaktir.

Egitim icin farkll algoritmalar ve egitim yontemleri
kullanilabilir.

3.5.1 Smiflandirma algoritmalari

Aktivite tanima performansina etki eden en 6nemli etkenlerden
birisi segilen smiflandirma algoritmasidir. Simiflandirma
algoritmalarinin agiklamalari ve karsilastirilmasi bu makalenin
kapsami disindadir. Siiflandirma algoritma karsilastirmasini
incelemek icin makale [28]'e bakilabilir. Bu c¢alismada
incelenen makalelerin kullandig algoritmalar ise Tablo 4'te
gorilebilir. Burada en ¢ok tercih edilen algoritmalarin
SVM(Support Vector Machines), Naive Bayes ve Decision Tree
oldugunu gorebiliriz.

Tablo 4: Kullanilan siniflandirma algoritmalari.

Siniflandirma Kullanan
Algoritmasi Makaleler
Bayesian Networks [18],[21]

Naive Bayes

[18],[21],[22],[29],[31],[35],

[38]

[71,[21],[29],[30],[32],[34],[37],

M [381,(39],40]
3-NN [17]
Decision Tree [21],[22],[24],[29],[33],[38]
Decision Table [18],[22]
Best-First Tree [18]
K-Star [18]
K-Medoid [32]
kNN [19],[20],[38],[41]
QDA [19]

[7]1(Regularized Multinomial),

Logistic Regression [21](Multiclass),[24]

Multilayer Neural

Network [24]
K-Means Clustering [29],[36]

HMM [23]

ANN [18](MLP),[23],[38],[41]

Siniflandirma
Kategorileri: bayes, [28]
functions, lazy, meta,
misc, rules, trees

Ameva [8]
Random Forest [38]
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3.5.2 Araglar

Aktivite tanima modelini egitmek i¢in baz1 hazir araglardan
faydalanilabilir. Bu araglarla veri dagilimi gézlemlenebilir ve
hazir egitim algoritmasi secilip egitim yapilabilir. Araglarin
karsilastirilmasi bu ¢alismanin kapsami disindadir. En ¢ok
tercih edilen ara¢ Weka'dir [24],[21]. Weka'nin tercih edilme
sebeplerinden birisi de c¢alismalarda Onerilen yontemleri
Weka'daki hazir yontemler ile karsilastirmaktir [36]. Daha az
tercih edilen ara¢ ise Matlab'dir [20],[35]. Cogu makale
kullandig1 araglardan bahsetmemistir.

3.5.3 Egitim y6ntemleri

Aktivite tanimada iki cesit egitim yontemini tercih etmislerdir.
Birisi ¢evrimici ve digeri cevrimdisi egitimdir. En ¢ok kullanilan
tercih modelin ¢evrimdisi bilgisayarda veya baska ortamda
egitilip sonra akilli telefonda kullanilmasidir. Cevrimici egitim,
modelin telefonda gercek zamanl egitilmesidir.

Cevrimdisi egitim [17],[24] modelin egitilme yiikiini akill
telefondan alip baska cihaza tasir. Genellikle araglar
kullanilarak hazir algoritmalar ile egitim yapilir. Egitilen model
daha sonra ger¢ek zamanl aktivite tanima uygulamasi i¢in
akilli telefonda kullanilir. Cevrimdisi egitim yapmanin getirdigi
dezavantaj ise yeni verilerin aktivite tanimada kullanilmiyor
olmasidir. Yiiriime gibi bir aktiviteyi kullanicilar farkh sekilde
yapabilir ve bir kisinin yiiriime verisiyle egitilen model baska
kiside normalden daha fazla hatali sonug tiretebilir. Dolayisiyla
bir kez egitilen model biitiin kullanicilar i¢in kullanildig: ve hig
giincellenmedigi icin basar1 orani zaman icgerisinde
iyilestirilememektedir.

Cevrimici egitim [31] ise modeli siirekli egitir ve yeni verilerle
glincel tutar. Bu sekilde kisisellestirilmis aktivite tanima modeli
elde edilmis olur. Ama modeli siirekli giincellemek icin
kullanicinin hangi aktiviteyi yapiyor oldugunu uygulamaya elle
girmesi gerekebilir. Ancak insan miidahalesini en aza indirmek
icin verinin igerisinden giivenirlik seviyesine bagli olarak
onceki veri igerisindeki siniflara en ¢ok benzeyen veriler
secilerek yeni egitim kiimesi otomatik olarak gilincellenebilir.

Kisisellestirilmis aktivite tanima modeli [8],[36] hem ¢evrimici
hem de ¢evrimdisi egitim yontemiyle elde edilebilir. Cevrimici
egitim yapildiginda olusan model zaten Kisisellestirilmis
modeldir [31]. Cevrimdis1 egitilmis modeli Kkisisellestirilmis
modele ¢evirmek icin ise farkll yéntemler kullanilmistir. Bu
yontemleri detayll incelemek icin makale [29] ve [32]'ye
bakilabilir.

3.6 Degerlendirme metrikleri

Model egitildikten sonra ¢evrimdisi siniflandirma yapilabilir
veya akilli telefonda bir uygulama tizerinde ¢alistirilip gercek
zamanli test edilebilir. Siniflandirma yapildiktan sonra aktivite
tanima modelinin performansini ve hatasini 6l¢gmek i¢in baz
metrikler kullanilir. En ¢ok kullanilan metrikler dogruluk
(accuracy), kesinlik (precision) ve animsamadir (recall). Bazi
calismalar test asamasinda dogruluk matrisleri (confusion
matrix) cizmistir. Bu metriklerin hesaplanmasi (1), (2), (3)
esitliklerinde gosterildikleri gibidir [44]:

DP: Dogru Pozitif YP: Yanlis Pozitif
DN: Dogru Negatif YN: Yanlis Negatif

Dogruluk = (DP + DN) / (DP + DN + YP + YN) 1)

Kesinlik = DP / (DP + YP) (2)

Amimsama = DP / (DP + YN) 3

4 Zorluklar ve uygulanmis ¢éziimler

incelenen calismalarda aktivite tanima islemleri
gerceklestirilirken farkh zorluklar ve sorunlarla
karsilasilmistir. Bunlara Kkarsi farkli ¢éziimler denenmis ve
uygulanmistir. Bu sorunlarin énemli olanlar1 kaynak tiiketimi,
karisik aktivite tamima, aktivite tanima yapan cihaz
oryantasyonu, cihaz konumu ve aktivite tanima modelinin
kisisel aktivitelerle egitilmesidir.

4.1 Kaynak tiiketimi

Sadece enerji verimliligi lizerine odaklanmis makale [33] bu
alanda kapsamli bir c¢alisma yapmustir. Verinin 6érnekleme
frekansinin artmasi [22],[33],[34] veya ozellik sayisinin
artmast  [21],[33],[34] kaynak tiketimini  olumsuz
etkilemektedir. Zaman alanindaki o6zellikler icin 16 Hz
frekansta 2 saat boyunca veri toplamak ~150 joule enerji
tliketirken 100 Hz frekansta ayni siire boyunca veri toplamak
~300 joule enerji tiikketmektedir [33]. Makale [34]’te yapilan
deneye gore, 30 dakika boyunca sabit 100 Hz frekansta,
128 uzunlugunda pencere boyutuyla veri toplanmis ve farklh
ozellik vektdor boyutlar1 icin (dimensionality) deneme
yapimistir. 28 vektor boyutu icin 400 mWh gii¢ tiiketimi
olurken 60 vektéor boyutu icin 1600 mWh gii¢ tiiketimi
gerceklesmistir. Makale [37] daha az kaynak tiiketen ve ayni
zamanda benzer dogruluk sonucunu veren donanim dostu
(hardware friendly) algoritma 6nermistir. Makale [39] ise daha
kisith belleklerde c¢alisabilecek, mobil odakh bir ydntem
o6nermektedir. Frekans alanindaki 6zellikleri bulmanin sayisal
anlamda daha karisik oldugu makale [32]'de vurgulanmistir.
Calisma [22] kullanilan sensor sayisinin kaynak tiiketimine
etkisinin oldugunu, sadece ivmedlger kullanmanin bagska
sensorlerin birlikte kullanilmasindan kaynak tiiketimi (enerji,
islemci) acisindan daha iyi oldugunu yazmistir. Kaynak
tiiketimini etkileyen diger faktér ise makale [34]'te belirtilen
pencere boyutudur. Pencere boyutunun biiyiik olmasi kaynak
tiiketimini olumlu etkilemektedir.

4.2 Karisik aktiviteler

Karisik aktiviteler yemek pisirme, temizlik yapma, bitki sulama
gibi birka¢ basit aktivite veya hareketlerden olusan
aktivitelerdir. Karisik aktivitelerin taninmasi basit aktivitelere
gore daha zordur. fvmeélger ve jiroskop kullanarak karigik
aktivite tanima yapan makale [18] %50 dogruluk elde etmistir.
Daha sonra veriyi pencerelere ayirarak ozellik cikartmak
yerine veriyi bolmeden o6zellik ¢ikartip islem yaparak %78
dogruluk elde etmislerdir.

Makale [23] ivmedlger kullanarak, sadece Kkarisik aktivite
tanima igcin ~%85 kesinlik elde etmistir ancak testler bazi
kabuller yapilarak gergeklestirilmistir. Karisik aktivitenin
yuriime, ayakta durma, sonra tekrar ytiriime gibi basit aktivite
sirasinin  oldugunu diisiinerek testi gerceklestirmislerdir.
Gosterilen kesinlik sadece birka¢ karigik aktivite igindir
(ahisveris yapma ve otobiise binme) ve basit aktivite ile birlikte
test edilmemistir. Sonu¢ olarak GPS veya Wi-Fi gibi diger
sensorlerin karisik aktivite tanimada kullanilmasini 6nermistir.

Makale [30] hem ivmedlcer hem de zaman-aktivite anket verisi
kullanarak tiim aktiviteler icin %28.01 ortalama kesinlik ve
%28.38 ortalama animsama elde etmistir. Ama baz1 karisik
aktivitelerde, 6rnegin uyuma i¢in %83.22 kesinlik ve %95.62
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animsama, ¢alisma i¢in %56.38 kesinlik ve %48.74 animsama
elde etmislerdir. Spor, bilgisayarda calisma veya yolculuk i¢in
cok diisiik sonuglar elde edilmistir. Sebebi ise bu bilgilerin
zaman kullanimi anketlerinde yer almamasi ve sadece sensor
verisiyle aktivite taninmaya ¢alisilmasidir. Yeme, sosyallesme
ve hobi gibi aktiviteler icin zaman-aktivite anket verisi
kullanildiginda, sadece sensor verisi kullanarak bulunan
kesinlikten, %25, %18 ve %6 daha iyi kesinlik elde edilmistir.

Karisik aktivite tanimada en iyi sonug¢ elde eden makalelerden
birisi [21]'dir. Ivmeélcer ve GPS sensérleri kullanmislar ve
bunlarla birlikte ontoloji tabanli yontem tercih edilmistir. Bu
verilerin yaninda bir de kisinin bir dnceki zaman dilimindeki
aktiviteleri de hesaba katilmis ve sonug¢ olarak %93.44
dogruluk elde edilmistir.

4.3 Cihaz oryantasyonlar1

Cihaz oryantasyonu cihazin yatay, dikey ve farkh
oryantasyonlarda duruyor olmasidir. Cihazin oryantasyonu
degisince ayni aktivite icin ayni sensorden okunan veri
eksenler bazinda degismektedir. Dolayisiyla bir oryantasyonda
aktivite tanimlanabilirken baska oryantasyonda tanima
basarisiz olabilir.

Oryantasyondan bagimsiz aktivite tanima yapabilmek i¢in bazi
yontemlerin kullanilmasi gerekmektedir. Bu probleme bir
yaklasim  oryantasyondan bagimsiz  sensOr  verileri
kullanmaktir. Makale [19] ve [40] ivmedlger sensdriiniin 3
ekseninden gelen verileri 6zel yontemle birlestirmis ve cihaz
oryantasyonundan bagimsiz veriler elde etmistir. Makale [19]
bunu yapabilmek icin eksenlerden elde edilen verilerin
karesinin toplami (square summing) yontemini kullanmistir.
Makale [38] yercekimi esaslh 6zellikler ¢ikartmis ve bunu cihaz
oryantasyonunu tespit etmek icin kullanmistir. Fakat bu
yaklasimla bazi oryantasyonlar belirlenememektedir. Makale
[20]'nin yaklasimi ise ivme Olger verisinin viicut koordinat
sistemini diinya koordinat sistemine ¢evirmektir. Diger calisma
[18]'de, sadece ivme oOlger verisinin yaninda, jiroskop
sensorden elde edilen veriler kullanildiginda, oryantasyon
problemi  konusunda %10-12 iyilestirme saglandig:
belirtilmistir. Calisma [22] miknatis dlcer ve G sensori
kullanarak  cihazin  oryantasyonunu  belirlemis ve
siniflandirmada kullanmistir. Tablo 5'te incelenen makalelerin
kullandig1 oryantasyonlar ve hangi makalelerin
oryantasyondan bagimsiz aktivite tanima yapabildigi
gosterilmistir.

Tablo 5: Kullanilan cihaz oryantasyonlari.

Cihaz Oryantasyonu Kullanan Makaleler

Bagimsiz [8],[17]-[20],[22], [38],[40]
Dikey [28],[32]
Ekran ige dontik [7]
Ekran disa doniik [71,[28],[39]

[21],[23],[24],[29]
M/D [301,[31],[33],[34],[35],
[361,[37],[41]

4.4  Cihaz konumlan

Bir diger karsilasilan sorun ise cihazin viicuttaki konumudur.
Cihaz cepte, elde, belde veya tisortiin cebinde yer
alabilmektedir. Makale [17] sensoOr verileri lizerinde sinyal
donlistiirme yapmistir ve ti¢ farkli cihaz pozisyonu ile aktivite
tanima testi yapmistir. Test sonucunda bel konumunda duran
cihazin daha iyi dogruluk (~%70) gosterdigi saptanmistir. En
koti sonug ise telefonun pantolon cebinde durdugu zamandir

[22]. Makale [18] jiroskoptan elde edilen verileri kullanarak
cihaz konumundan bagimsiz aktivite tanima islemi yapmistir.
Jiroskop ile benzer bir yontemi [40] numarall c¢alisma
yapmustir. Once cihaz konumu tahmini yaparak daha sonra
aktivite tamimaya calismiglardir. Makale [22], 6nce cihazin
konumu tahmin etmis (1s1k ve yakinlik sensorii kullanilarak),
daha sonra o konuma Kkarsilik gelen egitilmis siniflandirma
modeli kullanmistir. Bu yontem daha iyi dogruluk verse de
biraz yavas calismaktadir. Benzer bir sekilde makale [38]
sadece ivmeodlcer ile 6nce konum tespiti yapmis ve sonra
aktivite siniflandirmas1 yapmistir. Bu yaklasimin konumdan
bagimsiz aktivite tamimadan %4 daha iyi oldugunu
gostermistir. En iyi dogruluk sonucu veren cihaz konumunun
bacak (shin) oldugunu belirtmistir. Tablo 6'da, incelenen
makalelerin kullandig1 konumlar ve hangi makalelerin cihazin
viicuttaki konumundan bagimsiz aktivite tanima yapabildigi
gosterilmistir.

Tablo 6: Kullanilan cihaz konumlari.

Kullanan makaleler
[17],[18],[22]
[71,[171,[19],[20],[21],[24],
[29],[32],[40]

Pantolon arka cep [34],[40]
Bel [17],[351,[3 ][8]
Tisort [17],[28],[4
El [23],[28],[2
Kol [21],[29],[30],[3
3
3

Cihaz konumlari
Bagimsiz

Pantolon 6n cep

F[ ]
Gogus [29L.[
Ayak/Bacak [38][
Kalga [38
Canta [40
Bas [38
M/D [81.[31],[33],[36],[41]

4.5 Kisisellestirilmis aktivite tanima

Kisilerin yaptig1 aktivitelerin ¢ogu kisiye 6zel desenler igerir.
Ornegin bir Kisinin yiirime tarzi kendine 6zgiidiir. Bunun
aktivite tanimadaki 6nemi bir kisiyle egitilmis modelin baska
kiside iyi sonu¢ veremeyebilir olmasidir. Bazi aktivitelerde ise
kisiye 6zel desen olmayabilir. Ornegin bisiklet kullanmada
kisiler hep sabit, ayni ayak hareketleri yaparlar. Hem ¢evrimici
hem de c¢evrimdisi egitim yontemi kullanildiginda, aktivite
tanima modeline Kisisellestirme yapilabilir. Bu sekilde,
egitilmis model siirekli kisiye 6zel yeni verilerle giincellenir ve
kisiye 6zel aktiviteleri daha iyi taniyabilir.

Cevrimici egitim yapildig1 zaman Kisisellestirilmis model elde
edilir. Makale [31] bu yontemi kullanmistir. Bu ydntemde
egitim yapmak icin, aktiviteler yapilmadan 6nce uygulama
yardimiyla hangi aktivite yapilacagi sec¢ilmelidir.

Cevrimdisi egitim yapilarak, daha sonra kisiye 6zel aktiviteler
ile model glincellenebilir. Bu yontemi kullanan makaleler [8]
[29], [32] ve [36]'dir. Bu ¢alismalarin her biri farkli ¢6ziim
onermis ve uygulamistir, detaylar i¢cin makaleler incelenebilir.
Makale [8]'in 6nerdigi yontem otomatik yeni aktivite tanima ve
Oonerme islemini de yapmaktadir.

5 Hazir veri setleri

Akill telefonlardaki, giyilebilir cihazlardaki sensorler ve diger
sensorler ile toplanan aktivite verilerini barindiran 12 veri seti
bu béliimde tanitilmaktadir. Her veri seti farkli yas grubuna ait
kisiler, farkli o6rnekleme frekans1 ve farkli konumlardaki
sensorler ile toplanmistir. Yapilan literatiir taramasi
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sonucunda sadece Kkarisik aktivite verilerini bulunduran
herhangi bir veri seti ile karsilasilmamistir.

5.1 WISDM actitracker [45]

Bu veri seti "Wireless Sensor Data Mining" (WISDM) Lab.
tarafindan olusturulmustur. Verileri toplamak i¢in kendi
yazdiklar1  Actitracker  [46] Android  uygulamasini
kullanmiglardir. Kullandiklar1 Actitracker sistemi hakkinda
detayli bilgi makale [47]'de bulunmaktadir. Veri setinde 6 basit
aktivitenin sensor verisi bulunmaktadir. Toplam 2,980,765
etiketlenmis ve 38,209,772 etiketlenmemis ham veri drnegi
vardir. Aktiviteler ve onlarin toplam etiketlenmis ham veri
ornek sayisina orani su sekildedir: yiiriime %42.1, tempolu
kosma (jogging) %14.7, merdiven ¢ikma/inme (stairs) %1.9,
oturma %?22.3, ayakta durma %9.7, yatma %9.3. Ham verilerde
6 tane ozellik bulunmaktadir. Ham verilerin yaninda bir de
WEKA  programi  kullanilarak  doniistiirilmiis  veriler
bulunmaktadir. Veri doniistirmenin (data transformation)
nasil yapildig1 makale [47]'de anlatilmaktadir. Veri setinde
doniistiirilmiis ve 5.435 etiketlenmis, 1,369,349
etiketlenmemis 6rnek mevcuttur. Bu 6rneklerde toplam 46
tane ozellik vardir.

5.2  WISDM activity prediction [48]

Bu veri seti "Wireless Sensor Data Mining" (WISDM) Lab.
tarafindan  kontrolli ~ ve  laboratuvar  kosullarinda
olusturulmustur. Veri seti makale [49]'da kullanilmistir. Veri
setinde 6 basit aktivitenin sensor verisi bulunmaktadir. Toplam
1,098,207 etiketlenmis ham veri ve 5.424 etiketlenmis ve
doniistiiriilmiis  veri Ornegi vardir. Ham veride 6,
doniistiiriilmiis veride ise 46 o6zellik bulunmaktadir. Veri
doéniistiirmenin (data transformation) nasil yapildigi makale
[47]'de yazmaktadir.

5.3 Skoda mini checkpoint [50],[51]

“Skoda mini checkpoint”, araba tamir edilirken yapilan, 10 tane
el hareketinden olusan veri setidir. Tek kisi ile toplanan veri
setiicin sag ve sol kolda ivmedlger sensorleri kullanilmistir. Her
el hareketinden 70 drnek vardur.

54 SCUT-NAA [52],[53]

Bu veri seti ivmeolcer kullanilarak toplanan 10 tane aktiviteden
olugsmaktadir. 34 erkek ve 10 kadin olmak iizere 44 Kkisinin
yaptigl aktivitelerden 1.278 o6rnek bulunmaktadir. Yapilan
aktiviteler sunlardir: oturma ve dinlenme, ytiriime, hizli yiiriime,
geri yiiriime, kosma, yerinde yiiriime (step walk), ziplama,
merdiven ¢itkma, merdiven inme ve bisiklet siirme. fvmeélger
sensorler Kisilerin tisoért cebine, beline, pantolon cebine
yerlestirilmistir ve veriler 100 Hz frekansta toplanmustir.

5.5 Heterogeneity human activity recognition [54]

"The Heterogeneity Human Activity Recognition" (HHAR) akill
telefon ve akilli saatlerde bulunan ivmedlger, jiroskop
sensorleriyle kisilerin aktivitelerinin kaydedildigi veri setidir.
Bisiklet stirme, oturma, ayakta durma, yiirtime, merdiven ¢ikma
ve merdiven inme aktivitelerinden olusan veri seti, 12 farkh
cihaz (4 akilli saat, 8 akilli telefon) kullanilarak
olusturulmustur. 9 Kisi ile bu aktiviteler yapilarak veriler
kaydedilmistir ve veri setinde toplam 43,930,257 6rnek ve 16
ozellik mevcuttur.

5.6 Human activity recognition using smartphones [55]

Bu veri seti 30 kisinin beline taktig1 akilli telefon sensorleriyle
aktivitelerin kaydedilmesi sonucu olusturulmustur. 10.299

ornek ve 561 ozellik bulunmaktadir. Kisiler 19-48 yas
araligindadir ve yiiriime, merdiven ¢itkma, merdiven inme,
oturma, ayakta durma, yatma olmak tlizere toplam 6 aktivite
yapmislardir. Ivmeélger ve jiroskop sensér verileri 50 Hz
frekansta toplanmistir. Toplanan veriler lizerinde 6n isleme
yapimis (gurilti filtresi) ve 2.56 saniyelik pencereler
kullanilmistir (%50 o6rtiismeli).

5.7 OPPORTUNITY [56]

Opportunity veri seti farkli tiirdeki cihazlarda (wearable
sensor, object sensor, ambient sensor) bulunan sensérlerden
toplanan aktivite verilerinden olusmaktadir. 4 kisinin toplam 5
aktivite, 13 aksiyon ve 17 el hareketi bulunmaktadir. 2.551
ornek ve 242 o6zelligi vardir.

5.8 Human activity recognition 1 ambient assisted
living [57]

Bu veri seti yukarida bahsedilen veri setinin [55] devami
seklindedir. Toplam 5,744 6rnek ve 561 6zellik bulunmaktadir.
Ornekler kisinin beline taktig1 akilh telefon ile ivmeélcer ve
jiroskop sensori kullanilarak toplanmistir. Kisiler 22-79 yas
araliginda olup 30 kisi ayakta durma, oturma, yatma, yiiriime,
merdiven ¢itkma ve merdiven inme hareketlerini yapmistir.
Verinin toplanma frekansi 50 Hz’dir.

5.9 Smartphone Based Recognition of Human Activities
and Postural Transitions [58]

Bu veri seti yukarida bahsedilen veri setinin [55] genisletilmis
halidir. Yaslar1 19-48 arasinda olan 30 kisiden toplanan
aktiviteleri bulunduran bu veri setinde toplam 10.929 6rnek ve
561 ozellik vardir. 3 tane durgun aktivite ve 3 tane de hareketli
aktivite olmak lizere bu 6 aktivite yapilmistir: ayakta durma,
oturma, yatma, yliriime, merdiven inme, merdiven ¢ikma. Bu
aktivitelere ek olarak, aktiviteler arasindaki gecis hareketleri
(postural transitions) de veri setinde yer almaktadir. Bu gecis
hareketleri sunlardir: ayaktan dururken oturmak (stand to sit),
otururken kalkmak (sit to stand), otururken yatmak (sit to lie),
yatarken oturmak (lie to sit), ayakta dururken yatmak (stand to
lie), yatarken ayakta durmak (lie to stand). ivmeélger ve
jiroskop sensor verileri bele takihi akilli telefonla 50 Hz
frekansinda toplanmistir. Toplanan veriler tizerinde 6n isleme
yapimis (gliriiltii filtresi) ve 2.56 sn’lik pencereler
kullanilmistir (%50 6rtiismeli).

5.10 Physical activity recognition using smartphone
sensors [59]

Bu veri seti akilli telefon ile toplanmis 6 aktiviteye ait sensor
verilerini bulundurmaktadir. Yaslar1 25-30 araliginda olan 4
kisi ile toplanmis veri setinde her Kkisi i¢in 4 farkli konumda
akilli telefon yerlestirilmistir. Bu noktalar pantolon cebi, kol, bel
ve bilektir. Aktiviteler ise yiiriime, kosma, ayakta durma,
oturma, merdiven inme ve merdiven ¢itkmadir. Veriler 50 Hz
frekansta ivmedlger, jiroskop ve miknatis dlger sensorleriyle
toplanmistir.

5.11 Sensors activity recognition [59]

Bu veri setinde 7 aktivite bulunmaktadir. Bu aktiviteler yiiriime,
oturma, ayakta durma, tempolu kosma, bisiklet stirme, merdiven
ctkma ve merdiven inmedir. Yaslar1 25-30 araliginda olan 10
erkek kisi tarafindan toplanan veriler i¢in her kisi 4 akilli
telefon ve 1 akilli saat kullanmistir. Bu akilli telefonlar su viicut
konumlarina yerlestirilmistir: pantolonun sel cebi, pantolonun
sag cebi, bel, sag kol isti. Akill saat ise bilege takilmistir.
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Veriler 50 Hz frekansta ivmedlger, jiroskop ve miknatis dlger
sensorleriyle toplanmistir.

5.12 Hybrid reasoning for context aware activity
recognition [60]

Bu veri seti yaslar1 30-60 araliginda olan 3 erkek ve 3 kadin ile
toplanmistir. Veriler sol cebe ve sag bilege takili ivmedlger
sensor ile kaydedilmistir ve ek olarak GPS sensorii de
kullanilmistir. Veri setindeki 10 tane aktivite sunlardir: dis
fircalama, yukari tirmanma (climb up), asagi inme (climb down),
bisiklet stirme, tempolu kogsu, ayakta durma, gezinme (strolling),
merdiven inme, merdiven ¢ikma, tahtaya yazma. Veriler 16 Hz
frekansta toplanmistir ve toplam 18.000 érnek vardir.

6 Klasik yontemlerin basarilari

Yukarida aktivite tanima icin kullanilan adimlardan ve
yontemlerden bahsedilmistir. incelenen makalelerin hangi
asamada ne se¢im (6rnekleme, 6zellik, algoritma) kullandig1
gosterilmistir. Daha sonra ise Kkarsilasilan zorluklar ve
uygulanan ¢ozlimler anlatilmistir. Bu béliimde aktivite sensor
cesitlerine gore elde edilen en iyi sonuclardan
bahsedilmektedir. Bu sonuglarin hepsi Tablo 7'de
karsilastirmali olarak listelenmistir.

Tablo 7: Klasik yontemler ve sonuglar.

Makale Sensoérler Aktiviteler Veri Toplama Platform Degerlendirme Sonuclar
Metrikleri
MLP ile genel
dogruluk %91.7.
Merdiven ¢ikma ve
Yiiriime, tempolu kosu 29 kisi, Android inme aktivitelerinin
[24] fvmeslcer (jogging), merdiven ¢ikma, kullanarak Nokia N95 Dogruluk siniflandirma
merdiven inme, oturma, ayakta dogrulugu diisiik.
durma ikisini birlestirerek
tek aktivite yapinca
daha iyi, %77.6
dogruluk elde
ediliyor
Basit: tempolu kosu (jogging),
gezinme (strolling), asag1 inme
(climb down), ylrtime,
merdiven inme, yukari
tirmanma (climb up), merdiven
cikma, ayakta durma, bisiklet
siirme, motosiklet ile harekette
(moving by motorbike), araba
ile harekette (moving by car),
tren ile harekette (moving by 6 kisi, yas 30-60 En iyi dogruluk
[21] fvmeslger, train) arahgy, giyilebilir Android Dogruluk COSAR-hist yontemi
GPS cihaz ve Android ile elde edilmis:
Karisik: sosyal (oynama), kullanarak %93.44
iletisim (yiiz yiize gortiisme,
goriintili konferans, telefon
konferans, anlik mesajlagma),
dis fircalama, banyo yapma,
yeme, ders anlatma, tahtaya
yazma, kisisel bilgisayar
kullanma, projektdr kullanma
[29] Onerilen yéntemi
kullanmadan 6nce
hesaplanan dogruluk
%61.25+5.35,
ivmef)l(;er Yiirtime, kosu, merdiven ¢ikma, 10 kisi, Nokia M/D Ortalama, yontem kullanarak
merdiven inme, oturma, ayakta NO95 kullanarak dogruluk hesaplanan dogruluk
durma (mean accuracy) %82.16+6.24.
Algoritmalara gore
ortalama
dogruluklar: DT
%85.31, SVM
%83.99, NBN %80.67
[17] Onerilen yéntemi
kullanmadan 6nce
ivmef)l(;er Yiirtime, kosu, yatma, ziplama, 10 kisi, yas 22-36 iPhone Dogruluk hesaplanan dogruluk
oturma, ayakta durma araligl, iPhone %80.55, yontem
kullanarak kullanarak
hesaplanan dogruluk
%86.36
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Tablo 7: Devami.
Makale Sensorler Aktiviteler Veri Toplama Platform Degerlendirm Sonuglar
e Metrikleri
[23] Basit: yiiriime, kosu, merdiven
¢ikma, merdiven inme, ayakta 3 kisi, yas 20-30
fvmeslcer durma araligl, Android Android Kesinlik Sadece karisik aktivite
kullanarak icin ~%385 kesinlik
Karisik: alisveris yapma,
otobtise binme
[37] Daha az "k" degeri ile
ayni kesinlik elde
ivmeslger, Yiiriime, yatma, merdiven 30 kisi, yas 19-48 Animsama, ediliyor. MC-SVM
jiroskop ¢ikma, merdiven inme, ayakta araligi, Android Android kesinlik (k=64) ile %89.3 ve
durma kullanarak MC-HF-SVM (k = 8) ile
%89
[33] Ayakta durma, kosma, yavas ideal kosullar altinda
ylriime, yliriime, oturup %50 enerji tasarrufu
rahatlama (sit relax), oturma, olurken, Android
fvmeslcer yliriiyen merdiven ile ¢ikma, 4 kisi, Android Android M/D telefonu ile uygulama
yiiriiyen merdiven ile inme, kullanarak test edilince %20-25
asansor ile ¢ikma, asansor ile enerji tasarrufu
inme, merdiven inme yapilmistir.
[31] fvmeslcer M/D M/D Android M/D M/D
[18] Basit: bisiklet siirme, merdiven
¢ikma, araba siirme, yatma,
oturma, ayakta durma, kosma,
yliriime, telefon kullanicida Basit aktivite i¢in en iyi
fvmeslger, degil 10 kisi, Android Android Dogruluk dogruluk %90
jiroskop kullanarak (Naive Bayes
Karisik: Yemek pisirme, algoritmasi haric)
temizlik yapma, ila¢ kullanma, Karisik aktiviteler i¢in
slipiirme, elleri yikama, bitki en iyi dogruluk %50
sulama
[19] 8 kisi, yas 25-34
araligl, ortalama
fvmedlcer  Yiiriime, kosma, bisiklet siirme, boy 1.78 m, Android Dogruluk QDA algoritmasi ile en
araba siirme, ayakta durma Nokia N8 iyi dogruluk %95.8,
(Symbian"3) K-NNile %93.9
kullanarak
[7] Tiim veri numuneleri
kullanilarak, saglikl
kisiler icin %96.1
(SVM), %89.7 (SMLR),
hasta kisiler i¢in %92.2
(SVM), %84.7 (SMLR)
dogruluk elde
edilmistir.
Kisi bazl ¢capraz
gecerlilik veri
18 (13 geng, 5 numlumesi k.uylam_la}rak,
; i - ~ saglikli Kisiler i¢cin
Ivmeodlcer  Yiirlime, ayakta durma, oturma, yasl) saghkli %86.0 (SVM), %85.2
telefon kullanicida degil kisi, 8 hasta, M/D Dogruluk ’ ! )
Android
kullanarak

(SMLR), hasta kisiler
icin %75.1 (SVM),
%76.0 (SMLR)
dogruluk elde
edilmistir.

Saglikh kisilerin verisi
ile egitilmis model
hasta kisiler ile test
edildiginde, %60.3
(SVM), %63.5 (SMLR)
dogruluk elde

edilmistir.
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Tablo 7: Devami.

Makale Sensorler Aktiviteler Veri Toplama Platform Degerlendirm Sonuglar
e Metrikleri
Sadece sensor
kullanarak hesaplanan
kesinlik %20.42 ve
hatirlama degeri
%21.11.
Sadece zaman-aktivite
Karisik: uyuma, yeme, kisisel 17 (12 erkek, 5 anket verisi kullanarak
fvmeélcer  bakim, caligma, ders calisma, ev kadin) kisi, yas Animsama, hesaplanan kesinlik
(giyilebilir isi, sosyallesme, spor, hobi, 21-48 aralig, M/D kesinlik %23.76 ve hatirlama
[30] cihaz) iletisim araglar1 (mass media), SenseWear degeri %17.4.
yolculuk (tavelling) Armband Hem Sensor, zaman-
kullanarak aktivite anket verisi
kullanarak hesaplanan
kesinlik %28.01 ve
hatirlama degeri
%28.38
. . En iyi elde edilen
l\./.meolger, 20 kisi, yas 18-59 dogruluk %97 (lineer
[20] jiroskop, Kosma, yiiriime, bisiklet stirme, araligl, Android Android Dogruluk ivme, yer koordinat
m{knatls ayakta durma, oturma kullanarak sistemi, yayilmig
Slger ozellikler kullanilarak)
SCUTT-NAA veri seti ile
SVM algoritmasi
kullanilarak %80 civari
Yiirtime, tempolu kosu, bisiklet Dogruluk dogruluk elde
[32] fvmeslcer slirme, merdiven ¢ikma, M/D Android edilmistir.
merdiven inme, kosma Kisisellestirilmemis
yonteme gore dogruluk
%11 iyilestirildi
Yiiriime, tempolu kosu
[28] fvmeslcer (jogging), ziplama, oturma, M/D, Android M/D Dogruluk >%90
ayakta durma
Yavas yiiriime, hizl yiiriime,
goz atma (browsing), durmak
fvmeslcer ve tekrar devam etmek Nintendo HP iPAQ pocket
(giyilebilir (stopping and starting), etrafa Wiimote PC (Windows Kesinlik %80-%99 kesinlik
[39] cihaz) bakinmak (looking around), Mobile 6)
kararsiz hareketler
(erratic movements)
fvmeslger,
G sensor,
151k Decision Tree
sensorti, Yavas yiiriime, hizl yiiriime, 16 (12 erkek, 4 algoritmasi ile en iyi
[22] miknatis kosma, oturma, ayakta durma kadin) Kisi, yas Android Nexus S Dogruluk sonug %94 (tiim sensor
oOlcer, 23-50 araligy ve ozellikler
jiroskop, kullanilarak).
yakinlik
olcer
3 farkl cihaz konumda
aktivite tamima i¢in
ortalama %92.5
fvmeslger, Yiiriime, kosma, merdiven dogruluk elde
[40] jiroskop ¢ikma, merdiven inme, ayakta M/D M/D Dogruluk edilmistir. Cihaz
durma, oturma konumu tespiti i¢in
%97.82 dogruluk elde
edilmistir
fvmeslcer TP (toplam WISDM veri seti %71.2,
(akilli SPAD, WISDM, dogru SPAD veri seti %97.21,
[36] telefonve  SPAD, WISDM, Opportunity veri ~ Opportunity veri Android siniflandirilan Opportunity veri seti
giyilebilir setleri setleri, Android sinif) %68-%75 TP
cihaz).
Yiirime, yatma, merdiven 30 kisi, yas
ivme('jl(;er, ¢ikma, merdiven inme, ayakta 19-48 araligy,
[35] jiroskop durma, oturma Android M/D Dogruluk %94 dogruluk
kullanarak
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Tablo 7: Devami.

Makale Sensorler Aktiviteler Veri Toplama Platform Degerlendirm Sonuglar
e Metrikleri
[41] Yiiriime. tempolu kosu K-NN algoritmasi ile %94
fvmedlger N P U WISDM veri seti, M/D Dogruluk dogruluk, ANN algoritmasi
merdiven ¢ikma, merdiven . . y
. Android ile %92 dogruluk
inme, ayakta durma
. o o
[34] . ) Yiirime, kosma, merdiven 2 erkek kisi, yas 5 Ortalama %92.17 dogruluk
Ivmedlger . ; 28 ve 32, M/D Dogruluk
¢ikma, merdiven inme, ayakta .
Android
durma, oturma
kullanarak
[8] Ayakta durma (immobile), 30 kisi, yas
ylriime, kosma, diisme, siirme, 19-48 aralig. Dogruluk %95 dogruluk
fvmeslcer merdiven ¢ikma, merdiven USC-HAD, M/D
inme, bisiklet siirme WISDM, Shoaib
veri setleri
N
(38] Merdiven ¢ikma, merdiven 15 Kkisi (8 erkek, Ktznum teSpl.tl e /089
fvmeslcer inme, ziplama, yatma, ayakta 7 kadin), ya dogruluk, aktivite tanima
¢ 2P 4 b ay 1yas M/D Dogruluk icin RF algoritmasi ile %84

durma, oturma, kosma, yiirtime

31.9+12.4

dogruluk

6.1 Basit aktivite tanima

Basit aktivite tanimada elde edilen en iyi dogruluk degeri
makale [20]'nin buldugu %97 sonucudur. Kullandiklar:
sensorler ivmedlger, jiroskop ve miknatis 6l¢erdir. Sadece ivme
Olcer ve QDA algoritmasi kullanarak en iyi sonucu elde eden
(%95.8) calisma ise makale [19]'dur. Calisma [8] ivmedlger ile
cihaz oryantasyondan bagimsiz %95 dogruluk elde etmistir.
Makale [22] yedi sensor kullanarak ve Decision Tree
algoritmasi ile cihaz oryantasyonundan ve konumdan bagimsiz
%94 dogruluk elde etmistir. Ayn1 basari oranin1 makale [35]
ivmedlger ve jiroskop kullanarak elde edebilmistir. Makale [41]
ise sadece ivmeodlger ve k-NN algoritmasi ile %94 dogruluk elde
etmistir. Bundan sonra sirasiyla makale [40] %92.5, makale
[34] %92.17, makale [24] %91.7 dogruluk elde etmistir. Makale
[19] ve [20] iyi sonu¢ elde etmesinin yaninda cihaz
oryantasyonundan bagimsiz aktivite tanima yapabilmektedir.
Makale [17] sadece ivmedlger kullanarak hem cihaz
oryantasyonundan hem de cihaz konumundan bagimsiz
aktivite tanima yapmaktadir ve %86.36 dogruluk oranini elde
etmigtir.

6.2 Karisik aktivite tanima

Karisik aktivite tanimada en iyi sonuca ulasan makale [21]
%93.44 dogrulukla aktivite tanima yapabilmektedir. Karisik ve
basit aktiviteleri ¢ok iyi oranda taniyabilmesinin sebeplerinden
birisi baglam bilingli (context aware) olmasidir. Kisinin
bulundugu ortami ve baglami anlamak icin GPS sensoéri
kullanilmistir. Bu ¢alismanin diger ¢alismalardan en biiyiik
farki ontoloji tabanl aktivite tanima mimarisi kullanmasidir.
Konum bazli ontolojik mantik yiriitmede (ontological
reasoning) aktivite, stire, aktiviteyi yapan kisi, konum, iletisim
yolu ve eserler mevcuttur. lvmeélger sensér verisi kullanarak
makine 6grenmesi yontemleriyle simiflandirma yapilir ve olasi
aktiviteler bulunur. Daha sonra, bulunan sonug listesini
daraltmak i¢in ontolojik mantik yiirlitme yontemi kullanilir.
Makalenin uyguladigl diger yaklasim ise aktiviteleri sadece
anlik sensor verileriyle tanimaya ¢alismak yerine bir énceki
zamanda yapilan aktiviteleri de dikkate almaktir.

Makale [23] ivmeodlcer kullanarak %85 civarinda kesinlik ile
sadece karisik aktivite tanimasi yapabilmektedir.
7 Yeni nesil ¢éziimler

Aktivite tamima ve benzer problemlerde klasik yapay sinir
aglari ve benzer makine 0Ogrenmesi yontemlerinin

denenmesiyle beraber son birka¢c senede derin 6grenme
yontemleriyle calismalar yapilmaktadir. Derin 6grenme
yontemleri veya derin aglar, yapay sinir aglarinin ¢esidi olup
daha karmasik problemleri ¢6zebilme kapasitesine sahip
aglardir. Klasik yapay sinir aglar1 birka¢ katmandan (giris
katman, gizli katmanlar, ¢ikis katman) olusur. Her katmanda
girdi hakkinda bir seyler 6greniliyor ve bir sonraki katmanda
girdinin daha karisik ozellikleri ¢ikartilmaya c¢alisilir.
Katmanlar ve katmanlardaki ndéron sayisi arttikca agin
egitilmesi ¢ok uzun siirebilirken derin aglarin egitilmesini
engelleyen VGP (Vanishing Gradient Problem) problemi ortaya
cikabilmektedir. Bu sebeplerden dolay:1 yapay sinir aglari son
on bes seneye kadar sinirli problem alanlarinda kullaniliyordu.
Bilgisayarlardaki GPU teknolojisinin gelismesi ag egitim siiresi
problemini ¢6zmiistiir ve bazi derin 6grenme ydntemlerindeki
ilerleme VGP problemine ¢6zlim getirmistir.

Derin aglar, goriintii tanima, nesne tanima ve dogal dil isleme
gibi bircok alanda kullanilmaktadir. Aktivite tanima alaninda
derin 06grenme yontemleri ile son yillarda ¢alismalar
yapilmistir. Bu alanda derin 6grenme yontemleri kullanmanin
en biiylik avantaji ham sensor verilerinden sakl kalmis 6nemli
ozelliklerin otomatik ¢ikartilabilmesidir. Aktivite tanima igin
sensor verilerinden hangi ozelliklerin  kullanilacagim
belirlemek i¢in bilirkisiye ihtiya¢ kalmamaktadir. Derin aglarla
cihaz konumdan ve oryantasyonundan bagimsiz 6zellikler de
cikartilabilmektedir.

Derin aglarin egitim siiresi ¢ok uzun siireler alabildigi i¢in
slireyi kisaltmak adina gii¢lii donanimlarin kullanimina ihtiyag¢
duyulmaktadir. Dolayisiyla derin 6grenme ile egitimin su anki
mobil cihaz donanimlari tizerinde yapilmasi miimkiin degildir.
Sadece bilgisayar ortaminda egitilmis hazir modeller telefon
uzerinde gercek zamanh aktivite simiflandirmak ig¢in
kullanilabilir.

Derin 6grenme yontemlerinin her birisinin farkli ¢alisma
prensipleri vardir. incelenmis makaleler icerisinde daha ¢ok
tercih edilen ag Konvoliisyonel Sinir Aglar1 (Convolutional
Neural Network) olmustur. Kullanilan derin 06grenme
yontemleri ve sonuglar karsilastirmali olarak Tablo 8’'de
incelenmisgtir.

7.1  Derin sinir aglar1 (Deep neural networks)

DNN aglar1 [61],[62] birden fazla gizli katmani olan sinir
aglaridir. Giris katmanindan itibaren daha derin katmanlara
indikce girdinin karisik 6zellikleri 6grenilebilmektedir. Makale
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[63], 3 gizli katmanli DNN agi ile DT (Decision Tree) ve GMM
(Gaussian Mixture Model) yontemlerini karsilagtirmistir. DNN
hiz ve enerji tiikketimi agisindan GMM yonteminden daha iyi
sonug iretmistir. Karisik aktivitelerde %60'a yakin dogruluk
elde edilmis ve DT yonteminden %10 daha iyidir. Bir diger
bulunan sonug¢ ise simiflandirilan aktivite sayisinin sonuca
onemli etkisinin olmamasidir.

7.2 Konvoliisyonel sinir aglar1 (Convolutional neural
networks)

CNN, ozellikle goriintii tanima alaninda ¢ok kullanilan derin
0grenme yontemidir. Yann Lecun et al [64] tarafindan ortaya
atilan yontemde birgok filtre ile goriintii lizerinde farkl
desenler aranir. CNN egitim yapmak i¢cin Backpropagation
algoritmasi kullanir ve VGP mevcuttur. Bu problemi asmak i¢in
RELU aktivasyon fonksiyonu kullanilmaktadir. Konvoliisyon
katmaninda goriintii lizerinde bulunan desenler ¢ok fazla
boyutlu olacagindan daha sonra ortaklama katmanindan
(pooling layer) gecirilerek boyut kiictiltiilir. CNN aginda birkag
ardisik konvoliisyon ve ortaklama katmani olabilir. Agin
sonunda ise siniflandirma yapmak i¢in tam baglantili katman
(fully connected layer) bulunmaktadir.

Makale [65]'in degerlendirmesinde CNN kullanmanin diger
derin 6grenme yontemlerinden farklh iki avantajini
belirtilmistir: yerel baglilik (local dependency) ve 6lcekleme
degismezligi (scale invariance). Yerel baghlik resimdeki bir
pikselin yanindaki piksellerle iliskisi oldugu gibi aktivitenin
belirli zamandaki sensér verisinin bir énceki ve/veya sonraki
verilerle iliskisinin oldugunu séyler. Olcekleme degismezligi ise

egitim icin kullanilan her resmin boyutlarinin farkli oldugu gibi
her kisinin, drnegin, ylirime aktivitesinin farkh sekilde ve hizda
olabilecegidir. CNN derin 6grenme yontemi bu iki faktorii
yakalayabildiginden aktivite tanima alaninda kullanima ¢ok
uygun oldugu belirtilmistir [65].

Makale [66] CNN katmanlarini artirmanin performansi olumlu
yonde etkiledigini ve 6zelliklerin karmasikligini (complexity of
features) azalttigini belirtmistir. Dahasi, performansi artirmak
icin ozellik sayisini artirmak yerine bir katmandan diger
katmana gecen bilgilerin korunmasinin daha 6énemli oldugu
yazilmigtir.

Makale [67] o6zellik ¢ikartmak igin farklh bir yaklasim
Onermistir. Sensor verileri alt alta koyularak sinyal resmi
olusturulmustur ve Discrete Fourier Transform kullanilarak
aktivite resmine cevrilmistir. Daha sonra ise CNN ag1 bu
resimden Ozellikler c¢ikartmaktadir. Agin sonuna SVM
siniflandirict katmani eklenerek bu 6zelliklerle ilgili aktivite
siniflandirilmistir. Bu yaklasima benzer bir yapi makale [68]
tarafindan uygulanmaktadir. Ham sensor verileri resme
cevrildikten (spectogram) sonra ozellikler ¢ikartilir. Makale
[69] CNN ile her sensor icin yerel bagimliliklar1 bularak daha
sonra bunlar1 global 6zellik hiyerarsisine ¢evirmektedir.
Makale [70]’te bulunan sonuca gore 6zellik sayisini arttirmanin
performansa ¢ok etkisi olmadig belirtilmistir.

Katman sayisini artirinca da 3 ve 4 katmanl ag arasinda fark
¢ok azdir. Makale [71]'de ise katman sayisini artirmanin
performansa faydasinin oldugu ancak egitim siiresini de
uzattigl yazilmaktadir.

Tablo 8: Yeni nesil yontemler ve sonuglar.

Makale Sensorler Derin Ogrenme Kullanilan veri Setleri Sonuclar
Yoéntemi
[65] [vmedlger CNN Skoda, Opportunity, Actitracker Dogruluk: %88.19 (Skoda), %76.83
(Opportunity), %96.88 (Actitracker)
[73] Ivmeslger, jiroskop MM-RBM, MM-DNN UCI (Heterogeneity) Dogruluk: MM-RBM %81, RBM %66, C4.5 %65,
SVM %70, RF %75
[63] fvmedlger DNN ADL
[78] (Giyilebilir cihaz) CNN, DNN, LSTM Opprotunity, Pamap2, Daphnet Freezing Of Genel olarak RNN daha iyi
Gait
[79] fvmedlger LSTM WISDM Dogruluk: %92.1
[66] fvmesglger, jiroskop CNN UCI (Human Activity Recognition Using Dogruluk: ~%90
Smartphones)
[67] ivmeslger, jiroskop
(akill telefon, DCNN UCI, USC, SHO Dogruluk: UCI igin %97.59, USC i¢in %97.83,
giyilebilir cihaz) SHO i¢in %99.93
[80] fvmedlger CNN Dogruluk: %93.8
[76] M/D DL-HMM, DBN WISDM, Daphnet, Skoda Dogruluk: WISDM i¢in %98.23, Daphnet i¢in
%91.5, Skoda i¢in %89.38
[81] (Viicuda takili DCNN Dogruluk: Opportunity icin en iyi %87.7, Hand
sensorler) Opportunity, Hand Gesture Gesture i¢in en iyi %96.0
[68] Ivmeslger, jiroskop CNN ActiveMiles, WISDM, Daphnet, Skoda Dogruluk: ActiveMiles i¢in %95.1, WISDM i¢in
%98.2, Skoda i¢in %95.9
Belirlilik: Daphnet i¢in %97.7
[74] (Giyilebilir cihaz) RBM, MCMC Dogruluk: El hareketi tanima i¢in %70-75,
Seyahat ve Aktivite tanima i¢in %90-95, Bina
I¢i/ Bina Dis1 algilama i¢in %90-95
[69] M/D CNN, RNN Dogruluk: %90-95. Enerji: 200-250 m].
Gecikme: 35-40 ms
[70] fvmeslger, jiroskop DCNN Dogruluk: %94-95
[71] Ivmeslger, jiroskop, CNN, LSTM Skoda, Opportunity F1 skor: Opportunity i¢in aktivitelerde 0.93, el

miknatis 6lger
(giyilebilir cihaz)

hareketi algilamada 0.866. Skoda i¢in 0.958
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7.3 Kisith boltzmann makinesi (Restricted boltzmann
machine)

RBM, Geoff Hinton tarafindan bulunan [72] ve oto kodlayici
(auto encoder) ailesine giren derin égrenme ydntemidir. iki
katmandan olusan ag, girdiyi alip ¢cikt1 liretmeye ¢alisir ve daha
sonra ¢iktiy1 alip tekrar ayni girdiyi liretmeye ¢alisir. Bu sekilde
veriyi tekrardan olusturmaya calisarak veriye ait 6nemli
desenleri bulmaktadir.

RBM, makale [73] tarafindan birka¢ sensdr verisinin
birlesiminden 6zellikler ¢ikartilarak aktivite tanimada
kullanilmistir. Her sensor i¢in farkli derinliklerde (katman) ag
kullanarak 6nce sensore ozel veriler lizerinde egitim yapilir,
daha sonra bunlar birlestirilerek egitim gerceklestirilir.
ivmeslcer ve jiroskop sensériiniin her biri igin 2 gizli katmanl
ag yapist olusturulmus ve sonra tek gizli katman ile
birlestirilmistir. Makalede bulunan sonuglardan birisi de Multi
Modal RBM yonteminin giyilebilir cihazlarda kullanilmaya
uygun olmasidir.

Giyilebilir cihazlarda RBM ile aktivite tanima ve seyahat tiirii
tanima yapan makale [74], siniflandirma katmani olarak MCMC
(Markov Chain Monte Carlo) kullanmistir. Giris katmaninda 6n
islemeden gecen sensor verileri RBM agina girdi olarak verilir
ve Ozellikler ¢ikartilir. Daha sonra bu 6zellikler MCMC aginda
kullanilarak siniflandirma yapilir. Bulunan sonuglara gére RBM
aginda ne kadar fazla katman olursa, calisma(test) stiresi de o
kadar uzun olmaktadir. 3 katmanli RBM ag1 0.94 ms zamanda
sonuglanirken 25 katmanli ag 10.36 ms zamanda sonuglanir. Bu
makalede gosterilen 3 katmanli RBM ag1 ile seyahat tiir(,
aktivite, el hareketi tanima ve bina i¢i/bina dis1 algilama
yapmak 5 ms siirmektedir.

7.4 Derin inang ag1 (Deep belief network)

DBN, Geoff Hinton vd. [75] tarafindan bulunmustur ve oto
kodlayici ailesine ait katman bazinda (layer-wise) ¢alisan derin
agdir. Tkiser katmanl egitim yaparak her iki katmani1 RBM ile
egitir ve sonraki iki katmana gecer. Bir 6nceki katmanin ¢iktisi
sonraki katmana girdi olarak verilmektedir. Bu agda VGP
problemi yoktur.

Makale [76] sensor verilerini resme cevirerek (spectogram)
DBN agina girdi olarak vermistir. Buradan elde edilen 6zellikler
HMM (Hidden Markov Model) aginda kullanilarak aktivite
siniflandirmasi yapilmistir. Bu mimari hem derin 6grenme hem
de HMM bulundurdugu i¢in melez yaklasim olarak kabul
edilebilir. Makale [76] tarafindan belirtilen 6nemli sonuglardan
birisi de her katmandaki néron sayisinin girdi sayisindan (4
kat) fazla olmasinin sonucu olumlu etkiledigidir.

7.5 Tekrarlayan sinir aglari (Recurrent neural network)

RNN [77], geri beslemeli sinir ag1, zamana bagh degisen verileri
olan problemleri ¢dzmek icin kullanilan agdir. Onceki ¢ikti
sonraki adimda tekrar girdi ile beraber ag1 besler ve hafiza
olusturur. Birka¢ ag art arda birlestirilip daha uzun hafizal
RNN olusturulabilir ama bu VGP problemine yol agmaktadir.
VGP problemini ¢6zmek icin GRU (Gated Recurrent Unit) veya
LSTM (Long Short-Term Memory) gibi kapili aglar kullanilir.

Makale [78] aktivite verileri arasindaki yerel baghliklar
bulmak igin LSTM (vanilla versiyonu) hiicreleriyle RNN
tasarlamistir. LSTM aginda VGP problemi yoktur ve ylizlerce
zaman adimi boyunca bilgiyi hafizada tutabilir. Forward LSTM
ve Bi-Directional LSTM olmak iizere iki farkli c¢esidini
kullanmislardir. Forward LSTM ge¢mis baglami kullanarak

simdiki girdiyi yorumlarken Bi-Directional LSTM hem ge¢mis
hem de gelecek baglami kullanarak simdiki girdiyi yorumlar.
Agin girdileri ezberleyip kotli genelleme yapmasini énlemek
icin kopma (break) eklenmistir. Bu diizenleme (regularization)
ile belirli araliklarda RNN aginin i¢ vaziyeti (state) sifirlanir ve
girdilerin ezberlenmesi engellenir.

Makale [78] RNN aglarin kisa ve dogal sirali aktivitelerde CNN
agindan daha iyi oldugunu gostermistir. Ama ytriime ve kosma
gibi uzun, tekrar eden aktiviteler icin CNN kullanmay:
onermislerdir. Bi-Directional LSTM yapisinda performansa en
cok etki eden parametrenin katmanlardaki néron sayisi oldugu
belirtilmistir. Makale [79], iki LSTM katmanli ag olusturmus ve
girdi olarak 3 boyutlu ivmedlger verilerini kullanmistir. Kayan
pencere teknigi ile LSTM katmanina verilen girdilerden
ozellikler ¢ikartilarak smiflandirma katmanina girdi olarak
verilmistir. Makale [69] ise CNN ile 6zellikleri bulduktan sonra
gecici baghliklar1 (temporal dependency) bulmak icin RNN
kullanmaktadir. Mobil cihaz icin ag karmasikligini azaltmak
amach GRU ile RNN ag1 olusturulmustur. Makale [71] bellek
hiicrelerinden olusan LSTM agini, zamana bagl problemdeki
gecici baghliklari bulmak icin kullanmistir.

8 Acik noktalar ve gelecek i¢cin calisma
firsatlarn

Bu derleme calismasinda aktivite tanima islemini yapan
makalelerin giincel durumu gdsterilmistir. Once aktivite
tanimaya giris, kullanilan sensorler, basit ve karisik aktiviteler,
kullanilan genel yontem ve daha sonra da aktivite tanima
islemindeki adimlar detaylh tartisilmistir. Bu alandaki mevcut
durum ortaya konulmustur ve yapilan ¢alismalar bir¢ok agidan
karsilastirilmistir. Yeni nesil derin 6grenme tekniklerinin klasik
yontemlere gore basarisinin, pil tiiketiminin, model glincelleme
alternatiflerinin, veri seti boyutlarinin heniiz ayrintih ve
karsilastirmali olarak incelenmedigi tespit edilmistir.

Bir diger agik nokta ise karisik aktiviteleri tanima konusudur.
Cok az aktivite tanima ¢alismasi karisik aktiviteler iizerinde
calismis ve elde edilen sonuglardan sadece bir tanesi
olumludur. Karisik aktiviteyle birlikte diger potansiyel ¢calisma
alan1 ise ortiisen aktivitelerdir [12]. Ornegin telefon ile
konusurken araba slirmek, yiirtirken miizik dinlemek, seyahat
ederken film izlemek gibi. Karisik aktivitelere benzer diger
konu ise tek kisilik aktivite tanimak yerine sosyal, toplu aktivite
tanima yapilmasidir [12].

Makalelerde Kkarsilasilan sorunlardan bir tanesi cihaz
oryantasyon ve konum problemidir. Cok az makale hem cihaz
oryantasyonu hem de konumundan bagimsiz aktivite tanimasi
yapmistir. Glinlik hayatta Kisiler tarafindan kullanilacak
uygulama yapmak i¢cin bu konuya daha ¢ok 6nem verilmesi
gerekmektedir.

Sensor kullanimiyla ilgili potansiyel ¢alisma konusu ise
dinamik sensor segmektir. Tiim aktiviteleri tanimak icin sabit,
ayni sensorleri kullanmak yerine aktiviteye gore sensori
dinamik segerek kullanmak olumlu sonuglar verebilecektir.

Bugiine kadar yapilan ¢alismalarda giinliik aktivite tanima ve
ulasim tiirt tespit [82] etme problemleri ayri ayri ele alinmistir.
Ozellikle bir kisinin giin igerisindeki hareket biitiinliigiinii
bozmadan takip etmek i¢in bu iki problemin birlikte alinmasi
gerekmektedir.

Makale [12]'de bahsedilen 6nemli firsat ¢alismalarindan birisi
aktivite tanimanin yaninda bir de aktivite tahmini yapmaktir.
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Gecmisteki tamimlanan aktivitelere bakilarak veya bagka
yontemlerle gelecekte yapilabilecek aktiviteleri tanimak ve bu
sonu¢ dogrultusunda kullaniciya geribildirimler, yardimlar
verebilmektir. Bu konu, saglik olmak iizere bir¢ok alanda ilgi
gorebilecek potansiyele sahiptir.

Aktivite tanima konusu icin ileride yapilabilecek diger
potansiyel ¢alisma ise sensor verileri disinda kisinin sosyal
hayattaki bilgilerini de kullanmaktir. Bunlar kisinin sosyal
hesaplarinda paylastig1 (gezdigi, etiketlendigi) yerler, yaptigi
sosyal aktiviteler, takvimindeki planlar ve buna benzer bilgiler
olabilir. Bu verileri sensor verileriyle birlestirerek 6zellikle
karisik aktivite tanima konusunda ¢alismalar yapilabilir.

Incelenen cogu calisma akilli telefon ile aktivite tanima
yapmaktadir. Karisik aktiviteleri baglam bilgisi olmadan sadece
ivmeodlcer ve akilli telefon ile tanimak zordur. Ama baglam
bilgisi olmadan baz1 karisik aktiviteleri akilli saat ile tanimak
daha kolay olabilir. Ornegin su icmek, bulasik yikamak gibi
karisik aktiviteler kola takili akilli saat ile daha kolay
taninabilir. Bu nedenle akilli saat ile karisik aktivite tanima
konusunda ¢alismalar yapilmasi énerilmektedir.
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