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Ozet— Bu ¢alismada duygu analizi icin olusturulan iki farkli veri kiimesi, kelime vektorii algoritmasi olan Word2Vec ile
modellenmistir. Model olusturulurken Word2Vec’in iki farkli yontemi olan CBoW (Continous Bag of Words) ve Skip-
Gram kullanilmistir. Word2Vec ile bir metnin modelini olusturmak i¢in genellikle Ortalama yontemi kullanilmaktadir.
Bu caligmada hem CBoW hem de Skip-Gram yoéntemleriyle bir metni modellemek i¢in ii¢ farkli yontem Onerilmistir.
Model olusturma (egitim zamani) siireleri her ikisi i¢inde Olgiilmistiir. Sonu¢ olarak modelleme siiresi agisindan
CBoW’un Skip-Gram’dan daha bagarili oldugu deneysel olarak gosterilmistir.

Anahtar Kelimeler— Word2Vec, model siiresi, egitim siiresi , CBoW, Skip-Gram, dogal dil isleme

Comparison of Modeling Time of Word Vector Methods

Abstract— In this study, two different datasets for sentiment analysis have been modeled by Word2Vec that it is a word
vector algorithm. While the model is creating that has used two different methods CBoW and Skip-Gram of Word2Vec.
Generally, the arithmetic mean is used for modeling a text with Word2Vec. In this study, three different methods for
modeling a text are suggested on both CBoW and Skip-Gram. Its modeling time (training time) is measured. As a result,

it was experimentally shown that CBoW is more successful than Skip-Gram based for modeling time.

Keywords— Word2Vec, modeling time, training time, CBoW, Skip-Gram, natural language processing

1. GIRIS (INTRODUCTION)

Kelime vektorleri son zamanlarda gelistirilen, danigmansiz
bir sekilde c¢alisan ve son yillarda dogal dil isleme
uygulamalarinda kullanimi olduk¢a artan bir yontemdir.
Word2Vec olarak isimlendirilen bu yontem ile verilen bir
metin igindeki tiim kelimeler tanmimlanan bir uzayda
vektorler ile ifade edilir. Olusturulan bu vektorler
yardimryla istenilen kelimeler arasindaki benzerlik ya da
zitlik vb. durumlar matematiksel olarak ifade edilebilir.
Word2Vec’in kullanildig1 ¢aligmalar duygu analizi, metin
siniflandirma, metin temsili vb. konularla 6zetlenebilir.

Zhang ve ark. bir iiriin hakkinda yapilan 100.000 Cince
yorum iizerinde pozitif-negatif seklinde bir duygu analizi
calismas1 yapmiglardir. Sozlikk (lexicon) ve climle 6gesi
(parts of speech) iizerine yapilan iki farkli ¢alisma igin
Word2Vec tabanli bir sistem kullanilmig ve sozliik

tabanlida %89.95 ve ciimle 6gesini bulma g¢alismasinda
%90.3’liikk basar1 oranlarina ulagmiglardir [1].

Dickinson ve ark. bir sirkete ait hisse senedindeki
degisimin hisse senedi ile ilgili atilan tivitlerin (tweet) nasil
etkiledigini aragtirmak i¢in duygu analizi tabanli bir sistem
gelistirmislerdir. N-gram ve Word2Vec ile gergeklestirilen
calisgmada n-gram %65 basar1 ile smiflandirma
gergeklestirirken  Word2Vec  %75°’lik  bir  basarili
siiflandirma degerine ulagmustir [2].

Tang ve ark. tivitler iizerinde duygu analizi g¢aligmasi
gergeklestirmiglerdir. Cesitli n-gramlar ve Word2Vec
yontemi ile gergeklestirilen duygu analizi ¢aligmasinda
%77.33’lik dogru siniflandirma degerlerine ulagmustir [3].

Polpinij ve ark. gerceklestirdikleri ¢aligmalarinda bir otele
ait web sayfasi tizerinden otel ile ilgili yapilan yorumlarin
siiflandirilmast icin  Word2Vec tabanli bir sistem
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gelistirmiglerdir. Siniflandirma i¢in SVM (Support Vector
Machines) algoritmasi kullanilmustir [4].

Sahin, Tiirkge metinler iizerinde Word2Vec ile model
kuran ve SVM ile simiflandiran bir sistem tasarlamstir.
Gergeklestirilen c¢alismada 22.729 belge {izerinde
siiflandirma islemi gergeklestirilmistir [5].

Xue ve ark. Cinde kullanilan Sina Weibo adindaki bir
mikroblog sitesi iizerinde duygu analizi c¢aligmast
gerceklestirmigtir. Model olusturmak icin Word2Vec
kullanilmis ve yapilan siniflandirmada pozitif veriler %94,
negatif veriler i¢in %96 ve notr veriler i¢in %85’lik dogru
smiflandirma basarilarina ulagilmstir [6].

Bilgin ve Sentiirk, Tiirkce ve Ingilizce metinler {izerinde
Word2Vec’in dokiiman modellemek igin genisletilmis
versiyonu olan Doc2Vec kullanarak, veri setinin modelini
olusturmus ve siniflandirma basarilari 6l¢miislerdir [7]

Bilgin ve Koktas, Tiirkce metinler {izerinde yaptiklar
duygusal analizi ¢alismasinda 3 sinifli bir veri seti tizerinde
kelime vektorlerini kullanmiglardir.  Word2Vec temelli
model olusturma yaklasimi kullanarak 2 farkli makine
Ogrenmesi yontemiyle sistemin performansini test
etmislerdir [8].

Mahdaouyve ark. Word2Vec Kkelime vektorlerini ve
Doc2Vec dokiiman vektorlerini kullanarak  Arapca
metinlerin  siiflandirilmas1  tizerine  bir  ¢alisma
gergeklestirmiglerdir.  Yaptiklar1 ¢aligmada vektorlerin
boyutlarinin azaltilmasinin dogruluk tizerindeki olumlu
etkilerini ve BOW’a (Bag of Words)’a gore kelime
vektorlerinin kullanilmasinin basariy: artirdigini yaptiklari
calismada gostermislerdir [9].

Coban ve Karabey yaptiklari miizik tirti smiflandirma
calismasinda geleneksel yontem olan BOW’u, Word2Vec
-Doc2vec ile kiyaslayarak SVM tabanli bir metin
siiflandirma islemi gergeklestirmislerdir. Ayrica dnisleme
adimlarinin ve vektoér boyutlarmin dogruluk tzerindeki
etkilerini incelemislerdir [10].

Ma ve ark. ders se¢iminde anlamsal benzerlik analizi igin
TF-IDF, Word2Vec ve Doc2Vec tabanlt bir sistem
Onermis ve ders segimindeki basarimlarini 6lgmiislerdir
[11].

Razzaghnoori ve ark. Pers (Iran) dilinde soru siniflandirma
icin kelime vektorlerini ve frekanslarimi kullanmiglardir.
Sonuglarin smiflandirilmasi igin SVM ve Neural Network
smiflandiricilar kullanilmigtir [12].

Polat ve Korpe yaptiklar1t calismada TBMM (Tiirkiye
Biiyiik Miller Meclisi) tutanaklar: tizerinde Word2Vec ve
Glove ile modeller olusturularak kullanilan bir kavramin
en yakin anlamli kavramlari bulunmaya caligilmistir.
Calismada Word2Vec ile olusturulan model ile daha
yiksek dogrulukta smiflandirma yapan bir sistem
tasarlanmigtir [13]
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Bu makalenin tasarimi; giris bilgilerinin ve literatiir
aragtirmasinin  verildigi 1.Bolim, kullanilan metotlarin
anlatildigr 2.B6lim, kullanilan veri kiimesi hakkinda
bilgilerin verildigi 3.Boliim, yapilan deneylerle ilgili
bilgilerin verildigi 4.Boliim, sonuglarin verildigi 5.Bolim
ve sonuclarm tartisildigt  6.Boliim ile kaynakca
boliimlerinden olugmaktadir.

2. METOD (USAGE)
2.1. Word2Vec

Kelime vektorleri yontemi, kelimeleri n boyutlu bir uzayda
birer vektor olarak temsil etmek ve bu yol ile kelimeler
arast uzakliklar1 hesaplayarak aralarindaki anlamsal
benzerligi tespit etme amaciyla Onerilmistir [14].
Word2Vec kelimeleri gommek icin kullanilan sinir ag1
temelli bir yaklagimdir. Biiylik bir metin kiimesi ile egitilen
bu model yiiksek boyutlu uzayda her bir kelime igin
benzersiz bir vektdr olusturur. Olusturulan bu benzersiz
vektorlerin 6zelligi veri kiimesindeki benzer anlamdaki
kelimelerin birbirlerine yakin vektorler olusturmasidir.
CBoW ve Skip-gram olmak iizere iki metodu
bulunmaktadir.

CBoW bir kelimeyi tahmin etmek i¢in kelimeyi ¢cevreleyen
bir baglami kullanirken, Skip-gram sabit bir pencere
boyutuna sahip kelimeleri gevreleyerek kelimeyi tahmin
etmeye calisir. Skip-Gram seyrek kelimeler i¢in daha iyi
sonuglar iretebilir [14]. CBoW ve Skip-Gram yontemleri
Sekil 1’de goriilmektedir.

Word2Vec islemi sonucunda her kelimenin bir vektore
sahip oldugu bir sozliik elde edilmis olur. Bu ¢aligmada
duygu smiflandirilmasi yapildigi ig¢in amag bu sozligi
kullanarak dokiiman vektorlerini ¢ikarabilmektir. Bunu
gerceklestirmek icin Oncelikle dokiimandaki her kelime
vektorleriyle eslestirilir ve k x w boyutunda bir matris elde
edilmis olur. Burada k, dokiimandaki kelime sayisini
gosterirken w, vektdr boyutunu gosterir.

CBow Skip-gram

input ~ projection  output input  projection output

vit2) I v(t2)
Vi) I vt1)
vit)

V(t+1) V(t+1)
Vit I V(t+2)

Sekil 1. Word2Vec (CBoW ve Skip-gram) [8]
(Word2Vec (CBoW and Skip-Gram)
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3. VERI KUMESI (DATA SETS)

Gergeklestirdigimiz c¢alismada pozitif ve negatif olarak
etiketlenmis iki sinifa ait verileri barindiran iki farkli veri
kiimesi kullanilmigtir. X ismini verdigimiz veri kiimemiz,
Amazon sitesinden toplanan kullanict yorumlarini
icermektedir[15]. Y ismini verdigimiz veri kiimemiz ise,
Openmind sitesi tizerinden elde edilmigtir [16]. Veri

kiimelerinin  igerdigi Ornek sayilar1 Tablo 1’de
goriilmektedir.
Tablo 1. Veri Kiimelerine ait Bilgiler
(Data sets’ Properties)
Veri Kiimesi Pozitif Negatif Toplam
Ornek Sayis1 | Ornek Sayist Ornek Sayis1

X (Amazon) 5311 6021 11332

Y (Openmind) 3995 3091 7086
3.1. On Islem

Dogal Dil isleme (DDI) problemlerinde metinler iizerinde
gesitli On islemler gergeklestirilmelidir. Bu islemler
yapilan uygulamanin dogrulugunu artirmaya yardimct
oldugundan onemlidir. Calisma ortami olarak KNIME
ortam kullanilmustir [17]. On islemler i¢inde aym ortamda
bulunan bazi kiitiiphaneler kullanilmistir. ilk basamakta
OpenNLPWhiteSpaceTokenizer ile tokenization iglemi
gerceklestirilmigtir.  Ardindan  metinler kiigiik harfe
¢evrilmistir ve ardindan govdeleme islemi
gerceklestirilmistir. Sonraki igslem ise Durma Kelimeleri
(Stopwords) ve noktalama isaretlerinin temizlenmesi
islemidir.

Durma kelimeleri “a, the, and” gibi belgenin anlamindan
¢ok bi¢imiyle alakalidir ve silinmesi metnin anlaminda bir
degisiklige sebep olmayacaktir. Bu sebeple metin
icerisindeki durma kelimeleri temizlenmistir. Yapim ekleri
ile kelimeler yeni anlamlar kazansalar da ¢ekim ekleri ile
aynt durum s6z konusu degildir. Bu durumda ¢ekim eki
almig 2 kelime farkli kelime gibi degerlendirilirse islem
boyutu gereksiz yere artirilmis olacaktir. Govdeleme
yapilmasinin amaci bu durumu engellemektir. Gévdeleme
ile kelimelerin kendileri yerine kokleri kullanilmaktadir.

4. DENEY (EXPERIMENT)

Bu caligmada model olugturmak i¢in CBoW ve Skip-Gram
gibi iki farkli Word2Vec yontemi kullanilmistir. Bu
¢aligmada yapilan arastirma Word2Vec algoritmasimin iki
farkli yontemi olan CBOW ve Skip-Gram i¢in model
olusturma siirelerinin arastirilmasi tizerinedir. Calismanin
gerceklestirildigi ortamin parametreleri;

¢ Intel Core i5-7200 2.5 GHz CPU
e 8GBRam
e 64 Bit Isletim Sistemi
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seklindedir.

Word2Vec aslinda kelime tabanli bir vektdr olusturma
yontemidir. Bu g¢aligma ise verilen bir metni duygusal
yonden siniflandirmak iizerinedir. Siniflandirma yapilirken
daha onceden belirlenen 2 farkli siif (pozitif, negatif)
kullanilarak metnin  vermek istedigi duygu tahmin
edilmeye ¢alisilmustir.

Gergeklestirmek istedigimiz iglem aslinda Doc2Vec’in
temel alanina girmektedir. Word2Vec gibi kelime
vektorlerini kullanarak bu tarz bir problemin ¢6ziimii igin
Word2Vec’in olusturdugu vektor iizerinde bazi iglemler
yapilmasi gerekmektedir. Bunun i¢in literatiirde yapilan
bazi ¢aligmalar mevcuttur. Literatlirdeki ¢aligmalarda bir
metin igerisindeki kelime vektorleri Word2Vec yardimiyla
olusturulduktan sonra olusan her bir 6zelligin aritmetik
ortalamasi alinarak her metin dosyas1 baglangigta belirtilen
Ozellik sayisiyla ifade edilmektedir.

Gergeklestirilen caligmada aritmetik ortalamaya alternatif
olarak olusturulan vektorlerin medyaninin (Medyan),
maksimumunun (Max) ve en disiik-en yiiksek (Min-Max)
degerin ortalamasimin alinmas1 seklinde ii¢ farkli yeni
yontem Onerilmis ve bu ii¢ yeni yontemin model olusturma
stireleri arastirilarak iki farkli Word2Vec yontemi igin
Ol¢timlenmistir.

Aritmetik ortalama bir ana kiitle veya bir orneklem veri
degerlerinin toplamlarinin o ana kiitledeki terim sayisina
veya oOrneklem biyiikliigiine boliinerek elde edilen
merkezsel konum degeridir [18]. Aritmetik ortalamaya ait
formiil Esitlik 1°de goriilmektedir [19].

4 = ZlnA]

> - Toplama sembolii
Aj —j. dzelligin degeri
n - kelime sayisi

@

Word2Vec yonteminin aritmetik ortalama yaklagimi i¢in
boyutun 100 alinarak olugturulan 6rnek matrisi Tablo 2’de
goriilmektedir.

Medyan terimi, bir veri dizisinin kii¢iikten biiyiige veya
biiyiikten kii¢iige siralanmasindan sonra bu dizinin tam
ortasinda bulunan degerdir. Eger veri biiyiikliigii tek sayili
ise medyan verilen bir veri degerine esit olur. Eger veri
biiytikliigii ¢ift sayili ise medyan orta iki degerin ortalamasi
olur. Medyan bulmak i¢in basit bir algoritmaya gore
siralanmig veri degerlerinin kalan en kii¢iik ve en biiyiik
degerleri birer birer elimine edilir; veri sayisi tek ise en son
kalan tek veri medyandir; eger veri sayisi ¢ift ise son kalan
iki veri ¢iftinin ortalamas1 medyan olur [18]. Medyan i¢in
kullanilan formiiller Esitlik 2-3’te goriilmektedir [19].
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Tablo 2. Word2Vec-Aritmetik Ortalama (Boyut=100)
(Word2Vec-Mean (Dimension=100))

Eger kelime sayisi giftse;

Dokiiman No Sira | Kelime Ozellik [0] Ozellik [1] Ozellik [99] Sumf
1 1 Erva 0.569 0.124 0.745
2 ve 0.230 0.895 0.124
3 Emir 0.147 0.740 0.653
0.652 0.661 0.882
n geldi 0.021 0.302 0.111
(X7 ozellik [0]) | (02 bzellik [1]) (X7 ozellik [99])
Aritmetik Ortalama n n n Negatif
Eger ozellik kelime sayisi tek ise ; 5. SONUCLAR (RESULTS)
nel ) Iki farkli veri seti (X ve Y) iizerinde Word2Vec
Medyan = (T) .terim (2)  algoritmasmmin iki farkli metodunun (CBoW ve Skip-
Gram) model olusturma siirelerini kargilagtirmak i¢in bir
calisma  gerceklestirilmistir. KNIME ortaminda
gerceklestirilen  calismada CBOW ve  Skip-Gram
n _ n ' metotlarinin  model olusturma stireleri hesaplanmuistir.
(E).tenm+(5+1).tenm 3) Hesaplamanin dogrulugunu artirmak i¢in iki metot iginde

Medyan =

2

Maksimum, her bir 6zellik i¢in tepe noktasini gosteren
degerdir ve formiilii Esitlik 4’te goriilmektedir.

Max = max(4;)

max = j. 6zelligin maksimum degeri

Aj = j. ozelligin degeri

(4)

Minimum- Maksimum ise her bir 6zellik igin tepe ve taban
noktalarinin aritmetik ortalamasinin alinmasi ile belirlenen
degerdir. Min-Max formiilii Esitlik 5°te goriilmektedir.

MinMax

(max(Aj)—i-min(Aj))
2

max = j. 6zelligin maksimum degeri

min = j. 6zelligin minimum degeri

Word2Vec

ile model

olusturmak

i¢in

®)

kullanilan

parametreler Tablo 3’te verilmektedir. Parametreler icin
varsayilan degerler kullanilmistir.

(Parameters of Word2Vec)

Tablo 3. Word2Vec Parametreleri

Parametre Anlam Degeri
-size Olusturulacak vektor uzunlugu 100
-window Bakilacak komsu sayisi 5

. Belirtilen frekanstan diisiik
-min_count . . 5
- olanlari silmek i¢in
-alpha Ogrenme Orani 0.025
Metot se¢imi
-chow (Skip-Gram=0,CBoW=1) Oyadal

calisma c¢apraz gecerleme (cross-validation) igin k=10
olacak sekilde tekrarlanmig ve elde edilen siirelerin
ortalamalar1 alinmistir. Yapilan c¢alismaya ait sonuclar
Tablo 4-5 ve Sekil 2-3°te goriilmektedir.

Tablo 4. X veri seti igin Model Siireleri
(Model Time for X data set)

.. Siire (ms)
Yontem CBoW | Skip-Gram
Ortalama | 811.23 827.69

Max 865.14 879.26
Min-Max | 912.45 930.41
Medyan | 1599.69 1610.42

X veri seti i¢in yapilan ¢aligmada CBoW, Skip-Grama gore
daha az silirede model olugturmay1 bagarmustir.

Tablo 5. Y Veri seti i¢cin Model Siireleri
(Model Time for Y data set)

. Siire (ms)
Yontem CBoW | Skip-Gram
Ortalama | 604.22 607.28

Max 626.47 629.44
Min-Max | 675.12 677.91
Medyan | 1055.38 1061.11

Y veri seti igin yapilan ¢alismada da CBoW, Skip-Gram’a
gore daha az siirede model olusturmay1 bagarmstir.

Her iki veri seti i¢inde en kisa siirede modeli olusturmayi
Ortalama yontemi gergeklestirirken, en uzun siirede model
olusturmay1 Medyan yontemi gergeklestirmistir.
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X Veri Kiimesi

Medyan

|

— Min-Max = |

[—ere
I sip-Gram

Zaman (ms

Max

Ortalama

800 1000 1200 1400 1600 1800
Yontemler

=1

200 400 600

Sekil 2. X veri seti i¢in Model Siireleri
(Model time for X data set)

X veri kiimesi iizerinde CBoW yontemi Skip-Gram’a gore
daha hizli bir egitim siireci tamamlamis yani daha kisa
stirede model olusturmay1 basarmustir.

Y Veri Kiimesi

Mesdyan

Min-Max

|

[ ceaw
I kip-Gram

Yontemler

Max

Ortalama

200 400 600 800 1000 1200
Zaman (ms)
Sekil 3. Y veri seti i¢in Model Siireleri
(Model time for Y data set)

=1

Y veri kiimesi iizerinde CBoW yontemi ile Skip-Gram
arasinda ¢ok az bir fark olsa da CBoW, Skip-Gram’a gore
daha hizli bir egitim siireci tamamlamis yani daha kisa
siirede model olusturmay1 basarmustir.

6. TARTISMA (DISCUSSION)

Bu caligmada iki farkli veri seti i¢in son zamanlarda ¢ok
genis kullanim alanina sahip Kelime vektorii algoritmasi
olan Word2Vec i¢in model olusturma siireleri
aragtirtlmigtir. Word2Vec’in  iki 6nemli ydntemi olan
CBoW ve Skip-Gram igin model olusturma siireleri
karsilastirilmak istenmistir.

Deneylerde kullanilan veri kiimeleri duygusal analiz
calismasinda  kullanilmak  i¢in  hazirlannmis  veri
kiimeleridir. Veri kiimeleri iizerinde ¢esitli Oniglemler
(durma  kelimelerini  temizleme, govdeleme vb.)
yapildiktan sonra cilimlelerin vektorlerinin ¢ikarilmasi
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gerekmektedir. Word2Vec algoritmalar1  kelimelerin
vektoriinii ¢ikarabilmektedir. Climlenin belirtilen boyutta
bir vektoriiniin ¢ikarilmasi igin simdiye kadar literatiirde
kullanilan yontem olusan her 6zelligin  aritmetik
ortalamasini almaktir. Biz bu calismada kullanilan bu
klasik yonteme ek olarak 3 farkli hesaplama (dokiiman
vektorii olusturma) daha onermekteyiz. Bdylece sistemin
model olusturma siirelerinin, farkli hesaplama sekillerine
verecegi tepkileri 6lgmeyi hedefledik.

Onerdigimiz 3 farkhi dokiiman vektorii olusturma
yontemleri ile normalde kullanilan ortalama yontemini
kullanarak  iki  farkli  veri  kiimesinin  egitimi
gerceklestirilmistir.

Gergeklestirilen calismada 2 farkli kelime vektoriinden
CBoW, Skip-Grama goére daha kisa siirede egitimi
tamamlamis ve model olusturmayr  basarmistir.
Gergeklestirdigimiz ¢aligmanin dogrulugunu gdstermek
adma Mikolov ve ark. tarafindan gergeklestirilen ¢caligma
verilebilir. Bu ¢alismada CBoW ve Skip-Gramin model
olusturma siireleri karsilastiritlmus ve  CBoW’un model
olusturma siiresi daha kisa stirmiistiir [14].

Onerilen 3 yéntem icinde Medyan en uzun siirede model
olusturmayr tamamlamistir. En kisa siirede ise Max
yontemi modeli olusturmustur. Islem karmasiklii
acisindan bakilirsa bu durumun gerceklestirdigimiz
caligmanin dogrulugunu gosterdigi agiktir. Max yontemine
gore daha fazla islem gerektiren ama Medyan yonteminden
daha az isleme gereksinimi olan Min-Max’1n iki yontemin
arasinda deger gostermesi de c¢aligmanin sonuglarini
dogrular niteliktedir.

Calisma sonuglar1 incelendiginde gerek CBoW un gerekse
de SkKip-Gram’in model olusturma stirelerinin aslinda
birbirine cok yakin oldugu goriilmektedir. Veri seti boyutu
arttikga CBoW ile Skip-Gramin arasinda model olusturma
stirelerinin  arttigt Sekil 2-3’te goriilmektedir. X veri
kiimesi 11332 6rnek igerirken Y veri kiimesi 7086 ornek
icermektedir. Veri kiimelerinin boyutlarinin farkliligi Sekil
2 ve Sekil 3 arasindaki farkliligi agiklamak igin yeterli
goriilmektedir.

Onerilen 3 farkli dokiiman olusturma yontemi ve Kklasik
olarak kullanilan ortalama alma yontemi ile iki farkl: veri
kiimesinin egitimi yapilmis ve model olusturma siireleri
karsilastirilmistir. Bundan sonraki ¢calisgmamizda olusan bu
dort farkli dokiiman vektdrii igin test asamasindaki
dogruluk arastirilacaktir. Ayrica farkli veri setleri ile
calistirllacak modellerin gosterebilecegi farkli bir durum
olup olmadig1 gézlenmeye calisilacaktir.
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