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Classification is the problem of identifying to which of a set of categories a new observation belongs, on the
basis of a training set of data containing observations whose category membership is known. In this study, for
solving multi-group classification problems, a new two-stage hybrid classification method based on regression
analysis and mathematical programming has been developed. In the first step of the proposed method, the
classification score of each unit is estimated with the help of the linear regression equation for each unit. In
the second step, the classification of the units is performed by the mathematical programming model based on
clustering analysis.
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Figure A. Flow chart of proposed method

Purpose: In this study, for solving multi-group classification problems, a new method has been proposed
based on regression analysis and mathematical programming classification method. The purpose of this study
is handled the multi-group classification problem with the help of the superiority of regression analysis from
the statistical theory and the flexibility of mathematical programming by a two-stage detailed examination
idea.

Theory and Methods: The proposed method combines the strengths of regression analysis and mathematical
programming method.

Results: From the 10 real data sets taken the well-known literature and simulation study results, it is observed
that the proposed method outperforms the regression analysis, mathematical programming and artificial neural
network based classification methods.

Conclusion: With the proposed method, it is possible to achieve high correct classification success in the multi-
class classification problems.
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e Cok gruplu siniflandirma problemleri i¢in yeni bir yaklasim
e  Smiflandirma skorlari i¢in regresyon analizinin kullanilmasi
e  Birimlerin siniflandirilmasi i¢in matematiksel programlamanin kullanilmasi
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Bu calismada, ¢ok gruplu siniflandirma problemlerinin ¢6ziimii i¢in regresyon analizi ve matematiksel
programlamaya dayali iki asamali yeni bir hibrit siniflandirma yoéntemi gelistirilmistir. Onerilen yéntemin
ilk asamasinda, her bir birimin siniflandirma skoru her birim i¢in olusturulan dogrusal regresyon denklemi
yardimiyla tahmin edilmektedir. Ikinci asamasinda ise, birimlerin simiflandirilmasi kiimeleme analizi tabanli
matematiksel programlama modeli ile yapilmaktadir. Onerilen yontem kendisini olusturan regresyon analizi
ve matematiksel programlama yontemlerinin giiglii yanlarini kombine etmektedir. Literatlirden alman 10
gergek veri seti ve simiilasyon ¢alismasi sonuglarindan, dnerilen yontemin regresyon analizi, matematiksel
programlama ve yapay sinir ag1 temelli siniflandirma ydntemlerine gore daha iyi performans gosterdigi
gozlemlenmistir.

A new approach based on regression analysis and mathematical programming to multi-
group classification problems
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In this study, for solving multi-group classification problems, a new two-stage hybrid classification method
based on regression analysis and mathematical programming has been developed. In the first step of the
proposed method, the classification score of each unit is estimated with the help of the linear regression
equation for each unit. In the second step, the classification of the units is performed by the mathematical
programming model based on clustering analysis. The proposed method combines the strengths of regression
analysis and mathematical programming method. From the 10 real data sets taken the well-known literature
and simulation study results, it is observed that the proposed method outperforms the regression analysis,
mathematical programming and artificial neural network based classification methods.
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1.GIiRiS (INTRODUCTION)

Siniflandirma problemi, en genel tanimi ile belirli bir sinifa
ait oldugu bilinen 6rneklerin kullanilarak, yeni 6rneklerin
siniflarinin  belli bir dogruluk ile belirlenmesidir [1].
Siniflandirmanin baslica uygulama alanlari finansal yonetim
ve ekonomi alanlarinda; iflas risk tahminleri, kedi risk
gruplarinin belirlenmesi, yatirim araglarinda déviz, altin
hisse senedi, tahvil vb. se¢imi, lilkelerin kredi ve risk
derecelendirmesi [2, 3], tip alaninda; gozlenen belirtilere
gore hastanin uygun hasta grubuna atanmasi1 [4],
miithendislik alanlarinda; oriintii tanima; insan Ozellikleri
veya nesnelerin  fiziksel oOzelliklerini tanima ve
smiflandirilmasi [5, 6] ve bir sisteme gelen yabanci bir
sinyalin belirlenmesi ya da uzaktan algilama ile arazi
siniflandirmasi olarak siralanabilir [7-9].

Smiflandirma problemlerinin  ¢6ziimil igin istatistiksel
yontemler, destek vektér makineleri, yapay sinir aglari,
etkinlik analizi modelleri ve matematiksel programlama
modelleri gibi bir¢ok algoritma kullanilmaktadir. Fisher’in
[10], iki grup i¢in ortaya atmug oldugu istatistiksel dogrusal
ayirma fonksiyonu, ayirma analizinde en eski yontemdir.
Fisher, ¢ok degiskenli normal dagilim varsayim altinda iki
ya da daha fazla gruptan gozlenmis birimleri gruplardan
birine smiflandirmak i¢in mevcut degiskenler iizerinden
tanimlanacak dogrusal fonksiyonlar1 dnermistir. Dogrusal
ayirma fonksiyonunun Kkatsayilar vektorii, gruplar arasi
farkliligt maksimum yapacak big¢imde alinirlar. Ayirma
fonksiyonu, Y = a;x;+... +ax, = a’ X olsun. iki gruplu
dogrusal ayirma analizinde, k boyutlu @ ayirma vektorii ve
¢ sabiti belirlenir: a’ X < ¢ ise ilgili birim 1. gruba, diger
durumda 2. gruba ait olarak smiflandirilir. Bu dogrusal
fonksiyon, farkli gruplarin kovaryans matrislerinin ayni
olmast durumunda wuygundur. Aksi halde karesel
fonksiyonlarin  kullanim1 analiz  sonuglarinin  saglikli
olmasim1  saglayacaktir [11]. Istatistiksel ydntemler
kullanilarak elde edilen sonuglar olasiliklarla ifade edilir
fakat bu yontemlerin kullanilabilmesi i¢in gerekli olan
varsayimlarin saglanmasi ¢ogunlukla imkansizdir [12].
Siniflandirma problemlerinin incelenmesinde istatistiksel
yontemlere alternatif olarak c¢ok sayida matematiksel
programlama  yontemi  gelistirilmigtir.  Matematiksel
programlama yontemlerini kullanmak i¢in yiinla (kitle)
ilgili herhangi bir varsayimin saglanmasina gerek yoktur.
Dogrusal programlama ile siniflandirma problemlerinin
incelenmesi ilk defa Fred ve Glover [13, 14] tarafindan
yapilmistir. Fred ve Glover, iki gruplu smiflandirma
problemleri i¢in, sapmalar toplaminin minimizasyonuna
dayanan bir model énermislerdir. iki gruplu smiflandirma
probleminde X; G; ve G, gruplarindan alinan n g¢apl bir
ornegin k tane degisken skorlarii gdsteren k X n’lik bir
matris olsun. Degisken katsayilari @, ..., @ ile j. birime ait
smiflandirma skoru ise S; =Z{-‘=1 aX; , G=1,...,n)
olarak tanimlanir. Bir birimin ait oldugu grubun tayin
edilmesi o birimin siniflandirma skorunun degerine baglhdir.
Fred ve Glover [13, 14] tarafindan onerilen basit MSD
(Minimization Sum of Deviations-Sapmalar Toplaminin
Minimizasyonu) siniflandirma modeli,

min Z Sj+ + Z S

j€Gy j€G,
Kisitlar:

Z{'(=1 aiXij + Sj+ = C,j € Gl
Y Xy =S <cjEeG, (1)

Es. 1 bigiminde tanimlanabilir. Burada X;; =0, Sj+ >0,
S =200=1...n),a (= 1,..., k) ve c isaretge serbest
(pozitif veya negatif degerler alabilen) degiskenlerdir. Bu
modelin ¢oziilmesi ile a; ve ¢ degerleri elde edilerek,
herhangi bir birimin siniflandirma skoru elde edilebilir. Bir
birimin smiflandirma skoru (S;), ¢’ye esit ya da biiyiik ise
G, e, diger durumda G, ’ye simflandirilir. S > 0 olmasi, G,
grubundaki j. birimin yanl smiflandirildiging; S =0
olmasi, G, grubundaki j. birimin yanlig simiflandirildigini
gostermektedir.

Matematiksel programlama yontemleri degiskenler iizerinde
herhangi bir dagilim varsayimina ihtiya¢ duymamaktadirlar
ve siniflama amaglari i¢in ¢ok kullanishidirlar. Matematiksel
programlama yontemleri ile c¢ogunlukla iki gruplu
smiflandirma problemleri incelenmistir. Lam vd. [15],
kiimeleme analizinde oldugu gibi aymi grup icindeki
birimlerin farkli gruptaki birimlere gére daha benzer olmasi
gerektigi fikrine dayali olarak, dogrusal programlama tabanl
bir siniflandirma yontemi gelistirmistir. Sueyoshi [16],
DEA-DA adim1 verdikleri ilk asamada ¢akisma durumunun
tespit edildigi ikinci agsamada ise ¢akigma durumunda olan
birimlerin siiflandirildig: iki asamali bir model 6nermistir.
Bu modelde veri zarflama analizi (VZA) modellerinden
yararlanilmistir.  Sueyoshi [17], DEA-DA smiflandirma
modelini karma-tamsayili formda ifade ederek yanlis
smiflandirilan toplam birim sayisini minimum yapmaya
¢aligan bir model 6nermistir. Sueyoshi [18], karma-tamsay1lt
DEA-DA modelini orijinal DEA-DA ve diger siniflandirma
algoritmalar1 ile bir simiilasyon c¢aligmas1 {izerinden
karsilagtirmis ve veri yapisinin 6zel bir durumu i¢in DEA-
DA modelini ¢ok gruplu duruma genisletmistir. Bal vd. [19],
Lam vd. [15] modelinde ortalamadan sapmalar yerine
medyan (ortanca) degerinden sapmalar toplamini minimize
ederek 6zellikle ¢arpik dagilimdan gelen degiskenlere sahip
problemlerde kullanilabilecek iki asamali LPMED modelini
Onermislerdir.

Birden fazla siniflandirma yonteminin gii¢lii yonlerinin bir
araya getirilmesiyle olusturulan hibrit siniflandirma
yontemleri literatiirde 6nemli bir yer tutmaktadir. Ramanan
vd. [20], DAG-SVM adin verdikleri Dengesiz Karar Agac1
ve Destek Vektor Makinelerine dayali hibrit bir yontem
énermislerdir. Bal ve Orkcii [21], iki gruplu durum i¢in MSD
ve VZA yontemlerinin bir kombinasyonu olan dogrusal
programlamaya dayali  bir smiflandirma  modeli
onermislerdir. Onerilen model farkli dagilimlara gére
yapilan simiilasyon sonuglarina gére MSD ve Fisher’in
istatistiksel simiflandirma fonksiyonundan daha yiiksek
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dogru smiflandirma oranlarina sahiptir. Polat ve Giines [22],
¢ok gruplu siniflandirma problemleri igin C4.5 karar agaci
ve birine karsi hepsi yontemlerinin bir kombinasyonu olan
hibrit bir siniflandirma yontemi 6nermislerdir. UCI veri
tabanindan alinan 3 farklt veri seti iizerinde Onerilen
yontemin siniflandirma basarisi dogru siniflandirma orani,
duyarlilik ve 10-kat capraz gecerlilik kriterlerine gore
degerlendirilmistir. Onerilen ydntem 3 veri setinde de C4.5
karar agaci siniflandiricisindan daha bagarilidir. Aci vd. [23],
k-en yakin komsuluk, Bayes yontemi ve genetik algoritmaya
dayali bir hibrit siniflandirma yontemi gelistirmislerdir. UCI
veri tabanindan alinan 5 farkli veri seti iizerinde Onerilen
yéntemin smiflandirma basaris1 degerlendirilmistir. Orkcii
ve Bal [24] smiflandirma problemlerinin ¢dziimii i¢in reel
kodlu genetik algoritma ile egitilmis yapay sinir ag1 modelini
onermiglerdir. Khashei vd. [25], siniflandirma problemleri
icin yapay sinir aglar1 ve regresyon analizine dayali hibrit bir
sinir ag1 simiflandirma yontemi 6nermislerdir. Bu yontemde
regresyon analizi yontemi istatistiksel modellemedeki teorik
tstiinliigii ile sinir aglarindaki her bir agirlik katsayisinin
biiyiikliigiinii belirlemek i¢in kullanilmaktadir. UCI veri
tabanindan ve farkli kaynaklardan alinan veri setleri lizerinde
Onerilen yontemin siniflandirma basaris1 10-kat ¢apraz
gegerlilik kriterine gore degerlendirilmistir. Sonuglar hibrit
yontemin dogrusal ayirma analizi, karesel ayirma analizi,
klasik geri yayilim yapay sinir ag1, destek vektdr makineleri
ve k-en yakin komsuluk yontemlerinden iistiin oldugunu
gostermektedir. Jabeen ve Baig [26], ¢ok gruplu
smiflandirma problemleri igin iki asamali bir 6grenme
yontemi 6nermislerdir. Ilk asamada, simflandiricilar kalan
siiflara karst her smf igin egitilir. Ikinci asamada,
smiflandiricilar, veri setinden herhangi bir smifi
siniflandirabilen tek bir kromozom olarak entegre edilmis ve
islenmigtir. Chou vd. [27], ¢ok gruplu smiflandirma
problemleri i¢in bulanik mantik, genetik algoritma ve destek
vektdr makinalar1 yontemlerinin bir kombinasyonu olan
hibrit bir siniflandirma yéntemi &nermislerdir. Onerilen
yontem Tayvan ingaat sektoriindeki bir siniflandirma
problemine uygulanmis ve 10-kat ¢apraz gegerlilik kriterine
gore kendisini olusturan yontemlerden daha basarili oldugu
ortaya konmustur. Seera ve Lim [28], FMM-CART-RF adini
verdikleri siniflandirma ve regresyon agagclari, bulanik min-
max sinir aglart ve rasgele aga¢ (random forest)
yontemlerine dayali bir hibrit yontem Onermislerdir. UCI
veri tabanindan alinan 3 farkli veri setine gore yapilan
calismanin sonuglar1 Onerilen hibrit ydntemin kendisini
olusturan smniflandirma ve regresyon agaglari ve bulanik
min-max sinir aglar1 yontemlerinden ve ayrica literatiirdeki
bazi smiflandirma yoéntemlerinden 2-kat, 5-kat ve 10-kat
capraz gegerlilik kriterlerine gore daha yiiksek siniflandirma
basarisina sahip oldugunu gostermistir. Farid vd. [29], ¢ok
gruplu siniflandirma problemleri igin karar agaci ve Bayes
simiflandirict yontemlerine dayali hibrit bir karar agact
simiflandirma yontemi 6nermiglerdir. UCI veri tabanindan
alman 10 farkli veri seti iizerinde Onerilen yOntemin
siniflandirma basaris1 10 denemenin ortalamasina gore ve
dogru siniflandirma orani, kesinlik, duyarlilik ve 10-kat
capraz gecerlilik kriterlerine gore degerlendirilmistir.
Sonuglar, hibrit yontemin karar agac1 ve Bayes siniflandirici
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yontemlerinden listiin oldugunu goéstermektedir. Seera vd.
[30], FAM-CART adim verdikleri bulanik ARTMAP yapay
sinir aglart ve smiflandirma ve regresyon agaglar
yontemlerinin  giiclii yoOnlerini birlestirerek hibrit  bir
smiflandirma yontemi 6nermislerdir. UCI veri tabanindan
alinan medikal siniflandirma veri setlerine ve Malezya’daki
bir hastaneden alinan gergek bir veri setine gore yapilan
caligmanin sonuglari Onerilen hibrit yontemin kendisini
olusturan smiflandirma ve regresyon agaglart ve ARTMAP
yapay sinir aglar1 yontemlerinden ve ayrica yapay sinir aglari
temelli bazi smiflandirma yontemlerinden kesinlik,
duyarlilik ve 10-kat ¢apraz gegerlilik kriterlerine gére daha
yiiksek siniflandirma bagarisina sahip oldugunu gostermistir.
Kim ve Choi [31], HMC-LAD admi verdikleri ikili karar
agacina dayali, verilerin mantiksal analizini kullanarak
calisan bir hiyerarsik ¢ok gruplu smiflandirma yontemi
onermislerdir. Lee ve Lee [32], genetik algoritma ve ikili
karar agaci mimarisine dayali hibrit bir destek vektor
makineleri siniflandirma yéntemi onermislerdir. Bhardwayj
vd. [33], cok gruplu siniflandirma problemleri igin genetik
programlama ile optimize edilmis sinir aglar1 yontemini
onermislerdir. GONN adini verdikleri bu yontemde her bir
grup bir genetik programlama agaci olarak ifade
edilmektedir. UCI veri tabanindan alman 7 farkli veri seti
tizerinde, farkli 6rnek boliimlemelerinde ve iki farkli sinir ag1
mimarisinde dnerilen yontemin siniflandirma basarisi klasik
geri beslemeli yapay sinir ag1 ve yapay sinir aglarina dayali
simiflandirma algoritmalar1 ile 10-kat ¢apraz gegerlilik
kriterine gore degerlendirilmistir. Onerilen yontem klasik
geri beslemeli yapay sinir agi yontemine gore oldukga
bagarili sonuglar vermistir.

Bir sisteme gelen yabanci bir sinyalin belirlenmesi ya da
uzaktan algilama ile arazi siniflandirmasi gibi mithendislik
problemleri ig¢in de ¢esitli smiflandirma yontemleri
gelistirilmistir. Hedar vd. [34], bir sisteme izinsiz girisleri
simiflandirmak ve belirlemek i¢in genetik algoritma, kaba set
teorisi ve genetik programlamaya dayali bir yodntem
onermislerdir. 25192 sinyal verisinin yamsira UCI veri
tabanindan alinan siniflandirma veri setlerine gore yapilan
calismanin  sonuglart  dogru  smiflandirma  oranlari
bakimindan 6zellikle ok katmanli sinir ag1 ve destek vektor
makinelerinden  olduk¢a basarilt  oldugunu ortaya
koymaktadir. Lakshmi vd. [35], arazi kullamimi ve arazi
smiflandirmast igin karar agact ve istatistiksel dogrusal
smiflandirma yontemine dayali bir yontem Onermislerdir.
Zhang vd. [36], radyasyon sinyalini tanimlamak i¢in, k-en
yakin komsuluk, rasgele arama ve klasik geri yayilimli yapay
sinir smniflandirma yontemlerini kombine ederek hibrit bir
siiflandirma yontemi Onermislerdir. Yontemin dogru
simiflandirma basarisi karar agaci, destek vektdr makineleri,
rasgele agac, k-en yakin komsuluk ve klasik geri yayilimlt
yapay sinir ag1 siniflandirma yontemleri ile 500 birimlik bir
sinyal verisi iizerinden karsilagtirilmistir. Onerilen hibrit
yontem sinyal tespitinde diger sinir agi siniflandirma
yontemleri kadar yiiksek siniflandirma basarisina sahiptir.

iki gruplu durum igin gok sayida matematiksel programlama
tabanli yontem gelistirilmis, bu yontemler cesitli gergek
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diinya problemlerinde ve simiilasyon deneylerinde
karsilagtirilmigtir.  Simiilasyon  c¢aligmalarinda  farkh
dagilimlar ve gruplardaki birim sayilarinin  farkl
biiyiikliikleri dikkate alinmistir. Bu ¢alismada ise iki gruplu
duruma gore nispeten daha az 6nerinin yapildigt cok gruplu
simiflandirma problemlerine literatiirde Onerilen
matematiksel programlama yaklagimlari incelenmis ve yeni
bir yontem Onerisi yapilmistir. Bu ¢aligmada 6nerilen yeni
yontem literaretiirde onerilen Satapathy vd. [37] ve Lam ve
Moy [38] modellerine dayananmaktadir. Satapathy vd. [37]
siniflandirma yaklasiminda her birimin siniflandirma skoru
dogrusal regresyon denklemi ile tahmin edilmekte fakat
birimlerin siniflara  atanmasi i¢in ac¢ik bir kural
bulunmamaktadir. Bu ¢alisma, Satapathy vd. [37]
siiflandirma yaklagiminin bu eksikligini Lam ve Moy [38]
tarafindan Onerilen esik deger sinamasi yapan matematiksel
programlama modeli ile gidermektedir. Lam ve Moy [38]
tarafindan Onerilen ¢ok gruplu siniflandirma modelinde de
birimlerin simiflandirma skoru iki gruplu durumdaki MSD
yaklagimina benzer bir sekilde yapilmakta ve dogrusal
programlama ile elde edilmektedir. Bu ¢aligmada Onerilen
model birimlerin smiflandirma skorlarin1 bir istatistiksel
modelleme yontemi olan regresyon analizi ile elde etmesi
bakimindan Lam ve Moy [38] yaklasimina katki sunmakta,
birimlerin siniflandirmasini ise matematiksel programlama
ile objektif bir sekilde elde etmesi bakimindan da Satapathy
vd. [37] yaklagimina katki sunmaktadir. Bu bakimdan bu
calismada Onerilen yontem Satapathy vd. [37] ve Lam ve
Moy [38] yontemlerinin giiglii yanlarini birlestirmektedir.

Onerilen yontemin ve bu calismada incelenen diger ¢ok
gruplu smiflandirma yontemlerinin dogru siiflandirma
performanslar literatiirdeki gergek veri setleri ve tasarlanan
bir simiilasyon g¢aligmasi ile karsilastirilmistir. Gergek veri
setleri i¢in elde edilen sonuglar literatiirdeki hibrit
yontemlerin  sonuglart ile de karsilagtirmali olarak
verilmistir. Simiilasyon calismasinda onceki simiilasyon
caligmalarina benzer olarak, verilerin geldigi dagilimlarin ve
gruplardaki birim sayilarmin farkli oldugu durumlar dikkate
almmustir. Karsilagtirma kriteri olarak ise 10-kat ¢apraz
gegerlilik kriteri kullanilmugtir.

Literatiirde onerilen ¢ok gruplu matematiksel programlama
tabanli smiflandirma modelleri 2. Bolimde, Onerilen
siniflandirma modeli 3. Bolimde, modellerin
karsilagtirilmasi 4. Boliimde yer almaktadir. Son boliimde ise
elde edilen sonuglar yer almaktadir.

2 COK GRUPLU SINIFLANDIRMA
PROBLEMLERINDE MATEMATIKSEL

PROGRAMLAMA YAKLASIMLARI
(MATHEMATICAL PROGRAMMING APPROACHES IN THE
MULTI-GROUP CLASSIFICATION PROBLEMS)

Iki gruplu smiflandirma problemi icin &nerilen gok sayida
matematiksel programlama yaklagimi olmasina ragmen, ¢ok
az sayida ¢ok gruplu matematiksel programlama yaklagimi
vardir. Iki gruplu durumdan ¢ok gruplu duruma
genigletmenin en kolay yolu tiim iki gruplu kombinasyonlari
kullanmaktir [14, 15]. Herhangi bir iki gruplu formiilasyon

bu ¢ok gruplu ayirma yonteminde kullanilabilir. Iki gruplu
durum i¢in bir karma tamsayili siniflandirma modeli, Es. 2
ile verilebilir [39].

n
mmZyj
j=1

Kisitlar:

Z{-‘zl O(iXi]- - My] <c-— S,j € Gl
Y aXij+My; =c+ej€eG, )

Burada, X;;, j. birimin i. degiskenine iliskin gézlem degeri,
a;, i. degiskenin agirhg (katsayisi), yj, j. birimin yanhs
smiflandirilip smiflandirilmadigint gosteren iki degerli bir
degisken, ¢ ise iki grubu birbirinden ayiran ayirma esik
degeri olmak iizere serbest degerli bir degiskendir. ¢ ise
kiiciik bir pozitif sayidir ve herhangi bir birimin ayirma
fonksiyonu iizerinde olmamasit ig¢in modele dahil
edilmektedir. h grup sayisi olmak iizere, Gy,...,Gjy
gruplarmm tiim ikili ¢iftlerinin h (h — 1)/2 tane ayirma
fonksiyonu kurmak icin kullanilmasi gerekmektedir.

Gehrlein [40] ikiden fazla grup igin tasarlanmis 6zel bir
karma tamsayili programlama modeli 6nermistir. Genel tek
fonksiyonlu siniflandirma modeli (GSFC),

n
minZyj
j=1

Kisitlar:

a+ X X —My; <U,jeEG.r=1,..,h

@+ X X+ My; =L, ,j€G.r=1,..,h
U.-—L.=ze'r=1,...,h

L. —U+M],,=2er=1,...,hr #t

Le—U.+MJ,, 2er=1,...,hr #t
Jre+Jer=1r=1,...,hr #t 3)

Es. 3 olarak tanimlanmaktadir. Burada, h; grup sayisi, a; bir
kayma sabiti (bir esik degeri), U,-; G, grubuna atanan araligin
son iistnoktasi (r = 1,...,h), L,; G, grubuna atanan araligin
son alt noktas1 (r = 1,...,h ), e'; bir gruba atanan araligin
minimum genigligi, e; bitisik araliklar arasindaki araligin
(olusacak boglugun) minimum biiyiikliigii, M; pozitif biiyiik
bir sabit, k; degisken sayis1 ve n; toplam birim sayist olarak
tamimlanmaktadir. ., (r #t) degiskeni G, grubu G,
grubundan once ise 1 degerini, degilse 0 degerini alan iki
degerli bir degiskendir. y; degiskeni, j. birimin yanlis
smiflandirilip siniflandrilmadigimi gosteren iki degerli bir
degiskendir. «; (i=1,...,k), L, ve U, (r=1,...,h)
degiskenleri ise serbest degerli degiskenlerdir.

Es. 3 ile verilen model, her bir birim i¢in bir dogrusal a, +
YK aX; ; ayirma skoru tanimlamakta ve boyle bir ayirma
skorunun [L,., U,] araliginin igine diisiip diismedigini kontrol
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etmektedir. Ayirma skor degeri gruplar arasindaki bosluga
diisen bir birim yanlig siniflandirilmis sayilmaktadir [40].

Gehrlein [40] ve ayn1 zamanlarda Choo ve Wedley [41] bir
genel ¢ok fonksiyonlu siniflandirma modeli (GMFC)
onermislerdir.

n
minZyj
j=1

Kisitlar:

Qo + Zf=1 AriXij — Ao — Z?=1 a X + My; = e,
jJEG.,r=1,....hsr #t
j=1,...,n 4)

Bu modelde (Es. 4), a,;; G, grubundaki X;; degiskeninin
agirhigi ve a,: G, grubu i¢in kayma sabiti (G, grubu i¢in bir
esik degeri) olarak tanimlanmaktadir. Burada, a,; agirlik
degiskenleri isaretge serbest degiskenlerdir. y; degiskeni, j.
birimin yanlis smiflandirilip smiflandirilmadiini gosteren
iki degerli bir degiskendir. a; (i = 1,...,k;r =1,..., h)ise
serbest degerli degiskenlerdir. GMFC modeli bir birimi en
biiyiik ayirma skoruna sahip grup igine siniflandirmaktadir.
Modeldeki kisit ile her bir grup igin bir bireysel ayirma
fonksiyonu olusturulmaktadir. Eger grup sayis1 ve degisken
sayisi ¢ok biiyiirse, GMFC modeli GSFC modelinden ¢ok
daha fazla serbest degisken ve kisitlamaya sahip olacaktir
[42].

Lam ve Moy [38], Lam vd. [15] tarafindan gelistirilen iki
gruplu smiflandirma modelini ¢ok gruplu duruma
genigletmislerdir. Lam vd. [15]’nin iki gruplu siniflandirma
modelinde siniflandirma iglemi bireysel siniflandirma
skorlarmin kendi grup ortalama skorlarindan sapmalarinin
minimize edilmesi temeline dayanmaktadir. MLM olarak
isimlendirilen modelin ¢ok gruplu duruma genisletme islemi
ise agagida verilmektedir. i. degiskene iliskin ortalama x;” =

niz jee, Xij» (r = 1,..., h) olarak tanimlanir. Burada n,., G,
.

grubundaki birim sayisidir. n ise n = n;+...+n;, olmak
iizere toplam birim sayisini ifade etmektedir. u = 1,..., h —
1, v=u+1,...,h olmak lizere, her bir (u,v) ¢ifti i¢in
model

min Z d;
JEGy,JEGY

Kisitlar:
25:1 a’i(XL-j - f;’u) + d} > 0,] € Gu

;c=1 ai(Xij —f:’) - d] < 0,] € Gv
YiaE -F) 21 )

Es. 5°de tamimlanmaktadir. Bu modelde, o; (i =1,...,k)
serbest degerli degiskenler ve j € G, ve j € G, i¢in d; =

1944

0’dir. ¥ o (X — %) + d; = 0 ve Th_; a;(X;; — %) —
d; <0 kisitlan ile 7. gruptaki birimlerin smiflandirma
skorlarini r. grubun ortalama siiflandirma skoruna miimkiin
oldugunca yaklastirmaya yarar (r = u, v).

Es. 5 yardimiyla her (u,v) grup gifti icin elde edilen «;
yardimiyla G, ve G, ’deki bireylerin S; siniflandirma skor
degerleri bulunur. Ardindan da u=1,...,h— 1, v=u+
1,..., h olmak {izere gruplar1 ayirmada yararlanilacak c,,
degerleri

-1 h h-1 h
min DN duwt D > Y dus

JEGy u=1v=u+1 JEGyu=1v=u+1

Kisitlar:

Sjuw T djuy 2 ¢y, u=1,...,h — 1,
v=u+1,...,h,jEG,

Sju,,—d]-m,Scu,,,u= 1,...,h_1,

v=u+1,... ,h,jEG, (6)

modelin ¢oziilmesiyle elde edilir. Burada, tim ¢y,
degiskenleri serbest degerlidir ve tiim dj,,, degerleri ise
negatif olmayan degiskenler olarak tanimlanmustir. Es. 6 ile
verilen modelde tiim kesme (esik) degerleri yani c,,
degerleri es zamanli olarak elde edilmektedir.

Gochet vd. [43] ¢ok gruplu siniflandirma problemi ig¢in LP4
yaklagimint  Onerdiler. Yanlis smiflandirmanin = gruba
uyumsuzluk olarak tanimlandigt bu modelde toplam
uyumsuzluk miktart minimize edilmeye c¢alisilmaktadir. j.
birimin uyumsuzlugu B, uyumlulugu ise y;, degiskenleri
ile temsil edilirse, toplam uyumsuzlugun minimize
yapilmaya caligildigi i¢in LP? yaklasimi Es. 7’de
verilmektedir.

iy S s
Kisitlar:

.th +(a" — a")X, - Vrjt =&
LEXE0 - Bl =4
y‘r]t’ Br]t =0 7

Burada, a” ve a' serbest degerli degiskenlerdir.

Sueyoshi [18], iki grup i¢in verdigi karma-tamsayili modelin
¢ok gruplu duruma genislemesini vermistir. Cok gruplu
durum i¢in ise genel bir model r = 1,...,h i¢in Es. 8 ile
verilmektedir.

h

iy S,

r=1 jE€G,
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Kisitlar:

?:1(/1?— _Ai_)Xij —c + My] >0,
r=1,...,.h—1,j €G,

1 (A = )Xy — ¢ — My; < —e,
T:l,...,h—l,jEGr+1

K QF+2)=1

=N zefti=1,..k

§ 22 =6 i=1,..k

SF+ér<1,i=1,...k

K E+E) =k ®)

Bu modelde, A} ve A7 (i=1,...,k) negatif olmayan
degiskenler ¢, (r = 1,...,h — 1) serbest degerli degiskenler
yi G=1,...,n), & ve & (i=1,...,k) ise 0 ve 1
degerlerini alabilen ikili degiskenlerdir. A; = Af — A7 olmak
iizere, birimler asagida  verilen  kurala  gore
simiflandirilmaktadir.

K A X = cf ise G, grubuna
i —e=Y NXm<cf ise G (r=1,....h—1)
grubuna
Choq1— €= YK XX, ise G, grubuna

smiflandirma yapilmaktadir. Es. 8 ile h —1 tane farkli
(ci’dan cj,_;’a kadar) aywrma skoru elde edilmektedir.
Ayirma skorlart aymt 4] (i =1,...,k) agirhk degerleri ile
elde edilmektedir. Bu model ¢oziildiigiinde optimal ¢éziimiin
¢ >c; >...> cp_q olarak saglanmasi gerekir. Coziim bu
durumu saglamiyorsac, > ¢y + €,6, >3+ &, ..., Chp >
cn_q + € kusitlarinin bu modele eklenmesi gerekmektedir.
Sueyoshi tarafindan verilen karma-tamsayili yaklasim ¢ok
gruplu siniflandirmanin 6zel bir tiiriinii ¢6zebilir. Burada
Ozel bir tiirle kastedilen veri yapisinin siralt halde olmasidir.
Eger veri seti gruplara gore sirali halde degilse miimkiin
olmayan ¢oziimlerle veya diisiik siniflandirma oranlar ile
karsilagilabilir.

Satapathy vd. [37], parcacik siirii optimizasyonu ve dogrusal
regresyon analizi tabanli bir smiflandirma yaklagimi
onerdiler. Regresyon modelinin katsayilart her bir veri seti
icin ayr1 ayri en kiiglik kareler ve pargacik siirii optimizasyon
teknikleri kullanilarak tahmin edilmektedir. Bu yaklagimda
birimlerin  siniflandirilmas1  uzaklhik 6lgiilerine  gore
yapilmaktadir.

Bal ve Orkcii [44], Sueyoshi’nin DEA-DA modeli [18] ve
Gochet [43]’in ¢ok gruplu smiflandirma modelinin bir
kombinasyonu olan, bir¢ok gruplu smiflandirma modeli
onerdiler.

Kisitlar:

k k Jj j
Ao + Xizg AriXij — Qo — Yi=1 ayXij + Ny — Py 2 €,

JEG.,r=1,...,h;r#tj=1,...,n
Yhok a=1,r=1,...,h;r #t
@;>0,r=1,..,h,i=0,...k ©)

Es. 9 ile bir birim en biiyiik siniflandirma skoruna sahip
oldugu gruba atanir. € degeri ¢ok kiigiik pozitif bir sayidir ve
herhangi bir birimin ayirma skorunun ayirma diizlemi
lizerinde olmasini engellemek i¢in modele konulmustur.
Modelde r. grupta yer alan birimlerin r. grup i¢in olusturulan
o + XK aiX; j aywrma fonksiyonunun, t. grup igin
olusturulan a,y + Y5, @i X; j aymma  fonksiyonundan
aymrimi yolu ile gruplarma atanmasi istendiginden a,.q +
Y @niXy — @ — 2y @ Xy = € olmasi

amaglanmaktadir. Bu kisita negatif n{t ve pozitif p{t sapma

degiskenleri ilave edilerek ve istenmeyen n, sapma
degiskenlerinin toplami minimum yapilmaya g¢alisilarak
birimlerin uygun gruplarina siniflandiriimasi yapilmaktadir.

Istenmeyen n/, negatif sapma degiskenlerinin minimum
yapilmastyla XX, arXij — Qe — p ayX;j = & olmasi
miimkiin oldugunca saglanacak ve gruplarin birbirinden
ayirimi yapilabilecektir.

Xu ve Papageorgiou [45] hiper kutu (HB) siniflandiricisi
admi verdikleri karma-tamsayili matematiksel programlama
modelini 6nerdiler. Bir hiper kutusu aslinda ¢ok boyutlu bir
dikdortgendir ve boyutlar, veri setindeki toplam 6zellik
sayisina esittir. Bu yontem, her bir smif i¢in miimkiin
oldugunca ¢ok sayida ornek igeren bir dizi hiper kutu insa
etmeyi amaglamaktadir. Farkli siniflara ait hiper kutular
birbiriyle  ¢akismayacak  sekilde  siirlandirilmigtir.
Maskooki [46], hiper kutu siniflandiricisinin degistirilmis bir
versiyonunu Onermistir. Yang vd. [47] hiper kutu
smiflandiricisim1 - yeniden ele alarak, her iterasyonda
smiflandirict  agirliklarin - gilincellendigi  ve hesaplama
maliyetini azaltmak i¢in veri setinde farkli boliimlemelerin
yapildig: gelistirilmis bir hiper kutu smniflandirma yontemi
Onermislerdir.

3. ONERILEN SINIFLANDIRMA MODELI
(THE PROPOSED CLASSIFICATION MODEL)

Bu boliimde, Satapathy vd. [37] ve Lam ve Moy [38]
modellerine dayali olarak dnerilen iki asamali siniflandirma
yaklasimi  yer almaktadir. Onerilen yaklasimm ilk
asamasinda her bir birimin siniflandirma skoru Satapathy vd.
[37]’e benzer bir sekilde her birim i¢in olusturulan dogrusal
regresyon denklemi yardimiyla tahmin edilmektedir. Tkinci
asamada ise Lam ve Moy [38] tarafindan kullanilan
simiflandirma skorlarina dayali esik deger sinamasi ile
smiflandirma yapilmasi saglanmaktadir.

Regresyon analizi modelinin parametrelerinin tahmini
bagiml degiskenin ger¢ek gozlem degeri ile tahmin edilen
degeri arasindaki fark olarak ifade edilen artik kareler
toplaminin en kiigiiklenmesi prensibine dayanmaktadir. Y
bagiml degiskeni, X aciklayict degiskenleri, § parametre
vektoriinii ve £ hata terimlerinin vektoriinii gdstermek iizere,
Y = XB + & dogrusal regresyon model denkleminin tahmini
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Y = XB + £ olmakta ve model parametrelerinin tahminleri
de en kiiciik kareler teknigi ile yani £ artik kareler toplaminin
karesinin en kiigiiklenmesi ile yapilabilmektedir. Y-, % =
(Y — Bo — B1X1—... =B Xy)? artik kareler toplammin
minimizasyonu Satapathy vd. [35]’e benzer sekilde pargacik
sirli  optimizasyonu ile yapilmistir. Pargacik Siirii
Optimizasyonu (PSO) kuslarin veya baliklarin sosyal
ogrenmesinden esinlenen popiiler bir sezgisel arama
algoritmasidir ve c¢ok c¢esitli alanlardaki optimizasyon
problemleri i¢in basgariyla uygulanmigtir [48, 49].

Simiflandirma problemlerinde birimlerin skorlarini elde
etmek amacl kullanilacak regresyon model denkleminde Y
bagimli degiskeni sadece grup numaralarinin kodlandigi bir
kategorik degiskendir yani birinci grup 1, ikinci grup 2,
ticiincii grup 3 olarak kodlanmigtir. Satapathy vd. [37] artik
kareler toplamimnin en kiigiiklenmesi isleminde parcacik
stirlisii optimizasyonunu kullanmis fakat birimlerin gruplara
atanmas1 siirecinde uzaklik Olciilerine bagli bir ydntem
Onermesine ragmen, birimlerin nasil smiflandirildigr agik
olarak belli edilmemistir.

Lam ve Moy [38] tarafindan Onerilen ve Bal vd. [44]
tarafindan da hedef programlama gergevesinde genisletilen
model, calismamizda ikinci asamada kullanilmaktadir. Tlk
asamada ayirma fonksiyonunun agirliklarinin ve bu sayede
de birimlerin siniflandirma skorlarinin elde edilebilmesi i¢in
regresyon analizi kullanilmaktadir. ikinci asamada ise
regresyon analizi ile elde edilen siiflandirma skorlar1 Lam
ve Moy [38]’un gelistirdigi modelin ikinci agamasinda yer
alan dogrusal programlama modelinde kullamilarak, gruplari
ayirmak i¢in esik degerler elde edilmekte ve birimlerin
siniflandirilmas: yapilmaktadir.

Dogrusal regresyon modeli ile birimlerin smiflandirma
skorlari elde edildikten sonra her (u, v) grup ¢ifti i¢in G,, ve
G,’deki  birimlerin  §; smiflandirma skor degerleri B
regresyon tahminleri olmak tizere S; = X B ile bulunur.

Ardindan da u=1,...,h—1 ve v=u+1,...,holmak
lizere gruplart ayirmada yararlanilacak c,, degerleri Es.
10’un ¢oziilmesi ile elde edilir.

h-1 h h-1 h

JEGyu u=1v=u+1 jEGyu=1v=u+1
Kisitlar:

Sjuv+djuv20uv ,u=1,...,h—1,
v=u+1,...,h,jEG,

Siuw — djuy < Cup,u=1,...,h = 1,
v=u+1..h,j€G,dy, =0 (10)

Burada, tiim c,,,, degerleri serbest degerli degiskenler ve tiim
djy, degerleri ise negatif olmayan degiskenler olarak
tanimlanmustir. Bu modelde tim kesme degerleri yani ¢y,
degerleri es zamanli olarak elde edilmektedir. Onerilen
yaklagimin akig diyagram Sekil 1°de verilmektedir.

Onerilen y6ntemin isleyisini gostermek igin, birimlerin iki
karakteristiginin 6l¢iildiigii her grupta 100 birimin oldugu bir
li¢ gruplu bir veri setini ele alalim. Veri setinin gruplara gére
grafigi Sekil 2°de verilmektedir.

Birimlerin karakteristikleri x; ve x, degerleri olarak alinmus,
y bagimli degiskeni ise Satapathy vd. [37]’e benzer sekilde
grup 1 birimleri i¢in 1, grup 2 birimleri i¢in 2 ve grup 3
birimleri i¢in ise 3 olarak kodlanmustir. Y300(Y; — S, —
B1X1 — B,X;)? artik  kareler toplamm  parcacik  siirii
optimizasyonu ile minimize edilerek, regresyon denklemi
¥ =4,0079 — 1,2143x, — 0,7018x, olarak elde edilmis ve
bulunan regresyon denklemi yardimiyla her bir birimin
simiflandirma skoru elde edilmistir. Ornegin ikinci grupta yer
alan bir birimin x degerleri (1,2, 0,7) ise bu gruptaki bu
birimin siiflandirma skoru 2,059 olarak elde edilecektir. Ug
gruptaki her birim i¢in siniflandirma skorlari elde edildikten

Ven Setiun Efitim ve Test Set: olarak
aynimasi

g efitum setindek: binim sayis:

ny: test setindeki binm sayis

Egitim Seti

\_.-’

k: degisken sayisy, h: grop saysi

}_"':‘l £% ‘mn PSO ile minimum

L_Asama yapilarak
Simflandirma Skorlarinin Elde ——=> | ¥ = o + By Xy +... +F, Xy regresyon
ilmesi modelinin parametrelerinin tahmin
edilmesi

NR

PSO parametrelerinin ayarlanmas:
pargacik sayisy V=8 =Fo +BuXyt... +Buke
maksimum ftérasyon sayisi > | tle her birimin simflandirma skorunun
huzlandirma sabitlen elde adilmesi

atalet afurlik stratejisi

I Asama

kullanarak Model (9)'un ¢ozimunden
Gruplan Ayiran Egik Degerlerin > gruplan aywran ¢ egik degerlerinin elde
Belirlenmest adiloasi

I. Asamada elde edilen 5; skorlarim

v

1. agamada elde edilen optimal
Test Seti - > Bo.By.... By degerleri ile test setindeki

degerlerinin hesaplanmas

ny tane binm i¢in §; suuflandirma skor

I1. agamada elde edilen optimal ¢
=> | degerleri ile test setindeka 1t tane
binmin grobu beliflenmesi

Sekil 1. Onerilen yéntemin akis diyagrami (Flow chart of proposed method)
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Sekil 2. Hipotetik veri setinin gorsel gosterimi (Visual display of the hypothetical data set)

sonra gruplari birbirinden ayiran ve birimlerin gruplarini
tayin eden ¢ esik degerlerinin bulunmasi model (10)’ un
coziilmesiyle elde edilmis ve esik degerleri sirasiyla ¢; =
1,5 ve ¢, = 2,7 olarak elde edilmistir. Bu kiigiik gdsterim
icin, PSO islemlerinde parcacik sayisi 20, maksimum
iterasyon sayisi 100, hizlandirma sabitleri 2 ve atalet agirlik
stretejisi olarak ise 0,9 degerinden 0,1 degerine dogrusal bir
sekilde azalan strateji kullanilmigtir [49].

Uc gruptaki 100’er birimin simflandirma skorlar1 ve
siniflandirma  skorlar1 sayesinde elde edilen gruplari
birbirinden ayiran esik degerleri Sekil 3’de verilmektedir.
Sekil 3’den, birimlerin elde edilen siniflandirma skorlar
araciligiyla dogrusal programlama yontemi ile elde edilen
simiflandirma basarisinin yiiksek oldugu gézlenmektedir. Bu
kiigik 6rnekte birimlerin iki tane karakteristigi (x; ve x,)
alimmustir. Ayrica bu kiiciik gorsel uygulamada veri seti bir
biitiin olarak alinmig yani verinin egitim-dogrulama ya da k-
tane alt gruba ayrildig1 performans Slgme durumlar goz
Oniine alinmamugtir.

4. SINIFLANDIRMA MODELLERININ

KARSILASTIRILMASI
(COMPARISON OF THE CLASSIFICATION MODELS)

Simiflandirma yontemlerinin performanslarini karsilagtirmak
icin capraz gegerlilik (cross validation) teknikleri
kullanilmaktadir. Literatiirde en ¢ok kullanilan ¢apraz
gegerlilik teknikleri; dogrulama ornegi capraz gecerlilik
(test-holdout sample cross validation), bir birimi disarida
tutma ¢apraz gegerlilik (leave-one-out cross validation), bazi
birimleri disarida tutma ¢apraz gecerlilik (leave-some-out
cross validation) ve k — kat ¢apraz gecerlilik (k —fold cross
validation) yaklagimlaridir [50, 51].

Dogrulama o6rnegi capraz gegerlilik yaklagiminda veri seti
rasgele olarak iki sete ayrilir. Setlerden biri ayirma
fonksiyonunun bulunusunda kullanilir ve bu set egitim veya
geligtirme Ornegi (training sample, development sample)
olarak isimlendirilmektedir. Diger set ise dogrulama &rnegi

(test-holdout sample) olarak isimlendirilir ve bu 6rnekler
ayirma fonksiyonunun bulunusunda kullanilmaz. Egitim
orneginde ayirma fonksiyonu elde edildikten sonra yontemin
dogru smiflandirma performansi dogrulama oOrnegi ile
smanir. Bir birimi disarida tutma ¢apraz gecerlilik
yaklagiminda bir birim veri setinden ¢ikartilir ve geriye kalan
n — 1 birim ile ayirma fonksiyonu elde edilir. Baslangigta
veri setinden ¢ikartilan birim n — 1 birimden elde edilen
ayirma  fonksiyonu yardimiyla  gruplardan  birine
smiflandirilir. Bu islem her bir birim i¢in yani n defa
tekrarlanir. Her birim igin elde edilen dogru siniflandirma
sayilarinin ortalamasi ilgili yontem i¢in bir birimi disarida
tutma c¢apraz gegerlilik dogru siniflandirma performansi
olarak alinir [52].

k — kat ¢apraz gegerlilik yaklasiminda ise veri seti rasgele
olarak k alt kiimeye ayrilir. Bir birimi disarida birakma
yaklagimina benzer olarak k alt kiimeden bir tanesi veri
setinden ¢ikartilir ve geriye kalan k — 1 kiimedeki birimlerle
ayirma fonksiyonu elde edilir. Baglangigta veri setinden
cikartilan  kiime igindeki Dbirimler k — 1 kiimedeki
birimlerden elde edilen ayirma fonksiyonu yardimiyla
gruplara siniflandirilirlar. Bu islem her bir kiime i¢in yani k
defa tekrarlanir [50, 53]. Her kiimeden elde edilen dogru
siiflandirma sayilarinin ortalamasi ilgili yontem igin k —
kat ¢apraz gegerlilik dogru siniflandirma performansi olarak
almir. Literatiirdeki ¢aligmalarda k sayist genellikle 10
alimmakta yani veri seti 10 alt kiimeye ayrilmaktadir [28, 29,
33]. Bu ¢alismada da veri seti rasgele olarak 10 alt kiimeye
ayrilarak smiflandirma yontemlerinin 10 — Kkat ¢apraz
gegerlilik dogru siniflandirma performanslart incelenmistir.
Regresyon dogrusu parametrelerinin tahmininde artik
kareler toplaminin minimizasyonu isleminde Satapathy vd.
[37]’e benzer sekilde PSO’dan faydalanilmistir. Gergek veri
setleri ve simiilasyon c¢aligmasinda, PSO iglemlerinde
pargacik sayist 100, maksimum iterasyon sayist 1000,
hizlandirma sabitleri ¢; = ¢, = 2 ve atalet agirlik stratejisi
olarak ise dogrusal azalan agirlik stratejisi alinmistir. Verinin
biiyiikliigiine ve problemin karmasikligina bagli olarak
pargacik sayist 100 olarak belirlenmistir. ¢; = ¢, = 2
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Sekil 3. Birimlerin gruplara siniflandirilmasi (Classification units to groups)

hizlandirma katsayilart ve dogrusal azalan atalet agirlik
stratejisi ise PSO wuygulamalarinda en ¢ok kullanilan
parametrelerdir [49].

4.1. Literatiir Ornekleri (Literature Examples)

Fisher’in dogrusal ayirma fonksiyonu (FLDF), Gehrlein’in
[40] ¢ok fonksiyonlu siiflandirma modeli (GMFC), Lam ve
Moy [38]'un ¢ok gruplu smiflandirma modeli (MLM),
Sueyoshi [18]’nin ¢ok gruplu smiflandirma modeli (DEA-
DA), Gochet vd. [43] tarafindan onerilen GCH modeli,
Sapataty vd. [37] tarafindan Onerilen regresyona dayali
siniflandirma modeli (SR), Bal ve Orkcii [44] tarafindan
onerilen hedef programlamaya dayali siniflandirma modeli
(SGP), Yang vd. [47] tarafindan gelistirilen hiper kutu
siniflandirma modeli (SHB) ve bu caligmada 6nerilen ¢ok
gruplu siniflandirma modeli yaklagimlarinin performansini
degerlendirmek icin 10 farkli veri seti dikkate alinmustir.
Ayrica literatiirde bu veri setlerini kullanan bazi hibrit
yontemler ile de karsilastirmali sonuglara yer verilmistir. 9
veri seti University of California-Irvine internet veri
tabanindan (UCI), 1 veri seti ise [54]’den alinmigtir ve kisaca
izleyen sekilde agiklanan [RIS, iiziim tamima, cam
tamimlama, ecoli, yeast protein tammlama, mekanik analiz,
dalga formu veri tabami iireteci, Statlog mekik, Statlog
goriintii segmentasyonu ve sahte twitter hesabi belirleme
gibi baz1 gercek hayat veri setlerini igermektedir [55].

1. FISHER'in IRIS Veri Seti: Bu veri setinde 3 farkl siis
cicegi tiirii yani 3 farkli grup vardir; setosa, versicolor,
virginica. Veri seti {i¢ grubun her birinde 50 ¢i¢cek olmak
iizere toplam 150 ¢igekten olusmaktadir. Her bir ¢igekten 4
farkli 6zellik gézlenmistir; sepal uzunlugu, sepal genisligi,
petal uzunlugu ve petal genigligi.

2. Uziim Tanima Veri Seti: Bu veri tabaninda bulunan veriler,
ftalya’min ayni bdlgesinde yetisen ancak {i¢ farkli bigimde
ekilen {iziimlerin kimyasal bir analizinin sonuglaridir.
Gruplarda yer alan iiziimlerin sayisi sirastyla 59, 71 ve 48’ dir
ve lizlimler i¢in 13 farkli kimyasal 6l¢tim yapilmistir.

3. Cam Tammlama Veri Seti: Cam veri seti, bir cam
ornekleminin 6z yapisini belirlemek i¢in kullanilmaktadir.

1948

Cam tiirlerinin smiflandirildigi bu ¢alisma kriminolojik
aragtirma ile desteklenmistir. Toplam 214 tane cam olmak
iizere 6 farkli cam tiirii yani 6 farkli grup vardir. Gruplardaki
cam sayilar1 swrastyla 70, 17, 76, 13, 9 ve 29°dur ve
camlardan 10 farkli kimyasal 6l¢iim yapilmistir.

4. Ecoli-Protein Tamimlama Veri Seti: Ecoli veri seti, ecoli
proteinlerinin hiicresel konumlarmin tahmin edilmesinde
kullanilmaktadir. Toplam 327 tane ecoli proteini olmak
tizere 5 farkli ecoli protein tiirii yani 5 farkli grup vardir (veri
tabaninda toplam 8 farkli grup olmasina ragmen 3 gruptaki
birim sayis1 ¢ok az oldugundan 5 grup dikkate alimmigtir).
Gruplardaki protein sayilar1 sirasiyla 143, 77, 52, 35 ve
20’dir ve proteinlerle ilgili 7 farkli kimyasal Ol¢iim
yapilmistir.

5. Yeast-Protein Tammlama Veri Seti: Yeast veri seti de
ecoli veri setine benzer olarak, yeast proteinlerinin hiicresel
konumlarinin tahmin edilmesinde kullanilmaktadir. Toplam
1481 tane ecoli proteini olmak iizere 9 farkli ecoli protein
tiirti yani 9 farkli grup vardir (veri tabaninda toplam 10 farkl
grup olmasma ragmen 1 gruptaki birim sayist ¢ok az
oldugundan 9 grup dikkate alinmistir). Gruplardaki protein
sayilar sirastyla 463, 429, 244, 163, 51, 44, 37, 30 ve 20’dir
ve proteinlerle ilgili 8 farkli kimyasal 6l¢im yapilmustir.

6. Mekanik Analiz Veri Seti: Titresim Ol¢limlerinden
kaynakli elektromekanik cihazlarda arizalarin teshisi ile
ilgilidir. 209 cihazdan 8 farkli 6l¢iim alinmistir ve arizalarla
ilgili 6 grup icermektedir.

7. Dalga Formu Veri Tabam Ureteci Veri Seti: Bu yapay veri
seti, siniflandirma amaci igin simiile edilmistir. Ug “temel”
dalga li¢ grup olusturmakta ve herbir 6rnek hepsi giiriiltii
iceren 21 Ozellikten olugmaktadir. Toplam 5000 6rnek, ii¢
gruba homojen olarak boliinmiistiir.

8. Statlog Mekik Veri Seti: Bu veri NASA Shuttle
veritabanindan alinmis olup, uzay mekiginde radyatorlerin
konumlandirilmas: ile ilgilidir. Orijinalde 7 grup olmasina
ragmen iki grupta ¢ok az gozlem olmasindan dolay:1 5 grup
kullanilmistir. Toplamda 57700 Ornekten 9 farkli 6zellik
gozlemlenmistir.
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9. Statlog Gériintii Segmentasyonu Veri Seti: Yedi resimden
(gruptan) olan bolimlerin ¢esitli piksel Olglimleri ile
degerlendirildigi bir veri setidir. Toplamda 2310 6rnekten 19
farkli 6zellik ol¢iilmiistiir.

10. Twitter Hesap Veri Seti: Twitterda agilan sahte
hesaplarin belirlenmesi ile ilgili bir veri setidir. 48000 tane
gercek hesap 2000 tane de sahte olmak iizere 50000 6rnege
(twitter hesabina) ait 10 farkli 6zellik dl¢lilmiistiir (Verinin
orjinali 95000 tane gergek hesaptan 5000 tane ise sahte
hesaptan olugmaktadir, bu c¢alismada 50000 tane twitter
hesabi kullanilabilmistir).

Tablo 1°de, siniflandirma yontemlerinin 100 tekrardan elde
edilen ortalama 10 — kat ¢apraz gegerlilik performanslari ve
ortalama dogru siniflandirmalara iligkin standart sapma
degerleri yer almaktadir. Ornegin, Tablo 1°de, IRIS veri seti
(set 1) igin 6nerilen modele ait olan 0,959 ve 1,025 degerleri,
sirastyla 100 tekrardaki 10 — kat capraz gecerlilik dogru
siniflandirma ortalamasi ve standart sapmasidir. Onerilen
yontemin Yang vd. [47] hiper kutu yaklagimi haricinde diger
yontemlere gore 10 veri setinde de yiiksek oranlarda dogru
siniflandirma basarisina sahip oldugu goézlenmektedir.
Onerilen iki asamali yaklagimm hiper kutu yaklagim ile
beraber Cam Tanimlama verisi ve Dalga Formu Veri Tabani
Ureteci verisi icin en yiiksek dogru simiflandirma oranlarina
sahip oldugu, FLDF, GMFC, MLM, DEA-DA, GCH ve SR
yontemlerine gore ise daha Dbasarili siniflandirma
performansina sahip oldugu goézlenmektedir.

Ayrica literatiirde Onerilen bazi hibrit yontemlerin bu
caligmada ele alman 10 veri seti i¢in dogru siniflandirma
sonuglarina da yer verilmektedir: Yang vd. [47] onerdikleri
SHB yonteminin dogru siniflandirma performansini
literatiirdeki baz1 yontemlerle iki senaryo {izerinden
karsilagtirmiglardir. Senaryo 1, %70 egitim seti %30 test seti
veri boliimlemesine gore dogrulama 6rnegi capraz gecerlilik
skorlarma, senaryo 2 ise bir birimi digarida tutma gapraz

gegerlilik skorlarina gore olusturulmustur. IRIS veri seti igin
(set 1), Yang vd. [47]'nin elde ettigi sonuglardan, SHB
yontemi senaryo 1’e gore %95,64, senaryo 2’ye gore %96
dogru smiflandirma ortalamasina sahiptir. Bu ¢aligmada ise
SHB yo6nteminin 100 tekrardaki 10 — kat ¢apraz gegerlilik
dogru smiflandirma ortalamasi %96,8 olarak elde edilmistir.
Yine Yang vd. [47]’nin elde ettigi sonuglardan, Naive Bayes
yontemi i¢in senaryo 1’e gore %96, senaryo 2’ye gore
%95,33, Orkcii ve Bal [24] yontemi igin senaryo 1’e gore
%86,93, senaryo 2’ye gore %88,67, Lojistik regresyon
yontemi i¢in senaryo 1’e gore %95,56, senaryo 2’ye gore
%098, Bagging yontemi igin senaryo 1’e gore %94,67,
senaryo 2’ye gore %94, Adabost yontemi i¢in senaryo 1’e
gore %94,36, senaryo 2’ye gore %97,33 ve klasik geri
beslemeli yapay sinir aglar1 yontemi igin senaryo 1’e gore
%95,11, senaryo 2’ye gore %95,33 dogru smiflandirma
ortalamalar1 elde edilmistir.

IRIS veri seti i¢in (set 1), Bhardwaj vd. [33]’nin elde ettigi
sonuglardan, 10- kat capraz gegerlilik kriterine gore
Ramanan vd. [20] tarafindan 6nerilen DAG-SVM yontemi
%96,67, Jaben ve Baig [26] tarafindan oOnerilen iki agamali
hibrit yontemi %96, Farid vd. [29] tarafindan 6nerilen hibrit
Naive Bayes yontemi %98, Kim ve Choi [31] tarafindan
onerilen HMC-LAD yontemi %96, Lee ve Lee [32]
tarafindan 6nerilen SVM yontemi %97,27 ve Bhardwaj vd.
[33] tarafindan dnerilen GONN hibrit yontemi %97,44 dogru
siiflandirma ortalamasina sahiptirler.

Bu calismada onerilen iki asamali model, IRIS verisi igin
10— kat c¢apraz gecerlilik kriterine gore %95,9 dogru
smiflandirma ortalamasina sahiptir.

Uziim tanima veri seti igin (set 2), Bhardwaj vd. [33]’nin elde
ettigi sonuglardan, 10- kat ¢apraz gegerlilik kriterine gore
Jaben ve Baig [26] tarafindan Onerilen iki agamali hibrit
yontemi %85, Farid vd. [29] tarafindan 6nerilen hibrit Naive
Bayes yontemi %86,41 ve Bhardwaj vd. [33] tarafindan

Tablo 1. Literatiir veri setleri i¢in yontemlerin 10-kat capraz gegerlilik dogru siniflandirma oranlari
(The correct classification ratios of 10-fold crossover validation of the methods for the literature data sets)

Yontem Setl Set2 Set3 Set4 Set5 Set6 Set7 Set8 Set9 Set10
FLDF 0,855 0,831 0,701 0,776 0,710 0,718 0,777 0,779 0,796 0,807
(1,085) (1,106) (1,325) (1,005) (1,059) (1,007) (0,967) (1,098) (1,129) (1,165)
GMFC 0,866 0,845 0,715 0742 0,755 0,732 0,791 0,808 0,796 0,819
(1,051)  (1,082) (1,209) (1,089) (1,106) (1,116) (1,130) (1,107) (1,109) (1,187)
MLM 0,881 0,866 0,721 0,801 0,776 0,765 0,800 0811 0,818 0,831
(1,141)  (1,028) (1,341) (1,222) (L,111) (1,119) (1,120) (1,119) (1,001) (1,099)
DEADA 0893 0866 0741 0799 0781 0,799 0802 0845  0.844 0855
(0,925) (0,995) (1,092) (1,002) (1,096) (0,996) (1,001) (1,010) (1,025) (0,999)
GCH 0899 0871 0,778 0802 0811 0,822 0811 0861 0,859 0,874
(1,004) (1,099) (1,155) (1,008) (1,158) (1,106) (1,199) (1,222) (1,124) (1,118)
SR 0,897 0,888 0,809 0,821 0,858 0,861 0,841 0,865 0,855 0,896
(1,325)  (1,199) (1,389) (1,209) (1,199) (1,201) (1,009) (1,108) (1,007) (1,192)
SGP 0,921 0,901 0,820 0,830 0,855 0,861 0,834 0,876 0,871 0,900
(1,201) (1,155) (1,146) (1,072) (1,011) (1,002) (1,145) (1,008) (1,109) (1,138)
SHB 0,968 0,928 0,832 0,862 0,881 0,878 0,875 0,911 0,900 0,956
(1,011)  (0,978) (1,109) (0,992) (1,009) (1,112) (1,113) (1,008) (1,009) (1,111)
Onerilen 0,959 0,921 0,832 0,849 0,867 0,871 0,875 0,902 0,895 0,945
Model (1,025)  (1,001) (1,129) (1,029) (0,996) (1,008) (1,023) (0,979) (0,991) (0,895)
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onerilen GONN hibrit yontemi %91,66 dogru siniflandirma
ortalamasina sahiptirler.

Bu ¢aligmada 6nerilen iki asamali model, {iziim tanima verisi
icin 10— kat ¢apraz gegerlilik kriterine gore %92,1 dogru
siiflandirma ortalamasina sahiptir.

Cam tanimlama veri seti i¢in (set 3), Yang vd. [47] nin elde
ettigi sonuclara gére SHB yontemi senaryo 1°e gore %71,09,
senaryo 2’ye gére %66,36 dogru siniflandirma ortalamasina
sahiptir. Bu ¢aligmada ise SHB yonteminin 100 tekrardaki
10 — kat ¢apraz gegerlilik dogru siniflandirma ortalamasi
%83,2 olarak elde edilmistir. Yine Yang vd. [47] nin elde
ettigi sonuglara gore, Naive Bayes yontemi i¢in senaryo 1’e
gdre %48,13, senaryo 2’ye gore %49,53, Orkcii ve Bal [24]
yontemi i¢in senaryo 1’e gore %61,59, senaryo 2’ye gore
%64,95, Lojistik regresyon yontemi igin senaryo 1’e gore
%62,16, senaryo 2’ye gore %62,62, Bagging yontemi i¢in
senaryo 1’e gore %68,69, senaryo 2’ye goére %72,90,
Adabost yontemi igin senaryo 1’e gore %42,78, senaryo 2’ye
gore %44,86 ve klasik geri beslemeli yapay sinir aglari
yontemi i¢in senaryo 1’e gore %59,97, senaryo 2’ye gore
%359,35 dogru siniflandirma ortalamalari elde edilmistir.

Cam tanimlama veri seti igin (set 3), Bhardwaj vd. [33]’nin
elde ettigi sonuglardan, 10- kat capraz gecerlilik kriterine
gore Ramanan vd. [20] tarafindan Onerilen DAG-SVM
yontemi %65,54, Jaben ve Baig [26] tarafindan onerilen iki
asamalt hibrit yontemi %64, Farid vd. [29] tarafindan
Onerilen hibrit Naive Bayes yontemi %52,33, Lee ve Lee
[32] tarafindan &nerilen SVM yontemi %72,24 ve Bhardwayj
vd. [33] tarafindan onerilen GONN hibrit yontemi %79,77
dogru smiflandirma ortalamasina sahiptirler.

Bu caligmada onerilen iki asamali model, cam tanimlama
verisi i¢in 10— kat capraz gegerlilik kriterine gore %83,2
dogru siniflandirma ortalamasina sahiptir.

Ecoli protein tanimlama veri seti i¢in (set 4), Bhardwaj vd.
[33]'nin elde ettigi sonuglardan, 10- kat gapraz gegerlilik
kriterine goére Ramanan vd. [20] tarafindan 6nerilen DAG-
SVM yontemi %81,99, Lee ve Lee [32] tarafindan 6nerilen
SVM yontemi %84,52 ve Bhardwaj vd. [33] tarafindan
onerilen GONN hibrit yontemi %83,22 dogru siniflandirma
ortalamasina sahiptirler.

Bu caligmada onerilen iki asamali model, Ecoli protein
tanimlama verisi i¢in 10— kat ¢apraz gegerlilik kriterine gore
%84,90 dogru siniflandirma ortalamasina sahiptir.

Yeast-protein tanimlama veri seti i¢in (set 5), Bhardwaj vd.
[33]'nin elde ettigi sonuglardan, 10- kat gapraz gegerlilik
kriterine gore, Jaben ve Baig [26] tarafindan Onerilen iki
asamalt hibrit yontemi %64, Farid vd. [29] tarafindan
Onerilen hibrit Naive Bayes yontemi %71,59, Lee ve Lee
[32] tarafindan 6nerilen SVM yontemi %59,82 ve Bhardwaj
vd. [33] tarafindan onerilen GONN hibrit yontemi %75,88
dogru simiflandirma ortalamasina sahiptirler.
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Bu caligmada onerilen iki asamali model, Yeast-protein
tanimlama verisi i¢in 10— kat ¢apraz gegerlilik kriterine gore
%86,7 dogru smiflandirma ortalamasina sahiptir.

Mekanik Analiz veri seti i¢in (set 6), Sangeetha ve Nalini
[56]’nin elde ettigi sonuglardan, dogrulama &rnegi capraz
gecerlilik kriterine gore, BayesNet yontemi %384,98,
Dagging yontemi %88,35, Jrip yontemi %87,58, J48
yontemi %66,76 ve HyperPipes yontemi %78,02 dogru
siiflandirma ortalamasina sahiptirler.

Bu calismada onerilen iki asamali model, mekanik analiz
verisi i¢in 10— kat capraz gegerlilik kriterine gore %87,1
dogru siniflandirma ortalamasina sahiptir.

Dalga Formu Veri Tabam Ureteci veri seti igin (set 7), Xin-
rong vd. [57]’nin elde ettigi sonu¢lardan, dogrulama 6rnegi
capraz gegerlilik kriterine gére, SVM-batch hibrit yontemi
%91,15, L1-KMSE-batch yontemi %91,74, L1-KMSE-
Increm yontemi %91,09 ve SVM-Increm yontemi %90,99
dogru siniflandirma ortalamasina sahiptirler. Jia vd. [58]’nin
elde ettigi sonuglardan, 10— kat ¢apraz gegerlilik kriterine
gore, radyal tabanli sinir aglar1 yontemi %89, genetik
algoritma ve radyal tabanli sinir aglar1 yontemlerine dayal
hibrit yontem %87, genetik algoritma, radyal tabanli sinir
aglar1 ve en kiigiik karelere dayali hibrit ydontem %97 dogru
smiflandirma ortalamasina sahiptirler.

Bu ¢aligmada onerilen iki agamali model, dalga formu veri
tabani lireteci verisi i¢in 10— kat capraz gecerlilik kriterine
gore %87,50 dogru siniflandirma ortalamasina sahiptir.

Statlog Mekik veri seti i¢in (set 8), Mendialdua vd. [59] nin
elde ettigi sonuglardan, 5- kat ¢apraz gegcerlilik kriterine
gore, PPN K-NN hibrit yontemi %99 dogru siniflandirma
ortalamasma sahiptir. Cimen vd. [60]’nin elde ettigi
sonuglardan, dogrulama 6rnegi ¢apraz gegerlilik kriterine
gore, k-ortalamalar tabanli PCF yontemi %96,50, ICF
yontemi  %93,47 dogru smiflandirma  ortalamasina
sahiptirler.

Bu calismada onerilen iki agsamali model, Statlog mekik
verisi i¢in 10— kat ¢apraz gegerlilik kriterine gore %90,20
dogru siniflandirma ortalamasina sahiptir.

Statlog Goriintli Segmentasyonu veri seti igin (set 9),
Soybani [61]’nin elde ettigi sonuglardan, 10- kat capraz
gecerlilik kriterine gore, AIRS2 hibrit yontemi %88,24 ve
FRA-AIRS2 yontemi %89,65 dogru smiflandirma
ortalamasina sahiptirler.

Bu calismada onerilen iki agamali model, Statlog goriintii
segmentasyonu verisi i¢in 10— kat ¢apraz gecerlilik kriterine
gore %89,50 dogru siniflandirma ortalamasina sahiptir.

Twitter Hesap veri seti i¢in (set 10), Simsek vd. [54] nin elde
ettigi sonuclardan, 10- kat capraz gegerlilik kriterine gore,
Softmax-Softmax-Sigmoid yontemi %97,72, Tanh-Tanh-
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Sigmoid yontemi %97,68, Rectifier- Rectifier-Sigmoid
yontemi %97,21, Rectifier-Rectifier-Tanh yontemi %85,93,
Tanh-Tanh-Rectifier yontemi %95,94, Softmax-Softmax-
Tanh yoéntemi %95,24 ve Softmax-Softmax-Rectifier
yontemi  %96,01 dogru smmiflandirma  ortalamasina
sahiptirler. Bu ¢caligmada 6nerilen iki asamali model, Twitter
Hesap verisi i¢in 10— kat capraz gegerlilik kriterine gore
%94,50 dogru simiflandirma ortalamasina sahiptir. On veri
seti beraber goz Oniine alindiginda, dnerilen iki agamali hibrit
yontemin literatiirde onerilen hibrit yontemler ile rekabet
edebilir durumda oldugu ve 6zellikle cam tanimlama, Ecoli,
Yeast, Statlog mekik ve Statlog goriintii segmentasyonu veri
setlerinde daha basarili oldugu goziikmektedir.

4.2. Simiilasyon Caligmast (Simulation Study)

Simiilasyon c¢aligmasinda ¢ok gruplu durumlar olarak ii¢ ve
bes gruplu durumlar dikkate almmustir. Ug ve bes gruplu
durumlarin her biri i¢in {i¢ degiskenli Diizgiin (Uniform) ve
Normal dagilimlardan veri iiretilmistir. Calismada kullanilan
veri tipleri Tablo 2 ve Tablo 3’de 6zetlenmistir.

Veri diretilirken veri yapisinda varyanslara bagli olarak
degiskenlikler olusturulmustur. Omegin U[75,100] ve
U[25,85] dagilimlarinin varyanslar1 birbirinden 6nemli
olgtide farklidir. Burada U[75,100] ve U[25,85] sirasiyla 75
ve 100 arasinda ve 25 ve 85 arasinda esit olasilikli olarak
yani Diizgiin olarak dagilan degerleri simgelemektedirler.

U[25,85] dagilimindan alinan orneklerin ~ degerleri
U[75,100] dagilimindan alinan 6rneklere gore daha fazla
degiskenlige yani varyansa sahiptirler.

Ayni sekilde ¢ok degiskenli normal dagilim durumunda da Z
varyans-kovaryans matrisindeki varyans ve kovaryanslarin
gruplarda farkli degerler almasi saglanmistir. Ayrica
gruplardaki birim sayilar igin de iki farklt durum dikkate
alinmistir. n4 durumu tiim gruplardaki birim sayilarmin esit
oldugu durumu gostermektedir ve bu durumda her gruptan
50°ser birim olacak sekilde veri iiretimi saglanmustir. n®
durumu ise gruplardaki birim sayilarmn farkli oldugu durumu
gostermektedir. Ug gruplu durumda n; = 60, n, = 80 ve
ns = 40 olarak belirlenmistir. Bes gruplu durumda ise n; =
20, n, =60, ng; =100, n, =40 ve ns =80 olarak
belirlenmistir.

Simiilasyon ¢alismasinda hem iki gruplu simiflandirma
problemleri igin Onerilen ¢alismalardan [15, 19] ve hem de
¢ok gruplu simiflandirma problemleri igin yapilan
caligmalardan faydalamilmustir [38, 44]. Tablo 4’de,
smiflandirma yontemlerinin 100 tekrardan elde edilen
ortalama siniflandirma ortalamasi ve dogru smiflandirma
sayilarma iliskin standart sapma degerleri yer almaktadir.
Ornegin, Tablo 4’de, diizgiin dagilim durumunda ve &rnek
¢aplarinin esit oldugu durumda, ii¢ gruplu durum igin FLDF
modeline ait olan 0,832 ve 1,234 degerleri, sirasiyla 100
tekrardaki FLDF modelinin dogru siniflandirma ortalamasi

Tablo 2. Ug gruplu durum igin simiilasyon ¢alismasinda kullamlan veri tipleri
(Data types used in the simulation study for the three group situation)

Diizgiin Dagilim Normal Dagilim
[10 1 10
Grup 1 {U[75,100],U[75,100], U[75,100]} U, =[757575,£2=|1 30 5 ]
10 5 20
30 5 1
Grup 2 {U[25,85],U[25,85], U[25,85]} U, =[505050],Z=|5 20 10]
1 10 10
1 3 3
Grup 3 {u[0,35],U[0,35], U[0,35]} Us; =[404040],2=13 1 3
3 3 1
Tablo 3. Bes gruplu durum i¢in simiilasyon ¢alismasinda kullanilan veri tipleri
(Data types used in the simulation study for the five group situation)
Diizgiin Dagilim Normal Dagilim
1 3 3
Grup 1 {U[100,150],U[100,150],U[100,150]} u; =[120120120],2=(3 1 3]
1
30 5 1
Grup 2 {U0[90,110],U[90,110],U[90,110]} H, = [100 100 100], X = [ 5 20 10]
1 10 10
[10 1 10]
Grup 3 {U0[75,100],U[75,100], U[75,100]} Hz =[909090,Z=]|1 30 5
110 5 20
[10 20 20]
Grup 4 {U[30,80], U[30,80],U[30,80]} H, =[707070],£=120 5 20
120 20 1
[1 30 10]
Grup 5 {U[0,40], U[0,40], U[0,40]} s = [353535[,2=130 20 1
10 1 1

1951
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Tablo 4. Yontemlerin 10-kat ¢apraz gegerlilik dogru siniflandirma oranlari
(10-fold cross validation correct classification ratios of the methods)

Diizgiin Dagilim

Normal Dagilim

Ornek gap1

Yontem durumu Ug gruplu Bes gruplu Ug gruplu Bes gruplu
durum durum durum durum
4 0,832 0,811 0,849 0,831
FLDF n (1,234) (1,114) (1,198) (1,187)
B 0,822 (0,802) 0,833 0,827
n (1,245) (1,120) (1,122) (1,099)
nA 0,844 0,817 0,841 0,833
(1,101) (0,993) (1,003) (1,006)
GMFC B 0,827 0,802 0,836 0,830
n (1,044) (1,003) (0,997) (1,078)
4 0,861 0,842 0,862 0,855
MLM n (0,956) (1,101) (0,989) (1,089)
B 0,857 0,824 0,855 0,849
n (0,988) (1,095) (1,056) (1,045)
nA 0,865 0,854 0,867 0,858
(0,678) (0,798) (0,701) (0,755)
DEA-DA B 0,861 0,832 0,860 0,844
n (0,699) (0,806) (0,755) (0,789)
4 0,864 0,855 0,865 0,863
GCH n (1,065) (1,007) (1,032) (1,001)
B 0,852 0,844 0,855 0,850
n (1,023) (0,997) (1,038) (0,998)
A 0,873 0,860 0,871 0,865
SR n (2,432) (2,654) (2,006) (2,023)
B 0,868 0,845 0,870 0,851
n (2,399) (2,345) (2,012) (2,123)
4 0,911 0,883 0,913 0,899
SGP n (1,111) (1,134) (1,109) (1,115)
B 0,909 0,856 0,908 0,879
n (1,006) (1,078) (0,999) (1,009)
4 0,948 0,919 0,949 0,932
SHB n (1,006) (1,109) (0,999) (1,008)
B 0,941 0,900 0,946 0,916
n (1,045) (1,067) (1,007) (1,001)
nA 0,936 0911 0,939 0,926
o (0,876) (0,898) (0,899) (0,997)
Onerilen Model 5 0,925 0,902 0,931 0,911
n (0,903) (0,911 (0,942) (0,956)

* 100 tekrardaki dogru siniflandirma sayilarina iligkin standart sapmalar

ve standart sapmasidir. Onerilen modele ait 0,936 ve 0,876
degerleri de sirasi ile 100 tekrardaki dogru siiflandirma
ortalamasi ve standart sapmasidir. SR yonteminin standart
sapma degerleri her durum i¢in diger yontemlere gére daha
yiiksek bulunmustur. Buradan bu yontemden elde edilen
dogru smiflandirma sayilarinin  degiskenliginin  diger
yontemlere gore daha fazla oldugu soylenebilir. DEA-DA
yontemi i¢in ise standart sapma degerleri her iki durumda da
diger yontemlere gore daha kiiglik olarak elde edilmistir. Bu
durum, DEA-DA yonteminden elde edilen dogru
smiflandirma sayilarinin daha tutarli yani ayn1 dagilimdan
alinan Ornekler arasinda ¢ok biiyiik farkliliklar olmadigt
seklinde yorumlanabilir. Bu anlamda 6nerilen modelin dogru
smiflandirma sayilarina iliskin standart sapma degerleri
incelendiginde, 6nerilen modelin de tutarli sonuglar verdigi
sOylenebilir. Bu bilgiler kullanilarak agagidaki hipotez testi
yapilabilmektedir: ~ Hy:  Onerilen  modelin  dogru
smiflandirma ortalamasi ile FLDF’ nin dogru siniflandirma
ortalamas arasinda fark yoktur. H;: Onerilen modelin dogru
smiflandirma ortalamast FLDF’nin dogru siniflandirma
ortalamasindan biiyiiktiir. Ayn1 veri seti lizerinde iki farklt
1952

siiflandirma yonteminin dogru smiflandirma ortalamalart
degerlendirildiginden, yani smiflandirma yontemlerinin
karsilagtirmast  bagimli  6rnekler durumuna uygun
oldugundan, ele alian iki yontemin dogru siniflandirma
ortalamalar1 arasinda fark yoktur seklindeki hipotezin testi
bagimli oOrneklemler t testi (paired samples t-test) ile
yapilabilmektedir. ki yontemin ortalamalar arasindaki fark
Xq ve farklara iligkin standart sapma s; olmak iizere, n-1
serbestlik dereceli t istatistiginin degeri t,_; = X;/Sq4
esitligi ile hesaplamir. H, hipotezinin reddedilip
edilmeyecegine test istatiginin degeri i¢in hesaplanan p
degerine gore karar verilir. p degeri analizden Once
belirlenen a anlamlilik diizeyinden kiicikkse H, hipotezi
reddedilecek ve ele alman smiflandirma ydnteminin diger
yontemden istatistiksel olarak daha yiiksek siniflandirma
ortlamasina sahip oldugu sdylenebilecektir. Bu g¢aligmada
a = 0,01 kabul edilmistir ve 100 tekrar yapildig: icin n =
100°diir.

Tablo 5’de oOnerilen modelin dogru siniflandirma
ortalamasinin, FLDF, GMFC, MLM, DEA-DA, GCH, SR,
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Tablo 5. Onerilen modelin diger (FLDF, GMFC, MLM, DEA-DA, GCH, SR, SGP ve SHB) yontemlere kars1 hipotez testi

sonuglari (eslestirme t degerleri)
(Hypothesis test results for the proposed method (paired t-values) against other (FLDF, GMFC, MLM, DEA-DA, GCH, SR, SGP and SHB)

Normal Dagilim

Diizgiin Dagilim

Test gﬁiﬁapl Ug gruplu Bes gruplu Ug gruplu Bes gruplu
durum durum durum durum

nA 12,01 10,01 6,33 5,897
Test 1 (FLDF) 5 12,23 10,22 6,222 6,012

n4 11,272 10,412 7,992 7,162
Test2 (GMFC) 5 11,49 10.83¢ 8,120 7,450

n4 8,122 9,012 6,77* 6,392
Test3(MLM) 5 R4T" 9,208 6.81° 6310
Test 4 (DEA- n4 3,57 3,412 4,022 3,922
DA) nB 3,55 3,57 4,182 3,982

nA 4410 3,892 3,80° 3,77
Test5(GCH) 5 4,39° 4,01° 3,89 387

nA 4,042 3,082 3,520 3,50
Test 6 (SR) nf 4,05° 3,000 3,55 3470

n4 2,692 2,712 2,752 2,712
Test7(SGP) 15 2,75 2,830 2720 2.69°

n4 -0,06 -0,05 -0,10 -0,15
Test8 (SHB) 15 0,11 -0.15 -0.16 20,19
*Ha Red (p deg.< 0,01)

SGP ve SHB modellerinin dogru smiflandirma belirlenmesi, kimya bilim dalinda maddelerin ayirimi ve

ortalamasindan biiyiik oldugunu iddia eden hipotez testinin
sonuglar1 yer almaktadir. Tablo 5°deki 12,01° degeri, diizgiin
dagilim durumunda ve Ornek caplarmin esit oldugu
durumda, ii¢ gruplu durum igin, dnerilen modelin dogru
smiflandirma  ortalamasinin  FLDF  yonteminin  dogru
siniflandirma ortalamasindan biiyiik oldugunun testindeki, ¢
test istatistiginin aldig1 degeri gosterir. * ise bu hesaplanan
12,01’in p degeridir ve p degeri de 0,01’ den kiigiik bir
degerdir. Test istatistiginin aldig1 12,01 degerine gore veya
p degerine gore hipotezin sonucuna karar verilebilir. p
degerinin 0,01” den kii¢iik olmasi 0,01 anlamlilik diizeyinde
Hy’in reddedildigi sonucunu ¢ikarir. Sonugta, istatistiksel
olarak oOnerilen modelin dogru smiflandirma ortalamasi
FLDF’nin dogru siiflandirma ortalamasindan biiyiik oldugu
hipotezi kabul edilmistir.

Tablo 5’deki elde edilen sonuglar incelendiginde Onerilen
modelin FLDF, GMFC, MLM, DEA-DA, GCH, SR ve SGP
yaklasimlarindan her durumda iistiin oldugu gézlenmektedir.
Her ne kadar SHB yontemi 6nerilen yontemden daha iyi
goziikse de istatistiksel olarak dogru siniflandirma
ortalamalar1 bakimindan bir farklilik bulunamamigtir. Genel
olarak, tim siniflandirma modelleri gruplardaki verilerin
normal dagilimlt kitlelerden geldigi durumda diizgiin
dagilimli duruma gore daha yiksek smiflandirma
performans: sergilemektedir. Beklendigi gibi, bu durum
Fisher’in FLDF yonteminde ¢ok bariz bir sekilde ortaya
¢itkmaktadir. Ayrica tiim modeller tiim gruplarda esit sayida
birim oldugu durumda gruplardaki birimlerin farkli oldugu
duruma gore daha yiiksek siniflandirma basarisina
sahiptirler.

5. SONUCLAR (CONCLUSIONS)

Ayirma Analizi; tip ve psikoloji bilim dallarinda hastalarin
smiflandirilmasi, biyoloji bilim dalinda bitki tiirlerinin

miihendislik alaninda bir sisteme gelen yabanci bir sinyalin
belirlenmesi ya da uzaktan algilama ile arazi siniflandirmasi
gibi ¢ok ¢esitli alanlarda basart ile kullanilan bir tekniktir. Bu
calismada ¢ok gruplu siniflandirma problemlerinin ¢6ziimii
icin regresyon analizine ve matematiksel programlamaya
dayal1r iki asamali yeni bir hibrit smiflandirma ydntemi

gelistirilmisti. Onerilen ydntem kendisini  olusturan
regresyon analizi ve  matematiksel  programlama
yontemlerinin  giiglii  yanlarini  kombine etmektedir.

Literatiirde siklikla kullanilan IRIS, iiziim tanima, cam
tanimlama, ecoli, yeast protein tanimlama, mekanik analiz,
dalga formu veri tabani iireteci, Statlog mekik, Statlog
goriintli segmentasyonu ve twitter hesap veri setleri ile ve
tasarlanan bir simiilasyon ¢aligmas ile, nerilen iki agsamali
yontemin  simiflandirma  performans:t  arastirilmistir.
Simiilasyon c¢aligmasi, verilerin diizglin ve normal
dagilimdan alindif1 durumlart ve gruplardan almnan &rnek
sayilarmin esit ve farkli oldugu durumlari igermektedir.
Literatiirden alinan 10 gercek veri seti ve simiilasyon
caligmasi sonuglarindan, Onerilen yoOntemin, regresyon
analizi, matematiksel programlama ve yapay sinir ag1 temelli
smiflandirma  yontemlerine gore daha iyi performans
gosterdigi gézlemlenmistir.
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