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Skin cancer is common and a serious disease, which can lead to death if not treated in time. Melanoma is the
rarest and most dangerous type of skin cancer. It causes the most deaths. As in all diseases, early and correct
detection of skin cancer are very important. Computer Aided Diagnosis systems can help physicians and
patients make better decisions. Especially, machine learning and deep learning use effectively in Computer
Aided Diagnosis systems. In this study, an automatic detection system for melanoma is suggested. To illustrate
the advantage of the proposed CNN model C4Net, a comprehensive experimental study has been carried out.
In addition, the proposed C4Net has been compared with not only the existing deep learning algorithms such
as AlexNet, GoogLeNet, ResNet and VGGNet but also conventional machine learning algorithms such as
Artificial neural networks, k-Nearest neighbor algorithm and Support vector machine. In experimental studies,
C4Net, which is designed as deep neural network model for melanoma detection, has obtained more
classification accuracy than other methods with 96.94%.
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Figure A. Proposed CNN model for melanoma classification.

Purpose: In this study, an automatic detection system for melanoma is suggested. To illustrate the advantage
of the proposed CNN model (C4Net), a comprehensive experimental study has been carried out.

Theory and Methods:

C4Net designed as deep neural network model for melanoma detection. In addition, the proposed model
compared with the existing deep learning algorithms (i.e., AlexNet, GoogLeNet, ResNet and VGGNet) and
conventional machine learning algorithms (i.e., ANN, kNN and SVM).

Results:
In experimental studies, C4Net, which is designed as deep neural network model for melanoma detection,
has shown high classification accuracy than other methods.

Conclusion:
In this study, proposed CNN model has been obtained 96.94% classification accuracy. In future works, deep
learning methods will be frequently used in the automatic detection of diseases such as melanoma.
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Cilt kanseri yaygin goriilen ve tedavi edilmemesi durumunda 6liime neden olan ciddi bir hastaliktir.
Melanom ise nadir goriilmesine ragmen 6liime en ¢ok neden olan cilt kanseri tiiriidiir. Tiim hastaliklarda
oldugu gibi cilt kanserinin erken ve dogru tespit edilmesi hayati 6nem tagimaktadir. Bilgisayar destekli tan1
sistemleri cilt kanseri tespitinde hekimlere ve hastalara yardimci olabilir. Bilgisayar destekli tani
sistemlerinde 6zellikle makine 6grenmesi ve derin 6grenme modelleri etkin bir sekilde kullanilmaktadir.
Gergeklestirilen bu ¢aligmada cilt kanseri tiirii olan melanom i¢in otomatik tani koyabilecek bir sistem
onerilmektedir. Melanom tanisi igin tasarlanan C4Net derin sinir ag modeli ile beraber literatiirde n plana
¢tkmig AlexNet, GoogLeNet, ResNet, VGGNet derin 6grenme modelleri ve Yapay sinir aglari, En yakin
komsu algoritmasi ve Destek vektor makinesi gibi geleneksel makine 6grenme yontemlerini de kapsayan
detayl1 bir deneysel ¢alisma yapilmistir. Gergeklestirilen deneysel ¢aligsmalarda, tasarlanan C4Net derin sinir
ag modeli %96,94 dogrulukta melanom tanis1 koyarak, diger yontemlere gore daha yiiksek siiflandirma
basaris1 gostermistir.
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Skin cancer is common and a serious disease, which can lead to death if not treated in time. Melanoma is the
rarest and most dangerous type of skin cancer. It causes the most deaths. As in all diseases, early and correct
detection of skin cancer are very important. Computer Aided Diagnosis systems can help physicians and
patients make better decisions. Especially, machine learning and deep learning use effectively in Computer
Aided Diagnosis systems. In this study, an automatic detection system for melanoma is suggested. To
illustrate the advantage of the proposed CNN model C4Net, a comprehensive experimental study has been
carried out. In addition, the proposed C4Net has been compared with not only the existing deep learning
algorithms such as AlexNet, GoogLeNet, ResNet and VGGNet but also conventional machine learning
algorithms such as Artificial neural networks, k-Nearest neighbor algorithm and Support vector machine. In
experimental studies, C4Net, which is designed as deep neural network model for melanoma detection, has
obtained more classification accuracy than other methods with 96.94%.
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1. GIiRiS (INTRODUCTION)

Malign melanom cilt dokusunda meydana gelen ve &liime
neden olabilen bir cilt kanseri tiiriidiir [1]. Erken tani ile
hastalik tedavi edilebilir. Tibbi hastaliklarin tespitinde
siklikla kullanilan Bilgisayar Destekli Tani (Computer
Aided Diagnosis - CAD) sistemleri cilt kanserinin tespitinde
de hastalara ve hekimlere yardimeci olabilir.

CAD sistemlerinde makine 6grenmesi yontemleri siklikla
kullanilmaktadir [2-8]. Ye ve arkadaglar1 yapmis olduklari
calismada [2], Hepatoseliiler karsinom (Hepatocellular
carcinoma - HCC) olarak adlandirilan, yaygin ve 6liimciil
olabilen karaciger hastaliginda, denetimli makine 6grenmesi
yontemlerini kullanarak, metastaz ve hasta sag kalimi ile
ilgili genleri tespit etmislerdir. Kononenko yapmis oldugu
calismada [3], tipta tam1 ve teshiste kullanilan makine
O0grenmesi yontemlerini kapsamli bir sekilde ele almustir.
Berikol ve arkadaslari [4] ise denetimli makine 6grenmesi
yontemlerini kullanarak Akut Koroner Sendromu (Acute
Coronary Syndrome - ACS) tanisini yiiksek dogrulukta
gerceklestirebilmislerdir. Ancak son zamanlarda Derin
Ogrenme (Deep Learning - DL) modelleri tibbi goriintii
siniflandirma da dahil olmak {izere bir¢ok alanda basarili bir
sekilde uygulanmis ve makine 6grenme yontemlerinin yerini
almaya baglamustir [5-8]. Litjens ve arkadaslart [5], prostat
ve meme kanseri evrelemesinde derin 6grenme modellerinin
basarili bir sekilde kullanilabilecegini gdstermislelerdir. Liu
ve arkadaglari [6] ise Alzheimer hastaligi prodromal ve hafif
biligsel bozukluk asamasini belirlemek i¢in yeni bir derin
6grenme modeli tasarlamiglardir. Wang ve arkadaslart [7],
otomatik medikal goriintli segmentasyonu igin yeni bir
Konvoliisyonel Sinir Ag modeli dnermislerdir. Onerilen bu
yeni model mevcut yontemlere kiyasla daha az kullanici
etkilesimli ve daha kisa siirede tibbi goriintlii segmentasyonu
saglayabilmektedir. Acharya ve arkadaslari [8], EEG
sinyallerinin  analizi i¢in konvoliisyonel sinir agi
kullanilmislar,13 katmanli bu ag modeli yiiksek dogrulukta
siniflandirma basarisi elde etmistir.

Cilt doku gorselleri gibi tibbi goriintiilerden hastalik tani ve
tespiti temel olarak bir goriintii siniflandirma problemidir.
Goriinti siiflandirmada goriintiiye ait temel ozelliklerin
yakalanmasi olduk¢a dnemlidir. Goriintii siniflandirmada en
sik yasanan problemler, goriintiilerin agik bir tanima sahip
olmamasi, farkli dokusal o&zellikler igermesi, goriintii
ozelliklerinden kaynaklanan giiriiltii ve bununla birlikte
hesaplama karmasikligi ile yiiksek zaman maliyeti
sayilabilir. Biitiin bunlar smiflandirma basarisin1 olumsuz
etkiler. Ayrica tibbi bir goriintii yiizlerce pikselden
olusabilir. Bir yapay sinir ag1 (Artificial Neural Network-
ANN) modeli disiiniildiginde her pikselin bir nérona
baglanmast hem yiiksek maliyet hem de yiiksek bellek
gerektirir. ANN gibi klasik makine 6grenmesi yontemleri
goriintii  smiflandirma  i¢in girdi olarak goriintiileri
tanmimlayict Ozniteliklere ihtiyag duyarlar. Son yillarda
yapilan arastirmalar gostermistir ki DL modelleri, goriintii
siniflandirma da dahil olmak iizere bir¢ok alanda makine

ogrenmesi yontemlerine gore daha iyi tahmin performansi
gostermektedir. DL modelleri goriintii verisini temsil eden
ozellikleri c¢ikarmak igin fazladan Onisleme ihtiyag
duymazlar. Ancak DL modelleri biiyilk miktarda veriye
ihtiyag duyar ve yiiksek hesaplama maliyetine sahiptirler
[9,10]. DL modelleri i¢inde en dikkat ¢ekeni Konvoliisyonel
Sinir Aglaridir (Convolutional Neural Network-CNN).
CNN, ANN’ye dayanan basarili bir DL modelidir. Bazi
caligmalar goriintii siniflandirmada CNN'min geleneksel
Makine Ogrenme (Machine Learning-ML) ydntemlerinden
daha istiin oldugunu gostermektedir [11-14]. Goriintii
tanima problemlerinde ML ile karsilagtirildiginda DL,
ozellikle CNN, smniflandirma performans: ile 6n plana
¢tkmaktadir. Bu  sebeple CNN  gorlintii  tanima
problemlerinde yaygin olarak kullanilmaktadir. 2012 y1ilinda
Krizhevsky ve arkadaglari tarafindan oOnerilen AlexNet,
bagarili CNN modellerinden biridir [15]. Bu model, 60
milyon parametreli, 650 bin néron ve arkasindan havuzlama
katmani bulunan bes konvoliisyon katmanindan meydana
gelmektedir. AlexNet, LSVRC-2010 ImageNet verisi iginde
1,2 milyon yiiksek ¢oziiniirliiklii goriintiiyii 1000 farkl: sinifa
ayirmak i¢in kullanilmis ve elde edilen %15,3 hata orani ile
daha once ayni veri kiimesinde yapilan caligmalara gore
yiiksek bir simiflandirma basaris1 gostermistir. Szegedy ve
arkadaglar1 [16], “inception” olarak adlandirdiklart; farkl
boyutlardaki filtreleri tek bir filtrede birlestiren dokuz modiil
ile iki konvoliisyon ve havuzlama katmanindan meydana
gelen GoogLeNet’i dnermiglerdir. Bu mimari 2014 yilinda
ImageNet yarigmasinda %6,67 hata orami ile birinci
olmustur. Goriintii siniflandirmada CNN’lerin basarist sahip
olduklar1 derinlik ile iligkilidir. Ancak derinlik arttikca
egitim i¢in gerekli olan hesaplama maliyeti de artar. 2015
yilinda Simonyan ve arkadaslari [17] mevcut CNN
modellerinin derinligini arttirarak VGGNet’i
gelistirmiglerdir. VGGNet 16 ila 19 katmandan ve 3x3 gibi
¢ok kiiciik boyutlu filtrelerden meydana gelmektedir. Bu
sebeple agin egitimi diger CNN modellerine gore ¢ok daha
uzundur. 2015 yilinda He ve arkadaslar1 [18] VGGNet'ten
sekiz kat daha derin olan ancak daha diisiik bir hesaplama
maliyetine sahip ResNet adinda yeni bir CNN modeli
onermislerdir. ResNet 2015 yili ImageNet yarigmasinda
%3,57 hata orani ile oldukga biiyiik bir basar1 elde etmistir.

Goriintii  siiflandirmada  CNN’lerin  gostermis  oldugu
yiiksek basari, aragtirmacilar1 bilgisayar destekli tani
sistemlerinde de CNN kullanmaya tesvik etmistir [19].
Esteva ve arkadaslar1 tarafindan 2017 yilinda yapilnus olan
calismada [20], cilt kanseri tanist i¢in CNN kullanmuslar,
129.450 klinik goriintii ile egitilen CNN‘nin yiiksek
dogrulukta bir smiflandirma yaptigin1 gostermislerdir.
Yazarlar 299x299 ol¢eklendirdikleri goriintiiler iizerinde
Google’n Inception v3 mimarisin kullanarak %72,1 + 0,9
basar1 elde etmislerdir. Codella ve arkadaslar1 dermoskopi
goriintiilerinde melanom tanisi i¢in DL-SVM tabanli melez
bir model sunmuslardir [21]. Bu calismada Codella ve
arkadaglar1 CNN i¢in Berkeley tarafindan gelistirilen Caffe
CNN modelini tercih etmislerdir. Bu modelin egitimi igin
ISIC tarafindan saglanan 334 melanom, 144 atipik neviis ve
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2146 benign lezyonlari barindiran toplam 2.624 goriinti
kullanilmistir. Melanom ve melanom dis1 tiim lezyonlar ile
melanom ve atipik lezyonlar ayrimi i¢in iki farkli deney
gerceklestirilmiglerdir. Melanom ve melanom dig1 tiim
lezyonlar i¢in yapilan deneysel ¢alismada Caffe CNN %91,9
ve DL-SVM ile %93,1’lik smiflandirma basaris1 elde
edilirken, melanom ve atipik lezyonlar ayrimi igin yapilan
calismada Caffe CNN %72,3 ve DL-SVM %73,9’luk
siiflandirma basaris elde etmistir. Onerilen melez yontem
melanom tanisi i¢in az da olsa smiflandirma basarisini
arttirmagtir.

Sunulan bu c¢aligmada cilt kanseri tanisi igin yiiksek
dogrulukta, otomatik tespit eden yeni bir CNN modeli
onerilmistir. Onerilen bu model, gelencksel makine
Ogrenmesi yontemleri ile beraber dort farkli derin 6grenme
modeli ile kiyaslanmistir. Gergeklestirilen ¢alismada ISIC
[22] tarafindan derlenen 3920 dermoskopi goriintii
kullanilmistir. Etkin ve yiiksek dogruluga sahip CNN modeli
icin denemeler yapilmistir. Tasarlanan CNN modeli
(CANet), literatiirde  siklikla  kullanilan  AlexNet,
GoogLeNet, ResNet, VGGNet gibi CNN temsilcileri ve
ANN, kNN ve SVM gibi gelencksel makine 6grenmesi
yontemleri ile karsgilastirilmistir.

2. TEORIK ALTYAPI (THEORETICAL BACKGROUND)
2.1. Derin Ogrenme (Deep Learning - DL)

DL ham veriden ozellik temsilini otomatik ¢ikarabilen,
yapay sinir aglarindan tiiretilmis yeni bir makine 6grenme
yontemidir. Cogu durumda klasik makine 6grenme
yontemlerinin aksine veri dnisleme gerektirmez [23]. Bunun
yerine DL, alt diizey 6zelliklerin bir bilesimi ile daha yiiksek
hiyerarsi Ozelliklerine sahip karakteristik hiyerarsileri
Ogrenir [24]. Boylece DL karmasik, yiiksek boyutlu
problemlerin ¢ozlimiinde basarili bir sekilde
kullanilmaktadir. Konvoliisyonel Sinir Aglart
(Convolutional Neural Network-CNN) en basarili derin
6grenme modellerinden biridir [10].

2.1.1. Konvoliisyonel sinir aglar
(Convolutional neural network-CNN)

Literatiirde ¢ok sayida CNN modeli bulunmaktadir; AlexNet
[15], GoogLeNet [16], VGGNet [17] ve ResNet [18] dikkat
¢eken CNN modelleridir. Bununla birlikte bu modellerin
temel bilesenleri birbirine ¢ok benzer. 1998 yilinda LeCun
ve arkadaglar1 tarafindan onerilen iinlii LeNet-5 [25] bugiin
ki CNN modellerinin temel yapisini olusturmaktadr.

CNN, her biri bir veya daha fazla diizlem igeren ¢oklu bir
katman yapisina sahiptir. Bu katmanlar; Konvoliisyon
(Convolution), Havuzlama (Pooling) ve Tam bagli (Fully-
Connected) katman olarak adlandirilir. Konvoliisyon
katmaninda, her bir giris i¢in belirli dzellikleri ¢ikaran bir
dizi filtre uygulanir. Havuzlama, dogrusal olmayan alt
orneklemeyi yaparken, agin d6grenmesi gereken parametre
sayisini azaltarak ¢ikisi basitlestirir. Boylece sadece aktive
edilen ozellikler bir sonraki katmana iletilir. Bu ¢oklu
2244

katmanli  yap1 Oznitelikleri ~ Ogrendikten  sonra
smiflandirmaya gecer. Son katman ¢ boyutlu tam bagh bir
katmandir. Her bir sinifin olasiligi bu vektoérde tutulur.
CNN'nin bagka bir 6zelligi paylasilan agirliklardir. Bu, bir
goriintliniin farkli noktalarinda yer alan piksel kiimesinin
Ozellik haritasinda ayni agirlik vektoriine sahip olacagi
anlamia gelir. Her bir 6zellik haritas1 yerel alt érneklem
¢ikaran bir katman tarafindan gergeklestirilir [10].

Giris katmani normallestirilmis girdileri igerir. Bir
katmandaki her diizlem, 6nceki katman diizleminin kii¢iik
bir girdisini alir. Her bir diizlem, bir 6nceki katmandaki
diizlem {izerinden yerel bir pencere ile taranarak elde edilen
sabit bir 6zellik haritas1 olarak diigiiniilebilir. Boylece ¢oklu
ozellikler tespit edilebilir. Bir dzellik tespit edildikten sonra,
kesin konumu daha az Oneme sahiptir. Bu nedenle,
konvoliisyon katmanlari tipik olarak bir yerel ortalama ve alt
orneklem islemi yapan bagka bir katman tarafindan takip
edilir. Sonunda, tiim piksel degerlerinin kombinasyonu bir
vektore doniistiriilir [25]. [ katmami ve k& Ozellik
haritasindaki (i, j) lokasyonunun degeri Z} Es. 1’de

i,jk>
gosterildigi gibi hesaplanabilir.
T
Zii = wi xi;j+ by (1)

Burada w} ve b} sirastyla / katmani k ozellik haritasindaki
agirlik vektorii ve bias’dir. xf_ ; [ katman (i, j) lokasyonunun
ortalanmis giris degeridir. w} agirlik vektoriiniin ag
genelinde paylasildigini unutmamak gerekir. Boylece model
karmasiklig1 azaltilirken, agin daha kolay egitilmesi
gergeklestirilir.  Biitin -~ bunlarla  birlikte  aktivasyon
fonksiyonu ile CNN’nin dogrusal olmayan o&zellikleri
tanimas: saglanabilir. Konvoliisyon 6zellik Zil‘]-’k icin
aktivasyon degeri aﬁ‘j‘k Es. 2’de gosterildigi gibi ifade
edilebilir.

aijx=alZt ;) 2

Siklikla kullanilan tipik aktivasyon fonksiyonlari; Sigmoid,
Tanh ve ReLU’dir [10].

CNN'lerin son katmani ¢ikis katmanidir. Cikis katmaninda
smiflandirma gorevleri igin softmax operatorii yaygin olarak
kullanilmaktadir [10].

N giris-¢ikig iliskisi {(x™, y" );n €[1,...,N]} seklinde
tammlanir, x", n ci girisi, y™ karsilik gelen etiketi, o™
CNN’nin ¢ikisi temsil eder ve tiim parametreler O ile ifade
edilirse, CNN kaybi Es. 3 de gosterildigi gibi hesaplanabilir.

L=y SN 1(8 y", oM 3)

CNN’nin egitimi bir hata-kayip fonksiyonuna bagli olarak
gergeklestirilir. Verilen ¢ Ornekleri i¢in e = (x, )
varsayiminda, Y¢ = F(x, w) seklinde bir kayip fonksiyonu
tanimlanabilir. Burada w ayarlanabilir agirhigr temsil
etmektedir.
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Eq(w) = D(qu - ybl!F(X'W)) (4)

Es. 4 kullanilarak CNN tarafindan {iretilen ¢ikt1 ile olmasi
gereken gercek ¢ikti arasindaki fark bulunabilir. Bu
calismada Minimum Ortalama Karesel Hata (Minimum
Mean Squared Error-MSE) (Es. 5) tercih edilmistir.

n

1
BI(w) == > (VI(F G w)) +

n &
log(e™/ + X e ") %)
Es. 5’te y9, ¢ ncu katman ¢iktisini ifade etmektedir.
2.2. Makine Ogrenmesi (Machine Learning - ML)
2.2.1. Yapay sinir aglarz (Artificial neural networks-ANN)

ANN mimarisi, Cok Katmanli Perceptronun (Multilayer
Perceptron - MLP) tipik olarak katman sayist ve her katmana
ait aktivasyon fonksiyonu ile farkli birimler arasindaki
baglantilarin agirliklandirilmasindan meydana gelir. Bir
ANN egitimi Es. 6’da gosterildigi gibi ifade edilebilir.

frnip(©) = © X1 v;0 (X2 wijx; + bo) + by (6)

Burada w;; sinaptik agirliklar, by ve by bias ve 6 genellikle
sigmoid olan aktivasyon fonksiyonudur.

2.2.2. Destek vektor makinesi
(Support vector machine-SVM)

Denetimli makine dgrenime yontemi olan Destek Vektor
Makinesi (Support Vector Machine-SVM), siniflandirmak
icin bir hiper diizlemden faydalanir. Genellikle farkli
kategorilere ait 6rnekleri siniflandirmak igin kullanilir. Hiper
diizlem iki farkli sinifi birbirinden ayirir ve i¢ bolgede drnek
bulunmayan paralel iki ¢izginin maksimum genisligi sinir
olarak tanimlanir. Destek vektorleri ise hiper diizleme en
yakin veri noktalaridir. Bir SVM igin en iyi hiperdiizlem iki
sinif arasinda en biiyiik mesafeye sahip olandir.

2.2.3. k En yakin komsu (k-Nearest neighbor-kNN)

k-En Yakin Komsu (k-Nearest Neighbor — kNN) yaygin
olarak kullanilan bir makine 6grenme yontemidir. Denetimli
6grenme paradigmasina ait siniflandiricilar gibi kNN de /(x)
degerleri bilinen veri noktalarini x€X igeren bir PEX egitim
verisine ihtiyag¢ duyar. P bilgisi kullanilarak, siniflandiricinin
yeni 6rnegin sinif etiketini tahmin etmesi beklenir. kNN, iyi
performans1 yani sira basitligi sebebiyle yaygin olarak
kullanilmaktadir.  Ayrica  parametrik  olmayan  bir
siniflandirict olan kNN, veri dagilim ile ilgili dnceden
yapilmig olan varsayimlara bagimli degildir. Bununla
birlikte, basarili bir smiflandirma igin kNN £ degeri,

komsular1 belirlemek i¢in kullanilan mesafe metrigi ve 6rnek
boyutu gibi ii¢ dnemli faktore ihtiya¢ duyar.

2.3. Doku Analizi (Texture Descriptor)

Goriintii smiflandirmada doku analizi olduk¢a Onemlidir.
Doku analizi, bize goriintiilerin yapisal 6zellikleri hakkinda
bilgi verir. Doku analizi i¢in pek ¢ok yontem Onerilmigtir.
Bunlar iginde en yaygin kullanilan1 Haralick ve arkadaslari
[26] tarafindan 6nerilen doku tanimidir. Haralick dokuyu bir
goriintiide gri seviye olasilik dagilimi i¢in uzamsal etki
alanindan ¢ikarilan bir dizi 6zellik olarak tanimlar. Doku
tanimlamasi i¢in yapisal ve istatistiksel olarak iki genel
yaklasim vardir. Yapisal yaklasim i¢in en temel Ornek
goriintiiniin Fourier doniisiimiidiir. Istatistiksel yaklasim i¢in
Haralick es olugum matrisi en iyi performansi vermektedir.
Ayriklastirilmig bir goriintii /”"=[i., ] Gauss rastgele alan
seklinde farz edilirse, x,y€ Z olmak fizere i, ilgili
konumdaki pikselin gri diizeyini gosterir. E§ olusum matrisi,
belirli a¢1 ve mesafede ayni parlakliga sahip piksellerin
sayilmasi ile elde edilir. iy, < 28ve iEN icin n gri seviye Es.
7’de gosterildigi gibidir.

by==,i=12..n (7)

Burada Uzaysal Gri Seviye Bagimlilik matrisi (Spatial Gray
Level Dependence matrix - SGLD) SGLD = [p;; | d, 6],
seklinde ifade edilebilir. SGLD d uzaklik ve 0 agis1 i¢in
bilesik olasilik yogunluk fonksiyonunun tahmini degeridir.

[pi,j] = Zrllzrll(ix,y € bi)'(ix,y € b]) (®)

Bu matris (Es. 8) aralarindaki uzaklik d, a¢1 0 iken piksellerin
i gri seviyesinden j gri seviyesine ge¢me olasiligini gosterir.
Genellikle 0 ag1 degeri 0°, 45°, 90° ve 135° ve d ise 1 veya 2
olacak sekilde belirlenir. SGLD matrisinden goriintiiniin
doku karakteristigi ¢ikarilabilir. Bu 5 karakteristik entropi
(Es. 9), enerji (Es. 10), karsitlik (Es. 11), korelasyon (Es. 12)
ve homojenliktir (Es. 13).

Entropi = ;i p; ; 10g, p; ) ©)

EnerjiZZi,jPiZ,j (10

Karsitlik =¥, ; i — j|*p; ; an

Korelasyon = }; j % (12)
x0y

Homojeniklik = ¥; ; — ji]_ 7] (13)

3. OTOMATIK MELANOM TESPITi
(AUTOMATED MELANOMA DETECTION)

Bu boliimde, dermoskopi veri seti, kullanilan modellerin
performans degerlendirme 6lgiitleri ve geleneksel makine
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O0grenmesi  yontemleri  ig¢in  Ozellik  ¢ikarimi  ile

smiflandiricilardan bahsedilmistir.

3.1. Model Performans Degerlendirme
(Model Performance Evaluation)

Model performans 6lgiitleri, Tablo 1°de verilen metriklere
gore degerlendirilmistir. Burada; Pozitif ve negatif etiketli
iki smnifli sinama verisi igin P pozitif etiketli drnekleri, N
negatif etiketli 6rnekleri, DP simiflandirici tarafindan dogru
bulunan pozitif etiketli 6rnek sayisini, DN smiflandirict
tarafindan dogru bulunan negatif etiketli 6rnek sayisini, YP
smiflandiricinin yanliglikla pozitif buldugu 6rnek sayisini,
YN smiflandiricinin  yanhslhikla negatif buldugu 6rnek
say1sini gosterir.

3.2. Dermoskopi veri kiimesi (Dermoscopic Dataset)

Deneysel  calismada  International  Skin  Imaging
Collaboration (ISIC) [22] tarafindan sunulan dermoskopi
goriintiileri kullanilmigtir. ISIC arsivi, uluslararasi ve dnde
gelen klinik merkezlerden toplanan 13.000'den fazla
dermoskopi goriintii igermektedir. Bu goriintiiler 8 bit RGB
ve 540x722 ila 4499%6748 pikselden olusan farkli boyutlara
sahiptir. ISIC arsivinden sunulan ¢alisma i¢in 2000 malign
(melanom) 1920 benign (iyi huylu) olmak iizere 3920
dermoskopi goriintii se¢ilmistir. Sekil 1°de malign ve benign
doku 6rnekleri goriillmektedir.

3.3. Ozellik Cikarum (Feature Extraction)

Goriintii siiflandirmada, CNN'nin aksine ML yontemleri
goriintilyll tanimlayan 6zelliklere ihtiyag duyarlar. Diger bir
ifadeyle CNN ham goriinti girdisinden 6zellik ¢ikarimi
yaparken, geleneksel ML yontemleri girdi olarak goriintiiyii
tanimlayan bir dizi o6zellik bekler. Bu c¢aligmada ML
smiflandiricilarinin egitimi i¢in literatiirde yaygin bir sekilde
kullanilan Haralick’in doku 6zellikleri kullanilmustir.
Ozellik ¢ikarimi su adimlardan olusur:

1. Adim : Goriintiiniin gri seviye doniigtiiriillmesi.

2. Adim : Girdi bitlerinin belirlenmesi. Gorilintliniin gri
seviye ¢Oziinlirligidir. Bu caligmada 256 gri
seviye degeri i¢in 8 bit belirlenmistir.

3. Adim : SGLD matrisini hesaplamak icin pikseller
arasindaki mesafe d degerinin belirlenmesi. Bu
caligmada d=1 kabul edilmistir.

4. Advm : SGLD matrisini hesaplamak i¢in 0 ac1 degerinin
belirlenmesi. Bu ¢alismada 0°, 45°, 90° ve 135° ile
SGLD matrisi olusturulmustur.

5. Adim : SGLD matrisi olusturulmasi.

6. Adim : Entropi, enerji, karsithk, korelasyon ve
homojenlik degerlerinin elde edilmesi.

a) Maligd doku goriintiisii (Malignant skin lesions)

b) Benign doku goriintiisii (Benign skin lesions)

Sekil 1. Malign ve benign doku goriintii drnekleri
(Malignant and benign skin lesions)

ML smiflandiricilart igin girdi olusturacak her bir goriintii
ornegi; entropi, enerji, karsitlik, korelasyon ve homojenlik
degerlerinden olusan bes Haralick 6zelliginden olusur.

3.4. Smiflandirma (Classification)

Hekimler, melanom tanist igin bes Ozelligin gézlemine
dayali ABCDE metodu olarak da bilinen bir yontemi tavsiye

Tablo 1. Siniflandirict performans Slgiitleri (Classification Performance Metrics)

Olgiit Formiil Aciklama
Dogruluk Dog;u_’l_u]ch Bir simiflandiricinin basarisini gostermek igin kullanilan en
(Accuracy) = TN yaygin Olgiittiir. Dogru tahminlerin toplam 6rnekleme oranidir.
Hassasiyet Hassagi)yet Dogru pozitif orani. Simiflandirici tarafindan bulunan dogru
(Sensitivity) =— pozitif 6rneklerin, tiim pozitif drneklere oranidir.

_DP+ YN
Ozgiinliik OZgu%l;\Ilk Dogru negatif orani. Siiflandirici tarafindan bulunan dogru
(Specificity) =— negatif 6rneklerin, tim negatif 6rneklere oranidir.

DN + YP

Kesinlik Kesm]l)lls Siniflandirici tarafindan bulunan dogru pozitif sayisinin,
(Precision) = P EYP pozitif olarak siniflandirilan 6rneklerin toplamina oranidir.
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etmektedirler. A (Asymetric) asimetrik doku, B (Border)
siirlar, C (Color) renk, D (Diameter) ¢ap, E (Evolving)
degisim gosterme [27]. Gergeklestirilen caligmada, bu
ozellikler dikkate almarak dermoskopi goriintiileri {izerinden
melanom tespiti amaglanmistir.

3.4.1. Konvoliisyonel sinir agi
(Convolutional neural network-CNN)

Melanom tanisi igin tasarlanan C4Net derin sinir ag§ modeli
ile beraber literatiirde yaygin olarak kullanilan AlexNet,
VGGNet, ResNet ve GoogLeNet gibi CNN modelleri iginde
deneysel c¢alisma yapilmustir.  Gergeklestirilen ¢alismada
C4Net i¢in tipik CNN modeli dogrudan kullanilmamus,
siniflandirma bagarisin1 arttirmak igin bazi parametreler
yeniden ayarlanmis, cesitli denemeler yapilarak en uygun
CNN topolojisi belirlenmistir. Tablo 2’de tasarlanan C4Net
topolojisi 6zetlenmistir.

Tablo 2. Tasarlanan C4Net topolojisi
(Proposed C4Net topology)

Katman Giris Filtre Adim Filtre
CVvVl1 227x227 5x5 2 96
Pl 112x112 2x2 2 96
CcV2 56x56 7x7 1 256
CV3 50x50 7x7 1 512
P2 44x44 2x2 2 512
Cv4 22x22 9x9 3 512
P3 6x6 2x2 2 512

Tablo 2’de Katman: Tasarlanan CNN modelinde kullanilan
konvoliisyon, havuzlama ve tam bagl katmanlar1 ifade eder.
Girig boyutu: Goriintiiler matris olarak ifade edilir. Her bir
katman girdi olarak aldigi goriintiiniin boyutuna sahiptir.
Diger bir ifadeyle giris boyutu, matris boyutudur. Filtre

model = Sequential()

boyutu: Ozellik haritas1 ¢ikariminda filtreler 6nem arz
etmektedir. Filtre, giris matrisi {izerinde adim miktarinca
kaydirilarak iki boyutlu 6zellik haritas1 ¢ikariminda
kullamlir. Adim (Stride): Filtre kaydirma miktaridir. Ozellik
haritas1 ¢ikariminda filtrelerle birlikte kullanilir. Adim
degeri daha kii¢iik hacimde ¢ikti {iretmeyi saglar. Filtre
sayisi: Ozellik haritasi olarak da ifade edilir. Her bir katman
icin kullanilan filtre sayisim gosterir. Farkli filtre sayisi
goriintliniin farkli 6zelliklerinin yakalanmasina yardimci
olur. Yapilan deneysel ¢aligmalarda konvoliisyon katmani,
havuzlama ve tam bagli katman gibi temel CNN bilesenleri
korunmus, topoloji Python ve C ++ kullanilarak
gerceklestirilmistir. Birinci konvoliisyon katmani Python
dilinde Sekil 2’de gosterildigi gibi kodlanmistir. Bu
katmanda; Filtre sayis1 96, Filtre boyutu 5x5, Adim 2x2 ve
aktivasyon fonksiyonu Relu kullanilmaktadir. Cikis ve tam
bagli katmanlar Sekil 3°te de gosterildigi gibi kodlanmustir.

Melanom smiflandirma igin Onerilen C4Net Sekil 4’te
goriildiigii gibi dort konvoliisyon, ii¢ havuzlama, iki tam
bagli katman ve ¢ikis olmak iizere on katmandan meydana
gelmektedir.

Konvoliisyon katmani

CV1 birinci konvoliisyon katmant RGB (Red-Green-Blue)
formatinda 227x227 bir matris olan doku gériintiilerini girdi
olarak alir. Bu katmanda filtre boyutu 5x5, filtre sayis1 96 ve
adim (stride) 2 olarak belirlenmistir. Konvoliisyondan sonra,
112x112 boyutunda 96 6zellik eslemesi olusturulur.

CV2 ikinci konvoliisyon katmani kendinden 6nce yer alan
P1 Havuzlama katmanindan gelen 96@56x56 veriyi girdi
olarak alir. Bu katmanda filtre boyutu 7x7, filtre sayist 256
ve adim 1 olarak belirlenmistir. Konvoliisyondan sonra,
50x50 boyutunda 256 ozellik eslemesi olusturulur. CV3
ticlincli konvoliisyon katmani kendinden dnce yer alan CV2

model.add(Conv2D(filters=27, input_shape=( i

kernel_size=( ), strides=(

), Activation(‘ 1))

Sekil 2. Birinci konvoliisyon katmani (First convolution layer)

model.add(Dense( ))
model. add(Activation(©

model. add(Dense( ))
model. add(Activation(*

model.add(Dense( "))

model. add(Activation( ))

Sekil 3. Cikis ve Tam bagli katmanlar (Output and fully connected layer)
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katmanindan gelen 256@50x50 veriyi girdi olarak alir. Bu
katmanda filtre boyutu 7x7, filtre sayis1 512 ve adim 1 olarak
belirlenmistir. Konvoliisyondan sonra, 44x44 boyutunda
512 dzellik eslemesi olusturulur.

CV4 doérdiincii konvoliisyon katmani kendinden 6nce yer
alan P2 havuzlama katmanindan gelen 512@22x22 veriyi
girdi olarak alir. Bu katmanda filtre boyutu 9x9, filtre sayisi
512 ve adim 3 olarak belirlenmistir. Konvoliisyondan sonra,
6x6 boyutunda 512 6zellik eslemesi olusturulur.

Havuzlama katmam

Havuzlama katmanlari, smiflandiricidaki gizli katmanlar
arasindaki baglanti sayisint azaltarak hesaplama yiikiinii
azaltir. Havuzlama katmanlar1 P1, P2 ve P3, birinci, iiglincli
ve dordiincii konvoliisyon katmanlari arkasinda yer alir.
Havuzlama operatorii maksimum, filtre boyutu 2x2 ve adim
2 olarak belirlenmistir. Konvoliisyon katmani ve havuzlama
katmani ile beraber goriintii 6znitelikleri ¢ikarilir.

Tam bagl katman ve ¢ikis katmani

Dort konvoliisyon ve ii¢ havuzlama katmanindan sonra
Ozellik gosterimi  iizerinde yiliksek diizeyde ¢ikarim

3@227x227

96@112x112

amaglayan FC1 ve FC2, iki tam bagl katman yer alir. FC1
ve FC2 4096 nérondan olusmaktadir. Tki tam bagh katman
arkasindan ¢ikis katmani gelmektedir. Cikis katmani1 malign
ve benign kararmnin verildigi katmandir.

Aktivasyon fonksiyonu

Derin sinir aglarinda her néron dogrusal veya dogrusal
olmayan aktivasyon fonksiyonlarina sahip olabilir. Uygun
aktivasyon fonksiyonlarmin belirlenmesi agin genelleme
performansinda 6nemli rol oynar. Literatiirde siklikla
kullanilan aktivasyon fonksiyonlar: Sigmoid, Tanh, ReLU
ve Softmax sayilabilir. En uygun aktivasyon fonksiyonu i¢in
bes muhtemel durum belirlenmistir. Gergeklestirilen
caligmada, uygun aktivasyon fonksiyonu se¢imi i¢in gesitli
denemeler yapilmustir.

Gergeklestirilen senaryolar icin elde edilen aktivasyon
fonksiyonu devir-dogruluk egrisi Sekil 5’te gosterildigi
gibidir. Birinci senaryo tiim gizli katmanlarda Sigmoid
kullanildiginda en yiiksek dogruluk orami %77,77 elde
edilmistir. Ikinci senaryo tiim gizli katmanlarda ReLU
kullanildiginda en yiiksek dogruluk orani %88,30 elde
edilmistir. Uglincii senaryo konvoliisyon katmanlarida
Sigmoid, tam bagli katmanda ReLU kullanildiginda en

FC1 FC2
4096 4096

\ 96@56x56 256@50x50 512@44x44 512@22x22 512@6x6

€1:96 (5x5)

! ~ | May,
=i Y - . en
‘ut/ [I;r"I .‘>I 50fl|]n> 59})1;;._\

P1:96(2x2) C2:256(7x7) C3:512(7x7) P2:512(2x2) C4:512(9x9) P3:512(2x2)

Sekil 4. Melanom siniflandirma i¢in 6nerilen CNN modeli (Proposed CNN model for melanoma classification)

100,00

90,00

80,00

70,00
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40,00 §
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20,00

10,00

0,00

Sigmoid
- RelLU
---Sigmoid-RelLU
—-RelLU-Sigmoid
—RelU-Softmax
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Devir (epoch)

Sekil 5. Aktivasyon fonksivonu devir-dogruluk egrisi (Epoch-accuracy curve for activation functions)
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yiiksek dogruluk orani %89,80 elde edilmistir. Dérdiincii
senaryo konvoliisyon katmanlarinda ReLU, tam bagh
katmanda Sigmoid kullanildiginda en yiiksek dogruluk orani
%94,30 elde edilmistir ve besinci senaryo konvoliisyon
katmanlarinda ReLU, ¢ikis katmaninda  Softmax
kullanildiginda en yiiksek dogruluk %96,94 elde edilmistir.
Bu senaryolar i¢inde en yiiksek dogruluk konvoliisyon
katmanlarinda ReLU ve ¢ikis katmaninda Softmax
kullanildiginda elde edildigi i¢in 6nerilen CNN modeli buna
gore tasarlanmustir.

4. DENEYSEL CALISMA (EXPERIMENTAL STUDY)
Gergeklestirilen deneysel ¢aligmalarda 10-kat ¢apraz
gecerleme kullanilmistir.  Dogru ve yanlis siniflandirilan
Malign (M) ve Benign (B) doku Ornekleri ile
smiflandiricilarin dogruluk, hassasiyet, 6zgiinliik ve kesinlik
degerleri ayr1 ayri tablolarda sunulmustur.

10-kat capraz gegerleme deneyleri i¢in 3920 dermoskopi
goriintli rastsal, 10 esit pargaya boliinmiis, her bir
smiflandirict i¢in ayni egitim ve test veri kiimesinin
kullanilmasina dikkat edilmistir. Béylece siniflandiricilarin
adil bir sekilde kiyaslanmasi saglanmustir.

4.1. Geleneksel Makine Ogrenmesi Sonuglart

(Conventional Machine Learning Results)
4.1.1 MLP sonuglart (MLP results)

MLP katman ve ndron sayisi deneme yanilma ve en diisiik
hata ile beraber ¢alisma siiresine gore belirlenmistir. Buna
gore 10 gizli katmandan olusan geri yayilimli (Back
Propagation Networks- BPN) ag modeli ile %92,27
siiflandirma dogrulugu elde edilmistir. Tablo 3’te MLP igin
10-kat capraz gegerleme sonucglari, Tablo 4’de ise
smiflandiricinin dogruluk, hassasiyet, 6zgiinliik ve kesinlik
degerleri goriilmektedir.

4.1.2 kNN sonuglart (kNN results)

KNN  smiflandirmada  ornekler arasindaki  mesafeyi
hesaplamak igin birgok farkli Sl¢lim kullanilabilir. Bu
calismada Oklid mesafesi ve k=5 kullanarak en yiiksek
simiflandirma basaris1 elde edilmisgtir. kNN ile %88,62
siiflandirma dogrulugu elde edilmistir. Tablo 5°te kNN i¢in
10-kat ¢apraz gecerleme, Tablo 6’da ise siniflandiricinin
dogruluk, hassasiyet, Ozgiinlik ve kesinlik degerleri
goriilmektedir.

Tablo 3. MLP 10-kat ¢capraz gecerleme sonuglari (MLP 10-fold cross validation results)

Test Gergek Tahmin Test Gergek Tahmin
M B M B

1 M 188 12 6 M 187 13
B 16 176 B 18 174

) M 187 13 7 M 188 12
B 16 176 B 17 175

3 M 189 11 g M 186 14
B 15 177 B 19 173

4 M 187 13 9 M 185 15
B 18 174 B 19 173

5 M 187 13 10 M 188 12
B 19 173 B 18 174
Tablo 4. MLP siniflandirma sonuglari (MLP classification results)

Test Dogruluk % Hassasiyet Ozgiinliik Kesinlik

1 92,86 0,940 0,917 0,922

2 92,60 0,935 0,917 0,921

3 93,37 0,945 0,922 0,926

4 92,09 0,935 0,906 0,912

5 91,84 0,935 0,901 0,908

6 92,09 0,935 0,906 0,912

7 92,60 0,940 0,911 0,917

8 91,58 0,930 0,901 0,907

9 91,33 0,925 0,901 0,907

10 92,35 0,940 0,906 0,913

Ortalama 92,27 0,936 0,909 0,915
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4.1.3 SVM sonuglart (SVM results)

SVM ile %93,72 smiflandirma dogrulugu elde edilmistir.
Tablo 7°de SVM i¢in 10-kat capraz gecerleme, Tablo 8’de
ise siniflandiricinin  dogruluk, hassasiyet, Ozgiinlik ve
kesinlik degerleri goriilmektedir.

4.2. CNN Sonuglart (CNNs Results)

4.2.1. C4Net Sonuglary (C4Net results)

C4Net ile 150 devir (epoch), 10-kat ¢apraz gegerleme ile
ortalama smiflandirma dogrulugu %96,94 elde edilmistir.

Tablo 9’da C4Net i¢in 10-kat ¢apraz gegerleme, Tablo 10°da
ise smiflandiricinin  dogruluk, hassasiyet, Ozgilinlik ve
kesinlik degerleri goriilmektedir.

Sekil 6’da C4Net igin 10-kat gapraz gecerleme sonucunda
elde edilen dogruluk grafik gosterimi, Sekil 7°de ise C4Net
icin 10-kat ¢apraz gecerleme sonucunda elde edilen
hassasiyet grafik gosterimi yer almaktadir.

4.2.2. AlexNet sonug¢lart (AlexNet results)

AlexNet, 150 devir (epoch), 10-kat capraz gecerleme ile
ortalama siniflandirma dogrulugu %93,93 elde edilmistir.

Tablo 5. kNN 10-kat capraz gecerleme sonuglar1 (kNN 10-fold cross validation results)

Test Gergek Tahmin Test GergeK Tahmin
M B M B
1 M 181 19 6 M 183 17
B 26 166 B 28 164
) M 183 17 7 M 184 16
B 24 168 B 28 164
3 M 181 19 8 M 182 18
B 25 167 B 30 162
4 M 184 16 9 M 183 17
B 27 165 B 29 163
5 M 183 17 10 M 182 18
B 26 166 B 29 163
Tablo 6. kNN siniflandirma sonuglari (kNN classification results)
Test Dogruluk % Hassasiyet Ozgiinliik Kesinlik
1 88,52 0,905 0,865 0,874
2 89,54 0,915 0,875 0,884
3 88,78 0,905 0,870 0,879
4 89,03 0,920 0,859 0,872
5 89,03 0,915 0,865 0,876
6 88,52 0,915 0,854 0,867
7 88,78 0,920 0,854 0,868
8 87,76 0,910 0,844 0,858
9 88,27 0,915 0,849 0,863
10 88,01 0,910 0,849 0,863
Ortalama 88,62 0,913 0,858 0,870

Tablo 7. SVM 10-kat capraz gegerleme sonuglar1 (SVM 10-fold cross validation results)

Test Gergek Tahmin Test Gergek Tahmin
M B M B
| M 188 12 6 M 190 10
B 15 177 B 13 179
2 M 190 10 7 M 190 10
B 14 178 B 14 178
3 M 190 10 3 M 190 10
B 15 177 B 15 177
4 M 190 10 9 M 190 10
B 13 179 B 14 178
5 M 189 11 10 M 190 10
B 15 177 B 15 177
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Tablo 8. SVM smiflandirma sonuglari (SVM classification results)

TEST DOGRULUK % HASSASIYET OZGUNLUK KESINLIK
1 93,11 0,940 0,922 0,926
2 93,88 0,950 0,927 0,931
3 93,62 0,950 0,922 0,927
4 94,13 0,950 0,932 0,936
5 93,37 0,945 0,922 0,926
6 94,13 0,950 0,932 0,936
7 93,88 0,950 0,927 0,931
8 93,62 0,950 0,922 0,927
9 93,88 0,950 0,927 0,931
10 93,62 0,950 0,922 0,927
Ortalama 93,72 0,949 0,926 0,930

Tablo 9. C4Net 10-kat capraz gecerleme sonuglari (C4Net 10-fold cross validation results)

TEST GERCEK TAHMIN TEST  GERCEK TAHMIN
M B M B

: M 195 5 ‘ M 196 4
B 8 184 B 7 185

5 M 195 5 . M 194 6
B 7 185 B 7 185

; M 196 4 ; M 195 5
B 7 185 B 7 185

A M 195 5 9 M 196 4
B 6 186 B 7 185

s M 195 5 0 M 194 6
B 8 184 B 7 185

Tablo 10. C4Net siniflandirma sonuglar1 (C4Net classification results)

TEST DOGRULUK %  HASSASIYET OZGUNLUK KESINLIK

1 96,68 0,975 0,958 0,961

2 96,94 0,975 0,964 0,965

3 97,19 0,980 0,964 0,966

4 97,19 0,975 0,969 0,970

5 96,68 0,975 0,958 0,961

6 97,19 0,980 0,964 0,966

7 96,68 0,970 0,964 0,965

8 96,94 0,975 0,964 0,965

9 97,19 0,980 0,964 0,966

10 96,68 0,970 0,964 0,965

Ortalama 96,94 0,976 0,963 0,965
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Tablo 11°de AlexNet i¢in 10-kat ¢apraz gegerleme, Tablo
12’de ise siniflandiricinin dogruluk, hassasiyet, 6zgiinliik ve
kesinlik degerleri goriilmektedir.

Sekil 8’de AlexNet i¢in 10-kat ¢capraz gecerleme sonucunda
elde edilen dogruluk grafik gosterimi, Sekil 9°da ise AlexNet
icin 10-kat ¢apraz gecerleme sonucunda elde edilen
hassasiyet grafik gosterimi yer almaktadir.

4.2.3. GoogLeNet sonuglart (GoogLeNet results)

GoogLeNet, 150 devir (epoch), 10-kat capraz gegerleme ile
ortalama %94,95 siniflandirma dogrulugu elde edilmistir.

100,00
99,00
98,00
97,00
96,00
95,00
94,00

93,00

Dogruluk (Accuracy) (%)

92,00

5

Tablo 13’de GoogLeNet i¢in 10-kat capraz gegerleme, Tablo
14’de ise siniflandiricinin dogruluk, hassasiyet, 6zgiinliik ve
kesinlik degerleri goriilmektedir.

Sekil 10’da GoogLeNet i¢in 10-kat capraz gecerleme
sonucunda elde edilen dogruluk grafik gosterimi, Sekil 11°de
ise GoogLeNet i¢in 10-kat capraz gecerleme sonucunda elde
edilen hassasiyet grafik gosterimi yer almaktadir.

4.2.4. ResNet sonuglart (ResNet results)

ResNet, 150 devir (epoch), 10-kat capraz gecerleme ile
ortalama %92,96 simiflandirma dogrulugu elde edilmistir.

6 T 8 9 10

Deney

Sekil 6. C4Net 10-kat capraz gecerleme grafik gosterimi (C4Net 10-fold cross validation graphical representation)

1,00
0,99
0,98
0,97
0,96
0,95
0,94
0,93

Hassasiyet

0,92

5

6 7 10

Deney

Sekil 7. C4Net 10-kat ¢apraz gecerleme hassasiyet grafik gosterimi

(C4Net 10-fold cross validation graphical representation for sensitivity)

Tablo 11. AlexNet 10-kat ¢apraz gecerleme sonuglart (AlexNet 10-fold cross validation results)

TEST GERCEK TAHMIN TEST  GERCEK TAHMIN
M B M B
{ M 190 10 6 M 189 11
B 14 178 B 14 178
5 M 190 10 7 M 191 9
B 14 178 B 13 179
3 M 190 10 g M 189 11
B 13 179 B 14 178
4 M 189 11 0 M 190 10
B 13 179 B 13 179
5 M 190 10 10 M 189 11
B 13 179 B 14 178
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Tablo 12. AlexNet siniflandirma sonuglari (AlexNet classification results)

TEST DOGRULUK % HASSASIYET OZGUNLUK KESINLIK
1 93,88 0,950 0,927 0,931
2 93,88 0,950 0,927 0,931
3 94,13 0,950 0,932 0,936
4 93,88 0,945 0,932 0,936
5 94,13 0,950 0,932 0,936
6 93,62 0,945 0,927 0,931
7 94,39 0,955 0,932 0,936
8 93,62 0,945 0,927 0,931
9 94,13 0,950 0,932 0,936
10 93,62 0,945 0,927 0,931
Ortalama 93,93 0,949 0,930 0,934
100,00
¥ 99,00
:"a..- 98,00
g 97,00
é 96,00
-5 95,00
»a:!n 2 ’—‘—”‘v\/\’—"‘\.
8 93,00

92,00

Sekil 8. AlexNet 10-kat capraz gecerleme grafik gosterimi (AlexNet 10-fold cross validation graphical representation)

1,00
0,99
0,98
0,97

0,96

Hassasiyet

0,94
0,93
0,92

Deney

5

Deney

6 7 8

Sekil 9. AlexNet 10-kat ¢capraz gecerleme hassasiyet grafik gosterimi

(AlexNet 10-fold cross validation graphical representation for sensitivity)

05 ._‘_\/\/\'//\‘

10

Tablo 13. GoogLeNet 10-kat ¢capraz gegerleme sonuglart (GoogLeNet 10-fold cross validation results)

TEST GERCEK  TAHMIN TEST GERCEK  TAHMIN
M B M B
1 M 192 8 6 M 190 10
B 11 181 B 11 181
5 M 191 9 7 M 191 9
B 11 181 B 11 181
3 M 192 8 g M 190 10
B 10 182 B 11 181
4 M 193 7 9 M 190 10
B 9 183 B 12 180
5 M 191 9 10 M 191 9
B 11 181 B 12 180
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100,00
99,00
98,00
97,00

94,00

Dogruluk (Accuracy) (%)

93,00

92,00

96,00
95,00 A—/\_’__

6 7 8 9 10

Deney

Sekil 10. GoogLeNet 10-kat capraz gegerleme grafik gosterimi
(GoogLeNet 10-fold cross validation graphical representation)

1,00
0,99
0,98
0,97

Hassasiyet

0,94
0,93
0,92

0.9 v’/\\.’/"\_/
0,95

6 7 8 9 10

Deney

Sekil 11. GoogLeNet 10-kat capraz gecerleme hassasiyet grafik gosterimi

(GoogLeNet 10-fold cross validation graphical representation for sensitivity)

Tablo 14. GoogLeNet siniflandirma sonuglari (GoogLeNet classification results)

TEST DOGRULUK % HASSASIYET OZGUNLUK KESINLIK
1 95,15 0,960 0,943 0,946
2 94,90 0,955 0,943 0,946
3 95,41 0,960 0,948 0,950
4 95,92 0,965 0,953 0,955
5 94,90 0,955 0,943 0,946
6 94,64 0,950 0,943 0,945
7 94,90 0,955 0,943 0,946
8 94,64 0,950 0,943 0,945
9 94,39 0,950 0,938 0,941
10 94,64 0,955 0,938 0,941
Ortalama 94,95 0,956 0,943 0,946

Tablo 15’te ResNet icin 10-kat gapraz gecerleme, Tablo
16°da ise siniflandiricinin dogruluk, hassasiyet, 6zgiinliik ve
kesinlik degerleri goriilmektedir.Sekil 12°de ResNet i¢in 10-
kat ¢apraz gegerleme sonucunda elde edilen dogruluk grafik
gosterimi, Sekil 13’te ise ResNet igin 10-kat ¢apraz
gecerleme sonucunda elde edilen hassasiyet grafik gosterimi
yer almaktadir.
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4.2.5. VGGNet sonuglart (VGGNet results)

VGGNet, 150 devir (epoch), 10-kat capraz gecerleme ile
ortalama %94,85 siniflandirma dogrulugu elde edilmistir.
Tablo 17°de VGGNet i¢in 10-kat ¢apraz gecerleme, Tablo
18°de ise siiflandiricinin dogruluk, hassasiyet, 6zgiinliik ve
kesinlik degerleri goriilmektedir. Sekil 14’te VGGNet igin
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Tablo 15. ResNet 10-kat capraz gecerleme sonuglari (ResNet 10-fold cross validation results)

TEST GERCEK TAHMIN TEST  GERCEK TAHMIN
M B M B

M 188 12 M 186 14

: B 15 177 ¢ B 15 177
M 187 13 M 190 10

2 B 16 176 7 B 13 179
M 189 11 M 186 14

: B 16 176 ’ B 15 177
M 187 13 M 187 13

‘ B 16 176 ’ B 14 178
M 189 11 M 188 12

: B 17 175 10 B 16 176

Tablo 16. ResNet siniflandirma sonuglari (ResNet classification results)

TEST DOGRULUK % HASSASIYET OZGUNLUK KESINLIK
1 93,11 0,940 0,922 0,926
2 92,60 0,935 0,917 0,921
3 93,11 0,945 0,917 0,922
4 92,60 0,935 0,917 0,921
5 92,86 0,945 0,911 0,917
6 92,60 0,930 0,922 0,925
7 94,13 0,950 0,932 0,936
8 92,60 0,930 0,922 0,925
9 93,11 0,935 0,927 0,930
10 92,86 0,940 0,917 0,922
Ortalama 92,96 0,939 0,920 0,925
100,00

¥ 99,00

= 98,00

®

5 97,00

£ 96,00

g 95,00

Eﬂ 94,00

& 93,00 \_’/—‘\PA_/\/‘\.

92,00

10-kat capraz gegerleme sonucunda elde edilen dogruluk
grafik gosterimi, Sekil 15°te ise VGGNet i¢in 10-kat ¢apraz

5 6 7 8
Deney

Sekil 12. ResNet 10-kat ¢apraz gegerleme grafik gdsterimi

(ResNet 10-fold cross validation graphical representation)

gegerleme sonucunda elde edilen hassasiyet grafik gosterimi

yer almaktadir.
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1,00
0,99
0,98
0,97
0,96

0,95
0:=4 \'/\/\/\_/‘
0,93

0,92
1 2 3 4 5 6 7 8 9 10

Deney

Hassasiyet

Sekil 13. ResNet 10-kat ¢apraz gecerleme hassasiyet grafik gosterimi

(ResNet 10-fold cross validation graphical representation for sensitivity)

Tablo 17. VGGNet 10-kat capraz gegerleme sonuglari (VGGNet 10-fold cross validation results)

TEST  GERCEK TAHMIN TEST  GERCEK TAHMIN

M B M B
. M 192 8 6 M 191 9
B 12 180 B 12 180
5 M 193 7 . M 191 9
B 13 179 B 12 180
3 M 192 8 g M 193 7
B 11 181 B 11 181
M 191 9 M 192 8
4 9
B 12 180 B 12 180
M 191 9 M 191 9
5 10
B 13 179 B 11 181

Tablo 18. VGGNet smiflandirma sonuglari (VGGNet classification results)

TEST DOGRULUK % HASSASIYET OZGUNLUK KESINLIiK

1 94,90 0,960 0,938 0,941
2 94,90 0,965 0,932 0,937
3 95,15 0,960 0,943 0,946
4 94,64 0,955 0,938 0,941
5 94,39 0,955 0,932 0,936
6 94,64 0,955 0,938 0,941
7 94,64 0,955 0,938 0,941
8 95,41 0,965 0,943 0,946
9 94,90 0,960 0,938 0,941
10 94,90 0,955 0,943 0,946
Ortalama 94,85 0,959 0,938 0,942
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Deney

Sekil 14. VGGNet 10-kat ¢capraz gecerleme grafik gdsterimi (VGGNet 10-fold cross validation graphical representation)

1,00
0,99
0,98
0,97
0,96

0,95
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0,94
0,93
0,92

5

6 7 8 9 10

Deney

Sekil 15. VGGNet 10-kat ¢apraz gecerleme grafik gdsterimi (VGGNet 10-fold cross validation graphical representation)

5. SONUCLAR VE TARTISMALAR
(RESULTS AND DISCUSSIONS)

Deneysel ¢aligmalar ML ve CNN modelleri igin ayn1 egitim
- test veri kiimesi ile 10-kat ¢apraz gegerleme yontemiyle
gerceklestirilmistir. 10-kat c¢apraz gegerleme igin 3920
dermoskopi goriintii rastsal 10 parcaya boliinmiis ve her bir
deney i¢in 200 malign (melanom) ve 192 benign (iyi huylu)
olmak tizere 392 adet goriintii kullanilmigtir. ML yontemleri
icin 3920 dermoskopi goriintiisiinde &znitelik ¢ikarimi
benzer sekilde gergeklestirilmis ve en yiiksek basariy1
%93,72 dogruluk orami ile SVM gostermistir. Gorlintii
siniflandirmada, model dogrulugunun yani sira hassasiyet
yani melanom tespit etme giiciiniin de Onemli oldugu
bilinmektedir. Yapilan deneysel g¢alismalarda geleneksel
makine dgrenmesi yontemleri iginde en yiiksek hassasiyete
0,949 ile yine SVM’nin sahip oldugu goriilmiistiir. Yapilan
caligmada, otomatik melanom tespiti i¢in Onerilen C4Net
CNN modeli yani sira literatiirde 6n plana ¢ikmig AlexNet,
GoogLeNet, ResNet ve VGGNet de kullanilmugtir.

Elde edilen sonuglar 1g1ginda onerilen C4Net CNN modeli
melanom tespitini %96,94 dogrulukta yaparak diger tiim
CNN modellerine gore daha yiiksek bir basari gostermistir.
Hassasiyet degeri kiyaslamasinda yine C4Net, 0,976 ile
melanom tespitini giicli bir sekilde yapabilecegini
gostermistir. C4Net, 10-kat ¢apraz gecerleme deneylerinde
Sekil 6’da de goriildiigii gibi en diisiik %96,68 ve en yiiksek
%97,19 smiflandirma basaris1 gostermistir. Sekil 7’de
goriildiigi gibi C4Net i¢in hassasiyet en diisiik 0,970 ve en

yiiksek 0,980 elde edilmistir. AlexNet, %93,93 basar1 elde
etmistir. 10-kat capraz gecerleme deneylerinde Sekil 8°de de
gorildiigi gibi en diisik %93,62 ve en yiksek %94,39
smiflandirma basaris1 gostermistir. Sekil 9°da goriildiigii gibi
AlexNet icin hassasiyet en diigiik 0,945 ve en yiiksek 0,955
elde edilmistir. GoogLeNet, %94,95 basar1 elde etmistir. 10-
kat capraz gecerleme deneylerinde Sekil 10°da goriildiigi
gibi en diisiik %94,39 ve en yiiksek %95,92 siniflandirma
bagaris1 gostermistir. Sekil 11°de goriildiigi gibi GoogleNet
icin hassasiyet en diisiik 0,950 ve en yiiksek 0,965 elde
edilmistir.

ResNet, %92,96 basari elde etmistir. 10-kat capraz
gegerleme deneylerinde Sekil 12°de goriildiigii gibi en diisiik
%92,60 ve en yiksek %94,13 smiflandirma basarist
gostermistir. Sekil 13°te goriildiigii gibi ResNet igin
hassasiyet en diisiik 0,930 ve en yiiksek 0,950 elde edilmistir.

VGGNet, %94,85 basar1 elde etmistir. 10-kat capraz
gecerleme deneylerinde Sekil 14°te goriildiigii gibi en diisiik
%94,39 ve en yiksek %95,41 siniflandirma basarisi
gostermistir. Sekil 15°te gortldigi gibi VGGNet igin
hassasiyet en diisiik 0,955 ve en yiiksek 0,965 elde edilmistir.

Sekil 16°de smiflandirma basarisi agisindan onerilen C4Net
ile diger CNN temsilcilerinin (AlexNet, GooglLeNet,
ResNet, VGGNet) karsilastirmas1 gosterilmigtir. Sekil
17°de, C4Net, ML yontemleri ve diger CNN modelleri ile
elde edilen smiflandirma dogruluk oranlarinin grafik
gosterimi yer almaktadir.
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(Comparison of proposed C4Net with other representatives)
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6. SONUCLAR (CONCLUSIONS)

Melanom nadir goriilmesine ragmen dliime en ¢ok neden
olan cilt kanseri tiiriidiir. Erken tani1 hastalik tedavisinde
biiyiik 6nem arz etmektedir. Melanom tanis1 uzman hekimler
tarafindan gbzle muayene sonucu gergeklestirilebilir.
Gergeklestirilen bu ¢aligmada cilt kanseri tiirii olan melanom
tanis1 i¢in geleneksel makine 6grenmesi yontemleri ile derin
6grenme modellerini kryaslayan kapsaml bir degerlendirme
yapilmig ve yiiksek dogrulukta melanom tanisi koyabilecek
bir CNN modeli tasarlanmistir. Deneysel ¢aligmalarda ISIC
(The International Skin Imaging Collaboration) tarafindan
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saglanan 3920 gercek doku goriintiileri kullanilmustir.
Onerilen CNN modeli, geleneksel makine ogrenmesi
yontemleri ve literatiirde siklikla kullanilan AlexNet,
GoogLeNet, ResNet, VGGNet ile karsilastirilmistir.

DL modellerinin en biiyiik avantaji smiflandirma icin
kullanilacak 6znitelikleri kendisinin belirlemesidir. Bilindigi
gibi siniflandirma yontemlerinin performansi, 6zniteliklerin
nasil belirlendigi ile yakindan iligkilidir. Oznitelikler pek cok
kez uzman goriisii veya elle belirlenir ayrica ML ydntemleri
icin kodlanmas: gerekir. Bu durum ML yontemlerinin
basarisint olumsuz etkiler. Diger taraftan veri 6lgegi arttikga
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DL modellerinin smiflandirma performansi artmaktadir.
Ancak bu durumda DL modelleri egitim i¢in yiiksek islem
giiciine sahip donanima ve zamana ihtiya¢ duyar. ML
yontemleri bu agidan avantajlidir. Tasarlanan CNN modeli
(C4Net) ¢esitli denemeler sonucunda gelistirilmis ve %96,94
dogruluk ile melanom tanis1 koyarak, diger yontemlere gore
daha yiiksek basari gostermistir. Ayni zamanda yapilan
deneysel caligmalarda goriilmiistiir ki siniflandiricilara ait
hassasiyet yani melanom tanisin1 dogru koyma giicii en
yiiksek 0,976 ile yine onerilen C4Net CNN modeli ile elde
edilmigtir. Elde edilen bu sonug veri kiimesinde yer alan
doku goriintiilerinin dogasidan kaynaklanabilir. Yiiksek
¢ozlniirliikli 6rneklem sayisinin arttirilmasi ile de bu bagari
arttirilabilir. Ancak biiyiik 6lgekli ve dengeli bir dermoskopi
goriintii verisi olusturmak, bunlarin etiketlenmesi islemleri
ile CNN egitimi i¢in gereksinim duyulan yiiksek
performansli donanim bu tir c¢aligmalar igin Onemli
kisitlardir.  Bu  kisitlar  giderildiginde melanom  vb.
hastaliklarin otomatik tespiti i¢in daha basarili modeller
tasarlanabilir. Akilli telefon, tablet vb. cihazlar igin
uygulamalar gelistirilebilir.

Gelecek caligmalarda CNN egitim siirecini hizlandiracak
etkili ve Olceklenebilir paralel algoritmalar gelistirilmesi
amaglanmaktadir. Ayrica CNN model basarimini etkileyen
parametreler farkli optimizasyon yontemleri ile otomatik ve
etkin bir sekilde belirlenebilir.
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