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Ozet- Kaliteli bir egitim icin Yiiksekogretim kurumlar1 yonetimsel ve egitimsel anlamda dogru kararlar verebilmelidir.
Yanlis veya eksik yapilan akademik planlama, basarisiz olabilecek Ogrenciler, mezun Ggrencilerin yol haritalari,
okuldan ayrilabilecek Ogrenciler gibi konular Yiiksekogretim kurumlarinin problemlerindendir. Bu problemlerin
¢ozlilmesi ve tedbirlerin alinmasi egitimin kalitesi i¢in son derece onemlidir. Yiiksekogretim kurumlarinda egitime ait
giderek artan veriler bulunmaktadir. Giderek artan bu verilerin yonetime, egitimcilere veya egitime hicbir yarar1 yoktur.
Bahsedilen problemler hakkinda yiiksek oranlardaki dogruluklarla tahminler yapilabilmekte ve anlamli sonuglar, veri
madenciligi yontemleri ile ortaya ¢ikarilabilmektedir. Veri madenciligi yontemleri akademik miidahaleler i¢in giiglii bir
aragtir. Bu c¢aligmada, veri madenciligi yontemlerinden olan Yapay Sinir Aglar1 (YSA) ve Karar Agaclart (KA)
kullanilarak Firat Universitesi, Egitim Fakiiltesi, Bilgisayar ve Ogretim Teknolojileri Egitimi Béliimii (BOTE)
ogrencilerinin mezuniyet notlarinin tahmin edilmesi gerceklestirilmistir. Gergeklestirilen benzetim caligmalarinda
YSA’nin, KA’ya oranla daha iyi tahmin basarimi sagladigi goriilmiistiir.

Anahtar Kelimeler- egitsel veri madenciligi, 6grencilerin basarilarinin tahmini, yapay sinir aglari, karar agaclari

Prediction of Student’s Grade Point Average by Using the
Data Mining Methods

Abstract- For an eligible education, higher education institutions are to conclude the right decision by means of
administrative and educational aspect. For academic planning being missing or incorrect, students being unsuccessful,
determining the roadmap for graduates, student’s dropping out are the subject of higher education institution’s problem.
Solving these problems and taking measures are very important for eligible education. There is a bulk of increasing data
belonging to education of higher education institutions. These increasing data has nothing to do with administration,
academician and education. These data can be meaningful by processing with the methods of data mining, estimations
can be done with higher accuracy rate and measures can be taken. Data mining methods are powerful tools for academic
interventions. In this study, several prediction techniques in data mining such as artificial neural networks and decision
tree methods are used to help the educational institutions to predict the students’ graduation scores. According to the
experimental results, it is observed that the ANN yielded better performance than the Decision tree.

Keywords — educational data mining, prediction of student’s academic achievements, artificial neural networks,
decision trees

1. GIRIS (INTRODUCTION) bilgileri ortaya ¢ikarmada istatistiki yontemler her zaman

kullanishh olmayabilmektedir. Bu durumlarda verileri
Yiksekogretim  kurumlarindaki  Ogrenciler, dersler, islemek ve ¢dziimlemek i¢in veri madenciligi yontemleri
akademik ve idari personel, yonetim sistemleri vb. veriler ~ kullanilmaktadir. Yiiksekogretim kurumlari, dgrenci ve
stratejik  verilerdir. Stratejik verilerin ¢ziimlenerek ~ mezunlarm yol haritalarim tahmin etmeye odaklanmustir
anlamlt bilgilerin ortaya ¢ikarilmasi, yliksekdgretim [1]. Kurumlar hangi 6grencilerin 6zel ders programlarina
kurumlarinin birtakim tedbirler alarak, egitimdeki kaliteyi kayit yaptiracagi, hangi Ogrencilerin mezun olabilmesi
artirmasini saglayacaktir. Veriyi ¢oziimlemek ve anlamli  16in akademik yonlendirmeye ihtiyaci olacagi veya hangi
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ogrencilerin  okuldan ayrilabilecegi gibi sorularin
cevaplarimi bilmek isterler. Bu gibi sorularin cevaplari
kurumlar i¢in 6nemlidir ve bu sorularin cevaplar1 veri
madenciligi yontemleri ile bulunabilmektedir.

Birgok arastirmact ve yazar Ozellikle yiiksekogretimde
veri madenciliginin g¢esitli uygulamalarini aragtirmistir ve
tartigmiglardir. Yazarlar, yiiksekogretimde veri
madenciligi uygulamalarinin 6nemini anlamak ve ilgili
alandaki kaliteyi artirmak icin kapsamli literatiir taramast
yapmaktadirlar. Bu baglamda, Ranjan ve Khalil[2], egitim
yonetiminde, akademik ve genel agidan oOzellikle
danmismanlik ve kabul islemlerinde veri madenciligi
tekniklerini  Onermistir. Ayrica aragtirma, dersleri
o6grenme ve ¢aligma simurliliklar gibi konularda gelecege
yon vermektedir. Beikzadeh ve Delavari[3], veri
madenciligi siireclerini gosteren bir analiz modeli
onermistir. Onerdikleri analiz modelinin, yiiksekdgretim
sisteminde bir karar destek araci olarak kullanilabilecegi
vurgulanmigtir. Bunun yaninda, 6nerdikleri karar destek
aracinin  egitsel siiregleri  gelistirmede bir rehber
olabilecegi savunulmustur. Sembiring vd. [4], 6grenci
davranislarini/basarilarini  analiz  etmek ve Ogrenci
performans tahmin modelini gelistirmek igin veri
madenciligi tekniklerini kullanmiglardir. Bresfelean vd.
[5], “FarthestFirst” algoritmas1 ve “Weka J48” de bulunan
O0grenme yoluyla smiflandirma ve veri kiimeleme
yontemlerini  &grencilerin  akademik basar1 ya da
basarisizligin saptama amacl kullanmiglardir.
Mamcenko vd. [6], veri madenciligindeki birliktelik
kurallar1 ve kiimeleme yontemlerini kullanarak elektronik
sinav verilerini analiz etmeyi 6nermislerdir. Onerdikleri
calismanin amact elde edilen sonuglar1 degerlendirmek,
yorumlamak ve tanimlayicit bir model kullanarak
elektronik smav sistemini gelistirmektir. Zhang vd. [7],
veri madenciliginin risk altindaki 6grencilere nasil yardim
edebilecegini, dersin veya modiiliin uygunlugunun nasil
degerlendirebilecegini  ve elde edilen sonuglarin
Ogrencilere nasil uyarlanacagini inceleyen bir calisma
sunmugturlar. Ramaswami ve Bhaskaran[8], deneysel bir
yontem ile birinci ve ikinci kaynaklardan elde edilen
verilerin olusturacagr bir veri tabani gelistirilmistir.
Normal 6grenciler birinci kaynagi olustururken, ikinci
kaynagi da 6zel dgretim 6grencileri olusturmaktadir. 2006
yilinda farkli bolgelerdeki farkli okullardan toplanan 1000
dgrenci verisi, veri kiimesini olusturmaktadir. Islenmemis
veri ilkdnce bir dizi 6n islemden gegirilmis ve daha sonra
ilgili dzellikler olusturulmustur. Sonug olarak 772 6grenci
verisi ilgili tahmin modelinin olusturulmasi igin
kullanilmistir.

Bozkir vd. [9], “Facebook” kullanma siiresini ve sikligini
tahmin eden bir c¢alisma Onermislerdir. Calisma, 570
“Facebook” kullanicisina uygulanan anket verilerinden
olusturulan  veri tabaninda uygulanmistir. Ayrica
caligmada “Facebook’un” egitime katkisi &grenci
gorlislerine baglh olarak irdelenmistir. Mardikyan ve
Badur[10], karar agaglari ve regresyon yontemlerini
kullanarak &gretim iiyelerinin &gretme performanslarini
degerlendirmislerdir.  Ilgili ~veri tabam Bogazigi
iniversitesi, Yonetim Biligim sistemleri  boliimii
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ogrencilerinin  goriisleri dogrultusunda hazirlanmisgtir.
Ayrica veri tabaninda dersler ve diger 6gretim {tyeleri
hakkinda da bilgiler bulunmaktadir. Gaafar ve
Khamis[11] tarafindan makine miihendisligi bolimii
ogrencilerinden mezun olabilecek 6grencilerin profillerini
belirleyebilecek bir yontem Onerilmistir. Calisma, Kahire
Amerikan tlniversitesinde gerceklestirilmistir. Farkli veri
madenciligi yontemleri kullanilarak, farkli birimlerden
alman verilerle bir veri tabani olusturulmustur. Boylece,
iki farkli 6grenci profili modellenmistir. Birinci 6grenci
profili basarili yani mezun olabilecek &grenciler, ikinci
ogrenci profili ise basarisiz ya da okulu birakabilecek
ogrenciler olusturmaktadir.

Delavari vd. [12], veri madenciligi ydntemlerini
kullanarak ytiksekdgretim kurumlari i¢in bir karar destek
sistemi gelistirmiglerdir. Chao vd. [13], “Bilgi Tabanlt
Destek Servis Merkezi” olarak adlandirilan bir sistem
Onermistir. Sistem Ogrencilerin 6zel sorunlarint ¢evrimici
iletebilecekleri bir form sunmaktadir. Ayrica sistem,
iletilen problemin cevaplarini veri tabaninda aramakta ve
ilgili ¢oziimii 6grenciye geri iletmektedir. 2002 yilinda
ogrencilerin yliksekogretim ile ilgili memnuniyetlerini
inceleyen bir veri madenciligi yaklasimi da Luan [14]
tarafindan Onerilmistir.

Bu calismada 2011 yilinda mezun olmus 127 BOTE
Ogrencisinin 4 y1l siiresince almig oldugu toplam 49 kiiltiir
ve mesleki dersin yisonu notlart kullanilmistir.
Mezuniyet notunun tahmini igin iki farkli senaryo
denenmistir. Ilk senaryoda, dgrencilerin sadece birinci ve
ikinci smifa ait derslerinin yilsonu notlar1 kullanilarak
mezuniyet notu tahmin edilmistir. Ikinci senaryo da ise ilk
ti¢ smifa ait derslerinin yilsonu notlart ile mezuniyet
notlarinin tahmini gerceklestirilmistir. Calismada iki
farkli senaryo kullanilmasinin temel amaci, erken sathada
Ogrencinin mezuniyet notunu tahmin ederek, bir uyarim
mekanizmasi1 ile basarist diisen Ogrencileri Onceden
uyarmaktir. Gergeklestirilen benzetim ¢aligmalarinda
YSA’nin, KA’ya oranla daha iyi tahmin basarimi
sagladigi ve ikinci senaryonun, birinci senaryoya oranla
daha iyi tahminler yaptig1 gorilmustiir.

2. YONTEM (METHOD)

Bu c¢aligmada kullanilan veri kiimesinden, anlaml
bilgilerin  ¢ikarilmast amaciyla veri madenciligi
yontemleri kullanilmigtir. Veri madenciligi; eldeki veriler
1s18inda gelecege yonelik tahmin yapmay1 saglayacak
kurallarin belirlenmesi olarak tanimlanabilir [15]. Diger
bir ifade ile veri madenciligi, eldeki verilerden belirgin
olmayan anlamli bilgilerin ¢ikarilmasi islemlerine verilen
genel addir. Obekleme, smiflandirma, veri ozetleme,
degisikliklerin analizi, sapmalarin tespiti gibi yaklagimlar
veri madenciliginin kullandig1 temel bazi islemler olarak
karsimiza ¢ikmaktadir [16]. Veri madenciligi, eldeki bazi
ornek verilerden, sonuglar1 bilinmeyen verilerin tahmini
icin kullamilabilir [17]. Bu calismada, Firat Universitesi,
BOTE boliimii dgrencilerinin  mezuniyet notlarinin
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tahmininde YSA ve KA yaklagimlar1 kullanilmistir. Elde
edilen sonuglar 3. boliimde verilmistir.

2.1. Yapay Sinir Aglari (Artificial Neural Networks)

YSA, ongoriilen bir sayida yapay sinir hiicresinin, bazi
amagclarla belirli bir mimaride yapilandirilmasiyla ortaya
cikar. Bu mimari yapi, ¢cok katmanli bir yap1 olup ilk
katmani, giris katmani olarak adlandirilir. Bu katmanda
herhangi bir islem yapilmaz. Giris katmani ile c¢ikis
katmani arasinda yer alan katmanlara ara katman denir ve
bir ag modelinde birden fazla ara katman bulunabilir.
Cikis katmani da son katman olarak adlandirilir. Ara
katmanlarin ortak adi gizli katmandir [18,32]. Giris-¢ikis
katmanlar1 arasinda bilgi aktarimi gizli katman iizerinden
yapilmaktir. Cok katmanli yapilarda herhangi bir
katmanin ¢ikig sinyalleri bir sonraki katmanin giris
sinyalleri olarak kullanilir. Giris katmaninda k adet giris
ndronu, gizli katmanda h adet néron ve ¢ikis katmaninda
q adet ndéron bulunan bir tek katmanli ileri beslemeli sinir
ag1 k-h-q ag1 olarak bilinir. Tam baglantili ag yapisinda
her katmanda bulunan néronlar bir sonraki katmanin tiim
ndronlarina baghdir. Ayrica, bir ag modelinde sinaptik
baglantilardan bazilar1 eksikse bu ag, kismi baglantili ag
adint alir [18]. Sekil 1’de ¢ok katmanli bir YSA ag1
gosterilmistir.
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Sekil 1. Cok katmanli yapay sinir agt
(Multi-layer artificial neural network)

2.2. Karar Agaglar: (Decision Trees)

KA, verilen bir problemin yapisina bagli olarak bir agag
yapist seklinde smiflandirma ve regresyon modeli
olusturmaktadir. Aga¢ yapilar1 kurallardan meydana
gelmektedir. Kurallarin anlasilabilir olmasi yontemin
kullammini kolay ve uygulanabilir kilmigtir. KA, bir
problemin ¢dziimiinde, basit bir karar verme islemini, ¢ok
asamal1 ve ardisik islemlerden sonra gerceklestirmektedir
[19]. Simiflandirma agacinda tahmin edilecek &znitelikler
ayrik verilerden olusurken, regresyon agacinda 6znitelik
verileri siirekli degiskenlerden olugmaktadir [20]. Basit
bir regresyon agaci yapisi Sekil 2’de gosterilmistir. Bu
yapida her bir Oznitelik bir diiglim tarafindan temsil
edilmistir. Agag¢ yapisinin en iist kismi kok, en alt kismi
yapraklardan olusurken; kok, yaprak ve diiglimler
arasindaki iligkiler dal olarak séylenmektedir [21, 23].
KA yapist olusturulurken verilere bir takim sorular
sorularak karar kurallar1 olusturulur. Sorular kok
diiglimiinde sorulmaya baglanir, yapraklara kadar agacin
dallanmasi devam eder [22].

Kék digim
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T

Sekil 2. Diigiim, dal ve yapraklardan olusan basit bir karar
agac1 yapisi
(A decision tree is a simple structure consisting of node, branches and
leaves )

Agac¢ yapisindaki dallanmalarin hangi O6znitelige bagl
olarak yapilacagi, aga¢ yapisinin temelini teskil
etmektedir. Literatiirde, dallanma ile ilgili Onerilen en
o6nemli yontemlerden bazilari sirasi ile bilgi kazanci ve
bilgi kazang¢ orami [21], Gini indeksi [24], Twoing kural
[24] ve Ki-Kare olasiik tablo istatistigi [25]
yaklagimlaridir.  ID3  algoritmast  bilgi  kazanci
yaklasimini, C4.5 algoritmasi ise boliinme bilgisi kavrami
ile bilgi kazanci yaklagimini kullanmaktadir. Ayrica
CART algoritmast olarak bilinen smiflandirma ve
regresyon agaci ise Twoing kuralin1 kullanmaktadir [24].
CART algoritmasmnin en Onemli 6zelligi regresyon
agaclar1 olusturabilmesidir. Bu agaglarin biiylimesi ve
dallanmasi, tahmin edilecek degerlerin ortalama karesel
hatasiin minimize edilebilecegi boliinmeler
gerceklestirilerek saglanir. Her bir yaprakta elde edilen
tahminler diigiim i¢in hesaplanan agirlikli ortalamalara
bagli olarak hesaplanir [26]. Ayrica CART algoritmasinda
ikili dallanmalarin oldugu ve her bir karar diigiimiinden
itibaren agacin iki alt dala ayrilmasi prensibini esas aldig1
bilinmektedir [24,27]. Diger bir ifade ile bir diigiimde
secme islemi yapilmasinin ardindan diigiimlerden sadece
iki dal ayrilabilir. CART algoritmasinda, boliinme iglemi
Twoing kurali ile saglanir. Bunun i¢in tiim 6zniteliklere
ait degerler goz Oniine alnir ve tim eslesmelerden sonra
iki bolinme elde edilerek se¢me islemi gerceklestirilir
[28]. Twoing algoritmasinda Ozniteliklerin igerdigi
degerler g6z oniline alinarak egitim kiimesi aday boliinme
olarak adlandirilan iki ayr1 dala ayrilir. Bir t diigimiinde
sag (g Ve sol (i) seklinde kiimelerden olusan iki dal
bulunur. Regresyon agaci olusturulmasinda kullanilacak
her bir veri sag ve sol dala boéliinmeye adaydir. Twoing
kuralinda oncelikle her bir aday i¢in sag ve sol taraftaki
dalda olma olasiliklar1 hesaplanir. Her bir aday verinin sol
taraftaki dala bolinme olasiligi psy Ve P(j/ts), sag
taraftaki dala boliinmesi olasiligl ise Py Ve P(j/tyz)
seklinde ifade edilir. Olasiliklarin hesaplanmasinin
ardindan t diigiimiindeki s aday bdliinmelerinin uygunluk
Olgiisii,
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seklinde hesaplanir. Bu esitlikte j 6zniteliklere ait simif
etiket degerini sembolize eder. Dallanmay1 olusturacak
satirt belirlemek i¢in, hesaplama sonucu elde edilen
degerler icerisinden en biiylik olani secilir. Boylece,
regresyon agacinn ilk ikili dallanmasi gerceklestirilmis
olur. Aga¢ dallanmasi icin alt kiimelere s6z konusu
islemler tekrar tekrar uygulanir [29].

2.3. Gegerlilik Analizi (Validity Analysis)

Geligtirilen bir modelin ne kadar dogru islediginin
belirlenmesi islemine gegerlilik analizi denir. Bu analiz
yontemlerinde genellikle verilerin % 5 ile % 33 arasindaki
bir kismui test verisi ve diger kalan kismui ise gelistirilen
modelin &greniminin  gergeklestirildigi egitim verisi
olarak adlandirilir. Bu yontemde veri kiimesi rastgele iki
esit parcaya ayrilir. {1k asamada bir parca iizerinde model
egitimi ve diger parca iizerinde test islemi; ikinci asamada
ise ikinci parca lizerinde model egitimi ve birinci parga
izerinde test islemi yapilarak elde edilen hata oranlarinin
ortalamasi kullanilir. Eger sinirli miktarda bir veri gurubu
ile bir model olusturuluyorsa, bu modelin gecerlilik
analizi capraz gecerlilik testi ile saglanabilir. Bu durumda
giris verileri k gruba ayrilir ve k katli capraz gegerlilik
testi tercih edilebilir. Verilerin 6rnegin 10 gruba ayrildig:
bu yontemde, siire¢ her defasinda bir grubun test, diger
gruplarin 6grenim amach kullanilmasi ile siirdiirtliir.
Sonugta elde edilen 10 hata oraninin ortalamasi, kurulan
modelin ortalama hata oranin1 gosterecektir [30,31].

2.4. Basarim Degerlendirmesi (Performance Evaluation)

Gelistirilen modelin bagarimi korelasyon katsayist (R) ve
ortalama karesel hata fonksiyonlar1 (OKH) kullanilarak
analiz edilmistir. Bu yontemler bir ¢ok ¢aligmada bagarim
kriteri olarak gosterilse de, modelin basarim hatasinin
dagilimi hakkinda herhangi bir bilgi vermemektedirler.
Bu problemin ¢6zlimii igin ve ayrica modelin basariminin
daha etkili analiz etmek i¢in ortalama mutlak hata (OMH)
yontemi de kullanilmistir. Korelasyon katsayisinin
karesine  determinasyon  katsayisi  denmektedir.
Determinasyon katsayisinin 1’e yakin olmast durumu X
ve Y degiskenlerinin arasinda dogrusal bagimliligin
kuvvetlendigini gostermektedir. OKH, tahmin edilen veri
ile gercek veri degerlerinin farkinin mutlak degerinin
toplanip, toplam veri sayisina boliinmesiyle elde edilen
degerdir. Bu degerin sifira yakin olmasi, tahmin edilen
degerin  kuvvetli bicimde dogruya yakinsadigim
gostermektedir [30].

2.5. Kullanilan Veri (Data Set)

Bu c¢alismada kullanilan veriler, 6grencilerin 6zel bilgileri
(ad1 soyadi, TC kimlik no, vb.) gizli tutularak, Firat
Universitesi Ogrenci Isleri veri tabanindan temin
edilmistir. Veriler, 2007 yilinda okula baglayan ve 2011
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yilinda arasinda Firat Universitesi, BOTE béliimiinden
mezun olan 6grencilerin ders ve mezuniyet notlarindan
olusmaktadir. Ogrencilerin mezun olmasi igin gerekli olan
49 adet mesleki ve Kkiiltiirel ders veri kiimesinin
Ozniteliklerini olusturmaktadir. Veri kiimesi
olusturulurken 127 &grencinin ders notlar1 goz oniine
alinmigtir. BOylece 127x49’lik bir veri matrisi elde
edilmistir. Ogrencilerin aldiklar1 dersler igin basar
puanlart bagil degerlendirme sistemi ile
hesaplanmaktadir. Bir dersin sinavi 100 {izerinden
degerlendirilir ve dersin yilsonu notu ara simav notunun
0,4 kat1 ile genel sinav notunun 0,6 katinin toplami olarak
hesaplanir. Daha sonra bagil degerlendirme sistemine
gore dgrencinin, o dersteki ders notu harfli sisteme gore
bulunur. Harfli notlar Tablo 1’e gore doniistiiriilerek
6grencinin ders notu hesaplanir.

Tablo 1. Not doniistiirme tablosu (Note conversion table)

Ders Basan
Notu Katsayisi
AA 4

BA 35

BB 3

CB 25

CcC 2

DC 15

DD 1

FF 0

2.6. Uygulama (Application)

Bu c¢aligmanin temel amaci, Ogrencilerin mezuniyet
notlarimi erken tahmin edebilecek bir veri madenciligi
uygulamasinin  gergeklestirilmesidir. Boylece, mezun
olamayacak Ogrenciler uyarilabilecek veya ortalamasi
belirli bir degerin altinda kalan 6grencilerin daha yogun
calismalar1 Onerilebilecektir. Bu baglamda iki farkli
senaryo MATLAB  ortaminda  gergeklestirilmistir.
Bunlarin ilkinde, 6grencilerin sadece ilk iki yilda aldiklar
yilsonu notlar1 géz oniine alinmistir. Boylece toplam 24
adet dersin yilsonu notlarindan 6grencilerin mezuniyet
notlar1 tahmin edilmistir. Ikinci senaryoda ise dgrencilerin
ilk {i¢ yilsonunda almis olduklar1 derslerin yilsonu notlari
kullanilarak, 6grencilerin mezuniyet notlar1 tahmin
edilmistir. Ilk ii¢ sene sonunda dgrenciler toplam 38 adet
ders almiglardir.

Bu ¢alismada veri madenciligi yontemlerinden olan YSA
ve KA kullanilarak 6grencilerin mezuniyet notlari tahmin
edilmistir. Bu baglamda kullanilan bu yOntemlerin
parametrelerinin ayarlanmasi gergeklestirilen bilgisayar
benzetimleri ile saglanmistir. YSA modeli, tanjant
sigmoid aktivasyon fonksiyonu kullanan tek gizli katman
icermektedir. Birinci senaryo i¢in  YSA’min  girig
katmaninda 24 hiicre ve benzer sekilde ikinci senaryo igin
ise giris katmaninda 38 hiicre bulunmaktadir. Her iki
senaryo i¢in ¢ikis katmaninda tek bir hiicre
bulunmaktadir. Cikig katmaninda lineer aktivasyon
fonksiyonu ve giris katmaninda ise tanjant sigmoid
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aktivasyon fonksiyonu kullanilmistir. Gizli katmanda ise
birinci ve ikinci senaryo igin sirasi ile 25 ve 39 hiicre
kullanilmistir.

Bilgisayar benzetimlerinde 5 katli capraz gegerlilik
kullanilmistir. Boylece, YSA’nin egitimi i¢in yaklasik
101 ornek ve egitilen YSA’nin testi igin de 26 Ornek
kullanilmistir. Tablo 2°de 5 kath c¢apraz gegerlilik
kullanilarak elde edilen ortalama sonuglar verilmistir.

11

Tablo 2. YSA kullanilarak birinci senaryo i¢in elde

edilen basarim degerleri
(The performance of ANN classification method for first scenario)

Kullanilan Korelasyon
Yontem OKH Katsayisi OMH
YSA 0.2068 0.8494 7.4005

Tablo 2’de de gosterildigi gibi birinci senaryo igin
ortalama 0.2068 OKH degeri, 0.8494 korelasyon katsayisi
ve 7.4005 OMH degerleri elde edilmistir.

Ortalama Karesel Hata (okh)

10°L s

— Egitim

1
0 50 100

1 1 1 1
200 250 300 350
397 Ornek

Sekil 3. Birinci senaryo i¢in YSA egitim bagarimi (The performance of ANN training for firsts cenario)

Sekil 3’de YSA modelinin egitim bagarimi gosterilmistir.
YSA modeli 10”° hata degerine 397 iterasyon sonucunda
varmistir. Sekil 3’de gosterilen siirekli egri, YSA’nin

3.6

O0grenme basarimini, kesikli gosterilen seviye ise hedef
hata degerini gostermektedir.

34 rF

3.2 ¢

w
T

Mezuniyet Notu

——*——Tahmin Edilen
—6—— Gergek Deger

15 20 25
Ornek Sayisi

Sekil 4. Birinci senaryo i¢in YSA tahmin sonuglar1 (Prediction result for ANN classification method for first scenario)

Sekil 4’de YSA modelinin 25 6rnek i¢in irettigi tahmin

sonuclart ve gergek degerler gosterilmistir. Burada -*

tahmin edilen degerleri, -0 ise gergek degerleri

gostermektedir. Sekil 4 dikkatle incelendiginde 5, 6, 20 ve
22. ornekler diginda diger Ornekler igin tahmin edilen
deger gercek degere oldukga yakindir.
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Ikinci senaryo icin elde edilen basarim degerleri Tablo
3’de verilmistir. 0.1329 OKH, 0.9376 Kkorelasyon
katsayist ve 4.7547 OMH degerleri ikinci senaryo igin
elde edilmistir. Bu degerler gergeklestirilen modellemenin
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Tablo 3. YSA kullanilarak ikinci senaryo i¢in elde edilen

bagarim degerleri
(The performance of ANN classification method for second scenario)

Kullamlan OKH Korelasyon OMH
Yontem katsayisi
YSA 0.1329 0.9376 4.7547

Diger taraftan, ikinci senaryo i¢in elde edilen YSA egitim
basarimi Sekil 5’de gosterilmistir. Bu grafikten, ikinci
senaryo icin YSA’nin hedeflenen hata degerine daha kisa
bir zamanda (29literasyon) ulastigi goriilmektedir.

birinci senaryoya gore daha gercek¢i oldugunu
gostermektedir.

107 . -

£

=]

m

=

==

i

4]

5

e

m

E

s

m

£

o

10°L '

— Egitim
----- Eniyi

1
0 50 100

1 1 1
150 200 250

291 Grnek

Sekil 5. ikinci senaryo icin YSA egitim basarimi (The performance of ANN training for second scenario)

Sekil 5’de ikinci senaryo i¢in YSA’nin egitim basarimi ve
sekil 6°da ise gercek ve tahmin edilen degerler verilmistir.
Tablo 3 ve sekil 6 incelendiginde ikinci senaryo igin
gergeklestirilen  tahminlerin =~ daha  iyi  oldugu
goriilmektedir. Her iki senaryo igin olusturulan ag
modelinde daha onceden de belirtildigi gibi aktivasyon
fonksiyonu olarak tanjant sigmoid kullanmilmistir. Ayrica,

3.6

ikinci senaryo i¢in Log sigmoid aktivasyon fonksiyonu
kullamlarak deneyler tekrarlanmistir. lgili korelasyon
katsayisi, OKH ve OMH degerleri sirasiyla 0,9217,
0,2760 ve 5,0127 bulunmustur. Boylece tanjant sigmoid
aktivasyon fonksiyonu yaninda diger aktivasyon
fonksiyonlarmin  da  kullanilabilecegi  goriilmiistiir.

34

3.2+

28+

Mezuniyet Notu

2.6

24+

T
——#——Tahmin Edilen
—O6—— Gergek Deger| /

0 5 10

1
15 20 25

Ornek Sayisi

Sekil 6. ikinci senaryo icin YSA tahmin sonuglar1 (Prediction result for ANN classification method for second scenario)

Karar agaclari ile regresyon islemi i¢in CART algoritmasi
kullanilmistir. Her iki senaryo iginde ayni aga¢ yapisi
kullanilmistir. Regresyon aga¢ modeli olugturulmasinda

dallanma icin
sadelestirilmesi
kullanilmasgtir.

Twoing algoritmasi,
icin ise on budama

agacinin
yontemi
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x23 < 27880993 >=2.75

X6 <275 Mg >=275

x15 <275 £Ex15 =275

x18 < 2.75 Fx18 »= 2.75

X7 <275 HxT >=2.75

a{4<1.75 God>=1T75  x3<1.75 B3 >=1.75

x13 <2 25413 =225

x23 < 3.25 {23 >=3.25 x18 < 3.25 18 >=3.25

x5 < 1.75 faxb >=1.75 2.4 x16<3.25 Ax16>=326 2256 <275 Xw@6>=275

67

%2 <225 fix2 »=2PH< 1.75 13 »=1.75 x 0 <275 10 »= s %9 <325 fax9 >=3.25 Y4 26%6 17 < 1.75 17 >= 1.75 2o 3% x21 < 3.75 w21 >= 3.7
9 5<2,25 Aux24 >= 28 ¥y 2330275 x24 < 275 fhx24 == 275 Tt 3 x22 < 3.25 =325 x1<3 ‘1>=3355
28330 M5 . < 3.25 uxs >=3.28 x12<275 Lux12 >:2.7_ 7 Wil Tl

29467 3025

x3 <225 Ay 3>=§17

93 3016

Sekil 7. Birinci senaryo i¢in kullanilan regrasyon agaci modeli (The Regrassion tree model for first scenario)

S6z konusu regresyon agact modeli Sekil 7°de
gosterilmistir. Sekilde 25 adet ders i¢in elde edilen agagta
26 diigim ve 27 yapraktan olustugu goriilmektedir.
Sekilde dallar iizerinde bulunan degerler regresyon agac
yapisinin dallanmasinda kullanilan esik degerlerini ifade
etmektedir. Ilk senaryo igin 23 nolu ders kok diigiim
olarak belirlenmistir. Daha sonraki dallanmalar 5 ve 13
numaralar1 dersler iizerinden devam etmistir. Modelin
yapraklarmi ise 24, 10, 5, 3 ve 1 numarali dersler
olugturmaktadir.

Tablo 4. KA kullanilarak birinci senaryo i¢in elde edilen

basarim degerleri
(The performance of Decision tree classification method for first

scenario)
Ku!-lanllan OKH Korelasyon OMH
Yontem katsayisi
Karar | o5180 | 07444 | 7.7480
Agaglari

Tablo 4’de de gosterildigi gibi karar agaglar1 kullanilarak
gerceklestirilen benzetim ¢aligmalarinda birinci senaryo
icin ortalama 0.2180 OKH degeri, 0.7444 korelasyon
katsayist ve 7.7480 OMH degerleri elde edilmistir. Diger
taraftan sekil 8’de Karar Agaglart modelinin 25 6rnek igin
tirettigi tahmin sonuglari ve gergek degerler gosterilmistir.
Burada yine, -* tahmin edilen degerleri, -0 ise gercek
degerleri gostermektedir. Sekil 8 dikkatle incelendiginde
17, 22, 23 ve 24. ornekler disinda diger Ornekler igin
tahmin edilen deger gercek degere yakin olduklart
goriilmektedir.
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Sekil 8. Birinci senaryo igin KA tahmin sonuglart (Prediction result for Decision tree classification method for first scenario)

Benzer sekilde ikinci senaryo igin elde edilen Karar agact  i¢in elde edilen agagta 17 adet diigim ve 18 adet
yapist Sekil 9’da gosterilmistir. Sekil 9’da 38 adet ders  yapraktan olustugu goriilmektedir.

X28 < 2.75 4428 >=2.75

%26 < 3.25 /%526 >=3.25 X34 < 3254434 »= 325
X2T < 2.75 JEx27 >=2.T5 x21 <275 o1 >=276 X33 <2.75 Ax33>=2.75 x16 <275 Bx15 >=2.75
x30 < 2.75 4x30 >=2.75 2 M %30 <325 ZAx30>=325 x10 <275 Jux10 »=275 X3 €225 4ix3 >=2.25 x10 < 2.75 Jix10 >=2.75 185 1811
X33 <226 \x33 >= 208 < 225 Hux13>=225 X26 < 3.25 Au 5>:3,2527 5 > a3 ®2 <375 Jx2 >=375 2%: 2% 3 X3 €225 Jx3>=225

24022 2588 .62 26529 2.6756 2915 3.0763 24 33333 18
Sekil 9. ikinci senaryo kullanilan regresyon agact modeli (The Regrassion tree model for second scenario)

Ayrica 28 numaral1 dersin kok diigiim olarak belirlendigi  yapraklarinda ise siras1 ile 33, 13, 25, 2 ve 3 numaral
ve ilgili dallanmalarin da 26 ve 34 numarali dersler dersler bulunmaktadir.
izerinden devam  ettigi = goriilmektedir.  Agacin
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Tablo 5. KA kullanilarak ikinci senaryo i¢in elde edilen

basarim degerleri
(The performance of Decision tree classification method for second

scenario)
Ku!.lamlan OKH Korelasyon OMH
Yontem katsayisi
Karar | g 5006 | 0.7634 | 7.2228
Agaclari

15

Tablo 5’de de gosterildigi gibi karar agaclar1 kullanilarak
gerceklestirilen benzetim ¢aligmalarinda ikinci senaryo
icin ortalama 0.2026 OKH degeri, 0.7634 korelasyon
katsayis1 ve 7.2228 OMH degerleri elde edilmistir. Diger
taraftan Sekil 10°da Karar Agaglart modelinin 25 6rnek
icin irettigi tahmin sonuglar1 ve gercek degerler
gosterilmistir.

3.6 T

3.2

Mezuniyet Notu
N
(o]
T

2.6

L L 1y

—O— Gergek deger
—%— Tahmin Edilen ||

r r r

24

221
2 r
0 5

10 15 20 25
Omek Sayisi

Sekil 10. Ikinci senaryo i¢in KA tahmin sonuglari
(Prediction result for Decision tree classification method for second scenario)

Benzer sekilde, Sekil 10 incelendiginde 9 ve 17.
ornekler diginda diger ornekler i¢in tahmin edilen
deger gercek degere yakin olduklart goriillmektedir.

3. SONUCLAR (RESULTS)

Bu caligmada, YSA ve KA gibi veri madenciligi
yontemleri kullamlarak Firat Universitesi, Egitim
Fakiiltesi, BOTE boliimii grencilerinin mezuniyet
notlarinin erken tahmin edilmesini
gergeklestirilmigtir. Bu tahmin sonucuna gore;
mezuniyet notlar1 belirli bir notun altinda kalan
Ogrenciler uyarilabilecek, Ogrencinin yetenegi
yoniinde se¢meli dersler sectirilerek veya ders
caligma  programlar1  hazirlanarak, Ogrencinin
basaris1  artirilabilecektir. Mezuniyet notunun
tahmini igin iki farkli senaryo denenmistir. ilk
senaryoda, oOgrencilerin sadece birinci ve ikinci
smifa ait derslerinin yilsonu notlar1 kullanilarak
mezuniyet notu tahmin edilmistir. ikinci senaryo da
ise ilk li¢ simf notlart kullanilarak mezuniyet
notlarinin tahmini gerceklestirilmistir.
Gergeklestirilen benzetim g¢aligmalarinda YSA’nin

her iki senaryo i¢in de karar agaglari yonteminden
daha iyi tahmin basarimi elde ettigi goriilmiistiir.
Her iki tahmin yontemi iginde, ikinci senaryonun
birinci senaryoya oranla daha iyi tahmin giiciine
sahip oldugu goriilmiistiir. Gelecek ¢alismalarda, bu
calismada elde edilen basarimin daha da artirilmasi
igin, ozellikle son zamanlarda popiiler olan Destek
Vektor Makineleri, Bulanik mantik tabanli
regresyon yontemleri ve istatistiksel bazi modeller
kullanilabilir.
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