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ÖZET

Dar ve geniş GaAs kuantum-kuyu (KK) yarı-iletken lazerlerin çizgi genişleme faktörleri (ÇGF) farklı bir metotla ve tek bir modelde birleştirilerek, modal tepe kazancı ve akım yoğunluğuna bağlı olarak verilmiştir. Yapay sinir ağları (YSA) modelleme yaklaşımına bağlı olarak, farklı öğrenme algoritmaları kullanılıp eğitilmiş ve test edilmiştir. Analizde kullanılan algoritmalardan en iyi sonuçlar yakınsama hızı ikinci dereceden olan Levenberg–Marquardt (LM) algoritması ile elde edilmiştir. Eğitim ve test sonuçları literatürde verilen deneysel sonuçlarla çok iyi derecede uyumludur.
Anahtar Kelimeler: Lazer diyot, çizgi genişleme faktörü, yapay sinir ağları, Quantum-kuyu lazerler, modelleme, Levenberg-Marquardt.
MODELING OF THE LINEWIDTH ENHANCEMENT FACTORS

OF THE NARROW AND WIDE GaAs WELL SEMICONDUCTOR LASERS

ABSTRACT
A different method and single model to determine the linewidth enhancement factor (( (Alpha) parameter) for narrow and wide GaAs Quantum-wells (QWs) as a function of modal peak gain and current density is presented. Based on the Artificial Neural Network (ANN) modeling approach, different learning algorithms are trained and tested. The Levenberg–Marquardt (LM) algorithm, which has a quadratic speed of convergence, gives the best result among other learning algorithms used in the analysis. Both the training and the test results are in very good agreement with the experimental results reported elsewhere.
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1. GİRİŞ

Lazer diyotlar optik haberleşme sistemlerinin ve diğer bir çok ilgili alanların vazgeçilmez bir elemanıdır. Yüksek güçteki lazer diyotların uzaysal eşevreliliği (spatial coherence) ve filamentasyon (filamentation) eğilimleri ÇGF den kuvvetli olarak etkilenir [1]. ÇGF tüm sistemin performansını hem sürekli dalga (CW) işleminde hem de yüksek frekans modülasyonunda etkiler. Oldukça düşük değerli bir ÇGF sinyal zayıflaması, modülasyon hızı, ve iletim uzaklığı açısından frekans kayması olmayan bir işlem için gereklidir. İletim kapasitesinin artırılması ve optik sistemlerde doğru ölçümün elde edilmesi için çizgi genişliğinin minimum dolayısıyla bu faktöründe minimum ve doğru olarak elde edilmesi ile mümkündür. Bilindiği üzere ÇGF’nin hesaplanması birçok yaklaşımlar, varsayımlar, ve bazı parametrelerin kabaca tahminini içerir [2]. Bu çalışmada farklı yapılardaki aynı tip (InGaAsP) iki lazerin ÇGF’leri birleştirilerek radyal tabanlı fonksiyon ağları kullanılmış ve genişletilmiş delta-bar-delta algoritması ile eğitilerek modellenmiştir. ÇGF diferansiyel kırınım indisinin 
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Yapılan bu çalışmada, insan beynindeki biyolojik sinir hücrelerinin çalışma prensiplerinin basitleştirilerek modellenmesine dayanmakta olan YSA yaklaşımı kullanılarak dar ve geniş KK’lu GaAs yarı-iletken lazerlerin ÇGF’leri tek bir model kullanılarak elde edilmiştir. YSA’ların işlem detayları insan beyninden tamamen farklı olmalarına rağmen üç konuda benzerlik görülmektedir. Her ikisinde de çok sayıda işlem elemanı olan nöronlar mevcuttur. Ayrıca her nöronun çok sayıda diğer nöronlara bağlantısı olup son olarak ta tüm sistemin görevi öğrenme (eğitim) aşamasında ara bağlantıların ağırlıkları değiştirilerek belirlenir [4]. Öğrenme yeteneği, uyarlanabilir olması, genelleme yapabilmesi, daha az bilgiye ihtiyaç duyması, hızlı gerçek zamanlı işlem yapabilmesi, paralel yapısının olması, ve kolay bir şekilde uygulanabilmesi gibi pek çok avantajından dolayı YSA mühendisliğin bir çok alanında farklı problemlerin çözümünde kullanılmaktadır. Herhangi bir problem için girdiler ve çıktılar arasındaki ilişkiyi (doğrusal olsun veya olmasın), elde bulunan örneklerden genelleme yaparak daha önce hiç görülmemiş olan veya uygulanmamış olan problemlere kabul edilebilir çözümler üretirler.

Bu çalışmada ÇGF’nin epitaksiyel (epitaxial) yapı bağımlılığını inceleyip KK genişliği değiştirilerek elde edilen dar ve geniş kuyulu GaAs lazerlerin deneysel sonuçları [5] temel alınıp tek bir model elde edilmiştir. Elde edilen YSA modeli (Şekil 1) dar ve geniş kuyulu GaAs KK’ların modal tepe kazancı ve akım yoğunlukları verildiğinde ÇGF’lerini nümerik olarak normal hesaplamadan çok daha kısa bir sürede ve doğru olarak hesaplayabilmektedir. Bu çalışmada YSA modelinin tercih edilmesi de bu nedenden dolayı olmuştur.

2.
ÇİZGİ GENİŞLEME FAKTÖRÜNÜN HESAPLANMASINDA KULLANILAN YAPAY SİNİR AĞLARI MODELİ

YSA mühendislik hesaplamalarında ve özellikle aralarındaki ilişki doğrusal olmayan veri kümelerinde güvenilir bir modelleme tekniği olarak karşımıza çıkar. Literatür tabanlı ve deneysel verileri birleştirip içine alarak problem çözümlerinde kullanır. YSA’lar problem çeşitlerine göre bir çok yapıda oluşturulabilir. Bunlardan biri olan çok katlı perseptronlar (ÇKP) [6] oldukça basit olup yaygın bir şekilde kullanılan ve farklı öğrenme algoritmaları ile eğitilebilen YSA’lar olduğundan bu çalışmada kullanılmak üzere seçilmiştir. ÇKP’ler Şekil 2’de görüldüğü üzere giriş, çıkış, ve bir veya birden fazla gizli katman olmak üzere üç ana katmandan oluşur. Her katmandaki nöron sayısı önceden tanımlanarak oluşturulmuştur. Giriş katmanındaki işlem elemanları veya nöronlar, sadece giriş sinyali 
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’nin gizli katmandaki nöronlara dağıtılmasını sağlayan tamponlardır. Gizli katmanlarda bulunan her biri 
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 indisli işlem elemanı, 
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 giriş sinyalini, giriş katmanından 
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 ağırlıkları ile toplar ve toplamın bir 
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Buradaki 
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 YSA yapılarında kullanılan herhangi bir eşik (aktivasyon) fonksiyonu olabilir.
Bu çalışmada ÇGF’nin belirlenmesinde kullanılan ÇKP’ler aşağıda kısaca açıklanan algoritmalarla eğitilmişlerdir. Bu algoritmalardan Levenberg-Marquardt (LM), Broydon-Fletcher-Goldfarb-Shanno (BFGS), ve Fletcher-Reeves (CGF) yıllardan beri kullanılan ve bir çok alana uygulanmış algoritmalardır. Resilient Backpropagation (RP) ise türev genliğini dikkate almadığı için seçilmiştir:

Levenberg-Marquardt (LM): Newton algoritma​sının değişik bir uyarlamasıdır. Yakınsama hızı ikinci dereceden olup sonuca ulaşım daha yavaş olmaktadır. En büyük dezavantajı fazla hafıza gerektirmesidir [7]. 

Broydon-Fletcher-Goldfarb-Shanno (BFGS): Bu öğrenme algoritması hedefe iyi ulaşan bir Quasi-Newton metodudur. Hessian matrisinin her iterasyonda yaklaşık değerinin hesaplanması esasına dayanır [8]. Hesaplanma işlemi gradyentin bir fonksiyonu yapılarak algoritma güncellenir.

Fletcher-Reeves (CGF): Eşleştirmeli gradyent öğrenme algoritmalarından biridir. Hızlı gradyent düşüş doğrultusundan genellikle daha çabuk sonuca yakınsayan eşleştirme doğrultusunda bir arama işlemi uygulanır. Adım boyutu her bir iterasyonda yeniden düzenlenir [9]. 

Resilient Backpropagation (RP): RP öğrenme algoritmasının amacı kısmi türevlerin genliklerinin zararlı etkilerini ortadan kaldırmaktır. Ağırlıkların güncelleştirilmesinde türev genliğinin herhangi bir etkisi olmayıp sadece türevin işareti kullanılır [10].

Kullanılan bu algoritmalardan elde edilen sonuçlar zaman, hafıza, ve hesaplama karmaşıklığı açısından ilişikte bulunan web adresindeki sonuçlarla uyumluluk göstermiştir [11]. LM öğrenme algoritması en hızlı ve en doğru öğrenen algoritma olup kullanılan giriş parametrelerinin az olması da bu sonucun hızlı elde edilmesine katkı sağlamıştır. Normal şartlarda LM çok hafıza gerektiren bir algoritma olmasına rağmen hafıza azaltma parametresinin yardımıyla işlem süresi fazla uzamadan problem hızlı bir şekilde çözülmüştür.

	Tablo 1. Birleşik yapıdan çıkan geniş kuyu GaAs lazerlerin eğitim, deneysel ve teorik ÇGF sonuçları

	Akım Yoğunluğu

(A/cm2)
	Modal Tepe Kazancı

(cm-1)
	ÇGF

	
	
	Deneysel

Ölçüm
	Teorik Hesap
	LM
	CGF
	BFG
	RP

	280
	-8
	5.70
	5.40
	5.57
	5.24
	5.62
	5.49

	300
	-4
	5.30
	5.50
	5.30
	5.51
	5.64
	5.60

	320
	0
	5.90
	5.57
	5.90
	5.70
	5.68
	5.76

	360
	8
	6.25
	5.70
	6.25
	5.79
	5.93
	5.99

	380
	11
	5.95
	5.77
	5.97
	5.81
	5.99
	6.21

	400
	14
	5.75
	5.80
	5.75
	5.72
	5.94
	5.92

	420
	18
	6.00
	5.85
	6.00
	5.51
	5.96
	5.90

	480
	27
	4.75
	6.00
	4.76
	5.19
	4.76
	5.83

	520
	34
	4.90
	6.08
	4.90
	4.92
	4.87
	4.97

	600
	45
	4.75
	5.60
	4.74
	4.49
	4.76
	4.89

	680
	57
	4.45
	4.75
	4.45
	3.55
	4.46
	4.49

	720
	61
	4.25
	4.45
	4.26
	3.36
	4.25
	3.87

	800
	70
	4.15
	4.05
	4.16
	3.41
	4.15
	3.71

	840
	74
	3.90
	3.95
	3.89
	3.65
	3.89
	3.89

	880
	78
	3.70
	3.80
	3.71
	3.67
	3.71
	3.79

	960
	83
	3.55
	3.55
	3.55
	3.52
	3.55
	3.61

	1000
	85
	3.60
	3.40
	3.60
	3.22
	3.60
	3.45

	1040
	86
	2.65
	3.30
	2.65
	2.79
	2.65
	2.94

	1120
	89
	2.00
	3.20
	2.01
	2.43
	2.02
	1.95

	1160
	90
	2.10
	3.10
	2.09
	2.38
	2.02
	2.09


Bu çalışmada önerilen konfigürasyon dar ve geniş GaAs kuyuların modal tepe kazancı ve akım yoğunluğu giriş olarak verildiğinde ÇGF’lerini hesaplayabilmektedir. Yukarıda belirtilen öğrenme algoritmaları YSA’nın eğitiminde ÇGF’leri hesaplamak için farklı giriş kümeleri ve ona karşılık gelen ölçülmüş değerler (
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) kullanılmıştır. Hedef çıkış ile (
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) YSA’nın gerçek çıkışı (
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) arasındaki farklar öğrenme algoritmaları tarafından değerlendirilip denklem (2) kullanılarak ağırlıklar ayarlanır. Eğitim (öğrenme) sırasında nöronlar arasındaki ağırlıklar, bütün eğitim kümeleri için hedef çıkış ile ölçülen değer arasındaki ortalama karesel hatanın (mean square error) daha önceden belirlenmiş bir eşik değerinin altına düşmesi veya maksimum erişilebilir adım sayısına (epoch) ulaşılması gibi bazı kriterlere göre ayarlanır. Burada kullanılan deneysel verilerin alındığı çalışma [5] GaAs aktif bölgeleri AlGaAs bariyerleri arasına sıkıştırılmış tek KK lazeri ile gerçekleştirilmiştir. Yükseltilmiş kendiliğinden ışıma (Amplified spontaneous emission) ölçümleri eşik altında enjeksiyon akımındaki küçük değişikliklere bağlı olarak kazanç ve dalga boyundaki kaymaların belirlenmesiyle Hakki-Paoli [12] metodu kullanılarak gerçekleştirilmiştir. ÇGF üzerindeki yanal dalga kılavuzlama (lateral wave-guiding) ve taşıyıcı sıkıştırma yapısı (carrier confinement structure) etkileri de bertaraf edilmiştir. Deneysel çalışmanın detayları [5] ten elde edilebilir.

Tablo 1 birleşik yapıdaki geniş kuyu GaAs lazerlerin her öğrenme algoritması için eğitim sonuçlarını deneysel verilerle (akım yoğunluğu, modal tepe kazancı, ve ÇGF) ve teorik hesaplanan ÇGF değerleriyle birlikte göstermektedir. Tablo 2 ise aynı sonuçları dar kuyu GaAs lazerler için göstermektedir. Aynı şekilde Tablo 3 ise her iki KK (dar ve geniş) GaAs lazerinin bütün deneysel sonuçlardan eğitim (öğrenme) aşamasında kullanılmayarak rasgele seçilmiş verilerin test sonuçlarını vermektedir. Tablolarda verilen ÇGF’nin teorik değerleri deneysel verilerin alındığı makalede [5] k.p metoduna [13] göre ve zorlandırılmış ışımanın (stimulated emission) etkileri dahil edilerek bulunmuştur.

	Tablo 3. Birleşik yapıdaki dar ve geniş kuyulu GaAs lazerlerin test sonuçları

	Girişler
	Çıkış

	Akım Yoğunluğu

(A/cm2)
	Modal Tepe Kazancı

(cm-1)
	ÇGF

	
	
	Deneysel

Ölçüm
	Teorik Hesap


	LM
	CGF
	BFG
	RP

	190
	6
	2.30
	2.80
	2.33
	2.61
	2.37
	2.25

	400
	40.5
	2.40
	3.80
	2.45
	2.41
	2.59
	2.44

	560
	52
	2.55
	4.35
	2.58
	2.61
	2.51
	2.61

	840
	66.5
	2.35
	5.10
	2.33
	2.57
	2.26
	2.18

	340
	5
	5.95
	5.60
	5.91
	5.72
	5.88
	4.69

	560
	40
	4.85
	6.10
	4.85
	4.70
	4.36
	3.47

	920
	80
	3.60
	3.70
	3.66
	3.60
	3.57
	3.67

	1080
	88
	2.35
	3.25
	2.30
	2.57
	2.03
	2.60


Bir çok denemeden sonra uygun devre şekli ise 2 X 24 X 24 X 1 YSA yapısıyla en düşük eğitim ve test hatalarını veren LM öğrenme algoritması ile elde edilmiştir. Buna göre 2 girişli (akım yoğunluğu ve modal tepe kazancı), her biri 24 nörondan oluşan 2 ara katman, ve birleşik yapıdaki YSA modelinden çıkan tek ÇGF çıkışı ile YSA yapısı belirlenmiştir. Giriş ve çıkış katmanları doğrusal, saklı katmanlar arasında ise hiperbolik tanjant sigmoid eşik fonksiyonları kullanılmıştır. Ayrıca eğitim için kullanılan adım sayısı (epoch= iterasyon x örnek sayısı) ise 200’dür.
	Tablo 2. Birleşik yapıdan çıkan dar kuyu GaAs lazerlerin eğitim, deneysel ve teorik ÇGF sonuçları

	Akım Yoğunluğu

(A/cm2)
	Modal Tepe Kazancı

(cm-1)
	ÇGF

	
	
	Deneysel

Ölçüm
	Teorik Hesap
	LM
	CGF
	BFG
	RP

	120
	-12.5
	2.60
	2.25
	2.60
	2.57
	2.58
	2.58

	130
	-9.5
	2.35
	2.37
	2.35
	2.58
	2.40
	2.39

	140
	-7.5
	2.45
	2.40
	2.45
	2.59
	2.37
	2.45

	150
	-4
	2.5
	2.47
	2.50
	2.56
	2.37
	2.47

	160
	-2.5
	2.45
	2.55
	2.45
	2.59
	2.37
	2.61

	170
	2
	2.45
	2.60
	2.44
	2.56
	2.37
	2.21

	180
	3
	2.35
	2.77
	2.36
	2.60
	2.37
	2.41

	200
	7.5
	2.05
	2.85
	2.04
	2.66
	2.37
	2.13

	240
	22
	1.80
	3.10
	1.80
	1.93
	1.80
	1.86

	280
	29.5
	2.85
	3.30
	2.84
	2.48
	2.59
	2.39

	320
	33
	2.50
	3.50
	2.50
	2.52
	2.59
	2.41

	360
	37
	2.50
	3.65
	2.50
	2.44
	2.59
	2.42

	440
	43.5
	2.60
	3.95
	2.59
	2.52
	2.59
	2.47

	480
	47
	2.50
	4.10
	2.51
	2.56
	2.58
	2.61

	520
	50
	2.55
	4.20
	2.55
	2.54
	2.56
	2.74

	600
	54.5
	2.40
	4.50
	2.41
	2.73
	2.41
	2.71

	640
	56.5
	2.55
	4.60
	2.54
	3.09
	2.55
	3.05

	720
	60
	2.80
	4.80
	2.80
	3.38
	2.80
	3.29

	760
	62.5
	2.3
	4.90
	2.32
	2.94
	2.30
	2.47

	800
	65
	2.45
	5.00
	2.45
	2.72
	2.41
	2.34

	880
	67.5
	2.1
	5.20
	2.10
	2.39
	2.13
	2.03

	920
	67.5
	2
	5.30
	2.01
	2.23
	2.01
	2.03


3. SONUÇLAR VE DEĞERLENDİRMELER

Her öğrenme algoritması için elde edilen eğitim ve test ortalama mutlak hataları yukarıda belirtilen aynı YSA yapısına göre ve ÇGF’nin teorik hesaplamasından elde edilen ortalama mutlak hata oranı ile birlikte Tablo 4’te verilmiştir. Birleşik yapıdaki elde edilen sonuçların geçerliliğini göstermek için, her öğrenme algoritması için YSA modelinden elde edilen sonuçlar teorik ve deneysel sonuçlarla karşılaştırılmıştır. Eğitim ve test ortalama mutlak hatası olarak en düşük hata LM öğrenme algoritması ile elde edilmiş olup literatürdeki dar ve geniş kuyu GaAs lazerlerin ÇGF üne ait deneysel sonuçlarla oldukça uyumluluk göstermiştir [5]. Bu algoritmada elde edilen eğitim ve test ortalama mutlak hataları sırasıyla 0.005 ve 0.036 olarak bulunmuştur. Ona en yakın çözüm ise BFGS öğrenme algoritması ile elde edilmiş olup aynı YSA yapısında eğitim ve test ortalama mutlak hataları 0.063 ve 0.1628 olarak bulunmuştur. ÇGF üne ait deneysel sonuçlarla teorik olarak hesaplanan değerler arasındaki teorik ortalama mutlak hata ise 0.6858 olarak bulunmuş olup, analizde kullanılan bütün öğrenme algoritmalarından elde edilen sonuçlardan oldukça fazla çıkmıştır.

	Tablo 4. Birleşik yapıdaki sonuçlar

	Öğrenme Algoritmaları
	Devre yapısı 
	Ortalama Mutlak Hata (Eğitim)
	Ortalama Mutlak Hata (Test)

	BFGS
	2X24X24X1
	0.0630
	0.1628

	CGF
	2X24X24X1
	0.2354
	0.1502

	LM
	2X24X24X1
	0.0050
	0.0360

	RP
	2X24X24X1
	0.1559
	0.4107

	Teorik ortalama mutlak hata
	
	0.6858


Bu sonuç elde edilen ÇGF ye ait YSA modelinin ÇGF nin teorik hesaplamasına göre [5] oldukça doğru olduğunu göstermektedir. Eğitim ve/veya test zamanı uygun YSA yapısını, parametrelerini, ve öğrenme algoritmasını bulduktan sonra birkaç saniye sürmektedir. Gerçek zamanlı hesaplama ise mikro saniyeler mertebesindedir. Dolayısıyla elde edilen YSA modeli oldukça hızlı olup ÇGF’nin matematiksel hesaplanmasındaki gibi karmaşık fonksiyonları içermemektedir.

Literatürde ÇGF’nin YSA ile modellenmesine yönelik ilk yaklaşım radyal tabanlı fonksiyon ağlarıyla gerçekleştirilmiş ve başarılı sonuçlar vermiştir [2]. Böylece optik ve ilgili sistemlerin YSA yaklaşımıyla hızlı ve doğru sonuçlar vereceği düşüncesinin önü açılmıştır.Yapılan çalışmada veri azlığından dolayı sonuçlar test edilmemekle birlikte bu çalışmanın yapılmasına temel teşkil etmiştir. ÇGF’nin modellenmesine yönelik diğer bir yaklaşım ise eğri uydurma yöntemidir. Bu yöntem ile dar ve geniş kuyulu GaAs ÇGF eğrilerini ortalayacak parametrik bir polinom, matematiksel bir çözüm olarak gündeme getirilebilir. Fakat elde edilen hata oranı optik haberleşme sistemlerinde kullanılacak bir model olarak çizgi genişleme faktörlerinde büyük yanılmalar meydana getireceğinden kullanışsız olacaktır. Her iki eğri için ayrı birer eğri uydurma yolu GaAs dar ve geniş kuantum kuyulu lazerler için uygun olabilir. Buda ayrı bir yöntem olarak başka bir makalede tartışılabilir.

Sonuç olarak, dar ve geniş KK lu GaAs lazerlerin ÇGF lerini hesaplamak için geliştirilmiş olan birleşik YSA modeli bu lazerlerin ÇGF lerini farklı modal tepe kazançları ve akım yoğunlukları için doğru olarak ve çok kısa bir zamanda hesaplayabilmektedir. Bu tip modeller gelişmekte ve karmaşıklaşmakta olan optik haberleşme sistemlerinin bilgisayar destekli tasarım aşamasında kullanılabilir.
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Şekil 1. Birleşik yapı YSA modeli
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Şekil 2. Çok katlı perseptronların temel yapısı
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